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Trust region- eli luottamusaluealgoritmit ovat iteratiivisia optimointialgoritmeja.
Niiden toiminta perustuu siihen, ettd minimoitavaa funktiota approksimoidaan kva-
draattisella mallifunktiolla jonkin luottamusalueen sisélla. Mallifunktio pyritdan mi-
nimoimaan luottamusalueen sisélld ja saatu ratkaisu hyviksytadn uudeksi iteraatio-
askeleeksi, mikali se tuottaa riittavasti viheneméa funktiossa. Samalla myos luotta-

musalueen kokoa muutetaan.

Mallifunktion minimointia luottamusalueella kutsutaan algoritmin osaongelmaksi.
Tassa tyossa kasitelladn kahta ratkaisutapaa, Cauchyn pistetta seké dog-leg -metodia,
jotka hakevat approksimoidun ratkaisun osaongelmalle, seké lisédksi eksaktin ratkai-

sun etsimista. Myo6s algoritmin suppeneminen naita tapoja kayttiaen todistetaan.

Tyossa myos toteutettiin itse MATLAB-ohjelmistolla luottamusaluealgoritmi, jonka
toimintaa testattiin minimoimalla silld Rosenbrockin funktiota. Algoritmin toimin-
taa iteraatioprosessin aikana tutkittiin ja vertailun vuoksi sama optimointitehtéava

ratkaistiin myos viivahakuun perustuvalla algoritmilla.



i

SISALLYS

1. Johdanto . . . . . .. 1
2. Trust region -algoritmi . . . . . . . . ... oo L 3
2.1 Minimikohdista . . . . . . . ... 3

2.2 Trust region -algoritmin rakenne . . . . . . .. ... )
2.3 Osaongelman ratkaiseminen . . . . . . .. .. ... ... ... ..., 6
2.3.1 Dog-leg-menetelma . . . . . .. ... ... L. 8

2.3.2 Eksaktiratkaisu . . .. .. ... 000000 9

2.4 Algoritmin suppeneminen . . . . . .. .. ... 12

3. Algoritmin kdytdnnon toiminta . . . . . . .. .00 Lo Lo 15
3.1 Testausongelman esittely . . . . . . .. ... ... L. 15
3.2 Algoritmin toiminta suorituksen aikana . . . . . . ... ... ... .. 16

4. Yhteenveto . . . . . . . 20
Lahteet . . . . . . . . 21

Liite A: Algoritmin MATLAB-koodi



1ii

LYHENTEET JA MERKINNAT

matriisin A transpoosi

matriisin A inverssi

matriisin A pseudoinverssi

mallifunktion Hessen matriisi tai sen approksimaatio
vakio

rajoitefunktio arvolla x

positiivinen vakio

luottamusalueen sade

positiivinen vakio

funktio f arvolla x

mallifunktion gradientti

dog-leg -polun parametri

identiteettimatriisi

Lagrangen funktio

vakioarvo

iteraatiokerran jarjestysluku (k =0,1,...)
konveksi lukujoukko

kvadraattinen mallifunktio

matriisin positiivisen definiittiyden korjauskerroin
algoritmin parametri

optimointiongelman maérittelyjoukko
reaalilukujen joukko

n-ulotteinen reaaliavaruus

iteraatioaskeleen todellisen ja ennustetun vahenemén suhde
iteraatioaskel

matriisin A ominaisarvo

vakio

minimiarvo

funktion f gradientti

funktion f Hessen matriisi

matriisin tai vektorin euklidinen normi



1. JOHDANTO

Matemaattinen optimointi on monikayttoinen ja laaja matematiikan osa-alue. Op-
timoinnin tavoitteena on 16ytda suotuisin vaihtoehto useiden vaihtoehtojen joukos-
ta, ja onkin luontevaa ajatella, ettéd jokainen ihminen optimoi jollain tasolla joka
paiva. Myos elinkeinoeldmassa optimoinnin kaytto on jatkuvaa esimerkiksi kustan-
nustehokkainta toimintamallia etsittdessd. Tassa tyossa tarkoituksena on selvittaa

ja esitelld trust region -tyyppisten optimointialgoritmien toimintaa.

Matemaattisessa optimoinnissa tavoitteena on loytad kohdefunktiolle paras mah-
dollinen ratkaisu mahdolliset rajoittavat ehdot huomioonottaen. Jos kohdefunktio
ilmaisee saavutettavaa hyotya, pyritdadan loytamaian mahdollisimman suuren arvon
tuottava ratkaisu ja vastaavasti funktion kuvatessa haittaa etsitddn pieninta arvoa.
Néita toimenpiteitda kutsutaan maksimoinniksi ja minimoinniksi. [14] Matemaatti-
sesti kohdefunktion f :R"™ — R minimointia merkitédan kirjoittamalla

min f(z) (1.1)

z€Q

jossa f(x) on minimoitava funktio, x on muuttuja, jonka suhteen minimointi suo-
ritetaan [19]. Maksimointitehtavitkin on tapana merkitd yhtéloén (1.1) kuvaamalla
tavalla minimointitehtéviksi. Téall6in kohdefunktion etumerkki vaihdetaan ja halut-
tu maksimi 16ydetadn minimoimalla. Useissa tapauksissa minimointitehtavaan liit-
tyy myos rajoitteita joukkoon 2. Rajoitteet ilmoitetaan rajoitefunktioina c(z); ja
rajoitteet yleensd monimutkaistavat ongelman ratkaisemista. Rajoitefunktiot ovat
joko yhtalo- tai epéayhtélorajoitteita ja usein samassa tehtévassa on molempia. Ra-
joitettuun optimointiin voidaan soveltaa rajoittamattoman optimoinnin menetelmia
tietyin reunaehdoin. [19] Téassd kandidaatintyossa keskitytaan kasittelemadn rajoit-

tamattomia optimointitehtavia.

Hyvin usein optimointitehtavien kohdefunktiot ovat hankalasti kasiteltavia ja suu-
ridimensioisia, mista johtuen minimointi suoralla laskulla ei ole mahdollista. Suoran
laskun sijaan ratkaisun saamisessa hyodynnetdan iteratiivisia optimointialgoritme-
ja, joissa funktiosta saatavien tietojen avulla edetdéan kohti minimikohtaa. Kaytossa

olevat algoritmit eroavat toisistaan suuresti esimerkiksi lahestymistavaltaan, var-
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muudeltaan tai laskuteholtaan ja erilaisilla ominaisuuksilla varustettuja algoritmeja
kaytetdan eri kayttotarkoituksiin. Minimin 16ytamiseen iteroimalla pyrkivat algo-
ritmit voidaan jakaa ldhestymistapansa pohjalta kahteen luokkaan: viivahaku- ja
luottamusaluealgoritmeihin (trust region). [19] Téassé tyossa keskitytédén tutkimaan

luottamusaluealgoritmien toimintaa.

Luottamusaluealgoritmien idea pohjautuu siihen, ettéd iteraatioaskeleen pituus on
rajoitettu. Ensimmaéinen tahén ldhestymistapaan viittaava algoritmi on Levenber-
gin vuonna 1944 kehittdma [9]. Téssa algoritmissa pyrittiin erilaisilla toimenpiteilld
stabiloimaan systeemia pienimmaéan neliGsumman ongelman ratkaisemisessa. Leven-
bergin algoritmia veiviat 1960-luvun alussa eteenpain Morrison [12] ja Marquardt
[10], joiden tyon seurauksena syntyi Levenberg-Morrison-Marquardt-algoritmi, jo-
ta voidaan pitdd luottamusaluealgoritmien erdénlaisena prototyyppiné [18]. Morén
1980-luvun alussa julkaisema artikkeli [13] toi luottamusaluealgoritmeja tunnetums-

maksi ja vakiinnutti luottamusalue-termin kéyton yleisessa terminologiassa.

Tassa tyossa esitelldan ensin algoritmin teoreettinen tausta. Luvussa 2.2 késitelladn
algoritmin toiminta ideatasolla seka esitelldédn esimerkkialgoritmi, luvussa 2.3 esi-
telladn tapoja ratkaista luottamusalueen osaongelma ja luvussa 2.4 todistetaan al-
goritmin suppeneminen. Teoreettisen késittelyn jalkeen itse MATLAB-ohjelmistolla
toteutettua algoritmia testataan Rosenbrockin funktioon. Luvussa 3.2 tarkastellaan
algoritmin suoriutumista funktion minimoinnissa seké vertaillaan suoritusta viiva-

hakualgoritmin suoritukseen.



2. TRUST REGION -ALGORITMI

2.1 Minimikohdista

Optimointialgoritmeill& pyritdan 1oytaméaan funktion globaali minimikohta.

Maiaritelma 2.1.1. Funktion globaali minimikohta x* maarittelyjoukossaan on pis-
te, joka tayttdd ehdon f(x*) < f(z) kaikilla méérittelyjoukon arvoilla . Minimikoh-
ta on lokaali, jos ehto tayttyy jossain méaarittelyjoukon ympéristossa ||z — z*|| < 9,
kun 6 > 0.

Kriittinen piste on piste, jossa funktio voi saavuttaa lokaalin tai globaalin dériarvon.
Kriittisid pisteitd ovat funktion gradientin nollakohdat, maérittelyjoukon reunat se-
ké epéajatkuvuuskohdat. [3]

Algoritmin saavutettua minimikohdan z* ei kuitenkaan voida olla varmoja, onko
saavutettu kohta globaali vai lokaali minimi. Tamé johtuu siita, ettd etenkin moni-
mutkaisten funktioiden kohdalla ei voida arvioida varmasti funktion kayttaytymista.
Algoritmi on 16ytinyt ratkaisun, mutta ei voida tietédd, onko algoritmin kattamien
alueiden ulkopuolella pienempia arvoja. Monilla algoritmeilla ei pystytakaan ratkai-
semaan kuin lokaali minimikohta. Algoritmin rakentamiseksi vaaditaan tietoa mi-
nimikohdan ominaisuuksista. Funktion minimikohdalle onkin olemassa joukko dif-
ferentiaalilaskennasta pohjautuvia ehtoja, joiden avulla voidaan arvioida pistetté
[7, Theorem 3.1, 3.2 ja 3.4]. Globaalin minimikohdan l6ytdminen helpottuu mikali
tarkasteltava funktio on konveksi [14, Luku 2.1].

Maaritelma 2.1.2. Joukko K C R"™ on konveksi, jos jokaisella muuttujan x,y € K
ja vakion A € [0,1] arvolla patee ehto Ax + (1 — A\)y € K. Funktio f : K — R on

konveksi, jos jokaisella muuttujan z,y € K ja vakion A € (0, 1) arvolla pétee ehto

fAz+ (1 =Ny) <Af(z)+ (1= N f(y) (2.1)

Konveksissa joukossa méaaritelty funktio f : K — R on konkaavi, jos —f on konveksi.

Pistejoukko Az + (1 — \)y jollain vakion A € [0, 1] voidaan ajatella pisteiden x ja y
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vélisend janana. Nain ollen konveksi joukko on joukko, jossa jokainen joukon kah-
den pisteen véliin piirretty jana pysyy joukon sisilld. Konveksissa funktiossa taas
kahden funktion kuvaajalla olevan pisteen véliin piirretty jana on aina kuvaajan yla-
puolella. Naihin ominaisuuksiin perustuen konvekseille funktioille voidaan todistaa

minimikohdan paikallisuutta koskeva lause.

Lause 2.1.1. Jos funktio f : K — R on konveksi, mikd tahansa sen paikallinen
minimi x* on funktion globaali minimi. Jos f on derivoituva, on mikd tahansa sen

kriittinen piste x* globaali minimi.

Todistus. [14, Luku 2.1] Tehddén vastaoletus, ettd minimi z* on funktion paikalli-
nen, muttei globaali minimi. Tall6éin voidaan aina valita piste z € R", joka tayttaa

ehdon f(z) < f(z*). Kun tutkitaan pisteiden z* ja z vélista janaa d
d=Xz+(1-XNz*, A€ |0,1] (2.2)
huomataan Maaritelmén 2.1.2 funktion f konveksisuusehdon perusteella, etta
F(d) < FOs + (1= W) < f(a7). (2.3)

Néin ollen missi tahansa pisteen x* ympéaristossi N on osanen janaa d. Taten on
aina olemassa piste d € N, jolle pétee epdyhtdlo (2.3). Néin ollen pisteen z* on

pakko olla globaali minimi.

Lauseen toinen osa todistetaan valitsemalla piste z samalla tavalla kuin ylla ja teke-
malla vastaoletus, etta piste z* ei ole globaali minimi. Muokataan janan d lausetta

muotoon
d=Xz+(1=Nz"=2"+ Az —x%). (2.4)

Koska funktio f on derivoituva ja konveksi, voidaan janalle d esittdé ensimmaisen

kertaluvun Taylorin approksimaation mukaisesti

(Vi)' (z—a") = ddA (" + Az — 2%)) )
i L@ A = 2) = f() (2:5)
A—0 A .

Funktion f konveksisuuden nojalla voidaan yhtaloon (2.5) soveltaa konveksisuuseh-

toa (2.1) ja saadaan epayhtalo

po L@ A —a) = f@?) L AE) + (L= Nf(a) - )
A—0 A — 250 A (2.6)

= /() ~ 1),
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Todistuksen alussa valittiin piste z niin, ettd f(z) < f(z*), joten yhtalon (2.6)
perusteella

V()" = f(z) = f(z*) <0. (2.7)
Nyt Vf(z*) # 0, joten piste x* ei voi olla kriittinen piste. O

Konveksien funktioiden minimoiminen on siis helpompaa kuin ei-konveksien. Tésté
syysta konveksisuutta pyritddan hyodyntaméaan optimointialgoritmeja rakennettaes-
sa, ja usein esimerkiksi kohdefunktiota mallinnetaan konvekseilla funktioilla iteraa-

tioaskelten minimoinnin helpottamiseksi. [1]

2.2 Trust region -algoritmin rakenne

Seké viivahaku- ettéd luottamusaluealgoritmit pyrkivéit ratkaisemaan minimointion-
gelman mallintamalla kohdefunktiota f(z) kullakin iteraatioaskeleella k jollain yk-
sinkertaisemmalla mallifunktiolla my(z). Eri algoritmeissa ldhestymistapa tdhan
mallifunktioon on kuitenkin erilainen. Siina missa viivahakualgoritmit etsivat malli-
funktiosta suunnan seuraavalle iteraatiolle, rajataan luottamusaluealgoritmeissa tie-
tyn kokoinen alue senhetkisen iteraatiopisteen ympaérille ja minimoidaan mallifunk-
tio tdmaéan alueen sisdlla. Algoritmi onkin saanut nimensé siitd, ettd siind luodaan
mallifunktio, johon luotetaan vain tietylld alueella Q. Tata aluetta kutsutaan luot-
tamusalueeksi. Luottamusalueen sisaltd saadun minimiarvon perusteella suoritetaan
arviointi mallin osuvuudesta kohdefunktioon. Tamén arvioinnin perusteella valitaan

seuraavan iteraation aloituspiste seké luottamusalueen koko. [3, Luku 1]

Luottamusaluealgoritmissa siis kullekin iteraatioaskeleelle ratkaistaan optimointi-
tehtava

Yleisesti mallifunktiona kaytetdan Taylorin sarjan mukaista kvadraattista approk-
simaatiota. Merkitddn seuraavaa iteraatioaskelta s, ja approksimaatiota pisteen x
ympérilla

1
mk(sk) = fk + ngsk + ESgBkSk. (29)

Téassd fr on funktion f arvo f(xy), gr on funktion f gradientti V f(zy) ja matriisi
By, on Hessen matriisi, eli funktion f kaikki toiset derivaatat sisaltédva symmetrinen
matriisi tai sen approksimaatio [19]. Nain ollen yhtélon (2.8) mukainen osaongelma
saadaan muotoon

min  fi + gj sk + ;s;‘gBksk. (2.10)

lIskll2<Ag

Yhtalossa (2.10) luottamusalue on maaritelty euklidisen normin || - || avulla niin,
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ettd luottamusalueena on xp-keskinen n-ulotteinen pallo, jonka sidde on Aj. Luotta-
musalue voidaan mééritelld myos muiden normien avulla [14, Luku 4.5], mutta téssa
tyossé pitaydytaan euklidisen normin kaytossa ja jatkossa merkitdénkin || -||o = |- ||
Yhtélod (2.10) kutsutaan luottamusalueen osaongelmaksi ja sen ratkaisu on lasken-
nallisesti ja suorituskyvyllisesti vaativin osuus luottamusaluealgoritmin toiminnassa.

Luvussa 2.3 esitelldan tapoja osaongelman ratkaisemiseksi.

Tarkea osa luottamusaluealgoritmin toimintaa on saadun osaongelman ratkaisun s
arviointi. Arvioimalla saadaan tietoa siité, kuinka hyvin malli kuvaa kohdefunktiota,
ja taman tiedon perusteella voidaan tehdd muutoksia luottamusalueen kokoon. Mal-
lin kuvatessa kohdefunktiota hyvin voidaan aluetta suurentaa ja vastaavasti pain-
vastaisessa tapauksessa pienentad. Suurempi luottamusalue antaa mahdollisuuden

ottaa pidempii iteraatioaskelia, mika nopeuttaa algoritmin suppenemista. [3]

Maaritelldén arviointia varten funktion ja mallifunktion arvoja hyddytava suhde py,

jota kaytetadn yleisesti osaongelman ratkaisun arvioinnissa.

f(zx) — f(zr +5,)  todellinen viheneméi

= = 2.11
P my(0) — my(sk) ennustettu vihenemé (2.11)
Algoritmille annetaan parametrejd, ja ajon aikana suhteen py arvon perusteella paé-

tetdan seuraavan iteraatioaskeleen luottamusalueesta ja lahtopisteestéd [14, Luku 4].

Havainnollistetaan algoritmin toimintaa Algoritmin 1 esimerkkialgoritmilla. Algorit-
mi on asetettu jatkamaan, kunnes kohdefunktion gradientin normi ||gx|| < €, jollakin
valitulla arvolla e > 0. Lisaksi on valittu luottamusalueen séddetta sdatavien para-
metrien 7;,7 = 1,2, ... arvoiksi esimerkki yleisesti kdytossa olevista arvoista. [2, 14]
Muokkaamalla parametrien arvoja voidaan vaikuttaa sen nopeuteen tai saada eri-

laisia suppenemistuloksia [6].

2.3 Osaongelman ratkaiseminen

Luottamusalueen osaongelman (2.10) ratkaisemiseksi on olemassa useita erilaisia
lahtokohtia. Ongelman ratkaiseminen eksaktisti vaatii paljon laskentatehoa esimer-
kiksi suoritettavien matriisihajotelmien takia ja tastd syystd monissa luottamusa-
luealgoritmeissa osaongelma ratkaistaankin approksimoiden. Approksimoitu ratkaiu
vahentdd kohdefunktion arvoa vihemman kerralla kuin eksakti, mutta samoja sup-
penemistuloksia voidaan johtaa seka approksimoidulle etta eksaktille ratkaisulle.
Yleisesti kaytetty esimerkki tallaisesta approksimoidusta ratkaisusta, joka on riitta-

vi globaalia suppenemista varten on Cauchyn piste s{. [14, Luku 4.1]
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Algoritmi 1 Esimerkki luottamusaluealgoritmista
Olkoon n; = 0,001 1, = 0,25 n3 = 0,75 ny = 0,25 n5 = 2 ja e = 0,001
Asetetaan xg € R", Ag=1ja Apax = 4
Ratkaistaan kohdefunktion f gradientti V f(z¢) ja matriisi By
while ||gx|| < € do
Ratkaistaan s, osaongelmasta (2.10)
Ratkaistaan pj yhtalon (2.11) tapaan
if Pr < 12 then
Api1 = Mg > Pienennetaddn luottamusaluetta
else
if pr > n3 ja ||sk]| = Ax then
Agyr1 = min{nsAx, Az} > Suurennetaan luottamusaluetta
else
Api1 = Ay
end if
end if
if p > n; then
Tkl = Tk + Sk > Hyvéksytaan ratkaisu uudeksi iteraatiopisteeksi
else
Tyl = Tk > Hylatdan saatu ratkaisu
end if
Ratkaistaan V f(zx11) ja By
end while

Miéritelmi 2.3.1. Cauchyn piste s{ on minimi kohdefunktion negatiivisen gra-

dientin —g; suunnassa.

9k 1 jos gf Brgy <0
s¢ = —m A Hng T = | . i 3 . (2.12)
9k min{||gx||*/(Argx Brgr), 1} muulloin

Cauchyn piste saavutetaan siis kulkemalla negatiivisen gradientin suuntaisesti. Mi-
kali matriisi By, ei ole positiivisesti definiitti (e’ Bya > 0 kaikilla vektoreilla a # 0,
joille tulo on mééaritelty), mallifunktio vihenee monotonisesti ja néin ollen osaongel-
man ratkaisu saavutetaan luottamusalueen rajalla. Matriisin By, ollessa positiivisesti
definiitti, on mallifunktiolla minimiarvo. Téalléin 7, saadaan ratkaistua derivaatan
nollakohdassa ja arvo valitaan sen mukaan, onko minimi luottamusalueen sisallé vai
ei. [14]

Tassa alaluvussa késitelladn approksimoivaa dog-leg-menetelmaé seka sivutaan ek-
saktia ratkaisua hakevaa menetelméaa. Molemmat tuottavat paremman ratkaisun

kuin s{ ja ovat siten suppenevia globaalisti [19)].
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2.3.1 Dog-leg-menetelma

Dog-leg-menetelmé pyrkii parantamaan Cauchyn pisteen tarjoamaa ratkaisua. Cauc-
hyn pisteen laskemisessa jaa kokonaan mallifunktion Hessen matriisin tarjoama kaa-
revuusinformaatio hyédyntamaétta, kun minimoimissuuntana kiaytetédan negatiivisen
gradientin suuntaa. Jos matriisi B on positiivisesti definiitti, saadaan mj minimoi-

tua laskemalla Newtonin menetelmin mukainen askel s? [7, 5.72)]
sp =B g (2.13)

Jos askel sf on luottamusalueen sisilld, on sP osaongelman ratkaisu. Luottamusa-
lueen ollessa pieni, ei kaarevuudella ehdi olla kovin suurta vaikutusta mallifunktion
kayttaytymiseen ja nain ollen negatiivista gradienttia pitkin saatu ratkaisu on osuva.
Dog-leg-menetelmalla yhdistetaédn nama kaksi eri suuntaa ja osaongelman ratkaisu

saadaan naiden lineaarikombinaationa. [4]

Negatiivisen gradientin suuntainen vektori s = —7,g saadaan ratkaisemalla 7,

mallifunktion derivaatan nollakohdasta. Sijoitetaan s¥ yhtiloon (2.9)

m(r) = f +9"(~79) + 3 (~79)" B(~79)
2 (2.14)
=f=79"9+ 59" Bg.

Derivoidaan (2.14) vakion 7 suhteen ja asetetaan derivaatta nollaksi. Vakio 7 voidaan

ratkaista
mi(r) = —g'g+719'Bg = 7= 99 (2.15)
9" By
Dog-leg -menetelmin lineaarikombinaatiossa kiytettivit vektorit ovat siis s{ =
—% gr ja s2 = —Bygy. Médritelldén vakion ~ avulla dog-leg -menetelméssé kul-

jettu polku p(7) [3, Luku 7.5.3]. Polkua p(y) on kuvattu myos kuvassa 2.1.

sV 0<~y<1
p(v) = WU'“ e == (2.16)
spF(y—1D(sp —s) 1<y<2

Polun normi ||p(7)]|| on kasvava muuttujan + suhteen ja vastaavasti mallifunktio on
vihenevi polkua pitkin [14, Luku 4.1]. Néin ollen ratkaisuksi s; voidaan valita s, jos
52| < Ay, ja Cauchyn piste s¢, jos ||sY|| > Ay. Muissa tapauksissa ratkaisu 1oytyy
polulta p(v) luottamusalueen rajalla. Talloin ratkaisu sj saadaan ratkaisemalla -y
yvhtélosti

s + (v — 1)(sF — s)|I? = A2 (2.17)
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9y |

Cauchyn piste =

Kuva 2.1 Dog-leg-askeleen ratkaisemiseen tarvittavat vektorit sekd niiden avulla ratkaistu
polku p(7)

Kuvaan 2.1 on piirretty luottamusalue, seka dog-leg-askeleen ratkaisemisessa tar-
vittavat vektorit. Kuvan tilanteessa gradientin suunnasta ratkaistu Cauchyn piste
s¢ on alueen sisipuolella, joten voidaan paistd parempaan iteraatioon kiyttamalld
my6s Newtonin suuntaa s2. Uusi iteraatio sgy 16ytyy siis vektorin s — s kohda-

tessa luottamusalueen rajan.

Dog-leg-menetelma on tehokas laskutehon suhteen, silla siind joudutaan tekeméan
matriisihajotelmia ainoastaan inverssin B, ' laskemisessa. Ongelma menetelméssé
on se, ettd se vaatii matriisin By olevan positiivisesti definiitti. TAmé& ehto saadaan
poistumaan kéyttamalld esimerkiksi kaksiulotteisen aliavaruuden minimointimene-

telméa [16].

2.3.2 Eksakti ratkaisu

Osaongelman ratkaisemiseksi eksaktisti tarvitaan dog-leg-menetelméa enemman va-
livaiheita ja monimutkaisempi laskualgoritmi. Hakemalla eksaktia ratkaisua saadaan
kuitenkin kvadraattisen mallifunktion tarjoama informaatio kaarevuudesta parem-
min hyodynnettya. [11] Lahtokohtana ratkaisuun on Newtonin menetelmén kaltaisen
askeleen (2.13) hakeminen muokkaamalla matriisia By, niin, ettd matriisi on positii-

visesti definiitti ja silld on minimi luottamusalueella. Gay [5] ja Sorensen [17] ovat
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johtaneet lauseen, jonka avulla voidaan etsid osaongelman optimaalista ratkaisua.

Lause 2.3.1. Askel s* on osaongelman 2.10 globaali ratkaisu, jos ja vain jos s* on

kaypd ja on olemassa luku > 0, joka toteuttaa ehdot

(B+pl)s™=—g (2.18a)
pA—ls") =0 (2.18b)
(B+pl) >0, (2.18¢)

missd merkintd (B + pl) > 0 tarkoittaa, ettd matriisi on positiivisesti semidefiniitti
(2"M2z > 0 kaikilla vektoreilla z)

Todistus. [14, Luku 4.3]Oletetaan ensin, ettd luku p > 0 toteuttaa ehdon (2.18).

Talloin s* on kvadraattisen funktion
1
m(s) = g's+ QST(B +pl)s =m(s) + gsTs (2.19)

globaali minimi, kun m(s) on muotoa (2.9) oleva mallifunktio [14, Lemma 4.7].

Koska m(s) > m(s*), pitee myos

m(s) + Berg > m(s") + /—L(s*)Ts*

2 2 (2.20)

Koska (A — ||s*||) = 0, saadaan normin ominaisuuksien avulla u(A? — (s*)7s*) ja

voidaan sijoittaa edelliseen

m(s) > m(s*) +

N =

(A? — (sM)T's%). (2.21)

Néin ollen, kun luku p > 0, patee m(s) > m(s*) kaikilla sellaisilla askelilla s, joiden

normi ||s|| < A. Nain ollen s* on globaali minimi.

Vastakkaisesti oletaan, ettd s* on globaali minimi ja osoitetaan, ettd on olemassa
luku g > 0, joka tayttédd ehdon (2.18). Tutkitaan tapauksia, joissa [|s*|] < A ja
|s*|| = A. Kun [|s*|| < A, on s* mallifunktion m(s) minimi luottamusalueen sisélla
ja néin ollen

Vm(s*) =Bs"+¢g=0 ,kun B > 0. (2.22)

Ehto 2.18 siis patee, kun p = 0.

Kun taas ||s*|| = A, téyttyy ehto (2.18b) vélittomasti. Télloin s* on funktion m(s)

minimi luottamusalueen rajalla. Téallaista rajoitettua minimointiongelmaa voidaan



2.3. Osaongelman ratkaiseminen 11

kasitella Lagrangen menetelmalld. Voidaan siis 16ytaa luku pu, jonka arvolla Lagran-
gen funktiolla

L(s, 1) =m(s) + g( Ts — A?%) (2.23)

on kriittinen piste pisteessd s*. Lasketaan Lagrangen funktion osittaisderivaatta

askeleen s suhteen ja kriittisessa pisteessa s* tdmé on nolla.

oL

P (s") =g+ Bs"+us*=0 (2.24)

Tasta seuraa, ettd (B + pul)s* = —g, miké toteuttaa ehdon (2.18a).

Nyt m(s) > m(s*) kaikkialla luottamusalueen rajalla, eli s7s = (s*)Ts* = A2

Tallaisille vektoreille s péatee
m(s) > m(s*) + g((s*)Ts* — sT's) (2.25)

ja jos mééritellddn gradientti ehdon (2.18a) mukaisesti, saadaan jarjesteleméalla ter-
mit .
5(3 — (B + pul)(s —s*) > 0. (2.26)

Tama osoittaa, ettd matriisi (B + pf) on positiivisesti semidefiniitti.

Todistetaan vield, ettd luku p > 0. Oletetaan ehdot (2.18a,c) péteviksi pisteessé s*,
joka minimoi yhtalon (2.19) mukaisen kvadraattisen funktion. Téll6in yhtélo (2.20)

pétee. Tehdddn vastaoletus, ettd vain arvot p < 0 toteuttavat ehdot (2.18a,c).

Nyt yhtdlon (2.20) mukaan m(s) > m(s*), kun ||s|| > ||s*|| = A. Koska s* minimoi
funktion m(s) luottamusalueella, seuraa nyt edellisestd huomiosta, ettd s* on glo-
baali ja rajoittamaton minimi. Tadten Bp = —g ja B on positiivisesti semidefiniitti
[14, Lemma 4.7]. Seuraa ristiriita, koska ehdot (2.18a,c) toteutuvat arvolla p = 0.
Néin ollen on oltava u > 0. [

Lauseen 2.3.1 mukaisen ratkaisun l6ytdminen onnistuu etsimalla oikea luku u, joka

toteuttaa lauseen ehdot. Valtaosassa tapauksista luku p saadaan ratkaisuna yhta-

l6sté . .
— == 2.27)
[CETIRr (
Hankaluuksia aiheuttaa tilanne, jossa ratkaistu u = —o(B) luvun o(B) ollessa mat-

riisin B pienin ominaisarvo. Jos o(B) = 0, voidaan osaongelma ratkaista pseudoin-
verssin avulla, jolloin s, = —B; g. Mikéli u = —o(B) > 0, voidaan kéyttda erilaisia

tekniikoita varotoimenpiteiné, jotta saadaan rajattua arvoja kayviksi. [19]
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2.4 Algoritmin suppeneminen

Luottamusaluealgoritmin rakentamisessa on tavoitteena saada iteraatioaskelten s
arvo suppenemaan kohti kohdefunktion globaalia minimia. Talloin myo6s jokaisella
iteraatiokerralla lasketun gradientin g, arvo ldhestyy nollaa. Luvussa 2.3 on késitelty
kolmea eri tapaa ratkaista uusi iteraatioaskel sj osaongelmasta (2.10) ja néisté kaik-
kein pienimmén vihenemin tuottaa Cauchyn piste s¢. Cauchyn pisteessi saadulle

ratkaisulle patee epayhtélo

o (0) = mu(5) 2 el i (A0, 125). (2.28)

k
missé vakion ¢; € [0, 1] arvo on ¢; = % [14, Luku 4.2] Koska dog-leg -menetelmalla
seka eksaktia ratkaisua hakevalla algoritmilla saadut ratkaisut ovat parempia tai
vihintddnkin samoja kuin s, pitee epiyhtild (2.28) myds niilli saaduille ratkai-
suille. Ehdolla (2.28) on tarkeé rooli suppenemisen tutkimisessa, silla sen tayttaville

ratkaisuille voidaan todistaa globaali suppeneminen. [17]

Maaritellaan seuraavaa lausetta varten tasojoukko S := {z|f(z) < f(xo)} seké avoin
ympéristo téssé joukossa S(Ry) = {z[||r—y|| < Ro, jollain y € S}. Yleisemman tar-
kastelun vuoksi muokataan myos askeleen s; pituutta koskevaa rajoitusta sellaiseksi,
ettd jollain vakion 6 > 1 arvolla [|sx]| < 6A.

Lause 2.4.1. Olkoon Algoritmin 1 parametrin, > 0. Oletetaan, ettd matriisi By on
rajoitettu johonkin vakioon (3, jolloin ||B|| < . Oletetaan myds, ettd kohdefunktio
f on alhaalta rajoitettu tasojoukossa S sekd Lipschitz-jatkuvasti derivoituva jossain
ymparistossi S(Ry), Ry > 0. Jos kaikki algoritmin tuottamat osaongelman ratkaisut
si toteuttavat ehdon (2.28) sekd ehdon ||sk| < 6A, niin

kh_)rgo gr = 0. (2.29)

Todistus. [14] Kasitellddn iteraatiota indeksilla m, jonka gradientti g,, # 0. Kos-
ka gradientti g on Lipschitz-jatkuva, merkitaén Lipschitzin vakiota [, ja voidaan

esittaa
19(2) = gl < Billz — x| (2.30)

kaikissa ympériston S(Ry) pisteissa © € S(Rp). Méaritelldén luvut € ja R sellaisiksi,
etta
! gl R = min ( R )
€E = — = —
2 gk 51 y L0

Pallo B(z,, R) = {z||lr — x| < R} siséltyy kokonaan alueceseen S(Rj), joten

gradientin Lipschitz-jatkuvuus patee myos pallon sisélla. Nain ollen kaikille pallon
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sisélld oleville arvoille x € B(x,,, R) patee

1
lg@@)ll = lgmll = ll9(z) = gmll = 5 llgmll = €. (2.31)

Jos koko jono {zy},k > m kuuluisi palloon B(z,,, R), pétisi ||gk|| > € > 0. Néin ei
kuitenkaan ole, vaan jono poistuu pallosta B(x,,, R) jollain indeksilla k& > m [14,
Theorem 4.5 todistus]

Olkoon indeksi | > m sellainen, etta askel x;1; on ensimmainen pallon B(z,,, B)
ulkopuolella oleva askel. Silloin ||gx|| > € indekseilld m,m + 1,...,l ja ehdon (2.28)
perusteella voidaan kokonaisvihenema kirjoittaa kunkin askeleen vihenemien sum-

mana

f@m) = flza) = Y flae) = far)

v
N

m[m(0) —m(sy)] (2.32)
k=m,zp#Tp 41
!
> > neiemin (Ak,;>.

k=m,zp#Tk 41

Summassa on otettu huomioon vain ne indeksit, joilla zj, # )1, eli vain hyviksytyt
askeleet on laskettu mukaan. Jos A, < 5 kaikilla indekseilla m, m+1, ..., [, saadaan
(2.32) muotoon

! e
flzm) — f(xpe) > mee Z Ay > mcieR = nicre min (5, RD>. (2.33)
1

k=m,xp#Tk1+1

Jos taas Ay > < Jollaln indeksilla m,m + 1,...,[, patee

f@m) = f(@is1) 2 7710162- (2.34)
Koska jono {f(zx)}72, on vihenevé ja rajoitettu, ldhestyy se jotain arvoa f*
Flo) = 1. (2.35)
Néin voidaan (2.33) ja (2.34) perusteella voidaan esittaa

flxm) = 1= f(zm) = f(2131)

> 11c1€ min (B ; R ) (2.36)

~ ynlgnmin (1220, 1920 ),
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Koska f(x,,) — f*, pitda f(x,,) — f* — 0. Néin on oltava g,, — 0. Tama todistaa

lauseen. u

Téssd tapauksessa vaadittiin, ettd Algoritmin 1 parametri n; > 0, jolloin jokaisel-
ta uudelta askeleelta s, vaaditaan, ettda kohdefunktio f(x) vahenee. Algoritmissi
1 voidaan asettaa myos = 0, jolloin vahenemisté ei vaadita. Talloin kuitenkin

suppenemistulos on heikompi ja muotoa [6].
hggglf{gk} = 0. (2.37)

Luottamusaluealgoritmi joka tapauksessa suppenee globaalisti, jos osaongelman rat-

kaisut vahenevéat riittavasti.
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3. ALGORITMIN KAYTANNON TOIMINTA

Algoritmin kdytdnnon toimintaa havainnollistettiin toteuttamalla Algoritmin 1 mu-
kainen luottamusaluealgoritmi MATLAB-ohjelmistolla. Toteutetun algoritmin toi-
mintaa testattiin ratkaisemalla sen avulla optimointitehtava ja keraamalla tietoja
ratkaisun vaiheista. Luvussa 3.1 esitellaédn tehtava ja algoritmi ja luvussa 3.2 kési-

telladn algoritmin toimintaa ratkaisun aikana.

3.1 Testausongelman esittely

Optimointialgoritmien testaukseen kaytetaén yleisesti funktioita, joiden tiedetédan
kayttaytyvan erityisen haastavalla tavalla optimoidessa. Testausfunktioilla voi olla
esimerkiksi useita lokaaleja minimeja tai satulapisteité, joihin algoritmi voi harhau-
tua globaalin minimin sijaan. [8] Téssé tyossd testausfunktiona kéytettiin Rosen-

brockin funktiota
fRZ=R f(r,y) =1 —2)>+100(y — 2*)? (3.1)

joka kuuluu yleisimpiin optimointialgoritmien testauksessa kaytettyihin funktioihin.
Funktion kuvaaja kolmiulotteisena on esitetty kuvassa 3.1 ja sen globaali minimi on
pisteessi z* = [1,1]7 ja f(z*) = 0. Funktiosta tekee kiiytetyn testiongelman se, etti
sen minimi on kapeassa ja pitkéssa parabolisessa laaksossa, mika saattaa harhauttaa
algoritmin suppenemaan viarassa kohdassa laaksoa [15]. Alkuarvauksena kiytettiin
pistettid zp = [2,15; 0,88]7, joka on mielivaltaisesti valittu piste selkedisti laakson

ulkopuolelta.

Testauksessa kéytetty algoritmi toteutettiin kdyttamalld osaongelman ratkaisussa
luvussa 2.3.1 esiteltyd dog-leg -menetelméa. Algoritmissa kéytettyjen parametrien
7; ja € arvot valittiin samoin kuin Algoritmissa 1 ja luottamusalueen séiteen A, ar-
voksi valittiin Ay = 1. Algoritmin nopeampaa suorittamista varten laskettiin lisdksi

funktion gradientti V f(z,y) ja Hessen matriisi V2 f(z, )

22 — 400z (y — %) — 2
200y — 20022

120022 — 400y + 2 —400z

Vf(z,y) =
f(@y) 400 200

ja V2 f(z,y) = [
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Gradientin ja Hessen matriisin avulla voidaan vielé perustella, etta funktion globaali
minimi z* = [1,1]7. Gradientin nollakohta saadaan selvitettyd ratkaisemalla ensin

alempi yhtélo ja sijoittamalla tamé ylempaan.

200y — 20022 = 0 <= y = 2°

(3.2)
20 —400z(y —2°) —2=20-2=0 <= z=1=y=1

Tasséa pisteessa laskettu Hessen matriisi [_8230 _2%%0} > 0, koska kaikki sen ominai-

sarvot ovat positiivisia. Nain ollen kyseessd on globaali minimi.

Kuva 3.1 Rosenbrockin funktio esitettynd kolmiulotteisesti

Toteutetun algoritmin MATLAB-koodi on esitetty liitteessd 1. Algoritmi laskee
funktion, gradientin ja Hessen matriisin arvot kussakin pisteessid kahvafunktioiden
avulla, ja dog-leg -askeleen laskemisessa kaytettéva yhtdlo (2.17) on purettu osiin ja

ratkaistu toisen asteen yhtalon ratkaisukaavalla.

3.2 Algoritmin toiminta suorituksen aikana

Algoritmi suoritti optimoinnin kédyttden 15 iteraatiota, jonka jalkeen se lopetti toi-

mintansa, koska ||gk|| < 0,001. Téll6in algoritmin ratkaisema globaali minimipiste
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xf. ja funktion arvo f(z7,) olivat

fzr) =1,19402 x 1071,

‘rtr -

. _ |1,00000005946
1,00000011012

ja aikaa oli kulunut 0,123 sekuntia. Algoritmi suppenee samaan ratkaisuun z* =

(1,1) mista tahansa alkuarvauksesta.

Iteraatioprosessin kulkua on kuvattu taulukossa 3.1 seka kuvassa 3.2. Taulukossa 3.1
on esitetty luottamusalueen sidde Ay, funktion arvo f(xy) seké etiisyys ratkaisusta
||z, — x*|| viidelle ensimmaiselle iteraatioaskeleelle seké siita eteenpéin joka toiselle
askeleelle. Kuvaan 3.2 on piirretty kohdefunktio kaksiulotteisten tasa-arvokayrien
avulla seka iteraatiopisteiden muodostama polku, jota pitkin algoritmi saavutti rat-

kaisun.

Taulukko 3.1 Luottamusalueen side Ay, kohdefunktion arvo f(xy) ja iteraatiopisteen
etdisyys todellisesta minimistd ||z — x*|| eri iteraatioaskelilla

kA flan) |z — 2|
0 1 1,420 103 1,1562
1 1 105,809 1,0091
2 1 0,4373 1,8765
3 0,25 0,8254 1.8765
4 0,25 0,3469 1.6270
6 025 0,1886 1,1280
8 0,25 0,0718 0,6286
10 0,5 0,0120 0,2397

12 2 3,6787x10~* 0,0408
14 4 1,0139x108  2,1132x10~4
15 4 1,104x107%  1,2524x1077

Tarkastelemalla taulukkoa 3.1 ja kuvaa 3.2 tarkemmin, voidaan todeta, etta algo-
ritmi saavutti kohdefunktion laakson helposti, mutta sen jalkeen laskettua askelta
ei hyvaksytty uudeksi iteraatioksi, silla funktion arvo kasvoi eika laskenut. Luot-
tamusaluetta pienentamaélld 16ydettiin kuitenkin kaypé askel ja sen jalkeen algorit-
mi saavutti minimipisteen ympariston suoraviivaisesti. Minimipisteen ymparistossa
algoritmi iteroi luottamusaluettaan kasvattaen, kunnes ||gx|] < 0,001 ja algoritmi

hyvaksyi ratkaisun.

Kasitelladn vield algoritmin tapaa muodostaa dog-leg -ratkaisu kédytadnnon tilan-
teessa. Kuvassa 3.3 on esitetty iteraatioaskeleella k = 2 laskettu Cauchyn piste (cp)
sekd Newtonin pisteen ja Cauchyn pisteen vélinen jana (np-cp). Koska Cauchyn pis-

te [1,4235; 1,8294]7 on luottamusalueen sisillé, ei sitd hyviksytty ratkaisuksi, vaan
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Kuva 3.2 Iteraatioaskeleet kuvattuna kohdefunktion kaksiulotteisia tasa-arvokdyria vasten

ratkaisua parannettiin liikkumalla Newtonin pisteen suuntaan, kunnes luottamusa-

lueen raja tuli vastaan. Niin ratkaisuksi saatiin zo = [1,6609; 2,7562].

0.5F

Kuva 3.3 Algoritmin muodostama dog-leg -askel, kun k = 2
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Vertailun vuoksi samaa ongelmaa yritettiin ratkaista myos suhteellisen yksinkertai-
sella viivahakuun perustuvalla algoritmilla. Algoritmissa viivahaun askeleen pituu-
den maédrittamiseen kaytettiin Armijo-ehtoa. Algoritmin MATLAB-koodi on suo-
raan lahteestd [2, 8.27]. Myos viivahakualgoritmi suppeni aina oikeaan ratkaisuun,
mutta se kdytti ratkaisun loytamiseksi todella paljon enemmén iteraatioita. Tauluk-
koon 3.2 on keratty tietoja eri alkuarvauksilla suoritettujen molempien algoritmien
suorituksista.

Taulukko 3.2 Luottamusalue- ja vitvahakualgoritmeilla ratkaistujen optimointitehtdvien
alkuarvaukset xo, ratkaisujen etdisyydet globaalista minimistd ||z}, — x*||, kaytettyjen ite-
raatioiden madard nie, sekd algoritmin suorituksessa kulunut aika t sekunteina.

Luottamusaluealgoritmi Viivahakualgoritmi

To ot — 2l miter £(s) || lleg — 2"l nier  £(s)
[2,15; 0,88]7 | 1,2524 x10~7 15 0,123 0,00154 5535 0,135
[-0,75; 0,25]7 || 7,3828 x107° 22 0,02 || 1,613x107° 13441 0,292
[-1,80; 3,20]7 || 1,054 x10~° 28 0,024 0,00154 7033 0,165
[-1,10; -2,00]" || 6,0283 x107% 23 0,022 | 0,000191 5161 0,124
[-0,10; 1,25] || 6,66 x10~® 24 0,033 | 0,000128 9009 0,176
3,33; 3,33]7 | 2,5445 x107¢ 19 0,012 0,00154 7807 0,160

Tarkastelemalla taulukon tuloksia huomataan, ettd vaikka iteraatioiden maarassa
oli suuri ero, on ero algoritmien suoritusajoissa huomattavasti pienempi. Syy sil-
le, ettd viivahaussa yhden iteraation suoritusaika on noin paljon pienempi on se,
etta viivahakualgoritmi ei kdyté matriisihajotelmia, vaan seuraavan askeleen 10ytéa-
minen perustuu pelkiastdan gradientin tutkimiseen. Hessen matriisin tuoman kaare-
vuusinformaation hyédyntdminen on samalla yksi iso syy sille, miksi luottamusalue-
algoritmin laskema dog-leg-askel on paljon tehokkaampi. Toisaalta dog-leg-askeleen

laskeminen vaatii reilusti enemmén laskentatehoa.
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4. YHTEENVETO

Tyossé tutkittiin luottamusaluealgoritmien toimintaa optimointiongelmissa seké teo-
reettiselta ettd kaytannolliseltd pohjalta. Algoritmin idea perustuu siihen, etté koh-
defunktiota approksimoidaan mallifunktiolla jollain ennalta méaréatylla luottamusa-
lueella. Seuraava iteraatioaskel saadaan minimoimalla mallifunktio luottamusalueen
sisalld, ja taman jélkeen lasketulle askeleelle suoritetaan arviointi, jonka perusteella
muokataan luottamusalueen kokoa ja paatetadn hyvéiksytaanko askel. Tassa tyos-
sa kasitellyissd tapauksissa mallifunktiona oli yhtalon (2.9) mukainen kvadraattinen

approksimaatio ja muu algoritmin kulku tapahtui Algoritmin 1 kuvaamalla tavalla.

Algoritmin osoitettiin suppenevan, jos kullakin iteraatiokerralla laskettu uusi askel
toteuttaa ehdon (2.28) ja néin ollen tuottaa riittdvin vdhenemén joka iteraatiolla.
Funktion negatiivisen gradientin suuntainen minimi eli Cauchyn piste (2.12) on esi-
merkki riittavin vihenemén tuottavasta osaongelman ratkaisusta. Tyossa esiteltiin
myo6s kaksi muuta suppenevaa tapaa ratkaista luottamusalueen osaongelma: dog-leg
-menetelmé (2.16), joka on Cauchyn pisteen tarjoamaa ratkaisua parantava mene-

telmé, sekd tapa etsia eksaktia ratkaisua.

Kéytdnnollisessa osuudessa testattiin itse MATLAB-ohjelmistolla toteutettua algo-
ritmia Rosenbrockin funktion (3.1) minimoinnissa. Algoritmi oli toteutettu kayt-
tamalla osaongelman ratkaisuun dog-leg -menetelmaa, ja se kaytti 15 iteraatiota

minimoinnin suorittamiseen. Algoritmin MATLAB-koodi on esitetty liitteessa 1.

Algoritmin toimintaa ongelman ratkaisemisen aikana tarkasteltiin lahemmin, ja tau-
lukossa 3.1 seka kuvassa 3.2 on esitetty iterointiprosessin kulkua. Vertailukohtana
samaa ongelmaa yritettiin ratkaista myos ldhdemateriaalista haetulla viivahakual-
goritmilla, joka suoritti iteroinnin lahes yhté nopeasti, mutta kdyttden paljon enem-
man iteraatioaskelia. Néin todettiinkin, etta tehty algoritmi on tehokas, mutta se
vaatii myos jonkin verran laskutehoa. Tilanteesta riippuen kannattaa pohtia, mil-

laista algoritmia optimointiongelman ratkaisussa kayttéa.
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LIITE A: ALGORITMIN MATLAB-KOODI
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14
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23

24

25

26

27

28

29

30

31

32

33

34

o\

Trust region —-minimointialgoritmi dog-leg -menetelmdll&d

o\

Minimoitavana funktiona Rosenbrockin funktio.
% Maaritelldan kahvafunktiot rb, grad ja hesse, joiden avulla

lasketaan

o\

Rosenbrockin funktion ja sen gradientin sek& Hessen matriisin arvo

o\

tarvittavissa pisteissa

rb = €@(x) ((1-x(1)).72) + (100 ((x(2)-(x(1)."2))."2));

grad = @(x) [2*x(1l) — 400xx(l)* (- x(1)"2 + x(2)) - 2; -
200%xx (1) "2 + 200%x(2)];

hesse = @(x) [[1200xx(1)"2 — 400%x(2) + 2, —-400*x(1)1; I
-400*x (1), 20011;

% Madritelldan parametrit algoritmille

max_iter = 89; % Iteraatioiden maksimimddrad, Jjollei pysdhdy sita
ennen
MINg_normi = 0.001; % Gradientin normin arvo, Jonka jadlkeen

algoritmi pysaytetdéan

min_suhde = 0.001; % Suhteen arvo, joka vaaditaan ratkaisun
hyvaksymiseksi

TR_pienennys = 0.25; % Suhteen ollessa tdmdn alle pienennetddn
luottamusaluetta

pienennys = 0.25; % Kerroin, jolla pienennetddn luottamusaluetta

TR_kasvatus = 0.75; % Suhteen ollessa tatad suurempi kasvatetaan
luottamusaluetta

kasvatus = 2; % Kerroin, Jjolla kasvatetaan luottamusaluetta

max_TR = 4; % Luottamusalueen sdteen maksimiarvo algoritmissa

vastaus = [1,11"';

% Annetaan alkuarvot

arvaus = [2.15, 0.88]"'"; % Alkuarvaus
TR_sade = 1; % Luottausalueen sadateen alkuarvo
iter = 0;

% Lasketaan kohdefunktion gradientti ja Hessen matriisi
gk = grad(arvaus');
normi_g = norm(gk);

Bk = hesse(arvaus');
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35

36

37

38

39

40

41

42

43

44

45

46

47

48

49

50

51

52

53

54

55

56

57

58

59

60

61

62

63

64

65

66

67

68

69

70

71

72

73

74

75

[o)

% Iterointisykli
while (normi_g > MINg_normi && iter < max_iter)
iter = iter + 1;

o

value = rb(arvaus'); % Funktion arvo pisteessa

o°

Ratkaistaan osaongelma dog-leg -menetelmdlla

o\°

Jos matriisi ei ole positiivisesfi definiitti, valitaan
negatiivisen
o

% gradientin suuntainen piste luottamusalueen rajalla
if ((gk) '*Bkxgk <= 0 )

kerroin = —-TR_sade/normi_g;
askel = kerroin x gk;
else
np = -Bk \ gk; % Lasketaan Newtonin piste
normi_n = norm(np);

% Jos newtonin askel on luottamusalueen sisdlléd, otetaan
% kandidaatiksi
if (normi_n <= TR_sade)

askel = np;

else
% Muussa tapauksessa lasketaan Cauchyn piste

cp = - ((gk'xgk)/(gk'+Bk*gk))xgk;

normi_c = norm(cp);

% Jos Cauchyn piste on luottamusalueen ulkopuolella,
valitaan

% pisteeksi negatiivisen gradientin ja alueen rajan
leikkauspiste

if (normi_c > TR_sade)
kerroin = TR_sade / normi_g;
askel = -kerroin * gk;

else
% Muussa tapauksessa muodostetaan dog-leg

-polku. Muokataan

o

yvhtalod 2.20 niin, ettd se voidaan ratkaista

toisen asteen

o\

yvhtdldénd. Ratkaistaan alfa, joka vastaa
yhtdldén kerrointa

% (l-gamma)

norm (np-cp) *2;
cp'* (np-cp);
= norm(cp) "2 - TR_sade”"2;

g o o o
I

= b""2 - axc;
alfa = (-b + sqgrt (D)) /a;

se
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76 dogleg = cp + alfa * (np-cp);

77 askel = dogleg;

78 end

79 end

80 end

81 % Arvioidaan ratkaisua

82 malli_red = -(askel) '«gk - 0.5« (askel) '«Bkx (askel);

83 funktion_arvo = rb(arvaus + askel);

84 fun_red = value - funktion_arvo;

85 suhde = fun_red/malli_red;

86

87 % Muutetaan luottamusalueen kokoa ratkaisun arvioinnin

perusteella

88 %$suhded = double (suhde) ;

89 % Jos ratkaisu liian huono, pienennetddn luottamusaluetta

90 if (suhde < TR_pienennys)

91 TR_sade = pienennysxTR_sade;

92 else

93 % Kasvatetaan luottamusaluetta, Jjos ratkaisu riittdvan hyva

94 if (suhde > TR_kasvatus && TR_sade — norm(askel) >=
1.0e-06+«TR_sade)

95 TR_sade = min([kasvatus+TR_sade, max_TR]);

96 end

97 end

98

99 % Hyvadksytddn ratkaisu uudeksi iteraatiopisteeksi, 7jos

vahenemista

100 % tapahtuu

101 if (suhde > min_suhde)

102 arvaus = arvaus + askel;

103 % Ratkaistaan gradientti ja Hessen matriisi seuraavalle

104 % iteraatiokierrokselle

105 gk = grad(arvaus);

106 Bk = hesse (arvaus);

107 normi_g = norm(gk);

108 end

109

110 end




