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Positroniemissiotomografia (positron emission tomography, PET) on lafketieteelli-
nen kuvantamismenetelmé, jonka mittausdatan analysoinnissa perinteisesti kiytet-
tyjen ldhestymistapojen yhteydessd tapahtuu informaatiohévikkia eikd ole mahdol-
lista saavuttaa optimaalisia tuloksia. Téassd diplomityOssa keskitytddn uuteen, mal-
lintamiseen perustuvaan PET-mittausdatan analysointimenetelméén, joka tuottaa
estimaatin kuvattavan kudoksen heterogeenisuudesta hyodyntien mittausten kaiken
informaatiosiséllon. Tyon tavoitteena on menetelmén kiytdnnon toteutuksen kehit-
tdminen ja nopeuttaminen seki menetelmén toimivuuden tutkiminen simulaatioiden

avulla tietyissd koeasetelmissa.

Merkittavin laskenta-aikaa kuluttava vaihe menetelmén toteutuksessa on kudoksen
ominaisuuksia kuvaavien mallin parametrien suurimman uskottavuuden estimoin-
ti, joka joudutaan suorittamaan numeerisella optimointialgoritmilla. Menetelman
teoria edellyttdd tdmén suuridimensioisen optimointiongelman ratkaisemisen, jot-
ta l16ydettéisiin suurimman uskottavuuden estimaatti. Useiden, keskenaén erilaisten
optimointialgoritmien suorituskykyé vertaillaan optimointiongelman ratkaisemisek-

si ja padtelmien tekemiseksi optimointiavaruuden ominaisuuksista.

Tarkedksi tyossé tehtidviksi havainnoksi muodostui konjugaattigradienttialgoritmien
potentiaali, kun yksinkertainen vakioaskelta kiyttava Fletcher-Reeves -algoritmi suo-
riutui optimointimenetelmien vertailuissa parhaiten. Aiemmin oletusarvoisesti kéy-
tetyn Barzilai-Borwein -gradienttioptimointimenetelmén suorituskykya onnistuttiin
my0s parantamaan huomattavasti tamén diplomityon yhteydessa kehitettyjen modi-
fiointien avulla. Toinen merkittivd havainto koskee parametriestimaattien kiyttiy-
tymistd optimoinnin edetessi. Havainto mahdollistaa merkittavia laskenta-ajallisia
sdastojd, kun optimointi voidaan keskeyttdd jo ennen suurimman uskottavuuden

estimaatin saavuttamista ilman, ettd tuloksiin muodostuu merkittavad virhetta.
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Positron emission tomography is a medical imaging method, where with the tradi-
tionally applied approaches in data analysis a loss of information occurs making it
impossible to achieve optimal results. This thesis focuses on a new, modeling-based
approach to PET data analysis that makes use of the whole information content of
the measurements to produce a heterogeneity estimate of the tissue that is being
studied. The aim of this thesis is to improve and make faster the implementation
of this method and to study its performance under certain test conditions by using

simulations.

The most time consuming phase in the implementation of the method is the maxi-
mum likelihood estimation of the model parameters that describe the tissue pro-
perties. Numerical optimization algorithms have to be utilized to carry out this
estimation. The theory of the method requires the exact global solution to the high-
dimensional optimization problem in order to determine the maximum likelihood
estimate. The performance of many different types of optimization algorithms is
compared in order to solve the optimization problem and to make observations of

the properties of the optimization space.

An important discovery made in the thesis is the potential of conjugate gradient
methods, as a simple Fletcher-Reeves algorithm using constant step size performed
best in the comparisons between optimization methods. Also the performance of the
Barzilai-Borwein optimization algorithm, which has been used earlier as the standard
optimization method, is managed to be boosted noticeably by using modifications
developed for this thesis. Another important discovery is about the behavior of the
parameter estimates during the optimization procedure. The discovery allows huge
computational savings as optimization can be interrupted even before reaching the

maximum likelihood estimate without causing any meaningful error.
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Sinogrammimatriisin alkio, yhden detektoriparin mit-

taama data yhdestd kulmasta.

Suunta johon optimoitavaa parametrivektoria muute-

taan askelpituuden verran.

Optimointialgoritmi, joka perustuu johonkin biologi-

sen evoluution mekanismiin.

Ominaisuuksiltaan tunnettu mittauskohde, jota kiy-
tetddn referenssind, kuvantamisjirjestelmén toimintaa

analysoitaessa.

Sekakoosteisuus, epayhtendisyys.
Tasakoosteisuus, yhtenéisyys.

Funktio, jonka parametreja optimoidaan.

Etsintdsuunta, joka maaritelldin gradienttisuunnan ja
edellisen iteraation suunnan painotettuna summana.

Painon méaritelma riippuu optimointimenetelmésta.

Malli merkkiaineen fysiologisen kiyttdytymisen mal-

lintamiseksi.

Kehon sisdiselta kiyttaytymiseltd tunnettu yhdiste, jo-
hon on liitetty ST -aktiivinen isotooppi. PET:n mittaa-

man gammaséteilyn aiheuttaja.

Suurimman uskottavuuden estimointi. Menetelm4, jo-
ta kdytetdadn tilastollisen mallin sovittamiseksi mit-

tausaineistolle.
Muunnos, joka mallintaa tomografiamittauksen.

PET-mittauksen tulosten matriisiesitysmuoto, jossa

eri kulmista mitattu data on esitetty omilla riveilldan.

Nimitys tiheysfunktiolle ML-estimoinnin yhteydessi,
kun aineisto oletetaan kiinnitetyksi ja tiheysfunktion

parametrit muuttujiksi.

Tilavuusalkio, kolmiulotteinen pikseli.



1. JOHDANTO

Heterogeenisuudella tarkoitetaan sekakoosteisuutta tai epdyhtendisyyttd. Joissain
tapauksissa syopiakudos on heterogeenisempaa kuin vertailukohtana kiytettava terve
kudos ja siten kudoksen heterogeenisuuden luotettavasta madrittamisestd voisi olla
hyotyd mm. diagnostiikassa.

Positroniemissiotomografia on laajalti kiiytetty funktionaalisen kuvantamisen me-
netelmé, jossa potilaaseen injektoidaan radioaktiivista merkkiainetta liitettyna mo-
lekyyleihin, joiden biologinen kiyttdytyminen oletetaan tunnetuksi. Merkkiaineen
kulkeutumista seuraamalla saadaan informaatiota kehon toiminnasta. Kohteesta
saatavat mittaukset ovat merkkiaineen gamma-aktiivisuuden projektioita, jotka mi-
tataan kohteen ymparilla eri kulmissa sijaitsevien detektoreiden avulla. Mikéli mita-
tulle informaatiolle halutaan paikallistaa sijainti kohteen sisélla, esimerkiksi muodos-
tamalla poikkileikkauskuvia kohteen aktiivisuudesta, torméatdan perinteisilla, kuva-
rekonstruktioon perustuvilla lahestymistavoilla (esim. [1, s. 397|) inversio-ongelmaan,
jonka yhteydesséd on turvauduttu mittausdatassa esiintyvian kohinan regularisointiin
mielekkiiden tulosten saavuttamiseksi. Regularisointi vaikuttaa datan informaatio-
sisdltoon eikd optimaalisia tuloksia siten ole mahdollista saavuttaa.

Jotta PET-tutkimuksen kaikki mittausinformaatio saataisiin datan analysointi-
vaiheessa hyodynnettyd on kehitetty menetelmié, jotka esimerkiksi tuottavat esti-
maatin kudoksen heterogeenisuudesta suoraan mitatuista projektioista ilman min-
kddnlaista regularisointi- tai rekonstruktiovaihetta. Eréds téllainen tunnettu mene-
telmé perustuu EM-algoritmiin (expectation-maximization) [2]. Suoraan projektioi-
ta hyodyntdd myos Tampereen teknillisen yliopiston signaalinkasittelyn laitoksen
MZ20BSI-ryhmiissi kehitetty, mallintamiseen ja suurimman uskottavuuden estimoin-
tiin perustuva menetelmé [3]|[4], johon téssd diplomityossé keskitytadn. Menetelmé
ja sen jakautuminen kahteen pddvaiheeseen on havainnollistettu kuvassa 1.1.

Menetelmén syotteind on nk. sinogrammiaikasarja, joka koostuu PET-laitteiston
tuottamista aktiivisuusprojektioista, ja kuvantamisen ohessa potilaan verestd mi-
tattu plasman aika-aktiivisuuskdyri. Menetelmén ensimmaisesséi padvaiheessa méa-
ritetddn syotteiden perusteella suurimman uskottavuuden estimaatit lokeromallin
kineettisille parametreille, jotka mallintavat kudoksen ominaisuuksia ja joiden alu-
eellista keskihajontaa kiytetdin menetelmén yhteydessi heterogeenisuuden mittari-

na. Suurimman uskottavuuden estimointi muodostaa erittdin suuridimensioisen op-
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sinogrammiaikasarja ja plasman aika-aktiivisuuskiyra

1oke.r0ma111n kineettisten parametrien I VAIHE
suurimman uskottavuuden estimointi

i

suurimman uskottavuuden parametriset kuvat

—————————————————————————— segmentoidut kudosalueet

parametrien alueelliset histogrammit

estimointivirheen histogrammien
madrittiminen toistokoemenetelmalld

i

virhekorjatut parametrien alueelliset histogrammit

II. VAIHE

Kuva 1.1: Tdssd diplomitydssa kdsiteltavin, heterogeenisuusestimaatin suoraan si-
nogrammiatkasarjasta madrittdvin menetelmdn toiminta. Kaaviokuvassa paramet-
reilla tarkoitetaan aina lokeromallin kineetltisid parametreja.

timointiongelman, joka ratkaistaan numeerista optimointialgoritmia kayttden. Kes-
keisin tavoite téssd diplomity0ssd on juuri suurimman uskottavuuden estimaatin
méadrittdminen mallin parametreille kohtuullisessa ajassa, jotta menetelma olisi kiy-
tdnnodllinen mahdollisimman useilla sovellusalueilla. Oletusarvoisesti tahén asti kéy-
tetylle optimointimenetelmaélle tutkitaan sen suorituskykyéd mahdollisesti parantavia
modifiointeja ja lisdksi tutkitaan useiden erilaisten optimointimenetelmien soveltu-
vuutta optimointiongelman ratkaisemiseksi vertailemalla niiden suorituskykyé.
Menetelmén seuraavana vaiheena on muodostuneiden parametristen kuvien jaka-
minen tarkasteltaviin alueisiin. Aluejaon méarittdminen eli segmentointi on rajattu
tdman diplomityon ulkopuolelle. Menetelmén toisena pddvaiheena on suurimman us-
kottavuuden parametriestimaatteihin muodostuneen estimointivirheen alueellisten

histogrammien maarittdminen nk. toistokoemenetelméd kiyttden. Virhehistogram-
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mien tunteminen edelleen mahdollistaa estimointivirheen vaikutuksen korjaamisen
alueellisista heterogeenisuusestimaateista.

Toissijaisina tavoitteina diplomityossa on menetelmén toteutusyksityiskohtien no-
peuttaminen ja menetelmén toimivuuden tutkiminen sekd yksinkertaisempaa 2K-
ettd etenkin monimutkaisempaa 3K-lokeromallia kiyttden, jonka toimintaa mene-
telmén yhteydessd tutkittiin ensimmaista kertaa tata diplomity6ta tehtaessa. Alus-
tavia 3K-lokeromallilla saatuja tuloksia esiteltiin konferenssijulkaisussa [5], mutta

ensimmaiset kattavat tulokset esitellddn téssa tydssa.



2. PET-KUVANTAMINEN

Positroniemissiotomografia on funktionaalisen kuvantamisen menetelmé eli se mit-
taa informaatiota kehon sisdisistd prosesseista. PET perustuu yhdisteiden kehon si-
sdisen kulkeutumisen tarkkailemiseen. Tiettyjen yhdisteiden kulkeutuminen kehossa
oletetaan tunnetuksi, joten poikkeamat mittauksissa voivat viitata esimerkiksi syo-
pikasvaimen ldsndoloon. Yhdisteiden kulkeutumista saadaan mitattua kehon ulko-
puolelta liittamalla niihin jokin lyhyen puoliintumisajan omaava (' -aktiivinen iso-
tooppi, joka emittoi hajotessaan positronin. Liittdmisen jilkeistd yhdistettd kutsu-
taan merkkiaineeksi. Potilaaseen injektoidaan merkkiainetta ja kehon sisilla hajoa-
misen seurauksena syntyvéat positronit annihiloituvat kohdatessaan elektronin ldhel-
14 hajoamiskohtaa. Annihiloitumisesta syntyy kaksi vastakkaisiin suuntiin kulkevaa
suurienergisti gammakvanttia, jotka voidaan mitata kehon ulkopuolella detektorien
avulla.

Kuvantamisen edellytyksend on ndiden vastakkaisiin suuntiin kulkevien gamma-
kvanttien mittaaminen, joten detektoreilla on oltava vastinparit kuvattavan koh-
teen molemmin puolin. Sellaiset detektorien havainnot hylitdén, joissa ei vastin-
detektorissa ole tapahtunut havaintoa. Télld menettelylld saadaan huomattavasti
vihennettyd mm. sironnan ja taustasiteilyn aiheuttamaa kohinaa mittauksissa. Yk-
sittéiseksi detektoriparin rekister6éimaksi hyviksytyksi mittaukseksi voidaan tulkita
vastejana (line of response, LOR), jonka varrella annihilaatio on tapahtunut. Yksit-
tdinen téllainen vastejana ei sisilld syvyysinformaatiota, joten esimerkiksi poikki-
leikkauskuvien muodostamista varten on kohteesta tehtiva mittauksia eri suunnista
ja ratkaistava inversio-ongelma syvyysinformaation selvittdmiseksi. Mittaustuloksia
suoraan tarkastelemalla saadaan vain yksittiisten kulmien perspektiivista mitattuja
2D-séteilyprofiileja.

Moderneissa PET-jarjestelmissd detektoriparit pystyvét rekister6imaan havain-
toajanhetket sellaisella tarkkuudella, ettd annihilaatio voidaan rajata tapahtuneeksi
ndiden vilisen vastejanan segmentilld. Tarkkuus ei kuitenkaan riitd hyddylliseen sy-
vyysinformaation tulkitsemiseen suoraan mittauksista, vaan sitd voidaan kayttia
useista suunnista mitatun datan pohjalta lasketun poikkileikkauskuvan resoluution
kasvattamiseen. Resoluutioon vaikuttavia tekijoitd ovat mm. detektorien méaira ja
ominaisuudet, mittauskulmien mairi, merkkiaineen aktiivisuus ja kuvattavan koh-

teen gamma-absorptio-ominaisuudet.
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Staattiseksi PET-tutkimukseksi kutsutaan tutkimusta, jossa tulokset, esimerkiksi
3D-malli padsta mitatusta siteilystd, muodostetaan kaikkia mittausaikana tehtyja
havaintoja hyodyntden. Nédin menetellen saadaan suuri méard havaintoja tulosten
muodostamista varten ja saavutetaan mahdollisimman hyvé signaali-kohina -suhde.
Staattisessa tutkimuksen haittapuolena on se, ettd menetetdin mittausajanhetkeen
sidottu informaatio kuten merkkiaineen kulkeutumisvaiheet kohteessa.

Dynaamisessa tutkimuksessa havaintoja voidaan tarkastella esimerkiksi eripitui-
siin aikaikkunoihin (frame) jaettuna ja saada merkkiaineen kulkeutumisvaiheiden
perusteella tarkempaa informaatiota merkkiaineena kiytetyn yhdisteen fysiologises-

ta kiyttaytymisestd kohteessa.

2.1 Radon-muunnos

PET-laitteiston tuottamaa mittausdataa voidaan mallintaa diskreettid Radon-muun-
nosta kiyttden. Kaksiulotteisessa tapauksessa jatkuva Radon-muunnos kuvaa funk-
tion f(z,y) yksiulotteisiksi projektioiksi p(7, #). Yksittdisen projektion alkio p(7, o)
on kuvan 2.1 mukaisesti pisteen (7p, By) kautta kulkevan, r-akselin suuntaisen suoran

R, 5, yli laskettu f(z,y):n viivaintegraali,

p(70, Bo) = / f(z,y)d (2.1)

missd r ja 7 madrdadvit koordinaatiston, joka on kulman [y kallistuneena suhteessa
(x,y) -koordinaatistoon. [6]

Yksittdinen viivaintegraali vastaa yhden aérettémén ohuen detektoriparin mit-
tausdataa yksittaisestd kulmasta. Radon-muunnos saadaan, kun viivaintegraali las-

ketaan kaikkien kulmien 8 € [0, 7) ja siirtymien 7 € (—o0, 00) yli
p(r.0) = [ fa)n (22)
R

Kédnteinen Radon-muunnos (2.3) |6] palauttaa alkuperdisen kaksiulotteisen da-
tan yksikésitteisesti ideaalisista yksiulotteisista projektioista. Sen sijaan kdytannon
sovelluksissa, esimerkiksi PET-laitteiston mittaamalle datalle, voi syntya kadnteis-
muunnoksessa merkittévadkin viiristymad mittausdatassa esiintyvin kohinan seu-

rauksena.

[T [ Op(T,B) 1
flay) = /0 /_OO or  (zcosfB+ysinf —7) drdp. (2.3)
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Kuva 2.1: Projektion muodostuminen yksitldisistd viivaintegraaleista.

Diskreetissd Radon-muunnoksessa projektiot lasketaan dérelliselld kulmien S méa-
ralld ja siten, ettd siirtymien 7 dfriarvot on rajoitettu. Siirtymien dédriarvojen muo-
dostama vili on liséksi jaettu darelliseen madrdan tasapituisia vileja eli bineja. Yk-
sittdinen projektion alkio saadaan nyt integroimalla yksittdisen téllaisen siirtymé-
volyymin yli yksittéiisessd kulmassa.

Sinogrammiksi kutsutaan sellaista diskreetin Radon-muunnoksen tai PET-mit-
tauksen tulosten matriisiesitysmuotoa, jossa eri kulmista kerdtty data on esitetty
omilla riveilldén [1]. Kulmia vastavat rivit ovat samassa jirjestyksessi kuin missé ne
on laskettu tai mitattu. Sinogrammin sarakkeilla on esitetty saadut binien arvot. To-
dellisessa PET-laitteistossa yksi bini vastaa yhtd detektoriparia. Mikéli mittaukset
ovat jakautuneet useampaan aikaikkunaan niin jokaiselle aikaikkunalle muodoste-
taan oma sinogramminsa ja naiden sinogrammien aikajirjestyksessi olevaa joukkoa

kutsutaan sinogrammiaikasarjaksi.
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2.2 Lokeromalli

Dynaamisissa PET-mittauksissa saatua informaatiota merkkiaineen kdyttaytymises-
td kohteessa voidaan hyddyntidéd kudoksen fysiologisten ominaisuuksien parametri-
seksi mallintamiseksi merkkiaineen suhteen. Parametrisella mallilla tarkoitetaan jon-
kin ilmion todellista kiyttaytymista jiljittelevad prosessia, joka on kuvailtu mallin
madritelman ja sen sisidltdmien parametrien avulla. Parametrisella mallintamisella
puolestaan tarkoitetaan niiden parametrien méarittdmistd jotka selittivit mallin-
nettavat havainnot parhaiten kun oletetaan, ettd ne ovat syntyneet mallin méaérit-
telemalld prosessilla.

Yleinen ldhestymistapa merkkiaineen fysiologisen kdyttidytymisen mallintamisek-
si on nk. lokeromalli [7], joka mallintaa merkkiaineen kdyttaytymistd yksittaisessé
kohteen tilavuusalkiossa differentiaaliyhtildiden ja lokeroiden (compartment) avulla.
Usein lokeroista ensimmaisen voidaan ndhdd mallintavan merkkiaineen konsentraa-
tiota plasmassa, toisen konsentraatiota kudoksessa ja mahdollisesti sen jdlkeen tule-
vien lokeroiden merkkiaineen metabolisoitumista tai sitoutumista |7, s. 348]. Loke-
romallin parametreina ovat kineettiset parametrit, jotka kuvaavat merkkiaineen kul-
keutumisnopeutta lokeroiden vileilld. PET-laitteiston muutaman kuutiomillimetrin
luokkaa oleva erotuskyky asettaa rajan sille kuinka tiheille tilavuusalkiojaolle mal-
linnus on mielekista toteuttaa. Tilavuusalkiosta kiytetdan nimitystd vokseli.

Lokeromallin yleisessé muodossa merkkiaineen konsentraatioiden muutoksia lo-

keroissa kuvataan differentiaaliyhtélsilla [3|

S S N
{8Cs(t, K5 K5) S ey
=1

ot

s = 1,...,N}, (2.4)

missd, C, ja C) ovat lokeroiden konsentraatioita ja K:t ovat kineettisid paramet-
reja. Yleisen nimedmiskdytdnnon mukaisesti kineettiset parametrit Ko, ..., Ky on
kirjoitettu tassd tyossd pienelld kirjaimella muotoon ko, ..., ky. Lokeromalli on ha-
vainnollistettu kuvassa 2.2.

Téasséd diplomityossd on tehty yleisesti kiytetyt oletukset, ettd kineettiset para-

metrit eivit merkittivisti muutu ajan suhteen PET-mittausten aikana, C'; on mallin

Kl k3 ks kZ(Nfl)fl
C > C . C > > C
e 72« 73 e <« N
k2 k4 k6 kZ(Nfl)

Kuva 2.2: Lokeromalli, jossa N lokeroa
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sisadntulo eli plasman tunnettu aika-aktiivisuuskiyra ja ajanhetkelld ¢ = 0 kaikkien
lokeroiden konsentraatio on nolla. Tyon yhteydessi kiytetddn lokeromallin yleisesta
muodosta johdettuja nk. 2K- ja 3K-lokeromalleja. 2K-lokeromallissa on kaksi loke-
roa, (' ja Oy, ja kaksi kineettistd parametria, K; ja ky. Lokeron C5 konsentraation

derivaatta ajan suhteen on 2K-mallissa muotoa

oC
o = KiCi =y, (2.5)
ja konsentraatioksi saadaan
t
Colt) = K, / exp(ka(x — 1)) (2)dz. (2.6)
0

3K-malliksi puolestaan kutsutaan lokeromallia, jossa on kolme lokeroa, Cy, Cy
ja Cj3, ja kolme nollasta poikkeavaa kineettistd parametria, K;, ko ja k3. Téssd
tyossi oletetaan, ettd parametri k4 = 0. 3K-mallissa lokeroiden konsentraatioiden

derivaatat ovat

{ % = K1y — koCy — ks Ch )
7 - ]{3302
ja konsentraatiot
Co(t) = Ky [y exp((ka + k3)(z — ))C4 (v)dx 28)
Ca(t) = k3 [ Co(x)dw



3. VIRHEKORJATUN
HETEROGEENISUUSESTIMAATIN LASKENTA
PET-MITTAUKSISTA

Taméin diplomityon yhteydessd kudoksen heterogeenisuuden mittarina kiytetddn
lokeromallin kineettisten parametrien keskihajontaa tarkasteltavalla alueella ja va-
litulla resoluutiolla. Heterogeenisuuden méadarittamiseksi kiytetddn tavanomaisesta
poikkeavaa, mallintamiseen perustuvaa ldhestymistapaa [3], jossa keskihajonnat es-
timoidaan suoraan sinogrammiaikasarjasta suurimman uskottavuuden estimointia
hyodyntden. Menetelmé sisdltida oleellisena osana myo0s vaiheen, jossa pyritdin mi-
nimoimaan estimaatteihin muodostuvan esimointivirheen vaikutus. Tassd luvussa

kuvaillaan tdman menetelméan toiminta.

3.1 Mittausmalli

Koska pyrkimyksend on mallintaa PET-mittauksista saatua sinogrammimuotoista
dataa niin hyvin mallin edellytyksenad on pystyd mallintamaan mittausten taus-
talla olevan prosessin kaksi paddvaihetta. Ensimmaisens vaiheena on merkkiaineen
fysiologinen kiyttdytymisen mallintaminen kohteessa ja sen seurauksena muodos-
tuva virtuaalinen aktiivisuuskonsentraatiokuva A. Taméa vaihe mallinnetaan luvus-
sa 2.2 kuvatulla lokeromallilla. Koska rajoitumme tdméan tyén yhteydessd yhteen
todellisuudessa kolmiulotteisen kohteen viipaleeseen niin A on kiinteddimensioinen

matriisi, jonka vokseliksi i ajanhetkelld ¢ saadaan [3]

missd F; on plasman tilavuusosuus kudoksessa vokselissa i, A on kiytetyn merkkiai-
neen hajoamisvakio, At on aikaikkuna ¢:n ympérilla ja lokeroiden konsentraatioiden
Cyi(t) mééritelmit riippuvat kiytettivistd lokeromallista.

Toisena mallinnettavana vaiheena on A:n kuvantamisen mallintaminen, mika to-
teutetaan luvussa 2.1 esitellyn Radon-muunnoksen diskreetilld tapauksella. Mika
tahansa PET-kuvantamisjirjestelma voidaan mallintaa Radon-muunnoksella yksi-
16llisen systeemimatriisin W avulla siten, ettd yksittdinen ideaalisen sinogrammin

bin S;(t) saadaan systeemimatriisin alkioiden ja virtuaalisen kuvan A vokseleiden
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lineaarikombinaatioina

Si(t) =Y Wi Ai(t), (3:2)

missd ¢ kiy 1api kaikki virtuaalisen kuvan pikselien ja j; vastaavien systeemimatriisin
alkioiden indeksit. Koko ideaalinen sinogrammiaikasarja S voidaan esittda matriisi-

tulona

S = WA, (3.3)

missd W on replikoitu ja A vektoroitu siséltden kaikki A(¢):t.

Téllainen ideaalinen aktiivisuuden mittaaminen ei kuitenkaan ole realistista, sil-
14 radioaktiivisen hajoamisen satunnaisluonne aiheuttaa vaihtelua mitatuissa ha-
joamistapahtumamaéaarissi. Vaihtelun vaikutusta voidaan mallintaa Poissonin jakau-
man avulla. Tamaén lisdksi PET-laitteiston detektorit ja muut virheldhteet aiheutta-
vat mittaustulokseen virhetté, jota mallinnetaan normaalijakautuneella satunnais-
muuttujalla. Namé virheldhteet mallintavan, nk. mitatun sinogrammiaikasarjan M

yksittéiseksi biniksi j saadaan 3|

M; ~ P(S;) + N(0,0%), (3.4)

missd P on Poissonin satunnaismuuttuja, jonka odotusarvo on ideaalinen sinogram-
min binin arvo S; ja N normaalijakautunut satunnaismuuttuja, jonka odotusarvo
on 0 ja keskihajonta o. Normaalijakauman keskihajonta o oletetaan samaksi jo-
kaiselle sinogrammin binille, mutta jokaisella binilld on oma realisoitunut virheensa.
Normaalijakautunut virhekomponentti oletetaan pieneksi Poisson-virheeseen verrat-

tuna.

3.2 Suurimman uskottavuuden estimointi

Seuraavana ongelmana on sellaisten mittausmallin (3.4) parametrien méaérittdmi-
nen, jotka parhaiten selittdviat PET-mittausdatan, kun sen oletetaan muodostu-
neen mittausmallin kuvailemalla prosessilla. Téllaisten parametrien maarittamiseen
valittiin menetelméksi suurimman uskottavuuden estimointi (maximum likelihood
estimation) eli ML-estimointi. Suurimman uskottavuuden estimointi on tilastolli-
nen menetelmd, jota kiytetddn tilastollisen mallin sovittamiseen mittausaineistolle
xr = [x1,Z9,...,T,| ja mallin parametriestimaattien 0 16ytimiseen.

Oletetaan, ettd mittausaineisto koostuu riippumattomista, identtisesti jakautu-
neista ndytteistd tuntemattomasta tiheysfunktiosta pg(-). Mikdli myds oletetaan, et-
td po kuuluu tiettyyn jakaumaperheeseen niin voidaan pyrkid méaarittamaan tallai-

sen jakauman p méaéaritteleville parametreille estimaatti é, joka on mahdollisimman
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lihelld tuntemattomia, todellisia parametreja 0%, kun p(- | %) = p,. Yhteiseksi

tiheysfunktioksi aineistolle x saadaan

p(x | 0) =p(xy | O)p(xz | 0) - pzn | 6). (3.5)

Mikéli aineisto oletetaan kiinnitetyksi ja parametrit  muuttujiksi niin tiheys-
funktiota kutsutaan myos nimelld uskottavuusfunktio. Uskottavuusfunktion maksi-

lee

moivaa parametrivektoria kutsutaan suurimman uskottavuuden estimaatiksi eli

ML-estimaatiksi
o™ = arg mgaxp(x | 6). (3.6)
Uskottavuusfunktiota sovelluskohteeseen muodostettaessa kaavan (2.4) kineet-
tiset parametrit K} ja (3.4):n normaalijakautuneen virheen poikkeama o olete-
taan satunnaismuuttujiksi. Naistd muuttujista koostetaan parametrivektori 6 =
(K{,...,K{ ki, ... k%, o). Mitatun sinogrammiaikasarjan M ja parametrivektorin
6 vilinen uskottavuusfunktio muodostetaan mittausmallista (3.4) Poisson-jakauman

pistetodennékoisyysfunktion ja normaalijakauman tiheysfunktion konvoluutiona

R | 3 e e

kv 2mo?

missé S on parametreja 6 kiyttden mallin kaavoilla (2.4) ja (3.3) muodostettu ko-

j=1

hinaton sinogrammiaikasarja ja alaindeksi j kiy 14pi kaikki sinogrammiaikasarjan S
binit, joita on yhteensa m.

On todistettu [4], ettdi ML-estimaatti 0™ on olemassa, kun mittauksia mallinne-
taan (3.4):n mukaisesti Poisson-kohinaa kéyttden. Tésté kuitenkin seuraa, ettd us-
kottavuusfunktiota (3.7) on dédrettémén summan ja kertoman takia vaikea estimoida
numeerisesti. Ongelman yksinkertaistamiseksi approksimoimme Poisson-jakaumaa
normaalijakaumalla. TAma on mahdollista, silld P(S;) ~ N(S;,S;) [3]. Nyt A on

muotoa

Mj ~ N(Sja S]) + N(Oa 02) = N(Sj7 Sj + 02)' (38)

Approksimoinnin seurauksena uskottavuusfunktio yksinkertaistuu moniulotteisen
normaalijakauman tiheysfunktioksi
1

p(M | 6) = T A exp((M — 8)" (M - 9)), (3.9)

missi ¥ on diagonaalimatriisi, jonka diagonaalin elementit ovat (S + o) ja m on
vhteenlaskettu binien méird kaikissa sinogrammiaikasarjan aikaikkunoissa ja pro-

jektioissa.
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On hyvéd huomata, ettd mink&anlaista regularisointia ei kiyteté, joten saavutetaan
aidot, teorian mukaiset estimointivirheen sisdltdviat ML-estimaatit. TAm& on tarke-
aa, silla nykyiset regularisointia kiyttaviat menetelmét tuhoavat heterogeenisuusin-
formaatiota pyrkiessddn minimoimaan kohinan aiheuttamaa variaatiota. Toisaalta
ML-estimaatissa oleva estimointivirhe on niin suurta, ettei sitd voida suoraan kiyt-
taa heterogeenisuuden madradmiseen. Varsinainen ML-estimointi, eli ML-estimaatin
madrittdminen, suoritetaan numeerisia optimointimenetelmis uskottavuusfunktiol-
le kiyttden, koska analyyttistd ratkaisua ei ole saatavilla. Optimoinnissa voidaan
kiyttad perusmuotoisen uskottavuusfunktion p(M | 6) sijasta negatiivista ja loga-
ritmista uskottavuusfunktiota —log(p(M | 0)), silld logaritmi on jatkuva ja aidosti
kasvava funktio. Logaritmin ansiosta uskottavuusfunktio on laskennallisesti yksin-
kertaisempi kertolaskujen korvautuessa yhteenlaskuilla ja tdmén seurauksena myos
tietokoneella kiytettavissd olevan lukuesityksen laajuus riittda huomattavasti pa-

remmin uskottavuusfunktion arvojen esittdmiseen.
3.3 Toistokoemenetelmad estimointivirheen korjaamiseksi

Suurimman uskottavuuden estimointi valittiin parametrien € estimointimenetelmak-
si, silla ML-estimaatin tilastollisia ominaisuuksia voidaan hyodyntdé sinogrammida-
tan kohinaisuudesta aiheutuvan estimointivirheen korjaamiseksi alueellisista hete-
rogeenisuusestimaateista. Alueella tarkoitetaan todellisesta kuvattavasta kohteesta
madriteltyéd osaa, jolle virhekorjattu heterogeenisuusestimaatti on tavoitteena méia-
rittaa.

ML-estimaatti #™° on kaikille parametreille asymptoottisesti harhaton ja noudat-
taa normaalijakaumaa todellisten parametriarvojen 6" ympérilld [8]. Tésté johtuen
alueelliset kineettisten parametrien histogrammit ovat todellisten kineettisten para-
metrien histogrammien ja virherealisaatioiden histogrammien konvoluutioita. Mikéli
estimointivirheen histogrammi tunnetaan on sen vaikutus mahdollista korjata ja pa-
lauttaa todellinen parametrien alueellinen histogrammi tdmé&n muodosta riippumat-
ta. Yksittiisistd parametreista estimointivirhettd on kuitenkin mahdotonta korjata,
silld yksittéistd realisoitunutta virhettd ei voida saada selville.

Estimointivirheen estimoimiseksi on kehitetty Monte Carlo -ldhestymistapaa hyo-
dyntéavd menetelmé [3], jossa ML-estimointi toistetaan useasti virtuaalisella, alueel-
lisesti homogeenisella kohteella, joka imitoi aluejaollaan todellisen kohteen fysiolo-
giaa. Tamén virtuaalisen kohteen alueille r méadritetddn kineettisten parametrien
0" tosiarvoiksi todelliselle sinogrammidatalle suoritetun ML-estimoinnin tuloksista
vastaavilta alueilta lasketut parametrien keskiarvot, jotka harhattomuudesta joh-
tuen vastaavat likimain odotusarvoja. Tamé on tarpeen, silla ML-estimointiteorian
[8] mukaan muodostuvan estimointivirheen suuruus on vahvasti riippuvainen para-

metrien tosiarvojen odotusarvosta, mutta ldhestulokoon riippumaton néiden hajon-
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Kuva 3.1: 20:lle heterogeeniselle ja homogeeniselle simuloidulle datalle suoritetuis-
ta ML-estimoinneista mddritetyt ko:n estimointivirheen histogrammat kohteen suu-
rimmalta alueelta, kun kdytettivind lokeromallina on ollut 2K, fantomin dimensiot
ovat olleet 64 x 64 ja datan generoinnissa kdytetyt parametriarvot on ilmoitettu tau-
lukon 5.1 kahdella ensimmdiselld rivilld.

nasta.

Kun téllaisella alueittain homogeenisella datalla suoritetaan ML-estimointi, niin
kaikki ML-estimaatissa ™" esiintyvi parametrien varianssi on estimointivirhees-
td aiheutuvaa ja antaa estimaatin estimointivirheen histogrammista. Mikali alueella
r sijaitsee pieni maara vokseleita, on hyvin estimaatin saamiseksi toistettava ML-
estimointi usealla eri kohinarealisaatiolla homogeenisesta datasta. Témé johtuu sii-
td, ettd estimointivirhe yksittiisessd kineettisessd parametrissa kaikissa toistoissa
antaa vain yksittdisen realisaation tuntemattomasta alueen virhehistogrammista ja
nditd realisaatioita on oltava riittdvan suuri maard luotettavan estimaatin méaérit-
tamiseksi.

Téasséd aliluvussa kuvattua toistokoemenetelméd hyvin pienten alueiden kanssa
kiytettdessd on hyvi tiedostaa muutaman, laajempien alueiden yhteydessid epé-
oleellisen virheldhteen vaikutus. Ensinndkin todelliselle mittausdatalle suoritetusta

ML-estimoinnista saatavat alueen kineettisten parametrien histogrammit ovat jos-
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sain madrin ongelmallisia, silld ne sisaltdvat vain hyvin vahan alkioita ja yksittais-
ten virherealisaatioiden vaikutus histogrammiin voi kasvaa suureksi. Toiseksi, néisté
histogrammeista ei myoskdin saada luotettavaa estimaattia alueen kineettisten pa-
rametrien odotusarvoille, joita kiyttden homogeeninen data muodostetaan. Tésté
aitheutuu homogeeniselle datalle suoritetuista toistoista saatuun virhehistogrammin
estimaattiin virhetts, joka on riippumatonta suoritettujen toistojen maarésta.
Kuvaajassa 3.1 on havainnollistettu erdét realisoituneen estimointivirheen his-
togrammit sekd usealla alueellisesti heterogeenisella, todellista mittauskohdetta si-
muloivalla datalla etté edellisistd muodostetulla, alueellisesti homogeenisella datalla.
Havaitaan, ettd molemmissa tapauksissa realisoituneen estimointivirheen histogram-
mit ovat teorian mukaisesti hyvin samankaltaiset ja siten estimointivirheen vaiku-
tusta on mahdollista korjata. Kuvaaja on muodostettu erdin tdmén diplomityon
teon yhteydessa suoritetun testin tuloksiin pohjautuen. Testien toteutukseen liitty-

vit yksityiskohdat on esitelty luvussa 5.1.
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4. VERTAILTAVAT
OPTIMOINTIMENETELMAT

Optimoinnilla tarkoitetaan parhaimman valinnan tekemistd joukosta mahdollisia
vaihtoehtoja. Usein tamé tarkoittaa kohdefunktion f(X) globaalin- tai lokaalin mini-
mi- tai maksimikohdan etsimistd, kun X = {zy,z5,...,2,} on nk. parametrivek-
tori, joka sisaltdd optimoitavat muuttujat. Globaalissa minimikohdassa Xgiop pé-
tee f(Xgiob) < f(Y),V Y. Minimikohta voidaan tunnistaa, mikili kohdefunktio
f(X) on derivoituva, silld voidaan laskea gradientti, joka saa minimikohdissa ar-
von nolla. Gradientti saa arvon nolla myos satula- ja maksimikohdissa, mutta namé
voidaan erottaa minimikohdista lahiympéristoad tarkastelemalla. Globaalin minimi-
kohdan tunnistaminen muista minimikohdista on sen sijaan tavallisesti vaikeaa tai
mahdotonta. |9]

Kaytannon optimointiongelmissa parametrivektorin muuttujille asetetaan toisi-
naan rajoitteita. Esimerkiksi auton moottorin tehoa optimoitaessa voidaan asettaa
sallittu arvovili moottorin massalle, joka on yksittdinen parametrivektorin muut-
tuja. Rajoitteiden asettamisen etuna on se, ettd optimointiavaruus pienenee rajoit-
tamattomaan tapaukseen verrattuna. Toisaalta rajoittamisen seurauksena voi olla,
ettd globaali minimi- tai maksimikohta sijaitsee rajojen ulkopuolella ja jaa 16yta-
matta.

Optimointiongelma, eli kohdefunktion minimin 16ytdminen, voidaan ratkaista jo-
ko analyyttisesti tai numeerisesti. Analyyttisesti timéa voidaan tehd& esimerkiksi
evaluoimalla kohdefunktio kaikissa derivaatan nollakohdissa ja valitsemalla néisté
adriarvokohdista se, jossa funktion evaluointi tuotti pienimmén arvon. Kohdefunk-
tio voi olla niin monimutkainen, ettei derivaatan nollakohtia ole mahdollista ratkaista
tai derivaatta ei edes ole saatavilla ja joudutaan tyytymain numeeriseen optimoin-
tiin. Numeerinen optimointi toteutetaan algoritmeilla, jotka sisdltdvit jonkinlaisen
iteratiivisen logiikan kohdefunktion toivottujen &dériarvojen loytiamiseksi.

Téasséd diplomityossa pyritddn minimoimaan kohdefunktiota, joka on negatiivinen
ja logaritminen uskottavuusfunktio (3.9), jonka globaalissa minimikohdassa sijaitsee
suurimman uskottavuuden estimaatti. Kohdefunktio on suuridimensioinen ja epali-
neaarinen, miki tuo haasteita numeeriseen optimointiin. Parametrivektorin muuttu-
jien arvoja ei myoskidn rajoiteta, silld suurimman uskottavuuden uskottavuusfunk-

tion kiyttdminen parametrivektorin optimoimiseksi tuo parametrien estimaatteihin
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estimointivirhettd, jonka vaikutus voi olla suuri. Estimointivirheestda johtuen para-
metrit voivat esimerkiksi saada negatiivisia arvoja, joille ei ole fysiologisesti mie-
lekéstd tulkintaa. Kohdefunktio on toisaalta derivoituva, mikd mahdollistaa myos

gradienttia hyodyntéivien optimointimenetelmien soveltamisen.
4.1 Nollannen asteen menetelmat

Nollannen asteen menetelmilld tarkoitetaan optimointimenetelmié, jotka kiyttavat
optimointiprosessissaan vain kohdefunktion evaluoimista. Nollannen asteen menetel-
mien kiytto voi olla hyodyllistd mikéli kohdefunktio ei ole derivoituva, silla talloin
gradienttia ole vilttdmattd mahdollista tai jarkevdd hyodyntdd. Toinen usein hyo-
dyllinen kayttokohde on multimodaalisten kohdefunktioiden optimointi. Nollannen
asteen menetelmille on tyypillistd, ettd ne tarvitsevat hyvin suuren méardn kohde-
funktion evaluointeja yksinkertaistenkin ongelmien ratkaisemiseksi. |9, s.94]

Alkeellisimmat nollannen asteen menetelmét perustuvat kohdefunktion kattavaan
evaluoimiseen koko optimointiavaruuden laajuudella. Evaluoinnit suoritetaan mene-
telmésta riippuen joko jotain ennaltaméarattya jarjestelmaéllista tai satunnaisuuteen
perustuvaa etsintikuviota noudattaen. Téllaiset optimointimenetelmét ovat useim-
miten kayttokelpoisia vain mikali optimoitavia parametreja on vahin ja ne saavat
vain diskreetteja arvoja rajoitetulla arvovililli. Kehittyneemmét nollannen asteen
menetelmit ovat adaptiivisia eli osaavat muuttaa toimintaansa aiempien evaluoin-
tien perusteella. Kaikki tissi luvussa esiteltdvit menetelmét ovat adaptiivisia, mutta
niistd jokaisessa adaptiivisuus on toteutettu erilaisella logiikalla.

Monet kehittyneemmét menetelmét ovat populaatiopohjaisia, miké tarkoittaa si-
td, ettd ne eiviat optimoi vain yhta parametrivektoria, vaan parametrivektorijoukkoa.
Populaatiopohjaisuuden seurauksena kéytettdvissa oleva optimointi-iteraatioméara
jakautuu populaation jisenten kesken, mutta toisaalta optimointia edistid mm. se,
ettd hyvan alkuarvauksen todennikoisyys kasvaa, kun jokaisella populaation jasenel-
14 on oma alkuarvauksensa. Populaatiopohjaisuutta hyodynnetdan eri menetelmissa
eri tavoin. Esimerkiksi niin sanotut evolutiiviset algoritmit (evolutionary algorithm,
EA) hyodyntéviit sitd biologiseen evoluutioon perustuvilla mekanismeilla: mutaa-
tiolla, rekombinaatiolla ja valinnalla. Taméa tarkoittaa sitd, ettd uusia parametri-
vektorikandidaatteja muodostetaan nykyisten populaation jdsenten pohjalta niité
mekanismeja hyodyntéen.

Téassé luvussa esiteltiavit menetelmét ovat menestyneet hyvin optimointimenetel-
mien vélisissd vertailuissa ja soveltuvat erilaisten ongelmatyyppien ratkaisemiseen
[10][11]]12]. Menetelmit on valittu projektin yhteistyokumppanin, dosentti Ferrante

Nerin, ehdottamina.
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4.1.1 Monilentoratahaku

Monilentoratahaku (multiple trajectory search, MTS) [13| on populaatiopohjainen
optimointimenetelmé, joka siséltad kolme erillistd ldhistohakumenetelméé (local
search, LS), jotka my6s ovat itsessddn optimointialgoritmeja. MTS:n pseudokoodi on
esitelty algoritmissa 3.1. Joka kerta kun populaation jdsen tulee optimointivuoroon,
sille kokeillaan tietty médrd (TestiKierrokset) iteraatioita jokaisella kolmesta 14-
histbhakumenetelméisti. Niisti jokainen antaa jisenelle pisteitd sen mukaan miten
hyvin ne toimivat ja eniten pisteitd saanut menetelmé otetaan kidyttoon varsinai-
seen ldhistohakuun, jossa suoritetaan (HakuKierrokset) lisdd iteraatioita. Edelld
kuvatun pisteytysmenetelmén tarkoituksena on saada valittua parhaiten populaa-
tion jésenen optimointiavaruuden lahiston topografiaan sopiva menetelma. Pisteytys
ei perustu kohdefunktion arvon minimoitumismaéériin, joten valituksi voi tulla l&dhis-
tohakumenetelmé, joka ei ole saavuttanut suurinta kohdefunktion minimoitumista.

Populaatio alustetaan nk. simuloitua ortogonaalirakennetta (simulated orthogo-
nal array, SOA) ja parametrikohtaista yldrajavektoria Y RAJA ja alarajavektoria
ARAJA hyddyntiden. Kun populaatiokoko on M niin SO A-matriisin riviksi d saa-
daan

SOA,; = randperm(0,1,.... M — 1), (4.1)

kun kiydaan 1api kaikki optimointiavaruuden dimensiot d ja randperm on funktio,
joka muodostaa satunnaisen permutaation sille annetusta syttteestd. Nyt populaa-
tion jésen x; saadaan alustettua kaavalla
x;[d] = ARAJA[d] + (Y RAJA[d] — ARAJA[CZ])(S;WO—%' (4.2)
Téllaisen alustusmenettelyn tarkoituksena on, ettd jokaisesta parametrivektorin
dimensiosta l0ytyy populaatiossa arvot tasavilein alarajalta ylarajalle. On hyva huo-
mata, ettd ala- ja yldrajavektorit eivit rajoita optimointiavaruutta, vaan ovat vain
vaikuttamassa alustusvilien laajuuteen ja ldhtisthakumenetelmien puolitushaussa
kdyttdmien populaation jasenkohtaisten hakurajojen (Hakurajat) pituuksiin.
Populaation jasenistd osa on ensimmadistd iteraatiota lukuunottamatta etu- ja
osa taka-alalla siitd riippuen kuinka hyvin pisteytyksen ne ovat saavat edellisessia
lahistéhaussa. Vain etualalla olevia jisenid optimoidaan seuraavalla monilentora-
tahaun kierroksella, joka kiy kaikki populaation jisenet ldpi. Téallaisen kierroksen
jalkeen alkuperdisen pseudokoodin [13] mukaan tulee vield suorittaa tietty méa#ra
(ParhaanKierrokset) optimointi-iteraatioita LS1-lihistohakumenetelmélld popu-
laation parhaalle jasenelle. Myohemmaissa julkaisussa [14] téllainen parhaan jasenen

optimointi on jitetty pois, mutta tdméin tyon yhteydessé se on kiytossa.
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1. Generoi populaatio X, jossa M yksiléa

2. for 1=1to M

3. Sallili] = TOSI

4. Parannusli] = TOST

5. Hakurajatli] = (YRAJA — ARAJA)/2

6. end

7. While lopetusehto ei tayty

8. for i=1to M

9. if Sallili] == TOSI

10. Pisteet[i] = 0

11. for 7 =1 to TestiKierrokset

12. LS1_pisteet = LS1_pisteet + LS1(X;)
13. LS2_pisteet = LS2_pisteet + LS2(X;)
14. LS3_pisteet = LS3_pisteet + LS3(X;)
15. end

16. Pisteiden perusteella valitaan paras LS
17. for j=1 to HakuKierrokset

18. Pisteet[i] = Pisteet|i] + LS_paras(X;)
19. end

20. end

21. end

22. for 1 =1 to ParhaanKierrokset

23. LS1( X paras)

24, end

25. for 1=1to M

26. 1f Pisteet|i] parhaan #etuala:n joukossa
27. Sallifi] = TOSI

28. else

29. Salli[i] = EPATOSI

30. end

31. end

32. end

Algoritma 4.1. MTS:n pseudokoodi.

Lahistohakumenetelmistid ensimméinen, LS1, kily optimoitavan parametrivekto-
rin dimensioita lapi jarjestyksessa yksi kerrallaan erddnlaista puolitushakua tarkas-

teluvililla tehden ja tarvittaessa tarkasteluvilid siirtden. 1.S2 puolestaan tekee yh-
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dessd iteraatiossa samankaltaisen puolitushaun joukolle parametreja, ja nédin ollen
saa suoritetuksi enemmaén operaatioita yhti kohdefunktion evaluointia kohden. Toi-
saalta kohdefunktion arvon mahdollinen parantuminen ei kerro mitdan siitd mitka
vksittdiset parametrit tekivdt hyodyllisen siirtymén ja mitkd eiviat. LS1:n tavoin
LS3 kiy parametrivektorin jarjestyksessd lapi parametri kerrallaan, mutta pyrkii
loytamaan parannuksen tekemalld parametrille pienid muutoksia lisadmalla ja va-
hentadmalld siihen pienid vakiolukuja ja tekemélld ndiden muutosten tulosten poh-
jalta heuristisen arvauksen uudeksi parametrin arvoksi. Kaikkien edelld mainittujen

lahistohakumenetelmien pseudokoodit 16ytyvit liitteestd A.

4.1.2 Itseohjautuva differentiaalinen evoluutio

Differentiaalinen evoluutio (differential evolution, DE) on populaatiopohjainen algo-
ritmi, joka jaljittelee evoluutioprosessia ja kuuluu siten evolutiivisiin algoritmeihin.
DE jakautuu kolmeen vaiheeseen: mutaatioon, risteytykseen ja valintaan, jotka suo-
ritetaan tassa jarjestyksessd. Populaatio X alustetaan tasajakautuneista satunnai-
sista pisteistd optimointiavaruuden kaikkien dimensioiden suhteen. Populaatiokoon
n suositus on kymmenen kertaa optimoitavien parametrien maéra dim. [15]
Mutaatiota varten arvotaan satunnaisesti kolme populaation jisenen indeksié ¢,r

ja s, joista yksikdan ei saa olla kisiteltdvin jdsenen indeksi 7. Mutaatiossa

Tjm = 2 + F(2, — x5), (4.3)

Tjm, kuvaa mutaatiossa muodostettua jalkeldistd ja F' skaalauskerrointa, joka kont-

rolloi eksploratiivisen vektorin (z, — z) pituutta [11]. Binaarisessa risteytyksessé

2] { Tjm|d] if rand < CR (4.4)

z;|d] else

kiydaan 1api kaikki dimensiot d = 1 to dim ja muodostetaan jalkeldinen x; kasitel-
tavin jasenen x; ja mutaation tuottaman jilkeldisen xj,, alkioista risteytysherkkyy-
den (crossover rate, CR) painottamana. Luku rand generoidaan satunnaisesti valilta
0, 1] jokaiselle dimensiolle d. DE:n kiyttama ahne valinta (4.5) korvaa populaation

jasenen jélkeldiselld, vain mikali tdmé tuottaa parannuksen kohdefunktion arvoon.

v =x; if fz;) < f(2;) (4.5)

Perusmuotoisen DE:n ongelma on, ettd skaalauskerroin F' ja risteytysherkkyys
CR ovat ennaltaméirattivia vakioita, joiden optimiarvot riippuvat kohdefunktios-
ta. Skaalauskertoimen ja risteytysherkkyyden valinta voi vaikuttaa merkittavasti op-
timoinnin nopeuteen ja toteutetaan usein kokeilemalla. Erds tehokkaaksi todetuista

[11] DE-varianteista on algoritmissa 4.2 esitelty itseohjautuva differentiaalinen evo-



4. Vertailtavat optimointimenetelmét 20

X1 Fy CR,
X9 F2 CRQ
X, E, CR,

Kuva 4.1: jDE:n populaatio X, jonka koko on n.

luutio, jDE [16], joka tuo vain pienid lisiyksid perusmuotoiseen DE:hen. jDE:ssé
F ja CR ovat jasenkohtaisia ja muuttuvat optimoinnin aikana adaptiivisesti ole-
malla mukana evoluutioprosessissa parametrivektorin loppuun liitettyind kuvan 4.1
mukaisesti.

Algoritmissa 4.2 esiintyvat jDE:n kiyttamat vakiot ovat: 7 = 0.1 ja 75 = 0.1, jot-
ka madrittavit riveilld 4 ja 6 kuinka usein F:lle ja C'R:lle generoidaan uudet arvot,
ja F; = 0.1 ja F, = 0.9, jotka maarittavat generoitavan F':n ala- ja ylarajan. Jokai-
nen algortmissa esiintyva rand edustaa itsendisesti generoitua satunnaislukua valilta
[0, 1]. Mikali uusi F' tai C'R generoidaan niin ne p##sevit vaikuttamaan mutaatio-
ja risteytysprosessiin jo kyseiselld iteraatiolla.

Yksinkertaisuutensa ja tehokkuutensa ansiosta DE ja sen variantit ovat laajal-
ti insinOGOrityossa kiytettyjd optimointimenetelmid. On havaittu, ettd varianteista
erityisesti jDE on menestyksekds monenlaisisissa eri ongelmatyypeissd, mutta kos-
ka parhaan menetelmén valinta on hyvin ongelmakohtaista ei mitddn yksittéista

varianttia voida nostaa parhaaksi. [11]
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1. Generoi populaatio X, jossa n yksiload
2. While lopetusehto ei tayty
3. for i=1 ton
4.

P = { F,+ F,-rand, +f randy <mn

F;, else

5. Standardi DE:n mutaatio, missd F = F;

ja mutatoidaan myds osapuolten CR ja F
6.

CR. — { rands 1f randy < T

CR; else

7. Standardi DE:n risteytys, missd C'R = CR;

ja risteytetddn myds osapuolten C'R ja F
8. Standardi DE:n valinta
9. end
10. end

Algoritme 4.2. jDE:n pseudokoodi.

4.1.3 Kattavasti oppiva hiukkasparvioptimointi

Hiukkasparvioptimointi (particle swarm optimization, PSO) on populaatiopohjai-
nen algoritmi, joka matkii elididen parvikdyttaytymistd ja kuuluu siten evolutiivi-
siin algoritmeihin. PSO:ssa populaation jiasenet, hiukkaset, ovat pisteitd optimoin-
tiavaruudessa ja jokaisella niistd on nopeus ja muisti parhaimmasta sijainnistaan,
jossa kohdefunktio on saanut pienimmén arvonsa. Lisiksi aina on tiedossa paras ko-
ko populaation 16ytdma sijainti eli globaalisti paras sijainti. Hiukkasille mééritetaén
jokaisella PSO:n iteraatiolla uusi nopeus, joka lasketaan kyseisen hiukkasen paras-
ta 1oytamaa sijaintia, globaalisti parasta sijaintia ja aiempaa nopeutta hyddyntien.
Hiukkasen uusi sijainti saadaan summaamalla nopeus vanhaan sijaintiin.

Tamén perusmuotoisen PSO-algoritmin [17] suurin ongelma on lokaaleihin mini-
meihin juuttuminen, silla kaikki hiukkaset hakeutuvat aina koko populaation 16ytéa-
méad parasta sijaintia kohti. PSO:n pohjalta on kehitetty lukuisia variantteja, jotka
sopivat globaalin minimikohdan 16ytdmiseen paremmin. Erés néistd varianteista on
kattavasti oppiva hiukkasparvioptimointi (comprehensive learning particle swarm

optimizer, CLPSO) [18], jossa merkittdvimpand muutoksena perusmuotoiseen PSO-
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algoritmiin hiukkaset hakeutuvat kaikkien hiukkasten loytdmid parhaita sijainteja
kohti.

Algoritmissa 3.3. on esitetty CLPSO:n pseudokoodi, joka alkaa populaation X,
nopeuksien V', oppimistodennikéisyyksien Pc; ja oppimiskohteiden f; alustamisella.
Populaatiokoon n suuruusluokaksi suositellaan kymmenen kertaa optimoitavien pa-
rametrien méara dim. CLPSO on alkupopulaation sijaintien suhteen robusti, mutta
mikali optimoitavasta kohdefunktiosta ja sen parametreista ei ole ennakkokésitysta
kannattaa populaatio alustaa tasajakautuneesti optimointiavaruuden kaikkien di-
mensioiden suhteen mahdollisimman laajalla vaihteluvililld. Vaihteluvilid voidaan
kaventaa optimoinnin nopeuttamiseksi, mikili on ennakkotietoa parametrien arvos-
kaalasta kuten tdmén tyon yhteydessi ja alkupopulaation yksittidisen hiukkasen yk-

sittaiseksi dimensioksi saadaan

wi[d] ~ U(bro, buy), (4.6)

kun kdydaan lapi kaikki dimensiot d ja b, on vaihteluvilin alaraja ja b,, ylaraja.
Niita rajoja ei tule sekoittaa optimoinnin rajoittamiseksi. Yksittdisen hiukkasen i

alkunopeus yksittdisen dimension suhteen alustetaan vastaavasti valilta
vild] ~ U(=bup = biol, [bup — buo]). (4.7)
Jokaiselle partikkelille maaritetdin oppimistodennikoisyys
10(i—1)) -1

exp( v
exp(10) — 1

Pc; = 0.05 4 0.45 (4.8)

jonka suuruus vaikuttaa siihen kuinka herkésti partikkeli ottaa mallia muiden partik-
kelien 16ytamistd parhaista ratkaisuista. Myohemmissé tutkimuksissa [19] on havait-
tu, ettd oppimistodennikoisyyden adaptiivinen valitseminen toimii edelld esitettya
alkuperiisté, staattista méaaritelmda paremmin useimmissa tapauksissa, mutta tas-
td huolimatta tdmén diplomityon yhteydessé valitsimme kiytettaviksi alkuperéisen
madritelméan.

Oppimiskohdevektorit f; kertovat misté toisesta hiukkasesta hiukkasen 7 yksittéi-
nen dimensio ottaa mallia. Prosessi on kuvattuna yksityiskohtaisemmin pseudokoo-
din riveilld 6-17. Oppimiskohdevektorit méaéritetddn aina uudelleen, mikali hiukka-
nen ei ole virkistdmisvilid m edustavan iteraatioméérin jilkeen onnistunut 16yta-

méadn uutta omakohtaista parasta sijaintia.
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1. Generoi populaatio X, alusta V, Pc ja f;

2. for k=1 to maxGen

3. uﬂk]szo——%%i%gf

4. for i=1 ton

5. if lippuli] > m

6. for d=1 to dim

7. if rand < Pc;

8. Generoi kaksi satunnaista
partikkelin indeksid f1 ja f2,
jotka eivdt saa olla ¢

9. if f(hparass) < f(hparasys)

10. fild] = f1

11. else

12, fild) = f2

13. end

14, else

15. fild =1

16. end

17. end

18. lippuli] = 0

19. end

20. for d=1 to dimensio

21. Vild] = w - Vi[d] + ¢ - rand - (parasy,q|d] — X;[d))

22 Vild) = min (Ve [d], maz (Voo [d), Vild]))

23. X;[d] = X;[d] + Vi[d]

24. end

25. if f(X;) < f(hparas;)

26. hparas; = X;

27. if f(Xi) < f(paras)

28. paras = X;

29. end

30. else

31. lippuli] = lippuli] + 1

32. end

33. end

34. end

Algoritmz 4.3. CLPSO:n pseudokoodi.
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4.2 Ensimmaisen asteen menetelmat

Ensimméisen asteen menetelmilld tarkoitetaan iteratiivisia optimointimenetelmié,
jotka hyodyntéavat gradientti-informaatiota. Gradientin hyodyntdmisen ansiosta en-
simmaéisen asteen menetelmét ovat usein nopeampia kuin nollannen asteen menetel-
méat minimikohdan 16ytamiseksi, mutta hakeutuvat gradientin osoittamaa minimia
kohti riippumatta siitd onko tdmé lokaali vai globaali minimi. Useimpien ensimmai-
sen asteen menetelmien voidaan ajatella jakautuvan kahteen osa-ongelmaan: etsin-
tdsuunnan valitsemiseen, jossa kiytetdan hyvéksi gradientti-informaatiota, ja askel-
pituuden valitsemiseen, eli siihen kuinka paljon optimoitavien parametrien arvoja
muutetaan etsintdsuuntaa kohti. Optimointi lopetetaan gradientin saadessa arvon

nolla, miki tapahtuu vain dédriarvo- ja satulakohdissa.

4.2.1 Jyrkimmadn laskun menetelma

Erds yksinkertaisimmista ensimmaéisen asteen menetelmistd on jyrkimmén laskun

menetelmé (steepest descend method), joka on muotoa

Thy1 = Tk -+ Oékdk, (49)

missé etsintdsuunta d; € R” valitaan kohdefunktion negatiiviseksi gradientiksi koh-

dassa xj,

dr = = f(x) (4.10)

ja askelpituudeksi oy, valitaan se, joka minimoi kohdefunktion arvon etsintdsuunnas-

sa gradientin suuntaisen siirtymén jalkeen

ap = argmin f(zy, + agpdy,). (4.11)

Negatiivisen gradientin suunta on lokaalisesti paras etsintdsuunta kohdefunktion
arvon minimoimiseksi, mutta koko optimointiavaruutta ajatellen se ei ole véltta-
mattd edes kovinkaan hyva valinta. Vaihtoehtoisina etsintdsuuntina ovat nk. konju-
gaattigradienttisuunnat, joissa etsintdasuunta maéritetdan uuden gradienttisuunnan
ja yhden tai useamman edellisen etsintdsuunnan painotettuna summana. [9]

Jyrkimmaéan laskun menetelmén jokaisella iteraatiolla kohdataan uusi optimoin-
tiongelma askelpituuden méarittadmiseksi. Kaytdnnossi optimaalisen tai ldhelld op-
timaalista olevan askelpituuden etsintd on tyolasta, koska sen 16ytamiseksi vaaditaan
useita iteraatioita ja kohdefunktion evaluoiminen voi olla hyvinkin aikaa vievaid. Op-

timin askelpituuden etsimisen sijasta askelpituuden valitsemiseksi on kehitetty usei-
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ta menetelmid, joista erdis on tissi tyossa esiteltivd Barzilai-Borwein |20]. On myos
mahdollista esimerkiksi kidyttdd koko optimoinnin ajan samaa, ennalta maarattya

vakioaskelpituutta.

4.2.2 Fletcher-Reeves

Fletcher-Reeves [21] on epélineaariseen optimointiin kehitetty algoritmi, joka on joh-
dettu alkuperiisesti, lineaarisesta konjugaattigradienttimenetelmésté [22]. Fletcher-
Reevesin ainoa muutos jyrkimmén laskun menetelmééin on se, ettd etsintdsuuntana
kiytetddin gradientin osoittaman jyrkimmén laskun suunnan — 57 f(z) sijasta nk.
konjugaattisuuntaa S, joka muodostetaan uuden gradienttisuunnan ja edellisen et-

sintdsuunnan painotettuna summana

Skr1 = —V f(2r) + Brs1Sk, (4.12)

missi paino [ on skaalari, joka kuvaa kohdefunktion gradienttien pituuksien suh-

detta kahdessa viimeisimmaéssé iteraatiossa ja S = — v f(20). f saadaan kaavasta

v f(xr)" 7 f ()
V(@) 7 flor-)

On hyva huomata, ettd painolle S on kehitetty useita vaihtoehtoisia maaritelmia,

(4.13)

Bk+1 -

joista Fletcher-Reevesin méaéritelma on yksi pelkistetyimmistid. Konjugaattisuunnan
kiiyttdmisen etuna jyrkimmén laskun suuntaan verrattuna on, etti se tuottaa usein
vihemman kulmikkaan etsintdkuvion optimoinnin aikana, kuten kuvassa 4.2 on vi-
sualisoitu. T#té voi tapahtua esimerkiksi héirialttiuden (ill-conditioned) aiheutta-

missa kapeissa optimointimointiavaruuden laaksoissa. [9]

4.2.3 Barzilai-Borwein

Barzilai-Borwein on gradienttioptimointimenetelmé, joka poikkeaa perusmuotoises-
ta jyrkimmaéan laskun menetelméistd vain askelpituuden valinnan suhteen. Barzilai-
Borweinin askelpituus on jyrkimmén laskun menetelmén askelpituuteen verrattuna
laskennallisesti helpompi ratkaista ja tuo siten tavallisesti huomattavan nopeutuk-
sen optimointiin. Tamén lisiksi Barzilai-Borwein ndyttaisi olevan vihemman herkka
ongelman héiridalttiudelle kuin jyrkimmaén laskun menetelmé. [20]
Barzilai-Borweinin askelpituudelle on kaksi vaihtoehtoista méaritelméaé
ap = % (4.14)
AzTAg

ja
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7

AN

Kuva 4.2: Kuvan esimerkissd [23] optimointi konjugaattisuuntaan (punainen) tuot-
taa vihemman kulmikkaan etsintikuvion kuin jyrkimmdan laskun suuntaan (vihred).

o — AxTAg

missd Az = 2 — Tr_1, Ag = gr — gr—1 ja gr = V.f(z1). Molemmat méaritelmét on

(4.15)

johdettu alkuperiisessd julkaisussa [20] ja ne perustuvat kahden pisteen approksi-
maatioon sekanttiyhtdlostd, joka on kvasi-Newton menetelmien taustalla. Vaihtoeh-

toisten askelpituuksien vilinen suorituskykyero on havaittu pieneksi.

4.2.4 Barzilai-Borwein modifiointi: Useampi askelpituus

Tamén diplomityon yhteydessd on kehitetty ldhestymistapa, jossa lasketaan kai-
kille parametreille yhteisen Barzilai-Borwein -askelpituuden (4.14) sijasta useampi
Barzilai-Borwein -askelpituus jakamalla parametrivektori osajoukkoihin ja laskemal-
la oma askelpituus jokaiselle osajoukolle. On hyva huomata, ettd téllaiselle menet-
telylle ei ole johdettu teoreettista perustaa. Mikéili osajoukot ovat yksittdisen para-

metrivektorin alkion kokoisia niin askelpituuksiksi saadaan

apld] = 20220 (4.16)

kun kdydédan lapi kaikki parametrivektorin dimensiot d.

Osajoukkojen mielekés valitseminen jollain muulla tavalla riippuu suuresti opti-
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mointiongelman luonteesta. On mahdollista, ettd hyva valinta yksittaiseksi osajou-
koksi on joukko parametreja joiden optimiarvojen tiedetdin tai voidaan perustellusti
olettaa olevan arvoiltaan samaa suuruusluokkaa.

Emme esité, ettd edes optimaaliseen kahden tai useamman osajoukon jakoon poh-
jautuvaa, useamman askelpituuden Barzilai-Borwein -optimointia olisi perusteltua
olettaa toimivammaksi kuin perusmuotoista, yhden askelpituuden Barzilai-Borwein
-optimointia. On kuitenkin hyva huomata, ettd useamman askelpituuden lihesty-
mistapa toimii optimaalisilla askelpituusvalinnoilla aina vahintdén yhtd tehokkaasti
kuin yhden optimaalisen askelpituuden lihestymistapa. Helppo todistus télle vaitta-
maélle on se, ettd sama suorituskyky saavutetaan, kun jokainen useista askelpituuk-

sista valitaan samaksi kuin vertailukohtana kaytettdva yksittdinen askelpituus.

4.2.5 Barzilai-Borwein modifiointi: Polynomisovitteella ennus-

taminen

Tarkasteltuamme yksittiisten parametrien kehittymista Barzilai-Borwein -optimoin-
nin aikana havaitsimme, ettd naiden kehityshistoriakdyrat olivat usein muodoiltaan
siannonmukaisia kaaria, jotka alkoivat vakioitumaan optimoinnin edetessa. Tasta
saimme idean polynomien sovittamiseksi parametrien kehityshistoriaan uusien pa-
rametriarvojen ennustamiseksi. Téssa aliluvussa kuvataan tdhén ideaan perustuva
menetelmé, jonka kehitimme. Menetelmé sopii kiytettdviksi minks tahansa opti-
mointialgoritmin ohessa, mutta hyotya siita ei ole havaittu olevan kaikkien algorit-
mien kanssa.

Parametrien kehityshistorialla Xj;, tarkoitetaan kiytettdvin optimointimenetel-
min tuottamaa jirjestettyd joukkoa parametrivektoreita, jotka ovat tuoneet pa-
rannuksen kohdefunktion arvoon optimoinnin edetessd verrattuna aiempaan pie-
nimpéaén 16ydettyyn kohdefunktion arvoon. Joukon alkioina olevat parametrivekorit
ovat samassa jirjestyksessd kuin missid ne optimoinnin aikana on luotu. Mikili ke-
hityshistoria X esitetdiin matriisimuodossa, jossa parametrivektorit on sijoitettu
jarjestyksessi sarakkeisiin niin matriisin rivi ¢ kuvastaa 2:nnen parametrin kehitysta.

Kehityshistorian taaksepdin ulottuvalle pituudelle pituus tulee maarittaa jokin
arvo, jonka suuruus vaikuttaa toisaalta polynomin sovittamiseen ja toisaalta sithen
kuinka monta kertaa polynomin sovittaminen voidaan méairityn mittaisen optimoin-
nin aikana suorittaa. Polynomin sovittamiseen kehityshistorian pituus vaikuttaa si-
ten, ettd useampi kehityshistorian piste antaa enemmén informaatiota parametrien
pidemmaén aikavalin kehitystrendeista.

Polynomin f(z, ), jonka aste on n, kertoimiksi 5 valitaan ne jotka tuottavat
pienimmaén neliosumman (least squares) virheen S yksittdisen parametrin kehitys-

historialle y, kun
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Kuva 4.3: Polynomeja on sovitettu parametrin kehityshistoriaan, jonka pituus =
6. Visualisoituna on ennusteet, kun ennustekerroin ek = 1, ek = 1.5 ja ek = 2.
Ensimmdaisen asteen polynomin ennusteet on wvisualisoitu punaisilla, toisen asteen
ennusteet vihreilld ja kolmannen asteen ennusteet sinisilld palloilla.

n

S = Zr[x]Q, (4.17)

r=1
missa r[x] = ylz|— f(z, f) on polynomin ennustaman arvon ja kehityshistorian arvon

véilinen poikkeama. Mikili polynomin aste n = 1, niin

[z, B) = B1] + B[2]x. (4.18)

Polynomin kertoimien, [, selvittdmisen jélkeen muodostetaan parametrille en-

nustettu arvo Yepnuste Suhteessa kehityshistorian pituuteen pituus siten, etta

Yennuste = f(?"OUTLd(pZtU’LLS ' ek)? B)? (419)

missi ek on ennustekerroin ja round pyoristysoperaatio lahimpéaédn kokonaislukuun.
Ennusteen tekeminen on havainnollistettu kuvassa 4.3.

Olemme havainneet, ettd polynomin sovittamista ei usein kannata tehd& aivan
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optimoinnin alussa eikd myoskian heti edellisen sovittamisen jilkeen, silld paramet-
rien kdyttdytyminen ndissd kohdissa voi olla pidemmaén aikavélin trendistd poikkea-
vaa. Naissi tapauksissa tehtivien asettumisiteraatioiden méairin ja hyvian kehitys-
historian pituuden ja polynomin asteen valinnan jétdmme avoimiksi, silld uskomme
niiden olevan hyvin tapauskohtaisia.

Tésséd aliluvussa esitelty polynomisovitteella ennustaminen muistuttaa splini-
ekstrapolointia. Merkittdvina erona on se, ettd splinifunktio kulkee kaikkien syot-
teend annettavien pisteiden kautta. Splinifunktio on paloittain méairitelty polyno-
mien avulla ndiden pisteiden vililld ja polynomit méiritetdin siten, ettéd splinifunk-
tio on jatkuva ja derivoituva syotepisteiden kohdalla. Ekstrapolointi splinifunktiolla
toteutetaan yksinkertaisesti kahden ensimmaéisen tai viimeisen syOtepisteen valille

sovitettua polynomia kayttien.
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5. KOKEET

5.1 Koeasetelma

5.1.1 Simuloitu mittausdata ja sen mallintaminen

Taman diplomityon yhteydessd tehdyissé kokeissa on kiytetty todellisen PET-lait-
teiston tuottaman mittausdatan sijasta lokeromallin ja diskreetin Radon-muunnoksen
avulla generoitua simuloitua mittausdataa. Simuloitu data on generoitu yhta viipale-
kuvaa esittivin, nelji aluetta sisdltavin virtuaalisen fantomin avulla, joka voidaan
diskretisoida mielivaltaiseen resoluutioesitykseen. Fantomilla tarkoitetaan ominai-
suuksiltaan tunnettua mittauskohdetta, jota kiytetdin referenssind kuvantamisjir-
jestelméan toimintaa analysoitaessa. Kdyttdméamme virtuaalinen fantomi ja siita dis-
kretisoidut 128 x 128 ja 16 x 16 vokselikoon fantomit on esitelty kuvassa 5.1. Fan-
tomin jokainen vokseli kuuluu vain yhteen neljasti alueesta. Fantomissa musta alue
kuvaa kohteen ulkopuolista tausta-aluetta ja muilla sivyilla esitetyt alueet kohteen
sisdlld olevia alueita.

Fantomin jokaiselle vokselille ¢ luotiin lokeromallia kiyttaen fysiologista kayttay-
tymistd kuvaava kohinaton aika-aktiivisuuskidyrd A;(¢). Hajoamisvakiota A ei huo-

mioitu joten n-lokeromallia kiiyttéen (3.1) yksinkertaistui muotoon

100
120

20 40 60 80 100120

Kuva 5.1: Fantomi ja suitd diskretisoidut 128 x 128 ja 16 x 16 -vokselikoon fan-
tomit. Alue 1 on alueista suurin ja on esitettynd tummanharmaalla sdvylld, alue
2 sijaitsee kohteen reunalla valkoisella sdvylla esitettynd ja alue 3 sijaitsee lihelld
kohteen keskiosaa ja on esitetty vaaleanharmaalla sdvylld.
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N

M) = [ =P cutt) + i

s=2

(5.1)

missd F' on plasman tilavuusosuus kudoksessa, joka voitaisiin estimoida kaikille vok-
seleille, mutta joka on tAmén diplomityon yhteydessa maaritetty vakioksi 0.05. Loke-
roiden konsentraatiot Cy;(t) saadaan kiytettévistd mallista riippuen kaavasta (2.6)
tai (2.8), jotka tarvitsevat vokselille ¢ méaritetyt kineettiset parametrit. Vokselikoh-
taiset kineettisten parametrien arvot, joiden yksikko on (ml /(g - 3)), on poimittu
satunnaisesti yksiulotteisista normaalijakaumista, joiden aluekohtainen odotusarvo,
1, ja keskihajonta, o, on esitetty taulukossa 5.1. Kun tdméan luvun kokeiden yh-
teydessd puhutaan heterogeenisesta datasta niin tarkoitetaan, ettd kiytetddn tau-
lukossa ilmoitettua keskihajontaa kineettisille parametreille. Homogeenisella datalla
puolestaan tarkoitetaan dataa, jossa kiytetty keskihajonta on kaikilla alueilla 0. C
on kiyttdméamme paloittain médritelty radioaktiivisuuskonsentraatiota plasmassa
ajan suhteen kuvaava syotekéyré, joka on muodostettu erddn todellisen mittauksen

pohjalta ja on muotoa

Cr=1(co-t)(t <tp)+ (t >tp)(A-exp(a-t)+ B-exp(b-t) +C -exp(c-t)), (5.2)

missd A = —2.0957, a = —4.3291, B = 80, b = —0.005, C' = 1200, ¢ = —0.08,
tp = t(2), co = (A-exp(a-tp) + B - exp(b - tp) + C - exp(c - tp))/tp ja vektori ¢
sisaltdd mittauksessa kiytetyttyjen aikaikkunavilien loppuajanhetket. Tasalevyisid
aikaikkunavilejd on 40kpl ja niiden loppuajanhetket saavat arvot ¢t = 2.5, 5, ..., 100.
Sisdantulokiyrd on visualisoituna kuvassa 5.2.

Fantomille muodostettu kaikkien yksittaisten vokseleiden aika-aktiivisuuskayristé
koostuva aika-aktiivisuuskuvasarja kerrottiin kuvantamisen hyotysuhdetta simuloi-
valla vakiolla sc, jona kiiytettiin tapauksesta riippuen joko 0.05 tai 0.004. Kuvantami-
sen hyotysuhteella tarkoitetaan sitd osuutta merkkiaineen aiheuttamasta gammasa-
teilysta, jonka PET-laitteisto onnistuu mittaamaan. Tdhan lukemaan vaikuttaa seka

detektorien asemointi potilaan ympaérilld ettd detektorien ominaisuudet. Edella il-

Alue 1 Alue 2 Alue 3

251 01 M2 02 3 03
K 0.7000 | 0.0700 | 0.2500 | 0.0250 | 0.9000 | 0.0900
ko 0.7368 | 0.0737 | 0.2632 | 0.0263 | 0.9474 | 0.0947
ks 0.0200 | 0.0020 | 0.0100 | 0.0010 | 0.0400 | 0.0040

Taulukko 5.1: Alueittaiset kineettisten parametrien odotusarvot, p, ja keskihajon-

nat, o.
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Kuva 5.2: Syétekdiyrd C.

moitetut, tasséd tyossi kiytetyt hyotysuhdelukemat ovat samaa suuruusluokkaa kuin
todellisten PET-laitteistojen lukemat. Sinogrammiaikasarja muodostettiin tekemél-
la diskreetti Radon-muunnos jokaiselle aika-aktiivisuuskuvasarjan 40:std aikaikku-
nasta. Radon-muunnos tehtiin kiyttden 180 eri kulmaa ja simuloidun fantomin di-
mensioista ja tapauskohtaisista syistéd riippuvaa mairida bineja. 128 x 128 -fantomin
kanssa kiytettiin joko 367:44 tai 185:ttd binié ja 16 x 16 -fantomin kanssa 49:44 tai
27:34 binid. Suurempia binimaérid kiytettiin useimmissa tapauksissa, silld haluttiin
valttya liian pienen biniméaran takia mahdollisesti muodostuvalta, kdytannolliselta
alimaaraytyneisyysongelmalta (ill-posed), joihin alustavat empiiriset testit pienem-
milld binimaérilla viittasivat. Saatuihin sinogrammin binien arvoihin lisdttiin lopuksi
mallin (3.4) mukaista Poisson-luonteista ja normaalijakautunutta virhettid. Normaa-
lijakautuneen virheen keskihajontana kaytettiin kaikissa kokeissa arvoa o = 2.
Testidatan generoinnissa kiytettya lokeromallia ja fantomia kiytetdin my0s tes-
tidatan mallintamisessa. Mallinnettaessa oletetaan radioaktiivisen hajoamisen ai-
heuttama virhe normaalijakautuneeksi toisin kuin testidatan generoinnissa, jossa
se oletettiin Poisson-jakautuneeksi. Erittdin suurivarianssinen Poisson-kohina kui-
tenkin lieventdd tatd approksimaatiovirhettd merkittavasti. Téssa diplomityossa ei
tutkita tita epidideaalisemman mallin tai epéatdydellisen aluesegmentoinnin kiytta-
misen vaikutusta mallintamiseen. Plasman tilavuusosuus kudoksessa, F', oletetaan

mallinnettaessa tunnetuksi.

5.1.2 Optimointimenetelmien vertailemisesta

Optimoitavan parametrivektorin oletusalkuarvaus on, ellei muuta mainita, ollut jo-
kaisessa kokeessa sama kaikilla vertailtavilla menetelmilli ja jokaisen yksittdisen me-
netelméan jokaisella erilliselld optimointiajolla mikili nditd on tehty useita. Alkuar-

vaukseksi yksittaiselle parametrille poimittiin taulukosta 5.1 tdtd vastaava testida-
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tan generoinnissa kdytetty, alueellinen kineettisen parametrin odotusarvo u. Téassa
tyossd alkuarvauksena kiytettdvat odotusarvot oletetaan tunnetuiksi optimoinnin
alussa, mutta todellisuudessa ne estimoidaan etukiteen konventionaalisilla mene-
telmilld. Olemme havainneet [24], ettd optimointi on alkuarvauksen suhteen melko
robusti joten alkuarvauksen valitseminen ei ole merkittiva ongelma.

Optimointimenetelmien suorituskykyvertailut on toteutettu kohdefunktion eva-
luointimé&ariin perustuen. Yhtend vaihtoehtoisena mittarina olisi ollut vertailla opti-
mointimenetelmien kuluttamaa laskenta-aikaa. Funktion evaluointien méaéra mitta-
rina mahdollistaa ohjelmistoympéristosté, laitteistosta ja laitteiston muusta kuormi-
tuksesta riippumattoman mittarin, jonka mittaamat tulokset on toistettavissa tds-
mallisesti. Laskenta-ajallinen mittari puolestaan tuottaa selvisti paremman arvion
optimointimenetelmien laskennallisesta raskaudesta tietyssa laitteisto- ja ohjelmis-
toympaéristossi, mutta tulokset eivit yleensi ole tdsméllisesti toistettavissa ympé-
ristoriippuvaisuuden takia. Esimerkiksi téssad tyossi kidytetyt ensimméisen asteen
optimointimenetelmét laskevat jokaisella iteraatiolla kohdefunktiolle evaluoinnin li-
sidksi my6s gradientin, ja ndin ollen kiyttaviat yhdessa iteraatiossa selvisti enemmén
laskenta-aikaa kuin useimmat nollannen asteen menetelmét, jotka suorittavat vain
funktion evaluoinnin.

Luvussa 4 esitellyistd optimointimenetelmista kdytetdan tdmén diplomityon ko-

keissa seuraavia lyhenteitéa:

e SD: Jyrkimmén laskun menetelma

FR: Fletcher-Reeves

BB: Barzilai-Borwein

e MTS: Monilentoratahaku

jDE: Itseohjautuva differentiaalinen evoluutio

CLPSO: Kattavasti oppiva hiukkasparvioptimointi

Mikéli jyrkimmén laskun menetelmé tai Fletcher-Reeves on vertailussa mukana,
niin naiden suorituskykya tarkastellaan vain vakioaskelpituutta kiiyttien sen sijaan,
ettd jokaisella iteraatiolla etsittéisiin optimaalinen askelpituus. Vertailuissa ilmoite-
tut askelpituudet ovat askelpituuden a kidanteislukuja, silld askelpituudet ovat hyvin
pienid. Askelpituuden merkintapaa on lisdksi lyhennetty siten, etté e:114 tarkoitetaan
kymmenen potensseja. Vertailuissa ilmoitettu askelpituus 1e8 vastaa siis todellisuu-
dessa askelpituutta o = 1078
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5.2 Koe 1: Optimointimenetelmien vertailu

Tasséd kokeessa vertaillaan optimointimenetelmien nopeutta ja kiyttéytymista koh-
defunktiota minimoitaessa suurimman uskottavuuden estimaatin 16ytédmiseksi so-
velluskohteessamme. Taman kokeen yhteydessa ei pyritd analysoimaan saavutettu-
ja tuloksia heterogeenisuuden estimoinnin nakokulmasta. Pyrkimyksené on sen si-
jaan tehda tulosten pohjalta paitelmia optimointiavaruuden ominaispiirteistd, kun
mittausdataa mallinnettaessa kiytossd on tietty lokeromalli. Optimointimenetelmié
vertaillaan téissi kokeessa yhté simuloitua homogeenista dataa, mutta useita eri aloi-
tuspisteita kayttaen.

Koska optimointiongelma on suuridimensioinen niin voidaan olettaa todennikéi-
seksi, ettd mikéd tahansa tietyn lokeromalin kiytén seurauksena muodostuva, yhteen
mittausdataan liittyva yksittdinen optimointiavaruus omaa myos muilla mahdolli-
silla mittausdatoilla esiintyvit optimointiavaruuden tyypilliset ominaispiirteet. Nédin
ollen tulosten pohjalta voidaan tehda todennédkéisesti paikkansa pitdvid, lokeromal-
likohtaisia péaitelmid ainakin optimointiavaruuden mahdollisesta multimodaalisuu-
desta, eli siitd omaako se tyypillisesti useita minimi- tai maksimikohtia vai ei. Liséksi
kokeessa valittiin kiytettaviksi alueellisesti homogeenista dataa, silld oletettiin, et-
td siihen liittyva optimointiavaruus on optimointimointimenetelmien suorituskyvyn
kannalta todennékoisesti edullisempi kuin heterogeenista dataa kiytettdessa. On hy-
vé tiedostaa, ettd homogeenisen datan yhteydessi parametrien ML-estimaatti ei ole
estimointivirheestd johtuen homogeeninen.

Useiden aloituspisteiden kiytté tuo informaatiota siitd kuinka robusteja eri opti-
mointialgoritmit ja kuinka robusti menetelmdmme on aloituspisteen valinnan suh-
teen. Saman datan ja eri aloituspisteiden kdyttdmisen etuna optimointialgoritmien
vertailemiseen usean datan kiyttdmiseen verrattuna on se, ettd kaikkien optimoin-
tiajojen tapauksissa kohdefunktion arvot ovat vertailukelpoisia. Pienemmén kohde-
funktion arvon tuottamat parametrit voidaan olettaa paremmaksi arvaukseksi suu-
rimman uskottavuuden estimaatista kuin suuremman kohdefunktion arvon tuotta-
vat parametrit.

Samojen aloituspisteiden kdyttdminen useasti ei ole vertailun kannalta mielekésta,
silld kaytetyt gradienttimenetelmét ovat deterministisié ja siten kdyttaytyisivat kai-
kissa téallaisissa ajoissa identtisesti. Satunnaisuutta sisaltéaville nollannen asteen me-
netelmille samojen aloituspisteiden kiyttdminen toisi informaatiota algoritmien si-
sdisen satunnaisuuden vaikutuksesta optimointiin, mutta pitkikestoisessa optimoin-
nissa voidaan olettaa ettd yksittdisten hyvien ja huonojen arvausten tuoma vaikutus
tasoittuu.

Luvussa 4 esiteltyjen optimointimenetelmien lisdksi tdmén luvun kokeita varten

on kehitetty yhdistelmimenetelmié, joissa optimointi aloitetaan Barzilai-Borwein -



5. Kokeet 35

algoritmilla, mutta tietyn kohdefunktion evaluointimiaran jalkeen vaihdetaan johon-
kin esitellyistd nollannen asteen menetelmistd. Téllaisista yhdistelmdmenetelmista
kiytetddn tdmén kokeen yhteydessi lyhenteitda BB+MTS,BB+jDE ja BB+CLPSO.

Vertailtavilla optimointimenetelmilld kiytettiin seuraavia asetuksia

e jDE: F; =0.1, F, = 0.9 ja 1, = 75 = 0.1, kuten alkuperiisessi julkaisussa [16]

on suositeltu ja populaatiokooksi valittiin alustaviin testiajoihin perustuen 20.

e MTS: populaatiokoko M = 5, TestiKierrokset = 3,HakuKierrokset =
100, ParhaanKierrokset = 150, BONUS1 = 10, BONUS2 = 1, a = rand[0.4,
0.5], b = rand[0.1,0.3] ja ¢ = rand|0, 1] alkuperéisen julkaisun [13] suositusten
mukaisesti. Parametrikohtaisiksi rajoiksi méériteltiin Y RAJ A[d] = x,[d]+0.25
ja ARAJA[d] = z,[d]—0.25, kun x, on luvussa 5.1.2 kuvailtu oletusalkuarvaus.

e CLPSO:m =7, wy = 0.9, w; = 0.4 ja ¢ = 1.49445 valittiin algoritmin kehitta-
jien ohjeistukseen [18] perustuen. Populaatiokooksi ps valittiin 20, alkunopeu-
det valittiin satunnaisesti hieman suositeltua kapeammalta tasajakautuneelta

valiltd [—0.02,0.02] ja maksiminopeudeksi V,,,4, asetettiin 0.02.

Optimointialgoritmien suorituskykyvertailu toteutettiin siten, ettd suoritettiin
tietty madrd optimointiajoja jokaisella menetelmilld ja tietylli budjetilla kohde-
funktion evaluointeja. Parhaimmaksi valittiin se algoritmi, joka oli saavuttanut néis-
té erillisajoista laskettuna parhaimman keskiméardisen kohdefunktion arvon ajojen
lopussa. Yksittéisen erillisajon saavuttamaksi kohdefunktion arvoksi katsotaan par-
haan populaation jisenen omaava kohdefunktion arvo.

Aloituspisteitéd generoitiin 20 kappaletta jokaista ajorypéstéd varten. Ajoryppaalld
tarkoitetaan jokaisen vertailtavan optimointimenetelmén suorittamista yhden kerran
ajorypastd varten generoituja aloituspisteitd populaation alustamisessa hyédyntéen.
CLPSO:n ja jDE:n populaatiokoko on 20, joten ne hyodyntéivit kaikkia generoituja
aloituspisteitd populaation alustamiseksi. MTS alustaa viiden suuruisen populaa-
tionsa viidelld ensimméiseksi generoidulla aloituspisteelld ja kaikki gradienttimene-
telmat alustavat parametrivektorin ensimmaiselld aloituspisteelld. Téllaisen alustus-
menettelyn seurauksena jokaisessa ajoryppéadssa kaikilla optimointimenetelmilld on
mahdollisimman tasavertainen ldhtotilanne.

Yhdistelmidmenetelmilld alustaminen toteutettiin BB:n jilkeen uuteen menetel-
maan siirryttaessa siten, ettd BB:n optimoima parametrivektori sijoitettiin populaa-
tion ensimmadiseksi jaseneksi ja loput jidsenet poimittiin aloituspistejoukon toisesta

jasenestd alkaen.
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5.2.1 2K-lokeromallia kayttden

Téassé aliluvussa vertaillaan optimointimenetelmien suorituskykyé, kun sekd datan
generoinnissa ettd sen mallintamisessa kiytetdin 2K-lokeromallia. Kokeessa kéyte-
tyn fantomin koko on 16 x 16, binien maara 49, hydtysuhde sc = 0.004, optimointial-
goritmien budjetti 10° kohdefunktion evaluointia ja yhdistelmimenetelmien vaihto-
kohta 25000 evaluointia. Jyrkimmaén laskun menetelmé ja Fletcher-Reeves kiyttivit
empirisesti hyvéksi valinnaksi havaittua vakioaskelpituutta a = 5eb.

Jokaisella optimointimenetelmélld suoritettiin 15 toistoa eri aloituspisteistéi aloit-
taen. Tarvittavat 20 aloituspistettd jokaista toistoa varten generoitiin siten etté jo-
kaiselle alueella i sijaitsevalle vokselille K;:n alkuarvaus poimittiin satunnaisesti va-
Lilta [p0;(K1)-0.1 p;(K1)+0.1] ja ko:n valiltd [p;(k2)-0.1 p;(k2)+0.1]. Keskihajonnat p
on ilmoitettu taulukossa 5.1. Virheparametrin o alkuarvaus poimittiin valilta [1.99
2.01].

Kokeen tulokset

Jokaiselle optimointimenetelmille laskettiin kaikista erillistoistoista keskiarvoistettu
kohdefunktion arvon kehittyminen kohdefunktion evaluointiméaéran suhteen. Tulok-
set loytyvdt visualisoituna liitteen kuvaajista B.1 ja B.2. Optimointimenetelmien
saavuttamat keskimédriiset kohdefunktion arvot ja erillisajoista lasketut keskiha-
jonnat saavutettujen kohdefunktion arvojen valilla on esitelty taulukossa 5.2.

Tulosten pohjalta havaitaan, ettd Barzilai-Borwein, Fletcher-Reeves ja BB+jDE
-menetelmien erillisajot konvergoituvat todennékoisesti kohti samaa pistettd. Kos-
ka lisiksi erillisajot ovat aloittaneet satunnaistetuista aloituspisteistd niin voidaan
paatelld, ettd optimointiavaruus saattaa olla unimodaalinen.

Voidaan my0s havaita, ettd konjugaattisuuntaa kiyttava Fletcher-Reeves suoriu-
tuu huomattavasti jyrkimmaéan laskun suuntaa kiyttdvia jyrkimmén laskun mene-
telmid paremmin ja ettd puhtaat nollannen asteen menetelmét ovat varsin selvasti

hitaimpia.
5.2.2 3K-lokeromallia kadyttaden

Téassd aliluvussa vertaillaan optimointimenetelmien suorituskykyé, kun sekd datan
generoinnissa ettd sen mallintamisessa kiytetddn 3K-lokeromallia. Kokeessa kéyte-
tyn fantomin koko on 16 x 16, binien méaéré 49, hyotysuhde sc = 0.004, optimointial-
goritmien budjetti 1.685 - 10° kohdefunktion evaluointia ja yhdistelméimenetelmien
vaihtokohta 2 - 10° evaluointia. Jyrkimméin laskun menetelmi ja Fletcher-Reeves
kiyttivat vakioaskelpituutta o = 1e8.

Alkuarvaukset o:aa, Ki:std ja ko:sta edustaville parametreille generoitiin kuten
edellisessi aliluvussa 2K-mallia kdyttden ja ks:lle valiltd [u;(ks)-0.05 p;(ks)-+0.05].
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Optimointialgoritmi | Kohdefunktion arvo | Keskihajonta
FR | 7.88873474284¢e5 1.12¢-10
BB | 7.88873474284¢e5 2.73e-10
BB+jDE | 7.88873474288eb 1.09e-6
SD | 7.88873474675ebH 7.51e-6
BB+MTS | 7.88873478311e5 1.42e-4
BB+ CLPSO | 7.88873484179e5 2.65e-4
MTS | 7.88873622174e5 9.26¢-2
JDE | 7.88873828840e5 5.18e-2
CLPSO | 7.88883632295€5 3.48e-1

Taulukko 5.2: Optimointialgoritmien saavuttama kaikista erillisajoista lasket-
tu keskimdardinen kohdefunktion arvo ja keskihajonta testiajojen lopussa 2K-
lokeromallia kdyttdien.

Keskihajonnat p;(k3) on ilmoitettu taulukossa 5.1.

Kokeen tulokset

Optimointimenetelmien keskiméariiset suorituskyvyt on visualisoitu liitteen kuvaa-
jissa B.3 ja B.4 ja taulukosta 5.3 16ytyvit optimointimenetelmien saavuttamat kes-
kiméaariiset kohdefunktion arvot ja erillisajojen vilisten kohdefunktion arvojen kes-
kihajonta.

Tulokset poikkeavat huomattavasti 2K-mallilta saaduista vastaavista tuloksista.
Vaikka puhtaat nollannen asteen menetelmét ovat yha hitaampia kuin gradienttime-
netelmét niin BB+jDE ja BB+MTS yhdistelmdmenetelméit menestyvit vertailus-
sa parhaiten. Barzilai-Borwein ja Fletcher-Reeves -gradienttimenetelmét nayttavat
konvergoituvan kohti sellaisia ratkaisuja, joita vastaavat kohdefunktion arvot ovat
BB+jDE:n tulosten perusteella verrattaen etdilld globaalin minimikohdan kohde-
funktion arvosta. Selityksend ilmi6lle voi olla se, ettd optimointiavaruus on multi-
modaalinen.

Yksikddn gradienttimenetelmien erillisajo ei ldhtenyt konvergoitumaan kohti sel-
laista lokaalia minimié, jossa kohdefunktio saisi huomattavasti muista erillisajoista
poikkeavan arvon, vaan kaikki erillisajot paatyiviat kohdefunktion arvon osalta suh-
teellisen ldhelle toisiaan. TAmé voisi viitata siihen, ettd joukko lokaaleja minimikoh-
tia sijaitsee globaalin minimikohdan ympéristossi laajan attraktioaltaan (basin of
attraction) pohjalla. Timén tyyppinen optimointiavaruus myos selittéisi yhdistelmé-
menetelmien menestyksen, silld nollannen asteen menetelmét eivit juutu lokaaleihin

minimikohtiin.
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Optimointialgoritmi | Kohdefunktion arvo | Keskihajonta
BB+jDE | 8.3660449¢5 4.87e-2
BB+MTS | 8.3660530e5 1.06e-1
FR | 8.3660549e5 3.44e-5
BB | 8.3660559¢5 3.47e-2
BB+CLPSO | 8.3660581eb 9.09e-2
SD | 8.3660889¢5 7.92e-2
jDE | 8.3661023¢5 9.08e-1
CLPSO | 8.3662968e5 4.92e-1
MTS | 8.3678139eb 1.00e2

Taulukko 5.3: Optimointialgoritmien saavuttama kaikista erillisajoista lasket-
tu keskimdardinen kohdefunktion arvo ja keskihajonta testiajojen lopussa 3SK-
lokeromallia kdyttdien.

5.3 Koe 2: Nopeimman kaytdnnollisen optimointialgoritmin

maarittaminen

Kokeen tarkoituksena on selvittdd mikd vertailtavista optimointialgoritmeista on
kaikkein kdyttokelpoisin heterogeenisuuden estimointimenetelmdmme kanssa kiy-
tettaviaksi mahdollisimman ldhelld todellista kiyttotilannetta vastaavassa koeympé-
ristossd. Kayttokelpoisuuden kriteerind on ensisijaisesti algoritmin nopeus.

Téasséd kokeessa vertailu suoritetaan seké heterogeenista ettd homogeenista dataa
kiyttien, silla estimointivirheen korjausmenetelmamme vaatii ML-estimaatin maa-
rittdmisen niissd molemmissa tapauksissa. Kaytettdva lokeromalli on 3K, silld se
kertoo kolmen kineettisen parametrin avulla enemmén kohdekudoksen ominaisuuk-
sista kuin kahden parametrin 2K-malli ja on siten toivottavampi. Kokeessa kiytetyn
fantomin koko on ldhestulkoon lddketieteelliseen tutkimukseen kelpaava 128 x 128
ja optimoitavan parametrivektorin pituudeksi muodostuu 24121.

Parametrien maaran ollessa huomattavasti suurempi kuin ensimmaisen kokeen
3K-vertailussa, jossa parametrivektorin pituus oli 337, eivit nollannen asteen me-
netelmét ole endd kdytannollisid. MTS joutuu suorittamaan funktion evaluointeja
yhdessd iteraatiossa keskimadrin parametrivektorin pituutta vastaavan méiran, eli
lahes sata kertaa enemmén kuin ensimmaisessa iteraatiossa. Lisdksi on hyvad huoma-
ta, ettd yksittdisen funktion evaluoinnin laskenta-aika on pidentynyt merkittavasti.
CLPSO ja jDE puolestaan olettavat, ettd populaation koko on lidhelld samaa suu-
ruusluokkaa kuin parametrivektorin pituus ja suorittavat yhdessé iteraatiossa jokais-
ta populaation jasentd kohti yhden funktion evaluoinnin. Evaluointiméars yhdessa
iteraatiossa saattaa siten jaadda MTS:44 pienemmaéksi, mutta téstd saatava hyoty
menetetddn CLPSO:n ja jDE:n vaatiessa useita iteraatioita, eli sukupolvia, jotta

evoluutiosta saatava hyoty alkaisi ndkyméan. Koska tdmén kokeen yhteydessé eva-
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luointibudjetti riittdisi nollannen asteen menetelmilld vain kymmeniin iteraatioihin,
ne joudutaan pudottamaan pois vertailusta.

Ensimméisen kokeen heikkoihin tuloksiin perustuen mydéskin jyrkimmén laskun
menetelmi jitettiin vertailun ulkopuolelle. Hyvin menestyneen Fletcher-Reevesin
suorituskykyé sen sijaan tarkastellaan useita eri vakioaskelpituuksia kiyttden ja
Barzilai-Borweinin suorituskykya tutkitaan sekd perusmuotoisena ettd luvuissa 4.2.4
ja 4.2.5 esiteltyjen modifiointien kanssa.

Usean askelpituuden modifiointia kokeillaan kahta eri osajoukkojakoa kayttéen.
Ensimmaissa jaossa tiettyd kineettistd parametria tietylld kohteen alueella edus-
tavat parametrivektorin alkiot muodostavat yksittdisen osajoukon. Toisessa jaossa
jokainen parametrivektorin alkio muodostaa oman osajoukkonsa.

Polynomisovitteella ennustamista testataan vain ensimmaéisen asteen polynomia
eli suoraa kiyttien, mutta useilla eri ennustekertoimilla. Téahén valintaan paadyttiin,
silld suoran yhteydessé eri ennustekertoimien merkitystd on helpompi vertailla, kuin
toisen ja sitd korkeamman polynomien yhteydessa. Nailla korkean ennustekertoimen
kiyttadminen tuottaa eksponentiaalisesti suuremman tai pienemmén ennusteen kuin
pientéd ennustekerrointa kiytettiessa.

Eri menetelmilld suoritettiin vain yksittdiset optimointiajot oletusalkuarvaukses-
ta aloittaen sekd yksittdistd heterogeenista ettd homogeenista dataa kiayttden. Tois-
tojen puuttumisen selityksend on puhtaasti laskenta-ajalliset syyt optimoinnin ol-
lessa mm. kohdefunktion evaluoinnin ja gradientin laskennan suhteen huomattavasti
raskaampaa kuin ensimmaisessd kokeessa. Ensimmaéisen kokeen tulosten perusteel-
la voimme toisaalta todeta, ettd FR- ja BB-algoritmien erillisajot suoriutuvat ta-
vallisesti hyvin samankaltaisella suorituskyvylla, kun alkuarvaukset eivit poikkea
merkittavisti toisitaan.

Kokeessa binien méaara oli 367, hyotysuhde sc = 0.05 ja optimointialgoritmien
budjetti 2e5 kohdefunktion evaluointia. Polynomilla ennustamisessa kiytettiin 50:n
pituista parametrien kehityshistoriaa ja suoritettiin 25 asettumis-iteraatiota, ennen-
ko alettiin kokoamaan uutta kehityshistoriaa seuraavaa ennustetta varten. Testatut

ennustekertoimet ek olivat 2,3 ja 4 ja FR:n askelpituudet 7e7, 1e8, 5e8 ja 1€9.
Kokeen tulokset

Kaikkien vertailtavien menetelmien suorituskykykuvaajat B.5 ja B.6 loytyvat liit-
teestd. Kuvaajissa 5.3 ja 5.4 puolestaan vertaillaan tulosten pohjalta muutaman
lupaavan menetelmén suorituskykyé suhteessa Barzilai-Borweiniin, joka on tdhéin
asti ollut oletusarvoisesti kiytetty optimointimenetelmé. Suorituskykyd suhteessa
Barzilai-Borweiniin tarkastellaan siltd kannalta kuinka monta kohdefunktion ite-
raatiota enemmaéan Barzilai-Borwein vaatii saavuttaakseen vertailtavien algoritmien

saavuttaman kohdefunktion arvon.
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Kuva 5.3: Vakioaskelta kayttavin Fletcher-Reevesin ja kahden eri Barzilai- Borwein
-modifioinnin etumatka funktion evaluoinneissa suhteessa perusmuotoiseen Barzilai-
Borweiniin, kun ML-estimointi on suorilettu heterogeeniselle datalle.

Vertailun tuloksista havaitaan, ettd molemmat testatut modifioinnit tuovat lisé-
suorituskykyé perusmuotoiseen BB-optimointiin verrattuna sekd erikseen ettd yh-
dessa kiytettyind. Hieman yllattavaa oli, ettd polynomilla ennustamisen yhteydes-
sé kaikki testatut ennustekertoimet tuottivat hyvin samankaltaisen, mutta selkeén
suorituskyvyn parannuksen. Koska suorituskyky ei ollut ennustekertoimen valinnan
suhteen kovinkaan herkki niin voidaan olettaa, ettd se ei ole sitd myoskidan sovite-
tun suoran kulmakertoimen suhteen. On siis mahdollista, ettd ennustamisen tuomaa
suorituskykylisdé voitaisiin todennékoisesti parantaa mikéli ennusteita laskettaisiin
tiheAmmin, mutta epitarkemmin esimerkiksi pienentdmélld asettumisiteraatioiden
ja suoran sovittamiseen kiytettyjen pisteiden maaraa.

Usean askelpituuden modifioinnin tuloksia vertaillessa havaitaan, ettd alue- ja
parametrityyppikohtainen jako toimi paremmin kuin parametrikohtainen jako. Pa-
rametrikohtaisen jaon merkittdvi etu on toisaalta se ettei kohteen alueita tarvit-
se ylipdatdan maarittad etukiteen. On myo6s hyvin todennékoisté, ettd todellisessa
kiayttotapauksessa nididen osajoukkojakojen vilinen suorituskykyero kaventuu mer-
kittavasti mm. siksi, ettd kohteen alueet eivit ole yhté ideaalisesti madritettavissa

ja ovat huomettavasti pienempid. Vaatimus alueiden etukiteen méadrittamisestd ja
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Kuva 5.4: Vakioaskelta kayttavin Fletcher-Reevesin ja kahden eri Barzilai- Borwein
-modifioinnin etumatka funktion evaluoinneissa suhteessa perusmuotoiseen Barzilai-
Borweiniin, kun ML-estimointi on suoritettu homogeeniselle datalle.

edelld mainitut seikat saattavat tehda tdstd, tdmin kokeen nopeimmasta menetel-
mastd todellisessa kdyttotapauksessa epakaytannollisen.

Testissd havaittiin, ettd vakioaskelta kiyttdvan Fletcher-Reevesin suorituskyky
on merkittavisti riippuvainen askelpituuden valinnasta. Testit my6s vahvistivat jo
alemmin tdméin diplomityon teon yhteydessé tehtyd havaintoa, etté eri askelpituus-
valintojen vélinen suorituskykyero pysyy ldhes vakiona eri iteraatiomaarilla. Ta-
td havaintoa on mahdollista hyodyntda tulevaisuudessa hyvian askelpituuden auto-
maattiseksi maarittadmiseksi esimerkiksi puolitushakua kiyttden suorittamalla pienid
madrid testi-iteraatioita eri askelpituuksilla.

Kuvaajista 5.3 ja 5.4 havaitaan, ettd ensimmaéistéd osajoukkojakoa ja polynomien-
nustetta kiyttdva Barzilai-Borwein -modifiointi ja vakioaskelta kiyttava Fletcher-
Reeves suoriutuvat sekd heterogeenisen ettd homogeenisen datan yhteydessi tasai-
sen hyvilld suorituskyvylld suhteessa Barzilai-Borweiniin koko optimoinnin ajan.
Ensiksi mainitulle ndhddan kuvaajista noin 30-kertainen ja Fletcher-Reevesille noin
10-kertainen nopeus suhteessa Barzilai-Borweiniin. Toista aluejakoa ja polynomien-
nustetta hyodyntdvd BB-modifiointi puolestaan ldhentyy suorituskyvyltiddn perus-

muotoista Barzilai-Borweinia optimoinnin suhteellisen menestyksekkéiden alkuite-
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raatioiden jdlkeen ainakin homogeenisen datan yhteydessid. Heterogeenisen datan
tapauksessa optimointi-iteraatioita suoritettiin algoritmeilla pienempi méiri, joten
on hyvd huomata, ettd kuvaaja ei ole evaluointiméérien suhteen yhta kattava.
Vaikka téssi kokeessa parhaiten suoriutunut Barzilai-Borwein -modifiointi onkin
todennikdisesti todellisessa kiyttotilanteessa epiakiytanndllinen niin sen suhteellista
suorituskykyé taméan kokeen asetelmassa voidaan pitad vertailukohtana sille kuinka
paljon nopeuttamisen varaa algoritmin valinnalla ja hienosddtdmiselld vihintd&dnkin
on yha jaljelli. Vertailun nopein kdytdnnollinen menetelmé, Fletcher-Reeves, jaé

kolmasosaan tésté suorituskyvysta.

5.4 Koe 3: Estimointivirheen korjaaminen, kun ML-estimaattia

el saavuteta

Kokeessa 1 havaittiin, ettd 3K-mallin yhteydessid ML-estimaattia ei saavuteta gra-
dienttimenetelmid kiyttden. Tassd kokeessa tarkastelemme kuinka hyvin luvussa
3.3 esitelty ML-estimointivirheen korjaaminen téstad seikasta huolimatta onnistuu,
kun gradienttioptimointi-iteraatioiden maéra kasvaa. Ideaalisesti meilld olisi oltava
ML-estimaatti vertailukohtana, silla sitd kidyttden saavutetaan paras mahdollinen
virheenkorjaustulos, mutta darimmaisen laskennallisen raskauden takia timin maa-
rittdminen ja vertailuun mukaan ottaminen on rajattu tdmén kokeen ulkopuolelle.
Sen sijaan pyrimme tekeméiin pédtelmid virheenkorjauksen onnistumisesta mm. silla
perusteella kuinka hyvid heterogeenisuusestimaatteja saadaan verrattuna estimaat-
teihin, joista virhetté ei ole korjattu.

Todellisessa kiyttotapauksessa kiiytettdvissa on vain yksi ainoa mittausdata, mut-
ta tdmén kokeen yhteydessd generoimme samoilla asetuksilla seitsemén heterogee-
nista dataa, eli simuloitua mittausdataa, joissa kohina ja yksittdisten kineettisten
parametrien arvot saavat omat realisaationsa. Taméan menettelyn ansiosta saadaan
pienennettyd poikkeuksellisten kohina- ja parametrirealisaatioiden vaikutusta tu-
loksiin. ML-estimointi suoritetaan jokaiselle datalle erikseen ja alueittaiset kineet-
tisten parametrien varianssit talletetaan koko optimoinnin ajalta. Niin saaduista
seitseméstd varianssin kehittymiskdyristd jokaista aluetta ja kineettistd paramet-
ria kohti lasketaan mediaani, jota kiytetddn virhekorjatun estimaatin laskemiseen
estimointivirheen varianssi vihentdmilla. Vastaavasti estimointivirheiden varians-
sit médritetddn ottamalla mediaani kahdeksalle homogeeniselle datalle suoritetuista
ML-estimoinneista. Kuvaajassa 5.5 on visualisoituna néistd yhteensa viidestdtoista
erillisajosta saadut varianssikdyriat parametrille K, alueella 1.

Koe suoritetaan samoilla datoilla muutamalla eri optimointimenetelmélld, jotta
saataisiin informaatiota myos siitd kuinka eri tavoin alueittainen heterogeenisuuses-

timaatti kehittyy eri menetelmia kiyttden optimoinnin edetessa. Menetelmiksi valit-
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Kuva 5.5: Fletcher-Reeves -algoritmilla suoritetun ML-estimoinnin tuottamat va-
rianssien kehittymiskdyrdt heterogeenisten (punainen) ja homogeenisten (sininen)
sitmuloitujen mittausdatojen yhteydessd 3K-mallin kineettiselle parametrille K, alu-
eella 1.

tiin perusmuotoinen Barzilai-Borwein, molempia modifiointeja hyodyntéava Barzilai-
Borwein sekéd vakioaskelpituutta kiyttdva Fletcher-Reeves.

Kokeessa kiytetyn fantomin koko on 128 x 128, binien méaird 367 ja hyotysuh-
de sc = 0.05. Datan generoinnissa kdytettiin taulukossa 5.1 ilmoitettuja kineettisten
parametrien alueellisia keskiarvoja ja -hajontoja. Fletcher-Reevesin vakioaskelpituus
on le8 ja modifiointeja hyodyntavin BB:n ennustekerroin oli 3, sovituksessa kiyte-
tyn parametrien kehityshistorian pituus 50 ja asettumisiteraatioiden maara 25. Use-
aa askelpituutta laskettaessa osajoukkojakona kéytettiin parametrityyppi- ja alue-
kohtaista jakoa. Kaikki optimoinnit aloitettiin oletusalkuarvauksesta. Optimointi-
iteraatioita suoritettiin Fletcher-Reevesilld 5.8 - 10, Barzilai-Borweinilla 1.3 - 10° ja

modifioidulla Barzilai-Borweinilla 3.2 - 10
Kokeen tulokset

Suuremmasta optimointi-iteraatioméiristd huolimatta perusmuotoinen Barzilai-
Borwein on saavutetulla kohdefunktion arvolla tarkasteltuna vield huomattavan kau-

kana kahdesta muusta vertailtavasta algoritmista ja siten myos ML-estimaatista.
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Téastd syysta johtuen ML-estimointivirheen poistamisen onnistumista kommentoi-
daan vain Fletcher-Reevesin ja modifioidun Barilai-Borweinin tuloksien perusteella.

Kokeen tuloskuvaajat B.7, B.9 ja B.8 eri optimointimenetelmié kayttaen 10yty-
vat liitteestd. Tuloksista havaitaan, ettd sekd virhekorjaamaton ettd -korjattu he-
terogeenisuusestimaati alkaa vakioitua suhteellisen sdinnénmukaisella tavalla esti-
maattia vastaavan kohdefunktion arvon pienetessd, kun optimointi-iteraatiomé&ara
kasvaa. Tatd havaintoa on mahdollista hyodyntda esimerkiksi automaattisessa es-
timoinnin lopetuskohdan méarittdmisessd asettamalla lopettamisen ehdoksi tietyn
vakioitumiskriteerin.

Kokeen tuloksista havaitaan myés, ettd virhekorjattu heterogeenisuusestimaatti
vakioituu kaikissa tapauksissa huomattavasti lahemmaksi todellista heterogeenisuut-
ta kuin virhekorjaamaton estimaatti. Todellisen heterogeenisuuden ja virhekorjatun
estimaatin vélille tilastollisesti jadvid virhe johtuu ML-estimaatista jidmisen lisdk-
si kohinan ja muiden virheldhteiden vaikutuksesta eikd ML-estimaatista jadmisen
osuutta ole mahdollista erotella tédstd kokonaisvirheestd. Koska kokonaisvirhe ha-
vaitaan kokeen tuloksissa verrattaen pieneksi niin myos ML-estimaatista jadmisen
vaikutus muodostuu enimmilldén verrattaen pieneksi.

Fletcher-Reevesin ja modifioidun Barzilai-Borweinin tuottamat virhekorjatut he-
terogeenisuusestimaatit havaitaan lahes identtisiksi. Koska on todennékoistd, etté
eri menetelmét konvergoituvat kohti eri minimeja ML-estimaatin 1dhistolla niin voi-
daan todeta, ettd naissid minimeissa heterogeenisuudet ovat todennékoisesti ldhelld

toisiaan.

5.5 Koe 4: Sijainnin vaikutus estimointivirheeseen

Téassé kokeessa tutkitaan kohteen sisdisen sijainnin mahdollista vaikutusta muodos-
tuvaan estimointivirheeseen. Hypoteesina kokeessa on, ettd kohteen reuna-alueille
syntyy vahemman estimointivirhettd, koska reuna-alueiden yli kulkevien vastejano-
jen sisdlle jaad vihemmaén vokseleita ja siten mitatut hajoamistapahtumat pystyttai-
siin paikallistamaan paremmin.

Muodostuvan estimointivirheen suuruus on riippuvainen kohdekudoksen ominai-
suuksista merkkiaineen suhteen eli simuloidun mittausdatan tapauksessa datan ge-
neroinnissa kiytettyjen kineettisten parametrien arvoista. Jotta muodostuvan ab-
soluuttisen estimointivirheen tilastolliset erot saatiin aiheutumaan vain sijainnista
johtuen kohteen kaikki kolme aluetta yhdistettiin yhdeksi isoksi, ominaisuuksiltaan
identtiseksi homogeeniseksi alueeksi. Samoilla asetuksilla generoitiin 15 téllaista ho-
mogeenista dataa ja suoritettiin niille ML-estimoinnit. Néistd toistoista laskettiin
kineettisille parametreille vokselikohtaiset keskimadraiset absoluuttiset virheet.

Koe suoritettiin yksinkertaisempaa 2K-mallia kiiyttien, silld mallista riippumatta

keskiméaériiseen absoluuttiseen virheeseen muodostuu sijainnista aiheutuvaa virhet-
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Kuva 5.6: Nelicalueiden sijainnit fantomin suhteen on visualisoitu kuvan pddalle,
joka ilmaisee Ky:n keskimddardisen absoluuttisen virheen laskettuna ajoista, joissa bi-
nien madrd oli 184 ja sc 0.004. Ylintd neliétd kutsutaan reunaneliéksi, keskimmdistd
rengasnelioksi ja alimmaista, fantomin keskelld sijaitsevaa neliéti keskinelidksi. Pu-
naiset reunukset eidt ole mukana nelioalueissa, vaan ne rajaavat 16 X 16 vokselin
suuruiset alueet.

ta, mikali téllaista virhettd ylipddtdadn syntyy. 2K-mallin etuna 3K-malliin verrat-
tuna on myos laskenta-ajallinen hyoty sekd kokeen 1 tulosten perusteella suurempi
varmuus ML-estimaatin saavuttamisesta.

Kokeessa kiaytetyn fantomin koko oli 128 x 128 ja koe suoritettiin kahta eri binien
madran ja hyotysuhteen sc yhdistelmédd kdyttden. Datan generoinnissa kdytettiin
koko kohteen laajuiselle homogeeniselle alueelle taulukossa 5.1 ilmoitettuja kineet-
tisten parametrien K ja ko keskiarvoja alueella 1. ML-estimointi suoritettiin kaikis-
sa tapauksissa Fletcher-Reeves -algoritmia ja vakioaskelpituutta 1e6 kiayttden. ML-
estimointia jatkettiin erillisajoille niin kauan kunnes ei oltu endi tuhanteen iteraa-
tioon loydetty parannusta kohdefunktion arvoon tuottavaa ratkaisua. Ei kuitenkaan
voida sanoa, ettd lopetuskohdassa oltaisiin saavutettu tdsméllinen ML-estimaatti,
vaan ollaan mahdollisesti esimerkiksi jumiuduttu tilanteeseen, jossa jadddan teke-
madn toistuvia edestakaisia gradienttiaskeleita globaalin minimikohdan ldhiympé-

ristOssa tai ollaan saavutettu laskennallisen tarkkuuden raja.

Kokeen tulokset

Kun binien m&ard oli 185 ja hyotysuhde sc 0.004 saatiin tulokseksi liitteen kuvan
B.10 mukaiset parametrityyppikohtaiset keskimaardiset absoluuttiset virheet koh-
teen vokseleille ML-estimoinnin eri vaiheissa. Tuloksista havaitaan, ettd hypoteesin
vastaisesti suurin virhe ei muodostu kohteen keskelle ja pienene kohteen reunojen
suuntaan, vaan muodostuu rengasmaisesti kohteen keskikohdan ympérille ja piene-

nee reunoja ja keskikohtaa kohti. Toinen hypoteesin vastainen havainto on se, etta
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binim&ara 185, sc 0.004 | binim&ara 367, sc 0.05

keskiarvo mediaani | keskiarvo mediaani
Ky, reunanelié | 0.6167 0.5619 0.1262 0.1225
K, rengasneli | 1.3971 1.3531 0.1286 0.1259
K4, keskinelio | 0.9053 0.8784 0.1332 0.1334
ko, reunanelio | 0.3402 0.2978 0.1185 0.1151
ko, rengasnelic | 0.5084 0.4821 0.1183 0.1146
ko, keskinelié | 0.3612 0.3470 0.1210 0.1193

Taulukko 5.4: Kuvassa 5.6 esitellyiltd nelidalueilta lasketut keskiarvot ja mediaanit
absoluuttisten virheiden keskiarvoista suhteessa todellisiin parametriarvothin.

suuremman virheen alue yltaa kohteen vasemmassa ja oikeassa reunassa kdytannossa
reunalle asti toisin kuin kohteen ylé- ja alareunassa.

Se, ettd rengas muistuttaa muodoltaan enemmén ympyrian kehid kuin kohteen
muotoisen soikion kehaa voisi viitata siihen, ettd virhe on diskreetin Radon-muunnok-
sen toteuttavan Matlab-ohjelmiston funktion 'radon’ aiheuttama. Funktion sisdisté
toteutusta tuntematta on hyvin vaikea sanoa tdsméllisemmin mikd virheen voisi
aiheuttaa.

Koe toistettiin muuten identtisesti, mutta binien maird nostettiin 367:44n ja
hyotysuhde sc 0.05:een. Visualisoidut tulokset 1oytyvét liitteen kuvasta B.11. Talla
kertaa sijainnista ei muodostu silmdméaraisesti havaittavaa virhetta. Luotettavam-
man arvion saamiseksi fantomista méariteltiin kolme, kuvassa 5.6 esiteltyd nelion
muotoista aluetta, joiden sisiltd laskettiin keskiarvo ja mediaani erillisajoista méa-
ritetyistd vokseleiden parametriestimaattien absoluuttisten virheiden keskiarvoista
suhteessa parametrien todellisiin arvoihin. Ndma suhdeluvut on ilmoitettu taulukos-
sa H.4.

Taulukoitujen suhdelukujen perusteella todetaan, ettd suurempaa binimaérédi ja
hyotysuhdetta kiayttden havaittavaa sijainnista johtuvaa virhettd ei muodostu, vaik-
ka kiytetty kulmien maira on ollut sama. On mahdollista, ettd tiettyd rajaa alempi
binimaéira suhteessa fantomin dimensioihin aiheuttaa toistaiseksi maarittelematto-
mésté syysté johtuen 'radon’-funktion muodostamaan sijainnista riippuvaa virhetta.
Havaittuun ilmioon vaikuttaa todenndkoisesti myds ns. naytteistysvirhe, joka voi-
daan nihda riittdméattomana informaatiomadrané, ja josta seuraa se, ettd ongelma
on ldhelld olla tai on alimaérdytynyt. On mahdollista, ettd ndiden virheldhteiden
yvhteisvaikutus muodostaa havaitun alueellisesti varioivan virheen.

Téassé kokeessa havaittu sijainnista riippuvainen virhe on hyvi tiedostaa jatkotut-
kimuksissa etenkin mikéli pyritddn toimimaan pienid binim&arid kdyttden. Todelli-
sissa kdyttokohteissa pyritddn mahdollisimman hyvadn resoluutioon suuria bini- ja

kulmamaéarid kiyttden jolloin téstd ei muodostu ongelmaa.
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Téassd diplomityossd pyrittiin kehittdméain uuden mallintamiseen perustuvan, ku-
doksen heterogeenisuuden suoraan PET-sinogrammista estimoivan menetelméan kiy-
tdnndn toteutusta ja tutkimaan menetelmédn toimivuutta simulaatioiden avulla tie-
tyissa koeasetelmissa. Merkittdvin laskenta-aikaa kuluttava vaihe menetelmén toteu-
tuksessa on mallin parametreille suoritettava suurimman uskottavuuden estimointi,
joka teoriassa edellyttdd suuridimensioisen optimointiongelman téaydellisen ratkaise-
misen, jotta loydettiisiin suurimman uskottavuuden estimaatti.

Taméan diplomityon kokeiden tuloksista havaitaan, ettd tahan asti ML-estimoinnin
suorittamiseen oletusarvoisesti kiiytetyn Barzilai-Borwein -optimointimenetelmén suo-
rituskykya on mahdollista parantaa huomattavasti kahdella verrattaen yksinkertai-
sella, tdtd diplomityota varten kehitetylld modifioinnilla. Lisdksi tehdéddn merkit-
tavd havainto, ettd yksinkertainenkin konjugaattisuuntaa kdyttdva optimointime-
netelméa, poikkeuksellisesti vakioaskelpituutta kiyttava Fletcher-Reeves, menestyy
erittdin hyvin suhteessa Barzilai-Borweiniin ja vakioaskelpituutta kayttavaan jyr-
kimmén laskun menetelméaén.

Fletcher-Reevesin yllattavankin hyvadn suorituskykyyn perustuen myés muita
konjugaattisuuntaa kiyttavia algoritmeja on tulevaisuudessa syytd toteuttaa ja ver-
tailla ML-estimoinnin suorittamiseksi. Fletcher-Reevesille vaihtoehtoisia, erilaisen
méadritelmédn konjugaattisuunnan painolle esittelevid algoritmeja ovat esimerkiksi
Hestenes-Stiefel [22] ja Polak-Ribiére [25]. Kuten Fletcher-Reeves -algoritmikin né-
mé menetelmét perustuvat optimaalisen askelpituuden kayttdmiseen jokaisella ite-
raatiolla. Tastd huolimatta my6s epidideaalisemman askelvalinnan kidyttdminen voi
joissain tilanteissa olla kiytetyn laskenta-ajan huomioivan suorituskyvyn kannalta
parempi vaihtoehto, silld ideaalisen askeleen méaédrittdminen tuo mukanaan oman
optimointiongelmansa.

Konjugaattimenetelmien kanssa kidytettaviaa askelvalintaa onkin hyvd tutkia jat-
kotutkimuksissa, silld ei ole mitdan takeita siita, ettd vakioaskeleen kiyttdminen olisi
paras tai edes hyvi ratkaisu. Voitaisiin esimerkiksi toteuttaa jonkinlaista logiikkaa
kiyttavi askelvalitsin, joka kokeilee jokaisella iteraatiolla useaa eri askelpituutta ja
valitsee néistd aina parhaimman. Téllaisia epdideaaliin askelpituuteen tyytyvia ja
sen jollain logiikalla méarittavia konjugaattimenetelmia on jo ennestdin kehitetty

lukuisia joten hyva ldhtokohta olisi seuraavaksi kokeilla téllaisten algoritmien vé-
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lisissé vertailuissa hyvin menestynyttd, Hagerin ja Zhangin optimointimenetelmad
[26].

Suoritetuissa kokeissa havaittiin myos, ettd ML-estimoinnin keskeyttidminen tie-
tyin edellytyksin ennen globaalin optimikohdan saavuttamista ei todennikdisesti
tuo merkittavad lisdvirhettd heterogeenisuusestimaatteihin. Edellytyksené télle on
vahintadnkin se, ettd loydetddn ratkaisu, jonka voidaan ndhdé sijaitsevan lidhelld
globaalia optimikohtaa. Tadm& on hyddyllinen tieto, silli kokeissa havaittiin, etta
3K-lokeromallia kiytettdessd uskottavuusfunktio on todennékoisesti multimodaali-
nen eiki siten gradienttimenetelmid kayttden voida olettaa, ettd ML-estimaattia
koskaan saavutettaisiin.

Laskenta-ajallisesti arvioiden tissid tyossid tarkasteltu, 3K-mallia kidyttava hete-
rogeenisuuden estimointimenetelma on talla hetkelld tdmén diplomityon kokeiden
havainnot huomioiden yhai liian hidas todellisissa kliinisissé tutkimuksissa kiytetta-
viksi, kun parametristen kuvien resoluutiona kiytetdan kuvakokoa 128 x 128. Ko-
keen 3 heterogeenisuusestimaattien tuottamiseksi vakioaskelta kiayttaneen Fletcher-
Reevesin tarvitsema laskenta-aika oli noin yksi viikko nykyhetken keskitehokkaita
tietokoneita (IBM System x3550) erillisajoissa hyodyntéen. On lisiksi odotettavissa,
ettd parametristen kuvien resoluutioksi tarvittaisiin ainakin 256 x 256, jotta hetero-
geenisuusestimaatit olisivat luotettavampia ja jotta voitaisiin analysoida pienempié
kudosalueita kohteen sisdlla. Téllainen resoluution kasvattaminen edelleen hidastaa
ML-estimoinnin suorittamista arviolta nelinkertaisesti.

Eniten potentiaalia menetelmén nopeuttamiseksi jai todennékoisesti yha opti-
mointimenetelmdn valinnan ja hienosdatdmisen suhteen. Menetelmédn ohjelmakoo-
din sisdltdmén kaiken muun toiminnallisuuden toteutusta on optimoitu sekd tdmén
diplomityon teon yhteydessi ettd sen ulkopuolella, eiké sithen panostamisessa nahda

tallad hetkelld yhtd suurta nopeutuspotentiaalia kuin edelld mainitussa.
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if Parannus|i) == EPATOSI
Hakurajatli] = Hakurajat[i]/2
if Hakurajat[i] < 1071
Hakurajatli] = (YRAJA — ARAJA) - 0.4
end
end
Parannus|i] = EPATOSI
for 7=1to N
Xi{j] = Xilj] - Hakurajat]i]
if X, paras 1l0ydetty ratkaisu
pisteet = pisteet + BONUS'1
paivitd paras loydetty ratkaisu
else
1+f X, huonompi kuin ennen muutosta
palauta X;[j|] alkuperiiseen arvoonsa
X;l7] = Xilj] + 0.5 - Hakurajat[i]
if X; paras loydetty ratkaisu
pisteet = pisteet + BONUS1
pdivita paras loydetty ratkaisu
end
1f X; huonompi kuin ennen muutosta
palauta X;[j|] alkuperdiseen arvoonsa
else
pisteet = pisteet + BONUS2
Parannusli] = TOSI
end
else
pisteet = pisteet + BONUS2
Parannusli] = TOST
end
end

end

Algoritmi A.1. MTS:n ensimmdisen lGhistohakumenetelmdn (LS1) pseudokoodi.
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Rivit 1-7 kuten LS1:ssi
8. for j=11to N

9. for k=1 to N

10. rlk] = rand{0, 1, 2, 3}

11. D[k] = rand{—1,1}

12. if r[k] ==

13. X;[k] = X;[k] — Hakurajat[i] - D[k]

14. end

15. end

16. if X, paras 1loydetty ratkaisu

17. pisteet = pisteet + BONUS'1

18. paivitd paras loydetty ratkaisu

19. else

20. 1+f X, huonompi kuin ennen muutosta

21. palauta X;[j|] alkuperdiseen arvoonsa
22. for k=1 to N

23. if rlk] ==

24. X;[k] = Xi[k] + 0.5 - Hakurajat[i] - D[k]
25. end

26. end

27. if X; paras loydetty ratkaisu

28. pisteet = pisteet + BONUS1

29. pdivita paras loydetty ratkaisu
30. end

31. 1f X, huonompi kuin ennen muutosta
32. palauta X;[j|] alkuperdiseen arvoonsa
33. else

34. pisteet = pisteet + BONUS2

35. Parannusli] = TOST

36. end

37. else

38. pisteet = pisteet + BONUS2

39. Parannusli] = TOST

40. end

41. end

42. end

Algoritmi A.2. MTS:n toisen lihistohakumenetelmdn (LS2) pseudokoods.
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1. for 7=1to N

2 X; =X, jonka k:s parametri +0.1

3 Y, = X,, jonka k:s parametri —0.1

4 Xy =X, jonka k:s parametri +0.2

5. if X1,Y; tai X, paras loydetty ratkaisu
6 pisteet = pisteet + BONUS1

7 paivitd paras loydetty ratkaisu
8 end

9. Dy = f(Xi) — f(X1)

10. if Dy >0

11. pisteet = pisteet + BONU S2

12. end

13. Dy = f(Xi) = f(V1)

14. if Dy >0

15. pisteet = pisteet + BONUS2

16. end

17. Dy = f(X;) — f(X2)

18. if D3>0

19. pisteet = pisteet + BONUS2

20. end

21. a = rand[0.4,0.5]

22. b = rand[0.1,0.3]

23. ¢ = rand|0, 1]

24. X[j] = X[j] + a(Dy — D) + b(D3 — 2Dy) + ¢
25. end

26. 4f X, ei parantunut LS3:n aikana

27. palauta alkuperdinen X; ennen LS3:a
28. else

29. pisteet = pisteet + BONUS2

30. end

Algoritms A.3. MTS:n kolmannen lihistohakumenetelmdn (LS3) pseudokoodi.
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Kuva B.1: Koe 1: Optimointialgoritmien erillisajoista lasketun keskimddrdisen koh-
defunktion arvon kehittyminen 2K-mallia kiyttdien ja resoluutiolla 16 x 16.
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Kuva B.2: Koe 1: Optimointialgoritmien erillisajoista lasketun keskimddrdisen koh-
defunktion arvon kehittyminen 2K-mallia kdyttien ja resoluutiolla 16 x 16 ldhemmin
tarkasteltuna.
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Kuva B.3: Koe 1: Optimointialgoritmien erillisajoista lasketun keskimddraisen koh-
defunktion arvon kehittyminen SK-mallia kiyttdien ja resoluutiolla 16 x 16.
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Kuva B.J4: Koe 1: Optimointialgoritmien erillisajoista lasketun keskimddraisen koh-
defunktion arvon kehittyminen 3K-mallia kdyttien ja resoluutiolla 16 x 16 [dhemmin

tarkasteltuna.
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Koe 2: Optimointialgoritmien vertailu heterogeenisen datan yhteydessi,

kun kdytetty lokeromalli on 3K ja resoluutio 128 x 128.

Kuva B.5
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Koe 2: Optimointialgoritmien vertailu homogeenisen datan yhteydessd,

kun kdytetty lokeromalli on 3K ja resoluutio 128 x 128.

Kuva B.6
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Kuva B.7: Koe 3: Heterogeenisuusestimaatin (punainen) ja virhekorjatun hete-
rogeenisuusestimaatin (sininen) kehittyminen optimointi-iteraatioiden suhteen, kun
algoritmina on Fletcher-Reeves. Mustalla katkoviivalla on ilmaistuna simuloituun
dataan asetettu todellinen heterogeenisuus. Kdaytetty lokeromalli on 3K ja resoluutio
128 x 128.
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Kuva B.8: Koe 3: Heterogeenisuusestimaatin (punainen) ja virhekorjatun hete-
rogeenisuusestimaatin (sininen) kehittyminen optimointi-iteraatioiden suhteen, kun
algoritmina on Barzilai- Borwein -modifiointi, joka kdyttad alue- ja parametrityyppi-
kohtaista osajoukkojakoa ja ensimmdisen asteen polynomilla ennustamista. Mustalla
katkoviivalla on ilmaistuna simuloituun dataan asetettu todellinen heterogeenisuus.
Kdytetty lokeromalli on 3K ja resoluutio 128 x 128.
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Kuva B.9: Koe 3: Heterogeenisuusestimaatin (punainen) ja virhekorjatun hete-
rogeenisuusestimaatin (sininen) kehittyminen optimointi-iteraatioiden suhteen, kun
algoritmina on Barzilai-Borwein. Mustalla katkoviivalla on ilmaistuna simuloituun
dataan asetettu todellinen heterogeenisuus. Kdaytetty lokeromalli on 3K ja resoluutio
128 x 128.
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K1’ alussa k2, alussa

K puolivéalissa k2, puolivalissa

K. lopussa k2, lopussa

Kuva B.10: Koe 5: Ylhimpand keskimddardiset absoluutlisel wvirheet tuhannen
optimointi-iteraation jdlkeen, keskimmadisend erillisajojen puolivilista laskettuna ja
alimpana lopusta laskettuna. Ki:n ja ko:n kaikki kolme tuloskuvaa on skaalattu jaka-
malla alkiot suurimmalla alkion arvolla, joka on loytynyt ndistd kolmesta tuloskuvas-
ta. Kaytetty lokeromalli on 2K, resoluutio 128 x 128, binten mddrd 185 ja hyotysuhde
sc 0.004.
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K1' alussa k2, alussa

K, puolivélissa k,, puolivalissa

K. lopussa kz, lopussa

Kuva B.11: Koe 5: Ylhimpand keskimddardaiset absoluutlisel wvirheet tuhannen
optimointi-iteraation jdlkeen, keskimmadisend erillisajojen puolivilista laskettuna ja
alimpana lopusta laskettuna. Ki:n ja ko:n kaikki kolme tuloskuvaa on skaalattu jaka-
malla alkiot suurimmalla alkion arvolla, joka on loytynyt ndistd kolmesta tuloskuvas-
ta. Kaytetty lokeromalli on 2K, resoluutio 128 x 128, binten mddrd 367 ja hyotysuhde
sc 0.05.



