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Suuntimahavaintoja kaytetaan kohteiden paikannukseen ja seurantaan. Useaa kohdetta havait-
sessa havainnot on kuitenkin ensin yhdistettava oikeisiin kohteisiin. Diplomityossa tarkastellaan
suuntimahavaintojen kohdeassosiaatiota analyyttisen mallin ja Monte Carlo -simulaation avulla.
Assosiaatiota kasitellaan idealisoidussa tilanteessa, jossa havaittavien kohteiden ja havaintoja
tuottavien tarkastelijoiden sijainnit oletetaan tunnetuiksi eika virheellisia tai puuttuvia havaintoja
esiinny. ldealisoinnin tarkoituksena on eristaa tarkastelugeometrian ja mittauskohinan vaikutus
assosiaatioon irralleen muista siihen vaikuttavista tekijoistda. Assosiaatio-ongelma muotoillaan
suurimman uskottavuuden ongelmana, joka esitetaan lineaarisena kohdistusongelmana ja rat-
kaistaan unkarilaisella algoritmilla. Kahden kohteen tapaukselle johdetaan suljetun muodon
lauseke oikean assosiaation todennékdisyydelle ja yleistetdan se mielivaltaiselle maaralle tarkas-
telijoita, joiden kulmavirheet voivat olla erisuuruisia. Yleisempaa usean kohteen tapausta tarkas-
tellaan simuloimalla.

Tyossd osoitetaan, ettd kahden kohteen ja yhden tarkastelijan tapauksessa assosiaation
onnistuminen riippuu ainoastaan kohteiden kulmaerotuksesta normalisoituna mittauskohinan
keskihajonnalla o, ja ettd luotettava 95 % assosiaatiotarkkuus saavutetaan tdman suhteen
ollessa noin 2.33. Tulos esitetddn myds suunnittelua palvelevana poikittaisresoluutiona; luotet-
tava assosiaatio edellyttda kohteiden poikittaisetadisyyttd d, > 2.33Ro, missé R on kohteiden
etaisyys tarkastelijasta. Simulaatioissa havaitaan, etta tarkastelugeometria asettaa assosiaatio-
tarkkuudelle ylarajan. Erityisen ongelmalliseksi havaitaan tarkastelijaan nahden samalla suoralla
olevat kohdeparit, mita ei voida erottaa mittaustarkkuudesta riippumatta. Useamman tarkaste-
lijan tapauksessa paras tarkkuus saavutetaan asettamalla tarkastelijat sijainteihin, missa niiden
mittaukset tdydentavat toistensa heikkouksia rikkomalla tarkastelijakohtaisia kollineaarisuuksia.
Lisaksi analyyttisista- ja simulaatiotuloksista havaitaan, ettéd tarkastelijoiden tehokas toiminta-
alue heikkenee nelidllisesti tarkastelijan kulmavirheen kasvaessa. Assosiaatiotodennakoisyytta
maksimoiva tarkastelijoiden sijoittelu osoittautuu voimakkaasti geometriariippuvaiseksi, joten
yleispatevaa sijoittelua ei ole, vaan sijoittelun suunnittelu edellyttda kohdegeometrian tuntemista.

Avainsanat: assosiaatio, assosiaatiotodennakoisyys, lineaarinen kohdistusongelma, Monte
Carlo -simulaatio, suuntimahavainto, suurimman uskottavuuden estimointi, tarkastelijoiden
sijoittelu, unkarilainen algoritmi
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Bearing measurements are used for target localization and tracking. When multiple targets are
observed, the measurements must first be associated with the correct targets. In this thesis, the
association of bearing measurements to targets is studied using an analytical model and Monte
Carlo simulation. Association is considered in an idealized scenario in which the locations of
the observed targets and the observers producing the measurements are assumed known, and
no false or missing measurements occur. The purpose of idealization is to isolate the effect of
observation geometry and measurement noise on association from other sources of error. The
association problem is formulated as a maximum likelihood problem, expressed as a linear
assignment problem and solved using the Hungarian algorithm. For the two-target case, a closed-
form expression for the probability of correct association is derived and generalized to an arbitrary
number of targets with possibly unequal angular errors. The more general multi-target case is
examined through simulation.

The thesis shows that for two targets and a single observer the success of association depends
only on the angular separation of targets normalized by the standard deviation of the measure-
ment noise o, and that a reliable 95 % association accuracy is achieved when this ratio is
approximately 2.33. The result is also expressed as a cross-range resolution useful for system
design. Reliable association requires a cross-range target separation of d; > 2.33R0, where R
is the range from the observer to the targets. The simulations show that the observer geometry
imposes an upper bound on association accuracy that cannot be exceeded by increasing the
number of measurements. Target pairs collinear with an observer are particularly problematic,
as they cannot be separated regardless of measurement accuracy. With several observers, the
best accuracy is obtained by placing the observers where their measurements complement
each other’s weaknesses by breaking observer-specific collinearities. The observer placement
that maximizes association probability turns out to depend strongly on target geometry, so no
universally optimal placement exists, and placement design requires prior knowledge of the target
geometry.

Keywords: association, association probability, linear assignment problem, Monte Carlo
simulation, bearing, maximum likelihood estimation, sensor placement, Hungarian algorithm
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LYHENTEET JA MERKINNAT

p(y |x)  Ehdollinen tihysfunktio.
C Kustannusmatriisi.
CRB Cramér—Rao-alaraja

det(X) Matriisin X determinantti.

X Parametrin x estimaatti.

FIM Fisher-informaatiomatriisi.

Vij Tarkastelijan i kohteesta j tekeman todellisen suuntiman ja havain-
non residuaali.

/s ML-kohdistuksen ratkaisu.

X Matriisi.

[ xi] Matriisi, jonka (i, j)s alkio on x.

A(-,+) Kaaritty kulmaero

Zij Tarkastelijan i tuottama suuntimahavainto kohteesta j.

oy Tarkastelijan i kohteesta j tuottaman suuntimahavainnon kohina.

N Tarkastelijoiden lukumaara.

of! Tarkastelijan i kohinan keskihajonta.

S; Tarkastelijan i sijainti.

b Skalaari.

M Kohteiden lukumaara.

pj Kohteen j sijainti.

tr(X) Matriisin X jalki.
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0;; Tarkastelijan i todellinen suuntima kohteeseen j.
o Todellinen assosiaatio eli identiteetti.

X Vektori.
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sa. Tekoalya on hyodynnetty kaikissa kirjallisissa osioissa tiedonhaun, tekstin tuottami-
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ja virheenkorjauksessa.

RISKIEN TIEDOSTAMINEN

Olen tietoinen siita, ettad olen taysin vastuussa koko opinnaytteeni sisallosta, mukaan
lukien osat, joiden tuottamisessa on hyodynnetty tekoalya, ja hyvaksyn vastuun mahdol-
lisista tasta seuranneista eettisten ohjeiden rikkomuksista.



1 JOHDANTO

Tilannekuvajérjestelmé& on jarjestelma, jonka tehtdvana on tuottaa reaaliaikainen kuva
seuranta-alueen tilanteesta. Tilannekuvalla tarkoitetaan karkeasti seuranta-alueen koh-
teiden tiloja, tyypillisesti niiden sijaintia ja liiketta. Tilannekuvajarjestelmia kaytetaan
esimerkiksi ilma-, meri- ja maaliikenteen valvonnassa seka siviili- ja sotilasviranomais-
ten tilannetietoisuudessa. Tilannekuvan oikeellisuus on kriittistd, koska virheellinen
tieto voi johtaa vaariin paatoksiin ja vakaviin seurauksiin. Esimerkiksi lennonjohdossa
virheellinen tieto lentokoneen sijainnista tai korkeudesta voi johtaa vaaralliseen lahelta
piti -tilanteeseen tai jopa yhteentormaykseen. Tilannekuva muodostetaan jarjestelmaan
yhdistettyjen tiedonlahteiden avulla. Tiedonlahteina toimivat tyypillisesti sensorit, jotka
havaitsevat kohteiden lahettamia tai heijastamia signaaleja. Kuva 1.1 esittaa yleisen ul-
koisen havaitsijan havaintoprosessin lohkokaavion kohteesta tilannekuvajarjestelmaan.

Tarkastelija

assosiaatio

ilmid Signaa" Signaali— havainto 2 Assosiaatio
i L Tilannekuva
S kasittely *kerros

kohteiden tila

kohina w

Kuva 1.1. Yksinkertaistettu havaintoprosessin lohkokaavio.

Yksi tilannekuvajarjestelméan toiminnoista on data-assosiaatio. Sensoreiden tuottamasta
havaintojoukosta paatellaan, mitka havainnot vastaavat mitakin seurattavaa kohdetta.
Assosiaation luotettavuus on keskeinen vaatimus jarjestelman toiminnalle, silla jo
yksittainen virheellinen assosiaatio voi heikentaa sen suorituskykya merkittavasti. Ope-
ratiivisesti virheassosiaatio voi esimerkiksi hairita seurantasuotimen yllapitamaa kohteen
tilaestimaattia. Seurantasuodin on kohteen liilkkeen ennustamiseen kaytetty algoritmi.
Estimaatin luotettavuus heikkenee tai seuranta voi jopa havita kokonaan toistuvien
virheassosiaatioiden takia [1].

Yksi yleinen sensoriluokka tilannekuvajarjestelmissa on suuntima-anturi (engl. direction
finder), joka mittaa saapuvan signaalin azimuuttikulman eli tulosuunnan (engl. line of
bearing). Suuntimia tuottavat tyypillisesti dani- tai séhkomagneettisia aaltoja vastaanot-
tavat sensorit. Suuntimamittauksia hyddynnetaan laajasti esimerkiksi merenalaisessa
valvonnassa [2], elektronisessa tiedustelussa [3] ja ilmailussa [1]. Suuntimasensoreiden
keskeinen etu on niiden passiivinen luonne. Sensori ei paljasta itseddn ymparistolleen
lahettamalla omaa signaalia. Tama on keskeista esimerkiksi elektronisessa sodankayn-
nissa ja sukellusveneiden kuuntelussa, jossa tarkastelijan olemassaolon tai sijainnin
pimittaminen on valttamatonta [3].



JOHDANTO 2

Suuntimamittausten suurin rajoitus on niiden yksiulotteisuus: yksittainen mittaus kertoo
ainoastaan suunnan, ei kohteen etéisyytta. Useita suuntimia yhdistelemalla, kolmiomit-
tauksella (engl. triangulation), voidaan arvioida kohteen sijaintia tasossa suuntimasaétei-
den leikkauspisteen perusteella [4]. Useita kohteita samanaikaisesti tarkasteltaessa
syntyy kuitenkin assosiaatio-ongelma eli alkuperén epavarmuus (engl. origin uncertain-
ty). Miten paatellaan, mika mittaus vastaa mitéakin kohdetta? Ongelma on erityisen haas-
tava suuntimamittauksilla, koska kaksi fyysisesti kaukana toisistaan olevaa kohdetta voi
nayttaa tarkastelijan nakokulmasta vierekkaisiltd mittauksen yksiulotteisuuden vuoksi.
Kaytannon jarjestelmissa assosiaatio-ongelmaa monimutkaistavat lisaksi mittaushairiot
ja vaarat halytykset.

Kuva 1.2 esittdd assosiaatio-ongelman yksinkertaisimmassa muodossaan. Yhden tar-
kastelijan havaitessa kahta kohdetta assosiaatio on yksiselitteinen silloin, kun kohteiden
valinen kulmaetaisyys on suuri suhteessa mittauksen epavarmuuteen. Etaisyyden olles-
sa pieni assosiaatio pelkistyy arvaukseksi.

S, 5y

Kuva 1.2. Triviaali ja ei-triviaali kahden kohteen assosiaatio-ongelma. Tarkastelija
merkitty kolmiolla, kohteet pisteilla ja tarkastelijan mittauksen epavarmuuskeila
varjostetulla alueella.

Koska assosiaatiotarkkuus riippuu tarkastelijoiden ja kohteiden valisesta geometriasta,
heraa kysymys: miten tarkastelijat kannattaa sijoittaa, jotta assosiaatio onnistuu mahdol-
lisimman luotettavasti? Tata kutsutaan tarkastelijoiden asetteluongelmaksi (engl. sensor
selection/placement). Sensoreiden asettelua on tutkittu laajasti parametriestimoinnin
nakokulmasta, tyypillisesti kayttdaen kohdefunktiona estimointivirheen alarajoja, kuten
Cramér—Rao-alarajaa [5], [6]. Tassa tyossa tarkastellaan, millaisia geometrioita assosi-
aatiotodennakaoisyyttda maksimoiva kohdefunktio tuottaa.

Taman tyon tavoitteena on selvittda, miten luotettavasti suuntimamittaukset voidaan
yhdistaa tunnettuihin kohteisiin tilastollisesti optimaalisella suurimman uskottavuuden
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menetelmalld, ja miten tarkastelugeometria vaikuttaa assosiaation onnistumiseen. On-
gelmaa tarkastellaan idealisoidussa asetelmassa, jossa kohteiden ja tarkastelijoiden
sijainnit oletetaan tunnetuiksi. Oletukset on esitetty tarkemmin luvussa 3.1.

Tassa tydssa pyritaan vastaamaan kysymyksiin:

+ Milla todennékoisyydella M tunnetun kohteen ja N tarkastelijan muodostama suunti-
mahavaintojen joukko voidaan kohdistaa oikeisiin kohteisiin suurimman uskottavuu-
den menetelmalla, ja miten kohteiden ja tarkastelijoiden geometria vaikuttaa tahan
todennakoisyyteen?

» Millainen suljetun muodon ratkaisu saadaan kahden kohteen tapaukselle, ja miten
se yleistyy useammalle tarkastelijalle heterogeenisilla kulmavirheilla?

» Miten yksittéaisen tarkastelijan ja kohteen véalinen geometria vaikuttaa assosiaatio-
tarkkuuteen?

» Miten usean tarkastelijan sijoittelu vaikuttaa yhteiseen assosiaatiotarkkuuteen?

+ Miten ML-kohdistuksen laskennallinen vaativuus skaalautuu kohteiden maaran funk-
tiona, ja onko approksimatiivisille menetelmille kaytannon tarvetta tarkastellussa
ongelma-asetelmassa?

+ Millaisia tarkastelijageometrioita assosiaatiotodennakoisyyttd maksimoiva kohde-
funktio tuottaa sensorinasetteluongelmassa?



2 KIRJALLISUUSKATSAUS

Tassa luvussa esitelladn tutkielman kannalta keskeisin kirjallisuus. Tarkastelu etenee
yleisestda monikohdeseurannan data-assosiaatiosta kohti suuntima-assosiaatiota ja tar-
kastelijoiden sijoitteluongelmaa, ja paattyy taman tyon asemointiin suhteessa aiempaan
tutkimukseen.

2.1 DATA-ASSOSIAATIO MONIKOHDESEURANNASSA

Monikohdeseuranta (engl. multiple target tracking) on prosessi, jossa useasta kohteesta
yllapidetaan tilaestimaattia epadsuorien ja kohinaisten havaintojen perusteella [1]. Kun
kohteita on enemman kuin yksi, syntyy data-assosiaatio-ongelma. Data-assosiaatiossa
pyritdan vastaamaan kysymyksiin, kuten mitka havainnot vastaavat mitakin kohteita tai
mitka havainnot vastaavat toisiaan. Vaarin tehty assosiaatio voi johtaa virheeseen seu-
rantasuotimen tuottamassa tilaestimaatissa, joten assosiaation luotettavuus maarittaa
koko seurantajarjestelman suorituskykya [1], [7].

Seurantasuotimien data-assosiaation tilastollinen tarkastelu juontaa juurensa Sittlerin
tyohon [8], jossa valvontajarjestelmén assosiaatio-ongelma muotoiltiin suurimman
uskottavuuden estimointiongelmana. Sittlerin keskeinen havainto oli, ettd aikaisempi
tutkimus kasitteli seurantajarjestelmien assosiaatiota ja seurantaa toisistaan erillisina
ongelmina. Sittler osoitti, ettd ongelmat voidaan yhdistaa yhtenaiseen kehykseen johta-
malla uskottavuusfunktio, jonka maksimointi antaa optimaalisen havainto—kohde-asso-
siaation suurimman uskottavuuden mielessa.

Seurannan data-assosiaatio-ongelmat voidaan luokitella sen mukaan, mita alkioita yh-

distetdan [1]:

+ Havainto—-kohde-assosiaatiossa uudet havainnot yhdistetaan olemassa oleviin kohtei-
siin.

+ Havainto—havainto-assosiaatiossa eri tarkastelijoiden tai eri ajanhetkien havaintoja
yhdistetaan toisiinsa samaa kohdetta vastaaviksi. Tama on tyypillinen seurannan aloi-
tusvaihe.

+ Seuranta—seuranta-assosiaatiossa usean sensorin itsendisesti yllapitamat seurannat,
joilla on siis jo valmiiksi muodostetut tilaestimaatit, yhdistetdan samaa kohdetta vas-
taaviksi.

Tama tyo kasittelee havainto—kohde-assosiaatiota tilanteessa, missd kohteiden tilat
ovat tunnettuja. Kyseessa on siis yksittdisen pyyhkaisyn (engl. scan) tasolla tehtava
havaintojen osoittaminen kohteisiin, eristettyna seurannan muista vaiheista. Mittauksia
ei myoskaan tarkastella ajallisesta nakokulmasta, vaan tydssa kasitelladn ainoastaan
staattisia tilanteita.
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2.2 KOVA JA PEHMEA ASSOSIAATIO

Data-assosiaatiomenetelmat voidaan jakaa karkeasti kahteen luokkaan sen perusteella,
miten assosiaatiossa syntyva assosiaatioepavarmuus késitellaan [1].

Kovan péaatéksen (engl. hard assignment) menetelmissé havainto osoitetaan todenna-
koisimmalle tai uskottavimmalle lahteelle ja paatosta pidetaan lopullisena. Paikalliset
menetelmat, kuten I&himman naapurin suodatin (engl. nearest-neighbour standard filter,
NNSF), tekevét paatoksen kullekin seurannalle erikseen [1]. Globaaleissa menetelmisss,
kuten globaalin Iahimman naapurin menetelméssa (engl. global nearest neighbour, GNN),
ratkaisu valitaan minimoimalla koko assosiaation kaikkien havainto—kohde-parien yh-
teenlaskettu kustannus (engl. cost) yksi-yhteen -rajoitteen vallitessa. Tama on lineaarinen
kohdistusongelma (luku 3.5), joka voidaan ratkaista polynomisessa ajassa esimerkiksi
Unkarilaisella algoritmilla tai sen varianteilla (luku 3.6).

Pehmedéan péaiatokseen (engl. soft assignment) perustuvissa menetelmissa lopullista
yhden assosiaation valintaa ei tehda. Sen sijaan jokaiselle mahdolliselle assosiaatiolle
lasketaan todennakoisyys, joka valitetdan eteenpdin seurantasuotimelle. Tunnetuimmat
pehmeaan assosiaation perustuvat menetelmat ovat yhteistodennakdisyyteen perustuva
data-assosiaatio [2], [9] (engl. joint probabilistic data association, JPDA) ja monihy-
poteesiseuranta (engl. multiple hypothesis tracking, MHT) [10]. Pehmeat menetelmat
hyodyntavat assosiaation epavarmuutta paremmin ja tuottavat vakaampia seurantoja ti-
heissa kohdeymparistdissd, missa havaintoja on paljon lahekkain. Niiden laskennallinen
kuorma kuitenkin kasvaa kombinatorisesti, koska assosiaatiohypoteeseja ei rajata lopul-
lisesti pois. Kaytannon toteutuksissa hypoteesien maaraa rajoitetaan validaatioporteilla
(engl. validation gate) ja karsinnalla (engl. pruning).

Tassa tyossa kaytetaan globaalia kovan paatoksen lahestymistapaa. Pehmeiden mene-
telmien keskeiset hyodyt eivat tuota lisdarvoa tyon idealisoidussa tilanteessa, missa
kohteiden tilat ovat tunnettuja ja hairiohavaintoja ei esiinny. Globaali kova assosiaatio
tuottaa yksikasitteisen permutaation, jonka oikeellisuus on suoraan mitattavissa. Tama
tekee siita luontevan valinnan tyon analyyttiseen tarkasteluun ja simulointiin.

2.3 SUUNTIMA-ASSOSIAATIO

Suuntima-anturin tuottama mittaus on suuntakulma, jonka perusteella ei voida tehda
paatelmia kohteen etaisyydesta. Tama asettaa suuntima-assosiaatiolle omat erityispiir-
teensa verrattuna esimerkiksi aktiivitutkan muodostamiin paikkahavaintoihin, joista
saadaan seka suunta ettd etaisyys. Suuntima-assosiaatiota ja suuntimapohjaista seu-
rantaa on tutkittu useilla sovellusalueilla, muun muassa merenalaisessa valvonnassa
[2], [11], ilmavalvonnassa [12], [13] seka elektronisessa tiedustelussa [3] ja passiivisessa
paikannuksessa [4].
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Suuntimapohjaisiin sovelluksiin keskittyva kirjallisuus jakautuu paaosin kahteen tutki-
musalueeseen. Suuntimapaikannus (engl. bearing only localization, bearing only tracking)
pyrkii estimoimaan kohteen sijaintia ja mahdollisesti liiketilaa kulmahavaintojen perus-
teella [4], [14]. Paikannuksessa suuntimat on jo yleensa yhdistetty oikeisiin kohteisiin
ja tarkastellaan itse paikkaestimaatin epavarmuutta. Assosiaatio puolestaan pyrkii paat-
telemadan, mikd mittaus vastaa mitakin kohdetta. Kaytannon jarjestelmissa ongelmia
ei usein voida kasitella erillisind, koska paikkaa ei tiedetda ennen assosiaatiota eika
assosiaatiota voida muodostaa ennen alustavia paikka-arvioita. Tasta syysta monet
menetelmat pyrkivat ratkaisemaan ongelmat samanaikaisesti.

Tassa tyossa kohdesijainnit oletetaan tunnetuiksi ja keskitytdan yksinomaan assosiaa-
tio-ongelmaan. Sen tarkoitus on eristda assosiaation onnistumiseen vaikuttavat tekijat
analyyttista ja simuloitua tarkastelua varten. Kun paikkaepavarmuutta ei ole, johtuu asso-
siaation epaonnistuminen tai onnistuminen puhtaasti tarkastelijan mittauskohinasta ja
ongelman geometrisesta asettelusta. Taméa mahdollistaa seka analyyttisen ettd numee-
risen tarkastelun, joka ei olisi niin suoraviivaista yhteisongelmassa. Jos assosiaatio
epaonnistuu jo tilanteessa, missa kohteiden tilat ovat tunnettuja, ei sen voida olettaa
onnistuvan paremmin tilanteessa, missa tilat ovat satunnaismuuttujia.

Suuntimamittauksen erottelukyky on sidoksissa tarkastelijan ndakemaan kohteiden
véliseen kulmaerotukseen ja tarkastelijan kulmavirheeseen. Kuva 2.1 havainnollistaa
geometrian vaikutuksen assosiaatio-ongelmaan suuntimatarkastelijoilla. Yksittdisen
tarkastelijan mittauskeilan leveys riippuu tarkastelijan kulmavirheesta, ja kun useampi
kohde sijoittuu saman keilan sisalle, ei mittauksen perusteella voida tehda yksiselitteista
paatosta havainnon alkuperasta. Toinen, eri kulmassa sijaitseva tarkastelija voi ratkaista
epaselvyyden.

Kuva 2.1. Geometrian vaikutus assosiaatio-ongelman ratkaistavuuteen.
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2.4 VIRHEASSOSIAATION TARKASTELU

Virheassosiaation todennakaoisyydelle on johdettu analyyttisia lausekkeita seka tilastol-
lisille kohdejakaumille etta kiinteille kohdegeometrioille.

Mori ym. [15] késittelevat niin sanottua seurannan puhtautta (engl. track purity) yksin-
kertaistetussa tilanteessa, jossa kdytetaan optimaalista kohdistusalgoritmia. Tyossa
johdetaan analyyttinen lauseke oikean assosiaation todennakoisyydelle kohdetiheyden
ja innovaatiokovarianssin funktiona. Kohdemallina on Poisson-jakautunut prosessi, mis-
sa kohteet ovat jakautuneet tasaisesti m-ulotteisen pallon sisélle. Keskeisena tuloksena
on eksponenttisaanto

Pc =~ exp(—Cyf), (2.1)

missa 5 on normalisoitu kohdetiheys yhden innovaation keskihajonnan siteisessa ellip-
soidissa. Lauseke antaa assosiaation onnistumistodennakoisyyden odotusarvon satun-
naisessa kohdejakaumassa eli se pyrkii vastaamaan siihen, miten kohdistusalgoritmi
toimii keskimaarin. Sen sijaan tassa tyossa kohdeasetelmien oletetaan olevan tarkalleen
tunnettuja. Tama yksinkertaistaa ongelmaa, mutta tekee siita tasmallisemman kiintealle
kohteiden ja tarkastelijoiden geometrialle.

Areta ym. [16] tarkastelevat virheassosiaation todenn&koisyyttda kahden lahekkéisen
kohteen tapauksessa seka paikallisen lahimman naapurin ettad globaalin kohdistuksen
menetelmilla. Tyossa kaytetdaan deterministista kohdemallia, missa kohteiden mittauk-
set ovat kiinteitd pisteita mittausavaruudessa, ja virheassosiaation todenndkoisyys
ilmaistaan kohteiden valisen normalisoidun etaisyyden funktiona. Globaalille kohdistuk-
selle yhtalaisilla innovaatiokovariansseilla johdetaan tarkka, normaalijakaumaan perus-
tuva lauseke

1, . . .
Pyirhe,c = ‘1’<—\/5(Z1 —2,)75-1(2, — Zz))- (2.2)

Lauseke pelkistyy yksiulotteisille kulmamittauksille muotoon (ID(—|61 — 6, /<a\/§)),
kun S = ¢?. Tdma vastaa tydssa mydhemmin osiossa 4.3 johdettua tulosta. Nykyisen
tyon kahden kohteen tapaus on siis erikoistapaus Aretan ym. globaalin kohdistuksen
lausekkeesta yhtalaisilla kovariansseilla. Tyo ei kuitenkaan kasittele kulmamittausten
geometrisia erityispiirteita eikd N > 2 tarkastelijan yleista tapausta.

2.5 TARKASTELIJOIDEN ASETTELU

Tarkastelijoiden asetteluongelmassa (engl. sensor selection/placement) valitaan ehdo-
kassijaintien joukosta se osajoukko, joka optimoi valitun suorituskykykriteerin. Esimer-
kiksi voidaan ajatella valvonta-aluetta, mihin ollaan sijoittamassa rajallinen maara antu-
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reita alueen tarkasteluun ja halutaan valita sijainnit siten, etta mittaustarkkuus on paras
mahdollinen. Ongelma on kombinatorinen, ja sen tyhjentdava haku on raskas suurilla
ehdokasjoukaoilla.

Sijoitteluongelman laskennallisen raskauden lievittamiseen on esitelty useita kaytannon
menetelmia. Konveksissa relaksaatiossa tarkastelijoita valitseva binaarinen valinta-
muuttuja korvataan jatkuva-arvoisella painolla. Sen sijaan, etta tarkastelija joko valitaan
tai ei valita, se saa arvon nollan ja yhden valilta [5]. Tdma muuttaa ongelman muo-
toon, joka voidaan ratkaista tehokkaasti. Jatkuva-arvoisesta ratkaisusta voidaan |oytaa
epaoptimaalinen asetteluongelman ratkaisu valitsemalla K suurimman painon saavut-
tanutta tarkastelijaa. Vaikka relaksoitu ratkaisu ei ole yhtapitava alkuperdisen ongelman
kanssa, voidaan relaksaation tuloksesta tuottaa myds arvio siita, miten lahelle parasta
mahdollista ratkaisua paastiin. Toisessa lahestymistavassa, harvassa otannassa, ongel-
maa lahestytaan suoraan optimoinnin kautta. Tarkastelijoiden lukumaara sisallytetaan
kohdefunktioon kustannuksena, jolloin ratkaisu l6ytaa tasapainon tarkkuuden ja tarkas-
telijamaaran valilla [6)].

Asettelun kohdefunktiona kaytetaan yleensa estimointitarkkuuden mittaria. Fisher-infor-
maatiomatriisi (engl. Fisher information matrix, FIM) mittaa, kuinka paljon informaatiota
havainnot sisaltavat estimoitavasta parametrista. Cramér—Rao -alaraja (engl. Cramér-
Rao bound, CRB) antaa alarajan minka tahansa harhattoman estimaattorin virhekova-
rianssille. Se siis kertoo, miten tarkasti parametri voidaan parhaimmillaan estimoida.
Koska FIM riippuu valituista tarkastelijoista, sita tai sen kaanteismatriisista johdettua
skalaarisuuretta voidaan kayttaa asettelun kohdefunktiona [5], [6]. Yleisimmat kriteerit
ovat A-, D- ja E-optimaalisuudet, jotka on maaritelty tarkemmin luvussa 3.8.1 tyon havain-
tomallin yhteydessa. Yhteista kriteereille on, ettd ne mittaavat sita, miten tarkasti kohteen
sijainti voidaan estimoida valituilla tarkastelijoilla. Ne siis olettavat, etta assosiaatio
mittauksen ja kohteen valilla on jo tehty.

Tassa tyossa assosiaatio-ongelmassa estimoitava suure ei kuitenkaan ole jatkuva
sijaintiparametri, vaan diskreetti permutaatio. Cramér—Rao -alaraja on maaritelty jatku-
va-arvoisen parametrin estimaattorille, eikd sita voida johtaa diskreetille parametrille.
Estimointitarkkuuteen perustuva kohdefunktio mittaa siis eri suuretta kuin assosiaatio-
ongelmassa kasitelty suure eli oikean assosiaation todennakodisyys. Tassa tyossa
tutkitaan, mihin sijoitteluihin assosiaatiotodennakoisyyttda maksimoiva kohdefunktio
asettaa optimaaliset tarkastelijat, miksi naihin sijoitteluihin paadytaan ja miten assosiaa-
tiotodennakoisyyteen perustuva paatos eroaa paikkaestimointiin perustuviin kriteereihin
nojaavasta paatoksesta.
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2.6 MONIULOTTEINEN KOHDISTUSONGELMA

Useamman kuin yhden tarkastelijan assosiaatio-ongelmaa kutsutaan moniulotteiseksi
kohdistusongelmaksi (engl. s-D assignment). s-D kohdistus on siis ongelman yleistys
usemmalle kuin yhdelle datajoukolle, missa ongelman ulottuvuus s vastaa yhtaaikaisesti
kohdistettavien datajoukkojen lukumé&araa [17]. s-D ongelmassa etsitaan havaintojen véa-
linen kohdistus s:sta datajoukosta siten, etta globaali kustannus minimoituu. Jos s > 3,
on ongelma NP-vaikea [17]. LOoyhasti ilmaistuna NP-vaikeus tarkoittaa, ettd ongelma
kuuluu laskennallisesti erittain vaikeiden ongelmien luokkaan, joille ei tunneta tehokkaita
ratkaisualgoritmeja. Tunnetuilla tarkoilla algoritmeilla ratkaisuun kuluva aika kasvaa
usein eksponentiaalisesti syotteen koon suhteen. Talloin suurten ongelmien tarkka rat-
kaiseminen ei ole kdytannossa laskettavissa.

Moniulotteiselle kohdistusongelmalle on esitetty epaoptimaalisia kdaytannon ratkaisu-
menetelmia. Deb ym. [18] ldhestyvat ongelmaa Lagrange-relaksaation avulla. Relaksoi-
malla osa ongelman rajoitteista ja lisédmalla ne kustannusfunktioon Lagrange-kertoi-
milla painotettuina, vaikea s-ulotteinen ongelma pelkistyy polynomiajassa ratkaistavaksi
kaksiulotteiseksi ongelmaksi. Relaksaatio tuottaa myds arvion siitd, miten kaukana
|6ydetty epdoptimaalinen ratkaisu on todellisesta ratkaisusta. Caponi [19] ehdottaa
yksinkertaisempaa lahestymistapaa, missa muodostetaan useita ahneesti rakennettuja
ratkaisuja, joista valitaan paras. Menetelma on laskennallisesti kevyt, ja Caponin alkupe-
raisissa kokeissa menetelma saavutti optimiratkaisun lahes aina.

Tassa tydssa tarkastelijoiden vélinen havainto—havainto-assosiaatio oletetaan tunne-
tuksi, joten s-ulotteinen ongelma pelkistyy kaksiulotteiseksi kohdistusongelmaksi, joka
voidaan ratkaista (luku 3.6) polynomisessa ajassa.

2.7 TYON ASEMOINTI

Tassa tyossa kasitellaan asetelmaa, jossa kohdesijainnit ovat tunnettuja, jokainen tar-
kastelija tuottaa havainnon jokaisesta kohteesta, virhehavaintoja ei esiinny ja eri tarkas-
telijoiden valinen havainto-havainto-assosiaatio tunnetaan. Rajoitusten tavoitteena on
eristaa geometrian ja mittauskohinan vaikutus assosiaatioon irralleen seurannan muista
vaiheista. Ty0ssa tarkastellaan, miten tarkkoja tyossa kasiteltavat assosiaatiomenetel-
mat parhaimmillaan ovat, ja tuloksia voidaan kayttaa esimerkiksi tarkastelijageometrian
suunnitteluun ja jarjestelmatason suorituskyvyn arviointiin.

Tyo tuottaa kolme keskeistad tulosta suhteessa aikaisempaan tutkimukseen. Kahden
kohteen tapauksessa johdetaan suljetun muodon lauseke oikean assosiaation todenna-
koisyydelle. Lause on Aretan ym. [16] yleisemman tuloksen erikoistapaus, mutta se
esitetdaan suuntimamittauksille ja yleistetdan mielivaltaiselle maaralle tarkastelijoita, joi-
den kulmavirheet voivat olla erisuuruisia. Yleistys mahdollistaa suorituskyvyn arvioinnin
ilman simulointia yksinkertaisissa tilanteissa. Toiseksi tydossa kartoitetaan empiirisesti,
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miten kiinted kohdegeometria vaikuttaa assosiaatiotodennakdisyyteen usean kohteen
tapauksessa kahdessa skenaariossa. Aiempi kirjallisuus on kasitellyt joko tilastollisia
kohdejakaumia [20] tai pienen kohdemaaran yleisia tapauksia [16], kun taas tdassa tyosséa
keskitytaan kiintean geometrian synnyttamiin ilmidihin. Kolmanneksi tarkastelijoiden
sijoittelua tutkitaan kadyttden kohdefunktiona assosiaatiotodennakdisyyttd, ja saatuja
sijoitteluja verrataan estimointitarkkuuteen, kuten A-optimaalisuuteen, perustuviin ratkai-
suihin. Estimointivirheen alarajoja on kaytetty sijoittelun kohdefunktiona aikaisemmin
[5], [6]. Assosiaatiotodenn&ksisyytta ei sen sijaan tiettavasti ole kaytetty tahan tarkoituk-
seen.
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3 HAVAINTOMALLI JA KOHDISTUSONGELMA

Tassa luvussa esitellaan suuntimamittausten assosiaatio-ongelma kolmessa vaiheessa.
Ensin maaritelladn havaintomalli, joka kuvaa miten tarkastelijat tuottavat havaintoja koh-
teista. Sen jalkeen johdetaan suurimman uskottavuuden kustannusfunktio, joka mittaa,
kuinka hyvin kohdistus vastaa havaittua dataa. Lopuksi ndytetdaan, miten suurimman
uskottavuuden kohdistus muotoillaan lineaarisena kohdistusongelmana ja miten se
voidaan ratkaista polynomisessa ajassa.

3.1 GEOMETRINEN ASETELMA JA OLETUKSET

Tarkastellaan tasoa, jossa sijaitsee N € Z, paikallaan pysyvaa tarkastelijaa ja M €
7. paikallaan pysyvaa kohdetta. Tarkastelijan i € {1, ..., N} sijainti on s; = (x;,y;) € R?
ja sen tuottamien havaintojen kulmavirheen keskihajonta on ;. Kohteen j € {1, ..., M}
sijainti on p; = (x;,y;) € R%.

Tyossa kasiteltdvaa ongelmaa rajaavat seuraavat oletukset:

1. Tunnetut sijainnit. Tarkastelijoiden s; ja kohteiden p; sijainnit ovat tunnettuja.

2. Taydellinen havaitsemistodenndkoisyys. Jokainen tarkastelija tuottaa havainnon jo-
kaisesta kohteesta.

3. Eivirhehavaintoja. Jokainen havainto on peraisin todellisesta kohteesta. Vaaria haly-
tyksia tai hairihavaintoja ei esiinny.

4. Tunnettu havaintojen valinen assosiaatio. Eri tarkastelijoiden samasta kohteesta
tekemien havaintojen keskinainen assosiaatio on tunnettu. Tama vastaa esimerkiksi
tilannetta, jossa tarkastelijat mittaavat synkronisesti tai havainnot voidaan yhdistaa
jonkin muun tiedon, kuten havainnon taajuuden, avulla.

5. Normaalijakautunut, riippumaton kohina. Mittausvirhe w;; on nollakeskiarvoinen ja
normaalijakautunut, sen varianssi criz tunnetaan ja se riippumaton muista mittauksis-
ta.

Oletus 1 rajaa pois sijaintien epavarmuuden, jolloin assosiaation ainoa epavarmuuslahde
on mittauskohina w;;. Oletukset 2 ja 3 sulkevat pois reaalimaailman epataydellisyydet,
kuten tarkastelijan katvealueet ja hairidlahteet. Oletus 4 rajaa moniulotteisen kohdis-
tusongelman (luku 2.6) kaksiulotteiseksi.

3.2 HAVAINTOMALLI

Kukin tarkastelija i tuottaa kustakin kohteesta j yhden suuntimahavainnon
z;j € (—m, 7]. Suuntima on kulmamittaus, joka osoittaa kohteen suuntaan tarkastelijas-
ta katsottuna. Tarkastelijan i todellinen suuntima kohteeseen j on

eij = atanz(yj - yi’xj - xi) € (_7T7 77:]’ (31)
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jossa funktio atan2(y, x) on kahden muuttujan arkustangentti. Se palauttaa positiivisen
x-akselin ja pisteen (x, y) maarittdman suunnan valisen kulman valiltd (—, 7r]. Negatii-
viset kulmat kuvaavat x-akselin alapuolisia kulmia. Havaintomalli on

Zij =] Gij+wl~j, wij NN(O,O'iZ), (32)

jossa kohinatermit w;; ovat riippumattomia tarkastelijoiden ja kohteiden yli. Kuva 3.1
esittda havaintomallia.

Y

(z5,;)

Kuva 3.1. Havaintomalli. Kolmiolla merkitty tarkastelija havaitsee pisteessa sijait-
sevan kohteen. Vihrea viiva nayttaa todellisen suuntiman, punainen kohinaisen
suuntimahavainnon.

Olkoon havainnon z;; residuaali eli innovaatio hypoteesilla, ettéd havainto on perdisin
kohteesta k, todellisen suuntiman ja havainnon erotus

Vlifj = Zij - Gik. (33)
Kun hypoteesi on oikea (k = j), innovaatio pelkistyy havainnon kohinaksi v{j = Ww;;.

3.3 SUURIMMAN USKOTTAVUUDEN ESTIMOINTI

Havaintomallin (luku 3.2) suuntimahavainto z;; riippuu tunnetusta geometriasta ja tun-
temattomasta kohinatermista. Tama antaa lahtokohdan estimaattorille, joka paattelee
havainnoista oikean kohde—havainto-vastavuuden. Tassa tyossa estimaattorina kayte-
taan suurimman uskottavuuden (engl. maximum likelihood, ML) menetelmaa.

ML-estimointi perustuu oletukseen, ettd havannoille voidaan maaritella ehdollinen
tiheysfunktio (engl. conditional probability density function) p(z | 6). Tiheysfunktio kuvaa
havaintojen suhteellista todennakoisyytta parametrin 6 arvon ollessa annettu. Kun ha-
vainto z on tehty ja 6 on tuntematon, tarkastellaan tiheysfunktiota parametrin 6 funktiona,
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jolloin sitd kutsutaan uskottavuusfunktioksi. Uskottavuusfunktio siis kuvaa, kuinka hyvin
eri parametrien arvot selittdvat havaittua dataa. ML-estimaattori valitsee parametrin 6,
joka maksimoi uskottavuusfunktion.

Madritelma 3.1 (Suurimman uskottavuuden estimaattori). Olkoon z havaintovektori,
joka riippuu tuntemattomasta parametrista 6 uskottavuusfunktion p(z | ) kautta. Para-
metrin 6 suurimman uskottavuuden estimaattori havainnoilla z on

Oy, = arg max p(z | 6).

Kun havainto on muotoa z = 6 + w, jossa w ~ N'(0, 02), uskottavuusfunktio on

2
exp(—ﬂ). (3.4)

202

p(z|0) =
27wo?

ML-estimaatti voidaan laskea my6s logaritmisen uskottavuuden log p(z | ©) avulla. Lo-
garitmifunktio on aidosti kasvava, joten sen ja alkuperdisen uskottavuuden maksimoiva
parametri 6 ovat samat.

Logaritmisessa muodossa estimaattorin lausekkeen muodostaminen on yksinkertai-
sempaa. Riippumattomien havaintojen yhteisuskottavuus on niiden uskottavuuksien
tulo, mutta logaritmilla tama muuttuu summaksi. Summamuoto on esitetty kustannus-
matriisissa luvussa 3.4. Lisdksi uskottavuusfunktion (3.4) logaritmi sieventda uskotta-
vuuden polynomiksi

(z—-6)°

— (3.5)

log p(z | 6) = —% log(270?) —

Yhtélon (3.5) ensimmainen termi ei riipu estimoitavasta parametrista 6, joten se voidaan
jattaa huomiotta maksimoinnissa. Myods o on vakio, joten se ei vaikuta maksimointiin.
ML-estimaattoriksi saadaan

Oy = arg mein (z — 6). (3.6)

Eli lineaarisesa mallissa, jossa kohina on normaalijakautunutta, ML-estimaattori vastaa
pienimman neliosumman (engl. least squares, LS) estimaattoria [21].

3.4 KUSTANNUSFUNKTIO JA KOHDISTUSONGELMA

Sovelletaan suurimman uskottavuuden estimointia luvun 3.2 havaintomalliin. Tarkaste-
lijan i havainnon z;; uskottavuus hypoteesilla, ettd havainto on peraisin kohteesta k on
yhtalon (3.4) mukaisesti
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(ZlJ lk)

1

p(z;; | kohde k) = ——exp| ———— (3.7)
2 ZUi

27T0'i
Merkitaan kulmaerotusta z;; — 6;; innovaationa yht&lon (3.3) mukaisesti. Kun tarkaste-
lijoita on N kappaletta ja kukin niistd tuottaa yhden riippumattoman (3.1, oletus 5)
mittauksen samasta kohteesta (3.1, oletus 4) on mittausten yhdistetty uskottavuus
(engl. joint likelihood) yksittaisten uskottavuuksien tulo. Tulon logaritmi on summa

()2

N

log [ [ p(zi; | kohde k) = — Z 2 log(270?) — Z (3.8)
i=1 i=1

Tulon ensimmainen termi on hypoteesista k riippumaton, joten se voidaan jattaa huo-

miotta eri hypoteesien kustannuksia vertaillessa. Talloin minimoitaviksi kustannuksiksi

c i saadaan

N 1 , 5

Suureet 6 muodostavat kustannusmatriisin C = [c ;| € RM*M alkiot. Matriisin alkio
¢ji on havaintojoukon j kohdistuskustannus kohteeseen k, joten rivi j kuvaa havainto-
joukon j kustannukset kaikkiin kohteisiin. Kustannuksen c . valinta vastaa hypoteesia,
ettd havaintojoukko {zlj, ...zNj} on perdisin kohteesta k. On huomionarvoista, etta
tarkastelijoiden lisédminen ei kasvata matriisin kokoa. Jokainen tarkastelija sen sijaan
lisaa jokaiseen matriisin alkioon c . yhden additiivisen, riippumattoman terminsa. Nain
summan sisdltama informaatio kasvaa ja erottelukyky paranee.

Estimoitava parametri on permutaatio 7 : {1, ..., M} — {1, ..., M}, joka kohdistaa havain-
not eli matriisin rivit kohteisiin eli matriisin sarakkeisiin. Koska parametri valitaan aarel-
lisesta joukosta Sy, jossa on M! alkiota, suurimman uskottavuuden estimointi voidaan
toteuttaa laskemalla uskottavuus jokaiselle permutaatiolle ja valitsemalla suurin. ML-
assosiaatio on siis se permutaatio, joka minimoi kokonaiskustannuksen

= arg min Z Cj n(j)- (3.10)

TESM

Yhtalo (3.10) on niin kutsuttu lineaarinen kohdistusongelma (engl. linear assignment
problem, LAP). LAP maaritelldaan yleisesti luvussa 3.5 ja sen ratkaisualgoritmi, unkari-
lainen algoritmi, esitelldan luvussa 3.6. ML-assosiaation laskennallinen kompleksisuus
on polynominen kohteiden lukumaéaran suhteen eli optimaalisen ratkaisun laskettavuus
sailyy, vaikka ratkaisujoukon S,,; koko kasvaa kombinatorisesti.
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3.5 LINEAARINEN KOHDISTUSONGELMA

Lineaarinen kohdistusongelma (engl. linear assignment problem, LAP) on kombinatorinen,
lineaarinen optimointiongelma (engl. linear program, LP), jossa n alkiota kohdistetaan
n:aan toiseen alkioon yksi yhteen -vastaavuuden rajoittamana siten, etta kohdistuksen
yhteenlaskettu kustannus minimoituu [22].

Maaritelma 3.2 (Lineaarinen kohdistusongelma). Olkoon C = [cij] € R™" kustannus-
matriisi ja x;; € {0, 1} padtésmuuttuja, joka saa arvon 1 jos rivi i kohdistetaan sarakkee-
seen j. LAP on optimointiongelma

n n
man Z cijxij

Yij i=1j=1

kunz xj=1, Vie {1,..,n}
J

inj =1, V_] (S {1,...,]’1}
i
xij S {0, 1}

Ongelman ratkaisu voidaan esittdd permutaationa 7 : {1,...,n} - {1, ..., n}, joka kuvaa
jokaisen kustannusmatriisin rivin yhdelle sarakkeelle. Talloin paatosmuuttujat ovat
Xi,#;) = 1 ja muut nollia. Optimointiongelma voidaan tallgin esittéd muodossa

n
T =arg minZ Ci (i) (3.11)
T =1

Yhtalo (3.11) on identtinen ML-assosiaation muotoilun (yhtalo (3.10)) kanssa, kunn = M
ja C on yhtalon (3.9) termien muodostama ML-kustannusmatriisi. Tydssa kasiteltava
assosiaatio-ongelma on siis lineaarinen kohdistusongelma, jonka kustannusmatriisin
alkiot ovat suuntimamittausten nelidityja innovaatioita normalisoituna mittauskohinan
varianssilla.

3.5.1 GRAAFIMUOTO

Lineaarinen kohdistusongelma voidaan esittaa taydellisen kaksijakoisen graafin minimi-
painosovituksena (engl. bipartite graph minimum weight perfect matching).

Maaritelma 3.3 (Kaksijakoinen graafi). Graafi G = (U, V, E) on kaksijakoinen, jos sen
solmut voidaan jakaa kahteen aarelliseen joukkoon U ja V siten, etta jokaisen sarman
toinen paatesolmu kuuluu joukkoon U ja toinen joukkoon V. Graafi on lisdksi taydellinen,
jos |U| = |V] ja joukkojen U ja V vélilla on sarma jokaiselle solmuparille.
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Olkoon kustannusmatriisia C = [cij] vastaava painotettu tdydellinen graafi
G = (U, V,E), jonka solmujoukot U ja V vastaavat kustannusmatriisin riveja ja sarak-
keita, ja jonka sdrmaé (i, j) € E on painotettu kustannuksella c; .

Maaritelma 3.4 (Taydellinen sovitus). Graafin sovitus (engl. matching) on sen sarmien
osajoukko M C E, jonka sarmilld ei ole yhteisia paatesolmuja. Sovitus on taydellinen
(engl. perfect), jos jokainen solmu kuuluu johonkin sovituksen sarmaan, mika taydelli-
sessd kaksijakoisessa graafissa vastaa bijektiota U — V.

Madritelma 3.5 (Minimipainoinen tédydellinen sovitus). Painotetun graafin taydellinen
sovitus M on minimipainoinen, jos se minimoi siihen kuuluvien sédrmien painojen sum-
man Z; HeacCijkaikkien téydellisten sovitusten joukossa.

LAP:n ratkaisu vastaa tdsmalleen taman graafin minimipainoista taydellista sovitusta.
Kuva 3.2 esittaa yksinkertaisen kuuden solmun graafin minimipainosovituksen.

(N, ()

Kuva 3.2. Kaksijakoisen graafin (U, V, E) tdydellinen minimipainosovitus. Sovituk-
seen kuuluvat sarmat lihavoituna.

Graafiesitysta tarkastellaan, koska se tuo LAP-ongelman rakenteen selkeasti esiin. Tama
auttaa kappaleessa 3.6 esitettavan ongelman ratkaisun kasittelyssa, jossa keskeiset
ratkaisua edistavat operaatiot voidaan esittaa graafia muokkaavina operaatioina.

3.5.2 LASKENNALLINEN KOMPLEKSISUUS

Lineaarinen kohdistusongelma kuuluu kokonaislukuarvoisten lineaaristen ohjelmien
(engl. integer linear program) luokkaan, ja yleisesti taméan luokan ongelman ratkaisemi-
nen on NP-vaikeaa. LAP on kuitenkin erikoistapaus, joka on ratkaistavissa polynomises-
sa ajassa. Sen kokonaislukurajoite x;; € {0, 1} voidaan relaksoida jatkuvaksi rajoitteeksi
x;j € [0,1], ja ndin saatu lineaarinen ongelma voidaan ratkaista tavanomaisilla LP-me-
netelmilla, kuten simplex-algoritmilla. Olennaista on, etta relaksoidun ongelman optimi
saavutetaan aina kokonaislukupisteessa. Tama on LAP:n ehtomatriisin rakenteellinen
erikoispiirre, jota kutsutaan sen tdydelliseksi unimodulaarisuudeksi (engl. total unimodu-
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larity) [22]. Taydellinen unimodulaarisuus takaa sen, etta relaksoidun ongelman ratkaisu
on kokonaislukuarvoinen [22]. Koska relaksoitu ongelma minimoi saman kustannuksen
kuin alkuperainen ongelma, sen ratkaisu on myos alkuperdisen ongelman optimiratkaisu.

Kaytannossa LAP ratkaistaan algoritmeilla, jotka hyddyntavat ongelman rakennetta
tehokkaammin, kuin yleiset LP-menetelmat. Kuhnin [23] unkarilainen algoritmi (luku
3.6) ratkaisee n alkioisen LAP:n O(n4)-ajassa [24] ja Jonker-Volgenantin parannettu
variantti saavuttaa O(n*)-kompleksisuuden [25]. Tdm4 on pienin tunnettu laskennallinen
kompleksisuus, jonka LAP-algoritmi voi saavuttaa ilman lisdaoletuksia kustannusmatrii-
sin rakenteesta [26]. Numeeriset kirjastot, kuten SciPy toteuttavat tyypillisesti Jonker-
Volgenant -tyyppisen variantin.

3.6 UNKARILAINEN ALGORITMI

Unkarilainen algoritmi [23] ratkaisee LAP:n LP-duaalisuuteen perustuvan tdydentyvan
I6ysyyden (engl. complementary slackness) avulla. Se yllapitdd niin sanottua kdypaa
duaaliratkaisua ja kasvattaa sitd vastaavaa primaalisovitusta vuorotellen, kunnes sovitus
on taydellinen.

Tassa aliluvussa kaydaan lapi algoritmin toiminnan ymmartamiseksi tarvittavat LP-
duaalisuuteen liittyvat kasitteet, kuvataan itse algoritmi pseudokoodina ja tarkastellaan
sen kompleksisuutta.

3.6.1 LAP:N DUAALI

Unkarilainen algoritmi rakentuu LAP:n ja sen duaaliongelman vuorovaikutukselle. Duaa-
liongelmassa etsitaan valittujen kustannusten summan Zcijxij alaraja, jonka kanssa
primaaliratkaisua voidaan verrata. Jos jollakin sovituksella primaaliratkaisussa saavu-
tettu kustannus on sama kuin duaaliongelman alaraja, sovituksen taytyy olla optimaa-
linen. Algoritmi kayttaa tata periaatetta hyvakseen yllapitamalla duaalimuuttujia, joiden
summa antaa alarajan, ja kasvattamalla sovitusta lisaamalla sarmia, joiden kustannus
on yhta suuri kuin niihin liittyvien duaalimuuttujien summa.

Kaytannossa siis jokaiselle riville i liitetadn duaalimuuttuja u; ja jokaiselle sarakkeelle j
duaalimuuttuja v;. Duaaliongelmaksi saadaan [22]

n n
maxz u; + Z v;
wPii=1 =1 (3.12)

kunu; +v; < ¢ V(i j).

Rajoite u; + v; < ¢;; varmistaa, ettd yhdenkaan sarman kustannusta ei yliteta. Duaalin
tavoitearvo 3. u; + Zj v; on kaikkien mahdollisten sovituskustannusten alaraja.
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Maaritelma 3.6 (Kidypa potentiaali). Paria (u, v), joka toteuttaa kaikki duaalin rajoitteet,
kutsutaan kdyvéksi potentiaaliksi (engl. feasible potential).

Maaritelma 3.7 (Tiukka sarma). Sarma (i, j) on kdyvéan potentiaalin (u, v) suhteen tiukka
(engl. tight), jos u; + vj = ¢;;. Erotus ¢;; — (ui + vj) > 0 on sarman Idysyys (engl. slack).

Kédypa potentiaali ja tiukat sarmét muodostavat aligraafin G, , = (U, v, Eu,v), jossa
E,, = {(i,j) €EE:u+v;= cij}. Algoritmi pyrkii kasvattamaan tiukkojen sarmien ali-
graafien sovitusta siten, etta lopulta I6ytyy taydellinen sovitus.

Unkarilaisen algoritmi perustuu LP-duaalisuudesta johdettuun taydentyvaan Idysyyteen
(engl. complementary slackness) [22].

Lause 3.8 (Taydentyvai lIoysyys). Olkoot x primaaliratkaisu ja (u, v) kdypé duaaliratkaisu.
Talloin molemmat ovat optimaalisiajosjavainjos xij(cij —u;— vj) = O jokaiselle parille
(i, j) eli jokainen valittu sarma on tiukka.

Taydentyva l0ysyys on ehto primaali- ja duaaliratkaisujen optimaalisuudelle. Ne ovat
ongelman optimaalinen ratkaisu jos ja vain jos ratkaisut tayttavat taydentyvan [6ysyyden
ehdon [22].

3.6.2 UNKARILAINEN ALGORITMI

Lause 3.8 tarkoittaa algoritmin toiminnan kannalta sit3, etta optimiratkaisun I6ytamisek-
si tarvitsee yllapitaa kdaypaa potentiaalia (u, v) ja etsittava taydellista sovitusta tiukkojen
sarmien muodostamassa aligraafissa Guv [22]. Algoritmi 3.1 esittaa tata ominaisuutta
hyodyntavan unkarilaisen algoritmin pseudokoodina. Algoritmi alustetaan jollain kayval-
|a potentiaalilla ja tyhjalla sovituksella.

Maaritelma 3.9 (Vuorotteleva ja tdydentava polku). Vuoroteleva polku (engl. alternating
path) on polku, jonka sdrmat kuuluvat vuorotellen sovitukseen M ja sen ulkopuolelle. Li-
sdyspolku (engl. augmenting path) on vuorotteleva polku, jonka kummatkin paatesolmut
ovat sovittamattomia eli eivat kuulu yhteenkaan sovituksen sarmaan.

Maaritelma 3.10 (Symmetrinen erotus). Joukkojen A ja B symmetrinen erotus on
A©B=(A\B)U(B\A). (3.13)

Jos lisdyspolku P 16ytyy, sovitusta kasvatetaan symmetrisella erotuksella M «— M © P.
Joukkojen symmetrinen erotus M © P sisaltaa ne sarmat, jotka kuuluvat tdsmaélleen
toiseen joukoista M ja P. Kun P on taydentava polku, operaatio M «— M © P korvaa
polun varrella olevat sovitussarmat polun sovittamattomilla sarmilla. Koska taydentavan
polun pituus on pariton ja sen paat ovat sovittamattomia, sovittamattomia sarmia on yksi
enemman kuin sovitussarmia. Talloin sovituksen koko kasvaa yhdella.
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1: Unkarilainen algoritmi

1: procedure UNKARILAINEN(C),)

2: > Syote: kustannusmatriisi C € R™"

3: > Tulos: minimipainoinen sovitus M

4.

5: > Alusta kaypa potentiaali ja tyhja sovitus

6:  (u,v) « kdypa potentiaali

7. M@

8:

9: > Kasvata sovitusta kunnes se on taydellinen

10:  while M ei ole taydellinen do

11: Gy, < tiukkojen sarmien aligraafi

12: find lisdyspolku P aligraafissa G,, ;,

13:

14: if lisdyspolku P 16ytyi then

15: > kasvatetaan sovitusta

16: M-MOP

17: else

18: > paivita potentiaalia uuden tiukan sarman luomiseksi
19: d « pienin sarmien I6ysyys puun ulkopuolelle
20: paivita (u, v) siten, ettd kdypyys sailyy ja uusi tiukka séarma syntyy
21: end

22: end

23:

24:  return M

25: end

3.6.3 LASKENNALLINEN KOMPLEKSISUUS

Algoritmin 3.1 jokainen iteraatio joko kasvattaa sovituksen kokoa yhdella tai lisda
aligraafiin yhden uuden tiukan sarman. Koska sovituksen maksimikoko on n ja tiukkoja
sarmia on korkeintaan n?, algoritmi paattyy darellisessd maarassa iteraatioita.

Kuhnin [23] alkupergisen algoritmin toteutuksen laskennallinen vaativuus on O(n*).
Jonker ja Volgenant [25] paransivat algoritmia ©(n?®)-kompleksisuuteen lyhyimpiin
lisdyspolkuihin perustuvalla toteutuksella. (9(n3)—kompleksisuus on alin tunnettu taso,
jonka minimipainosovitukseen perustuva kohdistusalgoritmi voi saavuttaa ilman ongel-
maan liittyvid muita oletuksia [26].

3.6.4 VAIHTOEHTOISET APPROKSIMATIIVISET RATKAISUMENETELMAT

Unkarilaisen algoritmin polynomisesta kompleksisuudesta huolimatta kaytannon sovel-
luksissa hyodynnetaan myos approksimatiivisia ja heuristisia ratkaisumenetelmia.
Motivaationa on tyypillisesti nopeampi suoritusaika, parempi rinnakkaistettavuus tai
ongelman rakenteen tehokkaampi hyodyntaminen.

Ahne kohdistus (engl. greedy assignment) kohdistaa havainnot iteratiivisesti minimoi-
malla yksittdaisen kohdistuksen kustannuksen kerrallaan, ottamatta huomioon muita
kohdistuksia. Algoritmin kompleksisuus on O(nz), mutta ratkaisun optimaalisuutta ei
voida taata, silla paikallisesti pienimman kohdistuksen valinta voi pakottaa myohemmat
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kohdistukset kalliisiin pareihin. Pienella kohdemaaralla tai suurilla kohteiden valisilla
kulmaetaisyyksilla ahne ratkaisu tuottaa usein optimituloksen tai hyvin lahella optimia
olevan tuloksen.

Huutokauppa-algoritmi (engl. auction) [27] ratkaisee LAP:n niin kutsutun e-relaksaation
kautta. Huutokaupan “ostajat” eli rivit kdyvat huutokauppaa iteratiivisesti "hyddykkeista”
eli sarakkeista LP-ongelman duaalimuuttujien u; paivitysten avulla. Algoritmi suppenee
¢-optimaaliseen ratkaisuun, jonka maksimiero todelliseen optimiin maarataan paramet-
rilla e. Kaytannossa parametri saatelee miten "aggressiivisesti” ostajat kayvat kauppaa.
Pienemmat e-arvot tuottavat tarkemman ratkaisun, mutta hidastavat ratkaisun suppene-
mista. Algoritmin suorituskyky riippuu siis €:n valinnasta ja LAP:n kustannusmatriisin
rakenteesta.

Lineaariaikainen approksimaatio on Duan ym. [26] esittdma maksimipainosovituksen
(1 — )-approksimaatio, joka saavuttaa aikavaativuuden O(me~!log(¢~!)), jossa m on
graafin sarmien lukumaara. Se voi olla tydon ongelmanasettelussa hyodyllinen, jos kohde-
maarat ovat suuria ja optimaalisuusvaatimuksesta voidaan joustaa.

Sovelluskohtaiset algoritmit muodostavat oman ryhmansa. Chen ym. [28] kehittivat ML-
pohjaiseen suuntima-assosiaatioon O(nz)-aikavaatimukseen kykenevan kohdistusalgo-
ritmin, joka kayttaa hyvakseen assosiaatio-ongelman kustannusrakenteen unimodaali-
suutta tiettyjen lisdoletusten vallitessa.

Tassa tyossa kaytetdan lahtokohtaisesti Unkarilaista algoritmia, mutta suorituskyky-
vertailussa sita verrataan kahteen vaihtoehtoiseen ratkaisutapaan: ahneeseen kohdistu-
keen ja huutokauppa-algoritmiin.

3.7 ASSOSIAATION HYVYYS

ML-kohdistus tuottaa permutaation 7z, mutta permutaatio ei itsessdan kuvaa kohdis-
tuksen luotettavuutta. Tassa tydssa assosiaation onnistumista mitataan eri todennakoi-
syysmitoilla. Kohteittainen todennékdisyys P; kuvaa yksittdisen assosiaation onnistu-
mista, keskimaarainen kohteittainen todennakaoisyys Py keskimaaraista havaintokoh-
taista onnistumistodennakdisyytta ja globaali todennékaisyys F, kuvaa todenndkdisyyt-
ta, etta koko permutaatio on oikein.

3.7.1 OIKEAN ASSOSIAATION TODENNAKOISYYS

Olkoon 7, oikea assosiaatio, jolla on identiteetti 7,(j) = j ja # ML-kohdistuksen tuot-
tama permutaatio. Yksittdisen kohteen j oikean assosiaation todenn&koisyys on

P = P(#(j) = mo(j)) = E[1[(#()) = mo(D]]; (3.14)

jossa 1[-] on indikaattorifunktio. Keskiméaarainen kohteittainen todennakdisyys on kes-
kiarvo kaikkien kohteiden yli
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1 M
Peesk = 7 jZ:le. (3.15)

Vastaavasti globaali todennakdisyys eli todennakoisyys etta koko permutaatio on oikein,
on

B = P(% = 7y) (3.16)

Todennékdisyydelle B, saadaan suljettu muoto kahden kohteen tapauksessa (luku 4).
Yleisessa M kohteen tapauksessa suljetun muodon johtaminen vaatisi kaikkien M! — 1
virhepermutaation samanaikaisen tarkastelun, eikd sille tunneta suljettua muotoa.
Luvun 4 analyyttiset tulokset kayttavat globaaleja todennakoisyyksia.

3.7.2 EMPIIRINEN OIKEAN ASSOSIAATION TODENNAKOISYYS

Yleisessa tapauksessa todennakoisyyksille (3.14) ja (3.16) ei tunneta suljettua muotoa.
Sen sijaan estimoidaan onnistumistodennakaoisyytta kayttamalla Monte Carlo -simulaa-
tiolla tuotettua estimaattia (luku 5). Olkoon 7, oikea assosiaatio, jossa 7y (j) = j ja 7
Monte Carlo -kokeen k tuottama permutaatio. Globaali empiirinen kohdistustarkkuus Pg
on niiden kokeiden k osuus, joilla permutaatio on taysin oikein

1 K
== D[ = 7ol (3.17)

Estimoitu kohteittainen kohdistustarkkuus P,.q on yksittdisten oikein kohdistettujen
havainto—kohde -parien osuus kaikista pareista

K M
Pw =737 2 2, 1) = i) (3.18)

Suurten lukujen lain nojalla Pg — Eja Prek — ﬁ 23\4:1 Pj, kun K — oo, joten kummatkin
estimaattorit ovat harhattomia ja tarkentuvia.

Kohteiden lukumaaran kasvaessa globaali tarkkuus pienenee nopeasti, silla satunnaisen
permutaation todennakdisyys olla taysin oikein on 1/M!. Kohteittainen tarkkuus piene-
nee hitaammin, koska satunnaisarvauksen alaraja on 1/M. Tasta syysta taman tyon
empiirisissa tarkasteluissa hyvyysmittarina kéytetdan kohteittaista tarkkuutta Py Li-
saksi kdytannon sovelluksissa ei usein ole tarpeellista, ettd koko kohdistus on oikein,
vaan riittaa, etta riittavan suuri osa assosiaatiosta onnistuu.

3.8 TARKASTELIJOIDEN SIJOITTELUONGELMA

Tarkastelijoiden sijoitteluongelma (engl. sensor placement / sensor selection) vastaa
kysymykseen: mikd osajoukko aarellisesta sijaintien joukosta kannattaa valita, etta
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valittu suorituskykykriteeri minimoituu tai maksimoituu? Sijoittelun motivaationa voi olla
esimerkiksi rajattu maara kaytossa olevia resursseja tai halu pitéaa havaitun datan maara
mahdollisimman pienena.

Olkoon 8§ = {sy, ..., ;. } ehdokassijaintien joukko ja w; € {0, 1} valintamuuttuja, joka ker-
too otetaanko sijainti [ kayttoon. Sijoitteluongelma on talloin
min f(w)
we{O,l}L

ehdolla [|w], = K,

(3.19)

jossa K on valittavien tarkastelijoiden lukumaara ja f : {0, 1}L — R on optimoitavaa
suorituskykya kuvaava kohdefunktio.

Sijoitteluongelma on kombinatorinen optimointiongelma, jonka tyhjentdva haku vaatii
(;) kombinaation lapikaynnin. Suurilla L:n ja K:n arvoilla tyhjentava haku ei ole lasken-
nallisesti mahdollista. Lapikaynnille on esitetty relaksaatio- ja approksimaatiopohjaisia
menetelmid, mitka loytavat [ahes optimaalisen ratkaisun yleensa joidenkin lisdoletusten
turvin [5], [6]. Tasséa tyossa valittavien tarkastelijoiden maara pidetdan riittavan pienina
(K < 2),jolloin tyhjentéva haku ehdokasjoukon yli on suoritettavissa.

3.8.1 ESTIMOINTITARKKUUS JA ASSOSIAATIOTARKKUUS KOHDEFUNKTIONA

Sensorinasetteluongelmassa kohdefunktiona kaytetdaan estimointitarkkuutta, yleisim-
min informaatiomatriisista (FIM) johdettuja optimaalisuuskriteereja [5], [6]. Fisher-infor-
maatio kuvaa, kuinka paljon havainnot sisaltavat informaatiota estimoitavasta paramet-
rista. Skalaariparametrille 6 se maaritellaan

2
J(O) = —[E[% In p(z | @)] (3.20)

ja vektorimuotoiselle parametrille 8 € R< vastaava Fisher-informaatiomatriisi on
F(6) = —E[V&?In p(z | 6)]. (3.21)
Harhattoman estimaattorin 8 virhekovarianssille patee Cramér—Rao-alaraja
cov(d) = F(6)7", (3.22)

jossa epayhtalo tarkoittaa, ettd erotus cov(é) — F(G)_1 on positiivisesti semidefiniitti.
Alaraja kertoo siis, kuinka tarkasti parametri voidaan parhaimmillaan estimoida annetuil-
la havannoilla.

Suuntimamittausten tapauksessa estimoitava parametri on kohteen sijainti 6 = (x, y) ja
tarkastelijan i todellinen suuntima on h;) = atan2(y — y;, x — x;). Valittujen tarkasteli-
joiden joukon w Fisher-informaatiomatriisi kohteen sijainnilla 6 on talloin
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1
Fw,0) = Y, =VhyeVhyg) (3.23)
itw;=1"i
jossa suuntiman gradientti on Vh;g) = iz(—(y — Vi, X — xi))T jar; =6 —s;|| on tar-
Ty

kastelijan ja kohteen vdlinen etéisyys.

A-optimaalisuus minimoi virhekovarianssin diagonaalialkioiden summan eli jaljen
faw) = te(F(w,6)7"), (3.24)

mika vastaa keskimaardisen estimaatiovirheen minimointia. D-optimaalisuus minimoi
Fisher-informaation kaanteismatriisin determinantin det F(w, 6)_1, mika vastaa epévar-
muusellipsin tilavuuden minimointia, ja E-optimaalisuus minimoi F(w, 6)_1:n suurim-
man ominaisarvon, mika vastaa suurimman virhesuunnan minimointia [6].

Kriteereille on yhteista se, ettda ne mittaavat, kuinka tarkasti kohteen sijainti voidaan esti-
moida valituilla tarkastelijoilla. Ne siis olettavat, ettda assosiaatio kohteen ja havainnon
valilla on jo tehty. Taman tyon assosiaatio-ongelmassa estimoitava suure on assosiaa-
tiopermutaatio 7 € Sy, ei jatkuva sijaintiparametri.

Tassa tyossa tarkastellaan estimaatiovirheelle vaihtoehtoista kohdefunktiota, assosiaa-
tiotodennakoisyytta. Kohdefunktiona kadytetaan kahden kohteen tapauksessa globaalia
oikean assosiaation todennakoisyytta

Jo(w) = B(w). (3.25)

Useamman kohteen (M > 2) tapauksessa kohdefunktiona kaytetdan empiirista keski-
maaraista assosiaatiotodennakoisyytta

Ja(w) = pkesk(w)- (3.26)

Useamman kohteen tilanteessa sijoittelun tarkkuutta estimoidaan Monte Carlo -simulaa-
tiolla (luku 5) ajamalla simulaatio jokaiselle sijoittelulle w.
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4 ANALYYTTINEN TARKASTELU

Seuraavaksi etsitdan suljetun muodon ratkaisu assosiaatiotodennakoisyydelle tarkaste-
lijan kulmavirheen ja kohteiden kulmaerotuksen funktiona. Tarkoituksena on muodostaa
analyyttinen pohja, johon simulaatiotuloksia voidaan myohemmin verrata, seka tunnistaa
ne suureet, jotka maarittavat assosiaation onnistumisen.

4.1 KAKSI KOHDETTA JA YKSI TARKASTELIJA

Olkoon kohteiden lukumaara M = 2 ja tarkastelijoiden N = 1. Oletetaan my®ds, etta tar-
kastelijoiden mittauskohinan keskihajonnat ovat samat o = 0; = g,. Olkoon kohteiden
todelliset suuntimat tarkastelijan nakokulmasta 6;, 6, € (-, ] ja niitéd vastaavat, mit-
tauskohinan vaaristamat mittaukset, z,, z,. Luvun 3.4 mukaisesti kustannusmatriisiksi
saadaan

C= [011 012] _ L[(zl - 61)2 (z1 — 62)2 (4.1)

¢ C|  202|(z,-6,) (23— 6,

Lineaarinen kohdistusongelma valitsee permutaation 7 siten, etta

M
7 = argmin Z Cir(i)- (4.2)
T =1

Mahdolliset permutaatiot ovat 7, = [1,2]jam; = [2, 1]. Saadaan kokonaiskustannukset

S(mg) = c11 + ¢ =(21 — 91)2 + (23— 92)2
, , (4.3)
S(my) =cip+ ¢y =(21—6,)" + (2, —6,)".

Yhtalon (4.1) vakiotermi 1/(20’2) on jatetty huomiotta, koska se ei vaikuta minimointiin
tapauksessa, missa kohinatermit ovat samat. ML-assosiaatio valitsee permutaation 7,
jos S(7ry) < S(7ry) eli kun pdéatossuure A < 0:
A = S(7p) — S(71)
2 2 2 2 (4.4)
=(z1—-61)" + (22— 6,)" — (21— 6,)" — (2, — 6))" <.

Havaintomalli on muotoa z; = 6; + w; (yhtalo (3.2)). Merkitddn kohteiden kulmaerotusta
tarkastelijan ndkokulmasta A6 = 6, — 6,. Sijoittamalla yhtalo6n (4.4) saadaan

A = —2A9(w1 - wZ) - 2A92

(4.5)
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Kohteiden jarjestys on mielivaltainen, joten voidaan olettaa, ettd A6 = 6; — 6, > 0. Tal-
I6in yhtalon (4.5) ehto pelkistyy muotoon

—2A0(w; —w, + AB) <0
(4.6)
=> w, — Ww; < Af.

Merkitdan W = w, — w,. Koska w;, w, ~ N'(0,0?) ovat toisistaan riippumattomia, on
W ~ NN(0,202). Oikea kohdistuksen todennikéisyys on siis P(W < A6). Standardoi-
malla saadaan

Paen = P(W < A6) = P(i < A—e)

V2o V2o
(%)

missd @ on standardinormaalijakauman kertymafunktio, AG on kohteiden valinen kul-

(4.7)

maerotus ja o on tarkastelijan kulmavirhe.

Koska kahdella kohteella ja yhdella tarkastelijalla tarkasteltavana on vain kaksi permu-
taatiota, ML-kohdistusongelma pelkistyy binaariseksi hypoteesitestiksi. On hyodyllista
havaita, etta oikean kohdistuksen todennakdisyys riippuu ainoastaan kohinan tasolla
normalisoidusta kulmaerosta A9/c. Tulos on intuitiivinen: mitd enemman kohteet ovat
erillaan tarkastelijan nakokulmasta suhteessa mittauskohinaan, sita helpompi ne on
erottaa toisistaan.

Taulukko 4.1 esittda assosiaatiotodennakaoisyyksia erailla normalisoidun kulmaeron ar-
voilla. Etta saavutettaisiin 95 prosentin luotettavuus, kulmaerotuksen tulee olla noin 2.33
kertainen kohinan keskihajontaan nahden.

Taulukko 4.1. Oikean assosiaation todenndkoisyys normalisoidun kulmaeron eri

arvoilla.
AB/c | Pyikein
0.0 |[50.0%
0.5 [63.8%
1.0 |76.0%
20 [921%
2.33 195.0%
3.0 |98.3%
4.0 [99.8%




ANALYYTTINEN TARKASTELU 26

4.2 KAKSI KOHDETTA JA N TARKASTELIJAA

Kahden kohteen tapaus yleistyy usealle tarkastelijalle suoraviivaisesti. Sallitaan lisaksi
tarkastelijoille omat kohinatasot g,,, jolloin tulosta voidaan soveltaa erisuuruisten kulma-
virheiden tarkastelijajoukkoon. Olkoon M = 2 ja tarkastelijoiden lukumaara N, joista
kukin tuottaa riippumattomia kohinamittauksia varianssilla o2. Kustannuksiksi hypotee-
seille saadaan

N
1
S(mo) = 2 5 (Em = Om)” + (Zn2 = 612’
S 4.8)
N (4.
S(m) = Y, 53] (@m = On2)’ + (22 = Om)’ |
n=1<%n
P&aatdssuureeksi A saadaan
(4.9)
Z — = ((Zn = Om)? + (Znz = On2)’ = Z = On2)’ = (Znz = O)?).
n=1 l’l
Sijoitetaan z,,; = By,; + Wy;, Missd wy,; ~ N(0, o7). Tarkastelijalle n ptee
(Zn1 — enl)2 = w%ll
(Zn2 — 9712)2 = w%zz
(4.10)

2
(an - enz) = w%l + 2wnlAen + A@%

2
(Zn2 - 6nl) = w%z - 2wnZAen + A@%,

missd A9, = 6,,; — 6,,,. Sijoittamalla (4.10) yhtdloon (4.9) nelidtermit supistuvat ja
saadaan

A= Z 2( 2w, Ay, + 2w, AD, — 2A62)

N A6 (4.11)
= Z zn — Wy1) — ABy).
n=1 On
Koska valintaehtona on A < 0, voidaan (4.11) kirjoittaa muotoon
N
AB, AG?
Z L (Wyy — W) < Y, —=. (4.12)
n=1 Un n=1 On

Merkitdan epdyhtalon (4.12) vasenta puolta W. Se on riippumattomien, normaalijakau-
tuneiden kohinatermien painotettu summa, joten myos W on normaalijakautunut ja
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keskiarvoltaan nolla. Koska w,,;, w,,, ovat riippumattomia ja kummankin varianssi on o2,
erotuksen w,,, — w,; varianssi on 2. W:n varianssiksi (Var) saadaan

N 2

A6
Var(W) = Z G4n . Var(wnz _ wnl)
n=1 n
N g2 (4.13)
=2 Z n
n=1 0.721
Merkitaan p = ZLI(A@%)/G%,JoHoin W ~ N(0,2u). Standardoimalla saadaan
K K
Poikein = P(W < ) = @(T’u) = q)(\/;>
(4.14)
N
1 ABZ
=& _ Z n
2 n=1 O'%

Jokainen tarkastelija n lisd4 assosiaatiotarkkuuteen termin A62 /a2 eli sen havaitseman
kohteiden kulmaerotuksen normalisoituna kohinan varianssilla. Tarkastelijat, jotka ha-
vaitsevat suuren kulmaerotuksen ja joilla on pieni kohinataso vaikuttavat assosiaation
onnistumiseen eniten. Tarkastelijoiden lisdaminen kasvattaa assosiaatiotodennakoi-
syytta, mutta ei lineaarisesti. Tarkastelijan tarkkuus vaikuttaa sen lisdéamaan informaa-
tioon kaantaen nelidllisesti.

Jos kaikki N tarkastelijaa ovat samanlaisia ja havaitsevat saman kulmaerotuksen,
summa pelkistyy muotoon

Poikein = ®<\/§%e) = (I)(\/N\/A_—ZQ) (4.15)

Yhden tarkastelijan tulokseen (4.7) verrattuna havaitaan, ettd samanlaisten tarkasteli-
joiden lisdaminen parantaa erottelukykya nelidjuuren verran. Nelinkertainen tarkastelija-
maara vastaa siis kulmaerotuksen puolittamista.

4.3 YLEINEN TAPAUS

Analyyttinen tarkastelu monimutkaistuu kohteiden maaran kasvaessa huomattavasti.
Yleisessa M kohteen tapauksessa assosiaatiopermutaatioiden maara on M!. Todenna-
koisyys, etta oikean permutaation 7z kustannus on pienempi kuin jokaisen muun M! — 1
permutaation kustannus on

Piikein = P(S(ﬂo) < S(ﬂ'k)’Vk F* 0)

(4.16)
= P(Ak > 0,Vk 5& 0),
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jossa Ay = S(my) — S(7ry) on permutaation 7r;, paatdossuure.

Paatossuureet Ay ovat normaalijakautuneiden kohinamuuttujien lineaarisia yhdistelmia,
joten kukin niistd on normaalijakautunut. Ne eivat kuitenkaan ole toisistaan riippumat-
tomia, silla kaikkien permutaatioiden kustannukset lasketaan samoista mittauksista,
mika tekee niista keskenaan korreloituneita. Kahden kohteen tapauksessa ehtoja oli
vain yksi, mikd mahdollisti yksinkertaisen suljetun muodon Iéytdamisen. Useamman
kohteen yhteistodennékdisyydelle suljetun muodon I6ytdaminen on siis huomattavasti
haastavampaa, ja tasta syysta tassa tydssa monimutkaisempia tilanteita tarkastellaan
numeerisesti Monte Carlo -simuloinnilla.

4.4 POIKITTAISRESOLUUTIO

Kaytannon sovelluksissa on joskus kaytannollisempaa tarkastella kulmaerotuksien si-
jasta sijainteja ja etdisyyksia tasossa. Nain voidaan vastata kysymyksiin kuten kuinka
lahella toisiaan kaksi kohdetta voivat sijaita, jotta ne voidaan erottaa luotettavasti jonkin
tarkastelijan tai tarkastelijajoukon nakokulmasta. Kohteiden erottelukykya on tutkittu
suuntima- ja antennikirjallisuudessa [29], [30], [31]. Tassa tyossa rajaa lahestytdédn asso-
siaation onnistumistodennakaoisyyden kautta.

Olkoon R kohteiden likim&ardinen etdisyys tarkastelijasta, A8 kohteiden kulmaerotus ja
d, tarkastelijan havaitsema kohteiden valinen poikittaisetaisyys.

T

Kuva 4.1. Asetelman geometria. Yksi tarkastelija (kolmio) ja kaksi kohdetta (pisteet),
niiden valinen kulmaerotus A8 ja tarkastelijan virhekeila.

Kohteiden valiseksi kulmaetaisyydeksi saadaan
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A0\ d,

Kun R > d |, voidaan approksimoida tan(x) ~ x. Lisdksi 95 % assosiaatiotarkkuus edel-
lyttda AB/c > 2.33 (Taulukko 4.1). Sijoittamalla (4.17) saadaan

d, > 2.33Ro. (4.18)

Kutsutaan tata assosiaation poikittaisresoluutioksi eli pienimmaksi kohdevaliksi, jolla
saavutetaan luotettava 95 prosentin assosiaatiotarkkuus annetulla tarkastelijaetaisyy-
della R ja kulmavirheellad o.

Jos esimerkiksi tarkastelijan kulmavirhe on o = 1° =~ 0.0175 rad ja tarkastelijaetaisyys
on 100.0 km, vaadittu poikittaisetaisyys on

2.33-100.0 km - 0.0175 rad ~ 4.1 km.

On olennaista huomata, etta poikittaisresoluutio skaalautuu suoraan tarkastelijaetaisyy-
den ja kulmavirheen tulon kanssa, eli d;, « Ro. Kohteet on siten sitd vaikeampi erottaa
toisistaan, mitd kauempana ne ovat tarkastelijasta ja mita suurempi tdma kulmavirhe on.

4.5 SUUNTIMAMITTAUSTEN INNOVAATION KAARINTA

Edelld kustannusfunktiossa (yhtalo (3.9)) ja tdmaén luvun analyyttisissa tarkasteluissa
suuntiman ja havainnon erotus on kasitelty tavallisena reaalilukujen erotuksena z — 6.
Suuntimat ovat kuitenkin 27-jaksollisia (luku 3.2). Arvot —7 ja 7t edustavat siis samaa
suuntaa ja lahella arvoalueen (-, 7] rajaa tavallinen erotus voi antaa kahdelle l1ahekkai-
selle suunnalle virheellisen suuren etaisyyden. Jaksollisuus huomioidaan korvaamalla
tavallinen erotus kaaritylla etdisyydella, joka palauttaa kahden kulman valisen lyhimman
etumerkillisen kaarietaisyyden:

A(6:,6,) =((6; — 6, + m)mod 27) — 7 € (—7, 7] (4.19)

Kaaritty etdisyys on sama kuin naiivi erotus tilanteissa, joissa kulmien erotus on pieni
|6; — 65| < 7. Simulaatioissa kustannusmatriisi muodostetaan kaarityilla etaisyyksilla,
jotta assosiaatio toimii oikein myos arvoalueen rajan ylitse.

Kaarityn etdisyyden nelio A(z, 9)2 ei kuitenkaan ole tasmalleen yhtapitava suurimman
uskottavuuden kustannuksen kanssa. Pienilla kulmavirheilla ja kulmaerotuksilla kaaritty
erotus kuitenkin approksimoi uskottavuuskustannusta riittavan hyvin, koska tyon tarkas-
telussa o ja kohteiden kulmaerotukset A6 ovat pienid. Kaarittyja etdisyyksia kayttavan
LAP:n ratkaisu siis approksimoi todellista ratkaisua riittavan hyvin pienilla kulmilla ja
kohinan variansseilla.
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5 SIMULAATIOT

5.1 DATAN GENEROINTI

Datan generointi toteutetaan Monte Carlo -simulaationa, jossa toistetaan suuri maara
itsendisia kokeita. Toistokokeiden tarkoituksena on saada tilastollisesti edustava otos
siitd, miten assosiaatio onnistuu, kun ainoastaan mittauskohina naytteistetdan uudel-
leen. Yksittdisessa kokeessa [ suoritetaan seuraavat vaiheet:

1. Todellisten suuntimien laskenta. Lasketaan jokaiselle tarkastelija—kohde-parille (i, j)
havaintomallin (3.2) mukaisesti todellinen suuntima 6.

6;; = atan2(y; — y;, X; — X;).

2. Mittausten simulointi. Lisataan jokaiseen laskettuun todelliseen suuntimaan riippu-
mattomasti naytteistetty normaalijakautunut kohina

I _ 1 1 2
Zij—eij+wij, wl]NN(O,O'l)

3. Kustannusmatriisin laskenta. Rakennetaan kustannusmatriisi yhtalon (3.9) mukai-
sesti.

4. Kohdistusongelman ratkaisu. Muodostunut LAP ratkaistaan Unkarilaisella algoritmil-
la. Ratkaisuksi saadaan permutaatio 7}, joka minimoi kokonaiskustannuksen.

5. Hyvyyden arviointi. Lasketaan oikein kohdistettujen kohde—havainto-parien lukuméaa-
ra.

M
Mhikein = 2, 1) = mo()))
j=1

Kokeita tehdaan L toistoa, ja kohteittaiset assosiaatiotodennakdisyydet lasketaan yhta-
I6n (3.18) mukaisesti. Tarkastelijoiden ja kohteiden sijainnit pysyvat kiinteinad kaikkien
toistojen ajan eli ainoastaan kohinatermit wll-j naytteistetaan uudelleen.

5.2 YMPARISTO

Simulaatio on toteutettu Rust-kielella. Simuloitujen ja analyyttisten tulosten esitys seka
vertailu on tehty Python-kielelld. Rust on valittu simulaation toteutuskieleksi hyvan suori-
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tuskykynsa takia. Taulukko 5.1 esittda simulaatiossa kadytetyt ohjelmistot ja laitteiston.
Yksittdisten kirjastojen versiot ovat saatavilla GitHub-repositoriossa [32].

Taulukko 5.1. Simulaatioissa kaytetty ohjelmisto- ja laitteistoymparisto.

Komponentti/ohjelmisto | Lisatieto/versio
Kayttojarjestelma Windows 11
Suoritin AMD Ryzen 5 5600
Muisti 16 GB RAM

Rust 1.94.0

Python 3.12.10

On huomattava, etta luvussa 6.5 esitetyt suoritusaikamittaukset ovat vertailukelpoisia
vain kaytetylla laitteistokonfiguraatiolla, eika tuloksia tule verrata eri laitteistojen valilla.

5.3 SIMULAATION SKENAARIOT

Simulaatioita ajetaan erilaisissa skenaarioissa. Eri skenaarioiden tarkoituksena on pal-
jastaa assosiaatio-ongelman geometriakohtaisia piirteita. Skenaariot on valittu siten, et-
ta yksinkertaiset tilanteet vahvistavat analyyttisesti todennettavia tuloksia kappaleesta 4
ja monimutkaisemmat skenaariot paljastavat geometrian, kollineaarisuuden ja optimaa-
lisen sijoittelun vaikutusta, joita on haastavampaa tutkia analyyttisesti.

5.3.1 KAKSI KOHDETTA JA YKSI TARKASTELIJA

Yksinkertaisin assosiaatiotilanne on se, jossa yksi tarkastelija tarkkailee kahta kohdetta.
Tarkastelijan havaitsema kohteiden kulmaerotus on A8 ja kohteet ovat etdisyydella R
tarkastelijasta. Skenaario toimii myos simulaation validoinnissa, silla luvun 4 analyyttiset
tulokset antavat tasmallisen vertailutason.

5.3.2 VINONELIO

Vinonelioskenaariossa nelja kohdetta on aseteltu vinonelion muotoisen monikulmion
karkiin. Geometria on valittu siten, etta kohdeparien kulmaerotus riippuu voimakkaasti
tarkastelijan sijainnista ja eri suunnista nahtyna eri kohdeparit ovat samalla suoralla.

5.3.3 Viva

Viiva-skenaariossa kohteet on asetettu jonoon. Tama on assosiaation kannalta erityisen
haastava geometria, silla viivan suuntaisesti tarkasteltuna kaikki kohteet ovat kollineaa-
risia. Skenaarion tarkoituksena on testata, millainen assosiaatiotodennakodisyys saavu-
tetaan hyvin degeneroituneessa tilanteessa.



32

6 TULOKSET

6.1 YKSI TARKASTELIJA JA KAKSI KOHDETTA

Tarkastellaan yksinkertaisinta mahdollista asetelmaa, jossa yksi tarkastelija havaitsee
kahta kohdetta. Tama mahdollistaa luvun 4.1 analyyttisen tuloksen (4.7) suoran vertaa-
misen simuloituihin tuloksiin. Kuva 6.1 esittaa asetelman geometrian.

A6

Kuva 6.1. Asetelman geometria. Yksi tarkastelija (kolmio) ja kaksi kohdetta (pisteet).
Kohteiden valinen kulmaerotus on A8 ja tarkastelijan kulmavirhe on o. Varjostettu
keila kuvaa tarkastelijan epavarmuusaluetta.

Kuva 6.2 esittdd yhtalon (3.16) globaalin ML-assosiaatiotarkkuuden E, yhden tarkaste-
lijan ja kahden kohteen tapauksessa kohteiden normalisoidun kulmaetdisyyden A6/c
funktiona. Analyyttinen tarkkuus (luku 4.1) saadaan normaalijakauman kertyméfunktios-
ta (4.7). Simuloitu tulos vastaa analyyttista tulosta. Tama on odotettavissa, silla kaytetty
globaalin kohdistusongelman ratkaisualgoritmi (unkarilainen) I6ytda optimaalisen koh-
distuksen (luku 3.6).

Assosiaatiotodennakoisyys kasvaa aidosti normalisoidun kulmaetaisyyden funktiona,
saavuttaen teoreettisen alarajansa (B, ~ 50 %), kun kohteet ovat tarkastelijasta nédhden
kollineaarisia. Tarkastelija on erottelukyvyltaan luotettava, kun kohteiden kulmaerotus on
vahintaan noin 2-3 kertaa suurempi kuin tarkastelijan keskihajonta. 95 % tarkkuuteen

paastaan, kun tama suhde on Ab/o ~ 2.33.
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Kuva 6.2. Assosiaatiotarkkuus kahden kohteen ja yhden tarkastelijan tapauksessa.
MC-kokeiden maara L = 10000.

Voimakkain assosiaatiotodennakoisyyden kasvu tapahtuu valilla 0 < A6 < 2, hidastuen
sen jalkeen. Kun AB/c — 0, ovat kohteet erottamattomissa toisistaan ja assosiaatio
pelkistyy puhtaaksi arvaukseksi. M:lle kohteelle yksittdisen kohteen oikean kohdistuksen
assosiaatiotodennakoisyys arvaamalla on 1/M ja taydellisen globaalin kohdistuksen
1/M!. Teoreettinen minimi siis pienenee hyvin nopeasti kohteiden lukuméaaran kasvaes-
sa.

6.2 GEOMETRIAN VAIKUTUS YHDEN TARKASTELIJAN
TAPAUKSESSA

Luvun 4 tulokset kuvaavat suljetun muodon assosiaation onnistumistodennakaoisyydel-
le kahdelle kohteelle. Useamman kohteen tilanteessa suljettua muotoa ei tunneta
(luku 4.3), joten geometrian vaikutusta tarkastellaan empiirisesti luvussa 5.3 esitellyilla
vinoneli6- ja viivaskenaarioilla.

6.2.1 VINONELIOSKENAARIO

Kuva 6.3 esittaa tarkastelijan sijainnin vaikutuksen assosiaatiotarkkuuteen vinonelidske-
naariossa neljalla eri tarkastelijan kulmavirheella. Tarkkuus on laskettu lampokarttana
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hilan jokaisessa solussa [ = 50 Monte Carlo -toiston keskiarvona. Lisdksi kuvaan on
merkitty kohteiden parittaiset kollineaarisuusakselit punaisella katkoviivalla.
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Kuva 6.3. Tarkastelijan sijainnin vaikutus assosiaation tarkkuuteen eri kulmavirheil-
la. Kiinnitetyt kohteet merkitty pisteilla. MC-iteraatioiden maara per solu [ = 50.

Pienimmalla kulmavirheella geometrian vaikutus on selkein. Korkean tarkkuuden alue
keskittyy kohteiden laheisyyteen, mista tarkkuus heikkenee etaisyyden kasvaessa. Sijain-
neissa, joissa yksi tai useampi kohdepari on kollineaarisesti tarkastelijaan nahden,
esiintyy selkeita tummia varjoja, joissa assosiaatiotarkkuus on heikoin. Varjokohdissa
kulmamittaus ei pysty erottelemaan yhdensuuntaisten parien kohteita toisistaan ja asso-
siaatio epaonnistuu tarkastelijan kulmavirheesta riippumatta.

Vinonelidssa neljasta kohteesta voidaan muodostaa kuusi kohdeparia, joista kukin
tuottaa oman kollineaarisuusvarjonsa kuvaajassa. Varjojen muodostama ‘tahtikuvio’
on naiden suorien muodostama komposiitti. Tama on analoginen luvun 4.4 poikittaisre-
soluution kanssa: pieni pareittainen d, vastaa pienta Af:ta, mika aiheuttaa assosiaatio-
tarkkuuden pienenemisen.

Kulmavirheen kasvaessa geometrian vaikutus heikkenee ja mittausten epatarkkuus
alkaa dominoida assosiaatiotarkkuutta. Korkean tarkkuuden alue kutistuu ja luotettaviin
assosiaatioihin pystytaan enaa vain kohteiden valittomassa laheisyydessa. Vaikutus on
likimain nelidllinen. Kun o kaksinkertaistuu, hyvan tarkkuuden alueen pinta-ala pienenee
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simulaatioissa noin neljannekseen. Kaksi kertaa tarkempi sensori siis nelinkertaistaa
tarkastelijan tehokkaan toiminta-alueen.

6.2.2 VIIVASKENAARIO

Kuva 6.4 esittdd saman tarkastelun viivaskenaariossa.
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Kuva 6.4. Tarkastelijan sijainnin vaikutus assosiaatiotarkkuuteen viivaskenaariossa
eri kulmavirheilla. MC-iteraatioiden maara per solu [ = 50.

Tilanne on assosiaation kannalta hyvin rappeutunut. Viivan suuntaisesti tarkasteltuna
kaikki kohteet ovat yhtaaikaisesti kollineaarisia, mutta vastaavasti viivaan nahden koh-
tisuorasta suunnasta mikaan kohdepari ei ole kollineaarinen. Korkean assosiaatiotark-
kuuden alueen pinta-ala riippuu suoraan tarkastelijan kulmavirheesta, kuten vinonelios-
kenaariossakin. Kohteiden muodostamalle suoralle ja sen ymparistoon asetetut tarkas-
telijat ovat taysin kykenemattomia luotettavaan assosiaatioon. Yksittdinen tarkastelija
on siis aina asetettava mahdollisimman kohtisuoraan kohteiden oletetun geometrian
suhteen.

6.3 GEOMETRIAN VAIKUTUS KAHDEN TARKASTELIJAN
TAPAUKSESSA

Yhden tarkastelijan tulokset osoittavat, etta yksittdisen tarkastelijan assosiaatiokyvyk-
kyys riippuu hyvin voimakkaasti geometrisista rajoitteista. Seuraavaksi tarkastellaan,



TULOKSET 36

miten toisen tarkastelijan lisdaminen vaikuttaa kahden tarkastelijan yhteiseen assosiaa-
tiotarkkuuteen.

6.3.1 VINONELIOSKENAARIO

Kuva 6.5 esittaa tilanteen, jossa on kaksi tarkastelijaa, joista toinen on kiinnitetty sijaintiin
(0, —20) ja toisen sijaintia vaihdellaan. Liikkuvan tarkastelijan sijainnista riippuva assosi-
aatiotarkkuus on esitetty kuvassa lampodkarttana neljalla eri kulmavirheella.
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Kuva 6.5. Yhden kiinnitetyn tarkastelijan ja liikkuvan tarkastelijan sijainnin vaikutus
assosiaation tarkkuuteen eri kulmavirheilla. Kiinnitetyt kohteet merkitty pisteilla ja
kiinnitetty sensori oranssilla kolmiolla. MC-iteraatioiden maara per solu [ = 50.

Havaitaan, etta vaikka tarkastelijat olisivat samassa tai lahes samassa sijainnissa, tark-
kuus on aina vahintaan yhta hyva kuin kummankaan yksin saavuttama. Tama voidaan
nahda myos yhtalosta (4.14) tarkastelijoiden tuottama informaatio summautuu norma-
lisoidulla kulmaerotuksella painotettuna. Lisaksi suurin yhteinen tarkkuus saavutetaan
asettamalla toinen tarkastelija sellaiseen sijaintiin, missa toinen tarkastelija pystyy erot-
tamaan ensimmaiselle kollineaarisia kohdepareja.
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6.3.2 VIIVASKENAARIO

Viivaskenaarion tarkasteluun valitaan kaksi kiinteaa sijoittelua. Ensimmaisessa kiintea
tarkastelija on kohteiden muodostaman viivan suuntainen (sijainti (—20,0)). Toisessa
kiinted tarkastelija on kohtisuorassa viivaan nahden (sijainti (0, —20)).
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Kuva 6.6. Kiintea tarkastelija kohteiden muodostaman viivan suunnassa.

Kuva 6.6 esittaa sijoittelun, missa tarkastelija on viivan suuntainen. Kun kiintea tarkas-
telija on kollineaarisuuden alueella, se ei tuo jarjestelmaan juuri mitaan informaatiota,
ja kahden tarkastelijan lampokartta on ldahes identtinen yhden tarkastelijan vastaavan
kanssa. Erot johtuvat paaasiassa mittauskohinasta.

Kuva 6.7 esittaa toisen sijoittelun, jossa kiintead tarkastelija on kohtisuorassa kohdevii-
vaan nahden. Kiintea tarkastelija on talloin yksinaan jo hyvin informatiivinen. Liikkuvan
tarkastelijan optimaalinen sijainti on kiintedn tarkastelijan kanssa samassa kulmassa.
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Kuva 6.7. Kiintea tarkastelija kohteiden muodostamaa viivaa ndahden kohtisuoraan.

6.4 TARKASTELIJOIDEN SIJOITTELU

Seuraavaksi tarkastellaan sijoitteluongelmaan liittyvat tulokset assosiaatiotarkkuudelle.
Tarkastelu jakautuu kahteen osuuteen. Ensin kahden kohteen tapaukseen, jossa analyyt-
tinen ja simuloitu tulos ovat suoraan vertailukelpoisia. Taman jalkeen yksinkertaiselle
tapaukselle etsitdan A-optimaalisuuteen perustuva optimi. Toiseksi tarkastellaan ylei-
sempaa M kohteen tapausta, joka kasitelladan puhtaasti simuloimalla. Tarkastelijoiden
sallittuja sijainteja on rajoitettu laskennan helpottamiseksi. Sallitut sijainnin on merkitty
asettelukuviin katkoviivalla.

6.4.1 KAKSI KOHDETTA

Kuva 6.8 esittaa tarkastelijan kulman analyyttisen ja simuloidun riippuvuuden assosiaa-
tiotodennakoisyydesta yhden tarkastelijan ja kahden kohteen tapauksessa. Kohteet on
asetettu koordinaatiston keskelle ja tarkastelija on rajoitettu sateelld R olevalle kaarelle.
Kaari on kuvattu kahden tarkastelijan kuvissa katkoviivalla. Kuvan epasymmetrisyys joh-
tuu siita, etta kohteet on asetettu 45° kulmaan paaakseleihin nahden. Kulma on mitattu
positiivisesta x-akselista vastapaivaan.
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Kuva 6.8. Tarkastelijan kulman riippuvuus assosiaatiotodennakoisyydesta.

Analyyttinen ja simuloitu tulos vastaavat hyvin toisiaan. Minimitarkkuus on selvasti
kulmassa, mihin tarkastelijat on asetettu (45°). Paras tarkkuus taas saadaan, kun tarkas-
telija on kohtisuoraan tata nahden (135°).

Vastaava asettelu on esitetty kahden tarkastelijan tapauksessa (Kuva 6.9). Koska
assosiaatiotarkkuus riippuu vain summasta Zn AB2 /a2, kumpikin tarkastelija kannattaa
sijoittaa siihen kaaren kohtaan, jossa sen havaitsema normalisoitu kulmaerotus A8/c
on suurin. Tallaisia optimikulmia voi geometriasta riippuen olla useampia (esimerkiksi
kaaren vastakkaisilla puolilla), jolloin tarkastelijat voidaan sijoittaa my&s eri optimikohtiin
ilman tarkkuuden menetysta.

Simuloitu tulos (Kuva 6.10) vastaa analyyttistéa tulosta. Ero selittyy MC-kohinalla ja hilan
aarellisella resoluutiolla, ja pienenee MC-kokeiden maaraa kasvattamalla ja hilaa tihen-
tamalla. Yhtapitavyys toimii samalla simulaatioketjun validointina. Koska menetelma
toistaa analyyttisesti tunnetun tuloksen kahden kohteen tapauksessa, voidaan siihen
luottaa myods useamman kohteen tilanteissa (luku 6.4.2), joissa suljettua vertailutulosta
eiole.

Kuvassa on my0s vertailtu sijoittelun Fisher-informaatiomatriisiin perustuvaa A-optimaa-
lisuutta kohdefunktiona. Sijoittelut ovat selvasti erilaiset. Paikkaestimoinnin estimointi-
virhe minimoituu, kun tarkastelijat ovat kohtisuorassa toisiinsa nahden eli parhaassa
asennossa kolmiomittausta varten. Sijainnin estimoinnin onnistuminen kaytannossa
vaatii, etta tarkastelijoiden katselusuunnat ovat erilaiset. Assosiaation onnistumistoden-
nakoisyys taas maksimoituu, kun tarkastelijat ovat kohtisuorassa kohteiden muodosta-
maa akseliin nahden. CRB on esitetty kontrastina tydssa esiteltavalle assosiaatiotoden-
nakoisyyspohjaiselle [ahestymistavalle, ja suoraa vertailua ei ole mielekasta tehda eika
sitd esitetd muissa kuvaajissa. Kuva 6.9 esittaa yhden A-optimaalisuuteen perustuvan
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asettelun. A-optimaalisuuden lampodkartasta voidaan huomata, ettd mika tahansa sijoit-
telu ympyran kaarella on CRB-mielessa optimaalinen, kun tarkastelijat ovat 90 asteen
kulmassa kohteista toisiinsa ndhden. Tama nakyy lampokarttakuvissa raitoina.

tr(Fe) )

X Optimi: (1347, 134, Poyan=0.9785
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Kuva 6.9. Analyyttinen kahden kohteen assosiaatiotarkkuuden lampdkartta tarkas-
telijoiden asettelukulmien a funktiona (vasen). CRB A-optimaalisuuden lampdkartta
(keskelld). Optimaalisten tarkastelijoiden sijainnit (oikea).
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Kuva 6.10. Simuloitu kahden kohteen assosiaatiotarkkuuden lampokartta tarkaste-
lijoiden asettelukulmien a funktiona (vasen). Optimaalisten tarkastelijoiden sijainnit
(oikea).

Kuva 6.11 esittda assosiaatiotarkkuuden asettelun sijainnin funktiona, kun kaaren sijasta
tarkastelijoiden sijainnit on rajoitettu suoralle y = —20, x € [—20, 20]. Rajoitesuora on
kuvattu optimaalista sijoittelua kuvaavissa kuvissa katkoviivalla.
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Kuva 6.11. Tarkastelijan x-sijainnin rijppuvuus assosiaatiotodennékdisyydesta.

Havaitaan, etta pienin tarkkuus saavutetaan, kun kohteet ovat suorassa linjassa tarkaste-
lijaan ndhden (x = —20). Ympyrdasettelusta poiketen suoralla parasta assosiaatiotark-
kuutta ei saavuteta, kun tarkastelija on 90° asteen kulmassa kohteiden muodostamaan
suoraan nahden (y = 20). Tdma johtuu etdisyyden vaikutuksesta, assosiaation onnistu-
miseen. Suoralla kohteiden ja tarkastelijan valisen etaisyyden vaikutus siirtaa optimisi-
jaintia lahemmaksi origoa, missa tarkastelija olisi [ahimpana kohteita. Tarkastelijaa ei
kuitenkaan kannata asettaa lahimp&aan mahdolliseen kohtaan (x = 0) kohteista, koska
silloin kohteiden kulmaerotus olisi liian pieni. Optimaalinen asettelu tasapainottelee
naiden assisoaatiotodennakdisyytta rajoittavien parametrien valilla.
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Kuva 6.12. Analyyttinen kahden kohteen assosiaatiotarkkuuden lampdkartta tarkas-
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telijoiden x-koordinaatin funktiona (vasen). Optimaalisten tarkastelijoiden sijainnit
(oikea).
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Kuva 6.13. Simuloitu kahden kohteen assosiaatiotarkkuuden lampdokartta tarkaste-
lijoiden x-koordinaatin funktiona (vasen). Optimaalisten tarkastelijoiden sijainnit
(oikea).

Kuten kaarella, myds suoralle asetetut tarkastelijat kannattaa aina asettaa samaan si-
jaintiin assosiaatiotarkkuuden nakokulmasta (Kuva 6.12). Liséksi suora-asettelun simu-
loidut optimisijainnit ovat lahelld analyyttista tulosta (Kuva 6.13). Erot johtuvat puhtaasti
hilan resoluutiosta ja rajoitetun MC-koemaaran aiheuttamasta kohinasta.

On huomioitava, etta kdytannon sovelluksissa samaan sijaintiin sijoitellut tarkastelijat
eivat enda tuota toisistaan riippumatonta kohinaa, silla ne ovat alttiita yhteisille hairidille,
kuten taustamelulle tai tahalliselle hairinnalle. Tama rikkoo havaintomallin riippumatto-
muusoletuksen. Todellisessa jarjestelmassa tarkastelijoilla kannattaa siksi yleensa olla
jokin paikkaero, vaikka tassa tyossa kaytetty malli ei tallaista eroa suosittelekaan.

6.4.2 M KOHDETTA

Mielivaltaisella kohteiden lukumaaralla M suljettua muotoa assosiaatiotarkkuudelle ei
ole (luku 4.3), joten sijoittelutuloksia tarkastellaan monimutkaisemmissa tapauksissa
puhtaasti simuloiden. Tarkastelussa kaytetaan luvussa 5.3 esiteltyja neljan kohteen ske-
naarioita ja kahta tarkastelijaa. Hilasta ja MC-kokeiden lukumaarasta johtuen suuremmat
tarkastelijamaarat olisivat laskennallisesti liian raskaita.

Kuva 6.14 esittaa, miten kahden tarkastelijan asettelu vaikuttaa assosiaatiotarkkuuteen,
kun tarkastelijoiden sijainnit on rajoitettu ympyran kaarelle. Kulmat esitetaan positiivi-
sesta x-akselista vastapaivaan mitattuina kaikissa tuloksissa.
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Kuva 6.14. Kahden tarkastelijan asettelu vinonelioskenaariossa.

Nahdaan, etta optimaalinen asettelu asettaa tarkastelijat siten, ettd ne taydentavat
toistensa heikkouksia. S, asettuu siten, ettd se pystyy erottelemaan kohteet kaakko-
luode-akselilla ja S, siten, ettd se pystyy erottamaan kohteet koillinen—lounas-akselilla.

Kuva 6.15 esittaa saman tilanteen, mutta tarkastelijat on rajoitettu x-akselin suuntaiselle
viivalle y = —20. Vastaavasti kuin kaarella, S; asettuu siten, etta se pystyy erottelemaan
kohteet kaakko—-luode-akselilla ja S, siten, etta se pystyy erottamaan kohteet koillinen—
lounas-akselilla.
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Kuva 6.15. Kahden tarkastelijan asettelu viivaskenaariossa.

Seuraavaksi tarkastellaan, miten yhden simulaatioparametrin muuttaminen vaikuttaa
optimaaliseen asetteluun. Taulukko 6.1 kasittelee kulmavirheen o vaikutusta ja
Taulukko 6.2 tarkasteluakselin etdisyyden d vaikutusta.
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Taulukko 6.1. Kulmavirheen kasvamisen vaikutus sijoitteluun kiintealla tarkasteluak-
selin etdisyydellad (d = 20, L = 20000).

Kulmavirhe o (°) | Sijainti x; | Sijainti x5 | Pyixein
1.0 -11.92 11.92 0.89
2.0 -12.32 12.32 0.59
3.0 -13.13 11.92 0.46
4.0 -17.98 11.11 0.40
5.0 -13.94 13.13 0.37
6.0 -12.32 10.30 0.35
7.0 -15.15 9.09 0.33
8.0 -10.30 14.34 0.32
9.0 -15.15 16.77 0.32
10.0 -10.71 9.49 0.31

Kulmavirhe ei vaikuta sijoittelun optimiin. Se vain heikentda optimin (ja kaikkien
muidenkin) sijaintien tarkkuutta. Tdma seuraa suoraan yhtalosta (4.14): yhtasuurella
kulmavirheellad o se esiintyy vain ®:n argumentin yhteisena skalaarina, joten argumentin
maksimoiva sijainti maaraytyy pelkdstaan geometrian (X,A02) perusteella eika riipu
o:sta. Kulmavirhe vaikuttaa ainoastaan saavutettavan tarkkuuden tasoon. Taulukossa
optimisijaintien vaihtelu on hilan resoluutiosta ja MC-kohinasta johtuvaa hajontaa.

Tarkasteluakselin etadisyyden kasvaessa optimaaliset sijainnit siirtyvat ulospain siten,
etta tarkastelijoiden valimatkan suhde tarkastelija—kohde-etaisyyteen (x, — x;)/d pysyy
likimain vakiona (Taulukko 6.2). Suhdeluvun hajonta johtuu hilan resoluutiosta, joka
pidettiin vakiokoisena (100 solua) ajoajan rajaamiseksi, jolloin absoluuttinen paikkavirhe
kasvaa hieman suurilla etaisyyksilla.
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Taulukko 6.2. Tarkasteluakselin etaisyyden vaikutus sijoitteluun kiintealla kulmavir-
heelld (c = 1°, L = 10000).

Etdisyys d | Sijainti x; | Sijainti x, | (x, — x1)/d | Pixein
20.0 -10.71 13.54 1.21 0.89
25.0 -18.43 16.41 1.39 0.79
30.0 -16.06 19.70 1.19 0.71
35.0 -23.69 22.98 1.33 0.64
40.0 -23.84 31.92 1.39 0.58
45.0 -30.45 29.55 1.33 0.54
50.0 -37.88 32.83 1.41 0.41
55.0 -38.33 37.22 1.37 0.48
60.0 -35.76 45.45 1.35 0.46
65.0 -43.99 47.93 1.41 0.44

6.5 SUORITUSKYKY

Luvun 3.6.3 mukaisesti Unkarilainen algoritmi ratkaisee LAP:n teoreettisesti O(M3)-

ajassa. Tassa luvussa tarkastellaan empiirisesti, miten kohteiden lukumaara vaikuttaa

algoritmin todelliseen suoritusaikaan, ja verrataan unkarilaista kahteen epaoptimaali-

seen vaihtoehtoon: ahneeseen kohdistukseen ja huutokauppa-algoritmiin (luku 3.6.4).

Suorituskyvyn vertailussa kaytetdadan M kohteen joukkoa, jotka on sijoitettu tasavalein

ympyran kaarelle. Tarkastelijoita on yksi. Kohteiden lukumaaraa kasvatetaan valilla
M € {2,...,400} ja kullakin kohdelukumaéaralla tehdaan 100 MC-koetta. Suoritusaika mi-
tataan yksittdisen MC-kokeen ajoaikana mikrosekunneissa. Huutokauppa-algoritmissa

kéytetty e-arvo on 1072, jolla algoritmi suppenee kaytetyssa asettelussa hyvin lahelle

optimaalista ratkaisua aarellisessa ajassa.
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Kuva 6.16. Kohteiden lukumaaran vaikutus erilaisten assosiaatioalgoritmien suori-

tusaikaan (vasen) ja kohteittaiseen assosiaatiotarkkuuteen (oikea). Kaytetyt algorit-

mit: Unkarilainen, Greedy ja Auction.

6.5.1 SUORITUSAIKA

Ahne kohdistus on selkeasti nopein menetelma kaikilla testatuilla kohdemaarilla. Unka-
rilainen algoritmi suoriutuu myos nopeasti pienilla ja keskisuurilla kohdemaarilla.

Huutokauppa-algoritmin suoritusaika on hyvin pieni pienilla kohdemaarilla, mutta kasvaa
voimakkaasti ja epélineaarisesti suurilla M:n arvoilla. Tama johtuu siita, etta huutokaup-
pa-algoritmin e-relaksaatio maaraa iteraatioiden lukumaaran. Kun kohteiden lukumaara
kasvaa, ympyran kaarelle asetettujen kohteiden valinen kulmaerotus pienenee, ja kus-
tannusmatriisin alkiot Iahestyvat toisiaan. Tama hidastaa algoritmin "hintapaivitysten”
suppenemista, ja tiukan €:n saavuttaminen vaatii enemman iteraatioita. Suurilla kohde-
maarilla iteraatiomaara kasvaa nopeasti, mika selittaa suoritusajan voimakkaan kasvun.

Kaikki algoritmit ovat kdaytannossa reaaliaikaisia tdssa tutkimuksessa kaytetyilla kohtei-
den lukumaarilla. Myos suuremmilla, useiden satojen kohteiden joukoilla suoritusajat
ovat pienid. Esimerkiksi M = 400 on jo merkittavan suuri kohdejoukko yksittaiselle tar-
kastelijalle valvontasovelluksessa, mutta kohdistus on ratkaistavissa millisekunneissa
optimaalisesti. Suorituskyky ei siten ole merkityksellinen este optimaalisen algoritmin
kayttamiselle tyon olosuhteissa.

6.5.2 TARKKUUS

Vaikka tarkkuusvertailu on kadytetyssa testikohdegeometriassa vain suuntaa-antava,
kuvasta voidaan tehda karkean tason havaintoja. Unkarilainen ja huutokauppa-algoritmi
tuottavat lahes identtiset tarkkuudet kaikilla testatuilla M:n arvoilla. Tama on odotetta-
vaa, koska valittu ¢ = 10~2 on melko tiukka, algoritmin tuottaman ratkaisun pitaisi erota
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optimaalisesta ratkaisusta vain hiukan. Erot ratkaisuissa johtuvat siita, ettd simulaatioi-
den valilla kohderealisaatiot naytteistettiin uudelleen. Ahne kohdistus tuottaa selvasti
heikoimman tarkkuuden suurilla kohdemaarilla, mutta pienilla M:n arvoilla se voi tuottaa
vertailukelpoisia tuloksia.

Tarkkuuden lasku kohdemaaran kasvaessa johtuu tassa testigeometriassa siita, etta
kohteet on sijoitettu kiintedlle kaarelle. Talloin kohdemaaran kasvaessa niiden valinen
kulmaerotus pienenee, jolloin assosiaatio vaikeutuu. Lasku kuvaa siis geometrian vaikeu-
tumista, ei algoritmien heikkenemista.

Tassa tyossa kaytettyjen oletusten vallitsessa Unkarilainen on aina suositeltava valinta
LAP:n ratkaisemiseen. Approksimatiiviset menetelmat tuovat hyotyja vasta, kun kustan-
nusmatriisi on huomattavasti suurempi, esimerkiksi jos tyon oletuksia l6yhennettaisiin
ja sallittaisiin esimerkiksi tarkastelijoiden virhehavainnot.
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7 JOHTOPAATOKSET

Tyossa tutkittiin suuntimamittausten kohdeassosiaatiota idealisoidussa asetelmassa,
jossa kohteiden ja tarkastelijoiden sijainnit oletettiin tunnetuiksi eikd muita assosiaa-
tioon vaikuttavia tekijoitd, kuten puuttuvia havaintoja tai virhehavaintoja, esiintynyt.

Kahden kohteen ja yhden tarkastelijan tapauksessa oikean assosiaation todennakdi-
syyden maaraa kohteiden valinen kulmaerotus normalisoituna mittauskohinan keski-
hajonnalla eli A8/c. Mitd suurempi tdama suhde on, sitd luotettavammin kohteet
voidaan erottaa toisistaan. Luotettava 95 % assosiaatiotodennakdisyys saavutetaan,
kun suhde on noin 2.33. Tulos voidaan kaantaa kaytannon jarjestelmasuunnittelua
palvelevaksi nyrkkisdannoksi poikittaisresoluution avulla. Luotettava assosiaatio edel-
lyttaa, ettd kohteiden valinen poikittaisetdisyys on vahintaan d; > 2.33Ro, missa R
on tarkastelija-kohde -etédisyys. Samasta riippuvuudesta seuraa myds, etta tarkastelijan
tehokas toiminta-alue pienenee nelidllisesti kulmavirheen kasvaessa eli kaksi kertaa
tarkempi sensori nelinkertaistaa alueen, jolla luotettava assosiaatio on mahdollinen.

Useamman tarkastelijan tapauksessa yhteistodennakodisyys saadaan suljetussa muo-
dossa. Jokainen tarkastelija lisdad normaalijakauman kertyméafunktion argumentissa
olevaan summaan oman termin A9%/c2, eli havaitsemansa kulmaerotuksen nelién nor-
malisoituna kohinan varianssilla. Suuren kulmaerotuksen pienella kohinalla havaitsevat
tarkastelijat kasvattavat assosiaatiotodennakaoisyytta eniten. Useammalle kuin kahdelle
kohteelle suljettua muotoa ei tunneta.

Geometria asettaa assosiaatiotodennakoisyydelle ylarajan, jota mittausten lukumaaraa
kasvattamalla ei voi ylittada. Jos kohdepari on tarkastelijaan nahden samalla suoralla,
niiden erottaminen epaonnistuu mittaustarkkuudesta riippumatta. Ainoastaan kollineaa-
risuuden rikkovien havaintojen lisdaminen kasvattaa yhteisen mittauksen informaatiota
merkittavasti. Tasta seuraa usean tarkastelijan sijoittelun keskeinen periaate: tarkaste-
lijat kannattaa asettaa tdydentamaan toistensa heikkouksia siten, etta toiselle kolline-
aariset kohdeparit ovat toiselle hyvin erottuvia. Tama nahdaan simulaatioissa niin
vinonelié- kuin viivaskenaariossa. Assosiaatiotodennakoisyyden nakokulmasta paras
sijainti usealle tarkastelijalle voi olla sama piste, mutta tama voidaan nahda idealisoidun
simulaatiomallin ominaisuutena. Samaan paikkaan asetetut sensorit eivat todellisuu-
dessa pysty tuottamaan kohinaltaan toisistaan riippumattomia havaintoja vaan ne
ovat alttiita yhteisille hairioille. Koska optimaalinen sijoittelu riippuu voimakkaasti koh-
degeometriasta, yleispatevaa sijoittelua on vaikea maarittaa, ja suunnittelu edellyttaa
kaytannodssa oletetun kohdegeometrian tai sen todennakoisyysjakauman tuntemista
etukateen. Paikkaestimaation tarkkuutta maksimoivaan A-optimaalisuuteen verrattuna
assosiotodennakoisyyteen perustuva optimaalinen asettelu on usein taysin erilainen. Ero
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johtuu siita, etta kohdefunktiot optimoivat eri suureita; paikkaestimaation onnistuminen
edellyttaa katselusuuntien erilaisuutta, ettd kolmiomittauksen kovarianssi minimoituisi,
kun taas assosiaatiotodennakoisyys riippuu ennen kaikkea kohteiden kulmaerotuksista.

Vaikka tyossa tarkasteltu ongelma on kombinatorinen, sen optimaalinen ratkaisu |6yde-
taan polynomiajassa unkarilaisella algoritmilla, joten approksimatiivisia menetelmia ei
tyon oletusten vallitessa tarvita. Suoritusaikamittausten perusteella optimaalinen ratkai-
su haviaa vain millisekunteja suurillakin kohdemaarilla epdoptimaalisille ratkaisuille.
Kohteiden lukumé&arasta aiheutuva suoritusajan kasvu ei siis muodostu kaytannon
esteeksi edes hyvin suurissa valvontatehtavissa. Kustannusmatriisi on suurempi, jos mit-
tauksissa esiintyy esimerkiksi virhehavaintoja, jolloin approksimatiivisten menetelmien
kaytto voi olla hyodyllista.

Koska tyon tulokset on johdettu ideaalitilanteen oletuksilla, voidaan niita tulkita ylarajana
sille suorituskyvylle, jota todellinen jarjestelma voi simulaatioita vastaavissa geomet-
rioissa tavoitella. Tydn suurimmat rajoitukset liittyvatkin tehtyihin idealisointeihin. Vaikka
ne mahdollistavat tyon ydinkysymysten eksplisiittisemman tarkastelun, ne heikentavat
tulosten suoraa soveltuvuutta. Todellisten tarkastelijoiden havaintokyky on aina rajoittu-
nut ja myds virhehavaintoja esiintyy lahes poikkeuksetta, esimerkiksi maastosta johtuen.
Mydskaan oletus havaintojen valisen assosiaation tuntemisesta ei ole usein kaytannal-
linen. Dynaamisissa jarjestelmissa kohteet ja tarkastelijat liikkuvat jatkuvasti, mika tuo
mukaan ajan yli tapahtuvan seurannan, mutta tyon tulokset ovat silti sovellettavissa esi-
merkiksi yksittaisen pyyhkaisyn tarkasteluun. Kohteiden sijaintien tunnettavuus on myos
rajoittava oletus, silla valvontajarjestelmissa kohteiden tilat ovat tyypillisesti itsessaan
satunnaismuuttujia, esimerkiksi seurantasuotimen tuottamina. On siis realistista olettaa,
etta tilat ovat tunnettuja, mutta ei taydellisesti, jolloin kohteen tilan kovarianssi tulisi
sisallyttad assosiaatioon.

Luontevimmat jatkotutkimusaiheet liittyvat tyon oletusten asteittaiseen purkamiseen ja
tulosten yleistamiseen. Ensinnékin oikean assosiaation todennakoisyyden tunnusluvut
voitaisiin johtaa yleisille kohdemaarille numeerisesti tai approksimatiivisesti. Toiseksi
tarkastelijoiden sijoittelua voitaisiin optimoida systemaattisemmin sensorinvalintaon-
gelmana, esimerkiksi parittaisena asetteluna tapauksessa, jossa tarkastelijoita on enem-
man kuin kaksi. Kolmanneksi assosiaatioita voitaisiin laajentaa ajan yli hyddyntamalla
esimerkiksi tarkastelijan tuottamia kulmaseurantoja, joissa eri ajanhetkien mittausten
tiedetaan olevan perdisin samasta lahteesta. Lisaksi, jos assosiaatiota kaytettaisiin jat-
kosyotteena toiselle jarjestelmalle, kuten seurantasuotimelle, kovan assosiaation sijaan
voisi olla perusteltua kdyttaa bayesilaisia pehmeita menetelmis, silla vaarat assosiaatiot
voivat aiheuttaa seurannan hajoamista. Idealisointeja voisi myds purkaa asteittain, esi-
merkiksi sallimalla virhehavaintoja tai mallintamalla tarkastelijan havaitsemistodenna-
koisyytta, mika toisi tulokset lahemmaksi todellisten jarjestelmien toimintaolosuhteita.
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= Johdanto <introduction>

/**
Mitä suuntimahavainnoilla voidaan tehdä @odonoughue_emitter_2020:
- lentokoneen tutkavaroitusjärjestelmä käyttää hyväkseen passiivista kuuntelua, missä se havaitsee siihen kohdistuvia toisen koneen tutkan emittoimia RF-säteilyä
- AOA-estimaatiota. Voidaan esimerkiksi reagoida johonkin vasteeseen (jamming)
- Suuntimilla voidaan tehdä 2D-paikallistamista triangulaation avulla.
*/

_Tilannekuvajärjestelmä_ on järjestelmä, jonka tehtävänä on tuottaa reaaliaikainen kuva seuranta-alueen tilanteesta. Tilannekuvalla tarkoitetaan karkeasti seuranta-alueen kohteiden tiloja, tyypillisesti niiden sijaintia ja liikettä. Tilannekuvajärjestelmiä käytetään esimerkiksi ilma-, meri- ja maaliikenteen valvonnassa sekä siviili- ja sotilasviranomaisten tilannetietoisuudessa. Tilannekuvan oikeellisuus on kriittistä, koska virheellinen tieto voi johtaa vääriin päätöksiin ja vakaviin seurauksiin. Esimerkiksi lennonjohdossa virheellinen tieto lentokoneen sijainnista tai korkeudesta voi johtaa vaaralliseen läheltä piti -tilanteeseen tai jopa yhteentörmäykseen. Tilannekuva muodostetaan järjestelmään yhdistettyjen tiedonlähteiden avulla. Tiedonlähteinä toimivat tyypillisesti sensorit, jotka havaitsevat kohteiden lähettämiä tai heijastamia signaaleja. @fig:observation-process esittää yleisen ulkoisen havaitsijan havaintoprosessin lohkokaavion kohteesta tilannekuvajärjestelmään.

#figure(
    alt: "alt",
    image(
        "../images/new-images/box-line.svg",
        alt: "Lohkokaavio havaintoprosessista vasemmalta oikealle. Kohde-lohkosta lähtee ilmiötä kuvaava nuoli tarkastelijaa esittävään harmaaseen lohkoon, joka sisältää sensorin ja signaalinkäsittelyn. Sensoriin osoittaa alhaalta kohinaa w kuvaava nuoli. Sensorilta kulkee signaali signaalinkäsittelyyn, josta lähtee havainto z-hattu assosiaatiokerrokseen. Assosiaatiokerroksesta lähtee assosiaatio pii tilannekuvaan, ja tilannekuvasta palaa kohteiden tilaa kuvaava nuoli takaisin assosiaatiokerrokseen.",
        width: 100%
    ),
    caption: [Yksinkertaistettu havaintoprosessin lohkokaavio.],
) <fig:observation-process>

Yksi tilannekuvajärjestelmän toiminnoista on _data-assosiaatio_. Sensoreiden tuottamasta havaintojoukosta päätellään, mitkä havainnot vastaavat mitäkin seurattavaa kohdetta. Assosiaation luotettavuus on keskeinen vaatimus järjestelmän toiminnalle, sillä jo yksittäinen virheellinen assosiaatio voi heikentää sen suorituskykyä merkittävästi. Operatiivisesti virheassosiaatio voi esimerkiksi häiritä _seurantasuotimen_ ylläpitämää kohteen tilaestimaattia. Seurantasuodin on kohteen liikkeen ennustamiseen käytetty algoritmi. Estimaatin luotettavuus heikkenee tai seuranta voi jopa hävitä kokonaan toistuvien virheassosiaatioiden takia @bar-shalom_tracking_1988.

Yksi yleinen sensoriluokka tilannekuvajärjestelmissä on _suuntima-anturi_ (engl. _direction finder_), joka mittaa saapuvan signaalin azimuuttikulman eli tulosuunnan (engl. _line of bearing_). Suuntimia tuottavat tyypillisesti ääni- tai sähkömagneettisia aaltoja vastaanottavat sensorit. Suuntimamittauksia hyödynnetään laajasti esimerkiksi merenalaisessa valvonnassa @fortmann_sonar_1983, elektronisessa tiedustelussa @odonoughue_emitter_2020 ja ilmailussa @bar-shalom_tracking_1988. Suuntimasensoreiden keskeinen etu on niiden passiivinen luonne. Sensori ei paljasta itseään ympäristölleen lähettämällä omaa signaalia. Tämä on keskeistä esimerkiksi elektronisessa sodankäynnissä ja sukellusveneiden kuuntelussa, jossa tarkastelijan olemassaolon tai sijainnin pimittäminen on välttämätöntä @odonoughue_emitter_2020.

/*(mitä muita hyötyjä?) Tiedätkö miksi suuntimamittaukset ovat yleisiä? En siis itse tiedä, mutta olettaisin että yksinkertaisuus / hinta ovat ratkaisevia tekijöitä, tai että anturit ovat passiivisia (jotta eivät paljastaisi itseään ympäristölle) ja synkronoimattomia.*/

Suuntimamittausten suurin rajoitus on niiden yksiulotteisuus: yksittäinen mittaus kertoo ainoastaan suunnan, ei kohteen etäisyyttä. Useita suuntimia yhdistelemällä, kolmiomittauksella (engl. _triangulation_), voidaan arvioida kohteen sijaintia tasossa suuntimasäteiden leikkauspisteen perusteella @torrieri_statistical_1984. Useita kohteita samanaikaisesti tarkasteltaessa syntyy kuitenkin assosiaatio-ongelma eli alkuperän epävarmuus (engl. _origin uncertainty_). Miten päätellään, mikä mittaus vastaa mitäkin kohdetta? Ongelma on erityisen haastava suuntimamittauksilla, koska kaksi fyysisesti kaukana toisistaan olevaa kohdetta voi näyttää tarkastelijan näkökulmasta vierekkäisiltä mittauksen yksiulotteisuuden vuoksi. Käytännön järjestelmissä assosiaatio-ongelmaa monimutkaistavat lisäksi mittaushäiriöt ja väärät hälytykset.

@fig:which esittää assosiaatio-ongelman yksinkertaisimmassa muodossaan. Yhden tarkastelijan havaitessa kahta kohdetta assosiaatio on yksiselitteinen silloin, kun kohteiden välinen kulmaetäisyys on suuri suhteessa mittauksen epävarmuuteen. Etäisyyden ollessa pieni assosiaatio pelkistyy arvaukseksi.

#figure(
    alt: "alt",
    image(
        "../images/new-images/which.svg",
        alt: "Kaksi rinnakkaista tilannetta. Vasemmalla tarkastelija S1 (kolmio) havaitsee kaksi kohdetta, T2 vasemmalla ja T1 oikealla, joiden epävarmuuskeilat (varjostetut alueet) ovat selvästi erillään, jolloin assosiaatio on yksiselitteinen. Oikealla samat kohteet T2 ja T1 ovat lähellä toisiaan ja niiden epävarmuuskeilat menevät päällekkäin, jolloin assosiaatio on epäselvä.",
        width: 60%
    ),
    caption: [Triviaali ja ei-triviaali kahden kohteen assosiaatio-ongelma. Tarkastelija merkitty kolmiolla, kohteet pisteillä ja tarkastelijan mittauksen epävarmuuskeila varjostetulla alueella.],
) <fig:which>

Koska assosiaatiotarkkuus riippuu tarkastelijoiden ja kohteiden välisestä geometriasta, herää kysymys: miten tarkastelijat kannattaa sijoittaa, jotta assosiaatio onnistuu mahdollisimman luotettavasti? Tätä kutsutaan _tarkastelijoiden asetteluongelmaksi_ (engl. _sensor selection/placement_). Sensoreiden asettelua on tutkittu laajasti parametriestimoinnin näkökulmasta, tyypillisesti käyttäen kohdefunktiona estimointivirheen alarajoja, kuten Cramér--Rao-alarajaa @joshi_sensor_2009, @chepuri_sparse_2016. Tässä työssä tarkastellaan, millaisia geometrioita assosiaatiotodennäköisyyttä maksimoiva kohdefunktio tuottaa.

Tämän työn tavoitteena on selvittää, miten luotettavasti suuntimamittaukset voidaan yhdistää tunnettuihin kohteisiin tilastollisesti optimaalisella suurimman uskottavuuden menetelmällä, ja miten tarkastelugeometria vaikuttaa assosiaation onnistumiseen. Ongelmaa tarkastellaan idealisoidussa asetelmassa, jossa kohteiden ja tarkastelijoiden sijainnit oletetaan tunnetuiksi. Oletukset on esitetty tarkemmin luvussa @chp:geometry-and-assumptions.

Tässä työssä pyritään vastaamaan kysymyksiin:
- Millä todennäköisyydellä #math.equation(alt: "M", $M$) tunnetun kohteen ja #math.equation(alt: "N", $N$) tarkastelijan muodostama suuntimahavaintojen joukko voidaan kohdistaa oikeisiin kohteisiin suurimman uskottavuuden menetelmällä, ja miten kohteiden ja tarkastelijoiden geometria vaikuttaa tähän todennäköisyyteen?
  - Millainen suljetun muodon ratkaisu saadaan kahden kohteen tapaukselle, ja miten se yleistyy useammalle tarkastelijalle heterogeenisillä kulmavirheillä?
  - Miten yksittäisen tarkastelijan ja kohteen välinen geometria vaikuttaa assosiaatiotarkkuuteen?
  - Miten usean tarkastelijan sijoittelu vaikuttaa yhteiseen assosiaatiotarkkuuteen?
- Miten ML-kohdistuksen laskennallinen vaativuus skaalautuu kohteiden määrän funktiona, ja onko approksimatiivisille menetelmille käytännön tarvetta tarkastellussa ongelma-asetelmassa?
- Millaisia tarkastelijageometrioita assosiaatiotodennäköisyyttä maksimoiva kohdefunktio tuottaa sensorinasetteluongelmassa?

/*
- Voiko assosiaatiotodennäköisyyttä käyttää tavoitefunktiona sensorinasetteluongelmassa? *tämä tutkimuskysymys voisi olla paljon mielenkiintoisempi (nyt vastaus vaikuttaa triviaalilta: miksei voisi käyttää?). Esim. Mitkä ovat assosiaatiotodennäköisyyden kannalta optimaalisia sensorigeometrioita?*
*/

/*
Luvussa @chp:literature-review käydään läpi data-assosiaatioon liittyvää kirjallisuutta keskittyen suuntima-assosiaatioon ja asemoidaan nykyinen työ aiempaan tutkimukseen... TODO: kirjoita kun valmis.
*/

/**

Jokainen sensori havaitsee saapuvia signaaleja ja luo niiden perusteella estimaatteja saapuneen signaalin suunnasta. Nämä _suuntimahavainnot_ koostuvat siis suuntimasta (kulma, pohjoisesta kellonsuuntaan) ja sensorin arvioimsta estimointivirheestä. Tässä työssä oletetaan, että suuntimakulman lisäksi sensorin virhe tunnetaan (esim. jos virhe on $x$, niin havainto muodostuu $x = theta + cal(N)(0, (x / 3)^2))$ eli $99.7%$ havainnoista on välin sisällä ns. $3sigma$-sääntö).

_Chi squared-table_. E.g. otetaan innovaatio $cal(v)_theta = theta_(j,m) - h_theta (x_i, s_j)$, josta lasketaan _Mahalanobis_-etäisyys $d^2_(i,j,m) = cal(v)_theta^2 / sigma_(theta,j)^2$. Hyväksytään assosiaatio vain, jos $d^2_(i,j,m) <= gamma$, misssä $gamma$ haetaan chi-square -taulukosta. Tämän jälkeen lasketaan yhdistetty likelihood $L_(i,j,m) = exp(-cal(v)_theta^2 / (2sigma_(theta,j)^2) - cal(v)_f^2 / (2sigma_(f,j)^2))$, missä $cal(v)_f = f_(j,m) - hat(f_i)$

"Muisti- ja laskentavaatimukset kasvavat ajan myötä; tämä on optimaalisuuden hinta." @bar-shalom_tracking_1988


Alkupälinät:
- Moderniin tilannekuvaan syötetään hyvin paljon dataa
  - Pitää pystyä seulomaan tärkein data
  - Automaattinen, ei-valvottu datan yhdistely
Tavaitteena: 
- suuntimahavaintojen $theta_(1,t_n), theta_(2,t_n), ..., theta_(j,t_n)$ fuusio yhdeksi havainnoksi
- fuusioidun havainnon assosiointi lähteeseen $S_i$
  - huomiona: lähteiden sijainnit ovat ennestään tunnettuja.
Erilaisia ongelmia:
- Seurannasta seurantaan -assosiaatio (Track-to-Track association)
  - Probabilistic Neural Network (PNN)
  - Global Nearest Neighbour (GNN)

Tässä työssä keskitymme paikalla oleviin suuntimahavatsijoihin, jotka havaitsevat liikkuvia kohteita. Lisäksi onglmaa voisi rajata näin: keskitytään tilastolliseen assosiaatio-ongelmaan, ja sen ratkaisutapoihin, kun pyritään _reaaliaikaiseen_ assisointiin, missä seurannat ovat tunnettuja. Lisäksi seurantoja on $n$ kappaletta ja sensoreita $m$ kappaletta. En tiedä, onko tarpeellista ottaa huomioon sitä, että sensorit havaitsisivat häiriöitä (_clutter_).

Yleisesti käytettyjä kombinatorisia menetelmiä, kuten _Hungarian Algorithm_:ia ei voida suoraan soveltaa, koska yksittäinen kohde voi säteillä usealla eri taajuudella.

Tulokulmaan (engl. _Angle of Arrival_, AOA) perustuvat sijainnin estimointijärjestelmät mittaavat saapuvan signaalin tulokulmaa johonkin kiinnitettyyn refernssikulmaan nähden. 

Havaitsijalaitteen virhebudjetti eli kaikkien virheiden kumulatiivinen summa/tulo, koostuu muun muassa referenssivirheestä (laitteen olettama referenssi, esimerkiksi tosi pohjoinen, on virheellinen), SNR-virhe, kalibraatiovirhe.

Jos laitteella on virhe $theta$ ja havaittava kohde on etäisyyden $D$ päässä havaitsijasta, on virheen leveys $W = 2 D cos(theta)$. TODO: tee monte-carlo, missä on kahden havaitsijan leikkauksien alueet ja tehtyjen havaintojen (risteymäkohtien) paikat. Pitäisi olla ellipsi.


*/



/** 02-kirjallisuuskatsaus.typ
 *
 * This is an example chapter in a multi-file Typst project.
 *
***/

#pdf.attach(
  "02-kirjallisuuskatsaus.typ",
  relationship: "source",
  mime-type: "text/vnd.typst",
  description: "Diplomityön kirjallisuuskatsauksen typst-lähdekoodi.",
)

#import "../preamble.typ": *
#import "@preview/scholarly-tauthesis:0.17.4" as tauthesis
#import "@preview/algorithmic:1.0.7"
#import algorithmic: style-algorithm, algorithm-figure

= Kirjallisuuskatsaus <chp:literature-review>

Tässä luvussa esitellään tutkielman kannalta keskeisin kirjallisuus. Tarkastelu etenee yleisestä monikohdeseurannan data-assosiaatiosta kohti suuntima-assosiaatiota ja tarkastelijoiden sijoitteluongelmaa, ja päättyy tämän työn asemointiin suhteessa aiempaan tutkimukseen.

== Data-assosiaatio monikohdeseurannassa

/**

Sittler, 1964:
Aikaisempi työ seurantajärjestlmissä on pitäny assosiaatiota ja tilan päivitystä erillisnä ongelmina, että niihin käytettävät matemaattiset mallit olisivat 'workable'.

Sittler, 1964:
Data-assosiaation tilastollien tarkastelu voidaan juonta työhön @sittler_optimal_1964, jossa valvontajärjestelmän havaintojen ja kohteiden välinen assosiaatio-ongelma muotoiltiin suurimman uskottavuuden estimointiongelmana. Sittlerin mukaan keskeisin kysymys assosiaatiossa on seurantojen olemassaolon päättely, eikä niinkään havaintojen yhdistäminen olemassa oleviin seurantoihin. Koska Sittlerin ongelma käsitti tuntemattomat kohteet ja clutter, ei kombinatorinen ratkaisu ollut löydettävissä järkevästi. Tässä työssä kuitenkin on vain osaongelma tästä, joten yleinen kombinatorinen ongelma supistuu lineaariseksi kohdistusingelmaksi. Sittlerin uskottavbuusunkfiossa oleva residuaalitermi $-0.5(x_(i k) - hat(mu)_(i k)^2 / sigma_(i k)^2)$ ilmaisee kuinka hyvin havainto $x_(i k)$ vastaa kohteelle $i$ ennustattua sijainitia $hat(mu)_(i k)$ Normaalijakautuneetn mittaisvirheen oletuksella. Termi on Sittlerin työssä dimensioton, havainnon ja ennusteen välistä eroa, normalisoituna keskihavainnolle. Tämän työn oletuksilla muuntuu suoraan tämän työn kustannusmatriisin alkuiksi. Nykyisessä työssä kohteiden paikat ovat tunnettuja, joten ennustettu suuntima tulee deterministisestä geometriasta seurantaprosessin estimaatin sijaan.

*/

Monikohdeseuranta (engl. _multiple target tracking_) on prosessi, jossa useasta kohteesta ylläpidetään tilaestimaattia epäsuorien ja kohinaisten havaintojen perusteella @bar-shalom_tracking_1988. Kun kohteita on enemmän kuin yksi, syntyy data-assosiaatio-ongelma. Data-assosiaatiossa pyritään vastaamaan kysymyksiin, kuten mitkä havainnot vastaavat mitäkin kohteita tai mitkä havainnot vastaavat toisiaan. Väärin tehty assosiaatio voi johtaa virheeseen seurantasuotimen tuottamassa tilaestimaatissa, joten assosiaation luotettavuus määrittää koko seurantajärjestelmän suorituskykyä @bar-shalom_tracking_1988 @blackman_multiple_2004.

Seurantasuotimien data-assosiaation tilastollinen tarkastelu juontaa juurensa Sittlerin työhön @sittler_optimal_1964, jossa valvontajärjestelmän assosiaatio-ongelma muotoiltiin suurimman uskottavuuden estimointiongelmana. Sittlerin keskeinen havainto oli, että aikaisempi tutkimus käsitteli seurantajärjestelmien assosiaatiota ja seurantaa toisistaan erillisinä ongelmina. Sittler osoitti, että ongelmat voidaan yhdistää yhtenäiseen kehykseen johtamalla uskottavuusfunktio, jonka maksimointi antaa optimaalisen havainto--kohde-assosiaation suurimman uskottavuuden mielessä. 

Seurannan data-assosiaatio-ongelmat voidaan luokitella sen mukaan, mitä alkioita yhdistetään @bar-shalom_tracking_1988:
- *Havainto--kohde-assosiaatiossa* uudet havainnot yhdistetään olemassa oleviin kohteisiin.
- *Havainto--havainto-assosiaatiossa* eri tarkastelijoiden tai eri ajanhetkien havaintoja yhdistetään toisiinsa samaa kohdetta vastaaviksi. Tämä on tyypillinen seurannan aloitusvaihe.
- *Seuranta--seuranta-assosiaatiossa* usean sensorin itsenäisesti ylläpitämät seurannat, joilla on siis jo valmiiksi muodostetut tilaestimaatit, yhdistetään samaa kohdetta vastaaviksi.
Tämä työ käsittelee havainto--kohde-assosiaatiota tilanteessa, missä kohteiden tilat ovat tunnettuja. Kyseessä on siis yksittäisen pyyhkäisyn (engl. _scan_) tasolla tehtävä havaintojen osoittaminen kohteisiin, eristettynä seurannan muista vaiheista. Mittauksia ei myöskään tarkastella ajallisesta näkökulmasta, vaan työssä käsitellään ainoastaan staattisia tilanteita.

/*

Seurantajärjestelmien suorituskykyä rajoittavat klassisesti havaitsijan mittausvirhe, kohteiden keskinäinen läheisyys, häiriöhavainnot (engl. _clutter_) ja havaitsijan havaitsemistodennäköisyys @bar-shalom_tracking_1988. Havaitsemistodennäköisyys tarkoittaa todennäköisyyttä, jolla sensori tuottaa havainnon kohteesta, kun kohde on sen näkökentässä. Tämä riippuu muun muassa sensorin sisäisestä signaalinkäsittelystä, esimerkiksi signaali-kohinasuhteen kynnysarvoista.

Useamman kuin kahden tarkastelijan assosiaatio-ongelmaa kutsutaan _moniuloitteiseksi kohdistusongelmaksi_ (engl. _$s$-D assignment_). Se on NP-vaikea ongelma tapauksissa, missä $s gt.eq 3$ @poore_multidimensional_1994, @somnath_deb_generalized_1997. Löyhästi ilmaistuna NP-vaikeus tarkoittaa, että ongelma kuuluu laskennallisesti erittäin vaikeiden ongelmien luokkaan, joille ei tunneta tehokkaita ratkaisualgoritmeja. Tunnetuilla tarkoilla algoritmeilla ratkaisuun kuluva aika kasvaa usein eksponentiaalisesti syötteen koon suhteen. Tällöin suurten ongelmien tarkka ratkaiseminen ei ole käytännössä laskettavissa. Tämä työ rajaa ongelman kaksiulotteiseksi kohdistusongelmaksi (luku @chp:multidimensional-assignment-problem) olettamalla havaintojen välisen assosiaation tunnetuksi (luku @chp:geometry-and-assumptions, oletus 4), jolloin ongelman pystyy ratkaisemaan polynomisessa ajassa.
*/

== Kova ja pehmeä assosiaatio <chp:hard-soft-association>

/**

Validaatioportit. Validaatioalue on alue kohteen ympärillä, missä havainto luultavimmin sijaitsee. Useampi kuin yksi havainto voi olla validaatioalueella, jolloin mikä tahansa havainnoista voi olla peräisin kohteesta. On monia tapoja käyttää useita havaintoja, esimerkiksi seurannan splittaus useampaan hypoteesiin. Pruning voi tehdä likelihoodien perusteella, mikä vähentää vääriä trackeja. 

Kovan päätöksen menetelmiin kuuluu mm. lokaalit ratkaisut (NNSF, engl. _Nearest neighbour standard filter_), missä jokainen seuranta päättää oman kovariannsinsa perusteella lähimmän havainnon minimoimalla painotettu innovaation normi (kjs. bar-shalom, s. 159) ja globaaleihin tapohini, missä kohdistus minimoidaan yli kaikkien kohde-havainto-parien josta saadaan yksi-yhteen rajoite. Tässä käytetään jälkimmäistä.

*/

Data-assosiaatiomenetelmät voidaan jakaa karkeasti kahteen luokkaan sen perusteella, miten assosiaatiossa syntyvä assosiaatioepävarmuus käsitellään @bar-shalom_tracking_1988. 

_Kovan päätöksen_ (engl. _hard assignment_) menetelmissä havainto osoitetaan todennäköisimmälle tai uskottavimmalle lähteelle ja päätöstä pidetään lopullisena. Paikalliset menetelmät, kuten lähimmän naapurin suodatin (engl. _nearest-neighbour standard filter_, NNSF), tekevät päätöksen kullekin seurannalle erikseen /*valitsemalla painotetun residuaalin normin minimoivan havainnon*/ @bar-shalom_tracking_1988. Globaaleissa menetelmissä, kuten globaalin lähimmän naapurin menetelmässä (engl. _global nearest neighbour_, GNN), ratkaisu valitaan minimoimalla koko assosiaation kaikkien havainto--kohde-parien yhteenlaskettu _kustannus_ (engl. _cost_) yksi-yhteen -rajoitteen vallitessa. /*Yksi--yhteen-rajoite tarkoittaa, että jokaiseen kohteeseen kohdistuu aina täsmälleen yksi havainto. Kokonaiskustannuksen minimointi*/ Tämä on lineaarinen kohdistusongelma (luku @chp:linear-sum-assignment), joka voidaan ratkaista polynomisessa ajassa esimerkiksi Unkarilaisella algoritmilla tai sen varianteilla (luku @chp:hungarian). 

_Pehmeään päätökseen_ (engl. _soft assignment_) perustuvissa menetelmissä lopullista yhden assosiaation valintaa ei tehdä. Sen sijaan jokaiselle mahdolliselle assosiaatiolle lasketaan todennäköisyys, joka välitetään eteenpäin seurantasuotimelle. Tunnetuimmat pehmeään assosiaation perustuvat menetelmät ovat _yhteistodennäköisyyteen perustuva data-assosiaatio_ @fortmann_sonar_1983, @rezatofighi_joint_2015 (engl. _joint probabilistic data association_, JPDA) ja _monihypoteesiseuranta_ (engl. _multiple hypothesis tracking_, MHT) @reid_algorithm_1979. Pehmeät menetelmät hyödyntävät assosiaation epävarmuutta paremmin ja tuottavat vakaampia seurantoja tiheissä kohdeympäristöissä, missä havaintoja on paljon lähekkäin. Niiden laskennallinen kuorma kuitenkin kasvaa kombinatorisesti, koska assosiaatiohypoteesejä ei rajata lopullisesti pois. Käytännön toteutuksissa hypoteesien määrää rajoitetaan validaatioporteilla (engl. _validation gate_) ja karsinnalla (engl. _pruning_).

/*JPDA:ssa hypoteesien yhteistodennäköisyysmatriisi kasvaa kohteiden määrän mukaan ja MHT:ssa hypoteesipuu kasvaa ajan myötä. Pehmeiden menetelmien käytännön toteutuksissa ei-triviaaleissa käyttöympäristöissä on siksi yleensä tarpeellista rajoittaa hypoteesien määrää esimerkiksi validaatioporteilla (engl. _validation gate_) ja hypoteesien karsinnalla (engl. _pruning_). Pehmeää assosiaatiota on lähestytty myös approksimatiivisilla menetelmillä, missä tavoitteena on säilyttää pehmeän assosiaation tarjoama epävarmuustieto, mutta välttää hypoteesimäärän eksponentiaalinen kasvu @williams_approximate_2014, @williams_multiple_2018.*/

Tässä työssä käytetään globaalia kovan päätöksen lähestymistapaa. Pehmeiden menetelmien keskeiset hyödyt eivät tuota lisäarvoa työn idealisoidussa tilanteessa, missä kohteiden tilat ovat tunnettuja ja häiriöhavaintoja ei esiinny. Globaali kova assosiaatio tuottaa yksikäsitteisen permutaation, jonka oikeellisuus on suoraan mitattavissa. Tämä tekee siitä luontevan valinnan työn analyyttiseen tarkasteluun ja simulointiin.

== Suuntima-assosiaatio

Suuntima-anturin tuottama mittaus on suuntakulma, jonka perusteella ei voida tehdä päätelmiä kohteen etäisyydestä. Tämä asettaa suuntima-assosiaatiolle omat erityispiirteensä verrattuna esimerkiksi aktiivitutkan muodostamiin paikkahavaintoihin, joista saadaan sekä suunta että etäisyys. Suuntima-assosiaatiota ja suuntimapohjaista seurantaa on tutkittu useilla sovellusalueilla, muun muassa merenalaisessa valvonnassa @fortmann_sonar_1983, @li_underwater_2019, ilmavalvonnassa @kapuriya_bearing_2024, @kirubarajan_bearings-only_2001 sekä elektronisessa tiedustelussa @odonoughue_emitter_2020 ja passiivisessa paikannuksessa @torrieri_statistical_1984. 

Suuntimapohjaisiin sovelluksiin keskittyvä kirjallisuus jakautuu pääosin kahteen tutkimusalueeseen. Suuntimapaikannus (engl. _bearing only localization_, _bearing only tracking_) pyrkii estimoimaan kohteen sijaintia ja mahdollisesti liiketilaa kulmahavaintojen perusteella @torrieri_statistical_1984, @lingren_position_1978. Paikannuksessa suuntimat on jo yleensä yhdistetty oikeisiin kohteisiin ja tarkastellaan itse paikkaestimaatin epävarmuutta. Assosiaatio puolestaan pyrkii päättelemään, mikä mittaus vastaa mitäkin kohdetta. Käytännön järjestelmissä ongelmia ei usein voida käsitellä erillisinä, koska paikkaa ei tiedetä ennen assosiaatiota eikä assosiaatiota voida muodostaa ennen alustavia paikka-arvioita. Tästä syystä monet menetelmät pyrkivät ratkaisemaan ongelmat samanaikaisesti. 

Tässä työssä kohdesijainnit oletetaan tunnetuiksi ja keskitytään yksinomaan assosiaatio-ongelmaan. Sen tarkoitus on eristää assosiaation onnistumiseen vaikuttavat tekijät analyyttistä ja simuloitua tarkastelua varten. Kun paikkaepävarmuutta ei ole, johtuu assosiaation epäonnistuminen tai onnistuminen puhtaasti tarkastelijan mittauskohinasta ja ongelman geometrisesta asettelusta. Tämä mahdollistaa sekä analyyttisen että numeerisen tarkastelun, joka ei olisi niin suoraviivaista yhteisongelmassa. 
/*Vaikka ongelmakenttä on typistetty, suuntimahavaintojen yksiuloitteisuus pitää ongelman haasteellisena. Yksinkertaistetulla ongelmalla voidaan myös tarkastella ylärajaa sille, miten laajemmat ongelmat voivat parhaimmillaan onnistua.*/ Jos assosiaatio epäonnistuu jo tilanteessa, missä kohteiden tilat ovat tunnettuja, ei sen voida olettaa onnistuvan paremmin tilanteessa, missä tilat ovat satunnaismuuttujia. 

/* Trunk @trunk_association_1987 käsittelee suuntimahavaintoja tuottavien sensoreiden seurantojen ja tutkaseurantojen yhdistämistä, mikä on erikoistapaus seuranta--seuranta-assosiaatiosta heterogeenisten sensorityyppien välillä. */

Suuntimamittauksen erottelukyky on sidoksissa tarkastelijan näkemään kohteiden väliseen kulmaerotukseen ja tarkastelijan kulmavirheeseen. @ambiquity-problem havainnollistaa geometrian vaikutuksen assosiaatio-ongelmaan suuntimatarkastelijoilla. Yksittäisen tarkastelijan mittauskeilan leveys riippuu tarkastelijan kulmavirheestä, ja kun useampi kohde sijoittuu saman keilan sisälle, ei mittauksen perusteella voida tehdä yksiselitteistä päätöstä havainnon alkuperästä. Toinen, eri kulmassa sijaitseva tarkastelija voi ratkaista epäselvyyden.

#figure(
    grid(
        columns: 2,
        gutter: 1em,
        image(
          "../images/ambiguous-measurement.svg", 
          alt: "Yksi tarkastelija (alhaalla, ympyrä) tekee suuntimamittauksen kahteen kohteeseen (neliöt). Mittauksen epävarmuus on merkitty katkoviivakeilalla. Molemmat kohteet ovat epävarmuuskeilassa, joten mittauksen perusteella ei voida yksiselitteisesti päätellä, vastaako mittaus kumpaa kohdetta.",
          width: 100%
        ),
        image(
          "../images/non-ambiguous-measurement.svg", 
          alt: "Samat kaksi kohdetta (neliöt) ja kaksi tarkastelijaa: ensimmäinen alhaalla vasemmalla (punaiset viivat) ja toinen oikealla eri kulmassa (siniset viivat), kummallakin katkoviivainen epävarmuuskeila. Eri suunnista tulevat suuntimat leikkaavat havaittavassa kohteessa, jolloin assosiaatio voidaan ratkaista yksiselitteisesti.",
          width: 100%
        ),
    ),
    caption: [Geometrian vaikutus assosiaatio-ongelman ratkaistavuuteen.],
    alt: "alt"
) <ambiquity-problem>

/**
*"Liu ja Nehorai [2007] määrittelivät tilastollisen kulmaresoluutiorajan (ARL) pistelähteille sensoriryhmissä käyttäen GLRT-pohjaista hypoteesitestiä lähteiden erottuvuuden detektiolle. Heidän ongelmansa on kohteiden **detektio-ongelma** — montako lähdettä on erotettavissa — kun taas tässä työssä käsiteltävä on **assosiaatio-ongelma** jo detektoitujen havaintojen ja tunnettujen kohteiden välillä. Molemmissa tapauksissa hypoteesitestin suorituskyky riippuu normalisoidusta kulmaerotuksesta Δθ/σ\Delta\theta/\sigma
Δθ/σ, mikä on analoginen tämän työn tuloksen (5.6) kanssa."
*/

/*
Tarkastelijoiden asetteluongelmassa (luku @chp:sensor-placement-lit) ja sen vertailussa assosiaatiotodennäköisyyteen (luku @chp:sensor-placement) tarvitaan estimointitarkkuuden mittari. Yleisimmin käytetty mittarin on Cramér--Rao-rajaan (engl. _Cramér--Rao -bound_, CRB) perustuva kriteeri, joka johdetaan Fisher-informaatiosta (engl. _Fisher information matrix_, FIM).

Olkoon $theta in RR^d$ estimoitava parametri ja $z$ siitä riippuva havaintovektori. Fisher-informaatio määritetään uskottavuusfunktion logaritmisten derivaattojen toisena momenttina

#math.equation(
  block: true,
  $
    F(theta) = EE[((partial log p(z | theta)) / (partial theta)) ((partial log p(z | theta)) / (partial theta))^T].
  $
) <eq:fisher-information>

Cramér--Rao-alaraja antaa alarajan harhattoman estimaattorin virhekovarianssille. 

#math.equation(
  block: true,
  $
    cov(hat(theta)) >= F(theta)^(-1).
  $
) <eq:CRB>

Suurimman uskottavuuden estimaattori on asymptoottisesti tehokas, eli sen virhekovarianssi lähestyy CRB:tä havaintojen lukumäärän kasvaessa. Tämän takia FIM:n kasvattaminen vastaa estimaatiovirheen pienentämistä.
*/

/*
CRB on yläraja sille, miten tarkasti parametri $theta$ voidaan estimoida havainnoilla $z$. Suurimman uskottavuuden estimaattori on asymptoottisesti tehokas, mikä tarkoittaa että sen virhekovarianssi lähestyy CRB:tä havaintojen lukumäärän kasvaessa. Tämä takia FIM:n kasvattaminen vastaa estimaatiovirheen pienentämistä.
*/

/*
Sensorinasetteluongelmassa FIM riippuu valituista tarkastelijoista siten, että jokainen valittu tarkastelija lisää matriisiin oman summaterminsä. Asetteluongelman kohdefunktiona käytetään FIM:stä johdettua saklaarisuuretta, kuten myöhemmin luvussa XX esitetään.
*/

== Virheassosiaation tarkastelu

Virheassosiaation todennäköisyydelle on johdettu analyyttisia lausekkeita sekä tilastollisille kohdejakaumille että kiinteille kohdegeometrioille.

Mori ym. @mori_prediction_1995 käsittelevät niin sanottua _seurannan puhtautta_ (engl. _track purity_) yksinkertaistetussa tilanteessa, jossa käytetään optimaalista kohdistusalgoritmia. /*Seurannan puhtaudella tarkoitetaan seurannalle oikein assosioitujen mittauksien osuutta. Pyyhkäyksistä oletetaan, että kussakin pyyhkäyksessä saadaan korkeintaan yksi havainto kohdetta kohti. */ Työssä johdetaan analyyttinen lauseke oikean assosiaation todennäköisyydelle kohdetiheyden ja innovaatiokovarianssin funktiona. Kohdemallina on Poisson-jakautunut prosessi, missä kohteet ovat jakautuneet tasaisesti #math.equation(alt: "m", $m$)-ulotteisen pallon sisälle. /* Kohdemallina on Poisson-jakautunut prosessi, missä intensiteetti $cal(v)$ on tunnettu ja kohteet ovat tasaisesti jakautuneet $m$-pallon sisälle.*/ Keskeisenä tuloksena on eksponenttisääntö 

#math.equation(
  block: true,
  alt: altTextFn("P_C approx exp(-C_M tilde(beta)),"),
  $
    P_C approx exp(-C_M tilde(beta)),
  $
) <eq:mori>

missä #math.equation(alt: "tilde(beta)", $tilde(beta)$) on normalisoitu kohdetiheys yhden innovaation keskihajonnan säteisessä ellipsoidissa. Lauseke antaa assosiaation onnistumistodennäköisyyden odotusarvon satunnaisessa kohdejakaumassa eli se pyrkii vastaamaan siihen, miten kohdistusalgoritmi toimii keskimäärin. Sen sijaan tässä työssä kohdeasetelmien oletetaan olevan tarkalleen tunnettuja. Tämä yksinkertaistaa ongelmaa, mutta tekee siitä täsmällisemmän kiinteälle kohteiden ja tarkastelijoiden geometrialle.

Areta ym. @areta_probability_2008 tarkastelevat virheassosiaation todennäköisyyttä kahden lähekkäisen kohteen tapauksessa sekä paikallisen lähimmän naapurin että globaalin kohdistuksen menetelmillä. Työssä käytetään determinististä kohdemallia, missä kohteiden mittaukset ovat kiinteitä pisteitä mittausavaruudessa, ja virheassosiaation todennäköisyys ilmaistaan kohteiden välisen normalisoidun etäisyyden funktiona. Globaalille kohdistukselle yhtäläisillä innovaatiokovariansseilla johdetaan tarkka, normaalijakaumaan perustuva lauseke 

#math.equation(
  block: true,
   alt: altTextFn("P_(virhe, G) = Phi (- sqrt( 1/2 (hat(z)_1 - hat(z)_2)^T S^(-1) (hat(z)_1 - hat(z)_2)))."),
  $
    P_(text("virhe"), G) = Phi (- sqrt( 1/2 (hat(z)_1 - hat(z)_2)^T S^(-1) (hat(z)_1 - hat(z)_2))).
  $
) <eq:areta>

Lauseke pelkistyy yksiulotteisille kulmamittauksille muotoon #math.equation(alt: "Phi(-|theta_1 - theta_2| slash (sigma sqrt(2)))", $Phi(-|theta_1-theta_2| slash (sigma sqrt(2)))$), kun #math.equation(alt: "S = sigma^2", $S=sigma^2$). Tämä vastaa työssä myöhemmin osiossa @chp:analytical-general-case johdettua tulosta. Nykyisen työn kahden kohteen tapaus on siis erikoistapaus Aretan ym. globaalin kohdistuksen lausekkeesta yhtäläisillä kovariansseilla. Työ ei kuitenkaan käsittele kulmamittausten geometrisia erityispiirteitä eikä #math.equation(alt: "N>2", $N>2$) tarkastelijan yleistä tapausta. 

/*
*tästä puuttuu kirjallisuuskatsauksen oleellisin osa, eli kriittinen tarkastelu ja osoitus aukosta kirjallisuudessa. Vastaavatko [20,22] kaikkiin tämän DI-työn kysymyksiin?*
*/

== Tarkastelijoiden asettelu <chp:sensor-placement-lit>

Tarkastelijoiden asetteluongelmassa (engl. _sensor selection/placement_) valitaan ehdokassijaintien joukosta se osajoukko, joka optimoi valitun suorituskykykriteerin. Esimerkiksi voidaan ajatella valvonta-aluetta, mihin ollaan sijoittamassa rajallinen määrä antureita alueen tarkasteluun ja halutaan valita sijainnit siten, että mittaustarkkuus on paras mahdollinen. Ongelma on kombinatorinen, ja sen tyhjentävä haku on raskas suurilla ehdokasjoukoilla.

Sijoitteluongelman laskennallisen raskauden lievittämiseen on esitelty useita käytännön menetelmiä. Konveksissa relaksaatiossa tarkastelijoita valitseva binäärinen valintamuuttuja korvataan jatkuva-arvoisella painolla. Sen sijaan, että tarkastelija joko valitaan tai ei valita, se saa arvon nollan ja yhden väliltä @joshi_sensor_2009. Tämä muuttaa ongelman muotoon, joka voidaan ratkaista tehokkaasti. Jatkuva-arvoisesta ratkaisusta voidaan löytää epäoptimaalinen asetteluongelman ratkaisu valitsemalla #math.equation(alt: "K", $K$) suurimman painon saavuttanutta tarkastelijaa. Vaikka relaksoitu ratkaisu ei ole yhtäpitävä alkuperäisen ongelman kanssa, voidaan relaksaation tuloksesta tuottaa myös arvio siitä, miten lähelle parasta mahdollista ratkaisua päästiin. Toisessa lähestymistavassa, harvassa otannassa, ongelmaa lähestytään suoraan optimoinnin kautta. Tarkastelijoiden lukumäärä sisällytetään kohdefunktioon kustannuksena, jolloin ratkaisu löytää tasapainon tarkkuuden ja tarkastelijamäärän välillä @chepuri_sparse_2016. 

/**

== Fisher-informaatio ja Cramér--Rao-alaraja

*sisällytä tämä tarkastelijoiden asettelun kappaleeseen. CRB näyttelee sivuosaa työssä ja sitä ei voida edes johtaa diskreeteille parametreille*

Fisher-informaatiomatriisi (engl. _Fisher information matrix_, FIM) mittaa, kuinka paljon informaatiota havainnot sisältävät estimoitavasta parametrista. Cramér--Rao -alaraja (engl. _Cramér--Rao bound_, CRB) antaa alarajan minkä tahansa harhattoman estimaattorin virhekovarianssille. Se siis kertoo, miten tarkasti parametri voidaan parhaimmillaan estimoida. Sensoriasetteluongelmassa FIM riippuu valituista tarkastelijoista, joten sitä voidaan käyttää sensorinasetteluongelman kohdefunktiona. Luvussa @chp:placement esitellään FIM ja CRB tarkemmin työn havaintomallin yhteydessä.
*/

Asettelun kohdefunktiona käytetään yleensä estimointitarkkuuden mittaria. Fisher-informaatiomatriisi (engl. _Fisher information matrix_, FIM) mittaa, kuinka paljon informaatiota havainnot sisältävät estimoitavasta parametrista. Cramér--Rao -alaraja (engl. _Cramér--Rao bound_, CRB) antaa alarajan minkä tahansa harhattoman estimaattorin virhekovarianssille. Se siis kertoo, miten tarkasti parametri voidaan parhaimmillaan estimoida. Koska FIM riippuu valituista tarkastelijoista, sitä tai sen käänteismatriisista johdettua skalaarisuuretta voidaan käyttää asettelun kohdefunktiona @joshi_sensor_2009, @chepuri_sparse_2016. Yleisimmät kriteerit ovat A-, D- ja E-optimaalisuudet, jotka on määritelty tarkemmin luvussa @chp:placement työn havaintomallin yhteydessä. Yhteistä kriteereille on, että ne mittaavat sitä, miten tarkasti kohteen sijainti voidaan estimoida valituilla tarkastelijoilla. Ne siis olettavat, että assosiaatio mittauksen ja kohteen välillä on jo tehty.

Tässä työssä assosiaatio-ongelmassa estimoitava suure ei kuitenkaan ole jatkuva sijaintiparametri, vaan diskreetti permutaatio. Cramér--Rao -alaraja on määritelty jatkuva-arvoisen parametrin estimaattorille, eikä sitä voida johtaa diskreetille parametrille. Estimointitarkkuuteen perustuva kohdefunktio mittaa siis eri suuretta kuin assosiaatio-ongelmassa käsitelty suure eli oikean assosiaation todennäköisyys. Tässä työssä tutkitaan, mihin sijoitteluihin assosiaatiotodennäköisyyttä maksimoiva kohdefunktio asettaa optimaaliset tarkastelijat, miksi näihin sijoitteluihin päädytään ja miten assosiaatiotodennäköisyyteen perustuva päätös eroaa paikkaestimointiin perustuviin kriteereihin nojaavasta päätöksestä.

/*
Tyypillinen muotoilu on seuraava. Olkoon $w_m in {0, 1}$ valintamuuttuja, joka kertoo valitaanko sijainti $m$ vai ei. Tavoitteena on valita $K$ ehdokasta $M$:n joukosta siten, että jokin ernnalta määritetty riskifunktio $f(w)$ minimoituu @joshi_sensor_2009. Koska kandidaattijoukkoja on $binom(M, K)$ permutaatiota, on ratkaisu kaikkien ratkaisujen tarkastelu käytännössä mahdotonta suurilla $M$:n arvoilla.

*edellinen kappale kuulostaa hassulta?*

Joshi ym. @joshi_sensor_2009 esittävät lähestymistavan, missä binäärinen valintamuuttuja $w_m$ relaksoidaan jatkuva-arvoiseksi ja saatu _konveksi optimointiongelma_ voidaan ratkaista tehokkaasti. Riskifunktio valitaan yleensä Fisherin informaatiomatriisin tai Cramér--Rao-alarajan minimoiviksi tai maksivoimiksi funktioiksi. Matriiseista tehdään skalaarimuotoinen kohdefunktio erilaisten _optimaalisuuskriteerien_ avulla. Esimerkiksi A-optimaalisuus minimoi virhekovarianssimatriisin diagonaalielementtien summan eli jäljen (engl. _trace_), D-optimaalisuus sen determinantin ja E-optimaalisuus etsii suurimman ominaisarvon @chepuri_sparse_2016. Kullakin kriteerillä on hieman eri tulkinta, esimerkiksi A-optimaalisuus minimoi keskimääräisen estimaatin virheen, D-optimaalisuus estimaatin epävarmuusellipsoidin tilavuuden.

*matemaatikko kysyy heti, mikä yhteys on jäljellä ja determionantilla on omainaisarvoihin ja isompaan ominaisarvoon ja mitä missäkin optimoidaan*

Edellä mainitut työt käyttävät kohdefunktiona estimaatiotarkkuuden mittareita, eli miten tarkasti jokin parametri (tyypillisesti kohteen sijainti) voidaan estimoida valittujen tarkastelijoiden tuottamilla mittauksilla. Tässä työssä tarkastellaan miten työssä käsiteltävää assosiaatiotodennäköisyyttä voidaan käyttää sensoriasetteluongelman kohdefunktiona.
*/

== Moniulotteinen kohdistusongelma <chp:multidimensional-assignment-problem>

Useamman kuin yhden tarkastelijan assosiaatio-ongelmaa kutsutaan moniulotteiseksi kohdistusongelmaksi (engl. _#math.equation(alt: "s", $s$)-D assignment_). #math.equation(alt: "s", $s$)-D kohdistus on siis ongelman yleistys usemmalle kuin yhdelle datajoukolle, missä ongelman ulottuvuus #math.equation(alt: "s", $s$) vastaa yhtäaikaisesti kohdistettavien datajoukkojen lukumäärää @poore_multidimensional_1994. #math.equation(alt: "s", $s$)-D ongelmassa etsitään havaintojen välinen kohdistus #math.equation(alt: "s", $s$):stä datajoukosta siten, että globaali kustannus minimoituu. Jos #box[#math.equation(alt: "s >= 3", $s >= 3$)], on ongelma NP-vaikea @poore_multidimensional_1994. Löyhästi ilmaistuna NP-vaikeus tarkoittaa, että ongelma kuuluu laskennallisesti erittäin vaikeiden ongelmien luokkaan, joille ei tunneta tehokkaita ratkaisualgoritmeja. Tunnetuilla tarkoilla algoritmeilla ratkaisuun kuluva aika kasvaa usein eksponentiaalisesti syötteen koon suhteen. Tällöin suurten ongelmien tarkka ratkaiseminen ei ole käytännössä laskettavissa.

Moniulotteiselle kohdistusongelmalle on esitetty epäoptimaalisia käytännön ratkaisumenetelmiä. Deb ym. @somnath_deb_generalized_1997 lähestyvät ongelmaa Lagrange-relaksaation avulla. Relaksoimalla osa ongelman rajoitteista ja lisäämällä ne kustannusfunktioon Lagrange-kertoimilla painotettuina, vaikea #math.equation(alt: "s", $s$)-ulotteinen ongelma pelkistyy polynomiajassa ratkaistavaksi kaksiulotteiseksi ongelmaksi. Relaksaatio tuottaa myös arvion siitä, miten kaukana löydetty epäoptimaalinen ratkaisu on todellisesta ratkaisusta. Caponi @caponi_polynomial_2004 ehdottaa yksinkertaisempaa lähestymistapaa, missä muodostetaan useita ahneesti rakennettuja ratkaisuja, joista valitaan paras. Menetelmä on laskennallisesti kevyt, ja Caponin alkuperäisissä kokeissa menetelmä saavutti optimiratkaisun lähes aina. 

Tässä työssä tarkastelijoiden välinen havainto--havainto-assosiaatio oletetaan tunnetuksi, joten #math.equation(alt: "s", $s$)-ulotteinen ongelma pelkistyy kaksiulotteiseksi kohdistusongelmaksi, joka voidaan ratkaista (luku @chp:hungarian) polynomisessa ajassa.   

== Työn asemointi

Tässä työssä käsitellään asetelmaa, jossa kohdesijainnit ovat tunnettuja, jokainen tarkastelija tuottaa havainnon jokaisesta kohteesta, virhehavaintoja ei esiinny ja eri tarkastelijoiden välinen havainto-havainto-assosiaatio tunnetaan. Rajoitusten tavoitteena on eristää geometrian ja mittauskohinan vaikutus assosiaatioon irralleen seurannan muista vaiheista. /* Tämä on yleisen moniulotteisen kohdistusongelman pelkistetty rajatapaus. Yleisesti $s$-D-asettelussa kaikki assosiaatiot ovat tuntemattomia ja ongelma on NP-vaikea @somnath_deb_generalized_1997. Kun eri havaitsijoiden väliset havaintojen assosiaatiot tunnetaan, ongelma pelkistyy kaksiulotteiseksi kohdistusongelmaksi, mikä voidaan ratkaista tehokkaasti _lineaarisena optimointiongelmana_ (luku @chp:linear-sum-assignment). */ Työssä tarkastellaan, miten tarkkoja työssä käsiteltävät assosiaatiomenetelmät parhaimmillaan ovat, ja tuloksia voidaan käyttää esimerkiksi tarkastelijageometrian suunnitteluun ja järjestelmätason suorituskyvyn arviointiin.

Työ tuottaa kolme keskeistä tulosta suhteessa aikaisempaan tutkimukseen. Kahden kohteen tapauksessa johdetaan suljetun muodon lauseke oikean assosiaation todennäköisyydelle. Lause on Aretan ym. @areta_probability_2008 yleisemmän tuloksen erikoistapaus, mutta se esitetään suuntimamittauksille ja yleistetään mielivaltaiselle määrälle tarkastelijoita, joiden kulmavirheet voivat olla erisuuruisia. Yleistys mahdollistaa suorituskyvyn arvioinnin ilman simulointia yksinkertaisissa tilanteissa. Toiseksi työssä kartoitetaan empiirisesti, miten kiinteä kohdegeometria vaikuttaa assosiaatiotodennäköisyyteen usean kohteen tapauksessa kahdessa skenaariossa. Aiempi kirjallisuus on käsitellyt joko tilastollisia kohdejakaumia @mori_performance_2014 tai pienen kohdemäärän yleisiä tapauksia @areta_probability_2008, kun taas tässä työssä keskitytään kiinteän geometrian synnyttämiin ilmiöihin. Kolmanneksi tarkastelijoiden sijoittelua tutkitaan käyttäen kohdefunktiona assosiaatiotodennäköisyyttä, ja saatuja sijoitteluja verrataan estimointitarkkuuteen, kuten A-optimaalisuuteen, perustuviin ratkaisuihin. Estimointivirheen alarajoja on käytetty sijoittelun kohdefunktiona aikaisemmin @joshi_sensor_2009, @chepuri_sparse_2016. Assosiaatiotodennäköisyyttä ei sen sijaan tiettävästi ole käytetty tähän tarkoitukseen.

/*
Data-assosiaatiota käsitellään yleisesti yhtenä yhdistetyn assosiaatio--tilaestimaatio-ongelman vaiheena. Yhdistetyssä ongelmassa myös kohteen tila on yksi estimoitavista parametreista ja siten satunnaismuuttuja @bar-shalom_tracking_1988, @sittler_optimal_1964. Tässä työssä kohteiden tilat oletetaan tunnetuiksi, jolloin tilaestimaation vaikutukset voidaan rajata tarkastelun ulkopuolelle.

Virheassosiaatiota tarkastellaan aikaisemmasta tutkimuksesta poiketen valikoiduissa skenaarioissa ja kytkemällä assosiaation todennäköisyys tarkastelijoiden sijainteihin käsiteltävissä skenaarioissa. *tämä on hyvin epämääräinen virke*
*/

/*
Aikaisemmassa tutkimuksessa sensorinvalintaa on tehty käyttämällä estimaatiotarkkuutta valinnan kohdefunktiona. Tässä työssä tutkitaan, millaiset sensorigeometriat maksimoivat assosiaation onnistumistodennäköisyyden, ja verrataan näin saatuja sijoitteluja A-optimaalisuuskriteerillä tuotettuihin ratkaisuihin. Assosiaatiotodennäköisyyttä ei ole tarkasteltu aikaisemmin sensorinvalintakirjallisuudessa.

Kahden tarkastelijan tapauksessa tulos pelkistyy Aretan ym. @areta_probability_2008 yleisemmän lausekkeen erikoistapaukseksi. Tässä työssä tarkastelu esitetään suuntimamittausten avulla sekä yleistetään mielivaltaiselle määrällä tarkastelijoita heterogeenisella kulmavirheellä.

Areta ym. @areta_probability_2008 työssä käsitellään yleistä assosiaatiotodennäköisyyttä, kun taas tässä työssä muodostetaan suuntimamittauksille spesifi muoto tilanteessa, missä tarkastelijoiden lukumäärä on mielivaltainen ja niiden kulmavirheet ovat heterogeenisia. Yleisty s mahdollistaa assosiaatiotodennäköisyyspohjaiosen suorituskyvyn arvioinnin ilman simulaatioon turvautumista yksinkertaisissa tilanteissa. 

Työssä tarkastellaan kiinteän kohdegeometrian vaikutusta assosiaatiotodennäköisyyteen kahdessa skenaariossa usean kohteen tapauksesa. Aikaisempi kirjallisuus on keskittynyt tilastollisiin kohdejakaumiin @mori_performance_2014 tai pienen kohdelukumäärän yleisiin tapauksiin @areta_probability_2008. Tarkastelugeometrian ilmiöiden tarkastelu ja vaikutusarvointi on asia, mitä tässä työssä pyritään avaamaan tarkemmin empiirisellä kartoituksella.
 
Tarkastelijoiden sijoittelua tutkitaan käyttämällä assosiaatiotodennäköisyyttä' kohdefunktiona ja verrataan sitä estimaatiotarkkuuteen perustuviin kohdefunktioihin. Estimointivirheen alarajat ovat tutkittuja @joshi_sensor_2009 @chepuri_sparse_2016, mutta todennäköisyyden käyttöä ongelman kohdefunktiona ei ole aikaisemmin käytetty.

Tarkastelijoiden sijoittelua tutkineet työt käyttävät kohdefunktionaan estimaatiotarkkuuden mittareita, eli miten tarkasti jokin parametri (tyypillisesti kohteen sijainti) voidaan estimoida valittujen tarkastelijoiden tuottamilla mittauksilla. Tässä työssä tarkastellaan miten työssä käytettävää assosiaatiotodennäköisyyttä voidaan käyttää sensorinasetteluongelman kohdefunktiona. Assosiaatiotodennäköisyyttä ei ole käytetty aikaisemmin sensorinasetteluongelman kohdefunktiona.

Työssä tarkastellaan myös kiinteän kohdegeometrian vaikutusta assosiaatiotodennäköisyyteen kahdessa skenaariossa. Aikaisempi kirjallisuus on keskittynyt tilastollisiin kohdejakaumiin @mori_performance_2014 tai pienen kohdelukumäärän yleisiin tapauksiin @areta_probability_2008. Geometristen ilmiöiden tarkempi empiirinen kartoitus on yksi työn keskeisistä tavoitteista.

/**
== s-D assignemnt problem

Kenties hyödyllistä lyhyt kappale tästä. _spurious interscrtion_, käyetään esimerkiksi $m$-best assignment (R. Danchick, G.E. Newnam, A fast method for finding the exact n-best hypotheses for multitarget tracking. IEEE  Trans. Aerosp. Electron. Syst. 29(2), 555–560 (1993)). Voidaan löyttää $m$-parasta sratkaisua. Data-assosiaatiomethodit eivät ole yleensä hyviä monilla kohteilla reaaliajassa, ja optimiratkaisut eivät ole ratkasitavissa real-time.

Erilaisia BOL klsutering methodeja kuten K-M-DBSCAM tai FCM tai DBSCAM on ehdotettu 'spurious' intersection poistamiseen. 

To handle the spurious intersections problem in BOL, this paper proposes a novel clustering method called K-M-DBSCAN. Compared with existing FCM and DBSCAN clustering methods, the proposed K-M-DBSCAN performs much better for removal of spurious intersections. The proposed method can not only adapt to the distribution of dense radiation source and the coexistence of far and near radiation sources, but also solve the problem of large variations in cluster density caused by different measurement error of angle. There are two reasons for this improvement. The first one is we construct Mahalanobis Distance-based density clustering, which follows the spatial probability distribution of intersections and enables to adapt the variations in cluster sample density. The second reason is that the deployed minimum K distance algorithm for preprocessing to filter out some spurious intersections, which reduce the interference and calculation complexity to clustering to a certain extent. Simulation results show that K-M-DBSCAN can effectively remove spurious intersections and still has a high recognition for the target when the localization precision threshold is 0.5 km. The precision of spurious intersections can reach more than 98%, and the precision of real intersections can reach more than 95%. Simulation results also verify the robustness of K-M-DBSCAN with different layout of observation stations.
from A novel density-based clustering method for effective removal of spurious intersections in bearings-only localization

Taking full advantage of the uni-modality of the series in the coefficients of the related data association matrix, we have developed a new data association algorithm problem embedded in the ML-based relaxation solution to a multitarget tracking problem, reducing the complexity from O(N 3) of the conventional Hungarian type routines to O(N 2). The theorems we have proved depend on the assumption of no cluttering and no missing measuring data. Although the no cluttering assumption may not be too unrealistic in many of the air traffic surveillance system [20], the no missing data assumption may be too restrictive in practice. We hope to extend the analysis to take the missing data into consideration, hoping to obtain the algorithm of lower complexity, if only the missing data is considered but not the cluttering.

*/


/**
== Estimaatio

TODO: tämä kappale on ehkä vähän turhan yleinen. Lisäsin aikaisemmasta kappaleesta asiat muihin relevantteihin kappaleisiin. Lisäksi jos lisään työhön jotain muuta tarkastelua, pitää kirjallisuuskatsausta tuunata uuteen suuntaan. Kenties tämä kannattaa jättää viimeiseksi.

_Estimaatio_ on prosessi, jossa arvioidaan kiinnostavan suureen arvoa epäsuorien, yleensä kohinaisten havaintojen perusteella. Estimointiongelma syntyy, kun havaintoprosessiin liittyy eävarmuutta, havainto $hat(z)$ ei suoraan paljasta estimoitavaa suuretta $x$ vaan sisältää satunnaisen virhetermin $w$.

Kuvassa@observation-process on esitetty yksinkertaistettu havaintoprosessin lohkokaavio. Kohde tuottaa fysikaalisen ilmiön, jonka tarkastelijan sensori havaitsee ja muuttaa sähköiseksi signaaliksi. Tarkastelijan signaalinkäsittely jalostaa tästä havainnon $hat(z)$, joka välitetään havaintoja kuluttavalle järjestelmälle, työn tapauksessa assosiaatioita tekevälle ohjelmalle. Assosiaatio yhdistää havainnon tunnettuihin kohteisiin tilannekuvassa.  
*/
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= Havaintomalli ja kohdistusongelma <materials-and-methods>

Tässä luvussa esitellään suuntimamittausten assosiaatio-ongelma kolmessa vaiheessa. Ensin määritellään havaintomalli, joka kuvaa miten tarkastelijat tuottavat havaintoja kohteista. Sen jälkeen johdetaan suurimman uskottavuuden kustannusfunktio, joka mittaa, kuinka hyvin kohdistus vastaa havaittua dataa. Lopuksi näytetään, miten suurimman uskottavuuden kohdistus muotoillaan lineaarisena kohdistusongelmana ja miten se voidaan ratkaista polynomisessa ajassa.

== Geometrinen asetelma ja oletukset <chp:geometry-and-assumptions>

Tarkastellaan tasoa, jossa sijaitsee #math.equation(alt: "N in ZZ_+", $N in ZZ_+$) paikallaan pysyvää _tarkastelijaa_ ja #math.equation(alt: "M in ZZ_+", $M in ZZ_+$) paikallaan pysyvää _kohdetta_. Tarkastelijan #math.equation(alt: "i in {1, dots, N}", $i in {1, dots, N}$) sijainti on #math.equation(alt: "s_i = (x_i, y_i) in RR^2", $s_i = (x_i, y_i) in RR^2$) ja sen tuottamien havaintojen kulmavirheen keskihajonta on #math.equation(alt:"sigma_i",$sigma_i$). Kohteen #math.equation(alt:"j in {1, dots, M}", $j in {1, dots, M}$) sijainti on #math.equation(alt: "p_j=(x_j, y_j) in RR^2", $p_j = (x_j, y_j) in RR^2$).

Työssä käsiteltävää ongelmaa rajaavat seuraavat oletukset:
1. *Tunnetut sijainnit.* <known-locations> Tarkastelijoiden #math.equation(alt: "s_i", $s_i$) ja kohteiden #math.equation(alt: "p_j", $p_j$) sijainnit ovat tunnettuja.
2. *Täydellinen havaitsemistodennäköisyys.* Jokainen tarkastelija tuottaa havainnon jokaisesta kohteesta.
3. *Ei virhehavaintoja.* Jokainen havainto on peräisin todellisesta kohteesta. Vääriä hälytyksiä tai häiriöhavaintoja ei esiinny.
4. *Tunnettu havaintojen välinen assosiaatio.* Eri tarkastelijoiden samasta kohteesta tekemien havaintojen keskinäinen assosiaatio on tunnettu. Tämä vastaa esimerkiksi tilannetta, jossa tarkastelijat mittaavat synkronisesti tai havainnot voidaan yhdistää jonkin muun tiedon, kuten havainnon taajuuden, avulla.
5. *Normaalijakautunut, riippumaton kohina.* Mittausvirhe #math.equation(alt: "w_(i j)", $w_(i j)$) on nollakeskiarvoinen ja normaalijakautunut, sen varianssi #math.equation(alt: "sigma_i^2", $sigma_i^2$)  tunnetaan ja se riippumaton muista mittauksista.

Oletus 1 rajaa pois sijaintien epävarmuuden, jolloin assosiaation ainoa epävarmuuslähde on mittauskohina #math.equation(alt: "w_(i j)", $w_(i j)$). Oletukset 2 ja 3 sulkevat pois reaalimaailman epätäydellisyydet, kuten tarkastelijan katvealueet ja häiriölähteet. Oletus 4 rajaa moniulotteisen kohdistusongelman (luku @chp:multidimensional-assignment-problem) kaksiulotteiseksi.

== Havaintomalli <chp:observation-model>

Kukin tarkastelija #math.equation(alt:"i", $i$) tuottaa kustakin kohteesta #math.equation(alt:"j", $j$)  yhden suuntimahavainnon #box[#math.equation(alt:"z_(i j) in (-pi, pi]", $z_(i j) in (-pi, pi]$)]. Suuntima on kulmamittaus, joka osoittaa kohteen suuntaan tarkastelijasta katsottuna. Tarkastelijan #math.equation(alt:"i", $i$) todellinen suuntima kohteeseen #math.equation(alt:"j", $j$) on

#math.equation(
  block: true,
  alt: altTextFn("theta_(i j) = atan2(y_j - y_i, x_j - x_i) in (-pi, pi],"),
  $
    theta_(i j) = text("atan2")(y_j - y_i, x_j - x_i) in (-pi, pi],
  $
) <eq:true-bearing>

jossa funktio #math.equation(alt:"atan2(y, x)", $text("atan2")(y, x)$) on kahden muuttujan arkustangentti. Se palauttaa positiivisen #math.equation(alt:"x", $x$)-akselin ja pisteen #math.equation(alt: "(x, y)", $(x, y)$) määrittämän suunnan välisen kulman väliltä #math.equation(alt: "(-pi, pi]", $(-pi, pi]$). Negatiiviset kulmat kuvaavat #math.equation(alt: "x", $x$)-akselin alapuolisia kulmia. Havaintomalli on

#math.equation(
  block: true,
  alt: altTextFn("z_(i j) = theta_(i j) + w_(i j), w_(i j) ~ cal(N)(0, sigma_i^2),"),
  $
    z_(i j) = theta_(i j) + w_(i j), quad w_(i j) ~ cal(N)(0, sigma_i^2),
  $
) <eq:measured-bearing>

jossa kohinatermit #math.equation(alt: "w_(i j)", $w_(i j)$) ovat riippumattomia tarkastelijoiden ja kohteiden yli. @img:measurement-model esittää havaintomallia.

#figure(
  alt: "alt",
    image(
        "../images/new-images/observation-model.svg",
        alt: "Kaksiulotteinen koordinaatisto, jossa vaaka-akselina on x ja pystyakselina y. Origon lähellä on kolmiolla merkitty tarkastelija ja oikealla ylhäällä pisteellä merkitty kohde. Tarkastelijasta kohteeseen kulkee vihreä viiva, joka esittää todellista suuntimaa kulmassa theta vaaka-akseliin nähden, sekä siitä hieman poikkeava punainen viiva, joka esittää kohinaista suuntimahavaintoa z. Kulmat on merkitty tarkastelijan kohdalle vaakasuoran katkoviivan ja viivojen väliin.",
        width: 50%
    ),
    caption: [Havaintomalli. Kolmiolla merkitty tarkastelija havaitsee pisteessä sijaitsevan kohteen. Vihreä viiva näyttää todellisen suuntiman, punainen kohinaisen suuntimahavainnon.],
) <img:measurement-model>

Olkoon havainnon #math.equation(alt: "z_(i j)", $z_(i j)$) residuaali eli _innovaatio_ hypoteesilla, että havainto on peräisin kohteesta #math.equation(alt: "k", $k$), todellisen suuntiman ja havainnon erotus

#math.equation(
  block: true,
  alt: altTextFn("nu_(i j)^k = z_(i j) - theta_(i k)."),
  $
    nu_(i j)^k &= z_(i j) - theta_(i k).
  $
) <eq:innovation2>

Kun hypoteesi on oikea (#math.equation(alt: "k=j", $k=j$)), innovaatio pelkistyy havainnon kohinaksi #math.equation(alt: "cal(v)_(i j)^j = w_(i j)", $cal(v)_(i j)^j = w_(i j)$).

/*
Koska suuntima on kulma, tarkastelijan kulmavirhe vastaa suurempaa poikittausetäisyyden epävarmuutta, mitä kauempana kohde on tarkastelijasta. Pieniki kulmavirhe voi merkitä usean kertaluokan paikkaepävarmuutta kulmaepävarmuuteen verrattuna, kun etäisyys on suuri. Havaintomallissa (@img:measurement-model) tämä näkyy epävarmuuskeilan leveyden kasvamisena, kun etäisyys kohteeseen kasvaa *toistoa? onko tämä tarpeen tässä?*.
*/

/**
== Suuntimamittausten innovaatio

Oletetaan, että tarkastelijan $i$ havainto $z_(i j)$ on peräisin kohteesta $k$. Havainnon residuaali eli _innovaatio_ tällä hypoteesilla on

#math.equation(
  block: true,
  $
    nu_(i j)^k &= Delta(z_(i j) , theta_(i k)),
  $
) <eq:innovation>

jossa

#math.equation(
  block: true,
  $
    Delta(theta_1, theta_2) = ((theta_1 - theta_2 + pi) mod 2 pi) - pi in (-pi, pi]
  $
) <eq:angle-wrap>

on kulmien $theta_1$ ja $theta_2$ välinen etumerkillinen kaarietäisyys. Naiivi erotus $theta_1 - theta_2$ ei sovellu kulmien vertailuun, sillä se antaisi virheellisesti suuria arvoja rajan $plus.minus pi$ läheisyydessä. 
*/

/*Uskottavuusfunktio määräytyy havaintomallin perusteella, joten normalisointi ei vaikuta siihen. Mutta suurimman uskottavuuden estimaattori kulmalle ja sen normalisoidulle versiolle ei välttämättä ole sama ellei toisin todisteta. Seuraatko tiettyä viitettä jossa olisi sama havaintomalli? Kaipaa jotain viitettä tai muuta selitystä

Koska suuntimat ovat välille $(-pi, pi]$ rajattuja kulmia, kahden kulman erotus ei sellaisenaan kuvaa kulmien välistä geometrista etäisyyttä. Esimerkiksi kulmat $theta_1 = -pi + epsilon$ ja $theta_2 = pi - epsilon$ ovat geometrisesti lähellä tosiaan, mutta naiivi erotus $Delta theta = theta_1 - theta_2 approx -2pi$ antaa suuren eron. Kustannusfunktio (luku @chp:ml-cost) tuottaisi tällöin virheellisen suuren kustannuksen läheisille kulmille rajan $plus.minus pi$ läheisyydessä.

Tämän korjaamiseksi määritellään kulmaerotus ympyrän kaarella eli kääritty kulmaero

jonka jakauma on $nu_(i j)^k ~ cal(N)(theta_(i j) - theta_(i k), sigma_i^2)$. 
Käärintä on välttämätön korjaus rajatapauksien $plus.minus pi$ käsittelyyn, mutta se ei muuta suurimman uskottavuuden estimaatin tulkintaa neliöityjen residuaalien minimointina (luku @chp:ml-estimation) tutkitulla parametrialueella *miksi?*. */

== Suurimman uskottavuuden estimointi <chp:ml-estimation>

Havaintomallin (luku @chp:observation-model) suuntimahavainto #math.equation(alt: "z_(i j)", $z_(i j)$) riippuu tunnetusta geometriasta ja tuntemattomasta kohinatermistä. Tämä antaa lähtökohdan estimaattorille, joka päättelee havainnoista oikean kohde--havainto-vastavuuden. Tässä työssä estimaattorina käytetään suurimman uskottavuuden (engl. _maximum likelihood_, ML) menetelmää. 

ML-estimointi perustuu oletukseen, että havannoille voidaan määritellä ehdollinen tiheysfunktio (engl. _conditional probability density function_) #math.equation(alt: "p(z | theta)", $p(z | theta)$). Tiheysfunktio kuvaa havaintojen suhteellista todennäköisyyttä parametrin #math.equation(alt: "theta", $theta$) arvon ollessa annettu. Kun havainto #math.equation(alt: "z", $z$) on tehty ja #math.equation(alt: "theta", $theta$) on tuntematon, tarkastellaan tiheysfunktiota parametrin #math.equation(alt: "theta", $theta$) funktiona, jolloin sitä kutsutaan _uskottavuusfunktioksi_. Uskottavuusfunktio siis kuvaa, kuinka hyvin eri parametrien arvot selittävät havaittua dataa. ML-estimaattori valitsee parametrin #math.equation(alt: "theta", $theta$), joka maksimoi uskottavuusfunktion.

#tauthesis.määritelmä(
  title: [Suurimman uskottavuuden estimaattori],
  reflabel: "def:ml-estimator",
  alt: "alt"
)[
  Olkoon #math.equation(alt: "z", $z$) havaintovektori, joka riippuu tuntemattomasta parametrista #math.equation(alt: "theta", $theta$) uskottavuusfunktion #math.equation(alt: "p(z | theta)", $p(z | theta)$) kautta. Parametrin #math.equation(alt: "theta", $theta$) suurimman uskottavuuden estimaattori havainnoilla #math.equation(alt: "z", $z$) on 
  #math.equation(
    block: true,
    alt: altTextFn("hat(theta)_ML = arg max_theta p(z | theta)."),
    numbering: none,
    $
      hat(theta)_text("ML") = arg max_theta p(z | theta).
    $
  )
]

/*
Jos parametri valitaan äärellisestä arvojoukosta ${theta_1, dots, theta_k}$ ongelma pelkistyy vertailuksi, missä ML-estimaatti on se joukon alkio, joka maksimoi uskottavuusfunktion. Tällainen rakenne rakenne syntyy ongelmissa, missä estimoitava parametri on diskreetti, esimerkiksi permutaatio äärellisestä joukosta. Tämän työn assosiaatio-ongelma on tämän muotoinen, estimoitavat parametri on permutaatio $pi$, joka kohdistaa havainnot kohteisiin ja sen äärellinen arvojoukko on kaikki $M!$ kohde--tarkastelija-permutaatiota (TODO: viite lukuun).
*/

Kun havainto on muotoa #math.equation(alt: "z = theta + w", $z = theta + w$), jossa #math.equation(alt: "w~cal(N)(0, sigma^2)", $w~cal(N)(0, sigma^2)$), uskottavuusfunktio on

#math.equation(
    block: true,
    alt: altTextFn("p(z | theta) = 1 / (sqrt(2 pi sigma^2)) exp(-(z-theta)^2 / (2sigma^2))."),
    $
      p(z | theta) = 1 / (sqrt(2 pi sigma^2)) exp(-(z-theta)^2 / (2sigma^2)).
    $
) <eq:likelihood>

ML-estimaatti voidaan laskea myös logaritmisen uskottavuuden #math.equation(alt: "log p(z | theta)", $log p(z | theta)$) avulla. Logaritmifunktio on aidosti kasvava, joten sen ja alkuperäisen uskottavuuden maksimoiva parametri #math.equation(alt: "theta", $theta$) ovat samat. 

Logaritmisessa muodossa estimaattorin lausekkeen muodostaminen on yksinkertaisempaa. Riippumattomien havaintojen yhteisuskottavuus on niiden uskottavuuksien tulo, mutta logaritmilla tämä muuttuu summaksi. Summamuoto on esitetty kustannusmatriisissa luvussa @chp:cost-function-and-assignment-problem. Lisäksi uskottavuusfunktion @eq:likelihood logaritmi sieventää uskottavuuden polynomiksi

#math.equation(
    block: true,
    alt: altTextFn("log p(z | theta) = - 1/2 log(2 pi sigma^2) -(z-theta)^2 / (2sigma^2)."),
    $
      log p(z | theta) = - 1/2 log(2 pi sigma^2) -(z-theta)^2 / (2sigma^2).
    $
) <eq:log-likelihood>

Yhtälön @eq:log-likelihood ensimmäinen termi ei riipu estimoitavasta parametrista #math.equation(alt: "theta", $theta$), joten se voidaan jättää huomiotta maksimoinnissa. Myös #math.equation(alt: "sigma", $sigma$) on vakio, joten se ei vaikuta maksimointiin. ML-estimaattoriksi saadaan

#math.equation(
    block: true,
    alt: altTextFn("hat(theta)_ML = arg min_theta (z - theta)^2."),
    $
      hat(theta)_text("ML") = arg min_theta (z - theta)^2.
    $
) <eq:ls-ml-estimator>

Eli lineaarisesa mallissa, jossa kohina on normaalijakautunutta, ML-estimaattori vastaa pienimmän neliösumman (engl. _least squares_, LS) estimaattoria @kay_fundamentals_2013. 

== Kustannusfunktio ja kohdistusongelma <chp:cost-function-and-assignment-problem>

Sovelletaan suurimman uskottavuuden estimointia luvun @chp:observation-model havaintomalliin. Tarkastelijan #math.equation(alt: "i", $i$) havainnon #math.equation(alt: "z_(i j)", $z_(i j)$) uskottavuus hypoteesilla, että havainto on peräisin kohteesta #math.equation(alt: "k", $k$) on yhtälön @eq:likelihood mukaisesti

#math.equation(
  block: true,
  alt: altTextFn("p(z_(i j) | kohde k) = 1 / (sqrt(2 pi sigma_i^2)) exp(-(z_(i j) - theta_(i k))^2 / (2sigma_i^2))."),
  $
    p(z_(i j) | text("kohde") k) &= 1 / (sqrt(2 pi sigma_i^2)) exp(-(z_(i j) - theta_(i k))^2 / (2sigma_i^2)).
  $
) <eq:cost-likelihood>

Merkitään kulmaerotusta #math.equation(alt: "z_(i j) - theta_(i k)", $z_(i j) - theta_(i k)$) innovaationa yhtälön @eq:innovation2 mukaisesti. Kun tarkastelijoita on #math.equation(alt: "N", $N$) kappaletta ja kukin niistä tuottaa yhden riippumattoman (@chp:geometry-and-assumptions, oletus 5) mittauksen samasta kohteesta (@chp:geometry-and-assumptions, oletus 4) on mittausten yhdistetty uskottavuus (engl. _joint likelihood_) yksittäisten uskottavuuksien tulo. Tulon logaritmi on summa

#math.equation(
  block: true,
  alt: altTextFn("log product_(i=1)^N p(z_(i j) | kohde k) = - sum_(i=1)^N 1/2 log(2 pi sigma_i^2) - sum_(i=1)^N (nu_(i j)^k)^2 / (2 sigma_i^2)."),
  $
    log product_(i=1)^N p(z_(i j) | text("kohde") k) = - sum_(i=1)^N 1/2 log(2 pi sigma_i^2) - sum_(i=1)^N (nu_(i j)^k)^2 / (2 sigma_i^2).
  $
) <eq:cost-joint-likelihood>

Tulon ensimmäinen termi on hypoteesista #math.equation(alt: "k", $k$) riippumaton, joten se voidaan jättää huomiotta eri hypoteesien kustannuksia vertaillessa. Tällöin minimoitaviksi kustannuksiksi #math.equation(alt: "c_(j k)", $c_(j k)$) saadaan

#math.equation(
  block: true,
  alt: altTextFn("c_(j k) = sum_(i=1)^N 1 / (2sigma_i^2) (nu_(i j)^k)^2"),
  $
    c_(j k) = sum_(i=1)^N 1 / (2sigma_i^2) (nu_(i j)^k)^2
  $
) <eq:total-cost-log-likelihood>

Suureet #math.equation(alt: "c_(j k)", $theta$) muodostavat kustannusmatriisin #math.equation(alt: "matrix(C) = [c_(j k)] in RR^(M times M)", $matrix(C) = [c_(j k)] in RR^(M times M)$) alkiot. Matriisin alkio #math.equation(alt: "c_(j k)", $c_(j k)$) on havaintojoukon #math.equation(alt: "j", $j$) kohdistuskustannus kohteeseen #math.equation(alt: "k", $k$), joten rivi #math.equation(alt: "j", $j$) kuvaa havaintojoukon #math.equation(alt: "j", $j$) kustannukset kaikkiin kohteisiin. Kustannuksen #math.equation(alt: "c_(j k)", $c_(j k)$) valinta vastaa hypoteesia, että havaintojoukko #math.equation(alt: "{z_(1 j), dots z_(N j)}", ${z_(1 j), dots z_(N j)}$) on peräisin kohteesta #math.equation(alt: "k", $k$). On huomionarvoista, että tarkastelijoiden lisääminen ei kasvata matriisin kokoa. Jokainen tarkastelija sen sijaan lisää jokaiseen matriisin alkioon #math.equation(alt: "c_(j k)", $c_(j k)$) yhden additiivisen, riippumattoman terminsä. Näin summan sisältämä informaatio kasvaa ja erottelukyky paranee.

Estimoitava parametri on permutaatio #math.equation(alt: "pi: {1, dots, M} -> {1, dots, M}", $pi: {1, dots, M} -> {1, dots, M}$), joka kohdistaa havainnot eli matriisin rivit kohteisiin eli matriisin sarakkeisiin. Koska parametri valitaan äärellisestä joukosta #math.equation(alt: "S_M", $S_M$), jossa on #math.equation(alt: "M!", $M!$) alkiota, suurimman uskottavuuden estimointi voidaan toteuttaa laskemalla uskottavuus jokaiselle permutaatiolle ja valitsemalla suurin. ML-assosiaatio on siis se permutaatio, joka minimoi kokonaiskustannuksen 

#math.equation(
  block: true,
  alt: altTextFn("hat(pi) = arg min_(pi in S_M) sum_(j=1)^M c_(j, pi(j))."),
  $
    hat(pi) = arg min_(pi in S_M) sum_(j=1)^M c_(j, pi(j)).
  $
) <eq:association-problem>

Yhtälö @eq:association-problem on niin kutsuttu _lineaarinen kohdistusongelma_ (engl. _linear assignment problem_, LAP). LAP määritellään yleisesti luvussa @chp:linear-sum-assignment ja sen ratkaisualgoritmi, unkarilainen algoritmi, esitellään luvussa @chp:hungarian. ML-assosiaation laskennallinen kompleksisuus on polynominen kohteiden lukumäärän suhteen eli optimaalisen ratkaisun laskettavuus säilyy, vaikka ratkaisujoukon #math.equation(alt: "S_M", $S_M$) koko kasvaa kombinatorisesti. 

/*
Logaritmimuutoksella on myös numeerinen hyöty. *myös?, isoin hyöty? mikä muu hyöty?* Useamman riippumattoman havainnon yhdistetty uskottavuus (engl. _joint likelihood_) on tulo 

#math.equation(
    block: true,
    $
      product_(n=1)^N p(z_n | theta).
    $
) <eq:joint-likelihood>

Jos havaintoja $N$ on useita, voi lasketun tulon liukulukuesityksen rajallinen tarkkuus olla rajoite lähekkäisten, hyvin pienien uskottavuuksien erottamiseksi toisistaan. Jos esimerkiksi yhden havaintoon osallistuvan tarkastelijan uskottavuus on hyvin pieni muihin verrattuna, voi sen vaikutuksen laskeminen numeerisesti johtaa alivuotoon (engl. _underflow_) nollaksi, jolloin parametrin valinnan informaatio menetetään kokonaan. Logaritmimuunnos muuttaa tulon tekijöiden summaksi, jolloin käsiteltävä numeerinen alue laajenee ja välttää alivuodon. Käytännön sovelluksissa logaritmimuodon käyttö on lähes aina suositeltavaa. 

ML-estimaattorilla on monia hyödyllisiä estimaattorin ominaisuuksia. Se on asymptoottisesti tehokas, eli estimaattorin kovarianssi $cov(hat(theta)_text("ML"))$ supistuu Fisher-informaation käänteismatriisiin eli Cramér--Rao-alarajaan $F^(-1)(theta)$. Koska ML-estimaattori on asymptoottisesti tehokas, FIM:n maksimointi vastaa estimaatiovirheen minimointia, minkä takia sitä käytätetään yleisesti esimerkiksi sensorinvalintaongelmassa. *Fisher-informaatiosta ja CRB:stä puhutaan useammassa kappaleessa. Kenties lyhyt aliluku joka kertoo mitä ne ovat olisi järkevää ennen tämmöistä termien tiputtelua*.
*/

== Lineaarinen kohdistusongelma <chp:linear-sum-assignment>

_Lineaarinen kohdistusongelma_ (engl. _linear assignment problem_, LAP) on kombinatorinen, lineaarinen optimointiongelma (engl. _linear program_, LP), jossa #math.equation(alt: "n", $n$) alkiota kohdistetaan #math.equation(alt: "n", $n$):ään toiseen alkioon yksi yhteen -vastaavuuden rajoittamana siten, että kohdistuksen yhteenlaskettu kustannus minimoituu @burkard_assignment_2012.

#tauthesis.määritelmä(
  title: [Lineaarinen kohdistusongelma],
  reflabel: "def:lap",
  alt: "alt"
)[
  Olkoon $matrix(C) = [c_(i j)] in RR^(n times n)$ kustannusmatriisi ja $x_(i j) in {0, 1}$ päätösmuuttuja, joka saa arvon #math.equation(alt: "1", $1$) jos rivi #math.equation(alt: "i", $i$) kohdistetaan sarakkeeseen #math.equation(alt: "j", $j$). LAP on optimointiongelma
  #math.equation(
    block: true,
    alt: altTextFn("
        min_(x_(i j)) sum_(i=1)^n sum_(j=1)^n c_(i j) x_(i j)
        kun sum_(j) x_(i j) = 1, forall i in {1, dots, n}
        sum_i x_(i j) = 1, forall j in {1, dots, n}
        x_(i j) in {0, 1}.
    "),
    numbering: none,
    $
      min_(x_(i j)) & sum_(i=1)^n sum_(j=1)^n c_(i j) x_(i j) \
      text("kun") & sum_(j) x_(i j) = 1, quad forall i in {1, dots, n}\
      & sum_i x_(i j) = 1, quad forall j in {1, dots, n}\
      &x_(i j) in {0, 1}.
    $
  )
]

Ongelman ratkaisu voidaan esittää permutaationa #math.equation(alt: "hat(pi): {1, dots, n} -> {1, dots, n}", $hat(pi): {1, dots, n} -> {1, dots, n}$), joka kuvaa jokaisen kustannusmatriisin rivin yhdelle sarakkeelle. Tällöin päätösmuuttujat ovat #math.equation(alt: "x_(i, hat(pi)(i)) = 1", $x_(i, hat(pi)(i)) = 1$) ja muut nollia. Optimointiongelma voidaan tällöin esittää muodossa 

#math.equation(
    block: true,
    alt: altTextFn("hat(pi) = arg min_pi sum_(i=1)^n c_(i, pi(i))."),
    $
      hat(pi) = arg min_pi sum_(i=1)^n c_(i, pi(i)).
    $
) <eq:lap-short>

Yhtälö @eq:lap-short on identtinen ML-assosiaation muotoilun (yhtälö @eq:association-problem) kanssa, kun #box[#math.equation(alt: "n=M", $n=M$)] ja #math.equation(alt: "matrix(C)", $matrix(C)$) on yhtälön @eq:total-cost-log-likelihood termien muodostama ML-kustannusmatriisi. Työssä käsiteltävä assosiaatio-ongelma on siis lineaarinen kohdistusongelma, jonka kustannusmatriisin alkiot ovat suuntimamittausten neliöityjä innovaatioita normalisoituna mittauskohinan varianssilla.

/*
LAP:lla on suoraviivainen yhteys luvun @chp:ml-estimation ML-estimointiin. Kun parametri on permutaatio äärellisestä joukosta ja yksittäisten alkioiden uskottavuudet ovat riippumattomia, log-uskottavuuden maksimointi pelkistyy alkiokustannusten summan minimoinniksi yksi--yhteen-rajoitteen vallitessa *onko välttämätöntä mainita, kun se on vain tapa yksinkertaistaa uskottavuuden laskentaa?*. Tämä työn kustannusmatriisi on juuri tällainen matriisi, kustannukset $c_(i j)$ ovat suuntimamittausten neliöityjä innovaatioita.

MLE tuottaa _optimaalisen ratkaisun_ kohdistusongelmalle. Tämä tarkoittaa sitä, että ... Vaikka MLE on optimaalisuutensa takia luonnollinen estimaattorivalinta ongelmalle, se ei ole ainut polynomiajassa ratkaistava vaihtoehto. Toinen tapa estimoida kohdistusta on esimerkiksi kohdistaa jokainen havainto kustannuksen minimoivaan havaintoon ahneesti. Tämä tapa on hyvin lähellä LAP:n suorituskykyä pienillä $M$:n arvoilla. Suurilla $M$:n arvoilla optimaalisen ratkaisun hyöty on suurempi. On olemassa myös monia approksimatiivisen ratkaisun löytäviä metodeja, kuten auction, joka löytää numeerisesti melkein oikean ratkaisun, mutta optimaalisuus ei ole taattu. Numeeriset *numeerinen ei ole tässä oikea termi* ratkaisut tarjoavat (yleensä) laskennallisesti tehokkaamman tavan löytää ratkaisu, kuin optimi, mutta hitaampi kuin greedy *suomenkieliset termit greedy, auction*.  
*/

=== Graafimuoto

Lineaarinen kohdistusongelma voidaan esittää _täydellisen kaksijakoisen graafin minimipainosovituksena_ (engl. _bipartite graph minimum weight perfect matching_). 

#tauthesis.määritelmä(
  title: [Kaksijakoinen graafi],
  reflabel: "def:bipartite graph",
  alt: "alt"
)[
  Graafi #math.equation(alt: "G = (U, V, E)", $G = (U, V, E)$) on kaksijakoinen, jos sen solmut voidaan jakaa kahteen äärelliseen joukkoon #math.equation(alt: "U", $U$) ja #math.equation(alt: "V", $V$) siten, että jokaisen särmän toinen päätesolmu kuuluu joukkoon #math.equation(alt: "U", $U$) ja toinen joukkoon #math.equation(alt: "V", $V$). Graafi on lisäksi _täydellinen_, jos #math.equation(alt: "|U|=|V|", $|U|=|V|$) ja joukkojen #math.equation(alt: "U", $U$) ja #math.equation(alt: "V", $V$) välillä on särmä jokaiselle solmuparille.
]

Olkoon kustannusmatriisia #math.equation(alt: "matrix(C) = [c_(i j)]", $matrix(C) = [c_(i j)]$) vastaava painotettu täydellinen graafi #box[#math.equation(alt: "G=(U, V, E)", $G=(U, V, E)$)], jonka solmujoukot #math.equation(alt: "U", $U$) ja #math.equation(alt: "V", $V$) vastaavat kustannusmatriisin rivejä ja sarakkeita, ja jonka särmä #math.equation(alt: "(i, j) in E", $(i, j) in E$) on painotettu kustannuksella #math.equation(alt: "c_(i j)", $c_(i j)$).

#tauthesis.määritelmä(
  title: [Täydellinen sovitus],
  reflabel: "def:matching",
  alt: "alt"
)[
  Graafin _sovitus_ (engl. _matching_) on sen särmien osajoukko #math.equation(alt: "cal(M) subset.eq E", $cal(M) subset.eq E$), jonka särmillä ei ole yhteisiä päätesolmuja. Sovitus on _täydellinen_ (engl. _perfect_), jos jokainen solmu kuuluu johonkin sovituksen särmään, mikä täydellisessä kaksijakoisessa graafissa vastaa bijektiota #math.equation(alt: "U -> V", $U -> V$).
]

#tauthesis.määritelmä(
  title: [Minimipainoinen täydellinen sovitus],
  reflabel: "def:minimum-weight",
  alt: "alt"
)[
  Painotetun graafin täydellinen sovitus #math.equation(alt: "cal(M)", $cal(M)$) on minimipainoinen, jos se minimoi siihen kuuluvien särmien painojen summan #math.equation(alt: "Sigma_((i, j) in cal(M)) c_(i j)", $Sigma_((i, j) in cal(M)) c_(i j)$)kaikkien täydellisten sovitusten joukossa.
]

LAP:n ratkaisu vastaa täsmälleen tämän graafin minimipainoista täydellistä sovitusta. @img:graph esittää yksinkertaisen kuuden solmun graafin minimipainosovituksen.

#figure(
  alt: "alt",
    image(
        "../images/new-images/graph.svg",
        alt: "Kaksijakoinen graafi, jonka vasemmalla on kolme solmua u1, u2 ja u3 ja oikealla kolme solmua v1, v2 ja v3. Solmuja yhdistävät särmät on merkitty kustannuksilla. Täydelliseen minimipainosovitukseen kuuluvat särmät on lihavoitu ja muut särmät ovat harmaita. Lihavoidut särmät yhdistävät jokaisen vasemman solmun täsmälleen yhteen oikeaan solmuun niin, että särmien yhteenlaskettu kustannus on pienin mahdollinen.",
        width: 50%
    ),
    caption: [Kaksijakoisen graafin #math.equation(alt: "(U, V, E)", $(U, V, E)$) täydellinen minimipainosovitus. Sovitukseen kuuluvat särmät lihavoituna.],
) <img:graph>


Graafiesitystä tarkastellaan, koska se tuo LAP-ongelman rakenteen selkeästi esiin. Tämä auttaa #box[kappaleessa @chp:hungarian] esitettävän ongelman ratkaisun käsittelyssä, jossa keskeiset ratkaisua edistävät operaatiot voidaan esittää graafia muokkaavina operaatioina. 

=== Laskennallinen kompleksisuus

Lineaarinen kohdistusongelma kuuluu _kokonaislukuarvoisten lineaaristen ohjelmien_ (engl. _integer linear program_) luokkaan, ja yleisesti tämän luokan ongelman ratkaiseminen on NP-vaikeaa. LAP on kuitenkin erikoistapaus, joka on ratkaistavissa polynomisessa ajassa. Sen kokonaislukurajoite #math.equation(alt: "x_(i j) in {0, 1}", $x_(i j) in {0, 1}$) voidaan relaksoida jatkuvaksi rajoitteeksi #math.equation(alt: "x_(i j) in [0, 1]", $x_(i j) in [0, 1]$), ja näin saatu lineaarinen ongelma voidaan ratkaista tavanomaisilla LP-menetelmillä, kuten simplex-algoritmilla. Olennaista on, että relaksoidun ongelman optimi saavutetaan aina kokonaislukupisteessä. Tämä on LAP:n ehtomatriisin rakenteellinen erikoispiirre, jota kutsutaan sen _täydelliseksi unimodulaarisuudeksi_ (engl. _total unimodularity_) @burkard_assignment_2012. Täydellinen unimodulaarisuus takaa sen, että relaksoidun ongelman ratkaisu on kokonaislukuarvoinen @burkard_assignment_2012. Koska relaksoitu ongelma minimoi saman kustannuksen kuin alkuperäinen ongelma, sen ratkaisu on myös alkuperäisen ongelman optimiratkaisu.

Käytännössä LAP ratkaistaan algoritmeilla, jotka hyödyntävät ongelman rakennetta tehokkaammin, kuin yleiset LP-menetelmät. Kuhnin @kuhn_hungarian_2005 _unkarilainen algoritmi_ (luku @chp:hungarian) ratkaisee #math.equation(alt: "n", $n$) alkioisen LAP:n #math.equation(alt: "cal(O)(n^4)", $cal(O)(n^4)$)-ajassa @munkres_algorithms_1957 ja Jonker-Volgenantin parannettu variantti saavuttaa #math.equation(alt: "cal(O)(n^3)", $cal(O)(n^3)$)-kompleksisuuden @jonker_shortest_1987. Tämä on pienin tunnettu laskennallinen kompleksisuus, jonka LAP-algoritmi voi saavuttaa ilman lisäoletuksia kustannusmatriisin rakenteesta @duan_linear-time_2014. Numeeriset kirjastot, kuten `SciPy` toteuttavat tyypillisesti Jonker-Volgenant -tyyppisen variantin.

/*
LAP:n voidaan ratkaista polynomiajassa *miten?*, koska sen kokonaislukurajoite voidaan relaksoida jatkuvaksi ja saatu ongelma ratkaista tavanomaisena linearisena optimointiongelmana. Optimi löytyy relaksaatiosta huolimatta kokonaislukupisteistä. Tämä on LAP:n rakenteellinen erityispiirre ja ei päde yleisesti kokonaislukuongelmille.  
*/

== Unkarilainen algoritmi <chp:hungarian>

Unkarilainen algoritmi @kuhn_hungarian_2005 ratkaisee LAP:n LP-duaalisuuteen perustuvan _täydentyvän löysyyden_ (engl. _complementary slackness_) avulla. Se ylläpitää niin sanottua _käypää duaaliratkaisua_ ja kasvattaa sitä vastaavaa primaalisovitusta vuorotellen, kunnes sovitus on täydellinen. 

Tässä aliluvussa käydään läpi algoritmin toiminnan ymmärtämiseksi tarvittavat LP-duaalisuuteen liittyvät käsitteet, kuvataan itse algoritmi pseudokoodina ja tarkastellaan sen kompleksisuutta.

=== LAP:n duaali

Unkarilainen algoritmi rakentuu LAP:n ja sen duaaliongelman vuorovaikutukselle. Duaaliongelmassa etsitään valittujen kustannusten summan #math.equation(alt: "sum c_(i j) x_(i j)", $sum c_(i j) x_(i j)$) alaraja, jonka kanssa primaaliratkaisua voidaan verrata. Jos jollakin sovituksella primaaliratkaisussa saavutettu kustannus on sama kuin duaaliongelman alaraja, sovituksen täytyy olla optimaalinen. Algoritmi käyttää tätä periaatetta hyväkseen ylläpitämällä duaalimuuttujia, joiden summa antaa alarajan, ja kasvattamalla sovitusta lisäämällä särmiä, joiden kustannus on yhtä suuri kuin niihin liittyvien duaalimuuttujien summa.

Käytännössä siis jokaiselle riville #math.equation(alt: "i", $i$) liitetään duaalimuuttuja #math.equation(alt: "u_i", $u_i$) ja jokaiselle sarakkeelle #math.equation(alt: "j", $j$) duaalimuuttuja #math.equation(alt: "v_j", $v_j$). Duaaliongelmaksi saadaan @burkard_assignment_2012

#math.equation(
  block: true,
  alt: altTextFn("
      max_(u, v) sum_(i=1)^n u_i + sum_(j=1)^n v_j
      kun u_i + v_j <= c_(i j) forall (i, j).
  "),
  $
    max_(u, v) &sum_(i=1)^n u_i + sum_(j=1)^n v_j \
    text("kun") & u_i + v_j <= c_(i j) quad forall (i, j).
  $
) <eq:dual-problem>

Rajoite #math.equation(alt: "u_i + v_j <= c_(i j)", $u_i + v_j <= c_(i j)$) varmistaa, että yhdenkään särmän kustannusta ei ylitetä. Duaalin tavoitearvo #math.equation(alt: "sum_i u_i + sum_j v_j", $sum_i u_i + sum_j v_j$) on kaikkien mahdollisten sovituskustannusten alaraja. 

#tauthesis.määritelmä(
  title: [Käypä potentiaali],
  reflabel: "def:feasible-potential",
  alt: "alt"
)[
  Paria #math.equation(alt: "(u, v)", $(u, v)$), joka toteuttaa kaikki duaalin rajoitteet, kutsutaan _käyväksi potentiaaliksi_ (engl. _feasible potential_).
]

#tauthesis.määritelmä(
  reflabel: "def:tight-edge",
  title: [Tiukka särmä],
  alt: "alt"
)[
  Särmä #math.equation(alt: "(i, j)", $(i, j)$) on käyvän potentiaalin #math.equation(alt: "(u, v)", $(u, v)$) suhteen _tiukka_ (engl. _tight_), jos #math.equation(alt: "u_i + v_j = c_(i j)", $u_i + v_j = c_(i j)$). Erotus #math.equation(alt: "c_(i j) - (u_i + v_j) >= 0", $c_(i j) - (u_i + v_j) >= 0$) on särmän _löysyys_ (engl. _slack_).
]

Käypä potentiaali ja tiukat särmät muodostavat aligraafin #math.equation(alt: "G_(u, v) = (U, V, E_(u, v))", $G_(u, v) = (U, V, E_(u, v))$), jossa #math.equation(alt: "E_(u, v) = {(i, j) in E: u_i + v_j = c_(i j)}", $E_(u, v) = {(i, j) in E: u_i + v_j = c_(i j)}$). Algoritmi pyrkii kasvattamaan tiukkojen särmien aligraafien sovitusta siten, että lopulta löytyy täydellinen sovitus.

Unkarilaisen algoritmi perustuu LP-duaalisuudesta johdettuun täydentyvään löysyyteen (engl. _complementary slackness_) @burkard_assignment_2012. 

#tauthesis.lause(
  title: [Täydentyvä löysyys],
  reflabel: "thr:complementary-slackness",
  alt: "alt"
)[
  Olkoot #math.equation(alt: "x", $x$) primaaliratkaisu ja #math.equation(alt: "(u, v)", $(u, v)$) käypä duaaliratkaisu. Tällöin
  molemmat ovat optimaalisia jos ja vain jos #math.equation(alt: "x_(i j) (c_(i j) - u_i - v_j) = 0", $x_(i j) (c_(i j) - u_i - v_j) = 0$)
  jokaiselle parille #math.equation(alt: "(i, j)", $(i, j)$) eli jokainen valittu särmä on tiukka.
]

Täydentyvä löysyys on ehto primaali- ja duaaliratkaisujen optimaalisuudelle. Ne ovat ongelman optimaalinen ratkaisu jos ja vain jos ratkaisut täyttävät täydentyvän löysyyden ehdon @burkard_assignment_2012.

=== Unkarilainen algoritmi

@thr:complementary-slackness tarkoittaa algoritmin toiminnan kannalta sitä, että optimiratkaisun löytämiseksi tarvitsee ylläpitää käypää potentiaalia #math.equation(alt: "(u, v)", $(u, v)$) ja etsittävä täydellistä sovitusta tiukkojen särmien muodostamassa aligraafissa #math.equation(alt: "G_(u, v)", $G_(u, v)$) @burkard_assignment_2012. Algoritmi @alg:hungarian esittää tätä ominaisuutta hyödyntävän unkarilaisen algoritmin pseudokoodina. Algoritmi alustetaan jollain käyvällä potentiaalilla ja tyhjällä sovituksella. 

#tauthesis.määritelmä(
  title: [Vuorotteleva ja täydentävä polku],
  reflabel: "def:alternating-path",
  alt: "alt"
)[
  Vuoroteleva polku (engl. _alternating path_) on polku, jonka särmät kuuluvat vuorotellen sovitukseen #math.equation(alt: "cal(M)", $cal(M)$) ja sen ulkopuolelle. Lisäyspolku (engl. _augmenting path_) on vuorotteleva polku, jonka kummatkin päätesolmut ovat sovittamattomia eli eivät kuulu yhteenkään sovituksen särmään.
]

#tauthesis.määritelmä(
  title: [Symmetrinen erotus],
  reflabel: "def:symmetric difference",
  alt: "alt"
)[
  Joukkojen #math.equation(alt: "A", $A$) ja #math.equation(alt: "B", $B$) symmetrinen erotus on 

   #math.equation(
    block: true,
    alt: altTextFn("A minus.o B = (A \\ B) union (B \\ A)."),
    $
      A minus.o B = (A \\ B) union (B \\ A).
    $
  ) <eq:symmetric-difference>
]

Jos lisäyspolku #math.equation(alt: "P", $P$) löytyy, sovitusta kasvatetaan symmetrisellä erotuksella #box[#math.equation(alt: "cal(M) <- cal(M) minus.o P", $cal(M) <- cal(M) minus.o P$)]. Joukkojen symmetrinen erotus #math.equation(alt: "cal(M) minus.o P", $cal(M) minus.o P$) sisältää ne särmät, jotka kuuluvat täsmälleen toiseen joukoista #math.equation(alt: "cal(M)", $cal(M)$) ja #math.equation(alt: "P", $P$). Kun #math.equation(alt: "P", $P$) on täydentävä polku, operaatio #math.equation(alt: "cal(M) <- cal(M) minus.o P", $cal(M) <- cal(M) minus.o P$) korvaa polun varrella olevat sovitussärmät polun sovittamattomilla särmillä. Koska täydentävän polun pituus on pariton ja sen päät ovat sovittamattomia, sovittamattomia särmiä on yksi enemmän kuin sovitussärmiä. Tällöin sovituksen koko kasvaa yhdellä.

#[
  #set math.equation(alt: "algorithm pseudocode notation")
  #block(
  breakable: false,
  [
    #algorithm-figure(
    "Unkarilainen algoritmi",
    vstroke: .5pt + luma(200),
    supplement: "",
    {
      import algorithmic: *
      Procedure(
        "Unkarilainen",
        [#math.equation(alt: "bold(C)", $bold(C)$),],
        {
          Comment[Syöte: kustannusmatriisi #math.equation(alt: "bold(C) in RR^(n times n)", $bold(C) in RR^(n times n)$)]
          Comment[Tulos: minimipainoinen sovitus #math.equation(alt: "cal(M)", $cal(M)$)]
          LineBreak
  
          Comment[Alusta käypä potentiaali ja tyhjä sovitus]
          Assign([#math.equation(alt: "(u, v)", $(u, v)$)], [käypä potentiaali])
          Assign([#math.equation(alt: "cal(M)", $cal(M)$)], [#math.equation(alt: "emptyset", $emptyset$)])
          LineBreak
  
          Comment[Kasvata sovitusta kunnes se on täydellinen]
          While(
            [#math.equation(alt: "cal(M)", $cal(M)$) ei ole täydellinen],
            {
              Assign([#math.equation(alt: "G_(u,v)", $G_(u,v)$)], [tiukkojen särmien aligraafi])
              Line[*find* lisäyspolku #math.equation(alt: "P", $P$) aligraafissa #math.equation(alt: "G_(u,v)", $G_(u,v)$)]
              LineBreak
  
              IfElseChain(
                [lisäyspolku #math.equation(alt: "P", $P$) löytyi],
                {
                  Comment[kasvatetaan sovitusta]
                  Assign([#math.equation(alt: "cal(M)", $cal(M)$)], [#math.equation(alt: "cal(M) minus.o P", $cal(M) minus.o P$)])
                },
                {
                  Comment[päivitä potentiaalia uuden tiukan särmän luomiseksi]
                  Line[#math.equation(alt: "delta arrow.l", $delta arrow.l$) pienin särmien löysyys puun ulkopuolelle]
                  Line[*päivitä* (u, v) siten, että käypyys säilyy ja uusi tiukka särmä syntyy]
                }
              )
            }
          )
          LineBreak
  
          Return[#math.equation(alt: "cal(M)", $cal(M)$)]
        }
      )
    }
  ) <alg:hungarian>
  ]
)
]

=== Laskennallinen kompleksisuus <chp:hungarian-complexity>

Algoritmin @alg:hungarian jokainen iteraatio joko kasvattaa sovituksen kokoa yhdellä tai lisää aligraafiin yhden uuden tiukan särmän. Koska sovituksen maksimikoko on #math.equation(alt: "n", $n$) ja tiukkoja särmiä on korkeintaan #math.equation(alt: "n^2", $n^2$), algoritmi päättyy äärellisessä määrässä iteraatioita.

Kuhnin @kuhn_hungarian_2005 alkuperäisen algoritmin toteutuksen laskennallinen vaativuus on #math.equation(alt: "cal(O)(n^4)", $cal(O)(n^4)$). Jonker ja Volgenant @jonker_shortest_1987 paransivat algoritmia #math.equation(alt: "cal(O)(n^3)", $cal(O)(n^3)$)-kompleksisuuteen lyhyimpiin lisäyspolkuihin perustuvalla toteutuksella. #math.equation(alt: "cal(O)(n^3)", $cal(O)(n^3)$)-kompleksisuus on alin tunnettu taso, jonka minimipainosovitukseen perustuva kohdistusalgoritmi voi saavuttaa ilman ongelmaan liittyviä muita oletuksia @duan_linear-time_2014.

=== Vaihtoehtoiset approksimatiiviset ratkaisumenetelmät <chp:alternative-LAP-solvers>

Unkarilaisen algoritmin polynomisesta kompleksisuudesta huolimatta käytännön sovelluksissa hyödynnetään myös approksimatiivisia ja heuristisia ratkaisumenetelmiä. Motivaationa on tyypillisesti nopeampi suoritusaika, parempi rinnakkaistettavuus tai ongelman rakenteen tehokkaampi hyödyntäminen. 

*Ahne kohdistus* (engl. _greedy assignment_) kohdistaa havainnot iteratiivisesti minimoimalla yksittäisen kohdistuksen kustannuksen kerrallaan, ottamatta huomioon muita kohdistuksia. Algoritmin kompleksisuus on #math.equation(alt: "cal(O)(n^2)", $cal(O)(n^2)$), mutta ratkaisun optimaalisuutta ei voida taata, sillä paikallisesti pienimmän kohdistuksen valinta voi pakottaa myöhemmät kohdistukset kalliisiin pareihin. Pienellä kohdemäärällä tai suurilla kohteiden välisillä kulmaetäisyyksillä ahne ratkaisu tuottaa usein optimituloksen tai hyvin lähellä optimia olevan tuloksen. 

*Huutokauppa-algoritmi* (engl. _auction_) @bertsekas_auction_1988 ratkaisee LAP:n niin kutsutun #math.equation(alt: "epsilon", $epsilon$)-relaksaation kautta. Huutokaupan "ostajat" eli rivit käyvät huutokauppaa iteratiivisesti "hyödykkeistä" eli sarakkeista LP-ongelman duaalimuuttujien #math.equation(alt: "u_i", $u_i$) päivitysten avulla. Algoritmi suppenee #math.equation(alt: "epsilon", $epsilon$)-optimaaliseen ratkaisuun, jonka maksimiero todelliseen optimiin määrätään parametrilla #math.equation(alt: "epsilon", $epsilon$). Käytännössä parametri säätelee miten "aggressiivisesti" ostajat käyvät kauppaa. Pienemmät #math.equation(alt: "epsilon", $epsilon$)-arvot tuottavat tarkemman ratkaisun, mutta hidastavat ratkaisun suppenemista. Algoritmin suorituskyky riippuu siis #math.equation(alt: "epsilon", $epsilon$):n valinnasta ja LAP:n kustannusmatriisin rakenteesta.

*Lineaariaikainen approksimaatio* on Duan ym. @duan_linear-time_2014 esittämä maksimipainosovituksen #box[#math.equation(alt: "(1-epsilon)", $(1-epsilon)$)]-approksimaatio, joka saavuttaa aikavaativuuden #math.equation(alt: "cal(O)(m epsilon^(-1) log(epsilon^(-1)))", $cal(O)(m epsilon^(-1) log(epsilon^(-1)))$), jossa #math.equation(alt: "m", $m$) on graafin särmien lukumäärä. Se voi olla työn ongelmanasettelussa hyödyllinen, jos kohdemäärät ovat suuria ja optimaalisuusvaatimuksesta voidaan joustaa.

*Sovelluskohtaiset algoritmit* muodostavat oman ryhmänsä. Chen ym. @chen_faster_2001 kehittivät ML-pohjaiseen suuntima-assosiaatioon #math.equation(alt: "cal(O)(n^2)", $cal(O)(n^2)$)-aikavaatimukseen kykenevän kohdistusalgoritmin, joka käyttää hyväkseen assosiaatio-ongelman kustannusrakenteen unimodaalisuutta tiettyjen lisäoletusten vallitessa.

Tässä työssä käytetään lähtökohtaisesti Unkarilaista algoritmia, mutta suorituskykyvertailussa sitä verrataan kahteen vaihtoehtoiseen ratkaisutapaan: ahneeseen kohdistukeen ja huutokauppa-algoritmiin.

== Assosiaation hyvyys

ML-kohdistus tuottaa permutaation #math.equation(alt: "hat(pi)", $hat(pi)$), mutta permutaatio ei itsessään kuvaa kohdistuksen luotettavuutta. Tässä työssä assosiaation onnistumista mitataan eri todennäköisyysmitoilla. Kohteittainen todennäköisyys #math.equation(alt: "P_j", $P_j$) kuvaa yksittäisen assosiaation onnistumista, keskimääräinen kohteittainen todennäköisyys #math.equation(alt: "P_kesk", $P_text("kesk")$) keskimääräistä havaintokohtaista onnistumistodennäköisyyttä ja globaali todennäköisyys #math.equation(alt: "P_g", $P_text("g")$) kuvaa todennäköisyyttä, että koko permutaatio on oikein.

=== Oikean assosiaation todennäköisyys

Olkoon #math.equation(alt: "pi_0", $pi_0$) oikea assosiaatio, jolla on identiteetti #math.equation(alt: "pi_0(j) = j", $pi_0(j) = j$) ja #math.equation(alt: "hat(pi)", $hat(pi)$) ML-kohdistuksen tuottama permutaatio. Yksittäisen kohteen #math.equation(alt: "j", $j$) oikean assosiaation todennäköisyys on

#math.equation(
  block: true,
  alt: altTextFn("P_j = P(hat(pi)(j) = pi_0(j)) = EE [bb(1)[(hat(pi)(j) = pi_0(j)]],"),
  $
    P_j = P(hat(pi)(j) = pi_0(j)) = EE [bb(1)[(hat(pi)(j) = pi_0(j)]],
  $
) <eq:per-target-goodness>

jossa #math.equation(alt: "bb(1)[dot]", $bb(1)[dot]$) on indikaattorifunktio. Keskimääräinen kohteittainen todennäköisyys on keskiarvo kaikkien kohteiden yli

#math.equation(
  block: true,
  alt: altTextFn("P_kesk = 1/M sum_(j=1)^M P_j."),
  $
    P_text("kesk") = 1/M sum_(j=1)^M P_j.
  $
) <eq:average-per-target-goodness>

Vastaavasti globaali todennäköisyys eli todennäköisyys että koko permutaatio on oikein, on

#math.equation(
  block: true,
  alt: altTextFn("P_g = P(hat(pi) = pi_0)"),
  $
    P_text("g") = P(hat(pi) = pi_0)
  $
) <eq:global-goodness>

Todennäköisyydelle #math.equation(alt: "P_g", $P_text("g")$) saadaan suljettu muoto kahden kohteen tapauksessa (luku @chp:analytical-review). Yleisessä #math.equation(alt: "M", $M$) kohteen tapauksessa suljetun muodon johtaminen vaatisi kaikkien #box[#math.equation(alt: "M! -1", $M! -1$)] virhepermutaation samanaikaisen tarkastelun, eikä sille tunneta suljettua muotoa. #box[Luvun @chp:analytical-review] analyyttiset tulokset käyttävät globaaleja todennäköisyyksiä.

=== Empiirinen oikean assosiaation todennäköisyys

Yleisessä tapauksessa todennäköisyyksille @eq:per-target-goodness ja @eq:global-goodness ei tunneta suljettua muotoa. Sen sijaan estimoidaan onnistumistodennäköisyyttä käyttämällä Monte Carlo -simulaatiolla tuotettua estimaattia (luku @chp:simulations). Olkoon #math.equation(alt: "pi_0", $pi_0$) oikea assosiaatio, jossa #math.equation(alt: "pi_0(j) = j", $pi_0(j) = j$) ja #math.equation(alt: "hat(pi)_k", $hat(pi)_k$) Monte Carlo -kokeen #math.equation(alt: "k", $k$) tuottama permutaatio. Globaali empiirinen kohdistustarkkuus #math.equation(alt: "hat(P)_g", $hat(P)_text("g")$) on niiden kokeiden #math.equation(alt: "k", $k$) osuus, joilla permutaatio on täysin oikein

#math.equation(
  block: true,
  alt: altTextFn("hat(P)_g = 1 / K sum_(k=1)^K bb(1)[hat(pi)_k = pi_0]."),
  $
    hat(P)_text("g") = 1 / K sum_(k=1)^K bb(1)[hat(pi)_k = pi_0].
  $
) <eq:empirical-global-goodness>

Estimoitu kohteittainen kohdistustarkkuus #math.equation(alt: "hat(P)_kesk", $hat(P)_text("kesk")$) on yksittäisten oikein kohdistettujen havainto--kohde -parien osuus kaikista pareista

#math.equation(
  block: true,
  alt: altTextFn("hat(P)_kesk = 1 / (K M) sum_(k=1)^K sum_(j=1)^M bb(1)[hat(pi)_k = pi_0(j)]."),
  $
    hat(P)_text("kesk") = 1 / (K M) sum_(k=1)^K sum_(j=1)^M bb(1)[hat(pi)_k (j) = pi_0(j)].
  $
) <eq:empirical-per-target-goodness>

Suurten lukujen lain nojalla #math.equation(alt: "hat(P)_g -> P_g", $hat(P)_text("g") -> P_text("g")$) ja #math.equation(alt: "hat(P)_kesk -> 1 / M sum_(j=1)^M P_j", $hat(P)_text("kesk") -> 1 / M sum_(j=1)^M P_j$), kun #math.equation(alt: "K-> infinity", $K-> infinity$), joten kummatkin estimaattorit ovat harhattomia ja tarkentuvia.

Kohteiden lukumäärän kasvaessa globaali tarkkuus pienenee nopeasti, sillä satunnaisen permutaation todennäköisyys olla täysin oikein on #math.equation(alt: "1 slash M!", $1 slash M!$). Kohteittainen tarkkuus pienenee hitaammin, koska satunnaisarvauksen alaraja on #math.equation(alt: "1 slash M", $1 slash M$). Tästä syystä tämän työn empiirisissä tarkasteluissa hyvyysmittarina käytetään kohteittaista tarkkuutta #math.equation(alt: "hat(P)_kesk", $hat(P)_text("kesk")$). Lisäksi käytännön sovelluksissa ei usein ole tarpeellista, että koko kohdistus on oikein, vaan riittää, että riittävän suuri osa assosiaatiosta onnistuu.

== Tarkastelijoiden sijoitteluongelma <chp:sensor-placement>

Tarkastelijoiden _sijoitteluongelma_ (engl. _sensor placement / sensor selection_) vastaa kysymykseen: mikä osajoukko äärellisestä sijaintien joukosta kannattaa valita, että valittu suorituskykykriteeri minimoituu tai maksimoituu? Sijoittelun motivaationa voi olla esimerkiksi rajattu määrä käytössä olevia resursseja tai halu pitää havaitun datan määrä mahdollisimman pienenä. 

Olkoon #math.equation(alt: "cal(S)={s_1, dots, s_L}", $cal(S)={s_1, dots, s_L}$) ehdokassijaintien joukko ja #math.equation(alt: "w_l in {0, 1}", $w_l in {0, 1}$) valintamuuttuja, joka kertoo otetaanko sijainti #math.equation(alt: "l", $l$) käyttöön. Sijoitteluongelma on tällöin

#math.equation(
  block: true,
  alt: altTextFn("
      min_(w in {0, 1}^L) f(w)
      ehdolla norm(w)_0 = K,
  "),
  $
    min_(w in {0, 1}^L) & f(w) \
    text("ehdolla") & norm(w)_0 = K,
  $
)

jossa #math.equation(alt: "K", $K$) on valittavien tarkastelijoiden lukumäärä ja #math.equation(alt: "f:{0, 1}^L -> RR", $f:{0, 1}^L -> RR$) on optimoitavaa suorituskykyä kuvaava kohdefunktio. 

Sijoitteluongelma on kombinatorinen optimointiongelma, jonka tyhjentävä haku vaatii #math.equation(alt: "binom(L, K)", $binom(L, K)$) kombinaation läpikäynnin. Suurilla #math.equation(alt: "L", $L$):n ja #math.equation(alt: "K", $K$):n arvoilla tyhjentävä haku ei ole laskennallisesti mahdollista. Läpikäynnille on esitetty relaksaatio- ja approksimaatiopohjaisia menetelmiä, mitkä löytävät lähes optimaalisen ratkaisun yleensä joidenkin lisäoletusten turvin @joshi_sensor_2009, @chepuri_sparse_2016. Tässä työssä valittavien tarkastelijoiden  määrä pidetään riittävän pieninä (#math.equation(alt: "K <= 2)", $K <= 2)$), jolloin tyhjentävä haku ehdokasjoukon yli on suoritettavissa.

=== Estimointitarkkuus ja assosiaatiotarkkuus kohdefunktiona <chp:placement>

Sensorinasetteluongelmassa kohdefunktiona käytetään estimointitarkkuutta, yleisimmin informaatiomatriisista (FIM) johdettuja optimaalisuuskriteerejä @joshi_sensor_2009, @chepuri_sparse_2016. Fisher-informaatio kuvaa, kuinka paljon havainnot sisältävät informaatiota estimoitavasta parametrista. Skalaariparametrille #math.equation(alt: "theta", $theta$) se määritellään

#math.equation(
  block: true,
  alt: "J(theta) = -EE[partial^2 / (partial theta^2) ln p(z | theta)]",
  $
    J(theta) = -EE[partial^2 / (partial theta^2) ln p(z | theta)]
  $
) <eq:fisher>

ja vektorimuotoiselle parametrille #math.equation(alt: "theta in RR^d", $theta in RR^d$) vastaava Fisher-informaatiomatriisi on

#math.equation(
  block: true,
  alt: altTextFn("J(theta) = -EE[partial^2 / (partial theta^2) ln p(z | theta)]"),
  $
    F(theta) = -EE[nabla theta^2 ln p(z | theta)].
  $
) <eq:fisher2>

Harhattoman estimaattorin #math.equation(alt: "hat(theta)", $hat(theta)$) virhekovarianssille pätee Cramér--Rao-alaraja

#math.equation(
  block: true,
  alt: altTextFn("F(theta) = -EE[nabla theta^2 ln p(z | theta)]."),
  $
    cov(hat(theta)) eq.succ F(theta)^(-1),
  $
) <eq:crb>

jossa epäyhtälö tarkoittaa, että erotus #math.equation(alt: "cov(hat(theta)) - F(theta)^(-1)", $cov(hat(theta)) - F(theta)^(-1)$) on positiivisesti semidefiniitti. Alaraja kertoo siis, kuinka tarkasti parametri voidaan parhaimmillaan estimoida annetuilla havannoilla.

Suuntimamittausten tapauksessa estimoitava parametri on kohteen sijainti #math.equation(alt: "theta = (x,y)", $theta = (x,y)$) ja tarkastelijan #math.equation(alt: "i", $i$) todellinen suuntima on #math.equation(alt: "h_i(theta) = atan2(y - y_i, x - x_i)", $h_i(theta) = text("atan2")(y - y_i, x - x_i)$). Valittujen tarkastelijoiden joukon #math.equation(alt: "w", $w$) Fisher-informaatiomatriisi kohteen sijainnilla #math.equation(alt: "theta", $theta$) on tällöin

#math.equation(
  block: true,
  alt: altTextFn("cov(hat(theta)) eq.succ F(theta)^(-1),"),
  $
      F(w, theta) = sum_(i: w_i=1) 1 / sigma_i^2 nabla h_i(theta) nabla h_i(theta)^T,
  $
) <eq:crb2>

jossa suuntiman gradientti on #math.equation(alt: "nabla h_i(theta) = 1 / r_i^2 (-(y-y_i, x-x_i))^T", $nabla h_i(theta) = 1 / r_i^2 (-(y-y_i, x-x_i))^T$) ja #math.equation(alt: "r_i = norm(theta - s_i)", $r_i = norm(theta - s_i)$) on tarkastelijan ja kohteen välinen etäisyys. 

A-optimaalisuus minimoi virhekovarianssin diagonaalialkioiden summan eli jäljen

#math.equation(
  block: true,
  alt: altTextFn("F(w, theta) = sum_(i: w_i=1) 1 / sigma_i^2 nabla h_i(theta) nabla h_i(theta)^T,"),
  $
    f_A (w) = tr(F(w, theta)^(-1)),
  $
) <eq:a-optimality>

mikä vastaa keskimääräisen estimaatiovirheen minimointia. _D-optimaalisuus_ minimoi Fisher-informaation käänteismatriisin determinantin #math.equation(alt: "det F(w, theta)^(-1)", $det F(w, theta)^(-1)$), mikä vastaa epävarmuusellipsin tilavuuden minimointia, ja #math.equation(alt: "E", $E$)-optimaalisuus minimoi #math.equation(alt: "F(w, theta)^(-1)", $F(w, theta)^(-1)$):n suurimman ominaisarvon, mikä vastaa suurimman virhesuunnan minimointia @chepuri_sparse_2016. 

Kriteereille on yhteistä se, että ne mittaavat, kuinka tarkasti kohteen sijainti voidaan estimoida valituilla tarkastelijoilla. Ne siis olettavat, että assosiaatio kohteen ja havainnon välillä on jo tehty. Tämän työn assosiaatio-ongelmassa estimoitava suure on assosiaatiopermutaatio #math.equation(alt: "pi in S_M", $pi in S_M$), ei jatkuva sijaintiparametri.

Tässä työssä tarkastellaan estimaatiovirheelle vaihtoehtoista kohdefunktiota, assosiaatiotodennäköisyyttä. Kohdefunktiona käytetään kahden kohteen tapauksessa globaalia oikean assosiaation todennäköisyyttä

#math.equation(
  block: true,
  alt: "f_a (w) = P_g(w)",
  $
    f_a (w) = P_text("g")(w). 
  $
) <eq:association-probability>

Useamman kohteen (#math.equation(alt: "M > 2", $M > 2$)) tapauksessa kohdefunktiona käytetään empiiristä keskimääräistä assosiaatiotodennäköisyyttä

#math.equation(
  block: true,
  alt: altTextFn("f_A (w) = tr(F(w, theta)^(-1)),"),
  $
    f_a (w) = hat(P)_text("kesk")(w). 
  $
) <eq:association-probability>

Useamman kohteen tilanteessa sijoittelun tarkkuutta estimoidaan Monte Carlo -simulaatiolla (luku @chp:simulations) ajamalla simulaatio jokaiselle sijoittelulle #math.equation(alt: "w", $w$).

/*
Assosiaatiotodennäköisyys riskifunktiona on siis $f_text("a") = -P_text("a")(w)$, missä $P_text("a")(w)$ on assosiaatiotodennäköisyys *viittaa yhtälöön, jossa määritelty*. Tämä lasketaan joko analyyttisesti kahden kohteen tapauksessa (luku TODO) tai Monte Carlo -simulaatiolla *tässä riittää maininta siitä, että crb on usein käytetty kohdefunktio mutta että assosiaatiotodennäköisyyttä ei olla tatrkasteltu. Jätä vertailun yksityiskohdat numeerisiin tuloksiin.*.

Vertailukohtana assosiaatiotodennäköisyydelle käytetään A-optimaalisuutta $f_A (w) = tr(F(w, theta)^(-1))$, missä $F(w, theta)$ on valittujen tarkastelijoiden $w$ Fisher-informaatiomatriisi kohteen sijainnilla $theta$. Kriteeri minimoi estimaatiovarianssin. Muita optimaalisuuskriteereitä ovat muun muassa D-optimaalisuus ja E-optimaalisuus @chepuri_sparse_2016. Koska CRB on määritetty jatkuvalle parametrille ja assosiaation paremetri on diskreetti permutaatio $pi in S_M$, ei CRB:tä voida suoraan laskea assosiaatiotarkkuudelle *nää olisi hyvä avata, ellei ole jossain avaittu, jolloin viite*. 

Vertailtavat riskifunktiot ovat siis lähekkäisiä, mutta mittaavat eri asioita. Assosiaatiotodennäköisyys mittaa sitä, kuinka usein havainto--kohde-kohdistukset löydetään, kun taas A-optimaalisuus kertoo kuinka tarkasti kohteen paikka voidaan estimoida valituilla tarkastelijoilla. *tässä on ehkä jokin intuitio, että tästä vertailusta olisi kenties hyötyä: "jos tarkatelijat ovat hyviä erottelemaan kohteet permutaatiolla $pi$, niin ne ovat luultavasti myös hyvä estimoimaan niiden sijaintia", mutta suoraa yhteyttä ei ole.*
*/


/** 04-tulokset-ja-analyysi.typ
 *
 * This is an example chapter in a multi-file typst project.
 *
***/

#pdf.attach(
  "04-tulokset-ja-analyysi.typ",
  relationship: "source",
  mime-type: "text/vnd.typst",
  description: "The Typst source code for the example conclusions chapter 4 of this thesis.",
)

#import "../preamble.typ": *

= Tulokset <results-and-analysis>

== Yksi tarkastelija ja kaksi kohdetta

Tarkastellaan yksinkertaisinta mahdollista asetelmaa, jossa yksi tarkastelija havaitsee kahta kohdetta. Tämä mahdollistaa luvun @chp:two-targets-one-observer analyyttisen tuloksen @eq:ttoo-6 suoran vertaamisen simuloituihin tuloksiin. @fig:one-sensor-two-target-geometry esittää asetelman geometrian. 

#figure(
  alt: "alt",
    image(
        "../images/new-images/two-target.svg",
        alt: "Geometrinen kaavio. Kuvan alareunassa on kolmiolla merkitty tarkastelija, jonka yläpuolella on kaksi kohdetta: T2 vasemmalla (sininen piste) ja T1 oikealla (punainen piste). Tarkastelijasta kohteisiin piirrettyjen viivojen välinen kulma on kohteiden kulmaerotus Delta theta. Kohteen T1 ympärillä on varjostettu keila, joka kuvaa tarkastelijan kulmavirhettä plus miinus sigma.",
        width: 20%
    ),
    caption: [Asetelman geometria. Yksi tarkastelija (kolmio) ja kaksi kohdetta (pisteet). Kohteiden välinen kulmaerotus on #math.equation(alt: "Delta theta", $Delta theta$) ja tarkastelijan kulmavirhe on #math.equation(alt: "sigma", $sigma$). Varjostettu keila kuvaa tarkastelijan epävarmuusaluetta.],
) <fig:one-sensor-two-target-geometry> 
 
@one-sensor-two-target esittää yhtälön @eq:global-goodness globaalin ML-assosiaatiotarkkuuden #math.equation(alt: "P_g", $P_text("g")$) yhden tarkastelijan ja kahden kohteen tapauksessa kohteiden normalisoidun kulmaetäisyyden #math.equation(alt: "Delta theta slash sigma", $Delta theta slash sigma$) funktiona. Analyyttinen tarkkuus (luku @chp:two-targets-one-observer) saadaan normaalijakauman kertymäfunktiosta @eq:ttoo-6. Simuloitu tulos vastaa analyyttistä tulosta. Tämä on odotettavissa, sillä käytetty globaalin kohdistusongelman ratkaisualgoritmi (unkarilainen) löytää optimaalisen kohdistuksen (luku @chp:hungarian).

Assosiaatiotodennäköisyys kasvaa aidosti normalisoidun kulmaetäisyyden funktiona, saavuttaen teoreettisen alarajansa (#math.equation(alt: "P_g approx 50", $P_text("g") approx 50$) %), kun kohteet ovat tarkastelijasta nähden kollineaarisia. Tarkastelija on erottelukyvyltään luotettava, kun kohteiden kulmaerotus on vähintään noin 2--3 kertaa suurempi kuin tarkastelijan keskihajonta. #math.equation(alt: "95", $95$) % tarkkuuteen päästään, kun tämä suhde on #math.equation(alt: "Delta theta slash sigma approx 2.33", $Delta theta slash sigma approx 2.33$).

#figure(
  alt: "alt",
    image(
        "../images/new-images/analytical-solution.png",
        alt: "Viivakuvaaja. Vaaka-akselilla on normalisoitu kohteiden kulmaetäisyys nollasta viiteen ja pystyakselilla assosiaatiotodennäköisyys 0,5:stä 1,0:aan. Kuvaajassa on kaksi yhtenevää käyrää: siniset pisteet esittävät simuloitua tulosta ja punainen katkoviiva analyyttistä tulosta. Todennäköisyys nousee arvosta noin 0,5 jyrkästi välillä yhdestä kahteen ja tasaantuu lähelle arvoa 1,0 kulmaetäisyyden ollessa noin kolme tai suurempi. Simuloitu ja analyyttinen tulos ovat käytännössä päällekkäin.",
        width: 80%
    ),
    caption: [Assosiaatiotarkkuus kahden kohteen ja yhden tarkastelijan tapauksessa. MC-kokeiden määrä #math.equation(alt: "L = 10000", $L = 10000$).],
) <one-sensor-two-target> 

Voimakkain assosiaatiotodennäköisyyden kasvu tapahtuu välillä #math.equation(alt: "0 <= Delta theta <= 2", $0 <= Delta theta <= 2$), hidastuen sen jälkeen. Kun #math.equation(alt: "Delta theta slash sigma -> 0", $Delta theta slash sigma -> 0$), ovat kohteet erottamattomissa toisistaan ja assosiaatio pelkistyy puhtaaksi arvaukseksi. #math.equation(alt: "M", $M$):lle kohteelle yksittäisen kohteen oikean kohdistuksen assosiaatiotodennäköisyys arvaamalla on #math.equation(alt: "1 slash M", $1 slash M$) ja täydellisen globaalin kohdistuksen #math.equation(alt: "1 slash M!", $1 slash M!$). Teoreettinen minimi siis pienenee hyvin nopeasti kohteiden lukumäärän kasvaessa.

== Geometrian vaikutus yhden tarkastelijan tapauksessa

Luvun @chp:analytical-review tulokset kuvaavat suljetun muodon assosiaation onnistumistodennäköisyydelle kahdelle kohteelle. Useamman kohteen tilanteessa suljettua muotoa ei tunneta (#box[luku @chp:analytical-general-case]), joten geometrian vaikutusta tarkastellaan empiirisesti #box[luvussa @chp:simulation-scenarios] esitellyillä vinoneliö- ja viivaskenaarioilla. 

=== Vinoneliöskenaario

@one-sensor-diamond-pattern esittää tarkastelijan sijainnin vaikutuksen assosiaatiotarkkuuteen vinoneliöskenaariossa neljällä eri tarkastelijan kulmavirheellä. Tarkkuus on laskettu lämpökarttana hilan jokaisessa solussa #math.equation(alt: "l=50", $l=50$) Monte Carlo -toiston keskiarvona. Lisäksi kuvaan on merkitty kohteiden parittaiset kollineaarisuusakselit punaisella katkoviivalla.

#figure(
  alt: "alt",
    image(
        "../images/new-images/diamond-targets-one-observer.png",
        alt: "Neljä lämpökarttaa 2x2-ruudukossa, kukin eri tarkastelijan kulmavirheellä sigma: 1, 2, 5 ja 10 astetta. Jokaisessa kartassa vaaka-akselina on tarkastelijan x-sijainti ja pystyakselina y-sijainti välillä miinus 20 ja 20, ja väri esittää assosiaatiotodennäköisyyttä 0,5:stä 1,0:aan (tumma matala, keltainen korkea). Keskellä on neljä kohdetta vinoneliön muodossa. Korkean tarkkuuden keltainen alue keskittyy kohteiden ympärille, ja siitä lähtee tähtimäinen kuvio tummia varjoja kohdeparien kollineaarisuusakseleita pitkin, joissa assosiaatio epäonnistuu. Kulmavirheen kasvaessa korkean tarkkuuden alue kutistuu voimakkaasti kohteiden välittömään läheisyyteen.",
        width: 80%
    ),
    caption: [Tarkastelijan sijainnin vaikutus assosiaation tarkkuuteen eri kulmavirheillä. Kiinnitetyt kohteet merkitty pisteillä. MC-iteraatioiden määrä per solu #math.equation(alt: "l=50", $l=50$).],
) <one-sensor-diamond-pattern>

Pienimmällä kulmavirheellä geometrian vaikutus on selkein. Korkean tarkkuuden alue keskittyy kohteiden läheisyyteen, mistä tarkkuus heikkenee etäisyyden kasvaessa. Sijainneissa, joissa yksi tai useampi kohdepari on kollineaarisesti tarkastelijaan nähden, esiintyy selkeitä tummia varjoja, joissa assosiaatiotarkkuus on heikoin. Varjokohdissa kulmamittaus ei pysty erottelemaan yhdensuuntaisten parien kohteita toisistaan ja assosiaatio epäonnistuu tarkastelijan kulmavirheestä riippumatta.

Vinoneliössä neljästä kohteesta voidaan muodostaa kuusi kohdeparia, joista kukin tuottaa oman kollineaarisuusvarjonsa kuvaajassa. Varjojen muodostama 'tähtikuvio' on näiden suorien muodostama komposiitti. Tämä on analoginen luvun @chp:cross-resolution poikittaisresoluution kanssa: pieni pareittainen #math.equation(alt: "d_perp", $d_perp$) vastaa pientä #math.equation(alt: "Delta theta", $Delta theta$):ta, mikä aiheuttaa assosiaatiotarkkuuden pienenemisen.

Kulmavirheen kasvaessa geometrian vaikutus heikkenee ja mittausten epätarkkuus alkaa dominoida assosiaatiotarkkuutta. Korkean tarkkuuden alue kutistuu ja luotettaviin assosiaatioihin pystytään enää vain kohteiden välittömässä läheisyydessä. Vaikutus on likimain neliöllinen. Kun #math.equation(alt: "sigma", $sigma$) kaksinkertaistuu, hyvän tarkkuuden alueen pinta-ala pienenee simulaatioissa noin neljännekseen. Kaksi kertaa tarkempi sensori siis nelinkertaistaa tarkastelijan tehokkaan toiminta-alueen.

=== Viivaskenaario

@fig:one-sensor-line-pattern esittää saman tarkastelun viivaskenaariossa.

#figure(
  alt: "alt",
    image(
        "../images/new-images/line-targets-one-observer.png",
        alt: "Neljä lämpökarttaa 2x2-ruudukossa, kukin eri tarkastelijan kulmavirheellä sigma: 1, 2, 5 ja 10 astetta. Jokaisessa kartassa vaaka-akselina on tarkastelijan x-sijainti ja pystyakselina y-sijainti välillä miinus 20 ja 20, ja väri esittää assosiaatiotodennäköisyyttä 0,5:stä 1,0:aan (tumma matala, keltainen korkea). Kohteet on aseteltu vaakasuoraan viivaan kuvan keskelle. Korkean tarkkuuden keltaiset alueet muodostavat kaksi lohkoa kohdeviivan ylä- ja alapuolelle, eli kohtisuoraan kohteiden viivaan nähden, kun taas viivan suunnassa assosiaatiotarkkuus on heikko. Kulmavirheen kasvaessa tarkat alueet kutistuvat kohteiden lähelle.",
        width: 80%
    ),
    caption: [Tarkastelijan sijainnin vaikutus assosiaatiotarkkuuteen viivaskenaariossa eri kulmavirheillä. MC-iteraatioiden määrä per solu #math.equation(alt: "l = 50", $l = 50$).],
) <fig:one-sensor-line-pattern>

Tilanne on assosiaation kannalta hyvin rappeutunut. Viivan suuntaisesti tarkasteltuna kaikki kohteet ovat yhtäaikaisesti kollineaarisia, mutta vastaavasti viivaan nähden kohtisuorasta suunnasta mikään kohdepari ei ole kollineaarinen. Korkean assosiaatiotarkkuuden alueen pinta-ala riippuu suoraan tarkastelijan kulmavirheestä, kuten vinoneliöskenaariossakin. Kohteiden muodostamalle suoralle ja sen ympäristöön asetetut tarkastelijat ovat täysin kykenemättömiä luotettavaan assosiaatioon. Yksittäinen tarkastelija on siis aina asetettava mahdollisimman kohtisuoraan kohteiden oletetun geometrian suhteen. 

== Geometrian vaikutus kahden tarkastelijan tapauksessa

Yhden tarkastelijan tulokset osoittavat, että yksittäisen tarkastelijan assosiaatiokyvykkyys riippuu hyvin voimakkaasti geometrisista rajoitteista. Seuraavaksi tarkastellaan, miten toisen tarkastelijan lisääminen vaikuttaa kahden tarkastelijan yhteiseen assosiaatiotarkkuuteen.

=== Vinoneliöskenaario

@fixed-and-moving-sensor-diamond-pattern esittää tilanteen, jossa on kaksi tarkastelijaa, joista toinen on kiinnitetty sijaintiin #math.equation(alt: "(0, -20)", $(0, -20)$) ja toisen sijaintia vaihdellaan. Liikkuvan tarkastelijan sijainnista riippuva assosiaatiotarkkuus on esitetty kuvassa lämpökarttana neljällä eri kulmavirheellä.

#figure(
  alt: "alt",
    image(
        "../images/new-images/diamond-tragets-two-observers.png",
        alt: "Neljä lämpökarttaa 2x2-ruudukossa, kulmavirheet sigma 1, 2, 5 ja 10 astetta. Jokaisessa kartassa vaaka-akselina on tarkastelijan x-sijainti ja pystyakselina y-sijainti välillä miinus 20 ja 20, ja väri esittää assosiaatiotodennäköisyyttä 0,5:stä 1,0:aan (tumma matala, keltainen korkea). Keskellä on neljä kohdetta vinoneliössä, ja lisäksi kiinteä tarkastelija S1 oranssilla kolmiolla kohdassa nolla, miinus 20. Toisen, kiinteän tarkastelijan ansiosta korkean tarkkuuden keltainen alue on selvästi laajempi kuin yhden tarkastelijan tapauksessa, ja kollineaarisuusvarjot ovat suurelta osin täyttyneet. Kulmavirheen kasvaessa tarkka alue kutistuu kohteiden ympärille.",
        width: 80%
    ),
    caption: [Yhden kiinnitetyn tarkastelijan ja liikkuvan tarkastelijan sijainnin vaikutus assosiaation tarkkuuteen eri kulmavirheillä. Kiinnitetyt kohteet merkitty pisteillä ja kiinnitetty sensori oranssilla kolmiolla. MC-iteraatioiden määrä per solu #math.equation(alt: "l=50", $l=50$).],
) <fixed-and-moving-sensor-diamond-pattern>

Havaitaan, että vaikka tarkastelijat olisivat samassa tai lähes samassa sijainnissa, tarkkuus on aina vähintään yhtä hyvä kuin kummankaan yksin saavuttama. Tämä voidaan nähdä myös yhtälöstä @standardized tarkastelijoiden tuottama informaatio summautuu normalisoidulla kulmaerotuksella painotettuna. Lisäksi suurin yhteinen tarkkuus saavutetaan asettamalla toinen tarkastelija sellaiseen sijaintiin, missä toinen tarkastelija pystyy erottamaan ensimmäiselle kollineaarisia kohdepareja.

=== Viivaskenaario

Viivaskenaarion tarkasteluun valitaan kaksi kiinteää sijoittelua. Ensimmäisessä kiinteä tarkastelija on kohteiden muodostaman viivan suuntainen (sijainti #math.equation(alt: "(-20, 0)", $(-20, 0)$)). Toisessa kiinteä tarkastelija on kohtisuorassa viivaan nähden (sijainti #math.equation(alt: "(0, -20)", $(0, -20)$)). 

#figure(
  alt: "alt",
    image(
        "../images/new-images/line-tragets-two-observers.png",
        alt: "Neljä lämpökarttaa 2x2-ruudukossa, kulmavirheet 1, 2, 5 ja 10 astetta. Jokaisessa kartassa vaaka-akselina on tarkastelijan x-sijainti ja pystyakselina y-sijainti välillä miinus 20 ja 20, ja väri esittää assosiaatiotodennäköisyyttä 0,5:stä 1,0:aan (tumma matala, keltainen korkea). Kohteet ovat vaakasuorassa viivassa keskellä, ja kiinteä tarkastelija S1 sijaitsee kohteiden viivan suunnassa. Korkean tarkkuuden keltaiset alueet muodostavat kaksi lohkoa kohdeviivan ylä- ja alapuolelle.",
        width: 80%
    ),
    caption: [Kiinteä tarkastelija kohteiden muodostaman viivan suunnassa.],
) <fig:fixed-and-moving-sensor-linear-pattern>

@fig:fixed-and-moving-sensor-linear-pattern esittää sijoittelun, missä tarkastelija on viivan suuntainen. Kun kiinteä tarkastelija on kollineaarisuuden alueella, se ei tuo järjestelmään juuri mitään informaatiota, ja kahden tarkastelijan lämpökartta on lähes identtinen yhden tarkastelijan vastaavan kanssa. Erot johtuvat pääasiassa mittauskohinasta. 

@fig:fixed-and-moving-sensor-linear-pattern2 esittää toisen sijoittelun, jossa kiinteä tarkastelija on kohtisuorassa kohdeviivaan nähden. Kiinteä tarkastelija on tällöin yksinään jo hyvin informatiivinen. Liikkuvan tarkastelijan optimaalinen sijainti on kiinteän tarkastelijan kanssa samassa kulmassa.

#figure(
  alt: "alt",
    image(
        "../images/new-images/line-tragets-two-observers-2.png",
        alt: "Neljä lämpökarttaa 2x2-ruudukossa, kulmavirheet 1, 2, 5 ja 10 astetta. Jokaisessa kartassa vaaka-akselina on tarkastelijan x-sijainti ja pystyakselina y-sijainti välillä miinus 20 ja 20, ja väri esittää assosiaatiotodennäköisyyttä 0,5:stä 1,0:aan (tumma matala, keltainen korkea). Kohteet ovat vaakasuorassa viivassa keskellä, ja kiinteä tarkastelija S1 on merkitty oranssilla kolmiolla. Korkean tarkkuuden keltaiset alueet muodostavat kaksi lohkoa kohdeviivan ylä- ja alapuolelle ja kutistuvat kulmavirheen kasvaessa.",
        width: 80%
    ),
    caption: [Kiinteä tarkastelija kohteiden muodostamaa viivaa nähden kohtisuoraan.],
) <fig:fixed-and-moving-sensor-linear-pattern2>

== Tarkastelijoiden sijoittelu

Seuraavaksi tarkastellaan sijoitteluongelmaan liittyvät tulokset assosiaatiotarkkuudelle. Tarkastelu jakautuu kahteen osuuteen. Ensin kahden kohteen tapaukseen, jossa analyyttinen ja simuloitu tulos ovat suoraan vertailukelpoisia. Tämän jälkeen yksinkertaiselle tapaukselle etsitään A-optimaalisuuteen perustuva optimi. Toiseksi tarkastellaan yleisempää #math.equation(alt: "M", $M$) kohteen tapausta, joka käsitellään puhtaasti simuloimalla. Tarkastelijoiden sallittuja sijainteja on rajoitettu laskennan helpottamiseksi. Sallitut sijainnin on merkitty asettelukuviin katkoviivalla. 

=== Kaksi kohdetta

@fig:one-observer-two-target-placement-arc esittää tarkastelijan kulman analyyttisen ja simuloidun riippuvuuden assosiaatiotodennäköisyydestä yhden tarkastelijan ja kahden kohteen tapauksessa. Kohteet on asetettu koordinaatiston keskelle ja tarkastelija on rajoitettu säteellä #math.equation(alt: "R", $R$) olevalle kaarelle. Kaari on kuvattu kahden tarkastelijan kuvissa katkoviivalla. Kuvan epäsymmetrisyys johtuu siitä, että kohteet on asetettu #math.equation(alt: "45 degree", $45 degree$) kulmaan pääakseleihin nähden. Kulma on mitattu positiivisesta x-akselista vastapäivään.

#figure(
  alt: "alt",
    image(
        "../images/new-images/one-observer-ring-placement.png",
        alt: "Viivakuvaaja. Vaaka-akselilla tarkastelijan kulma alfa kaarella nollasta 180 asteeseen ja pystyakselilla assosiaatiotodennäköisyys 0,5:stä 1,0:aan. Sininen käyrä on analyyttinen tulos ja punaiset pisteet simuloitu tulos, ja ne vastaavat toisiaan. Todennäköisyys lähtee arvosta noin 0,85, putoaa jyrkästi minimiin noin 0,5 kulmassa 45 astetta, nousee sitten maksimiin noin 0,92 kulmassa 135 astetta ja laskee loppua kohti. Tarkkuus on huonoin kohdissa, joissa kohteet ovat kollineaarisia tarkastelijaan nähden, ja paras kohtisuorassa suunnassa.",
        width: 80%
    ),
    caption: [Tarkastelijan kulman riippuvuus assosiaatiotodennäköisyydestä.],
) <fig:one-observer-two-target-placement-arc>

Analyyttinen ja simuloitu tulos vastaavat hyvin toisiaan. Minimitarkkuus on selvästi kulmassa, mihin tarkastelijat on asetettu (#math.equation(alt: "45 degree", $45 degree$)). Paras tarkkuus taas saadaan, kun tarkastelija on kohtisuoraan tätä nähden (#math.equation(alt: "135 degree", $135 degree$)).

Vastaava asettelu on esitetty kahden tarkastelijan tapauksessa (@fig:two-observer-two-target-placement-analytical-arc). Koska assosiaatiotarkkuus riippuu vain summasta #math.equation(alt: "sum_n Delta theta_n^2 slash sigma^2_n", $sum_n Delta theta_n^2 slash sigma^2_n$), kumpikin tarkastelija kannattaa sijoittaa siihen kaaren kohtaan, jossa sen havaitsema normalisoitu kulmaerotus #math.equation(alt: "Delta theta slash sigma ", $Delta theta slash sigma $) on suurin. Tällaisia optimikulmia voi geometriasta riippuen olla useampia (esimerkiksi kaaren vastakkaisilla puolilla), jolloin tarkastelijat voidaan sijoittaa myös eri optimikohtiin ilman tarkkuuden menetystä. 

Simuloitu tulos (@fig:two-observer-two-target-placement-simulated-arc) vastaa analyyttistä tulosta. Ero selittyy MC-kohinalla ja hilan äärellisellä resoluutiolla, ja pienenee MC-kokeiden määrää kasvattamalla ja hilaa tihentämällä. Yhtäpitävyys toimii samalla simulaatioketjun validointina. Koska menetelmä toistaa analyyttisesti tunnetun tuloksen kahden kohteen tapauksessa, voidaan siihen luottaa myös useamman kohteen tilanteissa (luku @chp:placement-m-targets), joissa suljettua vertailutulosta ei ole.

Kuvassa on myös vertailtu sijoittelun Fisher-informaatiomatriisiin perustuvaa A-optimaalisuutta kohdefunktiona. Sijoittelut ovat selvästi erilaiset. Paikkaestimoinnin estimointivirhe minimoituu, kun tarkastelijat ovat kohtisuorassa toisiinsa nähden eli parhaassa asennossa kolmiomittausta varten. Sijainnin estimoinnin onnistuminen käytännössä vaatii, että tarkastelijoiden katselusuunnat ovat erilaiset. Assosiaation onnistumistodennäköisyys taas maksimoituu, kun tarkastelijat ovat kohtisuorassa kohteiden muodostamaa akseliin nähden. CRB on esitetty kontrastina työssä esiteltävälle assosiaatiotodennäköisyyspohjaiselle lähestymistavalle, ja suoraa vertailua ei ole mielekästä tehdä eikä sitä esitetä muissa kuvaajissa. @fig:two-observer-two-target-placement-analytical-arc esittää yhden A-optimaalisuuteen perustuvan asettelun. A-optimaalisuuden lämpökartasta voidaan huomata, että mikä tahansa sijoittelu ympyrän kaarella on CRB-mielessä optimaalinen, kun tarkastelijat ovat #math.equation(alt: "90", $90$) asteen kulmassa kohteista toisiinsa nähden. Tämä näkyy lämpökarttakuvissa raitoina.

#figure(
  alt: "alt",
    image(
        "../images/new-images/optimal-placement-circle.png",
        alt: "Kolme osakuvaa. Vasemmalla lämpökartta kahden kohteen assosiaatiotarkkuudesta kahden tarkastelijan asettelukulmien alfa1 (vaaka) ja alfa2 (pysty) funktiona, kumpikin nollasta 180 asteeseen; kirkas maksimialue on merkitty rastilla optimikohtaan. Keskellä vastaava lämpökartta CRB A-optimaalisuudesta, jossa on viistoraitainen rakenne ja erilainen optimirakenne kuin vasemmalla. Oikealla ympyrä, jolle tarkastelijat on rajoitettu: kohteet ovat lähellä keskustaa ja optimaaliset tarkastelijasijainnit on merkitty ympyräkehälle. Assosiaatiotodennäköisyyteen ja A-optimaalisuuteen perustuvat optimaaliset sijoittelut poikkeavat toisistaan.",
        width: 100%
    ),
    caption: [Analyyttinen kahden kohteen assosiaatiotarkkuuden lämpökartta tarkastelijoiden asettelukulmien #math.equation(alt: "alpha", $alpha$) funktiona (vasen). CRB A-optimaalisuuden lämpökartta (keskellä). Optimaalisten tarkastelijoiden sijainnit (oikea).],
) <fig:two-observer-two-target-placement-analytical-arc>

#figure(
  alt: "alt",
    image(
        "../images/new-images/two-observer-ring-placement-simulated.png",
        alt: "Kaksi osakuvaa. Vasemmalla simuloitu lämpökartta kahden kohteen assosiaatiotarkkuudesta tarkastelijoiden asettelukulmien alfa1 ja alfa2 funktiona; maksimialue rastilla. Kartta vastaa edellisen kuvan analyyttistä tulosta. Oikealla ympyrä, jolla kohteet ovat keskellä ja optimaaliset tarkastelijasijainnit on merkitty kolmioilla kehälle.",
        width: 80%
    ),
    caption: [Simuloitu kahden kohteen assosiaatiotarkkuuden lämpökartta tarkastelijoiden asettelukulmien #math.equation(alt: "alpha", $alpha$) funktiona (vasen). Optimaalisten tarkastelijoiden sijainnit (oikea).],
) <fig:two-observer-two-target-placement-simulated-arc>

@fig:one-observer-two-target-placement-line esittää assosiaatiotarkkuuden asettelun sijainnin funktiona, kun kaaren sijasta tarkastelijoiden sijainnit on rajoitettu suoralle #box[#math.equation(alt: "y=-20, x in [-20, 20]", $y=-20, x in [-20, 20]$)]. Rajoitesuora on kuvattu optimaalista sijoittelua kuvaavissa kuvissa katkoviivalla.

#figure(
  alt: "alt",
    image(
        "../images/new-images/one-observer-line-placement.png",
        alt: "Viivakuvaaja. Vaaka-akselilla tarkastelijan x-sijainti suoralla välillä miinus 30 ja 30 ja pystyakselilla assosiaatiotodennäköisyys 0,5:stä 1,0:aan. Sininen käyrä on analyyttinen ja punaiset pisteet simuloitu tulos. Todennäköisyys on noin 0,55 vasemmalla, putoaa minimiin noin 0,5 kohdassa x on miinus 20, jossa kohteet ovat kollineaarisia, nousee maksimiin noin 0,89 kohdassa x noin 8...10 ja laskee loivasti oikealle. Optimi on siirtynyt lähemmäs origoa eli lähemmäs kohteita.",
        width: 80%
    ),
    caption: [Tarkastelijan #math.equation(alt: "x", $x$)-sijainnin riippuvuus assosiaatiotodennäköisyydestä.],
) <fig:one-observer-two-target-placement-line>

Havaitaan, että pienin tarkkuus saavutetaan, kun kohteet ovat suorassa linjassa tarkastelijaan nähden (#math.equation(alt: "x=-20", $x=-20$)). Ympyräasettelusta poiketen suoralla parasta assosiaatiotarkkuutta ei saavuteta, kun tarkastelija on #math.equation(alt: "90 degree", $90 degree$) asteen kulmassa kohteiden muodostamaan suoraan nähden (#math.equation(alt: "y=20", $y=20$)). Tämä johtuu etäisyyden vaikutuksesta, assosiaation onnistumiseen. Suoralla kohteiden ja tarkastelijan välisen etäisyyden vaikutus siirtää optimisijaintia lähemmäksi origoa, missä tarkastelija olisi lähimpänä kohteita. Tarkastelijaa ei kuitenkaan kannata asettaa lähimpään mahdolliseen kohtaan (#math.equation(alt: "x=0", $x=0$)) kohteista, koska silloin kohteiden kulmaerotus olisi liian pieni. Optimaalinen asettelu tasapainottelee näiden assisoaatiotodennäköisyyttä rajoittavien parametrien välillä.

#figure(
  alt: "alt",
    image(
        "../images/new-images/two-observer-line-placement-analytical.png",
        alt: "Kaksi osakuvaa. Vasemmalla analyyttinen lämpökartta kahden kohteen assosiaatiotarkkuudesta kahden tarkastelijan x-koordinaattien s1 (vaaka) ja s2 (pysty) funktiona välillä miinus 20 ja 20; maksimialue on merkitty rastilla optimikohtaan. Oikealla sijaintikuva, jossa kohteet ovat lähellä origoa ja optimaaliset tarkastelijat on merkitty kolmioilla suoralle y on miinus 20.",
        width: 80%
    ),
    caption: [Analyyttinen kahden kohteen assosiaatiotarkkuuden lämpökartta tarkastelijoiden x-koordinaatin funktiona (vasen). Optimaalisten tarkastelijoiden sijainnit (oikea).],
) <fig:two-observer-two-target-placement-analytical-line>

#figure(
  alt: "alt",
    image(
        "../images/new-images/two-observer-line-placement-simulated.png",
        alt: "Kaksi osakuvaa. Vasemmalla simuloitu lämpökartta kahden kohteen assosiaatiotarkkuudesta tarkastelijoiden x-koordinaattien funktiona välillä miinus 20 ja 20; maksimialue rastilla. Oikealla sijaintikuva, jossa kohteet ovat lähellä origoa ja optimaaliset tarkastelijat on merkitty kolmioilla suoralle y on miinus 20.",
        width: 80%
    ),
    caption: [Simuloitu kahden kohteen assosiaatiotarkkuuden lämpökartta tarkastelijoiden x-koordinaatin funktiona (vasen). Optimaalisten tarkastelijoiden sijainnit (oikea).],
) <fig:two-observer-two-target-placement-simulated-line>

Kuten kaarella, myös suoralle asetetut tarkastelijat kannattaa aina asettaa samaan sijaintiin assosiaatiotarkkuuden näkökulmasta (@fig:two-observer-two-target-placement-analytical-line). Lisäksi suora-asettelun simuloidut optimisijainnit ovat lähellä analyyttistä tulosta (@fig:two-observer-two-target-placement-simulated-line). Erot johtuvat puhtaasti hilan resoluutiosta ja rajoitetun MC-koemäärän aiheuttamasta kohinasta.

On huomioitava, että käytännön sovelluksissa samaan sijaintiin sijoitellut tarkastelijat eivät enää tuota toisistaan riippumatonta kohinaa, sillä ne ovat alttiita yhteisille häiriöille, kuten taustamelulle tai tahalliselle häirinnälle. Tämä rikkoo havaintomallin riippumattomuusoletuksen. Todellisessa järjestelmässä tarkastelijoilla kannattaa siksi yleensä olla jokin paikkaero, vaikka tässä työssä käytetty malli ei tällaista eroa suosittelekaan.

=== #math.equation(alt: "M", $M$) kohdetta <chp:placement-m-targets>

Mielivaltaisella kohteiden lukumäärällä #math.equation(alt: "M", $M$) suljettua muotoa assosiaatiotarkkuudelle ei ole (luku @chp:analytical-general-case), joten sijoittelutuloksia tarkastellaan monimutkaisemmissa tapauksissa puhtaasti simuloiden. Tarkastelussa käytetään luvussa @chp:simulation-scenarios esiteltyjä neljän kohteen skenaarioita ja kahta tarkastelijaa. Hilasta ja MC-kokeiden lukumäärästä johtuen suuremmat tarkastelijamäärät olisivat laskennallisesti liian raskaita.

@fig:four-target-diamond-two-observer-arc esittää, miten kahden tarkastelijan asettelu vaikuttaa assosiaatiotarkkuuteen, kun tarkastelijoiden sijainnit on rajoitettu ympyrän kaarelle. Kulmat esitetään positiivisesta x-akselista vastapäivään mitattuina kaikissa tuloksissa.

#figure(
  alt: "alt",
    image(
        "../images/new-images/two-observer-ring-placement-four-target.png",
        alt: "Kaksi osakuvaa. Vasemmalla simuloitu lämpökartta neljän kohteen assosiaatiotarkkuudesta kahden tarkastelijan asettelukulmien alfa1 ja alfa2 funktiona välillä 0...180 astetta. Kartassa on kaksi symmetristä maksimialuetta ja optimi merkitty rastilla. Oikealla ympyrä, jonka keskellä neljä kohdetta on vinoneliössä ja kaksi optimaalista tarkastelijaa on merkitty kolmioilla kehälle eri kulmiin, noin 36 ja 156 astetta. Tarkastelijat asettuvat täydentämään toisiaan: kumpikin erottelee kohteet eri lävistäjäakselilla.",
        width: 100%
    ),
    caption: [Kahden tarkastelijan asettelu vinoneliöskenaariossa.],
) <fig:four-target-diamond-two-observer-arc>

Nähdään, että optimaalinen asettelu asettaa tarkastelijat siten, että ne täydentävät toistensa heikkouksia. #math.equation(alt: "S_1", $S_1$) asettuu siten, että se pystyy erottelemaan kohteet kaakko--luode-akselilla ja #math.equation(alt: "S_2", $S_2$) siten, että se pystyy erottamaan kohteet koillinen--lounas-akselilla. 

@fig:four-target-diamond-two-observer-line esittää saman tilanteen, mutta tarkastelijat on rajoitettu x-akselin suuntaiselle viivalle #math.equation(alt: "y=-20", $y=-20$). Vastaavasti kuin kaarella, #math.equation(alt: "S_1", $S_1$) asettuu siten, että se pystyy erottelemaan kohteet kaakko--luode-akselilla ja #math.equation(alt: "S_2", $S_2$) siten, että se pystyy erottamaan kohteet koillinen--lounas-akselilla.

#figure(
  alt: "alt",
    image(
        "../images/new-images/two-observer-line-placement-four-target.png",
        alt: "Kaksi osakuvaa. Vasemmalla simuloitu lämpökartta neljän kohteen assosiaatiotarkkuudesta kahden tarkastelijan x-koordinaattien funktiona välillä miinus 20 ja 20; kaksi maksimialuetta ja optimi rastilla. Oikealla sijaintikuva, jossa neljä kohdetta on vinoneliössä lähellä origoa ja kaksi optimaalista tarkastelijaa on merkitty kolmioilla suoralle y on miinus 20, toinen vasemmalle (x noin miinus 14) ja toinen oikealle (x noin 14).",
        width: 100%
    ),
    caption: [Kahden tarkastelijan asettelu viivaskenaariossa.],
) <fig:four-target-diamond-two-observer-line>

Seuraavaksi tarkastellaan, miten yhden simulaatioparametrin muuttaminen vaikuttaa optimaaliseen asetteluun. @tab:changing-sigma käsittelee kulmavirheen #math.equation(alt: "sigma", $sigma$) vaikutusta ja #box[@tab:changing-distance] tarkasteluakselin etäisyyden #math.equation(alt: "d", $d$) vaikutusta.

#[
    #import table: cell, header, hline, vline
    #show table.cell.where(y: 0): strong
    #figure(
      alt: "alt",
        table(
            columns: 4,
            stroke: none,
            align: left + horizon,
            table.header(
                [Kulmavirhe #math.equation(alt: "sigma", $sigma$) #math.equation(alt: "(degree)", $(degree)$)],
                table.vline(),
                [Sijainti #math.equation(alt: "x_1", $x_1$)],
                table.vline(),
                [Sijainti #math.equation(alt: "x_2", $x_2$)],
                table.vline(),
                [#math.equation(alt: "P_oikein", $P_text("oikein")$)]
            ),
            table.hline(), [1.0], [-11.92], [11.92], [0.89],
            table.hline(), [2.0], [-12.32], [12.32], [0.59],
            table.hline(), [3.0], [-13.13], [11.92], [0.46],
            table.hline(), [4.0], [-17.98], [11.11], [0.40],
            table.hline(), [5.0], [-13.94], [13.13], [0.37],
            table.hline(), [6.0], [-12.32], [10.30], [0.35],
            table.hline(), [7.0], [-15.15], [9.09], [0.33],
            table.hline(), [8.0], [-10.30], [14.34], [0.32],
            table.hline(), [9.0], [-15.15], [16.77], [0.32],
            table.hline(), [10.0], [-10.71], [9.49], [0.31],
        ),
        caption: [Kulmavirheen kasvamisen vaikutus sijoitteluun kiinteällä tarkasteluakselin etäisyydellä (#math.equation(alt: "d=20", $d=20$), #math.equation(alt: "L=20000", $L=20000$)).],
    ) <tab:changing-sigma>
]

Kulmavirhe ei vaikuta sijoittelun optimiin. Se vain heikentää optimin (ja kaikkien muidenkin) sijaintien tarkkuutta. Tämä seuraa suoraan yhtälöstä @standardized: yhtäsuurella kulmavirheellä #math.equation(alt: "sigma", $sigma$) se esiintyy vain #math.equation(alt: "Phi", $Phi$):n argumentin yhteisenä skalaarina, joten argumentin maksimoiva sijainti määräytyy pelkästään geometrian (#math.equation(alt: "Sigma_n Delta theta_n^2", $Sigma_n Delta theta_n^2$)) perusteella eikä riipu #math.equation(alt: "sigma", $sigma$):sta. Kulmavirhe vaikuttaa ainoastaan saavutettavan tarkkuuden tasoon. Taulukossa optimisijaintien vaihtelu on hilan resoluutiosta ja MC-kohinasta johtuvaa hajontaa.

Tarkasteluakselin etäisyyden kasvaessa optimaaliset sijainnit siirtyvät ulospäin siten, että tarkastelijoiden välimatkan suhde tarkastelija--kohde-etäisyyteen #math.equation(alt: "(x_2 - x_1) slash d", $(x_2 - x_1) slash d$) pysyy likimain vakiona (@tab:changing-distance). Suhdeluvun hajonta johtuu hilan resoluutiosta, joka pidettiin vakiokoisena (#math.equation(alt: "100", $100$) solua) ajoajan rajaamiseksi, jolloin absoluuttinen paikkavirhe kasvaa hieman suurilla etäisyyksillä. 

#[
    #import table: cell, header, hline, vline
    #show table.cell.where(y: 0): strong
    #figure(
      alt: "alt",
        table(
            columns: 5,
            stroke: none,
            align: left + horizon,
            table.header(
                [Etäisyys #math.equation(alt: "d", $d$)],
                table.vline(),
                [Sijainti #math.equation(alt: "x_1", $x_1$)],
                table.vline(),
                [Sijainti #math.equation(alt: "x_2", $x_2$)],
                table.vline(),
                [#math.equation(alt: "(x_2 - x_1) slash d", $(x_2 - x_1) slash d$)],
                table.vline(),
                [#math.equation(alt: "P_oikein", $P_text("oikein")$)]
            ),
            table.hline(), [20.0], [-10.71], [13.54], [1.21], [0.89],
            table.hline(), [25.0], [-18.43], [16.41], [1.39], [0.79],
            table.hline(), [30.0], [-16.06], [19.70], [1.19], [0.71],
            table.hline(), [35.0], [-23.69], [22.98], [1.33], [0.64],
            table.hline(), [40.0], [-23.84], [31.92], [1.39], [0.58],
            table.hline(), [45.0], [-30.45], [29.55], [1.33], [0.54],
            table.hline(), [50.0], [-37.88], [32.83], [1.41], [0.41],
            table.hline(), [55.0], [-38.33], [37.22], [1.37], [0.48],
            table.hline(), [60.0], [-35.76], [45.45], [1.35], [0.46],
            table.hline(), [65.0], [-43.99], [47.93], [1.41], [0.44],
        ),
        caption: [Tarkasteluakselin etäisyyden vaikutus sijoitteluun kiinteällä kulmavirheellä (#math.equation(alt: "sigma= 1degree", $sigma= 1degree$), #math.equation(alt: "L=10000", $L=10000$)).],
    ) <tab:changing-distance>
]


== Suorituskyky <chp:performance>

Luvun @chp:hungarian-complexity mukaisesti Unkarilainen algoritmi ratkaisee LAP:n teoreettisesti #math.equation(alt: "cal(O)(M^3)", $cal(O)(M^3)$)-ajassa. Tässä luvussa tarkastellaan empiirisesti, miten kohteiden lukumäärä vaikuttaa algoritmin todelliseen suoritusaikaan, ja verrataan unkarilaista kahteen epäoptimaaliseen vaihtoehtoon: ahneeseen kohdistukseen ja huutokauppa-algoritmiin (luku @chp:alternative-LAP-solvers).

Suorituskyvyn vertailussa käytetään #math.equation(alt: "M", $M$) kohteen joukkoa, jotka on sijoitettu tasavälein ympyrän kaarelle. Tarkastelijoita on yksi. Kohteiden lukumäärää kasvatetaan välillä #box[#math.equation(alt: "M in {2, dots, 400}", $M in {2, dots, 400}$)] ja kullakin kohdelukumäärällä tehdään #math.equation(alt: "100", $100$) MC-koetta. Suoritusaika mitataan yksittäisen MC-kokeen ajoaikana mikrosekunneissa. Huutokauppa-algoritmissa käytetty #math.equation(alt: "epsilon", $epsilon$)-arvo on #math.equation(alt: "10^(-2)", $10^(-2)$), jolla algoritmi suppenee käytetyssä asettelussa hyvin lähelle optimaalista ratkaisua äärellisessä ajassa.

#figure(
  alt: "alt",
    image(
        "../images/new-images/performance-and-accuracy.png",
        alt: "Kaksi viivakuvaajaa. Vasemmassa vaaka-akselilla kohteiden lukumäärä nollasta 400:aan ja pystyakselilla suoritusaika mikrosekunteina koetta kohti. Kolme käyrää: Unkarilainen, Greedy ja Auction. Greedy on selvästi nopein ja kasvaa hitaasti, Unkarilaisen aika kasvaa jyrkemmin ja Auction-algoritmin aika kasvaa kaikkein voimakkaimmin suurilla kohdemäärillä. Oikeassa kuvaajassa pystyakselilla on kohteittainen assosiaatiotarkkuus nollasta yhteen. Unkarilainen ja Auction antavat lähes saman tarkkuuden, joka laskee arvosta 1,0 noin 0,42:een 400 kohteella, kun taas Greedy on heikompi ja laskee noin 0,31:een.",
        width: 100%
    ),
    caption: [Kohteiden lukumäärän vaikutus erilaisten assosiaatioalgoritmien suoritusaikaan (vasen) ja kohteittaiseen assosiaatiotarkkuuteen (oikea). Käytetyt algoritmit: Unkarilainen, Greedy ja Auction.],
) <target-count-scaling> 

=== Suoritusaika

Ahne kohdistus on selkeästi nopein menetelmä kaikilla testatuilla kohdemäärillä. Unkarilainen algoritmi suoriutuu myös nopeasti pienillä ja keskisuurilla kohdemäärillä. 

Huutokauppa-algoritmin suoritusaika on hyvin pieni pienillä kohdemäärillä, mutta kasvaa voimakkaasti ja epälineaarisesti suurilla #math.equation(alt: "M", $M$):n arvoilla. Tämä johtuu siitä, että huutokauppa-algoritmin #math.equation(alt: "epsilon", $epsilon$)-relaksaatio määrää iteraatioiden lukumäärän. Kun kohteiden lukumäärä kasvaa, ympyrän kaarelle asetettujen kohteiden välinen kulmaerotus pienenee, ja kustannusmatriisin alkiot lähestyvät toisiaan. Tämä hidastaa algoritmin "hintapäivitysten" suppenemista, ja tiukan #math.equation(alt: "epsilon", $epsilon$):n saavuttaminen vaatii enemmän iteraatioita. Suurilla kohdemäärillä iteraatiomäärä kasvaa nopeasti, mikä selittää suoritusajan voimakkaan kasvun.

Kaikki algoritmit ovat käytännössä reaaliaikaisia tässä tutkimuksessa käytetyillä kohteiden lukumäärillä. Myös suuremmilla, useiden satojen kohteiden joukoilla suoritusajat ovat pieniä. Esimerkiksi #math.equation(alt: "M=400", $M=400$) on jo merkittävän suuri kohdejoukko yksittäiselle tarkastelijalle valvontasovelluksessa, mutta kohdistus on ratkaistavissa millisekunneissa optimaalisesti. Suorituskyky ei siten ole merkityksellinen este optimaalisen algoritmin käyttämiselle työn olosuhteissa.

=== Tarkkuus

Vaikka tarkkuusvertailu on käytetyssä testikohdegeometriassa vain suuntaa-antava, kuvasta voidaan tehdä karkean tason havaintoja. Unkarilainen ja huutokauppa-algoritmi tuottavat lähes identtiset tarkkuudet kaikilla testatuilla #math.equation(alt: "M", $M$):n arvoilla. Tämä on odotettavaa, koska valittu #math.equation(alt: "epsilon = 10^(-2)", $epsilon = 10^(-2)$) on melko tiukka, algoritmin tuottaman ratkaisun pitäisi erota optimaalisesta ratkaisusta vain hiukan. Erot ratkaisuissa johtuvat siitä, että simulaatioiden välillä kohderealisaatiot näytteistettiin uudelleen. Ahne kohdistus tuottaa selvästi heikoimman tarkkuuden suurilla kohdemäärillä, mutta pienillä #math.equation(alt: "M", $M$):n arvoilla se voi tuottaa vertailukelpoisia tuloksia.

Tarkkuuden lasku kohdemäärän kasvaessa johtuu tässä testigeometriassa siitä, että kohteet on sijoitettu kiinteälle kaarelle. Tällöin kohdemäärän kasvaessa niiden välinen kulmaerotus pienenee, jolloin assosiaatio vaikeutuu. Lasku kuvaa siis geometrian vaikeutumista, ei algoritmien heikkenemistä.

Tässä työssä käytettyjen oletusten vallitsessa Unkarilainen on aina suositeltava valinta LAP:n ratkaisemiseen. Approksimatiiviset menetelmät tuovat hyötyjä vasta, kun kustannusmatriisi on huomattavasti suurempi, esimerkiksi jos työn oletuksia löyhennettäisiin ja sallittaisiin esimerkiksi tarkastelijoiden virhehavainnot.

/*
#table(
  columns: 5,
  align: center,
  stroke: 0.5pt,
  inset: 6pt,

  [Angle], [K=1], [K=2], [K=3], [K=4],

  [1°],
  [arc: 0.834#linebreak()line: 0.623],
  [arc: 0.990#linebreak()line: 0.924],
  [arc: 1.000#linebreak()line: 0.974],
  [arc: 1.000#linebreak()line: 0.998],

  [2°],
  [arc: 0.619#linebreak()line: 0.466],
  [arc: 0.765#linebreak()line: 0.647],
  [arc: 0.868#linebreak()line: 0.740],
  [arc: 0.931#linebreak()line: 0.806],

  [3°],
  [arc: 0.500#linebreak()line: 0.398],
  [arc: 0.614#linebreak()line: 0.515],
  [arc: 0.725#linebreak()line: 0.584],
  [arc: 0.776#linebreak()line: 0.635],

  [5°],
  [arc: 0.399#linebreak()line: 0.359],
  [arc: 0.486#linebreak()line: 0.421],
  [arc: 0.545#linebreak()line: 0.465],
  [arc: 0.611#linebreak()line: 0.501],
)
*/

/**
=== Sijoittelu, timantti, ympyrä

#figure(
    image(
        "../images/2-observer-diamond.png",
        alt: "TODO",
        width: 100%
    ),
    caption: [],
) <fig:s-1>

#figure(
    image(
        "../images/3-observer-diamond.png",
        alt: "TODO",
        width: 100%
    ),
    caption: [],
) <fig:s-2>

#figure(
    image(
        "../images/4-observer-diamond.png",
        alt: "TODO",
        width: 100%
    ),
    caption: [],
) <fig:s-3>

=== Sijoittelu, timantti, suora

#figure(
    image(
        "../images/2-observer-line.png",
        alt: "TODO",
        width: 100%
    ),
    caption: [],
) <fig:s-4>

#figure(
    image(
        "../images/3-observer-line.png",
        alt: "TODO",
        width: 100%
    ),
    caption: [],
) <fig:s-1>

#figure(
    image(
        "../images/4-observer-line.png",
        alt: "TODO",
        width: 100%
    ),
    caption: [],
) <fig:s-1>

=== Sijoittelu, satunnainen, suora

#figure(
    image(
        "../images/new-images/best-accuracy-vs-observers.png",
        alt: "TODO",
        width: 100%
    ),
    caption: [],
) <fig:s-1>

#figure(
    image(
        "../images/2-observer-random-group.png",
        alt: "TODO",
        width: 100%
    ),
    caption: [],
) <fig:s-1>

*/


#pdf.attach(
  "05-analyytinen-tarkastelu.typ",
  relationship: "source",
  mime-type: "text/vnd.typst",
  description: "Analytical review"
)

#import "../preamble.typ": *

= Analyyttinen tarkastelu <chp:analytical-review>

Seuraavaksi etsitään suljetun muodon ratkaisu assosiaatiotodennäköisyydelle tarkastelijan kulmavirheen ja kohteiden kulmaerotuksen funktiona. Tarkoituksena on muodostaa analyyttinen pohja, johon simulaatiotuloksia voidaan myöhemmin verrata, sekä tunnistaa ne suureet, jotka määrittävät assosiaation onnistumisen. 

== Kaksi kohdetta ja yksi tarkastelija <chp:two-targets-one-observer>

Olkoon kohteiden lukumäärä #math.equation(alt: "M=2", $M=2$) ja tarkastelijoiden #math.equation(alt: "N=1", $N=1$). Oletetaan myös, että tarkastelijoiden mittauskohinan keskihajonnat ovat samat #math.equation(alt: "sigma=sigma_1=sigma_2", $sigma=sigma_1=sigma_2$). Olkoon kohteiden todelliset suuntimat tarkastelijan näkökulmasta #math.equation(alt: "theta_1, theta_2 in (-pi ,pi]", $theta_1, theta_2 in (-pi ,pi]$) ja niitä vastaavat, mittauskohinan vääristämät mittaukset, #math.equation(alt: "z_1, z_2", $z_1, z_2$). Luvun @chp:cost-function-and-assignment-problem mukaisesti kustannusmatriisiksi saadaan

#math.equation(
    block: true,
    alt: altTextFn("matrix(C) = mat(c_11, c_12; c_21, c_22) = 1/(2sigma^2) mat((z_1 - theta_1)^2, (z_1 - theta_2)^2; (z_2 - theta_1)^2, (z_2 - theta_2)^2)."),
    $
      matrix(C) = mat(c_11, c_12; c_21, c_22) = 1/(2sigma^2) mat((z_1 - theta_1)^2, (z_1 - theta_2)^2; (z_2 - theta_1)^2, (z_2 - theta_2)^2).
    $
) <eq:ttoo-cost-mat>

Lineaarinen kohdistusongelma valitsee permutaation #math.equation(alt: "hat(pi)", $hat(pi)$) siten, että 

#math.equation(
    block: true,
    alt: altTextFn("hat(pi) = arg min_(pi) sum_(i=1)^M c_(i pi(i))."),
    $
      hat(pi) = arg min_(pi) sum_(i=1)^M c_(i pi(i)).
    $
) <eq:ttoo-1>

Mahdolliset permutaatiot ovat #math.equation(alt: "pi_0=[1, 2]", $pi_0=[1, 2]$) ja #math.equation(alt: "pi_1=[2,1]", $pi_1=[2,1]$). Saadaan kokonaiskustannukset

#math.equation(
    block: true,
    alt: altTextFn("
        S(pi_0) = c_11 + c_22 = (z_1 - theta_1)^2 + (z_2 - theta_2)^2
        S(pi_1) = c_12 + c_21 = (z_1 - theta_2)^2 + (z_2 - theta_1)^2.
    "),
    $
      S(pi_0) &= c_11 + c_22 = (z_1 - theta_1)^2 + (z_2 - theta_2)^2 \
      S(pi_1) &= c_12 + c_21 = (z_1 - theta_2)^2 + (z_2 - theta_1)^2.
    $
) <eq:ttoo-2>

Yhtälön @eq:ttoo-cost-mat vakiotermi #math.equation(alt: "1 slash (2sigma^2)", $1 slash (2sigma^2)$) on jätetty huomiotta, koska se ei vaikuta minimointiin tapauksessa, missä kohinatermit ovat samat. ML-assosiaatio valitsee permutaation #math.equation(alt: "pi_0", $pi_0$), jos #math.equation(alt: "S(pi_0) < S(pi_1)", $S(pi_0) < S(pi_1)$) eli kun _päätössuure_ #math.equation(alt: "Lambda < 0", $Lambda < 0$):

#math.equation(
  block: true,
  alt: altTextFn("
      Lambda = S(pi_0) - S(pi_1)
      = (z_1 - theta_1)^2 + (z_2 - theta_2)^2 - (z_1 - theta_2)^2 - (z_2 - theta_1)^2 < 0.
  "),
  $
    Lambda &= S(pi_0) - S(pi_1) \
    &= (z_1 - theta_1)^2 + (z_2 - theta_2)^2 - (z_1 - theta_2)^2 - (z_2 - theta_1)^2 < 0.
  $
) <eq:ttoo-3>


Havaintomalli on muotoa #math.equation(alt: "z_i = theta_i + w_i", $z_i = theta_i + w_i$) (yhtälö @eq:measured-bearing). Merkitään kohteiden kulmaerotusta tarkastelijan näkökulmasta #math.equation(alt: "Delta theta = theta_1 - theta_2", $Delta theta = theta_1 - theta_2$). Sijoittamalla yhtälöön @eq:ttoo-3 saadaan

#math.equation(
  block: true,
  alt: altTextFn("
      Lambda = -2Delta theta (w_1 - w_2) + 2 Delta theta^2
      = -2Delta theta(w_1 - w_2 + Delta theta).
  "),
  $
    Lambda &= -2Delta theta (w_1 - w_2) - 2 Delta theta^2 \
    &= -2Delta theta(w_1 - w_2 + Delta theta).
  $
) <eq:ttoo-4>

Kohteiden järjestys on mielivaltainen, joten voidaan olettaa, että  #math.equation(alt: "Delta theta = theta_1 - theta_2 > 0", $Delta theta = theta_1 - theta_2 > 0$). Tällöin yhtälön @eq:ttoo-4 ehto pelkistyy muotoon 

#math.equation(
  block: true,
  alt: altTextFn("
      -2Delta theta (w_1 - w_2 + Delta theta) < 0
      => w_2 - w_1 < Delta theta.
  "),
  $
    & -2Delta theta (w_1 - w_2 + Delta theta) < 0 \
    &=> w_2 - w_1 < Delta theta.
  $
) <eq:ttoo-5>

Merkitään #math.equation(alt: "W = w_2 - w_1", $W = w_2 - w_1$). Koska #math.equation(alt: "w_1, w_2 ~ cal(N)(0, sigma^2)", $w_1, w_2 ~ cal(N)(0, sigma^2)$) ovat toisistaan riippumattomia, on #math.equation(alt: "W ~ cal(N)(0, 2 sigma^2)", $W ~ cal(N)(0, 2 sigma^2)$). Oikea kohdistuksen todennäköisyys on siis #math.equation(alt: "P(W < Delta theta)", $P(W < Delta theta)$). Standardoimalla saadaan

#math.equation(
  block: true,
  alt: altTextFn("
      P_(oikein) = P(W < Delta theta) = P(W / (sqrt(2)sigma) < (Delta theta) / (sqrt(2) sigma))
      = Phi ((Delta theta) / (sqrt(2) sigma)),
  "),
  $
    P_(text("oikein")) &= P(W < Delta theta) = P(W / (sqrt(2)sigma) < (Delta theta) / (sqrt(2) sigma)) \
    &= Phi ((Delta theta) / (sqrt(2) sigma)),
  $
) <eq:ttoo-6>

missä #math.equation(alt: "Phi", $Phi$) on standardinormaalijakauman kertymäfunktio, #math.equation(alt: "Delta theta", $Delta theta$) on kohteiden välinen kulmaerotus ja #math.equation(alt: "sigma", $sigma$) on tarkastelijan kulmavirhe.

Koska kahdella kohteella ja yhdellä tarkastelijalla tarkasteltavana on vain kaksi permutaatiota, ML-kohdistusongelma pelkistyy binääriseksi hypoteesitestiksi. On hyödyllistä havaita, että oikean kohdistuksen todennäköisyys riippuu ainoastaan kohinan tasolla normalisoidusta kulmaerosta #math.equation(alt: "Delta theta slash sigma", $Delta theta slash sigma$). Tulos on intuitiivinen: mitä enemmän kohteet ovat erillään tarkastelijan näkökulmasta suhteessa mittauskohinaan, sitä helpompi ne on erottaa toisistaan.

@tab:ttoo-tab esittää assosiaatiotodennäköisyyksiä eräillä normalisoidun kulmaeron arvoilla. Että saavutettaisiin #math.equation(alt: "95", $95$) prosentin luotettavuus, kulmaerotuksen tulee olla noin #math.equation(alt: "2.33", $2.33$) kertainen kohinan keskihajontaan nähden.

#figure(
  alt: "alt",
  table(
    columns: 2,
    align: (center, left),
    stroke: 0.5pt,
    table.header[#math.equation(alt: "bold(Delta theta slash sigma)", $bold(Delta theta slash sigma)$)][#math.equation(alt: "bold(P_oikein)", $bold(P_text("oikein"))$)],
    [#math.equation(alt: "0.0", $0.0$)], [#math.equation(alt: "50.0", $50.0$) %],
    [#math.equation(alt: "0.5", $0.5$)], [#math.equation(alt: "63.8", $63.8$) %],
    [#math.equation(alt: "1.0", $1.0$)], [#math.equation(alt: "76.0", $76.0$) %],
    [#math.equation(alt: "2.0", $2.0$)], [#math.equation(alt: "92.1", $92.1$) %],
    [#math.equation(alt: "2.33", $2.33$)], [#math.equation(alt: "95.0", $95.0$) %],
    [#math.equation(alt: "3.0", $3.0$)], [#math.equation(alt: "98.3", $98.3$) %],
    [#math.equation(alt: "4.0", $4.0$)], [#math.equation(alt: "99.8", $99.8$) %],
  ),
  caption: [Oikean assosiaation todennäköisyys normalisoidun kulmaeron eri arvoilla.],
) <tab:ttoo-tab>

== Kaksi kohdetta ja #math.equation(alt: "N", $N$) tarkastelijaa

Kahden kohteen tapaus yleistyy usealle tarkastelijalle suoraviivaisesti. Sallitaan lisäksi tarkastelijoille omat kohinatasot #math.equation(alt: "sigma_n", $sigma_n$), jolloin tulosta voidaan soveltaa erisuuruisten kulmavirheiden tarkastelijajoukkoon. Olkoon #math.equation(alt: "M=2", $M=2$) ja tarkastelijoiden lukumäärä #math.equation(alt: "N", $N$), joista kukin tuottaa riippumattomia kohinamittauksia varianssilla #math.equation(alt: "sigma_n^2", $sigma_n^2$). Kustannuksiksi hypoteeseille saadaan

#math.equation(
  block: true,
  alt: altTextFn("
      S(pi_0) = sum_(n=1)^N 1/(2 sigma_n^2)[(z_(n 1) - theta_(n 1))^2 + (z_(n 2) - theta_(n 2))^2]
      S(pi_1) = sum_(n=1)^N 1/(2 sigma_n^2)[(z_(n 1) - theta_(n 2))^2 + (z_(n 2) - theta_(n 1))^2].
  "),
  $
    S(pi_0) &= sum_(n=1)^N 1/(2 sigma_n^2)[(z_(n 1) - theta_(n 1))^2 + (z_(n 2) - theta_(n 2))^2] \
    S(pi_1) &= sum_(n=1)^N 1/(2 sigma_n^2)[(z_(n 1) - theta_(n 2))^2 + (z_(n 2) - theta_(n 1))^2]. \
  $
) <cost-multi-observer>

Päätössuureeksi #math.equation(alt: "Lambda", $Lambda$) saadaan

#math.equation(
  block: true,
  alt: altTextFn("
      Lambda = S(pi_0) - S(pi_1) < 0
      = sum_(n=1)^N 1/(2sigma_n^2) ((z_(n 1) - theta_(n 1))^2 + (z_(n 2) - theta_(n 2))^2 - (z_(n 1) - theta_(n 2))^2 - (z_(n 2) - theta_(n 1))^2).
  "),
  $
    Lambda &= S(pi_0) - S(pi_1) < 0\
    &= sum_(n=1)^N 1/(2sigma_n^2) ((z_(n 1) - theta_(n 1))^2 + (z_(n 2) - theta_(n 2))^2 - (z_(n 1) - theta_(n 2))^2 - (z_(n 2) - theta_(n 1))^2).
  $
) <decision-multi-observer>

Sijoitetaan #math.equation(alt: "z_(n i) = theta_(n i) + w_(n i)", $z_(n i) = theta_(n i) + w_(n i)$), missä #math.equation(alt: "w_(n i) ~ cal(N)(0, sigma_n^2)", $w_(n i) ~ cal(N)(0, sigma_n^2)$). Tarkastelijalle #math.equation(alt: "n", $n$) pätee

#math.equation(
  block: true,
  alt: altTextFn("
      (z_(n 1) - theta_(n 1))^2 = w_(n 1)^2
      (z_(n 2) - theta_(n 2))^2 = w_(n 2)^2
      (z_(n 1) - theta_(n 2))^2 = w_(n 1)^2 + 2 w_(n 1) Delta theta_n + Delta theta_n^2
      (z_(n 2) - theta_(n 1))^2 = w_(n 2)^2 - 2 w_(n 2) Delta theta_n + Delta theta_n^2,
  "),
  $
    (z_(n 1) - theta_(n 1))^2 &= w_(n 1)^2 \
    (z_(n 2) - theta_(n 2))^2 &= w_(n 2)^2 \
    (z_(n 1) - theta_(n 2))^2 &= w_(n 1)^2 + 2 w_(n 1) Delta theta_n + Delta theta_n^2 \
    (z_(n 2) - theta_(n 1))^2 &= w_(n 2)^2 - 2 w_(n 2) Delta theta_n + Delta theta_n^2,
  $
) <innovations-multi-observer>

missä #math.equation(alt: "Delta theta_n = theta_(n 1) - theta_(n 2)", $Delta theta_n = theta_(n 1) - theta_(n 2)$). Sijoittamalla @innovations-multi-observer yhtälöön @decision-multi-observer neliötermit supistuvat ja saadaan

#math.equation(
  block: true,
  alt: altTextFn("
      Lambda = sum_(n=1)^N 1 / (2sigma_n^2) (- 2w_(n 1) Delta theta_n + 2 w_(n 2)Delta theta_n - 2 Delta theta_n^2)
      = sum_(n=1)^N (Delta theta_n) / (sigma_n^2) ((w_(n 2) - w_(n 1)) - Delta theta_n).
  "),
  $
    Lambda &= sum_(n=1)^N 1 / (2sigma_n^2) (- 2w_(n 1) Delta theta_n + 2 w_(n 2)Delta theta_n - 2 Delta theta_n^2) \
    &= sum_(n=1)^N (Delta theta_n) / (sigma_n^2) ((w_(n 2) - w_(n 1)) - Delta theta_n).
  $
) <final-decision-multi-observer>

Koska valintaehtona on #math.equation(alt: "Lambda < 0", $Lambda < 0$), voidaan @final-decision-multi-observer kirjoittaa muotoon

#math.equation(
  block: true,
  alt: altTextFn("sum_(n=1)^N (Delta theta_n) / (sigma_n^2) (w_(n 2) - w_(n 1)) < sum_(n=1)^N (Delta theta_n^2) / (sigma_n^2)."),
  $
    sum_(n=1)^N (Delta theta_n) / (sigma_n^2) (w_(n 2) - w_(n 1)) < sum_(n=1)^N (Delta theta_n^2) / (sigma_n^2).
  $
) <final-decision-multi-observer-ineq>

Merkitään epäyhtälön @final-decision-multi-observer-ineq vasenta puolta #math.equation(alt: "W", $W$). Se on riippumattomien, normaalijakautuneiden kohinatermien painotettu summa, joten myös #math.equation(alt: "W", $W$) on normaalijakautunut ja keskiarvoltaan nolla. Koska #math.equation(alt: "w_(n 1)", $w_(n 1)$), #math.equation(alt: "w_(n 2)", $w_(n 2)$) ovat riippumattomia ja kummankin varianssi on #math.equation(alt: "sigma_n^2", $sigma_n^2$), erotuksen #math.equation(alt: "w_(n 2) - w_(n 1)", $w_(n 2) - w_(n 1)$) varianssi on #math.equation(alt: "2sigma_n^2", $2sigma_n^2$). #math.equation(alt: "W", $W$):n varianssiksi (#math.equation(alt: "Var", $text("Var")$)) saadaan

#math.equation(
  block: true,
  alt: altTextFn("
      Var(W) = sum_(n=1)^N (Delta theta_n^2) / (sigma_n^4) dot Var(w_(n 2) - w_(n 1))
      = 2 sum_(n=1)^N (Delta theta_n^2) /sigma_n^2.
  "),
  $
    text("Var")(W) &= sum_(n=1)^N (Delta theta_n^2) / (sigma_n^4) dot text("Var")(w_(n 2) - w_(n 1)) \
    &= 2 sum_(n=1)^N (Delta theta_n^2) /sigma_n^2.
  $
) <multi-observer-var>

Merkitään #math.equation(alt: "mu = sum_(n=1)^N (Delta theta_n^2) slash sigma_n^2", $mu = sum_(n=1)^N (Delta theta_n^2) slash sigma_n^2$), jolloin #math.equation(alt: "W~cal(N)(0, 2mu)", $W~cal(N)(0, 2mu)$). Standardoimalla saadaan

#math.equation(
  block: true,
  alt: altTextFn("
      P_oikein = P(W < mu) = Phi(mu / sqrt(2 mu)) = Phi(sqrt(mu / 2))
      = Phi(sqrt(1 / 2 sum_(n=1)^N (Delta theta_n^2) / (sigma_n^2))).
  "),
  $
    P_text("oikein") &= P(W < mu)  = Phi(mu / sqrt(2 mu)) = Phi(sqrt(mu / 2)) \
    &= Phi(sqrt(1 / 2 sum_(n=1)^N (Delta theta_n^2) / (sigma_n^2))).
  $
) <standardized>

Jokainen tarkastelija #math.equation(alt: "n", $n$) lisää assosiaatiotarkkuuteen termin #math.equation(alt: "Delta theta_n^2 slash sigma_n^2", $Delta theta_n^2 slash sigma_n^2$) eli sen havaitseman kohteiden kulmaerotuksen normalisoituna kohinan varianssilla. Tarkastelijat, jotka havaitsevat suuren kulmaerotuksen ja joilla on pieni kohinataso vaikuttavat assosiaation onnistumiseen eniten. Tarkastelijoiden lisääminen kasvattaa assosiaatiotodennäköisyyttä, mutta ei lineaarisesti. Tarkastelijan tarkkuus vaikuttaa sen lisäämään informaatioon kääntäen neliöllisesti.

Jos kaikki #math.equation(alt: "N", $N$) tarkastelijaa ovat samanlaisia ja havaitsevat saman kulmaerotuksen, summa pelkistyy muotoon 

#math.equation(
  block: true,
  alt: altTextFn("P_oikein = Phi(sqrt(N/2) (Delta theta) / sigma) = Phi(sqrt(N) (Delta theta) / (sqrt(2) sigma))."),
  $
    P_text("oikein") = Phi(sqrt(N/2) (Delta theta) / sigma) = Phi(sqrt(N) (Delta theta) / (sqrt(2) sigma)). 
  $
) <simple>

Yhden tarkastelijan tulokseen @eq:ttoo-6 verrattuna havaitaan, että samanlaisten tarkastelijoiden lisääminen parantaa erottelukykyä neliöjuuren verran. Nelinkertainen tarkastelijamäärä vastaa siis kulmaerotuksen puolittamista.

== Yleinen tapaus <chp:analytical-general-case>

Analyyttinen tarkastelu monimutkaistuu kohteiden määrän kasvaessa huomattavasti. Yleisessä #math.equation(alt: "M", $M$) kohteen tapauksessa assosiaatiopermutaatioiden määrä on #math.equation(alt: "M!", $M!$). Todennäköisyys, että oikean permutaation #math.equation(alt: "pi_0", $pi_0$) kustannus on pienempi kuin jokaisen muun #box[#math.equation(alt: "M! - 1", $M! - 1$)] permutaation kustannus on

#math.equation(
  block: true,
  alt: altTextFn("
      P_(oikein) = P(S(pi_0) < S(pi_k), forall k != 0)
      = P(Lambda_k > 0, forall k != 0),
  "),
  $
    P_(text("oikein")) &= P(S(pi_0) < S(pi_k), forall k != 0) \
    &= P(Lambda_k > 0,  forall k != 0),
  $
)

jossa #math.equation(alt: "Lambda_k = S(pi_k) - S(pi_0)", $Lambda_k = S(pi_k) - S(pi_0)$) on permutaation #math.equation(alt: "pi_k", $pi_k$) päätössuure.

Päätössuureet #math.equation(alt: "Lambda_k", $Lambda_k$) ovat normaalijakautuneiden kohinamuuttujien lineaarisia yhdistelmiä, joten kukin niistä on normaalijakautunut. Ne eivät kuitenkaan ole toisistaan riippumattomia, sillä kaikkien permutaatioiden kustannukset lasketaan samoista mittauksista, mikä tekee niistä keskenään korreloituneita. Kahden kohteen tapauksessa ehtoja oli vain yksi, mikä mahdollisti yksinkertaisen suljetun muodon löytämisen. Useamman kohteen yhteistodennäköisyydelle suljetun muodon löytäminen on siis huomattavasti haastavampaa, ja tästä syystä tässä työssä monimutkaisempia tilanteita tarkastellaan numeerisesti Monte Carlo -simuloinnilla.   

/*
Vaikka suljettua muotoa ei ole, globaalille virheelle voidaan saada käyttökelpoinen yläraja Boolean epäyhtälöllä (engl. _union bound_). Virhe tapahtuu, kun ML valitsee permutaation, missä yksikin havainto--kohde-pari on vaihtanut paikkaa keskenään. Union bound:

#math.equation(
  block: true,
  $
    P_(text("virhe")) &= P(union_(k!=0) {Lambda_k < 0}) \
    &<= sum_(k != 0) P(Lambda_k < 0).
  $
) <eq:union-bound>

Todennäköisyys, että yksittäinen pari $i$ ja $j$ vaihtavat paikkaa muiden muuttumatta 

TODO: Tähän luultavasti saa jonkin approksimatiivisen tuloksen. Esimerkiksi jokin tialstollinen ylä- alaraja asssoaatiolle? https://en.wikipedia.org/wiki/Boole%27s_inequality?

Globaalissa assosiaatiossa permutaatio on väärin jos edes yksi pari on assosioitu väärin. $M$:llä kohteella on tällaisia parittaisia vaihtoja on olemassa #math.binom($M$, 2) kappaletta. Boolen epäyhtälön mukaan todennäköisyys, että yksikin vaihdoista tapahtuu on enintään summa, että jokainen yksittäinen vaihto menee väärin. Aikaisemmin kahdelle kohteen tarkastelun perusteella yksittäisen vaihdon todennäköisyys on 

*Tähän voisi kenties keksiä vähän lisäpihviä, ehkä vähemmän löysä raja*

#math.equation(
  block: true,
  $
    P(i text("ja") j text("vaihtavat paikkaa")) = Phi((Delta theta_(i j)) / (sqrt(2) sigma))
  $
)

tällöin globaalin assosiaation epäonnistumisen todennäköisyyden ylärajaksi saadaan

#math.equation(
  block: true,
  $
    P("globaali virhe") <= sum_(i < j) [1 - Phi((Delta theta_(i j)) / (sqrt(2) sigma))].
  $
)

Globaalin virheen eräs minimitodennäköisyys on todennäköisimmän vaihdon todennäköisyys. Jos yksikin virhe tapahtuu, on globaali assosiaatio mennyt väärin. 

*/

== Poikittaisresoluutio <chp:cross-resolution>

Käytännön sovelluksissa on joskus käytännöllisempää tarkastella kulmaerotuksien sijasta sijainteja ja etäisyyksiä tasossa. Näin voidaan vastata kysymyksiin kuten kuinka lähellä toisiaan kaksi kohdetta voivat sijaita, jotta ne voidaan erottaa luotettavasti jonkin tarkastelijan tai tarkastelijajoukon näkökulmasta. Kohteiden erottelukykyä on tutkittu suuntima- ja antennikirjallisuudessa @sklar_angular_1964, @liu_statistical_2007, @smith_statistical_2005. Tässä työssä rajaa lähestytään assosiaation onnistumistodennäköisyyden kautta.

Olkoon #math.equation(alt: "R", $R$) kohteiden likimääräinen etäisyys tarkastelijasta, #math.equation(alt: "Delta theta", $Delta theta$) kohteiden kulmaerotus ja #math.equation(alt: "d_perp", $d_perp$) tarkastelijan havaitsema kohteiden välinen poikittaisetäisyys.

#figure(
  alt: "alt",
    image(
        "../images/new-images/cross-resolution.svg",
        alt: "Geometrinen kaavio kahden kohteen erottelusta. Kuvan alareunassa on kolmiolla merkitty tarkastelija, josta lähtee kaksi viivaa ylöspäin kahteen pisteellä merkittyyn kohteeseen, T1 oikealla ja T2 vasemmalla. Viivojen välinen kulma tarkastelijan kohdalla on kohteiden kulmaerotus Delta theta. Pystysuora katkoviiva tarkastelijasta kohteiden tasolle kuvaa etäisyyttä R, ja kohteiden välinen vaakasuora jana kuvaa niiden poikittaisetäisyyttä, joka on kohtisuorassa tähän etäisyyteen nähden.",
        width: 30%
    ),
    caption: [Asetelman geometria. Yksi tarkastelija (kolmio) ja kaksi kohdetta (pisteet), niiden välinen kulmaerotus #math.equation(alt: "Delta theta", $Delta theta$) ja tarkastelijan virhekeila.],
) <fig:cross-resolution> 

Kohteiden väliseksi kulmaetäisyydeksi saadaan 

#math.equation(
  block: true,
  alt: altTextFn("tan((Delta theta)/2) = d_perp / (2R),"),
  $
    tan((Delta theta)/2) = d_perp / (2R),
  $
) <eq:res-1>

Kun #math.equation(alt: "R >> d_perp", $R >> d_perp$), voidaan approksimoida #math.equation(alt: "tan(x) approx x", $tan(x) approx x$). Lisäksi #math.equation(alt: "95", $95$) % assosiaatiotarkkuus edellyttää #math.equation(alt: "Delta theta slash sigma >= 2.33", $Delta theta slash sigma >= 2.33$) (@tab:ttoo-tab). Sijoittamalla @eq:res-1 saadaan 

#math.equation(
  block: true,
  alt: altTextFn("d_perp >= 2.33 R sigma."),
  $
    d_perp >= 2.33 R sigma.
  $
) <eq:cross-resolution>

Kutsutaan tätä assosiaation poikittaisresoluutioksi eli pienimmäksi kohdeväliksi, jolla saavutetaan luotettava #math.equation(alt: "95", $95$) prosentin assosiaatiotarkkuus annetulla tarkastelijaetäisyydellä #math.equation(alt: "R", $R$) ja kulmavirheellä #math.equation(alt: "sigma", $sigma$). 

Jos esimerkiksi tarkastelijan kulmavirhe on #math.equation(alt: "sigma = 1 degree approx 0.0175", $sigma = 1 degree approx 0.0175$) rad ja tarkastelijaetäisyys on #math.equation(alt: "100.0", $100.0$) km, vaadittu poikittaisetäisyys on

#math.equation(
  block: true,
  alt: altTextFn("2.33 dot 100.0 km dot 0.0175 rad approx 4.1 km."),
  numbering: none,
  $
    2.33 dot 100.0 text("km") dot 0.0175 text("rad") approx 4.1 text("km").
  $
)

On olennaista huomata, että poikittaisresoluutio skaalautuu suoraan tarkastelijaetäisyyden ja kulmavirheen tulon kanssa, eli #math.equation(alt: "d_perp prop R sigma", $d_perp prop R sigma$). Kohteet on siten sitä vaikeampi erottaa toisistaan, mitä kauempana ne ovat tarkastelijasta ja mitä suurempi tämä kulmavirhe on.

== Suuntimamittausten innovaation käärintä

Edellä kustannusfunktiossa (yhtälö @eq:total-cost-log-likelihood) ja tämän luvun analyyttisissä tarkasteluissa suuntiman ja havainnon erotus on käsitelty tavallisena reaalilukujen erotuksena #math.equation(alt: "z - theta", $z - theta$). Suuntimat ovat kuitenkin #math.equation(alt: "2 pi", $2 pi$)-jaksollisia (luku @chp:observation-model). Arvot #math.equation(alt: "-pi", $-pi$) ja #math.equation(alt: "pi", $pi$) edustavat siis samaa suuntaa ja lähellä arvoalueen #math.equation(alt: "(-pi, pi]", $(-pi, pi]$) rajaa tavallinen erotus voi antaa kahdelle lähekkäiselle suunnalle virheellisen suuren etäisyyden. Jaksollisuus huomioidaan korvaamalla tavallinen erotus käärityllä etäisyydellä, joka palauttaa kahden kulman välisen lyhimmän etumerkillisen kaarietäisyyden:

#math.equation(
  block: true,
  alt: altTextFn("nu_(i j)^k = Delta(z_(i j) , theta_(i k)),"),
  $
    Delta(theta_1, theta_2) = ((theta_1 - theta_2 + pi) mod 2 pi) - pi in (-pi, pi]
  $
) <eq:angle-wrap>

Kääritty etäisyys on sama kuin naiivi erotus tilanteissa, joissa kulmien erotus on pieni #box[#math.equation(alt: "abs(theta_1 - theta_2) << pi", $abs(theta_1 - theta_2) << pi$)]. Simulaatioissa kustannusmatriisi muodostetaan käärityillä etäisyyksillä, jotta assosiaatio toimii oikein myös arvoalueen rajan ylitse.

Käärityn etäisyyden neliö #math.equation(alt: "Delta(z, theta)^2", $Delta(z, theta)^2$) ei kuitenkaan ole täsmälleen yhtäpitävä suurimman uskottavuuden kustannuksen kanssa. Pienillä kulmavirheillä ja kulmaerotuksilla kääritty erotus kuitenkin approksimoi uskottavuuskustannusta riittävän hyvin, koska työn tarkastelussa #math.equation(alt: "sigma", $sigma$) ja kohteiden kulmaerotukset #math.equation(alt: "Delta theta", $Delta theta$) ovat pieniä. Käärittyjä etäisyyksiä käyttävän LAP:n ratkaisu siis approksimoi todellista ratkaisua riittävän hyvin pienillä kulmilla ja kohinan variansseilla. 

/*
== Sijoittelun analyyttinen tarkastelu?

*nice-to-have-osastoa, eli järkevämpää varmaan keskittyä työn viimeistelyyn uuden materiaalin asemesta jos aika on kortilla*


Fisher-informaatio suuntimamittaukselle. Olkoon tarkastelija $m$, jonka sijainti on $s_m$. Sen tuottama suuntimahavainto kohteesta sijainnissa $theta = (x, y)$

#math.equation(
  block: true,
  $
    z_m &= text("atan2")(y - y_m, x - x_m) + w_m \
    &= h_m (theta) + w_m,
  $
)

missä $w_m ~ cal(N)(0, sigma_m^2)$. Log-uskottavuus parametrin $theta$ suhteen on

#math.equation(
  block: true,
  $
    log p(z_m | theta) = - 1 / (2sigma_m^2) (z_m - h_m (theta))^2 + text("vakio").
  $
)

Yksittäisen tarkastelijan Fisher-informaatiomatriisi on

#math.equation(
  block: true,
  $
    F_m(theta) = 1 / sigma_m^2 nabla_theta h_m (theta) nabla_theta h_m (theta)^T,
  $
)

missä $nabla_theta h_m (theta)$ on suuntimagradientti kohteen sijainnin suhteen. Derivoimalla saadaan

#math.equation(
  block: true,
  $
    nabla_theta h_m (theta) &= 1 / norm(theta - s_m)^2 vec(-(y - y_m), x - x_m) \
    &= 1 / R_m vec(-sin(theta_m), cos(theta_m)),
  $
)

missä $R_m = norm(theta - s_m)$ on tarkastelija--kohde-etäisyys ja $theta_m$ on tarkastelijan havaitsema suuntima. Tarkastelijan FIM-matriisi on siten

#math.equation(
  block: true,
  $
    F_m (theta) = 1 / (sigma_m^2 R_m^2) mat(sin^2(theta_m), -sin(theta_m) cos(theta_m); -sin(theta_m) cos(theta_m), cos^2(theta_m)). 
  $
)

Koska tarkatelijat mittaavat samaa parametria $theta$ ja niiden mittauskohinat ovat riippumattomia, on usean tarkastelijan yhteinen FIM additiivinen

#math.equation(
  block: true,
  $
    F(w, theta) = sum_(m=1)^M w_m F_m (theta).
  $
)

A-optimaalisuus minimoi käänteisen Fisher-informaatiomatriisin jäljen

#math.equation(
  block: true,
  $
    f_A(w) = tr{F(w, theta)^(-1)}.
  $
)

A-optimaalinen sijoittelu siis minimoi kohteen sijainnin keskimääräisen estimaatiovirheen. 

*/
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= Johtopäätökset <conclusions>

/*
*listasin tähän lyhyesti alustavat viestit seminaariin*

Takehome:
1. Assosiaation vaikeuden määrittää yksi skalaari. Kahdella kohteella yhdellä tarkastelijalla assosiaatiotodennäköisyyteen vaikuttaa vain $Delta theta slash sigma$ eli normalisoitu kohteiden välinen kulmaetäisyys.
  - Tähän liittyen myös resoluutio $d_perp >= 2.33 R sigma$ voi olla hyödyllinen suunnitten 'rule-of-thumb'. 
  - Tarkastelijan 'efektiivinen toiminta-alue' pienenee neliöllisesti tarkastelijan virheen kasvaessa
2. Geometria asetttaa ylärajan assosiaatiotodennäköisyydelle. Kollineaarisuutta on mahdotonta selvittää lisäämällä mittausten lukumäärää. Ainoastaan mittaukset, jotka rikkovat olemassaolevan kollineaarisuuden lisäävät yhteismittauksen informaatiota. Usean tarkastelijan sijoittelu kannattaa tehdä aina toistensa heikkouksia täydentämällä.
3. Tarkastelijoiden asettelua voidaan tehdä assosiaatiotarkkuuden avulla, jos assosiaatioita kuluttava järjestelmän suorituskyky on riippuvainen assosiaatioiden oikeudesta. *melko itsestäänselvä toteamus* Usean tarkastelijan asettelu on kuitenkin hyvin voimakkaasti riippuvainen kohdegeometriasta, joten mitään 'yleistä' asettelua voi olla hyvin haastava etsiä. Pitää siis käytännössä tietää etukäteen mitä odottaa.
4. Yksi--yhteen-assosiaatio-ongelman ratkaisemiseen (LAP) ei tarvita likimääräisiä algoritmeja 'kohtuullisilla' kohdemäärillä, jos työssä tehdyt oletukset pätevät. Eli aina kannattaa vaan käyttää Unkarilaista.
5. Jos tarkastelu epäonnistuu työn ideaalioletuksilla, ei mikään reaalimailman järjestelmä (luultavasti) pysty parempaan. Simulaation tuloksia voi siis esimerkiksi käyttää ylärajana todellisen järjestelmän suorituskyvylle *olisi hyödyllistä avata jossain että työssä keskitytään worst-case tapaukseen jossa vaaditaan että kaikki kohteet assosioidaan täydellisesti. Joskus voi riittää että ”tarpeeksi moni” menee oikein*.
*/

Työssä tutkittiin suuntimamittausten kohdeassosiaatiota idealisoidussa asetelmassa, jossa kohteiden ja tarkastelijoiden sijainnit oletettiin tunnetuiksi eikä muita assosiaatioon vaikuttavia tekijöitä, kuten puuttuvia havaintoja tai virhehavaintoja, esiintynyt. 

Kahden kohteen ja yhden tarkastelijan tapauksessa oikean assosiaation todennäköisyyden määrää kohteiden välinen kulmaerotus normalisoituna mittauskohinan keskihajonnalla eli #math.equation(alt: "Delta theta slash sigma", $Delta theta slash sigma$). Mitä suurempi tämä suhde on, sitä luotettavammin kohteet voidaan erottaa toisistaan. Luotettava #math.equation(alt: "95", $95$) % assosiaatiotodennäköisyys saavutetaan, kun suhde on noin #math.equation(alt: "2.33", $2.33$). Tulos voidaan kääntää käytännön järjestelmäsuunnittelua palvelevaksi nyrkkisäännöksi poikittaisresoluution avulla. Luotettava assosiaatio edellyttää, että kohteiden välinen poikittaisetäisyys on vähintään #math.equation(alt: "d_perp >= 2.33 R sigma", $d_perp >= 2.33 R sigma$), missä #math.equation(alt: "R", $R$) on #box[tarkastelija-kohde -etäisyys]. Samasta riippuvuudesta seuraa myös, että tarkastelijan tehokas toiminta-alue pienenee neliöllisesti kulmavirheen kasvaessa eli kaksi kertaa tarkempi sensori nelinkertaistaa alueen, jolla luotettava assosiaatio on mahdollinen.

Useamman tarkastelijan tapauksessa yhteistodennäköisyys saadaan suljetussa muodossa. Jokainen tarkastelija lisää normaalijakauman kertymäfunktion argumentissä olevaan summaan oman termin #math.equation(alt: "Delta theta_n^2 slash sigma_n^2", $Delta theta_n^2 slash sigma_n^2$), eli havaitsemansa kulmaerotuksen neliön normalisoituna kohinan varianssilla. Suuren kulmaerotuksen pienellä kohinalla havaitsevat tarkastelijat kasvattavat assosiaatiotodennäköisyyttä eniten. Useammalle kuin kahdelle kohteelle suljettua muotoa ei tunneta.

Geometria asettaa assosiaatiotodennäköisyydelle ylärajan, jota mittausten lukumäärää kasvattamalla ei voi ylittää. Jos kohdepari on tarkastelijaan nähden samalla suoralla, niiden erottaminen epäonnistuu mittaustarkkuudesta riippumatta. Ainoastaan kollineaarisuuden rikkovien havaintojen lisääminen kasvattaa yhteisen mittauksen informaatiota merkittävästi. Tästä seuraa usean tarkastelijan sijoittelun keskeinen periaate: tarkastelijat kannattaa asettaa täydentämään toistensa heikkouksia siten, että toiselle kollineaariset kohdeparit ovat toiselle hyvin erottuvia. Tämä nähdään simulaatioissa niin vinoneliö- kuin viivaskenaariossa. Assosiaatiotodennäköisyyden näkökulmasta paras sijainti usealle tarkastelijalle voi olla sama piste, mutta tämä voidaan nähdä idealisoidun simulaatiomallin ominaisuutena. Samaan paikkaan asetetut sensorit eivät todellisuudessa pysty tuottamaan kohinaltaan toisistaan riippumattomia havaintoja vaan ne ovat alttiita yhteisille häiriöille. Koska optimaalinen sijoittelu riippuu voimakkaasti kohdegeometriasta, yleispätevää sijoittelua on vaikea määrittää, ja suunnittelu edellyttää käytännössä oletetun kohdegeometrian tai sen todennäköisyysjakauman tuntemista etukäteen. Paikkaestimaation tarkkuutta maksimoivaan A-optimaalisuuteen verrattuna assosiotodennäköisyyteen perustuva optimaalinen asettelu on usein täysin erilainen. Ero johtuu siitä, että kohdefunktiot optimoivat eri suureita; paikkaestimaation onnistuminen edellyttää katselusuuntien erilaisuutta, että kolmiomittauksen kovarianssi minimoituisi, kun taas assosiaatiotodennäköisyys riippuu ennen kaikkea kohteiden kulmaerotuksista.

Vaikka työssä tarkasteltu ongelma on kombinatorinen, sen optimaalinen ratkaisu löydetään polynomiajassa unkarilaisella algoritmilla, joten approksimatiivisia menetelmiä ei työn oletusten vallitessa tarvita. Suoritusaikamittausten perusteella optimaalinen ratkaisu häviää vain millisekunteja suurillakin kohdemäärillä epäoptimaalisille ratkaisuille. Kohteiden lukumäärästä aiheutuva suoritusajan kasvu ei siis muodostu käytännön esteeksi edes hyvin suurissa valvontatehtävissä. Kustannusmatriisi on suurempi, jos mittauksissa esiintyy esimerkiksi virhehavaintoja, jolloin approksimatiivisten menetelmien käyttö voi olla hyödyllistä. 

Koska työn tulokset on johdettu ideaalitilanteen oletuksilla, voidaan niitä tulkita ylärajana sille suorituskyvylle, jota todellinen järjestelmä voi simulaatioita vastaavissa geometrioissa tavoitella. Työn suurimmat rajoitukset liittyvätkin tehtyihin idealisointeihin. Vaikka ne mahdollistavat työn ydinkysymysten eksplisiittisemmän tarkastelun, ne heikentävät tulosten suoraa soveltuvuutta. Todellisten tarkastelijoiden havaintokyky on aina rajoittunut ja myös virhehavaintoja esiintyy lähes poikkeuksetta, esimerkiksi maastosta johtuen. Myöskään oletus havaintojen välisen assosiaation tuntemisesta ei ole usein käytännöllinen. Dynaamisissa järjestelmissä kohteet ja tarkastelijat liikkuvat jatkuvasti, mikä tuo mukaan ajan yli tapahtuvan seurannan, mutta työn tulokset ovat silti sovellettavissa esimerkiksi yksittäisen pyyhkäisyn tarkasteluun. Kohteiden sijaintien tunnettavuus on myös rajoittava oletus, sillä valvontajärjestelmissä kohteiden tilat ovat tyypillisesti itsessään satunnaismuuttujia, esimerkiksi seurantasuotimen tuottamina. On siis realistista olettaa, että tilat ovat tunnettuja, mutta ei täydellisesti, jolloin kohteen tilan kovarianssi tulisi sisällyttää assosiaatioon. 

Luontevimmat jatkotutkimusaiheet liittyvät työn oletusten asteittaiseen purkamiseen ja tulosten yleistämiseen. Ensinnäkin oikean assosiaation todennäköisyyden tunnusluvut voitaisiin johtaa yleisille kohdemäärille numeerisesti tai approksimatiivisesti. Toiseksi tarkastelijoiden sijoittelua voitaisiin optimoida systemaattisemmin sensorinvalintaongelmana, esimerkiksi parittaisena asetteluna tapauksessa, jossa tarkastelijoita on enemmän kuin kaksi. Kolmanneksi assosiaatioita voitaisiin laajentaa ajan yli hyödyntämällä esimerkiksi tarkastelijan tuottamia kulmaseurantoja, joissa eri ajanhetkien mittausten tiedetään olevan peräisin samasta lähteestä. Lisäksi, jos assosiaatiota käytettäisiin jatkosyötteenä toiselle järjestelmälle, kuten seurantasuotimelle, kovan assosiaation sijaan voisi olla perusteltua käyttää bayesilaisia pehmeitä menetelmiä, sillä väärät assosiaatiot voivat aiheuttaa seurannan hajoamista. Idealisointeja voisi myös purkaa asteittain, esimerkiksi sallimalla virhehavaintoja tai mallintamalla tarkastelijan havaitsemistodennäköisyyttä, mikä toisi tulokset lähemmäksi todellisten järjestelmien toimintaolosuhteita.

/**
olisivat johtaa tunnusluvut oikean assosiaation todennäköisyydelle yleisillä kohdemäärllä numeerisesti tai approksimatiivisesti. Myös tarkastelijoiden sijoittelun systemaattisempi optimointi sensorinvalintaongelmana, esimerkiksi parettaisena asetteluna, tapauksesa, jossa tarkastelijoita on enemmän kuin kaksi. Lisäksi assosiaation assosiaation laajentam,inen ajan yli hyödyntämällä esimerkiksi tarakstelijan tuottamia kulmaseurantoja. jossa eri ajanthekin mittukasen tiedetään olevan peräisin samasta lähteestä. Mikäli assosiaatio käytetään jatkosyötteenä toiselle järjstelmälle, kuten seurantasuotimelle, voivsi kovan assosiaations ijaan olla perustelutna käyttää Bayesilaisia pehmeitä menetelmiä, sillä vääräv assosiaatiot voivat aihetutta suerannan hajonamisia tai identiteettisen vaihtumisia. Työn idealisointeja voisi myös purkaa asteittain, esimerkiksi sallimalla virhehavaintoja, tarkastelemalla tarkastelijan havaintotodennäköisyyttä, mikä toisi tulokset lähemmäksi todellisten järjestelmien toimitnaolosuhteiota. 

/*
Kahden kohteen ja yhden tarkastelijan tapauksessa oikean assosiaation todennäköisyydelle saatiin analyyttienen muoto @eq:ttoo-6. Useamman tarkastelijan tapauksessa tulos yleistyy muotoon @standardized *merkitys tai olettamus tälle on mikä?*. Tarkastelijoiden vaikutus assosiaation onnistumiseen siis summautuu neliöllisesti. Tulos ei yleisty suljetussa muodossa useammalle, kuin kahdelle kohteelle. *olisi kiva, jos tulos olisi luettavisa ilman takaisin selausta, jos mahdollista* 

Analyyttinen tulos antaa meille näkemyksen siihen, miten kulmien ja kulmavirheiden vaikutusta voidaan tarkastella piste-etäisyytenä. Yleensä todellisissa sovelluksissa ei olle niinkään kiinostuneita kulmaeroista vaan tarkasteltavien kohteiden välisestä karteesisesta etäisyydestä *mikä on tämä etäisyys, selitä?*. Tämä voidaan ilmaista käytännössä poikittaisresoluutiona, mikä kuvaa pienintä mahdollista kohteiden välistä etäisyyttä jollain kohteiden ja tarkastelijan välisellä etäisyydellä, millä pystytään saavuttamaan luotettava assosiaatio. Jos järjestelmän suorituskykyvaatimukseksi astetaan esimerkiksi $95$ % tarkkuus ja kohteet täytyy pystyä erottamaan $100$ km päästä, kun ne ovat noin $4$ km päässä toisistaan, täytyy tarkastelijoiden kulmavirheen olla korkeintaan $1 degree$. Sensorigeometrian suunnittelussa tarkkuudessa ei siis olla kiinnostuneita absoluuttisistä etäisyyksistä vaan mittauskohinalla normalisoiduista etäisyyksistä $d slash (R sigma)$.

Kollineaarisuus on tarkastelijageometrian kannalta keskeinen ongelma; kollineaarisessa tilanteessa mittaustarkkuudesta riippumatta assosiaatio epäonnistuu. Tarkastelijageometrioita suunnitellessa täytyy tuntea järjestelmän suorituskyvyn optimoimiseksi kohteiden oletetun tarkastelija--kohde-etäisyyden, kohde--kohde-etäisyyden lisäksi myös oletettu kohdegeometria. Kohdegeometria tuntemalla voidaan varmistua siitä, että kollinearisuutta ei esiinny useamman sensorin konfiguraatioissa. 

Vaikka kohdistusongelma on kombinatorinen, optimaalinen LAP-ratkaisu löydetään polynomiajassa Unkarilaisella algoritmilla. ML-assosiaation laskennallinen kuorma on siis triviaali moderneissa ajoympäristöissä vaikka kohdemäärät olisivat suuria $(M > 10000)$. Jos esimerkiksi tarkasteltaisiin koko maailman kattavaa ilmaseuranta-aluetta, ei minkään yksittäisen ajanhetken ilmassa olevien koneiden määrä (noin $10000-20000$) kävisi ongelmalliseksi. Approksimatiivisten menetelmien, kuten huutokaupan, käyttämistä ei siis koeta tarpeellisena. *huom, tässä oli idealisoitu tilanne. todellisessa maailmassa kustannusmatriisi voi kenties olla suurempi, jos esimerkiksi virhehavaintoja on paljon. Tällöin kenties approksimatiivinen menetelmän tuottama ero olisi suurempi* 

Työn suurimmat rajoitukset liittyvät tarkastelijoihin ja kohteisiin liittyviin idealisointeihin. Vaikka ne mahdollistavat tarkemman geometrian vaikutuksen tarkastelun, ne rajaavat tulosten suoraa sovellettavuutta käytännön järjestelmissä. Tosimaailman tarkastelijoilla on lähes aina jokin, yhtä pienempi, havaintotodennäköisyys. Lisäksi todellisissa järjestelmissä on lähes aina läsnä virhemittauksia. Tätä varten ongelmaa tulisi täydentää esimerkiksi validaatioalueilla. Työn tuloksia voidaan pitää ylärajana tarkkuuksille, mihin järjestelmät voivat pyrkiä vastaavissa geometrisissa asetelmissa.

Dynaamisissa järjestelmissä kohteiden ja tarkastelijoiden paikat voivat usein likkkua, mikä tuo mukanaan ajan yli tehtävän seurannan ja siten assosiaation haasteet. Työn tulokset ovat kuitenkin täysin hyväksyttäviä esimerkiksi yhden havaitsijan pyyhkäisyn (engl. _scan_) tarkastelussa. Suurin poikkeavuus tulee kohteiden täydellisen sijainnin tuntemisesta. Usein valvontajärjestelmissä seurattavien kohteiden tilat ovat itsessään satunnaismuuttujia, esimerkiksi tutkan ja seurantasuotimen muodostamina. On siis realistista olettaa, että kohteiden tila voidaan tuntea etukäteen, mutta tämä tila ei ole täydellinen, jolloin myös kohteen tilan kovarianssi täytyisi ottaa huomioon assisiaaioita tehtäessä. Lisäksi seuranta-alue voi usein olla epätäydellinen ja siellä voi liikkua kohteita, joita ei seurata.

Työssä oletetaan myös havaintojen välinen assosiaatio tunnetuksi. Oletus ei ole aina käytännöllinen.

Kolmas ulottuvuus: työssä käsiteltiin tasoa. Suuntimissa voi myös olla korkeuskulma. *pystyisikö näitä muotoilemaan jotenkin johdattelevasti?*

Kovan valinnan vaikutus: jos assosiaatio on jatkosyötteenä toiselle järjestelmälle (esim. seurantasuodin), olisi kenties järkevämpi käyttää Bayesilaisia pehmeitä mentelmiä. Väärät kovat assosiaatiot voivat johtaa seurantasuotimen häiriöihin, kuten seurannan hajoamiseen tai seurannan identiteetin vaihtumiseen. Pehmeät menetelmät lieventävät tätä [TODO: lisää lähde, tästä puhutaan ainakin bar-shalomin kirjassa].

Jatkotutkimusehdotuksia:
- Tunnusluku yleiselle $M$:lle?
- Sensorinvalintaongelma (e.g. @joshi_sensor_2009)
  - Kvasi-optimaalinen tarkastelijoiden sijoittelu?
  - Esimerkiksi pareittainen tarkastelijoiden asettelu tapauksessa, missä tarkastelijoita useampi kuin kaksi
- Assosiaatio ajan yli? Esimerkiksi jos käytetään kulmaseurantoja?
  - Kulmaseuranta on siis tarkastelijan tuottama seuranta, missä se tietää että kaksi eri ajanhetkellä tapahtunutta mittausta saapuivat samasta lähteestä.
- Klutterin lisäys/puuttuvat kohteet/havaintotodennäköisyys, muiden oletuksien poistaminen?
*/
/**

Yksinkertainen kahden kohteen ja yhden tarkastelijan tapaus paljastaa, että assosiaation luotettavuus kytkeytyy tarkastelijan kulmavirheeseen. Oikean assosiaation todennäköisyys kasvaa monotonisesti normalisoidun kulmaeron $Delta theta slash sigma$ funktiona. 

Olkoon tarkastelijan poikittaisresoluutio $delta(R)$ pienin etäisyys, jolle assosiaation on luotettava. Assosiaatio on luotettava, jos $P(text("oikein")) > 0.95$. Erotettavien kohteiden etäisyyden ollessa $R$ ja kohteiden tarkastelijaa vasten olevan poikittaisen etäisyyden $d_perp$ avulla, missä $d_perp << R$, saadaan tarkastelijan resoluutioksi

#math.equation(
  block: true,
  alt: altTextFn("TODO"),
  numbering: none,
  $delta(R) = 2 R sigma.$
) <simple-conclusion>

Esimerkiksi jos eroteltava kohteet ovat $~100$ km päässä tarkastelijasta ja tarkastelijan kulmavirhe on $1 degree$, saadaan resoluutioksi $delta approx 3.49$ km.

Suuri kohde--tarkastelija-etäisyyden kasvaminen, kohteiden etäisyyden pieneneminen ja heikko mittaustarkkuus heikentävän kaikki assosiaation luotettavuutta merkittävästi.

Myös useamman kohteen skenaarioissa mittausvirheen epälineaarinen suhde assosiaation luotettavuuteen selkenee. Tarkastelijat, joiden kulmavirhe on suuri, ovat lähes hyödyttömiä. Koska kohteiden paikat olivat tiedossa, voitaisiin hakuavaruutta pienentää tämän heuristiikan avulla. Vaikka tarkastelija kykenisi muodostamaan havaintoja kaukaa, voidaan 'liian kaukaa' tulleet havainnot jättää huomiotta laskennassa.

On syytä huomata, että todellisissa sovelluksissa tarkastelija ei voi olla mielivaltaisen lähellä tarkasteltavia kohteita, esimerkiksi operatiivisten rajoitteiden vuoksi. Analyysi on mielekästä kohdistaa riittävän etäisyyden päässä sijoittuvaan tarkasteluun.

Työssä käsitellyssä ML-assosiaatiossa yksikäsitteisen kovan valinnan takia kullekkin mittaukselle osoitetaan yksi kohde ja päätökseen liittyvä epävarmuus hylätään. Assosiaation haurauden (hauras aikaisemmin mainituissa tilanteissa, kohteiden läheisyys etc.) seuraukset korostuvat erityisesti, kun assosiaation tulos toimii jatkosyötteenä toiselle järjestelmälle, kuten seurantasuotimelle (Kalman-suodin). Kalman-suodatukseen perustuvassa seurannassa väärät assosiaatiot ovat innovaatioltaan (kohteen ennustettu vs. mittauksen kertoma tila) suuria. Suodin korjaa tilaestimaattian tällöin virheelliseen suuntaan, mikä voi johtaa moniin ei-haluttuihin lopputuloksiin, kuten seurannan hajoamiseen tai risteykseen, missä seuranta tiputetaan kokonaan tai kaksi seurantaa vaihtaa identiteettiään. Bayesilaiset lähestymistavat, kuten JPDA tai MHT, lieventävät tätä ongelmaa säilyttämällä assosiaation epävarmuuden ja välittämällä sen jakaumana seurantasuotimelle, jolloin epävarmuus välittyy suotimen seurannan tilan kovarianssimatriisiin.

Seurantasuotimen suorituskykyyn vaiktutaa huomattavasti se, miten mittaukset yhdistetään kohtesiiin, siihen käytetty assosiaatiotapa. Esimerkiksi risteävillä kohteilla kohteet yhdistävät herkemmin, jos assosiaatiota ei tehdä yhdistetysti (bar-shalom).

MHT:ssä pitää tehdä oikean maailman tilanteissa approksimaatioita ja oletukia jotka johtavat optimaalisuuden meheykseen. Viakka MHT on optimaalinen sinänsä.

Voiko assosiaatiotarkkuutta käyttää esimerkiksi tavoitefunktiona sensorinvalintaongelmassa?

Ajan yli ei-Bayesilaista voidaan tehdä jakamalla havainnot eri pyyhkäisyistä (_scan_) kelvollisiin osituksiin (_feasible partition_). Jakaminen voidaan tehdä maksimoimalla yhdistetty uskottavuus, että osituksen osat kuuluvat hyväksyttävissä oleviin seurantoihin.

*/


#pdf.attach(
  "05-simulaatiot.typ",
  relationship: "source",
  mime-type: "text/vnd.typst",
  description: "Simulaatiokappale",
)

#import "../preamble.typ": *

= Simulaatiot <chp:simulations>

== Datan generointi

Datan generointi toteutetaan _Monte Carlo_ -simulaationa, jossa toistetaan suuri määrä itsenäisiä kokeita. Toistokokeiden tarkoituksena on saada tilastollisesti edustava otos siitä, miten assosiaatio onnistuu, kun ainoastaan mittauskohina näytteistetään uudelleen. Yksittäisessä kokeessa #math.equation(alt: "l", $l$) suoritetaan seuraavat vaiheet:

1. *Todellisten suuntimien laskenta.* Lasketaan jokaiselle tarkastelija--kohde-parille #math.equation(alt: "(i, j)", $(i, j)$) havaintomallin @eq:measured-bearing mukaisesti todellinen suuntima #math.equation(alt: "theta_(i j)", $theta_(i j)$).

#math.equation(
  block: true,
  numbering: none,
  alt: altTextFn("theta_(i j) = atan2(y_j - y_i, x_j - x_i)"),
  $
    theta_(i j) = text("atan2")(y_j - y_i, x_j - x_i).
  $
) <alt-text>

2. *Mittausten simulointi.* Lisätään jokaiseen laskettuun todelliseen suuntimaan riippumattomasti näytteistetty normaalijakautunut kohina

#math.equation(
  block: true,
  numbering: none,
  alt: altTextFn("z_(i j)^l = theta_(i j) + w_(i j)^l, quad w_(i j)^l ~cal(N)(0, sigma_i^2)"),
  $
    z_(i j)^l = theta_(i j) + w_(i j)^l, quad w_(i j)^l ~cal(N)(0, sigma_i^2).
  $
) <alt-text>

3. *Kustannusmatriisin laskenta.* Rakennetaan kustannusmatriisi yhtälön @eq:total-cost-log-likelihood mukaisesti. 
   
#math.equation(
  block: true,
  numbering: none,
  alt: altTextFn("c_(j k)^l = sum_(i=1)^N 1 / (2 sigma_i^2) Delta(z_(i j)^l, theta_(i k))^2"),
  $
    c_(j k)^l = sum_(i=1)^N 1 / (2 sigma_i^2) Delta(z_(i j)^l, theta_(i k))^2
  $
) <alt-text>

4. *Kohdistusongelman ratkaisu.* Muodostunut LAP ratkaistaan Unkarilaisella algoritmilla. Ratkaisuksi saadaan permutaatio #math.equation(alt: "hat(pi)_l", $hat(pi)_l$), joka minimoi kokonaiskustannuksen.

5. *Hyvyyden arviointi.* Lasketaan oikein kohdistettujen kohde--havainto-parien lukumäärä.

#math.equation(
  block: true,
  numbering: none,
  alt: altTextFn("n_oikein^l = sum_(j=1)^M bb(1)(hat(pi)_l (j) = pi_0(j))"),
  $
    n_text("oikein")^l = sum_(j=1)^M bb(1)(hat(pi)_l (j) = pi_0(j))
  $
) <alt-text>

Kokeita tehdään #math.equation(alt: "L", $L$) toistoa, ja kohteittaiset assosiaatiotodennäköisyydet lasketaan yhtälön @eq:empirical-per-target-goodness mukaisesti. Tarkastelijoiden ja kohteiden sijainnit pysyvät kiinteinä kaikkien toistojen ajan eli ainoastaan kohinatermit #math.equation(alt: "w_(i j)^l", $w_(i j)^l$) näytteistetään uudelleen. 

== Ympäristö

Simulaatio on toteutettu Rust-kielellä. Simuloitujen ja analyyttisten tulosten esitys sekä vertailu on tehty Python-kielellä. Rust on valittu simulaation toteutuskieleksi hyvän suorituskykynsä takia. @versions esittää simulaatiossa käytetyt ohjelmistot ja laitteiston. Yksittäisten kirjastojen versiot ovat saatavilla
GitHub-repositoriossa @sasar_bearing_association.

#import table: cell, header, hline, vline
#show table.cell.where(y: 0): strong
#figure(
  alt: "alt",
    table(
        columns: 2,
        stroke: none,
        align: left + horizon,
        table.header(
            [Komponentti/ohjelmisto],
            table.vline(),
            [Lisätieto/versio],
        ),
        table.hline(),
        [Käyttöjärjestelmä],
        [Windows 11],
        table.hline(),
        [Suoritin],
        [AMD Ryzen 5 5600],
        table.hline(),
        [Muisti],
        [16 GB RAM],
        table.hline(),
        [Rust],
        [1.94.0],
        table.hline(),
        [Python],
        [3.12.10]
    ),
    caption: [Simulaatioissa käytetty ohjelmisto- ja laitteistoympäristö.],
) <versions>

On huomattava, että luvussa @chp:performance esitetyt suoritusaikamittaukset ovat vertailukelpoisia vain käytetyllä laitteistokonfiguraatiolla, eikä tuloksia tule verrata eri laitteistojen välillä.

== Simulaation skenaariot <chp:simulation-scenarios>

Simulaatioita ajetaan erilaisissa skenaarioissa. Eri skenaarioiden tarkoituksena on paljastaa assosiaatio-ongelman geometriakohtaisia piirteitä. Skenaariot on valittu siten, että yksinkertaiset tilanteet vahvistavat analyyttisesti todennettavia tuloksia #box[kappaleesta @chp:analytical-review] ja monimutkaisemmat skenaariot paljastavat geometrian, kollineaarisuuden ja optimaalisen sijoittelun vaikutusta, joita on haastavampaa tutkia analyyttisesti.

=== Kaksi kohdetta ja yksi tarkastelija

Yksinkertaisin assosiaatiotilanne on se, jossa yksi tarkastelija tarkkailee kahta kohdetta. Tarkastelijan havaitsema kohteiden kulmaerotus on #math.equation(alt: "Delta theta", $Delta theta$) ja kohteet ovat etäisyydellä #math.equation(alt: "R", $R$) tarkastelijasta. Skenaario toimii myös simulaation validoinnissa, sillä #box[luvun @chp:analytical-review] analyyttiset tulokset antavat täsmällisen vertailutason.

=== Vinoneliö <chp:diamond-scenario>

Vinoneliöskenaariossa neljä kohdetta on aseteltu vinoneliön muotoisen monikulmion kärkiin. Geometria on valittu siten, että kohdeparien kulmaerotus riippuu voimakkaasti tarkastelijan sijainnista ja eri suunnista nähtynä eri kohdeparit ovat samalla suoralla.

=== Viiva <chp:line-scenario>

Viiva-skenaariossa kohteet on asetettu jonoon. Tämä on assosiaation kannalta erityisen haastava geometria, sillä viivan suuntaisesti tarkasteltuna kaikki kohteet ovat kollineaarisia. Skenaarion tarkoituksena on testata, millainen assosiaatiotodennäköisyys saavutetaan hyvin degeneroituneessa tilanteessa.

