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Suurten kielimallien (LLM, Large Language Model) nopea kehitys on avannut uusia mahdolli-

suuksia rakennusteollisuuden suunnitteluprosessien automatisointiin. Teräsrakenteiden element-

timenetelmämallien (FEM, Finite Element Method) luominen on perinteisesti edellyttänyt graafis-

ten käyttöliittymien käyttöä tai aikaavievää manuaalista ohjelmointia. Tämän diplomityön tavoit-

teena oli selvittää, voidaanko kielimallien koodigenerointi yhdistää FEM-laskentaan niin, että 2D-
teräsrakenteen malli syntyy luonnollisen kielen kuvauksesta ja vastaa toistettavasti ennalta ra-

kennettua vertailumallia, sekä selvittää, mitkä tekijät ratkaisevat onnistumisen. 

Työssä kehitettiin Python-pohjainen Aisteel-sovellus, joka yhdistää kielimallin koodigeneroin-

nin Metku-kirjaston FEM-laskentaan. Sovellus muuntaa käyttäjän luonnollisen kielen kuvauksen 

suoritettavaksi Python-koodiksi muutaman esimerkin oppimisella ilman mallin hienosäätöä. Tut-

kimuksessa testattiin viittä kielimallia kolmella eri teräsrakenteella: palkilla, kehällä ja ristikolla. 

Generointimenetelminä käytettiin wrapperia, jossa on valmiit apufunktiot ja scratchia, jossa apu-

funktioita ei ole. Kehotekielinä käytettiin englantia ja suomea. Testaus toteutettiin Groq-rajapin-
nalla yhteensä 6 000 ajolla. 

Wrapper-menetelmä tuotti vertailumallia hyvin (keskiarvo 80–91 %) vastaavia tuloksia kaikilla 

rakenteilla. Yksinkertaisella teräspalkilla scratch-menetelmä ylitti wrapperin (92–93 %), mutta mo-

nimutkaisemmilla rakenteilla suorituskyky laski merkittävästi: teräskehällä keskiarvo jäi 17 %:iin 

ja lähes 70 % ajoista epäonnistui. Ablaatiotutkimus osoitti, että rakennekohtainen mallille annettu 

esimerkki on kriittinen, mutta kohdennettu API-syntaksiohje riitti palauttamaan korkean suoritus-

kyvyn (94,9 %). Kehotekielen (englanti vs. suomi) vaikutus oli pääsääntöisesti merkityksetön. 
Kielimallipohjainen FEM-mallinnus oli teknisesti toteutettavissa. Tutkimuksen merkittävin löy-

dös on, että pullonkaula ei ole rakenteellisen ymmärryksen puute vaan kirjastokohtaisen API-

syntaksin tuntemuksen puute. Kohdennettu dokumentaatio parantaisi tuloksia merkittävästi. Jat-

kokehityskohteiksi tunnistettiin Metku-spesifinen hienosäätö, agenttirakenteet iteratiivisella virhe-

diagnostiikalla sekä laajennus 3D-rakenteisiin. 

 

Avainsanat: LLM, tekoäly, FEM, teräsrakenteet, Metku, koodigenerointi, few-shot learning 
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ABSTRACT 

Björn Winberg: Utilizing Large Language Models for Finite Element Modeling of Steel 

Structures 

Master´s Thesis 
Tampere University 

Master´s Degree Programme in Civil Engineering 

May 2026 

 

 

The rapid development of large language models (LLMs) has opened up new opportunities for 

automating design processes in the construction industry. Creating finite element method (FEM) 

models of steel structures has traditionally required the use of graphical user interfaces or time-

consuming manual programming. The aim of this master's thesis was to determine whether the 

code generation capabilities of LLMs can be combined with FEM analysis so that a model of a 

2D steel structure is generated from a natural-language description and reproducibly matches a 

pre-built reference model, as well as to identify the factors that determine success. 
In this work, a Python-based application called Aisteel was developed, combining the code 

generation of a language model with FEM analysis using the Metku library. The application 

converts the user's natural-language description into executable Python code through few-shot 

learning, without fine-tuning the model. The study tested five language models on three different 

steel structures: a beam, a frame, and a truss. The generation methods used were a wrapper, 

which provides ready-made helper functions, and scratch, which does not include helper 

functions. The prompt languages used were English and Finnish. The testing was carried out 
using the Groq API with a total of 6,000 runs. 

The wrapper method produced results whose components corresponded well to the reference 

model across all structures (average 80–91%). For the simple steel beam, the scratch method 

outperformed the wrapper (92–93%), but with more complex structures its performance dropped 

significantly: for the steel frame, the average fell to 17%, and nearly 70% of the runs failed. An 

ablation study showed that a structure-specific example provided to the model is critical, but that 

a targeted API syntax instruction was sufficient to restore high performance (94.9%). The effect 

of the prompt language (English vs. Finnish) was, for the most part, insignificant. 
LLM-based FEM modeling proved to be technically feasible. The most significant finding of 

the study was that the bottleneck is a lack of knowledge of the library-specific API syntax. 

Directions for further development include Metku-specific fine-tuning, agent architectures with 

iterative error diagnostics, and extension to 3D structures. 

Keywords: LLM, artificial intelligence, FEM, steel structures, Metku, code generation, few-shot 

learning 

The originality of this thesis has been checked using the Turnitin Originality Check service. 



iii 
 

TEKOÄLYN KÄYTTÖ OPINNÄYTTEESSÄ 
 
Opinnäytteessäni on käytetty tekoälysovelluksia: 

 

☐  Ei  

☒  Kyllä 

 

 

Ilmoitukseni mukaan olen käyttänyt opinnäytteessäni tutkielmaprosessin aikana seuraavia te-

koälysovelluksia: 
Cursor   0.42-1.5 

ChatGPT  2022-2026 

Groq  2023-2026 (ks. Luku 3 ja 4) 

Grok   2023-2026 

Claude  v2.1.1 - v2.1.92 

Gemini   2026 

Perplexity  2024-2026 

OpenClaw   2026.2.26 
 

Käyttötarkoitus: 

Olen hyödyntänyt tekoälyä monipuolisesti koko tutkielmaprosessin ajan vuodesta 2022 al-

kaen. Tekoälyä on käytetty ideoiden hiomiseen ja tekniseen toteutukseen kuten koodin gene-

rointiin ja FEM-mallien automatisointiin, kirjoittamani tekstin kehittämiseen ja kieliasun paran-

tamiseen. 

 

 
Olen tietoinen siitä, että olen täysin vastuussa koko opinnäytteeni sisällöstä, mukaan lukien 

osat, joissa on hyödynnetty tekoälyä, ja hyväksyn vastuun mahdollisista eettisten ohjeiden 

rikkomuksista. 
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1. JOHDANTO 

1.1 Työn tausta 

Tekoälyn kehityttyä voimakkaasti viime vuosina on eri teollisuuden alojen tuotannon ja 

toiminnan tehostamiseksi pyritty kehittämään tekoälypohjaisia työkaluja (Bulama 

Abubakar ym., 2025). Myös rakennusteollisuus on otollinen alue tekoälyn hyödyntämi-

seen. Erilaisten rakennusteollisuuden toimintojen automatisointi tulee todennäköisesti 

voimakkaasti lisääntymään tekoälyteknologioiden kehittyessä ja tullessa laajempaan 

käyttöön (Luukkonen, 2023). Yksi kiinnostavimmista sovelluskohteista on suunnittelurat-

kaisuvaihtoehtojen automatisoitu tuottaminen. Tekoälypohjaisten teknologioiden mah-

dollisuudet eivät kuitenkaan rajoitu vain suunnittelutoimintoihin, vaan niiden kykyä pro-

sessoida suuria tietomääriä voidaan hyödyntää myös talouteen ja työsuunnitteluun liitty-

vissä toiminnoissa ja erilaisissa ennusteissa (Bulama Abubakar ym., 2025). 

Perinteiset elementtimenetelmä- eli FEM-mallinnuksen menetelmät, kuten graafiset 

käyttöliittymät (esim. Autodesk Robot) tai manuaalinen koodaus (esim. Metku Pyt-

honissa), ovat vakiintuneita mutta niiden käyttö on usein aikaa vievää. Geometrian, kuor-

mien ja tukien määrittely vaatii toistuvaa manuaalista säätöä, ja muutokset rakenteeseen 

voivat olla hankalia toteuttaa. Aloittelijoille koodipohjainen lähestymistapa saattaa lisäksi 

tuntua monimutkaiselta parametrien kokeilun ja virheiden korjauksen vuoksi. Tästä 

syystä oli kiinnostavaa tutkia, voiko suurten kielimallien avulla generoida luotettavia 

FEM-malleja luonnollisen kielen kuvauksilla.  

Suuret kielimallit (large language model, LLM) ja luonnollisen kielen käsittely tulivat suu-

ren yleisön tietoisuuteen vuonna 2022 OpenAI:n julkaistua ChatGPT:n, ilmaisen suuriin 

kielimalleihin pohjautuvan keskustelubotin (OpenAI, 2022).  Suuret kielimallit ovat ohjel-

mia, joita on opetettu laajoilla tekstiaineistoilla tuottamaan ja ymmärtämään ihmiskieltä 

eli käsittelemään luonnollista kieltä. Suuri kielimalli ennustaa aina seuraavan sanan 

aiempien perusteella. Luonnollista kieltä käsittelevien teknologioiden kehitys on madal-

tanut kynnystä ohjelmoinnin ja tekoälyn hyödyntämiseen erilaisissa tehtävissä ilman 

aiempaa perehtyneisyyttä tietojenkäsittelytieteeseen ja ohjelmointimenetelmiin.  

Suuret kielimallit kohtaavat edelleen merkittäviä haasteita hallusinaatioiden muodossa, 

erityisesti teknisillä aloilla, joissa yksityiskohtien tarkkuudella on ratkaiseva merkitys, esi-

merkiksi rakennusalalla. Suurelle yleisölle tuttujen kielimallien, kuten ChatGPT:n, käyttö 
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sellaisenaan ilman ulkoisia työkaluja, laskentamekanismeja, kuten tässä työssä käytetty 

Metku-kirjasto, tai hienosäätöä eli tehtäväkohtaista koulutusta, tuottaa epäluotettavia ja 

toistettavuudeltaan heikkoja tuloksia. Yksinkertaisissakin laskutehtävissä, kuten palkin 

käyttöasteen laskennassa, tulos voi vaihdella huomattavasti. Tämä johtuu pääosin mal-

lien stokastisista ominaisuuksista, kuten luovuuden ja satunnaisuuden säätöparamet-

rista (engl. sampling temperature), joka vaikuttaa generoitavan sisällön satunnaisuuteen 

(Freeman ym., 2026). Parametri määrittää, kuinka tarkasti tekoäly ennustaa seuraavan 

sanan tai merkin todennäköisyyksien perusteella ja kuinka paljon seuraavan sanan tai 

merkin valinnassa hyödynnetään satunnaisuutta arpomisen kautta. Tämä ominaisuus 

palvelee sitä, että kielimalli on ensisijaisesti tekstiä ennustamisen kautta tuottava järjes-

telmä eikä laskukone. Satunnaisuutta ja luovuutta lisäämällä saadaan kielimallin tuotta-

mista teksteistä luonnollisempia ja monipuolisempia. 

Näistä viimeaikaisista kehityssuunnista lähti myös idea luonnollista kieltä käsittelevän 

rakennesuunnittelutyökalun kehittämiseen hyödyntäen jo olemassa olevia työkaluja, ta-

voitteena tuottaa toistettavia ja rakenteellisesti oikeellisia tuloksia. Python-ohjelmointi-

kieli on yksi maailman käytetyimmistä ohjelmointikielistä, jolla on myös avoin lähdekoodi. 

Python-ohjelmointi on yleisin käytetty ohjelmointikieli kielimallien esikoulutuksessa ja 

siksi luonteva valinta tähän työhön. Tämän työn pohjalla on myös Pythonin Metku-kir-

jasto, joka on teräs- ja puurakenteiden analysointiin ja optimointiin kehitetty moduuli, jo-

hon on koodattu FEM, eurokoodit ja teräsprofiilit (metku, 2025). Vastaavan työkalun ke-

hitystä on tehty Yhdysvalloissa OpenSeesPy-Python-kirjastoa käyttäen (Liang, Kalaleh 

ja Mei, 2025). Vastaavaa työkalua ei kirjallisuushaulla löydetty suomalaisessa tai eu-

rooppalaisessa eurokoodiin pohjautuvassa suunnittelukontekstissa ja tähän tutki-

musaukkoon pyrittiin tässä työssä vastaamaan.  

Metku-kirjasto on OpenSeesPy:a vastaava akateeminen ja ei-kaupallinen Python-kir-

jasto, joka sisältää eurokoodit, mutta ei sisälly suurten kielimallien julkisiin koodiaineis-

toihin perustuvaan esikoulutusdataan. Tämän vuoksi testattavat mallit eivät tunne Met-

kua entuudestaan, vaan työssä päästään puhtaammin mittaamaan annettujen esimerk-

kien vaikutusta työkalun antamiin tuloksiin ilman, että esikoulutusdatalla on sekoittavaa 

vaikutusta. Metku-kirjasto deterministisenä laskentatyökaluna vastaa myös edellä käsi-

teltyyn ongelmaan eli ei-toivottuun stokastisuuteen, kun kielimallia käytetään laskenta-

tehtävissä. 
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1.2 Tavoitteet ja tutkimuskysymykset 

Työn tavoitteena oli selvittää, voidaanko suurten kielimallien koodigenerointia hyödyntää 

2D-teräsrakenteiden FEM-mallien luomisessa luonnollisen kielen kuvauksesta. FEM-

mallien luominen on perinteisesti vaatinut graafisen käyttöliittymän käyttöä tai manuaa-

lista ohjelmointia. Tutkimus keskittyi siihen, miten generointimenetelmän valinta (valmii-

siin apufunktioihin nojaava wrapper verrattuna primitiiveistä rakentavaan scratch-mene-

telmään), kehotekieli ja käytetty kielimalli vaikuttavat generoidun mallin vastaavuuteen 

ennalta rakennettuun vertailumalliin. Tarkastelu rajattiin kolmeen 2D-teräsrakennetyyp-

piin: teräspalkkiin, teräskehään ja K-tyyppiseen teräsristikkoon. 

Päätutkimuskysymykset:  

1) Voidaanko suurten kielimallien koodigenerointi yhdistää Metku-kirjaston FEM-lasken-

taan siten, että 2D-teräsrakenteiden elementtimenetelmämallit voidaan luoda luonnolli-

sen kielen kuvauksesta niin, että generoitu rakennemalli vastaa komponenteiltaan (sol-

mut, sauvat, tuet, kuormat ja poikkileikkaukset) vertailumallia toistettavasti?  

2) Mitkä tekijät ratkaisevat tämän onnistumisen? 

Toissijainen kysymys: Millaisia tyypillisiä virheitä suurien kielimallien käyttöön elementti-

menetelmämallien luomisessa liittyy? 

 

1.3 Tutkimusmenetelmä 

Tutkimuskysymyksiin vastataan kehittämällä Aisteel-niminen Python-sovellus, joka yh-

distää suurten kielimallien koodigeneroinnin Metku-kirjaston elementtimenetelmälasken-

taan, ja suorittamalla sovelluksella systemaattinen koe valittujen teräsrakenteiden mal-

lintamisesta. Tavoitteena on madaltaa rakennemallin luomisen kynnystä ja nopeuttaa 

laskentaprosessia. 

Metku on avoimen lähdekoodin Python-kirjasto, joka toimii tämän työn ja Aisteel-sovel-

luksen pohjana (metku, 2025). Metku on kehitetty teräs- ja puurakenteiden analysointiin 

ja optimointiin. Metku sisältää alimoduulin Raamin, jolla 2D- ja 3D-rakenteet kuvataan 

solmuista, sauvoista, tuennoista ja kuormista koostuvina malleina ja jonka pohjalta voi-

daan suorittaa elementtimenetelmälaskenta (FEM-laskenta), rakenneosien mitoitus ja 

rakenteen visualisointi. Metku-kirjasto sisältää Raami-alimoduulin lisäksi eurokoodien 

(EN 1993) mukaiset mitoitusmenetelmät ja teräsprofiilikirjaston (IPE, HEA, RHS jne.). 

Metku-kirjasto mahdollistaa siis rakenteiden mallintamisen, FEM-laskennan ja mitoituk-

sen. 
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Aisteel-sovellus muuntaa käyttäjän luonnollisen kielen kuvauksen teräsrakenteesta suo-

ritettavaksi Python-koodiksi, joka hyödyntää Metku-kirjaston Raami-alimoduulin rajapin-

taa. Muunnos toteutetaan muutaman esimerkin oppimisella (few-shot learning) ilman 

kielimallin hienosäätöä, jolloin mallille annetaan kehotteen yhteydessä valmiita esimerk-

kikoodeja, joita se soveltaa käyttäjän kuvaamaan uuteen rakenteeseen. Generoitu koodi 

ajetaan ja siitä muodostuva rakennemalli poimitaan automaattista arviointia varten.  

Käyttäjä kuvaa siis rakenteen geometrian, tuennat, kuormat ja poikkileikkaukset, vapaa-

muotoisella tekstillä suomeksi tai englanniksi, ja sovellus tuottaa tämän pohjalta suori-

tettavan FEM-mallin ilman graafista käyttöliittymää tai manuaalista koodausta. Ensin 

käyttäjän rakennekuvaus liitetään kielimallille lähetettävään kehotteeseen yhdessä oh-

jaavan järjestelmäkehotteen (system prompt) ja muutaman valmiin esimerkkikoodin 

kanssa. Tämä muutaman esimerkin oppiminen tarkoittaa, että mallille annetaan kehot-

teen yhteydessä valmiita esimerkkikoodeja, joita se soveltaa käyttäjän kuvaamaan uu-

teen rakenteeseen, eikä mallia tarvitse erikseen hienosäätää. Kielimalli tuottaa vastauk-

sena Python-koodia, joka kutsuu Raami-rajapintaa ja Aisteel-sovellus suorittaa tämän 

koodin automaattisesti ja poimii siitä syntyvän rakennemallin. Lopuksi malli arvioidaan 

automaattisesti. Koodigenerointiin käytetään kahta menetelmää: wrapper-menetelmää, 

jossa rakenne luodaan valmiilla apufunktioilla, sekä scratch-menetelmää, jossa malli ra-

kentaa koko Raami-komentosarjan alusta alkaen ilman apufunktioita.  

Kielimallin luotettavuutta arvioidaan vertaamalla sovelluksen generoimaa rakennemallia 

ennalta rakennettuun vertailumalliin, joka edustaa kyseisen tehtävän oikeaa referenssi-

ratkaisua. Vertailu tehdään rakennemallin komponenttitasolla: solmupisteet, sauvat, 

tuet, kuormat ja poikkileikkaukset arvioidaan omina kategorioinaan ja niistä muodoste-

taan painotettu kokonaispistemäärä. Stokastisen vaihtelun hallitsemiseksi jokainen koe-

asetelma toistetaan useita kertoja, ja tuloksista raportoidaan tilastolliset tunnusluvut kie-

limallin ja generointimenetelmän suorituskyvystä. Toissijaiseen tutkimuskysymykseen 

vastataan analysoimalla epäonnistuneita ajokierroksia ja tunnistamalla epäonnistumis-

ten juurisyyt. 

Aisteel-sovelluksen rakenne, käytetyt kielimallit, kehotteiden muodostaminen, generoin-

timenetelmät sekä pisteytyslogiikan tarkka määrittely kuvataan luvussa 3. 

1.4 Tutkimuksen rajoitteet 

Tämä tutkimus rajautuu kolmeen yksinkertaistettuun 2D-teräsrakenteeseen: teräspalk-

kiin, teräskehään ja K-tyyppiseen teräsristikkoon. Kolmiulotteisia rakenteita tai liitosten 

yksityiskohtia ei tarkastella. Kaikki kielimallit ajettiin pelkästään inferenssivaiheessa few-
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shot-kehotteilla eli kielimallille annetun muutaman valmiin esimerkin kautta yhden kier-

roksen koodigeneroinnilla (single-shot-inference) eli ilman hienosäätöä tai agenttiraken-

netta. Inferenssi tarkoittaa siis valmiin mallin käyttöä ilman mallin kouluttamista tai hie-

nosäätöä. Testaus toteutettiin Groq API -rajapinnalla viidellä valitulla kielimallilla. Yhden 

kierroksen koodigenerointi tapahtui siis yhdellä kierroksella ilman iteratiivista korjausta, 

toisin kuin agenttipohjaisissa järjestelmissä. Tässä kielimallin tuottama koodi otetaan 

vastaan kertaalleen ja suoritetaan sellaisenaan, eikä mahdollista virheilmoitusta syötetä 

takaisin mallille korjattavaksi.  

Agenttipohjaisissa järjestelmissä sen sijaan malli korjaa koodiaan useilla peräkkäisillä 

kierroksilla virhepalautteen perusteella. Agenttipohjainen järjestelmä rajattiin tämän työn 

ulkopuolelle työn laajuuden puitteissa ja koska haluttiin mitata valmiiden kielimallien raa-

kaa koodigeneroinnin kyvykkyyttä minimaalisella ohjauksella ja mahdollistaa mallien ja 

generointimenetelmien vertailu. Agenttipohjainen iterointi muuttaisi jokaisen ajon loppu-

tulosta usean kierroksen kautta, jolloin yksittäisen generoinnin onnistumistodennäköi-

syys hämärtyisi ja epäonnistumisten juurisyiden arviointi olisi vähemmän suoraviivaista. 

Mallien hienosäätö (fine-tuning) eli suuren mallin spefisempi jatkokoulutus rajattiin myös 

pois, sillä se olisi myös kasvattanut työmäärää ja työn kustannuksia merkittävästi. Hie-

nosäätö olisi edellyttänyt mallien lataamista ja kouluttamista omalla laitteistolla sekä suu-

ren koulutusaineiston luomista.  

Työssä myös käytetään vain avoimen lähdekoodin kielimalleja, jotka ovat rajoitetusti 

käytettävissä käyttäjälle ilmaiseksi. Suljetun lähdekoodin kielimallit, kuten OpenAI:n 

GPT-, Anthropicin Claude- ja Googlen Gemini-mallit, ovat pidemmälle kehitettyjä ja suo-

rituskyvyltään parempia, mutta näiden käyttökustannukset nousevat suurissa ajomää-

rissä korkeiksi. Avoimet mallit ovat ajettavissa ilman jatkuvaa käyttömaksua, mutta vaa-

tivat usein tehokasta laitteistoa ja teknistä osaamista. Parhaatkin avoimen lähdekoodin 

kielimallit jäävät suljettujen kärkimallien taakse. 

Nämä rajoitteet merkitsevät, että tulokset kuvaavat parasta saavutettavissa olevaa suo-

rituskykyä nykyisillä valmiilla avoimen lähdekoodin malleilla muutaman esimerkin oppi-

misella ja yhden kierroksen koodigeneroinnilla. Tulokset eivät siis todennäköisesti kuvaa 

suurten kielimallien täyttä potentiaalia rakennesuunnittelussa tilanteissa, joissa käytettä-

vissä olisivat kyvykkäimmät kaupalliset kielimallit, agenttipohjainen virheenkorjaus ja 

suuremmat kielimalleille annetut esimerkkimäärät tai mahdollisuus kielimallien tarkkaan 

jatkokoulutukseen eli hienosäätöön. 
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1.5 Työn rakenne 

Luvussa 2 esitellään teoreettinen tausta: teräsrakenteiden suunnittelu, Python-ohjel-

mointikieli ja Metku-kirjasto sekä suurten kielimallien toimintaperiaatteet ja koodi-

generoinnin menetelmät. Luvussa 3 kuvataan tutkimusmenetelmä: testattavat rakenteet, 

Aisteel-sovelluksen arkkitehtuuri, wrapper- ja scratch-generointimenetelmät sekä pistey-

tyslogiikka. Luvussa 4 esitetään työn varsinaisen koeasetelman tulokset eli 6 000 yksit-

täisen generointi-ja-arviointi-kierroksen tulokset rakenteittain ja menetelmittäin. Viittä kie-

limallia testattiin kaikkien kolmen rakenteen kohdalla neljässä eri menetelmässä sadalla 

toistolla. Luvussa 5 pohditaan tuloksia suhteessa tutkimuskysymyksiin, arvioidaan me-

netelmän rajoitukset ja esitetään jatkokehityssuunnat. Luku 6 kokoaa työn keskeiset joh-

topäätökset. 
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2. TEOREETTINEN TAUSTA: TEKOÄLYN SOVEL-
TAMINEN TERÄSRAKENTEIDEN SUUNNITTE-
LUSSA 

Tässä luvussa esitellään työn teoreettinen pohja. Luvussa 2.1 tarkastellaan aihepiirin 

keskeisiä tutkimuksia. Luvussa 2.2 käydään läpi teräsrakenteiden suunnittelua ja ele-

menttimenetelmää. Luku 2.3 käsittelee Python-ohjelmointia ja työssä käytettyä Metku-

kirjastoa. Lopuksi käydään läpi tekoälyn osa-alueet (2.4) ja luvussa 2.5 suurten kielimal-

lien toimintaperiaate, siltä osin kuin se on tämän työn koodigeneroinnin kannalta olen-

naista. 

2.1 Kirjallisuuskatsaus 

Suurten kielimallien (LLM) soveltaminen rakennesuunnitteluun ja erityisesti FEM-mallin-

nukseen on nopeasti kasvava tutkimusala. Vaikka suurten kielimallien käyttö yleiskäyt-

töisissä tehtävissä on jo vakiintunutta, niiden integrointi turvallisuuskriittisiin insinööriteh-

täviin on vasta alkuvaiheessa. Tässä luvussa tarkastellaan aihepiirin keskeisiä tutkimuk-

sia, jotka muodostavat teoreettisen pohjan ja vertailukohdan tälle diplomityölle. Lähes 

kaikki vertailtavat tutkimukset käyttävät amerikkalaista OpenSeesPy-

elementtimenetelmäkirjastoa, mikä tekee tämän työn Metku-pohjaisesta 

lähestymistavasta poikkeuksen, johon palataan luvun lopussa. 

Liang, Talebi Kalaleh ja Mei esittivät ensimmäisten joukossa järjestelmän, jossa kielimalli 

liitetään suoraan rakenneanalyysiin: malli muuntaa luonnollisen kielen kuvauksen 

suoritettavaksi Python-koodiksi, joka ajetaan OpenSeesPy-kirjastolla. Tutkimuksessa 

koottiin 20 rakenteellisen sanatehtävän vertailuaineisto. Mallien välillä havaittiin suuria 

eroja: GPT-4o saavutti 100 prosentin tarkkuuden eli tehtäväkohtaisen onnistumisasteen 

vertailuaineiston tehtävissä, GPT-4 ylsi 85 prosenttiin, Gemini 1.5 Pro 80 prosenttiin ja 

Llama-3.3 vain 30 prosenttiin. Keskeinen havainto oli, että rakennesuunnittelijoiden 

laatimat tehtäväkohtaiset ohjeistukset paransivat tuloksia erityisesti epäsymmetrisissä 

rakenteissa. Tämä korostaa alakohtaisen asiantuntemuksen merkitystä kehotteen 

suunnittelussa. (Liang, Kalaleh ja Mei, 2025) 

Avila, Ilbay ja Rivera lähestyivät samaa ongelmaa ihmisen ja tekoälyn yhteistyön 

näkökulmasta (Avila, Ilbay ja Rivera, 2025). Heidän järjestelmänsä liittää GPT-4:n 
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OpenSeesPy:hyn standardoidun viestintärajapinnan kautta, jolloin 3D-kehärakenteita 

voidaan analysoida keskustelunomaisilla kehotteilla. Tulokset olivat tarkkoja: laskenta 

poikkesi alle 1,5 prosenttia perinteisillä menetelmillä lasketuista vertailuarvoista, kun 

taas sama kielimalli ilman laskentakirjaston tukea tuotti yli 400 prosentin poikkeamia. Ero 

havainnollistaa tämän alan keskeistä periaatetta: kielimalli ei saa laskea itse, vaan sen 

on tukeuduttava ulkoiseen, luotettavaan laskentatyökaluun. Tutkimus painottaa 

toistettavuutta, jäljitettävyyttä ja laskennallista luotettavuutta, jotka ovat 

turvallisuuskriittisen rakennesuunnittelun perusedellytyksiä. (Avila, Ilbay ja Rivera, 2025) 

Liu, Geng, Cao ym. (Liu ym., 2025) tutkivat kielimallien luotettavuutta ja häiriönsietoa 

palkkien analyysissä. He havaitsivat, että vaikka Llama-3.3 70B -mallilla on laadullista 

ymmärrystä rakennusmekaniikasta, sen suorat numeeriset vastaukset eivät täytä 

insinöörityön vaatimaa tarkkuutta ja toistettavuutta. Ratkaisuksi he kehittivät kielimalliin 

pohjautuvan agentin, joka muuntaa analyysin koodingenerointitehtäväksi yhdistämällä 

vaiheittaisen päättelyn, few-shot-esimerkit (kehotteessa annetut malliesimerkit) ja koodin 

automaattisen suorituksen OpenSeesPy:llä. Kahdeksan palkkirakenteen aineistolla 

agentti saavutti yli 99 prosentin luotettavuuden, mikä on huomattava parannus pelkkään 

kielimallin vastaukseen verrattuna. Tämän työn kannalta olennaisin havainto oli, että 

täydelliset esimerkit ja funktioiden käyttöohjeet olivat agentin suorituskyvyn 

keskeisimmät tekijät. Tässä diplomityössä havaittiin samansuuntaisesti few-shot-

esimerkkien kriittisyys tulosten kannalta. (Liu ym., 2025) 

Liang, Zhou, Talebi Kalaleh ja Mei (Liang ym., 2025) kehittivät moniagenttijärjestelmän, 

joka automatisoi koko rakennesuunnittelun työnkulun. Järjestelmässä useat 

erikoistuneet osat (agentit) jakavat tehtävät keskenään, mallinnuksen, analyysin ja 

validoinnin. Tämä lyhentää asiantuntijan työn tunneista minuutteihin. Sadan tehtävän 

kokeissa Claude 3.5 Sonnet saavutti vahvimman kokonaistuloksen ja GPT-4o parhaan 

yksittäisen osatuloksen kuormitusten käsittelyssä. Järjestelmä erottuu muista siinä, että 

se kattaa koko suunnitteluprosessin mallinnuksesta validointiin yhtenä kokonaisuutena, 

kun useimmat muut järjestelmät keskittyvät yksittäisiin osatehtäviin. Työ osoittaa 

suuntaa kokonaisvaltaiselle automaatiolle. (Liang ym., 2025) 

Geng, Liu, Cao ym. (Geng ym., 2025) kehittivät moniagenttijärjestelmän nimenomaan 

2D-kehärakenteiden FEM-analyysiin. Järjestelmä jakaa analyysin viidelle erikoistuneelle 

agentille, jotka vastaavat muun muassa ongelman tulkinnasta, geometriasta, koodin 

tuottamisesta ja validoinnista. Keskeinen suunnitteluperiaate on geometrisen päättelyn 

erottaminen koodin generoinnista. Alkupään agentit työskentelevät luonnollisella kielellä, 

ja vasta loppupään agentit kääntävät rakenteen kuvauksen suoritettavaksi koodiksi. 

Kokeissa järjestelmä ylitti selvästi sekä Gemini 2.5 Pron että ChatGPT-4o:n tulokset, 
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joista jälkimmäinen epäonnistui tuottamaan toimivaa koodia kaikissa tehtävissä. 

Olennaisin havainto oli, että geometrisen päättelyn ja koodin generoinnin yhdistäminen 

yhteen agenttiin johti systemaattisesti virheellisiin tuloksiin. Tämä vertautuu tämänkin 

työn wrapper- ja scratch-menetelmien eroon. Wrapper erottaa rakenteen logiikan (valmis 

funktio) koodin generoinnista (pelkkä parametrien syöttö) ja parantaa luotettavuutta 

samalla periaatteella. Lisäksi järjestelmä toimii kevyellä, paikallisesti ajettavalla Llama-

3.3 70B -mallilla, mikä poistaa riippuvuuden kalliista pilvipalveluista. (Geng ym., 2025) 

Baker, Rafferty ja Price (Baker, Rafferty ja Price, 2025) kartoittivat kielimallien 

soveltamista konetekniikassa laajalla, järjestelmällisellä kirjallisuuskatsauksella, joka 

kattoi 66 tutkimusta neljästä tieteellisestä tietokannasta. Katsauksen keskeiset havainnot 

olivat, että ensinnäkin ala kasvaa kiihtyvästi: yli 68 prosenttia tutkimuksista oli julkaistu 

yhden vuoden aikana. Toinen havainto oli, että sovellukset keskittyvät pääosin 

konseptisuunnitteluun ja tietokoneavusteiseen suunnitteluun. Merkittävimmäksi 

haasteeksi tunnistettiin mallien heikko avaruudellinen ja geometrinen hahmotuskyky. 

Katsaus päätyi johtopäätökseen, että kielimallit toimivat tällä hetkellä parhaiten 

insinöörin apuvälineinä eivätkä itsenäisinä suunnittelijoina, mikä edellyttää aina 

vastuullisen ammattilaisen valvontaa. (Baker, Rafferty ja Price, 2025) 

Xie, Mei ja Chui (Xie, Mei ja Chui, 2025) julkaisivat katsauksen tekoälyn soveltamisesta 

rakennesuunnittelun automaatiossa analysoiden 134 julkaisua. Katsaus käsitteli sekä 

suunnitteluratkaisujen automaattista tuottamista että suunnitelmien automaattista 

määräystenmukaisuuden tarkastusta. Vaikka koneoppimista on sovellettu 

menestyksekkäästi rakennesuunnittelussa rakenteiden optimointiin, kielimallien rooli 

sääntelyn toteutumisen tarkastuksessa on toistaiseksi vähäinen. Tämän työn kannalta 

olennaisin havainto on, että sääntelydokumenttien tulkinta ja muuntaminen 

koneluettavaan muotoon on edelleen merkittävä haaste. Havainto on olennainen, koska 

tämän työn käyttämä Metku-kirjasto perustuu juuri eurokoodien mukaiseen mitoitukseen. 

(Xie, Mei ja Chui, 2025) 

Näistä tutkimuksista voidaan yhteenvetona päätellä, että kielimallien suorat numeeriset 

vastaukset ovat epäluotettavia insinööritehtävissä, minkä vuoksi kaikissa tapauksissa on 

päädytty käyttämään koodigenerointia ja ulkoisia laskentakirjastoja varsinaisen 

laskennan suorittamiseen (Avila, Ilbay ja Rivera, 2025; Geng ym., 2025; Liang, Kalaleh 

ja Mei, 2025; Liang ym., 2025; Liu ym., 2025). Kehotteen suunnittelulla, eli muutaman 

esimerkin oppimisessa annetuilla esimerkeillä ja tehtäväkohtaisilla ohjeistuksilla on 

ratkaiseva merkitys tulosten laadulle (Avila, Ilbay ja Rivera, 2025; Liang, Kalaleh ja Mei, 

2025; Liang ym., 2025; Liu ym., 2025). Tutkimuksissa todettiin myös, että tehtävien 

jakaminen osiin parantaa tulosten luotettavuutta ja automaatiota, ainakin kun 
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geometrinen päättely erotetaan koodin generoinnista (Geng ym., 2025; Liang ym., 2025; 

Liu ym., 2025). Keskeiseksi haasteeksi sekä katsauksissa (Baker, Rafferty ja Price, 

2025) että kokeellisessa tutkimuksessa (Geng ym., 2025) on tunnistettu kielimallien 

heikko avaruudellinen ja geometrinen hahmotuskyky. Tämä haaste tunnistettiin myös 

diplomityössä scratch-menetelmän haasteissa rakenteiden ollessa monimutkaisempia. 

Kuten monissa muissakin asiayhteyksissä, toistaiseksi kielimalleja voidaan turvallisesti 

soveltaa vain insinöörin työkaluina, ei itsenäisinä suunnittelijoina (Baker, Rafferty ja 

Price, 2025; Xie, Mei ja Chui, 2025). 

Tutkimusten vertailuaineistojen laajuus vaihtelee huomattavasti: aiemmissa töissä on 

käytetty tyypillisesti 8–100 tehtävää ja muutamasta kymmenestä viiteensataan toistoon. 

Tämä työ laajentaa kvantitatiivista vertailua selvästi käyttämällä 5 mallia × 3 rakennetta 

× 2 menetelmää × 2 kieltä × 100 toistoa eli tekemällä yhteensä 6 000 generointi-ja-

arviointi-kierrosta eli ajoa, mikä antaa luotettavamman arvion mallien suorituskyvystä ja 

sen vaihtelusta satunnaisvaihtelun osuuden jäädessä pienemmäksi toistomäärien 

kasvaessa. 

Aiempaan kirjallisuuteen verrattuna tämän diplomityön erottaa Metku-kirjaston käyttö 

amerikkalaisen OpenSeesPy:n sijaan. Tämä mahdollistaa mallien käyttökelpoisuuden 

arvioinnin suomalaiseen ja eurooppalaiseen eurokoodikäytäntöön perustuvassa 

kontekstissa. Aineisto on aiempia tutkimuksia laajempi generointi-ja-arviointi-kierrosten 

määrän suhteen. Lisäksi tässä tutkimuksessa vertaillaan kahta eri generointitapaa, 

valmiisiin apufunktioihin nojaavaa wrapper-menetelmää ja primitiiveistä rakentavaa 

scratch-menetelmää. Tämä vertailu tarjoaa uuden näkökulman siihen, miten valmiiden 

apufunktioiden käyttäminen vaikuttaa kielimallin suorituskykyyn verrattuna täysin 

generatiiviseen lähestymistapaan. Lisäksi tarkastellaan muutaman esimerkin 

oppimisessa käytettyjen esimerkkien kriittistä roolia, kun malleja ei hienosäädetä. 

 

2.2 Teräsrakenteiden suunnittelu 

Teräsrakenteiden suunnittelu yhdistää rakennustekniikan, materiaaliopin ja laskennalli-

sen mekaniikan periaatteita. Teräs on suosittu rakennusmateriaali sen korkean lujuuden, 

kestävyyden ja muokattavuuden ansiosta, mikä mahdollistaa monimuotoisten rakentei-

den toteuttamisen esimerkiksi teollisuushalleissa, silloissa ja korkeissa rakennuksissa. 

Suunnitteluprosessi alkaa yleensä konseptivaiheesta, jossa määritellään rakenteen geo-

metria, kuormitukset ja käyttötarkoitus. Tässä vaiheessa hyödynnetään standardeja, ku-

ten Eurocode 3 (EN 1993-1-1, 2005), joka ohjaa teräsrakenteiden mitoitusta. Eurokoodi 
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määrittelee kuormitusyhdistelmät, osavarmuuskertoimet sekä laskentamenetelmät sekä 

murto- että käyttörajatiloille. Kuormituksiin kuuluvat tyypillisesti oman painon, hyötykuor-

mat, lumi- ja tuulikuormat, jotka määritetään ympäristöolosuhteiden, rakennuksen sijain-

nin sekä sen ulkomittojen ja käyttötarkoituksen perusteella. Esimerkiksi hyötykuormien 

suuruus vaihtelee tilaluokittain (asuin-, toimisto-, varasto- tai kokoontumistilat) ja tuuli-

kuorma kasvaa rakennuksen korkeuden ja muodon myötä (EN 1991-1-1, 2011). 

Yksityiskohtaisessa laskennassa hyödynnetään sekä analyyttisiä menetelmiä (palkkiteo-

ria, ristikkoteoria) että numeerisia menetelmiä, erityisesti FEM-menetelmää. FEM mah-

dollistaa rakenteen jakamisen äärellisiin elementteihin, jolloin voidaan simuloida jänni-

tyksiä, siirtymiä ja stabiliteettia tarkasti. Ohjelmistot, kuten Abaqus, Ansys tai suomalai-

nen Metku auttavat mallinnuksessa ja mahdollistavat iteratiivisen optimoinnin. Esimer-

kiksi ristikkorakenteissa FEM auttaa analysoimaan sauvavoimia, kun taas kehäraken-

teissa se on välttämätön nurjahduslaskennoissa. 

Materiaalin valinta on keskeistä. Teräslajit kuten S235, S355 tai korkealujuusteräkset 

valitaan lujuusluokkien mukaan, ja profiilit (esim. I-, H- tai putkiprofiilit) optimoidaan kuor-

mituksen perusteella. Liitokset, kuten hitsaukset tai pulttiliitokset, suunnitellaan erikseen, 

sillä ne vaikuttavat rakenteen kokonaisjäykkyyteen. Suunnittelussa huomioidaan myös 

paloturvallisuus, korroosiosuojaus ja valmistettavuus. 

2.3  Python ja Metku-kirjasto rakennesuunnittelussa 

Viime vuosina ohjelmoinnista on tullut keskeinen työkalu rakennesuunnittelussa. Micro-

softin Excel -ohjelmisto on viime vuosikymmeninä laajasti käytössä ollut ohjelmisto, jo-

hon luotuja laskentapohjia käytettiin ja käytetään edelleenkin kaupallisessa rakenne-

suunnittelussa. Excelin rajoitukset erityisesti suurten tietomäärien käsittelyssä, monimut-

kaisten algoritmien toteuttamisessa ja automaation skaalautuvuudessa ovat kuitenkin 

osaltaan vaikuttaneet siirtymään kohti varsinaisia ohjelmointikieliä. 

Yksi suosituimmista vaihtoehdoista on ollut graafinen ohjelmointikieli Grasshopper 

(Rhino-ohjelmiston lisäosa), jota on laajasti käytetty parametristen mallien ja geometrian 

generoinnissa. Samalla perinteinen tekstipohjainen ohjelmointi on noussut yhä vahvem-

min esiin, ja Python on vakiinnuttanut asemansa rakennesuunnittelun ja rakenteiden 

analysoinnin työkaluna. 

Python on vuonna 1991 Guido van Rossumin kehittämä tulkattu, korkean tason yleis-

käyttöinen ohjelmointikieli, jonka suunnittelun keskeinen periaate on luettava ja selkeä 

syntaksi. Toisin kuin käännettävät kielet (esim. C++ tai Fortran), Python-koodi tulkitaan 

rivi riviltä ajon aikana, mikä tekee kehitystyöstä nopeaa ja iteratiivista. Tämä ominaisuus 
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sopii erinomaisesti insinööritason laskentatehtäviin, joissa malleja muokataan ja testa-

taan jatkuvasti. 

Pythonin vahvuuksia rakennesuunnittelussa ovat laaja kirjastoekosysteemi numeeri-

seen laskentaan (NumPy, SciPy), datan käsittelyyn (pandas), visualisointiin (Matplotlib) 

ja symboliseen matematiikkaan (SymPy). Mallin luonti, kuormitusgenerointi, FEM-las-

kenta, tulosten analysointi ja raportointi voidaan hoitaa yhdellä skriptillä, mikä vähentää 

manuaalista työtä ja virheherkkyyttä. Lisäksi Python käytetään tekoälyn ja koneoppimi-

sen aloilla (TensorFlow, PyTorch, scikit-learn), mikä tekee siitä luontevan valinnan tä-

män diplomityön kaltaisiin tutkimuksiin. 

Python ei korvaa perinteisiä FEM-ohjelmistoja (kuten Robot, Rfem, Tekla Structural De-

signer tai Abaqus), vaan täydentää niitä tarjoamalla joustavan tavan automatisoida, pa-

rametroida ja laajentaa laskentaprosesseja. 

Metku on Kristo Melan ja Jaakko Huuskon kehittämä Python-moduuli teräs- ja puuraken-

teiden analysointiin ja optimointiin (metku, 2025). Metku sisältää kattavasti eurokoodissa 

esitellyt teoreettiset kaavat terässuunnitteluun liittyen. Metkun sisällä alimoduulina on 

myös valmiiksi koodattu elementtimenetelmä nimeltään raami, jolla monimutkainen ra-

kenne puretaan yksinkertaiseen muotoon hyödyntäen osittaisdifferentiaaliyhtälöiden rat-

kaisemista. Metku hyödyntää NumPy-kirjastoa numeeriseen laskentaan, esimerkiksi 

jäykkyysmatriisin muodostamiseen, sekä Matplotlib-kirjastoa rakenteiden visualisointiin.  

Metku on akateeminen erikoiskirjasto, jonka kehitys ja käyttö ovat rajautuneet pääosin 

suomalaiseen rakennetekniikan tutkimusyhteisöön. Kirjaston lähdekoodi ja sitä hyödyn-

tävät esimerkit ovat käytännössä poissa suurista julkisista koodiaineistoista, joihin suur-

ten kielimallien esikoulutusdata tyypillisesti perustuu. Tämän seurauksena suurilla kieli-

malleilla ei ole esikoulutuksesta peräisin olevaa tietoa Metku-spesifisestä syntaksista, 

vaan mallit joutuvat päättelemään oikean koodin pelkästään kehotteessa annettujen esi-

merkkien varassa. Tällä on suora merkitys luvussa 4 raportoituihin tuloksiin: esimerkin 

laatu ja generointimenetelmä ovat kriittisiä, koska malli ei voi tukeutua kirjaston aiem-

paan tuntemukseen. 

2.3.1 Abstrakti syntaksipuu (AST) 
Aisteel-sovellus suorittaa suuren kielimallin generoimat Python-skriptit automaattisesti 

Pythonin `ast`-moduulin avulla (Python Software Foundation, 2026). Prosessissa kieli-

mallin palauttama koodimerkkijono jäsennetään ensin abstraktiksi syntaksipuuksi (AST), 

jonka jälkeen koodi suoritetaan erillisessä nimiavaruudessa. Erillinen nimiavaruus tar-

koittaa sitä, että kielimallin generoidessa koodia ja luodessa muuttujanimiä, nimiä ei 
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voida sekoittaa sovelluksen käyttämiin nimiin eikä nk. nimitörmäyksiä voi tapahtua. Ni-

mitörmäyksessä päällekkäiset nimet mallin ja sovelluksen muuttujien kesken johtaisivat 

sovelluksen virhetoimintaan tai kaatumiseen.  

Erillinen nimiavaruus ei kuitenkaan muodosta nk. hiekkalaatikkoa, eli eristettyä koodiym-

päristöä, joka on suojausmekanismi ei-toivotun koodin ja kriittisten virheiden varalta. 

Hiekkalaatikossa epäluotettavaa, esimerkiksi kielimallin generoimaa ja ihmisen tarkas-

tamatonta koodia voidaan ajaa rajoituksin, esimerkiksi estäen suoritettavan koodin pää-

syä tiedostojärjestelmiin tai verkkoon. 

Aisteel-sovelluksessa käytetään erillistä nimiavaruutta, mutta ei täyttä hiekkalaatikkoa, 

vaan suoritettavalla koodilla on edelleen pääsy Pythonin vakiotoimintoihin, kuten tiedos-

tojärjestelmään ja verkkoon. Hiekkalaatikko katsottiin suojausmekanismina tarpeetto-

maksi ja eristystaso riittäväksi ilman sitä, sillä Aisteel on nykymuodossaan suunniteltu 

yhden käyttäjän tutkimustyökaluksi, jossa kielimallin generoimat skriptit ovat rakenteel-

taan ennustettavia FEM-malleja eikä mielivaltaista koodia. 

2.4 Tekoälystä suuriin kielimalleihin 

Tekoäly (engl. Artificial Intelligence, AI) viittaa menetelmiin ja järjestelmiin, jotka mahdol-

listavat koneiden suorittavan tehtäviä, jotka normaalisti edellyttävät ihmisen älykkyyttä, 

kuten oppimista, ongelmanratkaisua, päätöksentekoa ja havainnointia. Toisin kuin perin-

teinen ohjelmointi, jossa jokainen ajatus on eksplisiittisesti koodattu, tekoälyjärjestelmät 

oppivat käyttäytymismalleja ja päätöksentekosääntöjä suuresta datamäärästä ilman 

suoria käskyjä. 

Kuvassa 1 esitetään tekoälyn hierarkkinen rakenne: tekoäly (AI) on ylin käsite, jonka 

sisällä koneoppiminen (ML) on merkittävin osajoukko. Syväoppiminen (DL) puolestaan 

muodostaa koneoppimisen alalajin, ja suuret kielimallit (LLM) ovat syväoppimisen 

sovelluksia, jotka ovat viime vuosina mullistaneet luonnollisen kielen käsittelyn ja koodi-

generoinnin. (Mucci, 2024) 

Koneoppiminen (engl. Machine Learning, ML) on tekoälyn laajin ja käytännössä keskei-

sin osa-alue. Koneoppimisessa malleja koulutetaan datasta tilastollisin menetelmin 

ilman eksplisiittistä ohjelmointia, jolloin malli yleistää havaituista esimerkeistä uusiin 

havaintoihin (Bishop, 2006). Syväoppiminen perustuu neuroverkkoihin, joiden 

kerroksittaiset neuronit saavat painotettuja syötteitä ja joiden painot säädetään 

koulutuksessa takaisinsyötöllä ja gradienttilaskennalla. Syväoppiminen on erityisen 

tehokasta haastavissa tehtävissä, kuten kuvan- ja puheentunnistuksessa sekä 

luonnollisen kielen käsittelyssä (natural language processing, NLP) (LeCun, Bengio ja 
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Hinton, 2015). Nykyisen kielimallikehityksen mahdollisti vuonna 2017 julkaistu 

Transformer-arkkitehtuuri (Vaswani ym., 2017), jonka pohjalta esimerkiksi GPT-3 (2020) 

ja ChatGPT (2022) rakentuivat. 

 

 

 

Kuva 1. Tekoälyn hierarkia (Moselhy Bakr, 2024 suomennettuna). 

Syväoppiminen (engl. Deep Learning, DL) on koneoppimisen alakategoria, joka perus-

tuu neuroverkkoihin (artificial neural networks). Neuroverkot matkivat karkeasti aivojen 

neuronien toimintaa: kerroksissa olevat neuronit saavat kukin syötteitä, joita painottavat 

omilla painokertoimillaan (weights), laskevat niitä yhteen ja vievät tuloksen aktivointifunk-

tion (activation function) seuraavalle kerrokselle aktivoiduttuaan tiettyjen kynnysten yli-

tyksessä. Painot säädetään koulutusvaiheessa (training), useimmiten takaisinsyötöllä 

(backpropagation) ja gradienttilaskennalla. Suuri osa koulutuksesta tapahtuu esikoulu-

tuksessa (pre-training) valtavilla tietoaineistoilla, minkä jälkeen mallia hienosäädetään 

(fine-tuning) tehtäväkohtaisesti. (LeCun, Bengio ja Hinton, 2015) 

Neuroverkossa on tyypillisesti syötekerros, yksi tai useampi piilokerros ja ulostulokerros; 

useat peräkkäiset piilokerrokset tekevät verkosta "syvän", mikä on syväoppimisen pe-

rusta. Verkko oppii koulutuksen aikana säätämällä itse painokertoimiaan niin, että sen 

ennusteen ja oikean vastauksen välinen virhe pienenee. Säätö tehdään takaisinvirtaus-

algoritmilla (backpropagation), joka laskee virheen gradientin suhteessa kuhunkin pai-

noon, sekä gradienttimenetelmällä, joka päivittää painot tämän gradientin suuntaisesti. 

Riittävän suurella verkolla ja datamäärällä tällainen malli pystyy oppimaan hyvin moni-

mutkaisia, epälineaarisia yhteyksiä. Neuroverkot ovat suurten kielimallien perusta. 
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Syväoppiminen on erityisen tehokasta haastavissa tehtävissä, kuten kuvan- ja puheen-

tunnistuksessa, autonomisessa ajamisessa ja luonnollisen kielen käsittelyssä (Natural 

Language Processing, NLP) (LeCun, Bengio ja Hinton, 2015). 

Luonnollisen kielen käsittely on tekoälyn ja kielitieteen osa-alue, joka käsittelee sitä, 

miten tietokoneet voivat ymmärtää, tulkita ja tuottaa ihmiskieltä ja kielimallien toiminta 

perustuu samaan tavoitteeseen. Luonnollisen kielen käsittely kuroo umpeen ihmisen 

käyttämän kielen ja tietokoneen vaatiman jäsennellyn esitysmuodon välistä kuilua. 

Tyypillisiä NLP-tehtäviä ovat esimerkiksi tekstin luokittelu ja tiivistäminen, kysymyksiin 

vastaaminen, nimettyjen kokonaisuuksien tunnistaminen sekä ns. sentimenttianalyysi eli 

tekstin sävyn arviointi. 

Keskeinen luonnollisen kielen käsittelyn haaste on, että luonnollinen kieli on 

monitulkintaista ja sidonnaista asiayhteyteen. Sama sana voi tarkoittaa eri asioita eri 

yhteyksissä, ja merkitys riippuu usein laajemmasta tekstiympäristöstä. Käytännössä 

teksti pitää ensin muuntaa numeeriseen muotoon, jota tietokone voi käsitellä. Tätä 

prosessia kutsutaan myös tokenisaatioksi, mikä tapahtuu pilkkomalla teksti sanoiksi tai 

sanan osiksi (token) ja esittämällä ne vektoreina, jotka tallentavat sanojen merkityksiä, 

paikkoja tekstissä ja keskinäisiä suhteita.  

Ala on kehittynyt sääntöpohjaisista ja tilastollisista menetelmistä syväoppimiseen 

perustuviin malleihin. Erityisesti vuonna 2017 esitelty Transformer-arkkitehtuuri, joka 

esitellään tarkemmin edellä seuraavassa luvussa 2.5, ja sen pohjalta rakennetut suuret 

kielimallit ovat tehostaneet luonnollisen kielen käsittelyä huomattavasti, koska ne 

pystyvät huomioimaan pitkän kontekstin ja tuottamaan sujuvaa, ihmismäistä tekstiä. 

Luonnollisen kielen käsittely näkyy tässä työssä siten, että käyttäjän vapaamuotoisella 

kielellä kirjoittama rakenteen kuvaus muunnetaan tokenisaation kautta kielimallin avulla 

suoritettavaksi koodiksi. 

 

2.5 Suurten kielimallien toimintaperiaate 

Suuret kielimallit (LLM) ovat syväoppimiseen perustuvia malleja, jotka on koulutettu val-

tavilla tekstimäärillä. Ne käyttävät Transformer-arkkitehtuuria ja pystyvät tuottamaan ih-

mismäistä tekstiä, kääntämään kieliä, vastaamaan kysymyksiin ja generoimaan koodia 

(LeCun, Bengio ja Hinton, 2015; Vaswani ym., 2017; Touvron ym., 2023). Suuret kieli-

mallit eivät ainoastaan ennusta seuraavaa sanaa tai sanan osaa (tokenia), vaan ne ovat 

oppineet monimutkaisia kieliopillisia, semanttisia ja jopa loogisia rakenteita datasta. 
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Tässä luvussa tarkastellaan suurten kielimallien keskeisiä ominaisuuksia, koulutuksen 

vaiheita ja käytännön oppimismenetelmiä, jotka mahdollistavat niiden tehokkaan hyö-

dyntämisen FEM-mallien generoinnissa. 

2.5.1 Transformer-arkkitehtuuri ja itsehuomio 
Kaikkien nykyaikaisten suurten kielimallien perusta on Transformer-neuroverkkoarkki-

tehtuuri (Vaswani ym., 2017). Transformerin ydin on nk. itsehuomiomekanismi (self-at-

tention), mikä tarkoittaa, että mallin käsitellessä yhtä sanaa se punnitsee samanaikai-

sesti, kuinka paljon kukin muu tekstin sana vaikuttaa sen merkitykseen. Aiemmat arkki-

tehtuurit lukivat tekstiä sana kerrallaan järjestyksessä, kun taas transformer käsittelee 

koko syötteen rinnakkain, mikä tekee siitä huomattavasti tehokkaamman. Tämä sama 

mekanismi selittää, miksi pitkät kehotteet ovat laskennallisesti kalliita: kun jokainen sana 

on suhteutettava kaikkiin muihin, laskentatarve kasvaa neliöllisesti tekstin pituuden 

myötä. 

Transformer-arkkitehtuurissa oli alun perin kaksi osaa: kooderi (encoder) ja dekooderi 

(decoder). Nämä tarkoittavat käytännössä sitä, saako malli tulkita vain edeltäviä sanoja 

vai myös tulevia sanoja kutakin tokenia tuottaessaan.  Enkooderiosuus käsitteli syötettyä 

tekstiä kokonaisuutena ja dekooderi tuotti ulostulon. Nykyisissä generatiivisissa kielimal-

leissa hyödynnetään pitkälti pelkkää dekooderiosuutta, esimerkiksi GPT-sarjassa (Ge-

nerative Pre-trained Transformer) ja Llama-malleissa. Dekooderiprosessi etenee seu-

raavasti: 

1. Mallille syötetty teksti tokenisoidaan, ja jokainen token upotetaan eli muutetaan 

vektoriksi. Vektoreihin lisätään paikkakoodaus (positional embedding), joka tal-

lentaa sanojen järjestyksen. 

2. Syöte kulkee useiden samanlaisten lohkojen läpi. Kussakin lohkossa on kausaa-

linen itsehuomio (causal multi-head self-attention), jossa malli huomioi vain edel-

tävät tokenit; eteenpäin syöttävä verkko (feed-forward); kerrosnormalisointi (layer 

normalization), joka vakauttaa laskentaa; sekä residuaaliyhteydet (residual con-

nections), jotka kuljettavat tietoa lohkojen läpi. 

3. Lineaarinen projektiokerros ja softmax-funktio tuottavat todennäköisyydet seu-

raavalle tokenille (next-token prediction). Mallin koulutus perustuu tähän toistu-

vaan tehtävään, jonka avulla se oppii kielioppia, faktoja ja päättelyä. 

Kuvassa 2 on havainnollistettu yllä kuvattu dekooderipohjaisen transformer-mallin ra-

kenne, jossa tokenien jälkeen nähdään paikkakoodaukset ja toistuvat lohkot sekä lo-

puksi softmax, joka pakottaa ennusteen luvun välille 0-1.  
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Kuva 2. Transformer-arkkitehtuuri (Bycroft, 2026) ks. (Vaswani ym., 2017). 

Kielimallien koko mitataan parametrien määrällä. Nykyään tyypillinen kokoluokka on 

miljardeja tai jopa satoja miljardeja parametreja (esim. Llama 3.1 405B). Parametrit ovat 

neuroverkon painot ja bias-arvot, jotka sijaitsevat jokaisessa kerroksessa (esim. 

attention- ja feed-forward-kerrokset). Mitä enemmän kerroksia ja piilodimensioita, sitä 

suurempi malli. 

Suurempi malli on usein älykkäämpi, kun koulutuksessa käytetään samanlaista dataa ja 

arkkitehtuuria, mutta poikkeuksia löytyy. Esimerkiksi Llama-3-sarjan 70B-versio saavutti 

parempia tuloksia kuin edeltäjänsä 405B-versio paremman koulutusdatan ja optimoinnin 

ansiosta (Grattafiori ym., 2024). Tätä tekniikkaa kutsutaan englanniksi nimellä 

knowledge distillation (suom. tietotislaus), jossa suurempi opettajamalli tuottaa 

laadukasta dataa pienemmälle oppilaalle. 

Mallikoon kasvu näkyy selvästi GPT-sarjan kehityksessä. GPT-2 (Radford ym., 2019) oli 

ensimmäinen laajasti tunnettu generatiivinen kielimalli, joka osoitti skaalautuvuuden 

voiman (1,5 miljardia parametria). Seuraaja GPT-3 (Brown ym., 2020) toi läpimurron 175 

miljardin parametrin koolla ja mahdollisti ChatGPT:n kaltaiset sovellukset. Nykyään jopa 

8–13 miljardin parametrin malleja pidetään pieninä, kun kärkimallit ovat 70–405 miljardin 

kokoluokkaa (Grattafiori ym., 2024; DeepSeek-AI ym., 2025). 
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2.5.2 Oppimismenetelmät, työkalujen käyttö ja kehitesuunnit-
telu 

 

Esikoulutus on kielimallien kallein ja tärkein vaihe, jossa malli opetetaan ennustamaan 

seuraavaa tokenia valtavalla raakatekstidatalla (usein koko julkinen internet). Koulutus 

tapahtuu tyypillisesti tuhansilla grafiikkaprosessoreilla (GPU, graphics processing unit) 

käyttäen hajautettuja menetelmiä kuten Fully Sharded Data Parallel (FSDP) (PyTorch 

developers, 2026). Optimointialgoritmina käytetään yleisesti AdamW:ta, joka yhdistää 

adaptiivisen oppimisnopeuden ja painojen säännöstelyn. Aluksi mallin arvaukset ovat 

satunnaisia, mutta toistuvien koulutusjaksojen (epochs) jälkeen malli oppii kieliopin, 

faktat ja jopa loogisen päättelyn. Laadukas data on kriittistä ja nykyään huono data 

suodatetaan suuremmilla malleilla, mikä parantaa tuloksia merkittävästi (Penedo ym., 

2023). 

Esikoulutuksen jälkeen seuraa hienosäätö, jossa esikoulutettu malli muokataan 

tehtäväkohtaiseksi, esimerkiksi avuliaaksi assistentiksi. Tällöin käytetään ohjattua 

koulutusta (supervised fine-tuning), jossa data koostuu kysymys–vastauspareista. Vaihe 

on huomattavasti kevyempi kuin esikoulutus ja kestää usein vain päiviä. 

Vahvistusoppimisella ihmisen palautteesta (Reinforcement Learning from Human 

Feedback, RLHF) malli opetetaan tuottamaan hyödyllisiä, turvallisia ja rehellisiä 

vastauksia. Nykyään paras vaihtoehto valitaan usein toisella kielimallilla, mikä korvaa 

manuaalisen arvostelun (Ouyang ym., 2022). Tässä työssä malleja käytetään vain 

valmiina ilman hienosäätöä, jolloin ohjaus tapahtuu kokonaan kehotteen kautta. 

Kehotteen kautta ohjaamiseen on useita menetelmiä. Ajatusketjussa (chain-of-thought, 

CoT) mallia kehotetaan päättelemään askel kerrallaan, mikä parantaa loogista päättelyä, 

koska malli käyttää enemmän laskentaa ongelman pilkkomiseen (Wei ym., 2023). 

Muutaman esimerkin oppiminen (few-shot learning) puolestaan hyödyntää kehotteessa 

annettuja malliesimerkkejä: malli oppii kontekstista ilman lisäkoulutusta, koska koko 

kehote käsitellään yhtenä syötteenä. Few-shot-oppiminen on tämän työn keskeinen 

menetelmä. 

Pelkkä few-shot-oppiminen ei kuitenkaan riitä insinöörikäyttöön. Kielimallit eivät pysty 

suorittamaan laskennallisesti tarkkoja insinööritoimintoja, kuten eurokoodien mukaista 

teräsrakenteiden mitoitusta, koska niiden esikoulutusdata ei sisällä riittävästi tällaista 

tarkkaa numeerista tietoa. Tällöin syntyy hallusinaatioita (hallucination): malli tuottaa 

uskottavalta vaikuttavaa mutta tosiasiassa virheellistä sisältöä, esimerkiksi keksittyjä 

lukuarvoja tai olemattomia funktionimiä. Ilmiö johtuu osaltaan siitä, että kielimalli on 
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ensisijaisesti tekstiä ennustava järjestelmä eikä laskukone, ja sen tuottama vastaus 

vaihtelee saman kehotteen eri ajojen välillä (Freeman ym., 2026). Vaihtelu tekee suorista 

vastauksista epäluotettavia insinöörityössä.  

Tool use (työkalujen käyttö) ratkaisee ongelman yhdistämällä kielimallin kielelliseen 

ymmärrykseen ulkoisia, deterministisiä laskentatyökaluja. Tyypillisin toteutus on funktio- 

tai työkalukutsu (function calling tai tool calling), jossa malli ei suoraan laske, vaan 

tuottaa kutsun valmiiseen funktioon tai Python-koodiin, joka suoritetaan erillisessä 

ympäristössä (esim. code interpreter). Tässä työssä käytettiin Metku-kirjastoa, joka 

tarjoaa luotettavan FEM-laskennan ja eurokoodien mukaisen teräsrakenteiden 

mitoituksen. Alla olevassa esimerkissä on sama kehote ajettu kolme kertaa (Taulukko 

1). Aisteel-sovelluksessa samaa 'run'-metodia voi käyttää palkille, kehälle ja ristikolle ja 

sovellus poimii kehotteesta rakenteen tyypin. 

 

 

 

 

 

 

 

 

 

 

 

Taulukko 1: Käyttöasteen vaihtelu saman kehotteen eri ajoissa. Ilman työkalua tulokset 
ovat satunnaisia ja virheellisiä, Metku-työkalulla tulos on joka kerta sama ja oikein. 

AJO:  Ilman tool use (suora 

LLM-vastaus) 

Tool use (Metku + few-

shot) 

Oikea vastaus 

1 72 % 34%  34%  

2 36 % 34% 34%  

3 67 %  34% 34%  

Mitoita teräspalkki, Palkki IPE 400, Teräslujuus S355, pituus 8m, kuorma 

20kN/m 

Palkki on tuettu nivellisesti molemista päistä. Muista tulostaa käyttöaste. 

 

KEHOTE 

Kuva 3. Kehote aisteel. 
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Kuten taulukon tuloksista voi huomata, kun ajetaan sama kehote useita kertoja kielimal-

lissa, voidaan saada vaihtelevia tuloksia (Taulukko 1). Tämän kaltaiset tulokset insinöö-

rityökaluissa ovat hyödyttömiä. Oikeassa sarakkeessa on käytetty ennaltatehtyä työka-

lua, muokattu kehote few shot learning -methodin avulla ja saatu joka kerta oikea tulos, 

johon voi luottaa. 

2.5.3 Tokenisointi ja kehotekielen vaikutus 
Kielimalli ei käsittele tekstiä kirjaimina vaan tokeneina eli sanoiksi tai sananosiksi pilkot-

tuina yksikköinä. Esimerkiksi Meta-Llama-3:n tokenisointikirjasto sisältää 128 000 kir-

jainyhdistelmää, joista noin 100 000 on varattu englannin sanoille ja vain noin 28 000 

muiden kielten yhdistelmille (Grattafiori ym., 2024). Tämän seurauksena sama sisältö 

vaatii suomeksi enemmän tokeneita kuin englanniksi, kuten taulukot 2 ja 3 osoittavat. 

Eli jos käytetään esimerkeissä ja kehotteissa englantia, saadaan nopeammin tuotettua 

sama määrä tulosteita. Sekä input että tulosteet ovat huomattavasti lyhyempiä, jolloin 

tarvitaan vähemmän laskentatehoa.   

Taulukko 2. Tarkastellaan Meta-Llama-3-70B -mallin tokeneita. 

SANA TOKEN LASKIN TOKEN NUMERO 

steel 1 62654 

Steel 1 66048 

teräs 

 

2 466, 55940 

 

Teräs 2 21902, 55940 

 

Taulukossa 3 osoitetaan toisena esimerkkinä, miten sana “teräsristikko” käyttäytyy (Tau-

lukko 3).  

Taulukko 3. Token sana teräsristikko. 

SANA TOKEN LASKIN TOKEN NUMERO 

steeltruss 3 62654, 376, 1892 

teräsristikko 5 466, 55940, 2889, 1609, 

9509 
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Tokenimäärän kasvu tarkoittaa, että suomenkieliset kehotteet ja vastaukset ovat 

pidempiä ja vaativat enemmän laskentatehoa kuin englanninkieliset. Ennakko-oletus on 

siksi, että englanninkielinen kehote voisi olla edullisempi ja mahdollisesti laadukkaampi. 

Koska tämä työ käyttää kehotekieltä (suomi vs. englanti) yhtenä koemuuttujana, 

tokenisoinnin vaikutusta tarkastellaan tuloksissa luvussa 4. 

Jos pyydetään mallia miettimään (engl. reason tai think), voidaan myös saavuttaa huo-

mattavasti parempia tuloksia. Tämä liittyy itsehuomiomekanismiin, eli siihen, miten malli 

reflektoi tuloksia.  

2.5.4 Kehotteen pituus ja käärerajapinnat 
Kielimallia käytettäessä yksi tärkeimmistä tekijöistä on kehotetekstin huolellinen muo-

toilu. Erityisen tärkeää on määritellä selkeästi, missä muodossa vastaus halutaan – esi-

merkiksi koodin osalta Markdown-muotoinen lohko (```python ```). 

Usein mallit tuottavat koodin automaattisesti halutussa muodossa, mutta kehote kannat-

taa aina täsmentää: ”Anna vastaus vain Python-koodina Markdown-lohkossa ilman yli-

määräistä selitystä.” Näin varmistetaan, että koodi on yhtenäisessä muodossa, mikä hel-

pottaa sen automaattista parsimista ja suorittamista ilman syntaksivirheitä. 

Yksi keskeinen rajoite on kehotteen pituus. Suuren tekstimäärän antaminen mallille hei-

kentää usein suorituskykyä ja lisää kustannuksia merkittävästi. Tämä johtuu transformer-

arkkitehtuurin itsehuomiomekanismista (self-attention): kun kehotteen pituus tuplaantuu, 

laskentatehon tarve kasvaa neliöllisesti (O(n²)). Jokainen sana huomioidaan suhteessa 

kaikkiin muihin sanoihin, mikä tekee pitkistä kehotteista laskennallisesti kalliita (Vaswani 

ym., 2017). 

Tästä seuraa käytännön haaste: kehotteiden tulisi olla mahdollisimman lyhyitä, selkeitä 

ja aina samanmuotoisia. Yksi tehokas tapa on kapseloida monimutkaiset tai toistuvat 

rakenteet omiin funktioihinsa, ns. käärerajapintoihin (wrapper-funktiot). Näin malli saa 

käyttöönsä yksinkertaisen ja ennustettavan rajapinnan, mikä parantaa generoidun koo-

din syntaktista laatua ja toimivuutta. Vaikka kielimallien tuottaman koodin virheettömyys 

oli varhaisissa versioissa haasteellista, nykyään hyvin suunnitellut kehotteet, selkeät esi-

merkit (few-shot prompting) ja yhtenäinen muotoilu takaavat lähes poikkeuksetta toimi-

van lopputuloksen. 
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3. TUTKIMUSMENETELMÄ: AISTEEL-SOVELLUS 
JA TESTAUSASETELMA 

3.1 Tutkimuksessa käytetyt rakenteet 

Tutkimuksessa käytettiin kolmea yksinkertaistettua 2D-teräsrakennetta, jotka edustavat 

tyypillisiä rakennusteollisuuden rakennetyyppejä. Rakenteet on valittu siten, että ne 

mahdollistavat tekoälyn testaamisen vaihtelevissa monimutkaisuustasoissa: yksinkertai-

sesta palkkirakenteesta monimutkaisempaan ristikkorakenteeseen. Kaikki rakenteet on 

suunniteltu S355-teräksestä eurokoodin EN 1993-1-1 mukaisesti (EN 1993-1-1, 2005). 

Rakenteet ovat idealisoituja malleja, joissa ei oteta huomioon dynaamisia kuormia tai 

liitosten yksityiskohtia. Tämä pitää fokuksen tekoälyn generoimissa FEM-malleissa. Te-

koäly tuottaa Python-koodia hyödyntäen Aisteel-frameworkia, joka mahdollistaa Metku-

kirjaston FEM-laskennan. 

3.1.1 Teräspalkki 
Teräspalkki on tutkimuksen yksinkertaisin rakenne. Kyseessä on 10 metrin jännevälillä 

varustettu vapaasti tuettu palkki (IPE 400, S355). Vasemman pään tuenta on nivelellinen 

(kiinnitetty x- ja y-suunnissa) ja oikea pää on rullatuella (kiinnitetty vain y-suunnassa). 

Kuormitus on tasainen linjakuorma 20 kN/m koko pituudella. Rakenne on staattisesti 

määrätty. 

 

 

Palkki toimii tutkimuksen vertailurakenteena. Sen Raami-komentosarja on lyhyt (noin 20 

riviä) ja palkin rakentaminen on yleistä ohjelmointikoulutusdatassa, joten se soveltuu hy-

vin sekä wrapper- että scratch-menetelmän testaukseen. 

Kuva 4. Teräspalkin geometria, tuennat ja kuormitus. 
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3.1.2 Teräskehä  
Teräskehä on 4-kerroksinen (kokonaiskorkeus 12 m) runkokehä, jossa on 5 kenttää vie-

rekkäin 7 metrin jännevälillä. Rakenne soveltuu esimerkiksi teollisuushallin tai toimisto-

rakennuksen rungoksi. Pilarit (HEA 240) ovat alhaalta jäykkäkiinnitteisiä ja palkit (IPE 

400) kantavat tasaisen pystykuorman 20 kN/m. Lisäksi vasemmalle sivulle vaikuttaa 3 

kN/m vaakasuuntainen tuulikuorma. Rakenne on staattisesti määräämätön ja mallinne-

taan 2D-tasossa. 

Kehä on monimutkaisuudeltaan tutkimuksen keskiluokkaa. Sen wrapper-esimerkki on 

vain 10–12 riviä koodia (raami_frame_generator_BW-funktio), mutta scratch-menetel-

mässä tarvitaan yli 60 riviä sisältäen 30 solmupistettä, 44 sauvaa ja 6 tukea. 

 

 

Kuva 5. Teräskehän geometria, tuennat ja kuormitukset. 

3.1.3 Teräsristikko  
Teräsristikko on K-tyyppinen tasoristikko, jonka jänneväli on 24 metriä. Korkeus vaihte-

lee päädyissä 1,5 metristä keskellä 2,5 metriin, muodostaen loivan harjakaton muodon. 

Poikkileikkauksina käytetään putkiprofiileja (RHS/SHS), materiaali on S355. Tuenta on 

toteutettu staattisesti määrättyyn muotoon: vasen pää on nivelellisesti tuettu (x ja y) ja 

oikea pää on rullatuella (y). Kuormituksena on tasainen linjakuorma 25 kN/m yläpaar-

teella, joka simuloi tyypillistä lumikuormaa ja katon omapainoa. 

Ristikko on rakenteellisesti monimutkaisin testattava rakenne. Sen Raami-komentosarja 

edellyttää solmupisteiden esim. interpolointia numpy.linspace-funktiolla, sauvojen indek-

soinnin hallintaa (even/odd-logiikka) sekä kuormien liittämistä yläpaarteen sauvoille yksi 

kerrallaan. Wrapper-menetelmässä ristikko luodaan SlopedTruss()- ja generate_topo-

logy('K')-kutsuilla. 
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Kuva 6. Teräsristikon geometria, tuennat ja kuormitus. 

3.2 Laskentaympäristö ja mallikonfiguraatio 

3.2.1 Ajoympäristön valinta 

Suuria kielimalleja on periaatteessa mahdollista ajaa paikallisesti kuluttajatason laitteis-

tolla. Tutkimuksen suunnitteluvaiheessa testattiin lyhyesti muutamia malleja paikallisesti 

Macbook Air M1 -koneella jotta saatiin arvio siitä, onko kyseinen kone käytännöllinen 

vaihtoehto laajemmalle testaussarjalle. Testauksessa kävi nopeasti ilmi kaksi perusta-

vanlaatuista ongelmaa. Pienet lokaalit mallit (alle 4 miljardia parametria) eivät kyenneet 

tuottamaan syntaktisesti toimivaa Python-koodia lainkaan, vaan generointi joko epäon-

nistui täysin tai tuotti koodia, jota ei voitu suorittaa. Tätä suuremmilla malleilla koodi-

generointi oli puolestaan niin hidas, että useamman minuutin kestolla per yksittäinen ge-

nerointi-ja-arviointi-kierros, olisi 6 000 kierroksen testaussarjan suorittaminen vaatinut 

satoja tunteja yhdensuuntaista laskenta-aikaa, mikä on iteratiivisessa tutkimustyössä 

käytännössä mahdotonta. 

Groq-palvelun LPU-laitteistolla (Language Processing Unit) vastaavankokoiset mallit 

tuottivat vastauksen muutamassa sekunnissa. Tämä nopeusero, yhdistettynä suurem-

pien mallien parempaan koodigeneroinnin kykyyn, teki Groq API:sta ainoan käytännölli-

sen vaihtoehdon tämän tutkimuksen koejärjestelylle. Paikallinen ajo soveltuu yksittäisiin 

kokeilukertoihin tai tilanteisiin, joissa datan tietosuoja estää pilvipalvelun käytön, mutta 

ei systemaattiseen tuhansien generointi-ja-arviointi-kierrosten testaukseen. 

3.2.2 Groq-rajapinta ja käytetyt mallit 

Kaikki tutkimuksen kielimallikutsut toteutettiin Groq-palvelun OpenAI-yhteensopivalla 

Chat Completions -rajapinnalla. Rajapinta mahdollistaa roolipohjaisten viestien (system, 

user, assistant) lähettämisen mallille, jolloin Aisteel-sovelluksen system prompt ja käyt-

täjän rakennekuvaus välitetään erillisillä rooleilla. Rajapinnan OpenAI-yhteensopivuus 

tarkoitti, että Aisteel-sovelluksen kielimallimoduuli toimi muuttumattomana eri mallien vä-

lillä ja ainoastaan model-parametri vaihtui. 
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Tutkimuksessa käytettiin viittä päätestaukseen valittua mallia: kimi-k2-instruct-0905 

(MoonshotAI), llama-4-maverick-17b-128e-instruct (Meta), llama-4-scout-17b-16e-inst-

ruct (Meta), gpt-oss-safeguard-20b (OpenAI) sekä qwen3-32b (Alibaba). Mallien valinta-

prosessi on kuvattu luvussa 3.5. Kaikki mallit ajettiin täsmälleen samalla parametriko-

koonpanolla tasapuolisen vertailun varmistamiseksi. 

Kaikkia malleja käytettiin yksinomaan inferenssivaiheessa ilman hienosäätöä tai tehtä-

väkohtaista jatkokoulutusta. Tämän rajauksen perustelut ja seuraukset käsitellään tar-

kemmin luvussa 3.3.1 arkkitehtuurin yhteydessä. 

3.2.3 Inferenssiparametrit 

Kielimallien käyttö voidaan jakaa koulutus- ja inferenssivaiheisiin. Koulutusvaiheessa 

kielimallia koulutetaan eli neuroverkon painoja säädetään valtavalla tekstiaineistolla ker-

taluontoisesti. Tässä työssä malleja käytettiin vain inferenssivaiheessa. Inferenssivai-

heessa aiemmin koulutettua mallia käytetään eli mallille annetaan kehote ja malli tuottaa 

vastauksen yksi sana tai sanan osa (token) kerrallaan. Kielimalli laskee todennäköisyys-

jakauman kaikille mahdollisille seuraaville sanoille tai sananosille ja valitsee niistä yhden, 

joka liitetään syötteeseen. Prosessia toistetaan, kunnes vastaus on valmis. Jokainen 

uusi sana tai sanan osa riippuu siis kaikista sitä edeltävistä. Prosessiin liittyy myös useita 

eri inferenssiparametreja, jotka säätelevät generoinnin satunnaisuutta ja muotoa. Infe-

renssiparametreja ovat lämpötila (temperature), ydinotanta (top_p), pysäytyssekvenssi 

(stop), suoratoisto (stream), satunnaissiemen (seed) ja sanojen tai sanan osien maksimi 

(max_tokens) (Taulukko 4). 

Tässä tutkimuksessa käytettiin Groq-rajapinnan dokumentaation mukaisia inferenssipa-

rametrien oletusarvoja kaikissa kokeissa. Oletusarvoihin päädyttiin, koska ne edustavat 

mallin normaalia käyttöympäristöä ilman manuaalista virittämistä, ja ne ovat julkisesti 

dokumentoituja ja toistettavia sekä mahdollistavat tasapuolisen vertailun eri mallien vä-

lillä.  

Lämpötilan (temperature) oletusarvo 1,0 skaalaa softmax-funktion logit-arvoja ennen to-

ken-otantaa. Softmax-funktio muuntaa mallin tuottamat raakapisteet (logit) todennäköi-

syyksiksi korottamalla ne eksponenttifunktioon ja normalisoimalla niiden summan yk-

köseksi, jolloin jokainen token saa todennäköisyyden välillä 0–1. Matala lämpötila lähellä 

nollaa terävöittää tätä jakaumaa ja generointi lähestyy deterministisyyttä; arvo 1,0 vastaa 

koulutuksen aikaista jakaumaa ilman skaalauskorjausta. Koodigeneroinnissa liian ma-

tala lämpötila voi johtaa siihen, että malli juuttuu yhteen sanojen tai sanan osien sarjaan 
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(token sequence). Oletusarvo 1,0 puolestaan säilyttää stokastisen vaihtelun, jota tässä 

tutkimuksessa nimenomaan mitataan 100 toiston otoksella.  

Ydinotanta (top_p) rajaa token-valinnan niihin todennäköisimpiin tokeneihin, joiden yh-

teenlaskettu todennäköisyys ylittää arvon p. Arvolla 1,0 rajausta ei sovelleta, jolloin koko 

jakauma on käytössä ja lämpötila saa täyden vaikutuksensa. Työssä käytettiin oletusar-

voa 1,0, koska lämpötilaa ja ydinotantaa ei ole mielekästä säätää samanaikaisesti niiden 

epälineaarisen vuorovaikutuksen vuoksi. 

Pysäytyssekvenssi (stop) on merkkijono, jonka kohdatessaan malli lopettaa generoinnin. 

Tässä tutkimuksessa sitä ei asetettu (oletusarvo None), koska Aisteel erottaa Python-

koodin vastauksesta jälkikäsittelyssä Markdown-lohkon perusteella. Kiinteä pysäytys-

sekvenssi olisi voinut katkaista koodin ennenaikaisesti tilanteissa, joissa malli jatkaa se-

litystä koodin jälkeen. 

Suoratoisto (stream) määrittää, palautetaanko vastaus token kerrallaan sitä mukaa kuin 

se generoituu vai kerätäänkö koko vastaus valmiiksi ennen palautusta. Tässä tutkimuk-

sessa suoratoisto pidettiin pois käytöstä (False), jolloin kukin vastaus kerättiin kokonai-

sena. Tämä on automaattisen testauksen kannalta luontevin valinta, koska Aisteel erot-

taa Python-koodin vasta täydellisestä vastauksesta jälkikäsittelyssä, eikä osittain saapu-

vasta tekstivirrasta ole testauksessa hyötyä. 

Sanojen tai sanan osien maksimi (max_tokens) rajaa vastauksen enimmäispituuden to-

keneina. Työssä arvoksi asetettiin 4 096, mikä on riittävän suuri, jotta pisinkin generoi-

tava Raami-komentosarja mahtuu kokonaan vastaukseen, esimerkiksi teräskehän 

scratch-menetelmän noin 80 koodirivin tapauksessa. Liian pieni arvo katkaisisi koodin 

kesken. 

Satunnaissiemen (seed) on luku, joka kiinnittää token-otannan satunnaisuuden niin, että 

sama syöte tuottaa toistettavasti saman vastauksen. Tässä tutkimuksessa siementä ei 

kiinnitetty, jolloin jokainen ajo on stokastisesti itsenäinen. Valinta perustuu siihen, että 

tutkimus mittaa suorituskykyä normaalissa, ei-deterministisessä käyttöympäristössä; li-

säksi Groq-rajapinnassa kiinteäkään siemen ei takaa täydellistä toistettavuutta rinnak-

kaisen LPU-laskennan pyöristysvaihteluiden vuoksi. 
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Taulukko 4. Kaikissa päätesteissä käytetty inferenssiparametrikokoonpano (Groq 
Chat Completions API). 

Parametri Käytetty 
arvo 

Perustelu 

temperature 1,0 Mallin normaali jakaumatila, säilyttää stokastisen 
vaihtelun 

top_p 1,0 Ei nucleus-rajausta,  johdonmukainen tempera-
ture-oletusarvon kanssa 

stop None Koodin erottelu Markdown-lohkon perusteella jäl-
kikäsittelyssä 

stream False Kokonaiset vastaukset kerätään kerralla auto-
maattista testausta varten 

seed Ei asetettu Mitataan normaalia stokastista suorituskykyä, 
LPU ei takaa deterministisyyttä edes siemenellä 

max_tokens 4 096 Riittävä pisinten Raami-komentosarjojen gene-
rointiin  

3.2.4 Toistettavuus ja menetelmällinen luotettavuus 

Yllä kuvatun parametrikokoonpanon seurauksena yksittäistä generointi-ja-arviointi-kier-

rosta ei voi toistaa deterministisesti. Tämä ei kuitenkaan heikennä tutkimuksen tieteel-

listä luotettavuutta, vaan kuvaa realistisesti kielimallien luonnetta käytännön sovelluk-

sissa. Tutkimuksen luotettavuus rakentuu otoskoon kautta ja arvioitiin, että 100 toistoa 

per malli–rakenne–menetelmä-kombinaatio tuottanee tilastollisesti vakaan estimaatin 

suorituskyvystä. 

Toistettavuus tarkoittaa tässä yhteydessä menetelmällistä toistettavuutta eli samaa koe-

järjestelyä samoilla malleilla, kehotteilla ja parametreilla tuottaa tulosjakaumia, joiden ti-

lastolliset tunnusluvut (keskiarvo, mediaani) ovat vertailukelpoisia. Yksittäistä generointi-

ja-arviointi-kierrosta ei odoteta toistettavan identtisesti, mikä on kielimallien perustavan-

laatuinen ominaisuus, ei menetelmällinen puute.  

3.3 Aisteel- sovellus 

3.3.1 Arkkitehtuuri 
Aisteel on tässä työssä kehitetty Python-pohjainen sovellus, joka yhdistää suurten kieli-

mallien koodigeneroinnin Metku-kirjaston FEM-laskentaan. Sovelluksen keskeinen ta-

voite on mahdollistaa luonnollisen kielen avulla 2D-teräsrakenteiden elementtimenetel-

mämallien automaattinen luonti, suoritus ja arviointi ilman manuaalista koodausta tai 

graafista käyttöliittymää. 
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Kuva 7 havainnollistaa Aisteel-sovelluksen kokonaistyönkulun. Prosessi alkaa käyttäjän 

antamasta luonnollisen kielen kuvauksesta rakenteesta (esimerkiksi ”Suunnittele 4-ker-

roksinen teräskehä Python-koodilla…”). Tämä käyttäjän kehote yhdistetään system 

promptiin sekä few-shot-esimerkkeihin, minkä jälkeen kokonaisuus lähetetään kielimalli 

API:lle Groq-rajapinnan kautta. 

Kielimalli generoi Python-koodin, joka jäsennetään automaattisesti abstraktin syntaksi-

puun (AST) avulla. Generoitu koodi suoritetaan turvallisesti eristetyssä ympäristössä, 

jolloin Metku-kirjaston Raami-luokkaa käyttäen muodostetaan täydellinen FEM-malli 

(solmut, sauvat, tuet, kuormat ja poikkileikkaukset). Malli poimitaan dynaamisesti muut-

tujanimien perusteella (”t”, ”f”, ”frame” tai ”raami”). 

Tämän jälkeen sovellus haarautuu kahteen rinnakkaiseen haaraan, FEM-laskenta: poi-

mittu malli ajetaan läpi Metku-kirjaston FEM-analyysissä. Aisteel-pisteytyksessä gene-

roitua rakennetta verrataan ennalta määritettyyn vertailumalliin (ground truth) viidessä 

kategoriassa – solmut (nodes), sauvat (members), tuet (supports), kuormat (loads) ja 

poikkileikkaukset (sections). Pisteytys käyttää symmetristä virhemittaa, joka rankaisee 

yhtä paljon puuttuvia ja ylimääräisiä komponentteja. Lopputuloksena saadaan kokonais-

pistemäärä (esimerkissä kuvassa 7. on 0,807 eli 80,7 %). Aisteel-pisteytystä kuvataan 

tarkemmin luvussa 3.4. 

 

 

Kuva 7. Aisteelin työnkulku. 
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Sovellus koostuu neljästä päämoduulista, jotka on suunniteltu selkeään vastuunjakoon 

ja helpottamaan jatkokehitystä. 

Core-moduuli toimii sovelluksen pääkäyttöliittymänä. Se vastaanottaa käyttäjän luonnol-

lisen kielen kuvauksen rakenteesta, välittää sen kielimallimoduulille ja hallitsee gene-

roidun mallin analysoinnin, optimoinnin sekä tulosten visualisoinnin ja raportoinnin. Core 

tarjoaa korkean tason metodit, kuten run(), optimize(), to_dxf(), to_pdf() ja to_ifc(). 

Kielimallimoduuli vastaa vuorovaikutuksesta kielimallin kanssa. Se käyttää Groq API:a 

(tai vaihtoehtoisesti paikallista LM Studio -ympäristöä) ja hyödyntää few-shot-oppimista 

laajalla esimerkkipohjien (templates) kokoelmalla. Esimerkit on laadittu mahdollisimman 

lyhyiksi ja modulaarisiksi: ne kutsuvat valmiita apufunktioita FEM-moduulista, mikä vä-

hentää mallin taipumusta hallusinoida ja parantaa generoidun koodin syntaktista laatua. 

FEM-moduuli sisältää valmiit wrapper-funktiot, jotka luovat metku.raami-kirjaston avulla 

tyypillisiä teräsrakenteita (yksinkertaiset ja moniväleiset palkit, porttirakenteet, N-/K-/KT-

ristikot). Näiden funktioiden käyttö esimerkeissä vähentää kielimallin tarvetta generoida 

monimutkaista solmu- ja sauvaverkkoa alusta alkaen. 

Piirustus- ja raportointimoduulit (drawings, reports) mahdollistavat generoidun mallin vi-

sualisoinnin ja dokumentoinnin. Sovellus tukee vientiä DXF- (2D-piirustukset), PDF- (ra-

portti), Excel- (käyttöasteet, optimointitulokset) ja IFC-formaatteihin (avoin BIM-stan-

dardi). IFC- ja DXF-vienti mahdollistaa jatkokäsittelyn esimerkiksi Tekla Structures -ym-

päristössä. 

3.3.2 Kehotteen muodostaminen 
Kehotteen (prompt) muodostaminen on keskeinen osa menetelmää. Kehote toimii oh-

jeistuksena kielimallille, joka generoi Python-koodia käyttäjän syötteen perusteella. 

Tässä työssä käytetään system prompt -rakennetta, joka määrittää mallin käyttäytymi-

sen ja ohjaa sen tuottamaan koodia esimerkkien pohjalta. System prompt sisältää paik-

kamerkit esimerkeille ({examples}) ja käyttäjän syötteelle ({mes}), mikä mahdollistaa dy-

naamisen koodin generoinnin (Kuva 8). Jos käyttäjän syötteestä puuttuu parametreja, 

kuten kuormitusarvoja tai geometriaa, kielimalli täydentää ne esimerkeistä otetuilla ole-

tusarvoilla. 
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Esimerkit ovat olennainen osa kehotetta, ja niitä hyödynnetään few-shot learning eli 

muutaman esimerkin oppiminen-menetelmässä. Esimerkit ovat tekstimuodossa, jossa 

INPUT kuvaa käyttäjän syötettä ja OUTPUT sisältää vastaavan Python-koodin. Esimerk-

kien lukumäärä eroaa menetelmittäin: wrapper-menetelmässä käytetään 13 esimerkkiä 

ja scratch-menetelmässä 6 esimerkkiä. Ero johtuu suoraan esimerkkikoodin pituudesta. 

Wrapper-esimerkki on tyypillisesti 5–12 riviä koodia, koska rakenne luodaan yhdellä tai 

kahdella funktiokutsulla (Kuva 9). Scratch-esimerkki on 20–80 riviä koodia, koska siinä 

rakennetaan koko Raami-komentosarja primitiiveistä eli peruskomponenteista ja -ko-

mennoista, joista FEM-malli kootaan: tyhjän Raami-mallin alustus, yksittäiset solmupis-

teet (FrameNode), sauvat, tukioliot, kuormat (LineLoad) ja analyysikutsut. Toisin kuin 

valmis apufunktio (wrapper), joka luo koko rakenteen yhdellä kutsulla, primitiivit ovat kir-

jaston matalimman tason rakennuspalikoita, jotka mallin on yhdistettävä oikein rivi riviltä. 

Kielimallien konteksti-ikkunan token-kustannus skaalautuu suoraan koodin pituuteen, ja 

käytetyn Groq-rajapinnan käytännöllisenä ylärajana vaikutti esimerkkimäärään. Wrap-

per-menetelmän lyhyet esimerkit mahdollistavat yli kaksinkertaisen esimerkkimäärän sa-

massa token-kustannuksessa, mikä parantaa muutaman esimerkin kautta oppimista 

merkittävästi. 

 

 

 

 

SYS: Generate the design code in python from the message input using 
pre-existing examples as templates. If not all input values are given use 
it from examples as default. 
HERE IS THE EXAMPLES: 
        {examples} 
         
INPUT: Give python code for {mes} 
SYS: If any parameters are missing, use the examples as default. 

PROMPT 

Kuva 8. Kehote  
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Kehotteen ajaminen Aisteel-kirjaston Project-luokan avulla on havainnollistettu kuvassa 

10. 

 

 

 

 

 

 

 

Aisteel muodostaa lopullisen kehotteen, lähettää API-kutsun kielimallille, vastaanottaa 

vastauksen ja erottaa siitä Python-koodin. Koodi ajetaan AST-pohjaisella funktiolla 

(Abstract Syntax Tree), joka tallentaa koko nimiavaruuden. FEM-malli poimitaan tulok-

sista get-funktion avulla muuttujanimillä "t", "f", "frame" tai "raami", ja se tallennetaan 

p.llm.t-muuttujaan. 

Toiminto on toteutettu try-except-rakenteessa. Oletuksena Aisteel-sovellus yrittää gene-

rointia kaksi kertaa: jos ensimmäinen generointi-ja-arviointi-kierros ei tuota syntaktisesti 

INPUT =  

- Create a fem model for a beam with 3 supports length 5m and 10m, the 

ends are fixed and mid support is on roller.  

OUTPUT =  

```python 

from aisteel.fem import * 

from metku.sections.steel.ISection import HEA,IPE,HEB 

from metku.sections.steel import RHS 

t = continius_beam(L = [[0,"Fixed"],[5000,"XY"],[10000,"Fixed"]],q = 

40,beam = IPE(400,fy=355),output = True) 

``` 

 

EXAMPLE BEAM 

Kuva 9. Esimerkki, wrapper few-shot learning käytössä. 

from aisteel.core import Project 
p = Project() 
p.run(kehote)  # kehote = käyttäjän rakenteen kuvaus tekstinä 

AISTEEL USAGES 

Kuva 10. Kehotteen ajaminen Aisteel-sovelluksessa. 
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toimivaa koodia, ohjelma tekee automaattisesti uuden yrityksen. Käytännössä jos toi-

nenkin yritys epäonnistuu, syy on yleensä puutteellinen kehote tai template eikä satun-

nainen virhe ja tällöin kehotteen manuaalinen muokkaus on tehokkain korjaustapa. 

Tässä tutkimuksessa retry-arvo asetettiin yhteen toistoon: sen sijaan kutakin malli–ra-

kenne–kombinaatiota ajettiin 100 kertaa tilastollisesti luotettavan suorituskykyarvion 

saamiseksi. 

3.3.3 Wrapper- ja scratch-menetelmien tekninen ero ja rajoituk-
set 

Tutkimuksessa vertaillaan kahta eri generointimenetelmää: wrapper-menetelmää ja 

scratch-menetelmää. Oletuksena molemmat menetelmät käyttävät samaa testikeho-

tetta. Tässä tutkimuksessa teräspalkki ja teräskehä käyttävätkin identtistä testikehotetta 

sekä wrapper- että scratch-menetelmässä. Ero menetelmien välillä on siis yksinomaan 

siinä, millaisia esimerkkejä kielimallille annetaan few-shot-kehotteessa. Teräsristikko 

muodostaa poikkeuksen. Pisteytys vertailee solmuja koordinaateillaan ja sauvoja pääte-

pisteillään, joten geometrisesti oikea mutta eri koordinaatistoon sijoitettu ristikko saisi 0 

pistettä. Tämän ratkaisemiseksi scratch-menetelmän ristikko-kehoteet sisältävät ekspli-

siittisesti kaikki 13 solmukoordinaattia ja kaikki 17 sauvayhteyttä. Ristikon koordinaatis-

tohaasteen tekninen tausta sekä neljän kehotevariantin rakenne on kuvattu tarkemmin 

luvussa 3.3.6. 

3.3.4 Wrapper-menetelmä – valmiiden funktioiden kautta 

Wrapper-menetelmässä esimerkit näyttävät koko rakenteen luomisen yhdellä valmiilla 

apufunktiokutsulla. Koko aisteel.fem-moduuli tuodaan yhdellä from aisteel.fem import * -

lauseella, jolloin esimerkiksi teräskehä syntyy kutsumalla raami_frame_generator_BW() 

ja ristikko SlopedTruss() + generate_topology(). 

Esimerkki wrapper-kehotteessa näkyvästä koodista on havainnollistettu kuvassa 11. 
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Menetelmän etu on lyhyys: kielimallin tarvitsee generoida vain parametriarvot, ei koko 

Raami-komentosarja. Syntaksivirheitä syntyy harvemmin, ja few-shot-esimerkki mahtuu 

pieneen token-määrään, mikä mahdollistaa useampien esimerkkien käytön konteks-

tissa. 

Wrapper-menetelmässä käytetyt 13 few-shot-esimerkkiä kattavat seuraavat rakennetyy-

pit. Kolme esimerkkiä on eri topologioiden (K, N, KT) tasoristikosta eri jänneväleillä. 

Kaksi esimerkkiä kattaa yksinkertaiset palkit eri tuennoilla (vapaasti tuettu ja jäykästi tu-

ettu). Kaksi esimerkkiä on monikenttäisistä teräskehäistä eri kerrosmäärillä ja profiileilla. 

Kolme esimerkkiä kattaa jatkuvat palkit eri jänneväli- ja tuentakonfiguraatioilla. Lisäksi 

on esimerkit monikenttäisestä harjakehästä ja Vierendeel-ristikosta. Esimerkkien laaja 

kirjo on tarkoituksellinen. Kielimallin on opittava yhdistämään käyttäjän vapaamuotoinen 

rakenteen kuvaus oikeaan funktiokutsun syntaksiin. 

Menetelmällä on kuitenkin keskeinen rajoitus: se pystyy generoimaan ainoastaan niitä 

rakenteita, joille on olemassa valmis wrapper-funktio aisteel.fem-kirjastossa. Uuden-

laista rakennetta ei voi luoda ilman uuden funktion ohjelmoimista ensin. Wrapper on no-

pea ja luotettava työkalu vakiorakenteille, mutta se ei skaalaudu yleiseen rakennesuun-

nitteluun. 

Wrapper-menetelmän kehittämisen taustalla ovat varhaisten kielimallien rajoitteet: 

vuonna 2023 saatavilla olleet mallit eivät kyenneet tuottamaan syntaksivirheetöntä Pyt-

hon-koodia suoraan monimutkaisille rakenteille. Scratch-generointi ei toiminut lainkaan, 

joten wrapper kehitettiin käytännölliseksi ratkaisuksi. Nykymallien parantunut koodaus-

taito on mahdollistanut myös scratch-menetelmän kehittämisen.  

from aisteel.fem import * 
from metku.sections.steel.ISection import HEA, IPE 
 
f = raami_frame_generator_BW( 
    h=3000, b=7000, n=4, m=5, 
    beam=IPE(400, fy=355), 
    column=HEA(240, fy=355), 
    lineload_floor=20, 
    lineload_wind=3, 
) 

Kuva 11. Esimerkki wrapper-kehotteessa näkyvästä koodista teräskehälle. 
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Wrapper-menetelmä soveltuu parhaiten rakenteisiin, joiden monimutkaisuus tekee 

scratch-generoinnista virhealtista. Erityisesti ristikkorakenteissa, joissa tarvitaan eri to-

pologioita (K, N, KT), wrapper on erinomainen valinta, koska kielimallin tarvitsee vain 

kutsua oikeaa funktiota oikeilla parametreilla eikä tuottaa solmu- tai sauvakytkentä itse. 

Monikerroksisille ja -kenttäisille teräskehille wrapper on niin ikään erittäin hyödyllinen, 

sillä kehän geometria skaalautuu suoraan parametreista ilman, että kielimalli joutuisi hal-

linnoimaan kymmenistä koordinaateista koostuvaa solmupistejoukkoa. Yksinkertaisille 

palkeille tilanne on toisenlainen. Lyhyen ja rakenteeltaan selkeän Raami-komentosarja 

ansiosta scratch-menetelmä on usein parempi vaihtoehto, sillä kielimalli pystyy generoi-

maan yksinkertaisen palkin luotettavasti myös primitiiveistä ilman valmista apufunktiota. 

3.3.5 Scratch-menetelmä – täysi Raami-komentosarja 

Scratch-menetelmässä esimerkit näyttävät koko FEM-mallin rakentamisen primitiiveistä 

käsin metku.raami-kirjastolla eli kielimallin täytyy generoida jokainen vaihe erikseen. 

Tyhjän rakennemallin alustaminen, solmupisteet koordinaatteineen, sauvat, tuet sekä 

kuormat ja FEM-analyysi, kuten nähdään kuvassa 12. 

 

 

 

 

 

 

 

 

 

 

 

 

 

Menetelmän etu on, että se ei ole sidottu valmiisiin wrapper-funktioihin. Riittävän hyvä 

kielimalli voi periaatteessa luoda minkä tahansa 2D-rakenteen suoraan luonnollisen kie-

from metku.sections.steel.ISection import HEA, IPE 
from metku.raami.raami import * 
 
h, L, n_bays, n_stories = 3000, 7000, 5, 4 
q_floor, q_wind = 20, 3 
f = Raami() 
nodes = [] 
for j in range(n_stories + 1): 
    for i in range(n_bays + 1): 
        nodes.append([i * L, j * h]) 
for node in nodes: 
    f.add(FrameNode(node)) 
# ... (pilarit, palkit, tuet, kuormat, analyysi) 

Kuva 12. Esimerkki scratch-menetelmän koodirakenteesta yksinkertaiselle teräskehälle 
(lyhennetty). 
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len kuvauksesta. Rajoitus on syntaksin monimutkaisuus, koska jo yksinkertaisessa ke-

hässä on 60–80 riviä koodia, joissa pienikin virhe tekee koko mallista suorituskelvotto-

man. 

Scratch-menetelmässä käytetään 6 few-shot-esimerkkiä, joista jokainen edustaa erilli-

sen rakennetyypin täyttä Raami-komentosarjaa: ulokepalkki (vasen pää jäykkäkiinni-

tetty, oikea pää vapaa), vapaasti tuettu palkki (molemmat päät niveltuella), molemmin-

puolisesti jäykkäkiinnitetty palkki (molemmat päät jäykkäkiinnitetty), portaalikehä (2 pila-

ria + 1 palkki), monimutkaisempi 2-kerroksinen teräskehä useammalla pilarilla sekä K-

topologian tasoristikko. Esimerkkien vähäisempi määrä suhteessa wrapper-menetelmän 

on suora seuraus koodin pituudesta. Kukin scratch-esimerkki vie konteksti-ikkunasta 

enemmän tokeneita kuin vastaava wrapper-esimerkki. Tästä huolimatta 6 esimerkkiä 

kattaa rakennetyyppien kirjon eli palkit, kehät ja ristikot, kaikki rakennettuna primitii-

veistä. Esimerkit on laadittu myös siten, että niistä näkyy selkeästi toistuvat syntaksira-

kenteet eli solmulista, sauvojen lisääminen, tukien tyyppi ja kuormien load_id-tunniste, 

jotka kielimallin on osattava soveltaa myös uusiin rakenteisiin. 

 

3.3.6 Teräsristikon neljä kehotevarianttia 

Wrapper-menetelmässä ristikko luodaan Aisteel-kirjaston funktiolla, joka generoi solmu-

pisteet deterministisesti interpoloimalla lineaarisesti yläpaarteen harjanousuun ja sijoit-

tamalla alapaarteen solmut kiinteälle y-tasolle. Tulos on täysin määrätty topologia, 13 

solmua tietyissä koordinaateissa ja 17 sauvayhteyttä tietyssä järjestyksessä. Tämä 

wrapper-funktion tuottama geometria toimii myös vertailumallina (ground truth), johon 

kaikkia ajokerran tuloksia verrataan pisteytyksessä. 

Ristikon metodologinen ydinhaaste on, että pisteytys vertailee solmuja koordinaateillaan 

ja sauvoja päätepisteillään (ks. luku 3.4.2). Jos scratch-menetelmän kielimalli luo geo-

metrisesti oikean K-ristikon mutta eri koordinaatistossa, esimerkiksi yläpaarre tasolla y = 

0...1 000 mm ja alapaarre tasolla y = −1 500 mm, mutta toinen kielimalli luo rakenteen 

tasolla y = 1 500...2 500 mm ja alapaarre tasolla y = 0, molemmat rakenteet ovat staat-

tisesti ekvivalentteja, mutta niiden koordinaatit eivät täsmää vertailumalliin. Tulos olisi 0 

% pistettä solmuissa ja sauvoissa, vaikka rakenne olisi teknisesti oikein. 

Tämän ratkaisemiseksi scratch-menetelmän ristikkokehote sisältää eksplisiittisesti kaikki 

13 solmukoordinaattia ja kaikki 17 sauvayhteyttä täsmälleen siinä muodossa kuin wrap-

per-funktio ne tuottaa. Kielimallin tehtäväksi jää toteuttaa nämä koordinaatit ja yhteydet 

oikealla Raami-syntaksilla eikä päättää geometrian sijoittelusta. Wrapper-menetelmän 
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kehote puolestaan ovat lyhyitä geometrisia kuvauksia, koska kielimalli kutsuu valmista 

funktiota, joka huolehtii koordinaateista itse. 

Näin syntyy neljä sisällöllisesti erilaista kehotetta saman rakenteen eri moodeja varten. 

Kaikissa neljässä tapauksessa vertailumalli on identtinen ja ainoastaan se informaatio, 

jota kielimalli tarvitsee tuottaakseen pisteytyskelpoisen vastauksen, eroaa menetelmien 

välillä. Taulukko 5 havainnollistaa menetelmien väliset erot. 

Taulukko 5. Teräsristikon neljä kehotevarianttia menetelmän mukaan. 

Menetelmä Kehoteen 
pituus 

Sisältää eksplisiittiset 
koordinaatit? 

Käyttäjän syöte 

Wrapper-EN / 
Wrapper-FI 

Lyhyt Ei Geometrinen kuvaus (lyhyt 
teksti) 

Scratch-EN / 
Scratch-FI 

Pitkä Kyllä (13 solmua + 17 
sauvaa) 

Geometrinen kuvaus + Koor-
dinaatit + sauvojien kytken-
nät 

 

3.4 Tulosten pisteytys ja arviointi 

3.4.1 Vertailumallin rakentaminen ja testikehotteen validointi 

Pisteytys perustuu vertailumalliin (ground truth), joka edustaa oikeaa referenssiratkaisua 

kullekin rakenteelle. Vertailumallit eivät ole automaattisesti generoituja, vaan jokainen on 

tätä työtä varten rakennettu ja ajamalla vahvistettu Raami-malli, jonka geometria, tuen-

nat ja kuormat on varmistettu oikeiksi ennen testauksen aloittamista. 

Teräskehän vertailumalli luodaan kirjaston wrapper-funktiolla samoilla parametreilla, 

joita wrapper-menetelmän testikehotteissa kuvataan. Teräsristikon vertailumalli on kir-

jaston ristikkogeneraattorin tuottama topologia, jonka solmukoordinaatit on eksplisiitti-

sesti kirjattu myös scratch-menetelmän testikehote (ks. luku 3.3.6). Teräspalkin vertailu-

malli on yksinkertaisin: yksi sauva, kaksi solmua, kaksi tukea ja yksi tasainen viiva-

kuorma. 

Jokainen testikehote on kehitetty iteratiivisesti eli kehote on muokattu ja testattu siten, 

että malli tuottaa oikein toimiessaan vertailumalliin täsmäävän rakenteen. Tämä validoin-

tivaihe on edellytys pisteytyksen mielekkyydelle. Jos testikehote olisi epäselvä tai tulkin-

nanvarainen, kielimalli voisi tuottaa rakenteellisesti oikean mutta koordinaateiltaan erilai-

sen mallin, joka saisi 0 % pistettä pisteytyslogiikalta. 
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3.4.2 Kategoriakohtainen vertailulogiikka 

Pisteytys toteutetaan joukko-operaatioihin perustuen viidessä erillisessä rakennekompo-

nenttikategoriassa. Vertailu ei tapahdu FEM-laskennallisten elementtien tasolla, koska 

laskennallisia elementtejä voi olla teräskehässä satoja, vaan Raami-rakennemallin ra-

kenteellisten komponenttien tasolla ennen FEM-mallin generointia. Jokainen kompo-

nentti esitetään uniikkina avaintietueena, jonka muodostamistapa vaihtelee katego-

riakohtaisesti. 

Solmupisteet tunnistetaan koordinaattiparin (x, y) perusteella, joka pyöristetään kolmen 

desimaalin tarkkuuteen numeerisen epävakauden eliminoimiseksi. Kaksi solmua katso-

taan identtisiksi, jos pyöristetyt koordinaatit täsmäävät. Vertailussa ei huomioida solmu-

jen luontijärjestystä, vaan ainoastaan geometrinen sijainti ratkaisee. Esimerkiksi, jos te-

räskehässä on 30 solmupistettä (6 pylväspaikkaa × 5 tasoa), kaikki eroavat toisistaan 

koordinaateiltaan ja kielimallin generoimaa solmupistejoukkoa verrataan tähän 30 koor-

dinaatin referenssijoukkoon. 

Sauvat tunnistetaan päätepisteiden koordinaattiparin perusteella. Sauvojen suuntaus ei 

vaikuta tunnistukseen. Sauva solmusta A solmuun B käsitellään samana kuin sauvan 

B:stä A:han, koska päätepisteistä muodostetaan aina järjestetty pari siten, että koordi-

naateiltaan pienempi piste tulee ensin. Tämä suunnasta riippumaton avain mahdollistaa 

vertailun, vaikka kielimalli lukisi sauvat eri järjestyksessä kuin vertailumalli.  

Esimerkiksi teräskehässä on 44 rakenteellista sauvaa (24 pilaria ja 20 palkkia), joista 

jokainen tunnistetaan kahden solmukoordinaatin perusteella. 

Tuet tunnistetaan solmukoordinaatin ja tukityypin luokkanimen yhdistelmällä. Raami-kir-

jastossa jäykkäkiinnitys, molemmat suunnat estävä nivel sekä pelkästään pystysuunnan 

estävä rullatuki eli eri tuentatyypit ovat omia luokkiaan. Sekä sijainnin että tukityypin tulee 

täsmätä, eikä pelkkä oikea koordinaatti väärällä tuentatyypillä tuota pistettä kyseiseltä 

tuelta. Tämä on tärkeä rajoitin, ja rakenteellisesti merkittävin ero nivelkiinnityksen ja jäyk-

käkiinnityksen välillä näkyy tässä kategoriassa välittömästi pisteinä. 

Kuormat ovat pisteytyksen monimutkaisin kategoria. Viivakuorman avain muodostetaan 

isäntäsauvan päätepisteistä (koordinaattipari järjestettynä samalla tavalla kuin sau-

voissa), kaksinkertainen kuorma-arvosta pyöristettynä kolmeen desimaaliin sekä kuor-

mitussuunnasta. Kuorma-arvot sisältävät viivakuorman intensiteetin sauvan molem-

missa päissä. Tasaisella kuormalla nämä ovat samat, mikä tarkoittaa, että kuorman täy-

tyy olla kiinnitetty oikeaan sauvaan oikealla intensiteetillä ja oikeaan suuntaan. Esimer-

kiksi lattia- ja tuulikuormat teräskehässä ovat eri suuntiin vaikuttavia erillisiä kuormituk-

sia, jotka ovat molemmat omina avaintietueinaan vertailujoukossa. 
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Poikkileikkaukset yhteisellä sauvalla tarkistetaan, täsmääkö poikkileikkauksen tyyppi-

luokka ja teräslaatu (myötöraja-arvo). Osittainen pisteytys on mahdollinen, eli jos esi-

merkiksi kaikki yhteisten sauvojen poikkileikkaukset ovat oikeaa tyyppiä mutta väärää 

teräslaatua, kategoria saa 0 %. Jos puolet on oikein, kategoria saa 50 % maksimistaan.  

Pisteytyskaavat ovat kaikissa kategorioissa identtiset. Olkoon R vertailumallin kompo-

nenttijoukko ja T testattavan mallin komponenttijoukko tietyssä kategoriassa.  

Puuttuvien komponenttien osuus suhteessa vertailumalliin: 

 

     m  =   |"\$|
|"|
      (3.1) 

        

Ylimääräisten komponenttien osuus suhteessa testattavaan malliin: 

     𝑒  =   |$\"|
|$|
      (3.2) 

Näiden perusteella muodostetaan symmetrinen virhemitta, joka rankaisee yhtä paljon 

puuttuvista ja ylimääräisistä elementeistä: 

 

     𝜖	 = 	𝑒	 + 	𝑚      (3.3) 

Kategorian pistemäärä määritellään lineaarisesti virhemittaan perustuen: 

     𝑆	 = 	𝑆%&'	(1 − 𝜖)     (3.4) 

 

Kokonaistulolaskenta muodostetaan summaten kaikkien kategorioiden pistemäärät: 

     𝑆()( 	= 	∑ 	𝑆	       (3.5) 

 

 

Jos kielimalli ei tuota lainkaan suorituskelpoista koodia esimerkiksi syntaksivirheen, 

puuttuvan import-lauseen tai tyhjän tulostuksen vuoksi, kaikki kategoriat saavat auto-

maattisesti 0 pistettä. Tämä on käytännössä yleisin epäonnistumistyyppi erityisesti 

scratch-menetelmässä monimutkaisemmilla rakenteilla. 
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Taulukko 6. Pistepainotukset. 

Kategoria suo-
meksi 

Kategoria eng-
lanniksi 

Vertailuavain Smax 

Solmupisteet Nodes (x, y) pyöristettynä  0.2 

Sauvat Members Päätepisteiden järjestetty koordinaatti-
pari (suunnasta riippumaton) 

0.3 

Tuet Support Solmukoordinaatti, tukityypin luokka-
nimi 

0.1 

Kuormat Loads Sauvan koordinaatit, kuorma-arvot, 
suunta 

0.3 

Poikkileikkaukset Cross-section Tyyppiluokka ja teräslaatu  0.1 
 

Pistepainotukset nähdään taulukossa 6. Pisteytyksen keskeinen etu on deterministisyys 

ja toistettavuus eli sama generoitu koodi tuottaa aina saman pistemäärän. Menetelmän 

rajoituksena on, että se arvioi rakennemallin muotoa, ei mekaanista toimintaa. Rakenne, 

jossa sauvat ja solmut täsmäävät täydellisesti mutta tuennat ovat väärin, saa silti korkeat 

pisteet solmu- ja sauvakategorioissa. Pisteytys ei siis korvaa varsinaista rakenteellista 

analyysia vaan mittaa kielimallin kykyä tuottaa oikeaa Raami-rakennetta oikeilla para-

metreilla. 

3.5 Mallien valinta 

Ennen varsinaista 6 000 ajon päätestausta suoritettiin esikarsintavaihe, jossa arvioitiin 

kaikki Groq API:n kautta saatavilla olleet kielimallit eli yhteensä 18 mallia. Esikarsinnassa 

jokainen malli ajettiin 10 kertaa kullekin rakenteelle (palkki, kehä, ristikko) ja generointi-

menetelmälle (wrapper/scratch × EN/FI), jolloin vertailukelpoinen keskiarvo saatiin no-

peasti ja kustannustehokkaasti. 

Karsintakriteerit olivat kaksitasoisia. Ensimmäisellä tasolla malli hylättiin automaattisesti, 

jos se ei kyennyt tuottamaan syntaktisesti toimivaa Python-koodia lainkaan edes wrap-

per-menetelmässä, jolloin koodi saa automaattisesti 0 % pistettä. Toinen yleinen hyl-

käyssyy oli liian pieni konteksti-ikkuna: esimerkiksi meta-llama/llama-guard-4-12b-inst-

ruct ei pystynyt käsittelemään pitkiä few-shot-kehotteita. Toisella tasolla hylkäyskritee-

rinä käytettiin kokonaiskeskiarvoa alle 50 % rakenteiden ja menetelmien yli laskettuna. 

Tämä raja-arvo valittiin pragmaattisesti, koska se erotteli selkeästi toimivat mallit toimi-

mattomista. 

Esikarsinnasta jatkoon valittiin parhaat mallit kokonaiskeskiarvon perusteella: kimi-k2-

instruct-0905 (MoonshotAI), llama-4-maverick-17b-128e-instruct (Meta), llama-4-scout-
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17b-16e-instruct (Meta), gpt-oss-safeguard-20b (OpenAI) sekä qwen3-32b (Alibaba). 

Parhaimmillaan esikarsintakeskiarvo lähenteli 80 % ja heikoimmalla jatkoon päässeellä 

mallilla noin 50 %. Nämä viisi mallia muodostavat tutkimuksen päätestausjoukon. 

3.6 Testausasetelma  

Taulukossa 7 on esitetty tutkimuksen lopullinen testausasetelma. Testaus koostuu nel-

jästä menetelmästä, jotka muodostuvat kahdesta generointimenetelmästä (wrapper ja 

scratch) ja kahdesta kehotekielestä (englanti ja suomi). Esimerkit ovat pääosin englan-

ninkielisiä viitaten käyttäjän antaman testikehotteen kieleen. Esimerkkien sisältö on 

identtinen molemmilla kielillä ja wrapper- ja scratch-tiloilla on omat erilliset esimerkkinsä. 

Taulukko 7. Testausasetelma. 

Muuttuja Arvo Selite 
Mallit 5 kimi-k2, llama-4-maverick, llama-4-scout, gpt-oss-

safeguard, qwen3-32b 

Rakenteet 3 Teräspalkki, teräskehä, teräsristikko 

Modet 4 Wrapper EN, Wrapper FI, Scratch EN, Scratch FI 

Toistoja per malli 100 Jokaiselle mallille × rakenne × menetelmä 

Ajoja yhteensä 6 000 5 mallia × 3 rakennetta × 4 menetelmäa × 100 tois-
toa 

 

Jokaiselle mallille suoritetaan siis 1 200 ajoa (3 rakennetta × 4 menetelmää × 100 tois-

toa). Toisto on tärkeä, sillä kielimallit tuottavat stokastisia tuloksia eli sama kehote voi 

tuottaa eri ajolla erilaisen koodin. Suurella toistomäärällä saadaan tilastollisesti luotet-

tava arvio kunkin mallin suorituskyvystä. 

Pisteytys toteutetaan luvussa 3.4 kuvatulla symmetrisellä virhemitalla ja painotetuilla ka-

tegoriapisteillä. Kunkin menetelmän tulokset raportoidaan kokonaiskeskiarvona, medi-

aanina sekä täydellisten (100 %) ja epäonnistuneiden (0 %) ajojen osuuksina. 

Ablaatiotutkimuksen vertailukohteeksi valittiin teräsristikko scratch-menetelmässä eng-

lanninkielisellä kehotteella, jossa kimi-k2 suoriutui parhaiten. Alkuperäinen kuuden esi-

merkin lista supistettiin viiteen poistamalla ristikkoesimerkki. Kaikki muut parametrit pi-

dettiin identtisinä. Ajoja suoritettiin 100 kpl per ehto. 

Kolmas koeasetelma lisättiin epäonnistumisanalyysin perusteella: ristikkoesimerkki pi-

dettiin edelleen poistettuna, mutta kehote alkuun liitettiin kattava tekstimuotoinen Raami-

API-syntaksiohje. Ohje sisälsi tiedot kokoelmien dict-rakenteesta, oikeat tukityyppinimet, 
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LineLoad-syntaksin, sallitut mem_type-arvot ja plot-metodin oikean kutsutavan. Ohje ei 

sisältänyt yhtään valmista ristikkoesimerkkikoodia. 
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4. TULOKSET: RAKENTEITTAIN JA MENETEL-
MITTÄIN 

4.1 Kokonaistulokset 

Taulukossa 8 on esitetty kaikkien rakenteiden, generointimenetelmien ja kehotekielten 

kokonaistulokset. Pisteet on laskettu symmetrisellä virhemitalla (luku 3.4), joka rankai-

see yhtä paljon puuttuvista ja ylimääräisistä elementeistä. Sarake “100 %” ilmaisee täy-

dellisten ajojen osuuden ja “0 % (fail)” kokonaan epäonnistuneiden osuuden. Keskeinen 

vertailuakseli on wrapper- ja scratch-menetelmien välinen ero eri rakenteilla. Prosentu-

aalista pistemäärien jakaumaa eri menetelmien välillä havainnollistetaan kuvissa 13 ja 

14. Kuvassa 13 kaikki rakenteet, kielet ja mallit on yhdistetty, mutta menetelmien erot 

havainnollistetaan histogrammissa. Kuvassa 14 kaikki rakenteet, kielet, mallit ja mene-

telmät kuvataan erillisinä kategorioina, joista esitetään keskiarvot. 

Taulukko 8.  Avg = keskimääräinen kokonaispistemäärä, Mediaani, 100 % = täydel-
listen ajojen osuus, 0 % (fail) = kokonaan epäonnistuneiden osuus. Vihreä > 85 %, pu-
nainen < 30 %, punainen fail > 50 %. 

Rakenne Mode Kieli Keskim. Mediaani 100 % 0 % (fail) 

Palkki 
Wrapper 

EN 79,5 % 100,0 % 63,6 % 19,0 % 
FI 84,8 % 100,0 % 62,8 % 13,0 % 

Scratch 
EN 92,3 % 100,0 % 91,4 % 7,2 % 
FI 93,2 % 100,0 % 86,4 % 5,8 % 

Kehä 
Wrapper 

EN 89,1 % 100,0 % 88,0 % 3,2 % 
FI 91,4 % 100,0 % 91,0 % 5,8 % 

Scratch 
EN 17,8 % 0,0 % 1,6 % 69,2 % 
FI 17,1 % 0,0 % 1,0 % 66,8 % 

Ristikko 
Wrapper 

EN 82,8 % 100,0 % 81,2 % 12,2 % 
FI 86,4 % 100,0 % 85,6 % 11,8 % 

Scratch 
EN 42,0 % 0,0 % 36,8 % 54,6 % 
FI 48,4 % 68,1 % 39,4 % 48,6 % 
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Kuva 13. Kokonaispistemäärän prosentuaalinen jakauma kaikkien ajojen osalta 
scratch- ja wrapper-menetelmille. 

 

 

 

 

Kuva 14. Kokonaistulosten visuaalinen yhteenveto (keskiarvo prosentteina). Lämpö-
kartta esittää kunkin rakennetyypin ja konfiguraation keskiarvotuloksen asteikolla 0–100 
%. 
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Wrapper-menetelmä tuotti kaikilla rakenteilla korkean mediaanin (100 %) ja matalan 

epäonnistumisasteen (3–19 %). Yksinkertaisella teräspalkilla scratch-menetelmä saa-

vutti korkeamman keskiarvon (92–93 %) kuin wrapper (80–85 %). Monimutkaisilla ra-

kenteilla scratch-menetelmän tulokset laskivat: kehän keskiarvo jäi 17–18 %:iin ja 67–69 

% ajoista epäonnistui kokonaan. 

4.2 Mallien välinen ero 

Taulukossa 8 esitetyt kokonaistulokset yhdistivät kaikki mallit. Taulukossa 9 eritellään 

mallikohtaiset keskiarvot, jotta mallien välinen suorituskykyero tulee näkyville. 

Taulukko 9. Mallien kokonaiskeskiarvot ja menetelmäkohtaiset keskiarvot kaikista 
rakenteista ja kielistä. 

Malli Kokonais-keskiarvo Wrapper avg Scratch avg 
kimi-k2-instruct-0905 78,6 % 96,8 % 60,5 % 
llama-4-maverick-17b-128e 70,1 % 74,5 % 65,8 % 
gpt-oss-safeguard-20b 68,8 % 84,1 % 53,4 % 
llama-4-scout-17b-16e 65,5 % 88,9 % 42,1 % 
qwen3-32b 60,6 % 84,1 % 37,2 % 
 

Kimi-k2 saavutti korkeimman kokonaiskeskiarvon (78,6 %) erityisesti wrapper-menetel-

mässä (96,8 %). Llama-4-maverick sijoittui toiseksi (70,1 %) korkeimmalla scratch-kes-

kiarvolla (65,8 %). Wrapper- ja scratch-menetelmien välinen ero vaihteli mallikohtaisesti 

8,7 prosenttiyksiköstä (llama-4-maverick) 46,9 prosenttiyksikköön (qwen3-32b). 

4.3 Teräspalkki 

Teräspalkki on tutkimuksen yksinkertaisin rakenne, vapaasti tuettu 10 metrin palkki (IPE 

400, S355), tasaisella linjakuormalla 20 kN/m. Wrapper-esimerkissä rakenne syntyy yh-

dellä continius_beam- tai steel_simple_supported_beam- kutsulla. Scratch-esimerkissä 

se on Raami-komentosarja, jossa on 2 solmupistettä, 1 sauva, 2 tukea ja 1 kuormalinja 

ja noin 20 riviä koodia. Kuvassa 15 histogrammin tolpat esittävät kunkin mallin ja mene-

telmän maksimipisteet ja yksittäiset mustat pisteet kuvaavat erillisten ajojen eli gene-

rointi-ja-arviointi-kierrosten tuloksia.  
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Kuva 15. Teräspalkin tulokset menetelmäkohtaisesti ja kielikohtaisesti. Tolpat esittä-
vät maksimituloksen, pisteet yksittäisiä ajoja (N = 100 per tolppa, yhteensä N = 2 000). 

 

Scratch-menetelmä saavutti korkeamman keskiarvon (92–93 %) kuin wrapper (80–85 

%). Palkki on ainoa rakennetyyppi, jossa tämä tapahtui. Kimi-k2 saavutti 100 %:n kes-

kiarvon ja 100 % täydellisiä ajoja scratch-menetelmässä molemmilla kielillä. Llama-4-

scout (99–100 %) ja llama-4-maverick (91–98 %) suoriutuivat niin ikään erinomaisesti. 

Qwen3-32b jäi heikoimmaksi scratch-menetelmässä (75–77 %, noin 21–23 % fail). 

Wrapper-menetelmässä pistejakauma oli kaksihuippuinen. Llama-4-maverickin tulos 

(44,8 % EN, 61,0 % FI) laski koko menetelmän keskiarvoa. Gpt-oss-safeguard saavutti 

wrapper-menetelmässä 95–99 % keskiarvon. Kielten välinen ero teräspalkille oli 1–5 

prosenttiyksikköä, ja suomenkielisellä kehotteella tulos oli hieman korkeampi molem-

missa moodeissa. 

Taulukossa 10 eritellään mallikohtaiset tulokset molemmissa moodeissa. Huomionar-

voista on erityisesti mallien välinen hajonta wrapper-menetelmässä. 
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Taulukko 10. Teräspalkki: mallikohtaiset tulokset wrapper- ja scratch-menetelmissä. 
Avg = keskiarvo, 100 % = täydellisten ajojen osuus, 0 % (fail) = kokonaan epäonnistu-
neiden osuus. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

4.4 Teräskehä 

Teräskehä on 4-kerroksinen runkokehä, jossa 5 kenttää vierekkäin (h =3 m L= 7 m), 

pilarit HEA 240 (jäykkäkiinnitys), palkit IPE 400, kuorma 20 kN/m, tuulikuorma 3 kN/m 

vasemmalla sivulla. Wrapper-esimerkin koodi on 10–12 riviä (raami_frame_genera-

tor_BW). Scratch-esimerkin koodi on yli 60 riviä sisältäen 30 solmupistettä, 24 pilaria, 20 

palkkia, 6 tukea ja useita kymmeniä kuormalinjoja. Kuvassa 16 histogrammin tolpat esit-

tävät kunkin mallimenetelmän maksimipistettä ja yksittäiset mustat pisteet kuvaavat eril-

liset ajot. 

Malli Mene-
telmä Kieli Avg 100 % 0 % (fail) 

kimi-k2 
Wrapper 

EN 93,0 % 93,0 % 7,0 % 
FI 93,0 % 80,0 % 6,0 % 

Scratch 
EN 100,0 % 100,0 % 0,0 % 
FI 100,0 % 100,0 % 0,0 % 

llama-4-
maverick 

Wrapper 
EN 44,8 % 42,0 % 55,0 % 
FI 61,0 % 61,0 % 39,0 % 

Scratch 
EN 91,0 % 91,0 % 9,0 % 
FI 98,0 % 98,0 % 2,0 % 

qwen3-
32b 

Wrapper 
EN 80,7 % 59,0 % 16,0 % 
FI 75,9 % 55,0 % 19,0 % 

Scratch 
EN 76,9 % 72,0 % 21,0 % 
FI 75,2 % 71,0 % 23,0 % 

llama-4-
scout 

Wrapper 
EN 83,8 % 47,0 % 13,0 % 
FI 94,9 % 31,0 % 1,0 % 

Scratch 
EN 99,0 % 99,0 % 1,0 % 
FI 100,0 % 100,0 % 0,0 % 

gpt-oss-
safe-
guard 

Wrapper 
EN 95,0 % 77,0 % 4,0 % 
FI 99,3 % 87,0 % 0,0 % 

Scratch 
EN 95,0 % 95,0 % 5,0 % 
FI 92,7 % 63,0 % 4,0 % 
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Kuva 16. Teräskehän tulokset menetelmäkohtaisesti ja kielikohtaisesti. Tolpat esittä-
vät maksimituloksen, pisteet yksittäisiä ajoja (N = 100 per tolppa, yhteensä N = 2 000). 

4.4.1 Wrapper-menetelmä 
 

Kehän wrapper-menetelmän tulokset esitetään tässä mallikohtaisesti. Wrapper tuotti 

89,1–91,4 % keskiarvon, 100 % mediaanin ja 88,0–91,0 % täydellisiä ajoja. Kimi-k2 saa-

vutti täydellisen tuloksen (100 % avg, 100 % täydellisiä ajoja, 0 % fail) molemmilla kielillä. 

Llama-4-scout (92–100 %) ja qwen3-32b (82–91 %) suoriutuivat hyvin. Llama-4-mave-

rick (77–89 %) jäi heikoimmaksi wrapper-menetelmässä. FI-kehote (91,4 %) tuotti hie-

man paremman tuloksen kuin EN (89,1 %). 

4.4.2 Scratch-menetelmä 

Kehän scratch-menetelmä tuotti tutkimuksen heikoimmat kokonaistulokset: 17,8 % (EN) 

ja 17,1 % (FI) keskiarvo, 0 % mediaani ja 67–69 % ajoista sai nolla pistettä. 

Taulukossa 11 esitetään mallikohtainen erittely kehän scratch-menetelmässä, josta on 

nähtävissä mallien välinen vaihtelu epäonnistumisasteessa. 
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Taulukko 11. Teräskehä, scratch (scratch)- tulokset malleittain, englanninkielinen ke-
hote. 

Malli Kieli Avg 100 % 0 % (fail) 

kimi-k2-instruct-
0905 

EN 19,3 % 4,0 % 75,0 % 

llama-4-maverick-
17b-128e 

EN 24,1 % 0,0 % 48,0 % 

llama-4-scout-17b-
16e 

EN 35,9 % 0,0 % 35,0 % 

gpt-oss-safeguard-
20b 

EN 9,0 % 4,0 % 89,0 % 

qwen3-32b EN 0,8 % 0,0 % 99,0 % 
 

Qwen3-32b epäonnistui lähes 100 %:ssa ajoista (0,8 % keskiarvo, 99 % fail). Llama-4-

scout saavutti korkeimman keskiarvon (35,9 %) mutta ei yhtään täydellistä ajoa. Gpt-

oss-safeguard ja kimi-k2 tuottivat satunnaisia täydellisiä ajoja (4 %). 

 

4.5 Teräsristikko 

Teräsristikko on K-tyyppinen 24 metrin tasoristikko (korkeus päädyissä 1,5 m, keskellä 

2,5 m), kuormitus 25 kN/m yläpaarteella, S355, putkiprofiili. Wrapper-esimerkissä ristikko 

luodaan SlopedTruss()-luokalla ja generate_topology('K')-metodilla – noin 12 riviä. 

Scratch-esimerkissä jokainen solmupiste lasketaan numpy.linspace-interpolaatiolla, 

sauvaparit kootaan even/odd-indeksilistoista ja kuormat lisätään yläpaarteen jäsenille 

yksi kerrallaan. Kuvassa 17 histogrammin tolpat esittävät kunkin mallin ja menetelmän 

maksimipiste ja yksittäiset pisteet kuvaavat erillisiä ajoja. 
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Kuva 17. Teräsristikon tulokset menetelmäkohtaisesti ja kielikohtaisesti. Tolpat esit-
tävät maksimituloksen, pisteet yksittäisiä ajoja (N = 100 per tolppa, yhteensä N = 2 000). 

 

4.5.1 Wrapper-menetelmä 

Wrapper tuotti 82,8–86,4 % keskiarvon, 100 % mediaanin ja 81,2–85,6 % täydellisiä 

ajoja. 

Taulukossa 12 eritellään mallikohtaiset tulokset ristikon wrapper-menetelmässä sym-

metrian vuoksi kehän wrapper-tulosten (luku 4.4.1) kanssa. 

Taulukko 12. Teräsristikko, wrapper-menetelmä: mallikohtaiset tulokset. Avg = kes-
kiarvo, 100 % = täydellisten ajojen osuus, 0 % (fail) = kokonaan epäonnistuneiden osuus. 

Malli Kieli Avg 100 % 0 % (fail) 

kimi-k2-instruct-0905 
EN 95,2 % 92,0 % 0,0 % 
FI 99,4 % 99,0 % 0,0 % 

llama-4-maverick-17b-128e 
EN 82,2 % 78,0 % 1,0 % 
FI 92,5 % 89,0 % 0,0 % 

llama-4-scout-17b-16e 
EN 73,3 % 73,0 % 24,0 % 

FI 89,2 % 89,0 % 10,0 % 

gpt-oss-safeguard-20b 
EN 77,0 % 77,0 % 23,0 % 
FI 63,0 % 63,0 % 37,0 % 

qwen3-32b 
EN 86,1 % 86,0 % 13,0 % 
FI 88,0 % 88,0 % 12,0 % 
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4.5.2 Scratch-menetelmä 

Scratch tuotti 42,0 % (EN) ja 48,4 % (FI) keskiarvon. Englanninkielisen menetelmän me-

diaani oli 0 %, mutta suomenkielisen menetelmän mediaani nousi 68,1 %:iin. Ajoista 

36,8–39,4 % sai täydet pisteet. Taulukossa 13 esitetään mallikohtaiset scratch-tulokset 

ristikkorakenteelle. Taulukko sisältää molemmat kehotekielet, jotta kielen vaikutus on 

nähtävissä mallikohtaisesti. 

Taulukko 13. Teräsristikko scratch. Punaisella avg < 20 % tai fail > 70 %. 

Malli Kieli Avg 100 % 0 % (fail) 

kimi-k2-instruct-0905 EN 65,8 % 63,0 % 34,0 % 

kimi-k2-instruct-0905 FI 58,0 % 58,0 % 42,0 % 

llama-4-maverick-17b-128e EN 73,9 % 59,0 % 10,0 % 

llama-4-maverick-17b-128e FI 77,2 % 50,0 % 11,0 % 

llama-4-scout-17b-16e EN 0,0 % 0,0 % 100 % 

llama-4-scout-17b-16e FI 0,0 % 0,0 % 100 % 

gpt-oss-safeguard-20b EN 42,7 % 37,0 % 57,0 % 

gpt-oss-safeguard-20b FI 64,9 % 52,0 % 33,0 % 

qwen3-32b EN 27,4 % 25,0 % 72,0 % 

qwen3-32b FI 41,9 % 37,0 % 57,0 % 
 

 

Llama-4-maverick oli vahvin malli (73,9 % EN, 77,2 % FI) matalalla epäonnistumisas-

teella (10–11 %). Kimi-k2 suoriutui toiseksi parhaiten (58–66 %). Llama-4-scout epäon-

nistui täysin molemmilla kielillä (0 % kaikissa mittareissa). FI-kehotteella useiden mallien 

tulokset olivat korkeammat: gpt-oss-safeguard 42,7 %:sta 64,9 %:iin (+22,2 prosenttiyk-

sikköä) ja qwen3-32b 27,4 %:sta 41,9 %:iin (+14,5 prosenttiyksikköä). 

4.6 Alakategorioiden analyysi 

Pisteytys jakautuu seuraaviin elementtikategorioihin: solmupisteet (painokerroin 0,2), 

sauvat (0,3), tuet (0,1), kuormat (0,3) ja poikkileikkaukset (0,1). Kielet on yhdistetty (EN 

+ FI). Taulukko 14 erittelee kategoriakohtaiset pisteet rakenteittain ja menetelmittäin, 

jotta mahdolliset yksittäiset pullonkaulakategoriat ovat tunnistettavissa. 
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Taulukko 14. Kategoriapisteet (%) rakenteittain ja menetelmittäin. Punaisella < 10 %. 

Rakenne / Mene-
telmä 

Solmut Sauvat Tuet Kuormat Poikkileik-
kaus 

Palkki / Wrapper 84,0 % 84,0 % 72,3 % 81,7 % 84,0 % 

Palkki / Scratch 93,5 % 93,5 % 90,2 % 92,2 % 93,5 % 

Kehä / Wrapper 89,7 % 89,7 % 89,8 % 89,5 % 95,5 % 

Kehä / Scratch 31,9 % 17,2 % 19,8 % 6,4 % 20,6 % 

Ristikko / Wrapper 85,1 % 83,9 % 88,0 % 83,4 % 85,9 % 

Ristikko / Scratch 46,6 % 45,4 % 48,4 % 41,9 % 48,2 % 
 

Kehan scratch-menetelmässä kuormat-kategoria jäi 6,4 %:iin, mikä on aineiston matalin 

kategoria-arvo. Seuraavaksi matalin kategoria oli sauvat (17,2 %). Wrapper-menetel-

mässä kategorioiden väliset erot olivat 72–96 % kaikilla rakenteilla. 

4.7 Ablaation tutkimuksen tulokset 

Ablaatiotutkimuksen koeasetelma on kuvattu luvussa 3.6. Taulukossa 15 esitetään kol-

men koeasetelman tulokset rinnakkain, jotta ristikkoesimerkin ja API-syntaksiohjeen vai-

kutus on suoraan vertailtavissa. Keskeinen vertailuakseli on epäonnistumisasteen (0 % 

fail) muutos ehtojen välillä. 

Taulukko 15. Esimerkin ja API-syntaksiohjeen vaikutus suorituskykyyn. kimi-k2, te-
räsristikko, scratch EN, 100 ajoa kussakin ehdossa. 

Ajo Keskim. Mediaani 100 % 0 % 
(fail) 

Ristikkoesimerkki mukana 65,8 % 100,0 % 63,0 % 34,0 % 

Ristikkoesimerkki poistettu 5,5 % 0,0 % 4,0 % 94,0 % 

Ristikkoesimerkki poistettu + Lisätty 
API -syntaksiohje 

94,9% 100,0% 92,0% 5,0% 

 

Teräsristikkoesimerkin poistaminen laski keskiarvon 65,8 %:sta 5,5 %:iin (−60,3 prosent-

tiyksikköä) ja epäonnistumisaste nousi 34,0 %:sta 94,0 %:iin. Mediaani putosi 100 %:sta 

nollaan. 

Kolmas ehto ristikkoesimerkki poistettu, tekstimuotoinen API-syntaksiohje lisätty tuotti 

keskiarvon 94,9 %, mediaanin 100 %, täydellisiä ajoja 92 % ja epäonnistumisasteen 5 

%. Tulos ylittää alkuperäisen (65,8 %) 29,1 prosenttiyksiköllä. 
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4.7.1 Epäonnistumisten ajojen jakauma 

Ristikkoesimerkki poistettu -konfiguraatiossa kaikki 94 epäonnistunutta ajoa kaatuivat 

suoritusaikaiseen virheeseen ennen pisteytystä. Pistejakauma oli lähes kaksijakoinen, 

94 ajoa sai 0 %, 4 ajoa 100 % ja 2 ajoa 75 %. Virhetyypit jakautuivat dict-slicing-virhee-

seen (f.members[:6]), jota esiintyi 76 ajossa (76 %) ja tuntemattomiin tukityyppeihin, joita 

esiintyi 16 ajossa (16 %). 

4.8 Tilastollinen kielianalyysi 

Koko aineistossa (n = 3 000 per kieli) englanninkielinen kehote tuotti keskiarvon 67,3 % 

ja suomenkielinen 70,2 %, eli suomenkielinen kehote oli 2,9 prosenttiyksikköä korke-

ampi. Mann-Whitney U -testi, joka soveltuu tähän ei-normaalisti jakautuneeseen aineis-

toon, ei osoita tilastollisesti merkitsevää eroa (U = 4 424 602, p = 0,197). Welchin t-testi 

antaa sen sijaan tilastollisesti merkitsevän (<0,05) p-arvon 0,010. Tilastollisesti merkit-

sevä tulos selittynee jälkimmäisessä suurella otoskoolla: kun otos on tuhansia havain-

toja, testi havaitsee merkitsevänä myös käytännössä mitättömän eron.  

Luotettavampana mittarina eron todellisesta suuruudesta voidaan pitää efektikokoa, joka 

tässä on merkityksetön (Cohenin d = −0,067, kun jo arvoa 0,2 pidetään pienenä vaiku-

tuksena). Kielen vaikutus on siis käytännössä olematon, vaikka t-testi sen muodollisesti 

merkitseväksi osoittaakin. Taulukossa 16 kieliero eritellään mallikohtaisesti tilastollisine 

tunnuslukuineen.  

Taulukko 16. Mallikohtaiset kielierot (EN vs. FI). Ero (pp) = prosenttiyksikköero (ne-
gatiivinen arvo = FI korkeampi). Mann-Whitney p = tilastollisen testin p-arvo. Cohenin d 
= efektikoko. 

Malli EN kes-
kim. 

FI keskim. Ero 
(pp) 

Mann-Whitney 
p 

Cohenin d 

kimi-k2 78,9 % 78,4 % +0,5 0,405 0,013 
llama-4-maverick 65,6 % 74,7 % −9,2 0,001 −0,220 
qwen3-32b 60,6 % 60,7 % −0,2 0,929 −0,003 
llama-4-scout 64,1 % 67,0 % −2,9 0,334 −0,066 
gpt-oss-safe-

guard 
67,2 % 70,3 % −3,1 0,686 −0,068 

 



53 
 

Neljällä viidestä mallista (kimi-k2, qwen3-32b, llama-4-scout, gpt-oss-safeguard) englan-

nin ja suomen välinen ero on 0,2–3,1 prosenttiyksikköä eivätkä erot ole tilastollisesti mer-

kitseviä (p = 0,33–0,93). Llama-4-maverick on ainoa malli, jolla suomi tuotti tilastollisesti 

merkitsevästi paremman tuloksen, 9,2 prosenttiyksikköä (p = 0,001, Cohenin d = −0,22). 

Tulos säilyy merkitsevänä myös Bonferroni-korjauksen jälkeen (p = 0,007). Ero selittyy 

pääosin wrapper-menetelmällä (80,8 % vs. 68,1 %, p = 0,0002). Taulukossa 17 eritellään 

kieliero malli- ja menetelmätasolla, jotta voidaan paikantaa, missä konfiguraatiossa kie-

len vaikutus ilmenee. 

 

Taulukko 17. Mallien kielelliset tulokset.  

Malli   Menetelmä EN FI Ero (pp) p-arvo d 

kimi-k2  
 wrapper 96,10 % 97,50 % −1,4 0,351 −0,09 
 scratch 61,70 % 59,30 % 2,40 % 0,484 0,05 

maverick  
 wrapper 68,10 % 80,80 % −12,7 0 −0,31 
 scratch 63,00 % 68,60 % −5,6 0,33 −0,14 

qwen3-32b  
 wrapper 86,10 % 82,10 % 4,00 % 0,267 0,12 
 scratch 35,10 % 39,40 % −4,3 0,266 −0,09 

scout  
 wrapper 83,10 % 94,70 % −11,6 0,063 −0,40 
 scratch 45,00 % 39,30 % 5,70 % 0,222 0,13 

safeguard  
 wrapper 85,50 % 82,60 % 2,90 % 0,601 0,08 

 scratch 48,90 % 58,00 % −9,1 0,463 −0,19 
 

Mallien sisäinen run-to-run-keskihajonta samassa asetelmassa oli tyypillisesti 17–33 

prosenttiyksikköä, kun kielen vaikutus oli 0–9 prosenttiyksikköä. 
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5. POHDINTA 

5.1 Tutkimuskysymyksiin vastaaminen 

 

Tulokset osoittivat, että suurten kielimallien koodigenerointi on teknisesti mahdollista yh-

distää Metku-kirjaston FEM-laskentaan siten, että 2D-teräsrakenteiden elementtimene-

telmämallit voidaan luoda luonnollisen kielen kuvauksesta niin, että generoidut rakenne-

malli vastaavat komponenteiltaan (solmut, sauvat, tuet, kuormat ja poikkileikkaukset) 

vertailumallia toistettavasti. Luvun seuraavissa kappaleissa käydään tarkemmin läpi tu-

losten laatuun vaikuttavia tekijöitä ja mahdollisia virhelähteitä. 

Wrapper-menetelmä tuotti korkean keskiarvon kaikilla rakenteilla (luku 4.1), ja LLM-infe-

renssi kesti Groq-rajapinnalla tyypillisesti vain muutamia sekunteja per rakenne. Scratch-

menetelmä ylitti wrapperin yksinkertaisella teräspalkilla (luku 4.3), mutta romahti moni-

mutkaisilla rakenteilla (luvut 4.4–4.5). Virheet olivat pääosin API-spesifisiä eivätkä raken-

netekniikkaan liittyviä. Juurisyyanalyysi tunnisti sanakirjan väärän iteroinnin, hallusi-

noidut tukityyppinimet ja kelpaamattomat LineLoad-argumentit (luku 4.7.1). Ablaatiotut-

kimus osoitti, että rakennekohtainen few-shot-esimerkki on välttämätön, mutta pelkkä 

API-syntaksiohje riitti palauttamaan korkean suorituskyvyn (luku 4.7). Virheanalyysi ko-

rostaa samassa linjassa aiemman tutkimustiedon kanssa, että insinöörin on aina tarkis-

tettava generoitu malli (Baker, Rafferty ja Price, 2025; Xie, Mei ja Chui, 2025). 

5.2 Wrapper – ja scratch- menetelmien arviointi 

Wrapper-menetelmän syntyhistoria valaisee laajemmin kielimallien kehityksen vauhtia. 

Vuosina 2023–2024 tutkimuksen alkuvaiheessa käytössä oli avoimeen lähdekoodiin pe-

rustuva Mixtral-malli (noin 32 miljardia parametria), jolla scratch-menetelmä epäonnistui 

käytännössä aina ja malli tuotti syntaksivirheellisen koodin lähes jokaisella ajokerralla. 

Ainoa toimiva lähestymistapa oli kapseloida rakenteen luominen valmiisiin funktioihin, 

joiden kutsusyntaksi oli riittävän lyhyt ja selkeä mallin generoitavaksi. Wrapper-mene-

telmä toimi tuolloin yllättävän hyvin juuri siksi, että kielimallin tarvitsi oppia ainoastaan 

funktion nimi ja muutama parametri eikä monimutkaista API-sekvenssiä. Nykyisten mal-

lien koodigeneroinnin laatu on parantunut huomattavasti ja myös avoimen lähdekoodin 

malleilla saadaan scratch-menetelmällä kohtuullisia tuloksia yksinkertaisilla rakenteilla, 

mitä ei olisi voitu kuvitellakaan kaksi vuotta sitten. 
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Scratch-menetelmä edustaa kuitenkin pidemmän aikavälin kehityssuuntaa. Wrapper on 

luotettava mutta jäykkä, koska se rajoittaa mallinnuksen niihin rakennetyyppeihin, joille 

on ohjelmoitu valmis funktio. Scratch-menetelmä mahdollistaa periaatteessa minkä ta-

hansa rakenteen luomisen suoraan luonnollisesta kielestä, mikä on lopullinen tavoite. 

Tämän tutkimuksen tulokset osoittavat, ettei kyseinen tavoite ole vielä saavutettavissa 

avoimilla malleilla ilman lisätukea, mutta suunta on selvä. Kaupallisten huippumallien, 

kuten Anthropicin Claude Opus 4.6:n vähentäisi syntaksihallusinaatioita merkittävästi ja 

mahdollistaisi scratch-generoinnin myös monimutkaisille rakenteille. Tätä ei kuitenkaan 

testattu tässä tutkimuksessa systemaattisesti Groq-rajapinnan mallitarjonnan vuoksi. 

Opus 4.6:lla tehtiin muutamia yksittäisiä ajoja, jotka eivät muodosta tilastollisesti merkit-

tävää otosta suorien johtopäätösten tekemiseksi, mutta jo näiden muutamien esimerk-

kien perusteella voidaan havaita, että scratch-menetelmä tuottaa yllättävän hyviä tulok-

sia kyseisellä mallilla. 

Wrapper- ja scratch-menetelmien välinen ero on tutkimuksen keskeisin rakenteellinen 

havainto. Wrapper kapseloi rakenteen monimutkaisuuden valmiisiin funktioihin ja tasoit-

taa mallien välisiä eroja, kun taas scratch paljastaa mallien todellisen koodigeneroinnin 

kyvykkyyden. Havainto on linjassa (Geng ym., 2025) tuloksen kanssa, jonka mukaan 

geometrisen päättelyn erottaminen koodin generoinnista parantaa luotettavuutta. 

Palkki on ainoa rakennetyyppi, jossa scratch ylitti wrapperin. Tämä selittynee sillä, että 

palkin Raami-komentosarja on lyhyt (noin 20 riviä) ja toisaalta sillä, että palkkirakenteen 

koodaus esiintyy yleisesti kielimallien esikoulutusdatassa. Kehän ja ristikon osalta wrap-

per-menetelmän ylivertaisuus on selkeä ja ero scratch-menetelmään oli kehällä yli 70 

prosenttiyksikköä. 

Kehän scratch-menetelmä oli tutkimuksen heikoin konfiguraatio, vaikka ristikko on ra-

kenteellisesti monimutkaisempi. Ristikon scratch-tulokset ovat kehää parempia, mikä se-

littynee sillä, että ristikon kehotteet sisältävät eksplisiittiset solmukoordinaatit ja sauva-

kytkennät (luku 3.3.6), kun taas kehän kehotteessa kielimallin on pääteltävä koko 30 

solmupisteen ja 44 sauvan geometria itsenäisesti. Nämä tulokset viittaavat siihen, että 

kehotteen informaatiosisällöllä on merkittävä vaikutus. 

 

5.3 Mallien välisten erojen arviointi 

Kimi-k2:n ylivertaisuus wrapper-menetelmässä viittaa siihen, että malli hallitsee funk-

tiokutsusyntaksin erityisen hyvin. Llama-4-maverickin vahvuus scratch-menetelmässä 

puolestaan viittaa hyvän yleiseen koodigeneroinnin kykyyn ilman valmiita apufunktioita. 
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Mallien järjestyksen muuttuminen menetelmien välillä osoittaa, että mallien kyvykkyydet 

ovat erilaisia ja menetelmän valinta vaikuttaa siihen, mikä malli suoriutuu parhaiten. 

Llama-4-scoutin täydellinen epäonnistuminen ristikon scratch-menetelmässä (0 % kai-

kissa mittareissa) viittaa siihen, että mallin koodigeneroinnin kyvykkyys ei riitä monimut-

kaisen Raami-komentosarjan tuottamiseen, vaikka malli suoriutui hyvin wrapper-mene-

telmässä. 

Käytännön sovelluksissa mallien valinta tulisi suhteuttaa tehtävän monimutkaisuuteen. 

Yksinkertaiselle teräspalkille riittää edullinen ja nopea avoimeen lähdekoodiin perustuva 

malli, kuten tulokset osoittavat, useat mallit saavuttivat yli 90 %:n tarkkuuden tällä raken-

teella. Sen sijaan monimutkaisen teräskehän tai ristikon scratch-generoinnissa mallien 

väliset erot kärjistyvät, ja tuotantokäytössä olisi perusteltua valita kalliimpi mutta kyvyk-

käämpi malli. Tämä viittaa tilanteeseen, jossa järjestelmä voisi adaptiivisesti valita mallin 

rakenteen monimutkaisuuden perusteella, jossa yksinkertaisille rakenteille käytettäisiin 

kustannustehokasta mallia ja vaativammille rakenteille paremmin suoriutuvaa mallia. 

Tällainen porrastettu lähestymistapa optimoisi sekä kustannuksia että tuloksen laatua. 

5.4 Kehotekielen arviointi 

Tokenisaatioperusteinen ennakko-oletus (luku 2.5.4) oli, että englanninkielinen kehote 

tuottaisi suomenkielistä paremman tuloksen. Tilastollinen analyysi (luku 4.8) osoittaa 

kuitenkin yhdensuuntaisesti, että kehotekielen vaikutus on käytännössä merkityksetön: 

Mann-Whitney U -testi ei havaitse merkitsevää eroa, efektikoko on mitätön (Cohenin d = 

−0,067), ja mallien sisäinen ajojen välinen vaihtelu (tyypillisesti 17–33 prosenttiyksikköä) 

on moninkertainen suhteessa kielieroon (0–9 prosenttiyksikköä). Vaikka Welchin t-testi 

antaa muodollisesti merkitsevän p-arvon, tämä selittynee suurella otoskoolla eikä 

todellisella käytännön erolla. Stokastinen vaihtelu siis dominoi tulosvaihtelua, ei kielen 

valinta. 

Neljällä viidestä mallista kokonaiskeskiarvojen ero kielten välillä oli pieni eikä 

tilastollisesti merkitsevä. Selkein poikkeus on llama-4-maverick, jolla suomi tuotti 9,2 

prosenttiyksikköä paremman tuloksen (p = 0,001, Cohenin d = −0,22), ja ero paikantuu 

pääosin wrapper-moodiin. Menetelmätasolla esiin nousee myös toinen suurehko 

kieliero: llama-4-scoutin wrapper-moodissa suomi oli 11,6 prosenttiyksikköä englantia 

parempi (p = 0,063, Cohenin d = −0,40), joskaan ero ei aivan yllä merkitsevyysrajalle. 

Nämä yksittäiset poikkeukset eivät kuitenkaan muuta kokonaiskuvaa, jossa kielen 

vaikutus jää aineiston tasolla merkityksettömäksi. 
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Käytännössä kehotteen kielivaikutus on todennäköisesti pieni siksi, että esimerkkikoodit 

ovat pääosin englanninkielistä Python-koodia funktionimineen ja muuttujineen. Vaikka 

käyttäjän kehote olisi suomeksi, mallin generoima koodi on aina englanninkielistä 

Pythonia. Suomenkielinen kehote vaikuttaa siis lähinnä siihen, miten malli tulkitsee 

rakenteen sanallisen kuvauksen, eikä siihen, millä kielellä varsinainen koodi tuotetaan. 

Koodin osuus sekä kehotteesta että vastauksesta on hallitseva, ja luonnollisen kielen 

osuus jää suhteellisen pieneksi, mikä selittää, miksi kieliero on niin marginaalinen. 

Suomenkielisten kehotteiden toimivuus on käytännön kannalta merkittävä havainto: 

suomalaiset rakennesuunnittelijat voivat käyttää Aisteel-sovellusta äidinkielellään ilman, 

että tulokset heikkenevät, mikä madaltanee käyttöönottokynnystä. 

5.5 Ablaatiotutkimuksen arviointi  

Ablaatiotutkimuksen tulokset (luku 4.7) tarjoavat keskeistä näyttöä few-shot-esimerkkien 

roolista. Ristikkoesimerkin poistaminen romahdutti suorituskyvyn (65,8 % → 5,5 %), 

mikä vahvistaa, että muiden rakenteiden esimerkit eivät riitä siirtämään tietoa ristikkora-

kenteen spesifiseen API-syntaksiin. 

Kolmannen ehdon tulos (94,9 %) on vielä merkittävämpi, ja osoittaa, että ongelman ydin 

ei ole ristikkorakenteen logiikan ymmärryksen puute vaan konkreettisen kirjaston API-

dokumentaation puute. Havainto on linjassa Liu ym. (2025) tuloksen kanssa, jossa funk-

tioiden käyttöohjeet todettiin keskeisimmäksi tekijäksi agentin suorituskyvylle. Käytän-

nön johtopäätöksenä few-shot-listassa tulisi olla esimerkki jokaisesta rakenne tyypistä 

tai vaihtoehtoisesti tarkka tekstimuotoinen API-syntaksiohje. 

Syntaksirikkonaisen koodin taustalla toistuivat f.members-objektin vaara iterointilistana, 

vaikka se on sanakirja (dict), hallusinoidut tukityyppinimet kuten RollerSupportX (Raami-

kirjaston todelliset tukiluokat ovat FixedSupport, XYHingedSupport ja YHingedSupport) 

ja LineLoad- konstruktorin epäkelvot avainsana-argumentit. Virheet ovat luonteeltaan 

API-spesifisiä, eli malli ymmärsi mitä pitää laskea, mutta ei sitä, miten kirjaston rajapintaa 

kutsutaan 

5.6 Tulosten vertailu aiempaan kirjallisuuteen 

Tulokset ovat pääosin yhdenmukaisia aiemman kirjallisuuden kanssa, mutta mallien va-

linta tuo esiin merkittävän eron. (Liang, Kalaleh ja Mei, 2025) raportoivat, että GPT-4o 

saavutti 100 %:n tarkkuuden, kun taas Llama-3.3 ylsi vain 30 %:iin. Tämän tutkimuksen 

avoimen lähdekoodin mallit (60,6–78,6 %) asettuvat näihin lukuihin nähden odotetusti 
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alemmaksi, mikä viittaa siihen, että mallien suorituskykyero voi olla vielä suurempi kau-

pallisten ja avointen mallien välillä. Liu ym. ( 2025) osoittivat, että kokonaiset esimerkit 

ja funktioiden käyttöohjeet olivat keskeisimmät tekijät agentin suorituskyvylle. Tämän tut-

kimuksen ablaatiotulokset vahvistavat havainnon ja antoivat viitettä siitä, että pelkkä 

tekstimuotoinen API-dokumentaatio riitti korvaamaan rakennekohtaisen esimerkin. 

Geng ym. (2025) havaitsivat, että geometrisen päättelyn ja koodin generoinnin yhdistä-

minen yhteen agenttiin johti systemaattisesti virheellisiin tuloksiin. Wrapper- ja scratch-

menetelmien välinen ero tukee tätä havaintoa. Kun rakenteen monimutkaisuus kapse-

loidaan valmiisiin funktioihin (wrapper), mallien suorituskyky paranee huomattavasti ver-

rattuna tilanteeseen, jossa malli tuottaa koko sekvenssin itsenäisesti (scratch). Keskei-

nen ero Geng ym. tutkimukseen on, että tässä työssä erottelu tehtiin kehotetasolla eikä 

erillisillä agenttimoduleilla. Baker, Rafferty ja Price (2025) päättelivät, että kielimallit toi-

mivat tällä hetkellä parhaiten insinöörien apuvälineinä eivätkä itsenäisinä suunnitteli-

joina. Tämän tutkimuksen tulokset tukevat johtopäätöstä. Kehän scratch-menetelmän 

lähes 70 %:n epäonnistumisaste osoittaa, ettei nykymalleihin voi luottaa itsenäisinä ra-

kennesuunnittelijoina ilman apufunktioita tai kohdennettua dokumentaatiota. 

 

5.7 Tutkimuksen rajoitukset 

Tutkimus keskittyi kolmeen yksinkertaistettuun 2D-teräsrakenteeseen (teräspalkki, te-

räskehä, teräsristikko, ks. luku 3.1), joissa ei huomioitu liitosten yksityiskohtia tai 3D-

geometriaa. Tuloksia ei siksi voi suoraan yleistää monimutkaisempiin tuotannollisiin ra-

kenteisiin. 

Kaikki mallit ajettiin pelkästään inferenssivaiheessa ilman hienosäätöä tai agenttiraken-

netta, jolloin few-shot-esimerkit olivat ainoa ohjauskeino. Wrapper-menetelmä on sidottu 

aisteel.fem-kirjaston valmiisiin funktioihin (ks. luku 3.3.4), eikä sillä voi mallintaa raken-

teita ilman vastaavaa apufunktiota. Scratch-menetelmä on puolestaan herkkä syntaksi-

virheille pitkien koodisekvenssien vuoksi (ks. luku 3.3.5). 

Kehitetty pisteytysmenetelmä (ks. luku 3.4) kattaa kaikki FEM-mallin keskeiset kom-

ponentit: solmupisteet, sauvat, tuennat, kuormat ja poikkileikkaukset. Täysi pistemäärä 

(100 %) vastaa täydellisesti vertailumallia näiden komponenttien osalta. Menetelmän ra-

joituksena on, että sauvojen kytkentätyyppi solmupisteissä ei sisälly pisteytykseen. 

Tämä tarkoittaa, että korkea pistemäärä takaa rakenteen topologisen ja geometrisen 

vastaavuuden vertailumalliin, mutta ei poissulje mahdollisia eroja sauvojen kytkentätyy-

peissä, jotka vaikuttavat rakenteen mekaaniseen käyttäytymiseen. 
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Groq-rajapinnan 4 096 tokenin rajoite esti laajojen few-shot-listojen käytön. Wrapper-

menetelmässä voitiin käyttää enintään 13 esimerkkiä ja scratch-menetelmässä vain 6. 

Rajapinnan mallitarjonta rajoitti vertailun avoimen lähdekoodin malleihin, eikä kaupallisia 

huippumalleja (GPT-4o, Claude 4.6 Opus, Gemini 2.5 Pro) testattu, vaikka kirjallisuus 

viittaa niiden parempaan suorituskykyyn vastaavissa tehtävissä (ks. luku 2). Nämä rajoi-

tukset kuvaavat parasta saavutettavissa olevaa suorituskykyä nykyisillä avoimen lähde-

koodin malleilla ja yhden tai muutaman esimerkin koodigeneroinnilla rajatulla esimerkki-

määrällä. 

 

5.8 Jatkokehitys 

Tutkimuksen tunnistamiin pullonkauloihin (few-shot-riippuvuus, yksittäisen generointi-

kerran virheherkyys, kirjaston API-syntaksin tuntemuksen puute) kohdistuu useita lupaa-

via jatkokehityssuuntia. 

Hienosäätö Metku-spesifisellä datalla siirtäisi domain-tiedon mallin parametreihin, jolloin 

few-shot-esimerkkejä ei tarvitsisi kuljettaa jokaisessa kutsussa. (Geng ym., 2025; Liu 

ym., 2025) ovat osoittaneet vastaavan lähestymistavan tehokkuuden OpenSeesPy-kon-

tekstissa.  

Agenttipohjainen arkkitehtuuri, jossa kielimalli saa virheilmoituksen takaisin ja korjaa 

koodiaan iteratiivisesti, parantaisi todennäköisesti erityisesti scratch-menetelmän tulok-

sia. Kuormien erottaminen omaksi agenttiaskeleekseen olisi erityisen perusteltua kuor-

mat-kategorian heikon tuloksen perusteella (luku 4.6). Laajennukset 3D-rakenteisiin, lii-

tosten mitoitukseen ja optimoinnin automatisointiin ovat luontevia seuraavia askeleita. 

Jatkotutkimuksessa olisi myös arvokasta sisällyttää vertailuun kaupallisia huippumalleja 

(Liang, Kalaleh ja Mei, 2025; Liang ym., 2025). 
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6. YHTEENVETO 

Suurten kielimallien nopea kehitys on avannut uusia mahdollisuuksia rakennusteollisuu-

den suunnitteluprosessien automatisointiin. Tässä diplomityössä tutkittiin, voidaanko kie-

limallipohjaista koodigenerointia hyödyntää 2D-teräsrakenteiden elementtimenetelmä-

mallien (FEM) automaattisessa luomisessa. FEM-mallien luominen on perinteisesti vaa-

tinut graafisen käyttöliittymän käyttöä tai manuaalista ohjelmointia. 

Työssä kehitettiin Python-pohjainen Aisteel-sovellus, joka yhdistää kielimallien koodi-

generoinnin Metku-kirjaston FEM-laskentaan. Sovellus muuntaa käyttäjän luonnollisen 

kielen kuvauksen suoritettavaksi Python-koodiksi few-shot-oppimisella ilman mallin hie-

nosäätöä. Testaus toteutettiin Groq-rajapinnalla viidellä kielimallilla ja kolmella teräsra-

kenteella (palkki, 4-kerroksinen kehä, K-tyyppinen ristikko) käyttäen kahta generointime-

netelmällä, wrapper (valmiit apufunktiot) ja scratch (täysi Raami-komentosarja). Kehote-

kielenä käytettiin suomea ja englantia, yhteensä 6 000 ajolla. 

Wrapper-menetelmä tuotti luotettavia tuloksia kaikilla rakenteilla (keskiarvo 80–91 %, 

mediaani usein 100 %). Yksinkertaisella teräspalkilla scratch-menetelmä ylitti wrapperin 

(92–93 %), mutta monimutkaisemmilla rakenteilla suorituskyky laski: teräskehällä kes-

kiarvo jäi noin 17 %:iin ja lähes 70 % ajoista epäonnistui kokonaan, teräsristikolla kes-

kiarvo oli 42–48 %. Kuormien generointi osoittautui vaikeimmaksi elementtikategoriaksi 

(kehän scratch-menetelmässä vain 6,4 %). Mallien väliset erot olivat merkittäviä. Kimi-

k2 hallitsi wrapper-menetelmän (96,8 %), kun taas llama-4-maverick suoriutui parhaiten 

scratch-menetelmässä (65,8 %). Kehotekielen vaikutus oli pääsääntöisesti merkitykse-

tön, eikä suomenkielinen kehote heikentänyt tuloksia. Ablaatiotutkimus osoitti rakenne-

kohtaisen few-shot-esimerkin kriittisyyden. Esimerkin poistaminen laski suorituskyvyn 

65,8 %:sta 5,5 %:iin, mutta kohdennettu API-syntaksiohje palautti sen 94,9 %:iin. 

Tulokset osoittavat, että kielimallipohjainen FEM-mallinnus on teknisesti toteutettavissa. 

Groq-rajapinnalla yksittäinen generointi kesti tyypillisesti vain muutamia sekunteja. Tut-

kimuksen merkittävin löydös on, että pullonkaula ei ole rakenteellisen ymmärryksen 

puute vaan kirjastokohtaisen API-syntaksin tuntemuksen puute. Kun tämä korjataan 

kohdennetulla dokumentaatiolla, tulokset paranevat todennäköisesti merkittävästi. Tek-

nologia on kuitenkin vielä kehitysvaiheessa. Se toimii luotettavasti rajatuissa tehtävissä 

mutta edellyttää aina insinöörin aktiivista valvontaa, sillä pisteytys mittasi ainoastaan ra-
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kennemallin muotoa eikä mekaanista käyttäytymistä tai eurokoodin mukaisia turvalli-

suusmarginaaleja. Jatkokehityksen luontevimmat suunnat ovat Metku-spesifinen hieno-

säätö, agenttirakenteet iteratiivisella virhediagnostiikalla sekä laajennus 3D-rakenteisiin. 

 

 

 



62 
 

7. LÄHTEET 

Avila, Carlos, Ilbay et al. (2025). Human–AI Teaming in Structural Analysis: A Model Context 
Protocol Approach for Explainable and Accurate Generative AI. Buildings, 15(17), s. 
3190, doi:10.3390/buildings15173190. 

Baker, Christopher, Rafferty et al.  (2025). Large Language Models in Mechanical Engineering: 
A Scoping Review of Applications, Challenges, and Future Directions. Big Data and Cog-
nitive Computing, 9(12), s. 305, doi:10.3390/bdcc9120305. 

Bishop, Christopher M. (2006). Pattern recognition and machine learning. New York: Springer. 

Brown, Tom B., Mann et al. (2020). Language Models are Few-Shot Learners. 
http://arxiv.org/abs/2005.14165 [Viitattu: 2025-02-14]. 

Bulama Abubakar, Abdulmumini Imam Ibrahim, Muhammad Zaid Sagir et al.  (2025). Application 
of AI in the Construction Industry: A Systematic Review. International Journal of Latest 
Technology in Engineering Management & Applied Science, 14(12), s. 399–406, 
doi:10.51583/IJLTEMAS.2025.1412000035. 

Bycroft (2026). LLM Visualization. https://bbycroft.net/llm [Viitattu: 2026-01-28]. 

DeepSeek-AI, Aixin Liu, Bei Feng, et al. (2025). DeepSeek-V3 Technical Report, Versio. 
https://github.com/deepseek-ai/DeepSeek-V3. 

EN 1991-1-1 (2011). Eurokoodi 1. Rakenteiden kuormat osa 1-1. 

EN 1993-1-1 (2005). Eurokoodi 3. Teräsrakenteiden suunnittelu osa 1-1. 

Freeman, Brian, Kicklighter et al.  (2026). Toward Epistemic Stability: Engineering Consistent 
Procedures for Industrial LLM Hallucination Reduction. http://arxiv.org/abs/2603.10047 
[Viitattu: 2026-03-15]. 

Geng, Ziheng, Liu, et al.  (2025). A Lightweight Large Language Model-Based Multi-Agent System 
for 2D Frame Structural Analysis. http://arxiv.org/abs/2510.05414 [Viitattu: 2026-02-27]. 

Grattafiori, Aaron, Dubey et al. (2024). The Llama 3 Herd of Models. 
http://arxiv.org/abs/2407.21783 [Viitattu: 2025-02-12]. 

LeCun, Yann, Bengio, et al. (2015). Deep learning. Nature, 521(7553), s. 436–444, 
doi:10.1038/nature14539. 

Liang, Haoran, Kalaleh et al. (2025). Integrating Large Language Models for Automated Structural 
Analysis. http://arxiv.org/abs/2504.09754 [Viitattu: 2025-05-23]. 

Liang, Haoran, Zhou et al. (2025). Automating Structural Engineering Workflows with Large Lan-
guage Model Agents. http://arxiv.org/abs/2510.11004 [Viitattu: 2026-02-26]. 

Liu, Jiachen, Geng et al. (2025). A Large Language Model-Empowered Agent for Reliable and 
Robust Structural Analysis. http://arxiv.org/abs/2507.02938 [Viitattu: 2026-02-27]. 

Luukkonen (2023). Tekoäly tulee rakennusalalle. Rakennusteollisuus RT, 2023-06-07. 
https://rt.fi/tiedotteet-ja-uutiset/2023/06/tekoaly-tulee-rakennusalalle/ [Viitattu: 2026-01-
29]. 



63 
 

metku(2025). metku: Module for structural analysis and optimization, Versio 0.1.34 [OS Independ-
ent]. https://github.com/kuisidu/metku. 

 
Moselhy Bakr (2024). AI-ML-DML-GEN AI- LLM sorting according to prices. 

https://www.linkedin.com/pulse/ai-ml-dml-gen-ai-llm-sorting-according-prices-moselhy-
ibrahim-bakr-7mz2f [Viitattu: 2025-02-12]. 

Mucci (2024). The History of Artificial Intelligence | IBM. https://www.ibm.com/think/topics/history-
of-artificial-intelligence [Viitattu: 2026-01-27]. 

OpenAI (2022). Introducing ChatGPT. https://openai.com/index/chatgpt/ [Viitattu: 2026-01-29]. 

Ouyang, Long, Wu et al. (2022). Training language models to follow instructions with human 
feedback. http://arxiv.org/abs/2203.02155 [Viitattu: 2026-01-27]. 

Penedo, Guilherme, Malartic et al. (2023). The RefinedWeb Dataset for Falcon LLM: Outperform-
ing Curated Corpora with Web Data, and Web Data Only. http://arxiv.org/abs/2306.01116 
[Viitattu: 2026-03-11]. 

Python Software Foundation (2026). ast — Abstract Syntax Trees. Python documentation. 
https://docs.python.org/3/library/ast.html [Viitattu: 2025-02-12]. 

PyTorch developers (2026). Getting Started with Fully Sharded Data Parallel(FSDP) — PyTorch 
Tutorials 2.6.0+cu124 documentation. https://pytorch.org/tutorials/intermedi-
ate/FSDP_tutorial.html [Viitattu: 2025-03-14]. 

Radford, Alec, Wu et al. (2019). Language Models are Unsupervised Multitask Learners. 

Touvron, Hugo, Martin et al. (2023). Llama 2: Open Foundation and Fine-Tuned Chat Models. 
http://arxiv.org/abs/2307.09288 [Viitattu: 2026-01-27]. 

Vaswani, Ashish, Shazeer et al.  (2017). Attention Is All You Need. 
http://arxiv.org/abs/1706.03762 [Viitattu: 2026-01-27]. 

Wei, Jason, Wang et al. (2023). Chain-of-Thought Prompting Elicits Reasoning in Large Lan-
guage Models. http://arxiv.org/abs/2201.11903 [Viitattu: 2026-01-27]. 

Xie, Hao, Mei, Qipei ja Chui, Ying Hei (2025). AI applications for structural design automation. 
Automation in Construction, 179, s. 106496, doi:10.1016/j.autcon.2025.106496. 

  



64 
 

LIITE A: TESTIKEHOTTEET 

Ra-
kenne 

Mene-
telmä Kieli Kehote 

Palkki 
Wrap-
per 

Scratch 

EN 

Create steel beam: 
Cross-section: IPE 400 
Material: Steel S355, fy = 355 N/mm2 
Geometry: Span 10 m 
Load: Uniform line load 20 kN/m over the entire span 
SUPPORTS: 
Left end (node 1, x=0 mm): pinned support (prevents movement in x- and y-directions) 
Right end (node 2, x=10000 mm): roller support (prevents y-movement) 

FI 

Luo teräspalkki: 
Poikkileikkaus: IPE 400  
Materiaali: Teräs S355, fy = 355 N/mm2 
Geometria: Jänneväli 10 m 
Kuormitus: Tasainen viivakuorma 20 kN/m koko jännevälillä 
TUENTA: 
Vasen pää (x=0): niveltuki (estää liikkeen x- ja y-suunnassa) 
Oikea pää (x=10000): rullatuki (estää vain y-liikkeen) 

Kehä 
Wrap-
per 

Scratch 

EN 

Design a 4-story steel frame building in Python. 
 
The frame should have: 
- 4 stories, each story height exactly h=3000 mm 
- Total width of 35000 mm, divided into 5 equal spans/bays of exactly 7000 mm each 
- Columns: HEA 240 (S355 steel) 
- Beams: IPE 400 (S355 steel) 
- Bottom columns are fixed (rigid supports) 
- Floor load: uniform distributed load of exactly 20 kN/m downward on all horizontal 
beams 
- Wind load: horizontal distributed load of exactly 3 kN/m acting on the left side of the 
building 

FI 

Suunnittele 4-kerroksinen teräskehä rakennus Python-koodilla 
 
Kehän tulee olla: 
- 4 kerrosta, kunkin kerroksen korkeus tarkalleen h=3000 mm 
- Kokonaisleveys 35000 mm, jaettu 5 yhtä suureen jänneväliin tarkalleen 7000 mm 
- Pilarit: HEA 240 (teräs S355) 
- Palkit: IPE 400 (teräs S355) 
- Alapilarit jäykästi tuettuja (fixed supports) 
- Lattiakuorma: tasainen linjakuorma tarkalleen 20 kN/m alaspäin kaikilla vaakapal-
keilla 
- Tuulikuorma: vaakasuuntainen linjakuorma tarkalleen 3 kN/m rakennuksen vasem-
malla sivulla 

Ristikko Scratch EN 

Design steel truss: Steel truss (K-model) 
Span: 24000 mm 
Height at ends: 1500 mm 
Height in the middle: 2500 mm 
Cross-section: RHS series, S355 
Load: uniform line load -25 kN/m on the entire TopChord (snow) 
SUPPORTS: 
Left end (node 1, x=0): fixed hinge (prevents movement in x- and y-directions) 
Right end (node 7, x=24000): roller support (allows horizontal movement, prevents 
only y-movement) 
NODE POINTS (exactly these 13 points, always provide in the same order): 
(0, 0)         # left top end,        (4000, 333.333),          (8000, 666.667), (12000, 1000)   
# in the middle TopChord,   (16000, 666.667),   (20000, 333.333),   (24000, 0)      # 
right top end 
(2000, -1500)   # BottomChord,  (6000, -1500),  (10000, -1500),  (14000, -1500), 
(18000, -1500) 
(22000, -1500) 
MEMBERS (exactly these connections, always provide in the same order): 
TopChord: 1–2, 2–3, 3–4, 4–5, 5–6, 6–7 
BottomChord:8–9, 9–10, 10–11, 11–12, 12–13 
TrussBrace: 
8–1, 8–2, 9–2, 9–3, 10–3, 10–4, 11–4, 11–5, 12–5, 12–6, 13–6, 13–7 
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FI 

Luo teräsristikko:Teräsristikko (K-malli) 
Jänneväli: 24000 mm 
Korkeus päädyissä: 1500 mm, Korkeus keskellä: 2500 mm 
Poikkileikkas: RHS sarja, S355 
Kuormitus: tasainen viivakuorma -25 kN/m koko yläpaarteella (lumi) 
TUENTA: 
Vasen pää (solmu 1, x=0): kiinteä nivel (estää liikkeen x- ja y-suunnassa) 
Oikea pää (solmu 7, x=24000): rullatuki (sallii vaakaliikkeen, estää vain y-liikkeen) 
SOLMUPISTEET (täsmälleen nämä 13 pistettä, anna aina samassa järjestyksessä): 
(0, 0)         # vasen yläpää 
(4000, 333.333) 
(8000, 666.667) 
(12000, 1000)   # keskellä yläpaarre 
(16000, 666.667) 
(20000, 333.333) 
(24000, 0)      # oikea yläpää 
(2000, -1500)   # alapaarre 
(6000, -1500) 
(10000, -1500) 
(14000, -1500) 
(18000, -1500) 
(22000, -1500) 
SAUVAT (täsmälleen nämä yhteydet, anna aina samassa järjestyksessä): 
Yläpaarre: 1–2, 2–3, 3–4, 4–5, 5–6, 6–7 
Alapaarre: 8–9, 9–10, 10–11, 11–12, 12–13 
Pystysauvat ja vinot (K-malli): 8–1, 8–2, 9–2, 9–3, 10–3, 10–4, 11–4, 11–5, 12–5, 12–
6, 13–6, 13–7 

Wrap-
per 

EN 

Design steel truss: Steel truss (K-model) 
Span: 24000 mm 
Height at ends: 1500 mm Height in the middle: 2500 mm 
Cross-section: RHS series, S355 
Load: uniform line load -25 kN/m on the entire TopChord (snow) 
SUPPORTS: 
Left end ( x=0): fixed hinge (prevents movement in x- and y-directions) 
Right end ( x=24000): roller support (allows horizontal movement, prevents only y-
movement) 

FI 

Luo teräsristikko: Teräsristikko (K-malli) 
Jänneväli: 24000 mm 
Korkeus päädyissä: 1500 mm Korkeus keskellä: 2500 mm 
Poikkileikkas: RHS sarja, S355 
Kuormitus: tasainen viivakuorma -25 kN/m koko yläpaarteella (lumi) 
TUENTA: 
Vasen pää (x=0): kiinteä nivel (estää liikkeen x- ja y-suunnassa) 
Oikea pää (x=24000): rullatuki (sallii vaakaliikkeen, estää vain y-liikkeen) 
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LIITE B: API-SYNTAKSIOHJE 

 
RAAMI API SYNTAX NOTES (important — read before writing code): 
 
1. COLLECTIONS ARE DICTS, NOT LISTS 
   f.nodes, f.members, f.supports, f.load_cases, f.load_combs are all Python dicts 
keyed by integer. 
   - f.members[0] works (integer key lookup) 
   - f.members[:6] does NOT work (TypeError: unhashable type: 'slice') 
   - To iterate over the first N members, use: for i in range(N): f.members[i] 
   - To iterate over all members: for i in f.members: f.members[i] 
 
2. AVAILABLE SUPPORT TYPES (use only these exact class names): 
   - FixedSupport(node)        # fully fixed (x, y, rotation) 
   - XYHingedSupport(node)     # hinge: restrains x and y, allows rotation 
   - YHingedSupport(node)      # roller in x: restrains only y, allows x movement 
   - XHingedSupport(node)      # roller in y: restrains only x, allows y movement 
   Do NOT use RollerSupport, RollerSupportX, or any other names — they do not exist. 
 
3. LINELOAD SYNTAX 
   LineLoad(member, [q_start, q_end], direction, coord_sys='local', load_id=0, 
ltype='snow', name='Snow') 
   - member: a single member object, e.g. f.members[0] 
   - direction: 'x' or 'y' 
   - To apply load to multiple members, loop with integer keys: 
     for i in range(6): 
         f.add(LineLoad(f.members[i], [-25, -25], 'y', coord_sys='local', load_id=0, 
ltype='snow', name='Snow')) 
 
4. PLOT AND ANALYSIS METHODS 
   - f.plot(loads=True)  — loads is the only keyword argument; do NOT pass load_id to 
plot() 
   - f.generate_fem() 
   - f.structural_analysis(load_id=N, support_method="REM") 
   - f.design_members(load_id=N) 
   - f.print_member_utilization() 
 
5. MEMBER TYPES 
   SteelFrameMember(..., mem_type='beam', nel=4) 
   - mem_type accepts ONLY 'beam' or 'column'. Do NOT use 'truss', 'brace', or any 
other string. 
 


