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Pilvilaskennan palvelumallit ovat monipuolistuneet perinteisten virtuaalikoneiden rinnalle nous-
seiden palvelimettoman laskennan ja reunalaskennan myéta. Samanaikaisesti tekoalyinferenssi-
palveluiden kysynta on kasvanut, ja eri mallityypit asettavat vaihtelevia vaatimuksia laskentaym-
paristéille. Taman tutkimuksen tavoitteena oli selvittda, miten kuormitustaso vaikuttaa kustannus—
suorituskykysuhteeseen kolmessa laskenta-arkkitehtuurissa: virtuaalikoneessa, palvelimetto-
massa laskennassa ja reunalaskennassa. Tarkastelu tehtiin kahden erilaisen visuaalisen teko-
alymallin nakdkulmasta.

Tutkimus toteutettiin maarallisena kokeellisena vertailuna Amazon Web Services -pilvipalve-
lualustalla. Vertailussa kaytettiin kahta mallia: kohteiden tunnistukseen optimoitua YOLO26m-
mallia seka generatiivista visuaalista kielimallia Qwen3.5-0.8B. Molemmat mallit ajettiin kaikissa
kolmessa arkkitehtuurissa neljalla kuormitustasolla. Suorituskykya mitattiin paasta paadhan -vas-
teajalla ja lapimenolla, ja kustannukset normalisoitiin pyyntékohtaisiksi arkkitehtuurikohtaisten
kustannusmallien mukaisesti. Niissa ymparistdissa, joissa grafiikkasuoritinta (GPU) voitiin hyo-
dyntaa, testit suoritettiin erikseen seka keskusprosessorilla (CPU) etta grafiikkasuorittimella.

Tutkimuksen tulokset osoittavat, ettéd optimaalinen arkkitehtuurivalinta riippuu seka mallin las-
kennallisista ominaisuuksista ettd kuormitustasosta. YOLO26m-mallilla reunalaskennan GPU-
pohjainen toteutus oli kustannustehokkain kaikilla kuormitustasoilla yhdistden alhaisen vasteajan
ja matalan pyyntékohtaisen kustannuksen. Qwen3.5-0.8B-mallilla reunalaskenta osoittautui niin
ikdan edullisimmaksi vaihtoehdoksi, kun taas virtuaalikoneen CPU-toteutus oli kallein kapasiteet-
tiperusteinen ymparisté molemmilla malleilla. Palvelimeton arkkitehtuuri tarjosi korkealla kuormi-
tuksella ainoan kaytanndssa toimivan ratkaisun kohtuullisella vasteajalla ja riittavalla Iapimenolla
Qwen3.5-0.8B-mallilla.

GPU-kiihdytyksen hyodyt osoittautuivat malli- ja ymparistoriippuvaisiksi. YOLO26m-mallilla
GPU paransi suorituskykyd merkittavasti kaikissa ymparistoissa, kun taas Qwen3.5-0.8B-mallilla
hy6ty rajoittui virtuaalikoneymparistdon. Kuormitustason kasvu vaikutti arkkitehtuureihin eri ta-
voin: kapasiteettiperusteisissa ymparistdissa pyyntékohtainen kustannus laski kuormituksen kas-
vaessa ja vakiintui sen jalkeen, kun taas palvelimettomassa arkkitehtuurissa pyyntékohtainen
kustannus pysyi vakiona mutta kokonaiskustannus kasvoi kuormituksen mukana.

Tulosten perusteella reunalaskenta soveltuu parhaiten jatkuvaan kayttéén molemmille mal-
leille, YOLO26m-mallilla my®s suorituskykymielessa, Qwen3.5-0.8B-mallilla ensisijaisesti kustan-
nusten vuoksi. GPU-kiihdytetty virtuaalikoneratkaisu on perusteltu pilvipohjainen vaihtoehto tilan-
teissa, joissa vasteaikavaatimus on tiukka, mutta CPU-pohjainen virtuaalikoneratkaisu ei osoit-
tautunut kustannustehokkaaksi kummallakaan mallilla. Palvelimeton arkkitehtuuri on vahvimmil-
laan epasaanndllisessa tai voimakkaasti vaihtelevassa kuormituksessa. Tutkimuksen tulokset
viittaavat siihen, etta yksittaistd universaalisti optimaalista laskenta-arkkitehtuuria ei voida maari-
telld, vaan valinta riippuu mallista, kuormituksesta ja keskeisista suorituskyky- ja kustannustavoit-
teista.

Avainsanat: pilvilaskenta, reunalaskenta, palvelimeton laskenta, virtuaalikoneet,
tekoalyinferenssi, visuaalinen inferenssi, tietokonenakd, kohteiden tunnistus, visuaaliset
kielimallit, kustannustehokkuus
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Cloud computing service models have diversified significantly with the emergence of serverless
computing and edge computing alongside traditional virtual machines. At the same time, the de-
mand for artificial intelligence (Al) inference services has increased, and different model types
impose varying requirements on computing environments. The objective of this study was to exa-
mine how workload intensity affects the cost—performance ratio across three computing architec-
tures: virtual machines, serverless computing, and edge computing. The analysis was conducted
from the perspective of two different types of visual Al models.

The study was carried out as a quantitative experimental comparison on the Amazon Web
Services cloud platform. Two models were evaluated: the YOLO26m model optimized for object
detection, and the Qwen3.5-0.8B generative vision-language model. Both models were deployed
across all three architectures under four workload levels. Performance was measured using end-
to-end latency and throughput, and costs were normalized to a per-request basis according to
architecture-specific pricing models. In environments where a graphics processing unit (GPU)
was available, experiments were conducted separately using both a central processing unit (CPU)
and a graphics processing unit.

The results indicate that the optimal architecture depends on both the computational charac-
teristics of the model and the workload level. For the YOLO26m model, the GPU-based edge
computing implementation was the most cost-efficient across all workload levels, combining low
latency with low per-request cost. For the Qwen3.5-0.8B model, edge computing likewise proved
to be the most cost-efficient option, while the CPU-based virtual machine was the most expensive
capacity-based environment for both models. The serverless architecture provided the only prac-
tically viable solution with acceptable latency and sufficient throughput for the Qwen3.5-0.8B mo-
del at high workload levels.

The benefits of GPU acceleration were found to be strongly model- and environment-depen-
dent. For the YOLO26m model, GPU acceleration significantly improved performance in all envi-
ronments, whereas for the Qwen3.5-0.8B model, the benefit was limited to the virtual machine
environment. Increasing workload affected the architectures differently: in capacity-based envi-
ronments, per-request cost decreased with increasing workload and then stabilized, while in the
serverless architecture, per-request cost remained constant, but total cost increased propor-
tionally with workload.

Based on the results, edge computing is best suited for continuous usage across both models,
for the YOLO26m model also in terms of performance, and for the Qwen3.5-0.8B model primarily
in terms of cost. The GPU-accelerated virtual machine is a justified cloud-based option in
scenarios where strict latency requirements exist, but the CPU-based virtual machine did not
prove cost-efficient for either model. The serverless architecture performs best under irregular or
highly varying demand. The results of the study suggest that no single universally optimal com-
puting architecture can be defined; instead, the choice depends on the model, workload, and
primary performance and cost objectives.

Keywords: cloud computing, edge computing, serverless computing, virtual machines, Al
inference, visual inference, computer vision, object detection, vision-language models, cost
efficiency
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1. JOHDANTO

Pilvilaskenta on viime vuosikymmenen aikana kehittynyt nopeasti, ja sen palvelumallit
ovat monimuotoistuneet merkittdvasti. Perinteisten virtuaalikoneiden (engl. virtual
machine, VM) rinnalle on noussut palvelimeton laskenta (engl. serverless computing),
jossa sovellusten suoritus ei edellyta kehittdjilta infrastruktuurin hallintaa. Lisdksi reuna-
laskenta (engl. edge computing) on yleistynyt pilvilaskentaa tdydentavana arkkitehtuu-
rina, jossa laskenta tuodaan verkon reunalle [Ahemmaksi loppukayttdjia viiveiden pie-
nentdmiseksi ja reaaliaikaisempien vasteiden mahdollistamiseksi. Nama lahestymista-
vat mahdollistavat skaalautuvien ja kustannustehokkaiden ratkaisujen toteuttamisen eri-

laisiin kayttétarpeisiin. (Omar & Mwakondo, 2024.)

Samanaikaisesti tekoaly (engl. artificial intelligence, Al) ja tietokonenakd (engl. computer
vision) ovat kehittyneet nopeasti. Naiden teknologioiden sovellukset ovat yleistyneet laa-
jasti esimerkiksi automaatioteollisuudessa ja liikenteessa, kuten itseajavissa ajoneu-
voissa. Kohteiden tunnistukseen (engl. object detection) perustuvat jarjestelmat hyédyn-
tavat syvaoppimismalleja, joiden avulla kuva- ja videovirrasta voidaan tunnistaa objek-
teja, kuten kissoja tai polkupy6ria, reaaliaikaisesti. (Murthy ym., 2020.) Perinteisten koh-
teiden tunnistusmallien rinnalle ovat yleistyneet multimodaaliset visuaaliset kielimallit
(engl. vision-language models), jotka yhdistavat visuaalisen ja kielellisen tiedon kasitte-
lyn ja mahdollistavat esimerkiksi kuvasisallon kuvaamisen, visuaaliset kysymys—vas-
taustehtavat seka videoanalyysin. Visuaalisia kielimalleja hyddynnetaan laajasti esimer-
kiksi terveydenhuollossa, autonomisessa ajamisessa ja valvontasovelluksissa, joissa

tarvitaan monipuolista visuaalisen sisallon tulkintaa. (Sharshar ym., 2025.)

Seka kohteiden tunnistusmallien ettd visuaalisten kielimallien suorittaminen eri lasken-
taymparistdissa asettaa vaihtelevia vaatimuksia suorituskyvylle ja resurssien kaytolle.
Mallin koko, arkkitehtuuri, sovelluksen kuormitus seka laskentakiihdyttimien, kuten gra-
fiikkasuorittimien (engl. graphics processing unit, GPU), saatavuus vaikuttavat merkitta-
vasti siihen, missa ymparistdssa malli on tarkoituksenmukaista suorittaa. Keskeinen
haaste on, ettd eri laskentamallien valistd suorituskyky—kustannussuhdetta on tois-
taiseksi tutkittu vertailevasti melko rajallisesti, erityisesti tietokonenakémallien ja visuaa-
listen kielimallien ndkékulmasta. Taman vuoksi on edelleen epaselvaa, missa tilanteissa

virtuaalikoneet, palvelimeton laskentaa tai reunalaskentaratkaisut tarjoavat parhaan



kustannus—suorituskykysuhteen, ja miten eri mallityyppien valinen laskennallinen vaati-

vuusero heijastuu tdhan suhteeseen.

Taman tutkielman tavoitteena on selvittaa, miten eri kuormitustasot vaikuttavat kustan-
nus—suorituskykysuhteeseen kolmessa arkkitehtuurimallissa: perinteisessa virtuaaliko-
neymparistdssa, palvelimettomassa ymparistdssa sekd reunalaskentaymparistossa.
Tutkimuksessa vertaillaan kahta visuaalisen inferenssin lahestymistapaa: kohteiden tun-
nistukseen optimoitua YOLO26m-mallia (you only look once) seka kevyttd multimodaa-
lista visuaalista kielimallia Qwen3.5-0.8B, joka tuottaa kuvasisallosta luonnollisen kielen
kuvauksia suuriin kielimalleihin (engl. large language models) perustuvalla 1dhestymis-
tavalla. Mallien rinnakkainen tarkastelu mahdollistaa erilaisten visuaalisen inferenssin
paradigmojen suorituskyvyn ja kustannustehokkuuden vertailun samoissa laskentaym-
paristdissa. Lisaksi tutkielmassa analysoidaan prosessoripohjaisen (engl. central pro-
cessing unit, CPU) ja GPU-kiihdytetyn inferenssin vaikutusta suorituskykyyn niissa ym-

paristdissa, joissa GPU-laskenta on saatavilla.

Tutkielman tavoitteena on tunnistaa, millad kuormitustasoilla kukin arkkitehtuuri on kus-
tannustehokkain ja missa tilanteissa palvelimetonta tai reunalaskentaa hydédyntava rat-
kaisu tarjoaa etua tai kohtaa rajoitteita, seka miten nama havainnot eroavat eri mallityyp-
pien valilla. Lisaksi tavoitteena on tarjota kaytannonlaheista tietoa arkkitehtuurivalintojen
tekemiseen siten, ettd kustannukset voidaan minimoida ilman suorituskyvyn heikenty-

mista eri kuormitustilanteissa.

Tutkielmassa pyritdan vastaamaan seuraaviin tutkimuskysymyksiin, joista ensimmainen

on paatutkimuskysymys ja sita tdydentavat kaksi alakysymysta.

1. Miten kuormitustaso vaikuttaa kustannus—suorituskykysuhteeseen virtuaalikone-
, serverless- ja reunalaskenta-arkkitehtuureissa visuaalisessa inferenssipalve-

lussa?

a. Millaisia suorituskykyeroja arkkitehtuurien valilla ilmenee eri kuormitusta-

soilla, ja miten CPU- ja GPU-pohjainen laskenta eroavat toisistaan?

b. Miten kustannukset ja kustannustehokkuus kehittyvat kuormituksen kas-
vaessa eri arkkitehtuureissa, ja miten eri mallityypit eroavat toisistaan

tassa suhteessa?

Tutkielma toteutetaan empiirisen vertailun avulla, jossa tekodlymalleja hyédyntavat pal-
velut ajetaan kaikilla kolmella arkkitehtuurilla eri kuormitustasoilla. Mittaustuloksia ana-

lysoidaan suorituskyvyn, kustannusten ja niiden vélisen suhteen nakékulmasta.



Tutkielma jakautuu kuuteen lukuun. Toisessa luvussa tarkastellaan kirjallisuuskatsauk-
sen avulla laskentamallien taustaa, tietokonenadn ja kohteiden tunnistusmallien seka
multimodaalisten visuaalisten kielimallien perusteita. Lisaksi kyseisessa luvussa kasitel-
laan pilvilaskennan suorituskyvyn ja kustannusten arviointia seka aiempaa tutkimusta.
Kolmas luku kuvaa tutkimusmenetelman ja sen toteutuksen, mukaan lukien mallien in-
ferenssipalveluiden pystyttamisen eri arkkitehtuureilla. Neljannessa luvussa esitetaan
tutkimustulokset suorituskyvyn, kustannusten ja niiden valisen suhteen osalta. Viides
luku sisaltda pohdinnan ja johtopaatokset seka ehdottaa mahdollisia jatkotutkimussuun-

tia. Lopuksi kuudes luku tiivistaa yhteen tutkielman keskeiset havainnot.



2. TAUSTA JA KIRJALLISUUSKATSAUS

Tassa luvussa esitellaan tutkimuksen tausta ja kirjallisuuskatsaus. Aluksi kuvataan kes-
keiset pilvilaskennan toteutusmallit ja niihin liittyvat arkkitehtuuriset lahestymistavat. Ta-
man jalkeen tarkastellaan kohteiden tunnistusmalleja, multimodaalisia visuaalisia kieli-
malleja seka tekoalyinferenssia ja inferenssipalveluita. Lopuksi analysoidaan pilviarkki-
tehtuurien suorituskykya ja kustannuksia seka esitelldan aiheeseen liittyvaa aiempaa tut-

kimusta.

2.1 Pilvilaskennan toteutusmallit ja arkkitehtuurit

Pilvilaskennalla tarkoitetaan tietokoneresurssien, kuten palvelimien, tallennustilan ja oh-
jelmistojen, tarjoamista internetin kautta tarpeen mukaan. Pilvilaskenta mahdollistaa re-
surssien joustavan skaalautumisen ja kustannustehokkaan kaytdén seka piilottaa infra-
struktuurin hallinnan yksityiskohdat kayttajalta, jolloin kayttajat voivat hyddyntaa virtuaa-
lisesti jaettuja resursseja ilman fyysisen laitteiston suoraa hallintaa. Internetin nopea
yleistyminen ja virtualisointiteknologioiden kehitys ovat tehneet pilvipalveluista laajasti
saatavia ja muuttaneet merkittavasti organisaatioiden tapaa hallita IT-infrastruktuuria.
Pilvipalvelut luokitellaan tyypillisesti eri palvelumalleihin sen mukaan, kuinka paljon inf-
rastruktuurin hallintaa jaa kayttajan vastuulle ja kuinka suuri osa siita on pilvipalveluntar-
joajan vastuulla. (Valiveti, 2025.) Pilvilaskennan keskeinen mahdollistava teknologia on
virtualisointi, jossa fyysiset laitteistoresurssit esitetaan ohjelmistokerroksen avulla yhtena
tai useampina virtuaalisina resursseina, minka ansiosta yhta fyysista palvelinta voidaan
kayttaa useiden virtuaalisten palvelimien tai muiden resurssien, kuten tallennustilan, to-

teuttamiseen (Gouda ym., 2014).

Pilvilaskenta-alustojen kehittyessa on eri laskentamalleille tullut saataville useita proses-
soriarkkitehtuurivaihtoehtoja. 64-bittiset ARM-prosessorit ovat kasvattaneet suosiotaan
energiatehokkuutensa ja suorituskykynsa ansiosta, tarjoten kilpailukykyisen vaihtoeh-
don perinteisille x86-64-arkkitehtuurin prosessoreille. Pilvipalvelualustat, kuten Amazon
Web Services (AWS), tarjoavatkin molempia vaihtoehtoja palveluissaan. ARM64-pohjai-
set vaihtoehdot ovat tyypillisesti myos edullisempia kuin vastaavat x86-64-pohjaiset
vaihtoehdot, mika lisda niiden houkuttelevuutta entisestdan. Toisaalta ARM64-pohjai-
sissa ymparistbissa voi esiintya yhteensopivuushaasteita tiettyjen ohjelmistojen ja tyo-
kalujen kanssa, mika saattaa hankaloittaa kayttéonottoa. (Chen ym., 2024.) Pilvilasken-
tapalveluita valittaessa onkin syyta arvioida kayttokonteksti ja arkkitehtuurivaihtoehtojen

soveltuvuus huolellisesti.



Tassa luvussa esitellaan tutkimuksen kannalta keskeiset pilvilaskennan toteutusmallit
seka niihin liittyvat arkkitehtuuriset lahestymistavat: perinteiset virtuaalikoneet, palveli-
mettomat ratkaisut seka reunalaskenta. Kussakin mallissa tarkastellaan sen arkkitehtuu-
risia ominaisuuksia, kayttotarkoituksia ja soveltuvuutta eri kayttétapauksiin. T&ma muo-
dostaa perustan myéhemmalle analyysille suorituskyvysta, kustannuksista ja niiden va-
lisesta suhteesta tietokonenakdmallien ja visuaalisten kielimallien inferenssipalveluiden

kontekstissa.

2.1.1 Virtuaalikoneet

Virtuaalikoneet muodostavat pilvilaskennan infrastruktuuri palveluna -mallin (engl. inf-
rastructure as a service, laaS) keskeisen osan. laaS tarjoaa kayttajille pilvi-infrastruktuu-
rin perusresurssit, kuten laskentatehon, verkon, tallennustilan ja sovellusymparistét, joi-
den avulla sovelluksia voidaan suorittaa eri kayttojarjestelmilla. Pilvipalveluntarjoaja vas-
taa taustalla olevan fyysisen infrastruktuurin hallinnasta, kun taas kayttaja hallinnoi vir-
tuaalikonetta, sen kayttdjarjestelmaa ja siihen asennettuja sovelluksia. laaS-palveluissa
virtuaaliresurssit on sidottu fyysiseen infrastruktuuriin, ja kayttajan resurssipyynnot vali-

tetdan automaattisesti oikeille palvelimille kasiteltaviksi. (Suliman, 2021.)

Virtuaalikone on looginen kone, joka jaljittelee fyysisen isantakoneen arkkitehtuuria ja
sisaltaa oman kayttojarjestelman (Li ym., 2010). Kayttajat voivat hankkia virtuaalikoneita
pilvipalveluntarjoajilta yritys- tai henkildkohtaisten palveluiden kayttdonottoa varten. Suu-
ret palveluntarjoajat, kuten Google, Microsoft ja Amazon, tarjoavat laajan valikoiman eri-

laisia virtuaalikoneita kayttétarkoituksen mukaan. (Y. Li ym., 2020.)

Virtuaalikoneiden kayttdonotossa hyoédynnetaan virtuaalikonekuvia (engl. virtual
machine image), jotka sisaltavat valmiiksi koottuja ja toimivia ohjelmistokokonaisuuksia.
laaS-palveluiden yleistyminen on merkittavasti yksinkertaistanut laitteistoresurssien tar-
joamista virtuaalikonekuvien avulla seka helpottanut virtuaalikoneiden sijoittamista ja
verkkoyhteyksien konfigurointia. Esimerkiksi Amazon tarjoaa Amazon Machine Image -
virtuaalikonekuvia, joiden pohjalta voidaan luoda kuvan maaritellyn konfiguraation mu-
kaisia virtuaalikoneinstansseja. Naihin instansseihin voidaan liittda esimerkiksi tallennus-

tilaa tai IP-osoitteita (engl. internet protocol address). (Konstantinou ym., 2009.)

Pilvipalvelualustat ovat viime vuosina laajentaneet tarjontaansa myés korkean suoritus-
kyvyn laskentaan. Saataville on tullut erityisesti grafiikkasuorittimia hyddyntavia virtuaa-
likoneita seka laskentaoptimoituja moniytimisia instansseja, jotka mahdollistavat vaati-

vien ty6kuormien ajamisen pilvessa. (Munhoz ym., 2026.)

Virtualisoinnin tavoitteena on tarjota suoritusymparistd, joka vastaa mahdollisimman hy-

vin fyysisen palvelimen suorituskykya. Kaytannossa virtualisointiteknologia aiheuttaa



kuitenkin jonkin verran lisdkuormaa (engl. overhead), minka vuoksi virtuaalikoneiden
suorituskyky voi olla hieman alhaisempi verrattuna suoraan fyysisella laitteistolla ajetta-
viin tydkuormiin. Lisaksi suorituskyky voi vaihdella tydkuorman luonteen mukaan, mika
voi hankaloittaa sopivan instanssityypin valintaa. Tahan haasteeseen on kuitenkin kehi-
tetty mallinnusmenetelmia ja ratkaisuja, jotka auttavat valitsemaan kustannustehokkaim-

man vaihtoehdon kullekin kayttétarkoitukselle. (Chiang ym., 2014.)

2.1.2 Palvelimeton laskenta
Palvelimeton laskenta, tai palvelimeton arkkitehtuuri, mahdollistaa laskennan suorittami-

sen pilvessa ilman, etta kayttajan tarvitsee hallinnoida infrastruktuuria. Toisin kuin virtu-
aalikoneissa, palvelimettomassa mallissa kehittajan vastuulle jaa ainoastaan sovelluslo-
giikan toteutus, kun kaikki infrastruktuurin hallinta siirtyy pilvipalveluntarjoajan vastuulle.
Palvelimetonta laskentaa kuvataan usein funktio palveluna -mallilla (function as a ser-
vice, FaaS), jossa kayttaja maarittelee ja hallinnoi yksittaisia funktioita. Nama funktiot
suoritetaan tapahtumaperusteisesti kysynndn mukaan, ja infrastruktuuri voidaan ajaa

alas automaattisesti, kun sita ei enaa tarvita. (Shafiei ym., 2022.)

Hegden ja kollegoiden (2025) mukaan palvelimettoman mallin keskeinen etu on resurs-
sien automaattinen skaalautuvuus: funktiot kdynnistyvat vain tarvittaessa, mikd mahdol-
listaa kustannustehokkaan kayton, kun tyhjakaynnissa olevista resursseista ei tarvitse
maksaa. Tama eroaa perinteisesta laaS-mallista, jossa virtuaalikoneet pyorivat jatku-

vasti riippumatta kuormituksesta.

Palvelimettomaan laskentaan liittyy kuitenkin haasteita, erityisesti funktioiden kaynnis-
tystilanteissa. Funktion suoritus ei ala valittomasti kutsun jalkeen, silla pilvialustassa on
ensin luotava funktiolle kevyt eristetty suoritusymparisto eli niin sanottu hiekkalaatikko
(engl. sandbox). Jos suoritusymparisto alustetaan tdysin sammutetusta tilasta, puhutaan
kylmakaynnistyksesta (engl. cold start), joka aiheuttaa merkittavasti suuremman viiveen.
Jos funktio sen sijaan suoritetaan jo valmiiksi kdynnissa olevasta ymparistdsta, kyseessa
on ldammin kaynnistys (engl. warm start), jolloin viive on huomattavasti pienempi. Molem-
missa tapauksissa pilvialustan on ennen varsinaisen funktion suoritusta kaynnistettava
alustava ohjelma seka funktionkasittelija, johon ohjelma on pakattu. Tama kaynnistys-
viive (engl. startup latency) on erityisen merkittdva etenkin kylmakaynnistystilanteissa,
silla palvelimettomat funktiot ovat usein lyhytkestoisia ja pitka kaynnistysviive kasvattaa

suhteellista suoritusaikaa ja siten myds kustannuksia. (Li ym., 2023.)

GPU-tuen integrointi palvelimettomiin ymparistdihin on osoittautunut haastavaksi, vaikka
grafiikkasuorittimien kayttd korkean suorituskyvyn laskennassa on yleistynyt viime vuo-

sina pilvipalveluissa. GPU-tukea palvelimettomissa ymparistdissa on tutkittu viime



aikoina aktiivisesti, mutta GPU-kiihdytyksen hyddyntadminen vaatii usein tydkuormien
siirtAmista muihin palveluihin. (Besozzi ym., 2025.) Esimerkiksi Amazonin palvelimetto-
man laskennan palvelu AWS Lambda ei tue suoraan GPU-kiihdytettya suoritusta, vaan
grafiikkasuorittimien hyddyntaminen edellyttdd muiden palveluiden kayttéa. Bhasin ja
kumppanien (2024) mukaan GPU-laskennan rajoitus serverless-ymparistéssa johtuu to-
dennakoisesti kahdesta tekijasta: tehokkaan grafiikkasuorittimen jakamisen haasteista
useiden lyhytkestoisten palvelimettomien tehtdvien kesken seka grafiikkasuorittimella

varustettujen virtuaalikoneinstanssien suuresta kysynnasta.

Palvelimetonta laskentaa hyddynnetaan laajasti erilaisissa sovelluksissa, kuten verkko-
palveluissa, reaaliaikaisessa tietojenkasittelyssa, keskusteluboteissa, tekoalypalve-
luissa seka ajastetuissa tehtavissa. Nama monipuoliset kayttotapaukset korostavat pal-

velimettoman arkkitehtuurin joustavuutta ja skaalautuvuutta. (Jo ym., 2025.)

2.1.3 Reunalaskenta
Reunalaskennalla tarkoitetaan laskennan suorittamista verkon reunalla lahella datalah-

detta tai loppukayttdjaa. Reunalla viitataan tyypillisesti laskenta- ja verkkoresursseihin,
jotka sijaitsevat datalahteiden ja pilvidatakeskusten valissa. Aiemmin laskennan suorit-
taminen keskitetysti pilvessa on ollut riittavaa, silla pilvilaskennan kapasiteetti ylittaa reu-
nalaitteiden laskentatehon. Reunalla tuotettavan datan maara on kuitenkin kasvanut voi-
makkaasti, ja tarve sen reaaliaikaiselle kasittelylle on lisdantynyt. Verkkoyhteyksien kais-
tanleveys ei ole kasvanut samassa tahdissa, minka vuoksi kaiken datan lahettaminen
keskitettyyn pilvipalveluun johtaisi liilan suuriin viiveisiin. Esimerkiksi autonomiset ajoneu-
vot edellyttavat datan reaaliaikaista prosessointikykya, jota pelkka pilvilaskenta ei pysty

luotettavasti tarjoamaan. (Shi ym., 2016.)

Reunalaskennan keskeinen etu on verkkoviiveiden minimointi. Koska laskenta suorite-
taan lahelld paatelaitteita, valtytdan datan siirtdmisesta pilveen ja siita aiheutuvalta jono-
tukselta ja etenemisviiveiltd. Tama mahdollistaa reaaliaikaiset palvelut, joissa tiukat vii-
vevaatimukset on taytettava. Toinen merkittava etu liittyy skaalautuvuuteen. Suuren da-
tamaaran lahettdminen pilveen voi muodostaa pullonkaulan verkkoyhteyksissa laitemaa-
rien kasvaessa, ja kaiken datan siirtdminen pilveen on tehotonta verkkoresurssien kay-
ton kannalta. Reunalaite voi sen sijaan kasitelld datan paikallisesti ja 1ahettaa pilveen
vain kasitellyn ja tarpeellisen tiedon. Tama on erityisen ilmeistad videoiden suoratoiston
tapauksessa. (Chen & Ran, 2019.)

Reunalaskentaan liittyy kuitenkin myds haasteita. Verkkokaistan leveys muodostaa yh-
den keskeisimmistad ongelmista, silla reunalaitteiden maaran kasvaessa datan siirtovaa-

timukset kasvavat, mutta riittdvan kaistanleveyden tarjoaminen kaikille laitteille on



vaikeaa. Monimutkainen hallinta tuo lisdhaasteita, koska resurssit kuuluvat eri omistajille
ja niiden tehokas jakaminen sovellusten tarpeisiin ei ole suoraviivaista. Lisaksi reunalait-
teet ovat usein rajallisia teholtaan ja energiankulutukseltaan, mika vaikeuttaa kuormituk-

sen tasaamista ja jarjestelman luotettavaa toimintaa. (Kaur & Batth, 2021.)

Reunalaskennan suosion kasvaessa markkinoille on tullut myds korkean suorituskyvyn
reunalaitteita. Naissa laitteissa laskentatehoa lisataan yhdistamalla keskusprosessori ja
grafiikkasuoritin samaan laitteeseen. Tunnettu esimerkki tallaisesta reunalaitteesta on
NVIDIA Jetson. (Yang ym., 2022.)

Chenin ja Ranin (2019) mukaan reunalaskentaa hydodynnetaan laajasti erilaisissa sovel-
luksissa, kuten tietokonenadssa kuvien ja videoiden tunnistamiseen ja luokitteluun esi-
merkiksi kameradatasta, luonnollisen kielen kasittelyssa esimerkiksi kadantamiseen seka

virtuaali- ja lisatyn todellisuuden sovelluksissa.

2.2 Tekoalymallit ja inferenssi

Tassa luvussa kasitelldan kohteiden tunnistusmalleja ja multimodaalisia visuaalisia kie-
limalleja seka niiden toteutukseen liittyvia menetelmia. Liséksi tarkastellaan mallien op-
timointia, kuten kvantisointia, sekd tekoalyinferenssin ja inferenssipalveluiden periaat-
teita.

2.2.1 Tietokonenako ja kohteiden tunnistusmallit
Tietokonenaodlla tarkoitetaan tieteenalaa, joka pyrkii ymmartamaan ja kasittelemaan di-

gitaalisia kuvia ja videoita. Silla on keskeinen rooli monissa nykyaikaisissa sovelluksissa,
kuten kasvojentunnistuksessa, kuvanhaussa ja teollisuudessa. Syvaoppimisen yleisty-
minen on laajentanut tietokonenadn kayttokohteita merkittavasti. Syvaoppiminen on ko-
neoppimisen haara, jonka sovelluksia ovat muun muassa kuvien ja videoiden generointi,

luokittelu ja tunnistaminen. (Sai & Sasikala, 2019.)

Kohteiden tunnistusta hyddynnetddn muun muassa autonomisissa ajoneuvoissa ja lisa-
tyn todellisuuden sovelluksissa. Tehokkaiden tunnistusmallien kysynta on kasvanut eri-
tyisesti ymparistdissa, joissa laskentaresurssit ovat rajalliset. Kohteiden tunnistusmallit
voidaan jakaa kahteen paaluokkaan: kaksivaiheisiin ja yksivaiheisiin malleihin. Kaksivai-
heiset mallit tunnistavat ensin kohteiden ehdokasalueet ja luokittelevat ne taman jalkeen,
mika tuottaa yleensa korkean tarkkuuden mutta on laskennallisesti raskasta. Yksivaihei-
set mallit suorittavat tunnistuksen ja luokittelun yhdessa vaiheessa, mika tekee niista
nopeampia ja paremmin reaaliaikaisiin sovelluksiin sopivia, joskin kohteiden paikannus-
tarkkuus voi olla hieman heikompi. Esimerkki tunnetusta yksivaiheisesta mallista on

YOLO, joka jakaa syodtekuvan ruudukoksi ja suorittaa kohdeobjektien ennustamisen



jokaiselle ruudukon ruudulle. Tama tekee prosessista nopean, mutta kohteen paikan-

nusprosentti voi jaada heikoksi. (Li ym., 2022.)

Xun ja kollegoiden (2025) mukaan pienemmat mallit, kuten YOLO, soveltuvat hyvin re-
surssirajoitteisille laitteille niiden kompaktin koon ja nopean suoritusajan ansiosta. Hei-
dan mukaansa tallaiset mallit mahdollistavat reaaliaikaisen kohteiden tunnistuksen esi-
merkiksi mobiililaitteissa ja sulautetuissa jarjestelmissa vahentamalla laskennallista mo-
nimutkaisuutta ja parametrien maaraa. Taman vuoksi ne sopivat myds reunalasken-

taymparistéihin, joissa laskentateho on rajallinen.

2.2.2 Multimodaaliset ja visuaaliset kielimallit
Kohteiden tunnistusmallien rinnalle ovat nousseet multimodaaliset mallit ja erityisesti vi-

suaaliset kielimallit. Multimodaaliset mallit yhdistavat useita tietotyyppeja, kuten kuvia,
tekstia ja aanta, yhteen malliin. Vaikka uusimmat suuret kielimallit ovat erittéin tehokkaita
tekstipohjaisissa tehtavissa, niilld on rajoitteita muiden datamuotojen kasittelyssa. Multi-
modaaliset mallit pyrkivat ratkaisemaan tdman yhdistamallad useita modaliteetteja, mika
mahdollistaa monipuolisemman ja kontekstuaalisemman tiedon ymmartamisen. (Wu
ym., 2023.)

Visuaaliset kielimallit ovat multimodaalisten mallien alaluokka, joka yhdistaa visuaalisen
(esim. kuvat ja videot) seka kielellisen tiedon. Tama mahdollistaa aiempaa kattavamman
ymmarryksen kohteista, tilallisista suhteista, kohtauksista ja abstrakteista kasitteista. Vi-
suaalisia kielimalleja hyddynnetaan esimerkiksi robotiikassa ja videoiden generoinnissa,
mutta niihin liittyy my6s haasteita, kuten visuaalinen hallusinaatio, jossa malli tuottaa
vastauksia ilman todellista visuaalista ymmarrysta ja nojaa sen sijaan kielimallin sisai-

seen tietoon. (Z. Li ym., 2025.)

Visuaalisen ja kielellisen informaation yhdistaminen toteutetaan visuaalisen projektorin
(engl. visual projector) avulla, joka toimii siltana visuaalisen enkooderin ja kielimallin va-
lilla. Projektorin tehtadvana on muuntaa visuaaliset piirteet kielimallin ymmartamaksi muo-
doksi, jolloin visuaalinen informaatio voidaan integroida osaksi kielimallin paattelypro-
sessia. (W. Liym., 2025.)

Toisin kuin perinteiset kohteiden tunnistusmallit, jotka tuottavat rakenteellista havainto-
dataa, visuaaliset kielimallit voivat tuottaa syétedatasta vapaamuotoisen tekstikuvauk-
sen niille annetun kehotteen perusteella. Kuitenkin Sharshar ja kollegat (2025) toteavat,
ettd nykyiset visuaaliset kielimallit ovat usein suurikokoisia, mika voi vaikeuttaa niiden

kayttdonottoa esimerkiksi resurssirajoitteisissa reunalaskentaymparistdissa.
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2.2.3 Mallien optimointi ja kvantisointi
Suurten mallien kayttéonottoa resurssirajoitteisissa ymparistdissa helpottaa kvantisointi

(engl. quantization). Kvantisointi on prosessi, jossa syvaoppimismallissa olevat tarkat
liukulukuparametriarvot muunnetaan matalan tarkkuuden arvoiksi, esimerkiksi 32-bitti-
sista liukuluvuista kahdeksanbittisiin kokonaislukuihin. Tama mahdollistaa datan esitta-
misen pienemmalla bittimaaralla, johon liittyy pieni tarkkuuden menetys, vastineeksi las-
kentatehon huomattavasta parantumisesta ja tarvittavien laskentaresurssien selkeasta

vahenemisesta. (Yang ym., 2025.)

Yksi yleisesti kaytetty kvantisoitu tiedostomuoto on GGUF (GPT-Generated Unified For-
mat), jonka Llama.cpp-kehittajat julkaisivat vuonna 2023. GGUF on bindarimuoto, joka
on suunniteltu tallentamaan suuret kielimallit yhteen siirrettdvaan tiedostoon. Se tukee
erilaisia K-quants-kvantisointityyppeja, kuten Q5_K_M ja Q6_K, jotka eroavat toisistaan
mallin bittimaaran seka kvantisointirakenteen ja tarkkuuden suhteen. (Sparrenberg ym.,
2025.) Kvantisoitujen formaattien, kuten GGUF:n, merkitys korostuu erityisesti mallien

kayttdonotossa eri laskenta-arkkitehtuureissa.

Kvantisointi tarjoaa nain kaytanndllisen tavan pienentaa mallien muistinkulutusta ja las-
kentavaatimuksia, mika on erityisen tarkeaa erityisesti palvelimettomissa ja reunalasken-
taymparistdissa, joissa taysien tarkkuuksien mallien suorittaminen ei aina ole mahdol-

lista rajallisten resurssien vuoksi.

2.2.4 Tekoalyinferenssi ja inferenssipalvelut
Valmiiksi koulutetun tekoalymallin kayttamistd ennusteiden tekemiseen uuden datan

pohjalta kutsutaan tekoalyinferenssiksi (engl. Al inference), jota voidaan joskus kutsua
myds tekoalypaattelyksi. Kaytanndssa inferenssi tarkoittaa tilannetta, jossa koulutettu
malli tuottaa tuloksia tai tekee paatdksia soveltamalla harjoitusdatasta oppimiaan kaa-

voja. (Bergmann, 2026.)

Palvelua, joka tarjoaa koulutettujen mallien inferenssia verkon yli kutsuttavina rajapin-
toina, esimerkiksi HTTP (hypertext transfer protocol) -protokollan kautta, kutsutaan infe-
renssipalveluksi. Tallaiset palvelut mahdollistavat sovelluksille ja kayttajille mallien en-
nustus-, luokittelu- ja tunnistusominaisuuksien hyédyntamisen reaaliajassa. Tekoalyin-
ferenssipalvelut eroavat tavanomaisista verkkopalveluista siina, ettd ne kuluttavat enem-
man laskentaresursseja, vaativat suurempaa verkkokaistaa, aiheuttavat pidempia vas-

tausaikoja ja ovat alttimpia palveluhairidille (Chen, 2025).

Bergmannin (2026) mukaan yksi keskeisimmistd suunnittelupaatoksista tekoaly-ympa-
ristdissa on se, missa inferenssi suoritetaan, eli toteutetaanko se esimerkiksi keskitetysti

pilvessa vai reunalla. Lisdksi han kertoo grafiikkasuorittimien olevan nykyisin
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keskeisessa roolissa syvaoppimismallien koulutuksessa ja suorittamisessa. Tekoalyin-
ferenssissa hyddynnetaankin usein heterogeenista laskentaa, jossa prosessori ja gra-

fiikkasuoritin toimivat yhteisty6ssa suorituskyvyn parantamiseksi (Wang ym., 2025).

2.3 Suorituskyvyn ja kustannusten arviointi eri arkkitehtuu-
reissa

Laskenta-arkkitehtuurien arviointi edellyttaa seka suorituskyvyn etta kustannusten tar-
kastelua, silla eri ratkaisut tarjoavat erilaisia etuja ja rajoitteita kuormitustasosta ja kayt-
toétapauksesta riippuen. Tassa luvussa esitellddn ensin keskeiset suorituskykymittarit,
joita kaytetdan palvelujen vasteajan, lapimenon, skaalautuvuuden ja resurssien kaytdn
arviointiin. Taman jalkeen kasitellddn kustannusrakenteita ja hinnoittelumalleja seka nii-
den vaikutusta eri arkkitehtuurien kustannuksiin. Lopuksi tarkastellaan kustannus—suo-
rituskykysuhteen kasitettd, joka muodostaa perustan tutkimuksen empiiriselle vertailulle

virtuaalikone-, palvelimettoman ja reunalaskenta-arkkitehtuurin valilla.

2.3.1 Suorituskyvyn mittarit

Laskentamallien suorituskykya arvioidaan useilla mittareilla, jotka kuvaavat palvelun

vasteaikaa, lapimenoa ja skaalautuvuutta. Seuraavaksi esitellaan keskeisimmat mittarit.

Kuorma (engl. load) tarkoittaa jarjestelman kasiteltavien tehtavien kokonaismaaraa, eli

suorituksessa olevien ja jonossa odottavien tehtavien summaa.

Vasteaika (engl. latency) on aika, joka kuluu palvelupyynndn lahettamisesta vastauksen
vastaanottamiseen. Vasteaikaa tarkastellaan usein persentiileilla, kuten p90, p95 ja p99,

jotka paljastavat harvinaisempien pitkien vasteaikojen vaikutuksen palvelun suoritusky-

kyyn.

Lapimeno (engl. throughput) mittaa, kuinka monta pyyntda palvelu pystyy kasittelemaan

aikayksikdssa, kuvaten jarjestelman kykya selviytya kasvavista kuormista tehokkaasti.

Skaalautuvuus (engl. scalability) kuvaa jarjestelman kykya yllapitda suorituskykya tyo-
maarien kasvaessa resurssien maaran muuttuessa. Laheisesti liittyva kasite elastisuus
(engl. elasticity) puolestaan kuvaa jarjestelman kykya mukautua tyékuorman muutoksiin

nopeasti ilman suorituskyvyn heikkenemista.

Resurssien kayttdaste (engl. utilization) kuvaa, kuinka suuri osa jarjestelman kaytetta-
vissa olevista resursseista, kuten prosessori, muisti ja verkko, on aktiivisessa kaytéssa.
Korkea kayttdaste voi merkitd tehokasta resurssien hyédyntamista, mutta johtaa myos

kasvaviin vasteaikoihin kuormituksen kasvaessa.

(Aslanpour ym., 2020; Duan, 2017.)
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Tekoalymallien inferenssipalveluissa keskeisia lisamittareita ovat mallin latausaika ja in-
ferenssin suoritusaika. Kokonaisvasteaikaa tarkastellaan tyypillisesti paasta paahan -
vasteaikana (engl. end-to-end latency), joka kattaa kaikki vaiheet, mukaan lukien verk-
koviiveet ja muut lisdkuormat. Resurssien kayton osalta huomio kohdistuu erityisesti
muistin ja prosessorin kayttéon seka verkkoliikenteen datamaaraan. Grafiikkasuoritti-
mien saatavuus voi nopeuttaa inferenssin suoritusaikaa merkittavasti, jolloin se muodos-

taa olennaisen osan resurssien kayttéa. (Ross & Luckow, 2019.)

Palvelimettomassa laskennassa keskeisia suorituskykya tarkentavia mittareita ovat
kaynnistysviiveet, eli kylmakaynnistysviive ja valmiiksi kdynnissa olevan instanssin vas-
teaika. Kylmakaynnistysviive syntyy, kun funktiota kutsutaan ensimmaista kertaa kaytta-
mattdmasta tilasta, mika voi merkittavasti kasvattaa ensimmaisten kutsujen vasteaikaa.
(Li ym., 2023.) Taman vuoksi kylmakaynnistystilanteet voivat heikentaa keskiarvoista
suorituskykya, ja ne tulee huomioida mittauksissa, minkd vuoksi niitd usein analysoi-

daankin erikseen.

2.3.2 Kustannusrakenne
Pilvipalveluiden kustannusten muodostuminen riippuu kaytetysta palvelumallista ja re-

sursseista. Yleisin hinnoitteluperiaate pilvipalveluissa on kaytt66n perustuva malli (engl.
pay-as-you-go), jossa asiakas maksaa vain kayttamistaan resursseista. Tama malli va-
hentaa tarvetta etukateisiin infrastruktuuri-investointeihin, silld resursseja voidaan skaa-
lata tarpeen mukaan ja kustannukset muodostuvat todellisen kaytdon perusteella. Pilvi-
palveluntarjoajat tarjoavat usein myos vaihtoehtoisia hinnoittelumalleja, joissa asiakas
sitoutuu kayttdmaan resursseja ennalta maaratyn ajan. Tallaiset ennakkositoumuksiin
perustuvat mallit voivat alentaa yksikkOkustannuksia verrattuna taysin kayttdperustei-

seen hinnoitteluun, mikali resurssien tarve on ennakoitavissa. (Armbrust ym., 2010.)

Pilvipalveluiden kokonaiskustannukset muodostuvat tyypillisesti useista tekijoista. Kes-
keisia kustannuseria ovat datan siirto pilveen, pilvipalveluiden valilla seka pilvesta ulos,
datan tallennus ja laskentaresurssien kaytto. Lisaksi kustannuksiin vaikuttavat suoritus-
aika, seka pyyntopohjaisissa palveluissa palvelukutsujen maara. Myos verkkoresurssit
ja niihin liittyva infrastruktuuri, kuten IP-osoitteet, voivat muodostaa osan kokonaiskus-
tannuksista. Kokonaiskustannukset riippuvat jarjestelman kuormituksesta seka resurs-
sien kaytosta. (Kratzke, 2012.) H. Lin ja kumppanien (2020) mukaan grafiikkasuorittimia
hyddyntavat pilvipalveluresurssit ovat yleensa kallimpia kuin CPU-pohjaiset ratkaisut.
Tama johtuu siita, ettd tehokkaat nayténohjaimet ovat huomattavasti kallimpia seka tila-
vaatimusten etta energiankulutuksen vuoksi, mika heijastuu suoraan pilvipalveluntarjo-

ajien hinnoitteluun.
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Virtuaalikoneisiin perustuvassa laaS-mallissa laskentakustannukset maaraytyvat paa-
asiassa valitun virtuaalikoneinstanssityypin perusteella. Instanssityyppi maarittaa kaytet-
tavissa olevat resurssit, kuten prosessorien maaran ja muistikoon, ja eri instanssityypit
on optimoitu eri kayttotarkoituksiin. Instanssin kayttéjarjestelma voi myds vaikuttaa kus-
tannuksiin. Esimerkiksi Linux-pohjaiset instanssit ovat usein edullisempia kuin Windows-
pohjaiset ratkaisut. Lisaksi instanssin maantieteellinen sijainti vaikuttaa hinnoitteluun,
silld eri alueiden infrastruktuurikustannukset voivat poiketa toisistaan. (Belusso ym.,
2017.) Laskentakustannusten lisaksi kustannuksia syntyy tyypillisesti tallennustilasta,
verkkoliikenteesta ja muista kaytetyista hallinnoiduista palveluista. Tallennuskustannuk-
set maaraytyvat kaytetyn tallennustyypin ja kapasiteetin mukaan, kun taas verkkoliiken-
teessad merkittdvin kustannusera on yleensa datan siirto pilvesta ulos internetiin. Sen
sijaan pilveen saapuva dataliikenne on useissa palveluissa maksutonta. Lisaksi hallin-
noidut palvelut, kuten monitorointi- ja tietoturvapalvelut, voivat kasvattaa kokonaiskus-
tannuksia. (DataStorage, 2025.)

Palvelimettomassa laskennassa kustannusrakenne perustuu tyypillisesti kayttdperustei-
seen hinnoitteluun. Kustannukset maaraytyvat funktion suorituskertojen, suorituksen
keston seka kaytettyjen resurssien perusteella. Naihin resursseihin kuuluvat esimerkiksi
prosessori, muisti, tallennustila ja verkkoliikenne. Monilla serverless-alustoilla suoritus-
aika mitataan tarkasti, jopa millisekuntien tarkkuudella, mika mahdollistaa hienojakoisen
laskutuksen. Merkittava kustannustekija on usein funktiolle allokoitu muisti, joka maarit-
taa samalla kaytettavissa olevan laskentatehon. Kaynnistysviiveet voivat myds vaikuttaa
kustannuksiin: erityisesti kylmakaynnistystilanteissa funktion kaynnistyminen ja resurs-
sien alustaminen pidentavat suoritusaikaa ja siten kasvattavat laskutettavaa aikaa. Li-
saksi datan siirto funktion suorituksen aikana voi aiheuttaa lisdkustannuksia. (Ghorbian
ym., 2026.)

Reunalaskennan kustannusrakenne poikkeaa pilvipohjaisista laskentamalleista. Kustan-
nusten muodostuminen riippuu kayttétilanteesta ja arkkitehtuurin toteutustavasta. Mikali
reunalaite kasittelee datan paikallisesti ilman yhteytta pilveen, kustannukset rajoittuvat
paaasiassa reunakerrokseen ja sen resurssien kayttdédn. Usein reunalaskennassa data
kuitenkin esikasitellaan paikallisesti, minka jalkeen se lahetetadan pilveen jatkokasittelya
tai tallennusta varten. Tall6in myos pilvilaskennan ja -tallennuksen kustannukset sisalty-
vat kokonaisuuteen. Reunalaskennassa laitteistokustannukset muodostavat merkittavan
alkuinvestoinnin, mutta kayttokustannukset, kuten yllapito, energia ja tietoliikenne, vai-
kuttavat kustannuksiin merkittavasti pitkalla aikavalilla. (Cao ym., 2024.) Kustannuksia
tarkastellaan usein kokonaiskustannusten kasitteella (engl. total cost of ownership), joka

kattaa seka pddoma- ettd kayttokustannukset. Paaomakustannuksiin sisaltyvat muun
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muassa laitteiston hankintakustannukset, kun taas kayttékustannukset koostuvat esi-
merkiksi energia- ja yllapitokuluista. (Nikolaou ym., 2019.) Nain ollen reunalaskenta edel-
Iyttda suurempaa alkuinvestointia kuin pilvipohjaiset ratkaisut, jotka mahdollistavat kayt-

téonoton ilman ennakkoinvestointeja.

2.3.3 Kustannus—suorituskykysuhde
Laskenta-arkkitehtuurien kustannus—suorituskykysuhteen arviointi perustuu kompromis-

siajatteluun, jossa tarkastellaan kustannusten ja suorituskyvyn valistd tasapainoa. Hal-
vempi arkkitehtuuri ei valttamatta ole parempi vaihtoehto, jos suorituskyky karsii merkit-
tavasti. Kustannustehokkain ratkaisu riippuu siten pitkalti kayttdkontekstista ja kuormi-
tusprofiilista. Esimerkiksi palvelimeton laskenta voi olla kustannustehokas vaihtelevilla ja
pienilld kuormilla, kun taas virtuaalikonepohjainen ratkaisu voi osoittautua paremmaksi
ennustettavissa olevissa kuormissa tai pitkdkestoisissa suoritusprosesseissa. Lisaksi
palvelimettoman ymparistdon kylmakaynnistysviiveet ja resurssirajoitteet voivat kasvattaa
vasteaikoja, kun taas virtuaalikoneinstanssit tarjoavat tyypillisesti tasaisemman suoritus-
kyvyn mutta vdahemman joustavuutta kustannusten ndkékulmasta. (Nyamtulla & Tripathi,
2025.)

Kustannus—suorituskykysuhdetta voidaan mitata yksikkomittarilla, joka ilmaisee hinnan
palvelupyyntéa kohden, esimerkiksi miljoonaa pyyntda kohden. Mittarin arvo riippuu
pyyntdjen kayttamista resursseista seka niiden suoritusajoista. (Zhang ym., 2019.) Arvo
lasketaan jakamalla kokonaiskustannukset kasiteltyjen pyyntdjen maaralla. Taman mit-
tarin avulla voidaan vertailla eri arkkitehtuurien kustannustehokkuutta suhteessa suori-

tuskykyyn eri kuormitustasoilla.

Kuormituksen vaikutus kustannustehokkuuteen on merkittava. Pienilla ja vaihtelevilla
kuormilla palvelimeton arkkitehtuuri hydédyntaa resursseja vain tarpeen mukaan ja tar-
joaa usein hyvan hinta—suorituskykytasapainon. Suurilla ja tasaisilla kuormilla virtuaali-
koneet voivat kuitenkin osoittautua kustannustehokkaammiksi. (Eivy & Weinman, 2017.)
Reunalaskennan kustannustehokkuuden arvioinnissa on otettava huomioon seka lait-
teiston hankintaan liittyvat pAdomakustannukset etta jatkuvat operatiiviset kayttdkustan-
nukset. Toisaalta reunalaskenta vahentaa pilveen siirrettdvan datan maaraa, mika pie-
nentda siirtokustannuksia ja verkon kuormitusta seka parantaa paikallisten laitteiden
energiatehokkuutta. (Cao ym., 2020.) Vaikka reunalaskennan kustannustehokkuus ei
kaikissa tilanteissa yltaisi pilvilaskennan tasolle, lyhyemmat vasteajat voivat olla korvaa-

mattomia esimerkiksi reaaliaikaisten sovellusten tapauksissa.

Kustannus—suorituskykysuhteen analyysissa on tarkeaa huomioida myos suorituskyvyn

luotettavuus ja viiveiden vaihtelu. Pelkkd yksikkdkustannus ei anna tayttd kuvaa
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arkkitehtuurin soveltuvuudesta, silla esimerkiksi kylmakaynnistystilanteet voivat heiken-
taa suorituskykya merkittavasti erityisesti suurissa kuormitustilanteissa (Nadeem ym.,
2024). Tama puolestaan kasvattaa loppukayttdjan kokemaa paasta paahan -vasteaikaa.
Taman vuoksi kustannusten rinnalla on olennaista tarkastella suorituskyvyn laatua ko-

konaisuutena.

2.4 Aiempi tutkimus

Aiemmissa tutkimuksissa on vertailtu eri laskentamallien suorituskykya ja kustannusra-
kenteita, erityisesti palvelimettomien ja virtuaalikonepohjaisten ratkaisujen valilld. Reu-
nalaskentaa seka tekoalyinferenssityokuormia kasitteleva vertailututkimus on sen sijaan

edelleen rajallisempaa etenkin kustannusten nakdkulmasta.

Useissa tutkimuksissa palvelimeton laskenta on osoittautunut kustannustehokkaaksi rat-
kaisuksi erityisesti vaihtelevilla tai pienilla tydkuormilla. Googlen ymparistdssa tehdyssa
suurteholaskennan proteiinien samankaltaisuusvertailutehtadvassa VM-ratkaisu oli noin
1,65 kertaa palvelimetonta ratkaisua nopeampi, mutta palvelimeton arkkitehtuuri osoit-
tautui 14—40 % edullisemmaksi (Malla & Christensen, 2019). Vastaavasti Vanisreen ja
kumppanien (2025) laajemmassa virtuaalikone- ja serverless-ymparistéjen vertailussa
eri pilvialustoilla palvelimeton laskenta tarjosi matalammat keskimaaraiset viiveet seka
lahes lineaarisen skaalautuvuuden, kun taas virtuaalikoneratkaisulla havaittiin selkea ka-
pasiteettikatto. Hintavertailussa palvelimeton arkkitehtuuri oli noin 50 % edullisempi,
vaikka kylmakaynnistysilmio kasvatti ensimmaisten kutsujen viivetta. Myds web-sovel-
lusten ja tietokonenakdsovellusten vertailuissa palvelimeton malli on osoittautunut koko-
naiskustannuksiltaan edulliseksi, mutta suorituskykya heikentavat erityisesti kylmakayn-
nistysviiveet ja niiden vaikutus vasteaikojen hajontaan. (Guo ym., 2025; Nadeem ym.,
2024.)

Tulokset eivat kuitenkaan ole yksiselitteisid. Casaburin ja kollegoiden (2025) tutkimuk-
sessa FaaS-ratkaisun siirtdminen laaS-ymparistdon paransi sekd suorituskykya etta
kustannustehokkuutta erityisesti tilanteissa, joissa korkea saatavuus ei ollut kriittinen
vaatimus. Samoin verkkorajapintoihin keskittynyt vertailu osoitti, ettd odotettuun kuor-
maan oikein mitoitettu VM-ratkaisu voi tarjota kustannusetua mikropalvelu- ja palvelimet-
tomiin arkkitehtuureihin verrattuna ilman merkittavia suorituskykyeroja, joskin vertailussa
ei huomioitu konfigurointi- ja yllapitokustannuksia (Ivan ym., 2019). Eivyn ja Weinmanin
(2017) kriittinen tarkastelu palvelimettoman arkkitehtuurin taloudellisista hyodyista ko-
rostaa, ettad kustannustehokkuus riippuu vahvasti kuormitustasosta. Suurilla ja tasaisilla
tybkuormilla virtuaalikoneinstanssit voivat olla edullisempia, kun taas pienilla ja vaihtele-

villa kuormilla palvelimettomat ratkaisut ovat usein Kilpailukykyisempia. Lisaksi
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tarkastelussaan he korostavat palvelimettomassa ymparistéssa ajettavan funktion opti-

moinnin merkitysta kustannusten minimoimisessa.

Tekoalyinferenssitydkuormien osalta tutkimusta on toistaiseksi vahemman, mutta alus-
tavat tulokset viittaavat siihen, ettd palvelimeton arkkitehtuuri voi tarjota matalamman
viiveen, paremman skaalautuvuuden ja kustannusetuja verrattuna VM-ratkaisuihin eri-
tyisesti vaihtelevilla kayttadjamaarilla. Tasaisessa ja ennakoitavassa kuormituksessa vir-
tuaalikoneratkaisu voi kuitenkin olla tarkoituksenmukainen vaihtoehto. (Nyamtulla & Tri-
pathi, 2025.) Singlan ja kumppanien (2023) tutkimuksessa palvelimeton laskenta tarjosi
merkittavia etuja tekoalytyokuormien suorituskyvyssa, skaalautuvuudessa ja kustannus-
tehokkuudessa erityisesti vaihtelevan laskentatarpeen tilanteissa. He havaitsivat kuiten-
kin rajoituksia kylmakaynnistysviiveiden ja resurssirajoitteiden muodossa, ja totesivat
palvelimettomien ratkaisujen soveltuvan erityisesti reaaliaikaisiin kasittelytehtaviin, kuten
kuvien luokitteluun. Lisdksi useita laskentaparadigmoja yhdistavassa tutkimuksessa,
jossa tarkasteltiin pilvi-, reuna- ja palvelimettoman laskennan suorituskykya koneoppi-
mistydkuormissa, havaittiin palvelimettoman arkkitehtuurin tarjoavan keskimaarin pa-
rempaa suorituskykya keskeisilla mittareilla, kuten vasteajalla, kaistanleveydella ja ener-
giankulutuksella. Tulokset osoittivat, etta erityisesti suuremmilla pyyntémaarilla palveli-
meton laskenta hyotyy dynaamisesta skaalautuvuudesta ja voi ylittda seka pilvi- etta reu-
naratkaisut suorituskyvyssa. Toisaalta pienemmilla kuormilla reunalaskenta tarjosi alhai-

semman vasteajan. (Singh ym., 2022.)

Reunalaskennan nakodkulmasta tutkimus tuo esiin lisaulottuvuuden. Moreno-Vozme-
diano ja kollegat (2023) osoittivat, ettéd palvelimettoman laskennan tuominen reunalle
vahentaa verkkoviiveita ja parantaa vasteaikaa. Rossin ja Luckowin (2019) tutkimus puo-
lestaan esitteli kehyksen, joka mallintaa syvaoppimismallien suorituskyvyn ja kustannus-
ten valisia kompromisseja reunalaskennan ja pilven valilla tarjoten paatéksentekomallin
sopivan toteutustavan valintaan. Tulokset korostivat reunalaskennan merkitysta alyk-
kaissa sovelluksissa, kuten autonomisessa ajamisessa, joissa se tarjoaa usein parem-
man suorituskyvyn. Toisaalta reunaymparistéjen rajalliset resurssit ja kuorman vaihtelu
voivat johtaa jonotusviiveisiin, jotka kumoavat verkon pienemmasta latenssista saatavan
hyddyn. Kokeellisesti on havaittu, ettd reunasovellusten keskimaaraiset ja hantaviiveet

voivat kohtuullisilla kdyttdasteilla olla jopa pilvipalveluja heikompia. (Ali-Eldin ym., 2021.)

Kustannusten nakokulmasta reunalaskenta edellyttaa investointia fyysiseen laitteistoon,
toisin kuin pilvilaskenta. Toisaalta se vahentaa tiedonsiirtokustannuksia, silla jatkuva da-
tan siirto pilveen kasvattaa kaistanleveyteen liittyvia kuluja (Chalal, 2025). Loghin ja kol-
legoiden (2017) vertailussa ARM-pohjaiset energiatehokkaat reunalaitteet saavuttivat

useamman laitteen voimin saman tai paremman suorituskyvyn kuin yksi suuritehoinen
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pilvipalveluinstanssi, minkd ansiosta reunalaskennan kustannustehokkuus osoittautui

jopa pilviratkaisuja paremmaksi.

CPU- ja GPU-pohjaisen laskennan vertailussa aiempi tutkimus on havainnut, ettd GPU-
avusteinen laskenta tarjoaa selvasti paremman suorituskyvyn kuin CPU-pohjainen las-
kenta. Salcedo-Navarron ja kumppaneiden (2025) tutkimus osoittaa, etta videoiden ka-
sittely on grafiikkasuorittimella parhaimmillaan yli kahdeksankertaisesti nopeampaa kuin
pelkalla prosessorilla, mika tekee siita erityisen hyodyllisen viiveherkkiin sovelluksiin.
Myds tekoalyinferenssin suorittaminen reunalaitteilla on GPU-kiihdytettyna merkittavasti
nopeampaa, ja inferenssin suoritus voi olla jopa seitseman kertaa nopeampaa ja lapi-
meno jopa yhdeksan kertaa suurempi. Mielenkiintoisesti kuitenkin itse tekoalymallin la-
taaminen voi olla GPU-kiihdytetyssa ymparistdssa huomattavasti hitaampaa kuin CPU-
pohjaisessa, mika viittaa siihen, ettd GPU-kiihdytin kdynnistyy ja lataa syvaoppimismal-

leja huomattavasti hitaammin. (Rajput ym., 2022.)

Yhteenvetona aiempi tutkimus osoittaa, etta laskentamallien kustannus—suorituskyky-
suhde on vahvasti kontekstisidonnainen. Palvelimeton arkkitehtuuri on tyypillisesti kus-
tannustehokas ja skaalautuva vaihtelevilla kuormilla, mutta siihen liittyy kylmakaynnis-
tysviiveita ja latenssin vaihtelua. Virtuaalikoneet tarjoavat ennustettavamman suoritus-
kyvyn ja voivat olla edullisia tasaisessa kuormituksessa, kun taas reunalaskenta vahen-
taa viivetta ja tiedonsiirtokustannuksia, mutta on resurssirajoitteinen ja vaatii suurempia
laiteinvestointeja. GPU-kiihdytys parantaa inferenssin suorituskykya selvasti CPU-las-
kentaan verrattuna, vaikka mallin latausajat voivat olla pidempia GPU-ymparistdissa.
Tutkimusta eri arkkitehtuurien valisesta visusaalisesta tekoalyinferenssista on edelleen
rajallisesti etenkin kustannusten nakdkulmasta, mika korostaa tarvetta systemaattiselle

vertailulle, jossa huomioidaan seka pilvi- ettd reunaymparistot.
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3. TUTKIMUSMENETELMA JA TOTEUTUS

Tassa luvussa kuvataan tutkimuksen menetelmat ja toteutus. Aluksi esitellaan tutkimus-
asetelma ja tekoalyinferenssipalveluiden toteutus, minka jalkeen tarkastellaan kaytettyja
laskentaymparistdja. Lopuksi esitelldadn kaytetyt mittarit ja kuormitustasot sekad kerro-

taan, miten kuormitustestit ja mittaukset kaytanndssa toteutettiin.

3.1 Tutkimusasetelma

Tutkimuksessa tarkasteltiin kolmen laskenta-arkkitehtuurin soveltuvuutta visuaalisen in-
ferenssin ajamiseen kahdella erilaisella mallilla: kohteiden tunnistusmallilla sekd multi-
modaalisella visuaalisella kielimallilla. Tavoitteena oli arvioida, miten kuormitustaso vai-
kuttaa kustannus—suorituskykysuhteeseen eri arkkitehtuureissa, ja miten eri mallityypit
kayttaytyvat samoissa laskentaymparistdissa. Tutkimus toteutettiin maarallisend kokeel-
lisena vertailuna, jossa molempien mallien palvelut suoritettiin kaikissa ymparistbissa ja

tuloksia analysoitiin suorituskyvyn ja kustannusten nakdkulmasta.
Vertailtavat arkkitehtuurit olivat:

1. Virtuaalikone: perinteinen ymparisto, jossa laskentaresurssit ovat kiinteasti varat-

tuja. Tukee sekd CPU- ettd GPU-pohjaista laskentaa.

2. Palvelimeton arkkitehtuuri: ymparistd, jossa resurssien hallinta on pilvipalvelun-
tarjoajan vastuulla ja laskenta skaalautuu automaattisesti kuormituksen mukaan.

Tukee tassa tutkimuksessa vain CPU-pohjaista laskentaa.

3. Reunalaskenta: ymparisto, jossa laskenta suoritetaan paikallisella reunalaitteis-

tolla lahella loppukayttajaa. Tukee sekd CPU- ettd GPU-pohjaista laskentaa.

Tutkimuksessa kaytettiin kahta visuaalisen inferenssin mallia, jotka edustavat erilaisia

l&hestymistapoja kuvadatan kasittelyyn:

1. YOLO26m: kevyt ja nopea yksivaiheinen kohteiden tunnistusmalli, joka tunnistaa
kuvasta objekteja ja palauttaa niiden sijainnit, luokat ja luottamusarvot rakenteel-

lisessa muodossa.

2. Qwen3.5-0.8B: kevyt kvantisoitu multimodaalinen visuaalinen kielimalli, joka tuot-
taa annetusta syo6tekuvasta luonnollisen kielen kuvauksen annetun kehotteen

perusteella.
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Mallien rinnakkainen vertailu mahdollistaa erilaisten visuaalisen inferenssin paradig-
mojen, suoraviivaisen kohteiden tunnistuksen ja generatiivisen visuaalisen kielimallin,
suorituskyky- ja kustannuskayttdytymisen tarkastelun samoissa laskenta-arkkitehtuu-

reissa.

Tutkimuksen riippuvia muuttujia olivat inferenssipalvelun vasteaika, lapimeno ja pyynto-
kohtaiset kustannukset. Riippumattomia muuttujia olivat kaytetty arkkitehtuuri, tekoaly-
malli, laskentayksikkd (CPU tai GPU) seka kuormitustaso, jota saadeltiin simuloimalla

eri maaraa samanaikaisia pyyntoja.

Tama asetelma mahdollisti arkkitehtuurien suorituskyvyn ja kustannustehokkuuden suo-
ran vertailun sekd mallien valisen kayttaytymiseron tarkastelun samoissa olosuhteissa.
Kontrolloidussa kokeellisessa ymparistdssa varmistettiin, ettd havaitut erot johtuvat paa-

osin arkkitehtuurien ja mallityyppien ominaisuuksista, eivatka ulkoisista tekijoista.

3.2 Inferenssipalveluiden toteutus

Inferenssipalvelut ajettiin kaikissa ymparistdissd Docker-konttien avulla. Docker mahdol-
listaa sovelluksen ja sen riippuvuuksien paketoinnin siirrettdvaan konttiin, jota voidaan
kayttaa eri ymparistoissa ilman muutoksia. Konttien standardoitu muoto ja kevyt rakenne
helpottavat ja nopeuttavat kayttéonottoa. (Joy, 2015.) Molempia malleja ajettiin kaikissa
tutkimusymparistoissa, ja niille syotettiin identtiset kuvasyodtteet jokaisessa ajossa. Kuvat
valittiin satunnaisesti COCO-kuva-aineistosta (common objects in context), erityisesti
vuoden 2017 validointiaineistosta (COCO dataset, 2026). Tutkimuksessa kaytettiin kym-
menta kuvaa, jotka kierratettiin deterministisesti kaikissa skenaarioissa siten, etta jo-
kaista kuvaa kaytettiin yhta monta kertaa. Tama varmisti ajojen vertailukelpoisuuden.
Yhden kuvan sijaan valittin kymmenen, jotta paattelykompleksisuus vaihtelisi iteraatioi-

den valilla realistisemmin.

Molemmat palvelut toteutettiin Python-ohjelmointikielella ja pakattiin FastAPl-webohjel-
mistokehykseen. FastAPI on moderni, nopea ja helppokayttéinen kehys ohjelmistoraja-
pintojen rakentamiseen Pythonilla (FastAPI, 2026). Se valittiin juuri ndiden ominaisuuk-
sien sekd avoimen Iahdekoodin luotettavuuden vuoksi. Serverless-ymparistdssa molem-
missa palveluissa hyoddynnettiin lisdksi Mangum-adapteria ja AWS Lambda RIC -asia-
kasohjelmistoa (engl. runtime interface client), jotka mahdollistivat sovellusten ajamisen
palvelimettomina funktioina. Kaikissa ymparistdissa kaytettin ARMG64-arkkitehtuuria,
koska se vastasi tutkimuksen reunalaitteen arkkitehtuuria ja mahdollisti nain yhdenmu-

kaisen vertailun laitteistoarkkitehtuurin suhteen. Tutkimuksen palveluiden toteutukseen
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liittyva lahdekoodi, Docker-maarittelyt, riippuvuudet seka testiajoissa kaytetyt kuvat ovat

saatavilla litteessa A esitetyn GitHub-repositorion kautta.’

Taulukko 1 kokoaa yhteen tutkimuksessa kaytettyjen mallien keskeiset ominaisuudet tii-
vistetyssa muodossa. Seuraavissa alaluvuissa esitetdan kummankin mallin inferenssi-

palvelun yksityiskohtaisempi toteutus.

Ominaisuus YOLO26m Qwen3.5-0.8B

Mallityyppi Kohteiden tunnistusmalli Visuaalinen kielimalli

Sydte Kuva Kuva + tekstikehote

Tuloste Kohteiden sijainnit, luokat ja | Luonnollisen kielen kuvaus
luottamusarvot

Parametrien maara ~20,4 miljoonaa ~0,8 miljardia

Suoritusymparistd PyTorch / Ultralytics Llama.cpp

Tiedostomuoto PyTorch (.pt) GGUF

Kvantisointi Ei kaytossa Q5_K_M (5-bittinen)

Mallin koko levylla ~44 Mt ~590 Mt (malli) + ~205 Mt

(mmproj-projektori)

Multimodaaliprojektori | Ei Kylla (mmproj-F16.gguf)

GPU-tuki Kylla Kylla

Kehittaja Ultralytics Alibaba / Unsloth (kvanti-
sointi)

Lisenssi AGPL-3.0 Apache 2.0

Tyypillinen  kayttétar- | Reaaliaikainen kohteiden | Kuvien semanttinen tulkinta

koitus tunnistus ja kuvaus

Taulukko 1: Tutkimuksessa kdytettyjen mallien keskeiset ominaisuudet

3.2.1 YOLO26m-pohjainen kohteiden tunnistuspalvelu

Tutkimuksessa toteutettu kohteiden tunnistamisen inferenssipalvelu perustuu Ultralytics-
yrityksen avoimen lahdekoodin tietokonenakémalliin YOLO26. Tassa tydssa kaytettiin

keskisuurta YOLO26m-mallia, joka sisaltda noin 20,4 miljoonaa parametria. YOLO26-

1 Tutkimuksen GitHub-repositorio: https://github.com/SalonenTeemul/visual-inference-archi-
tecture-benchmark



https://github.com/SalonenTeemu/visual-inference-architecture-benchmark
https://github.com/SalonenTeemu/visual-inference-architecture-benchmark
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mallisarja on suunniteltu erityisesti reunalaitteille ja heikkotehoisille laitteistoille, minka
ansiosta se toimii tehokkaasti myds pelkalla CPU-laskennalla. (Ultralytics, 2026.) Malli

on vapaasti saatavilla Hugging Face -palvelussa.

CPU-pohjaisessa laskennassa Docker-imagen pohjana kaytettiin kevytta "python:3.10-
slim® -imagea, joka sisaltaa vain valttdamattomat riippuvuudet Python-sovellusten ajami-
seen ja pienentad nain konttikuvan kokoa (Docker Hub, 2026b). Tahan ymparistéon
asennettiin PyTorchin CPU-versio 2.5.0. PyTorch on avoimen [ahdekoodin koneoppimis-
kehys, joka mahdollistaa tekodlymallien suorittamisen siten, ettad koulutettu malli voi tuot-
taa ennusteita tai kasitelld uutta dataa nopeasti ja matalalla viiveella (NVIDIA Glossary,
2026). Virtuaalikoneympariston GPU-laskennassa hyodynnettiin  “nvcr.io/nvidia/py-
torch:24.10-py3" -imagea, joka sisélsi PyTorch-version 2.5.0 ja tuki kaytetyn GPU-in-
stanssin laskenta-arkkitehtuuria (NVIDIA Documentation Hub, 2026b). Reunalaitteen
GPU-versiossa kaytettiin Ultralyticsin valmista ultralytics/ultralytics:8.4.34-jetson-jet-
pack5" -imagea, joka sisalsi valmiiksi tarvittavat riippuvuudet GPU-inferenssin aja-

miseksi tutkimuksessa kaytetylla reunalaitteella (Docker Hub, 2026c¢).

Malli ladattiin paikallisesti, ja inferenssi suoritettiin joko CPU:lla tai GPU:lla testattavan
ympariston mukaan. GPU-laskennassa hyodynnettiin CUDA-alustaa (engl. compute uni-
fied device architecture), jonka avulla sovellukset voivat hyddyntaa grafiikkasuorittimien
laskentatehoa (NVIDIA Developer, 2026). Laiskaa latausstrategiaa hyédynnettiin siten,
ettd malli ladattiin muistiin ensimmaisen pyynnon yhteydessa ja sailytettiin tdman jalkeen

muistissa seuraavia pyyntoja varten.

Palvelu tarjosi ynden POST-metodilla kutsuttavan paatepisteen, joka vastaanotti kuvan
ja kaynnisti mallin inferenssin. Palvelu mittasi seka mallin latausajan etta inferenssin suo-
ritusajan millisekunteina sisaltaen esi- ja jalkikasittelyn. Vastauksena palautettiin JSON-
tiedonsiirtoformaatissa (engl. javascript object notation) mallin latausaika, inferenssiaika,

tunnistetut kohteet ja niiden lukumaara, kuvan koko seka koko pyynnon kasittelyaika.

3.2.2 Qwen3.5-0.8B-pohjainen visuaalinen kielimallipalvelu
Tutkimuksessa toteutettu multimodaalisen visuaalisen kielimallin inferenssipalvelu pe-

rustuu avoimen ldhdekoodin Qwen3.5-malliperheen pienimpaan versioon Qwen3.5-
0.8B, jonka on kehittanyt Alibaba. Tutkimuksessa kaytettiin Unslothin kvantisoimaa ver-
siota mallista, tarkemmin viisibittistd Q5_K_M-kvantisointia GGUF-muodossa. (Unsloth,
2026.) Kuvien kasittelya varten malli vaati lisaksi erillisen multimodaaliprojektorin
(mmproj), joka muunsi kuvaenkooderin tuottaman esityksen kielimallin ymmartamaan
muotoon. Tassa ty0ssa kaytettiin 16-bittistd liukulukuprojektoria (mmproj-F16.gguf).

Malli ja projektori ovat vapaasti saatavilla Hugging Face -palvelussa.
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Toisin kuin YOLO26m-palvelussa, Qwen3.5-0.8B-mallia ei suoritettu suoraan Python-
prosessissa, vaan sen ajamiseen kaytettiin Llama.cpp-kirjastoa ja sen Llama-server-
komponenttia. Llama.cpp on C++-pohjainen avoimen lahdekoodin viitekehys, joka mah-
dollistaa suurten kielimallien tehokkaan suorittamisen kuluttajaluokan laitteistolla seka
CPU- ettda GPU-ymparistoissa. Llama-server tarjoaa HT TP-rajapinnan, jonka kautta malli
on kutsuttavissa OpenAl-yhteensopivalla chat completions -rajapinnalla. (LLaMa.cpp,
2026.) FastAPI-palvelu toimi valityskerroksena: se vastaanotti pyynnon, enkoodasi ku-
van base64-muotoon, muodosti pyynndn Llama-serverille ja palautti mallin tuottaman
vastauksen JSON-formaatissa asiakkaalle. Tama arkkitehtuuri mahdollisti mallin pitami-
sen muistissa koko kontin elinkaaren ajan, jolloin mallia ei tarvinnut ladata uudelleen

jokaiselle pyynnolle.

Llama.cpp kaannettiin Docker-konttiin kaksivaiheisella rakennusprosessilla (engl. multi-
stage build), jossa bin&ari koostettiin erillisessa rakennusvaiheessa ja kopioitiin kevyem-
paan suoritusimageen. Nain konttikuvan koko pysyi pienempana, koska kddnnésympa-
ristdn kaikki riippuvuudet eivat paatyneet lopulliseen imageen. Llama.cpp kaannettiin
kaikille ymparistéille natiivisti kohdearkkitehtuuria vastaavina binaareina. CPU-versi-
oissa kaannos tehtiin ilman CUDA-tukea, ja GPU-versioissa kaannds suoritettiin CUDA-

tuella, jolloin laskenta voitiin siirtda grafiikkasuorittimelle.

CPU-pohjaisessa laskennassa kaytettiin pohjana “ubuntu:24.04° -imagea seka raken-
nus- ettd suoritusvaiheessa. Virtuaalikoneen GPU-ymparistdssa hyddynnettiin CUDA-
imageja “nvcr.io/nvidia/cuda:12.6.2-devel-ubuntu24.04" ja “nvcr.io/nvidia/cuda:12.6.2-
runtime-ubuntu24.04’, jotka tarjoavat valmiin ympariston GPU-kiihdytetylle laskennalle
(Docker Hub, 2026a). Reunalaitteella GPU-versiossa kaytettiin "nvcr.io/nvidia/l4t-jet-
pack:r35.4.1° -imagea, joka sisaltaa tarvittavat kirjastot kaytetylle Jetson-alustalle (NVI-
DIA NGC Catalog, 2026).

Kontin kaynnistyessa kaynnistyskomentoskripti kaynnisti Llama-serverin taustaproses-
sina ja odotti sen valmiustilaa enintdan 90 sekuntia. Mallin latausaika mitattiin kaynnis-
tyskomentosarjassa millisekunneissa ja valitettiin FastAPl-sovellukselle ymparistdomuut-
tujana, josta se luettiin sovelluksen kaynnistyessa ja sisallytettiin jokaisen pyynnén vas-
taukseen. CPU-versioissa Llama-server kaynnistettiin ilman GPU-kerroksia, kun taas
GPU-versioissa kaikki mallin kerrokset siirrettiin grafiikkasuorittimelle. Serverless-ympa-
ristdssa FastAPI-sovelluksen sijaan kontin suoritusta jatkettiin AWS Lambda RIC -asia-
kasohjelmistolla, joka otti vastaan kutsut ja valitti ne Mangum-adapterin kautta FastAPI-

sovellukselle.
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Llama-serverille lahetetyssa pyynndssa kuva valitettiin base64-koodattuna OpenAl-yh-
teensopivan rajapinnan mukaisesti. Generointia ohjattiin muutamalla keskeisella para-
metrilla: lampétila (engl. temperature) asetettiin arvoon 0,0 tulosten deterministisyyden
varmistamiseksi, enimmaistokenimaara (engl. max tokens) rajattiin 256:een vastauksen
pituuden hallitsemiseksi, ja mallin sisdinen paattelytila (engl. reasoning) poistettiin kay-
tosta, jotta tuotettu sisaltd kohdistui suoraan varsinaiseen vastaukseen. Kaikille kymme-
nelle testikuvalle kaytettiin samaa englanninkielistd kehotetta: "List the objects visible in
this image. For each object give: name, count, and position (e.g. fo-

reground/background/left/right). Be concise.".

Palvelu tarjosi yhden POST-metodilla kutsuttavan paatepisteen, joka vastaanotti pyyn-
ndssa lahetetyn kuvan seka kehotteen. Vastauksena palautettiin JSON-formaatissa mal-
lin latausaika, inferenssin suoritusaika, mallin tuottama tekstivastaus, vastauksen paat-

tymisen syy (engl. finish reason), kuvan koko seka koko pyynndn kasittelyaika.

3.3 Tutkimusymparisto ja laskentamallit

Tutkimus toteutettin Amazon Web Services (AWS) -pilvipalvelualustalla. AWS on
vuonna 2006 lanseerattu Amazonin tytaryhtio, joka tarjoaa laajan valikoiman globaaleja
pilvipalveluita, kuten kayton mukaan laskutettavaa pilvilaskentaa. AWS:n palveluvalikoi-
maan kuuluu yli 200 pilvipalvelua, ja niitd hyddyntavat sadat tuhannet organisaatiot yli
190 maassa erilaisiin kayttotarkoituksiin. (AWS Whitepaper, 2024.) Synergy Research
Groupin (2026) vuoden 2025 neljannen kvartaalin raportin mukaan AWS on edelleen
maailman kaytetyin pilvipalvelualusta 28 prosentin markkinaosuudella ennen Microsoftia

ja Googlea, joiden vastaavat osuudet olivat 21 ja 14 prosenttia.

AWS valittiin tutkimusalustaksi, koska se tarjoaa hallitut ja toistettavat olosuhteet seka
mahdollistaa erilaisten laskenta-arkkitehtuurien vertailun saman palveluntarjoajan si-
salla. Tulokset ovat lisdksi yleistettavissa arkkitehtuuritasolla, koska infrastruktuuri ja re-
surssien hallinta ovat yhdenmukaisia eri ymparistdjen valilla. Kaikki tutkimuksessa kay-
tetyt AWS-resurssit sijoitettiin Espanjan eu-south-2-alueelle. Alun perin suunniteltua
Saksan Frankfurtin eu-central-1-aluetta ei voitu kayttaa, koska tutkimuksen toteutushet-
kella siella ei ollut saatavilla GPU-tuettuja virtuaalikoneinstansseja. Tama rajoitus vaikutti
infrastruktuurin valintaan ja lisasi hiukan pilvipohjaisten ratkaisujen viiveita verrattuna ti-
lanteeseen, jossa resurssit olisivat sijainneet maantieteellisesti Iahempand kuormitus-
testien suorituspistetta. Valittu alue mahdollistaa kuitenkin realistisen vertailun keskitetyn

pilvilaskennan ja reunalaskennan valilla.
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Inferenssipalveluiden Docker-imaget rakennettiin virtuaalikone- ja serverless-ymparisto-
jen osalta erillisella GPU-tuetulla ARM64-pohjaisella virtuaalikoneella, minka jalkeen ne
ladattiin Amazon Elastic Container Registry (ECR) -palveluun. Amazon ECR on AWS:n
hallittu konttirekisteripalvelu, jonka avulla kontti-imageja voidaan tallentaa, hallita ja ja-
kaa turvallisesti (Amazon Elastic Container Registry Documentation, 2026). Imagejen
lataaminen rekisteriin edellytti AWS Command Line Interface (CLI) -ty6kalua, joka on
avoimen lahdekoodin komentorivisovellus AWS-palveluiden hallintaan (AWS Command
Line Interface Documentation, 2026). Reunalaitteen osalta Docker-imaget rakennettiin
suoraan paikallisella reunalaitteistolla, jotta kddnndsymparistd vastasi mahdollisimman

tarkasti kohdearkkitehtuuria ja sen suorituskykyominaisuuksia.

Taulukko 2 kokoaa yhteen tutkimuksessa kaytettyjen laskentaymparistdjen keskeiset
ominaisuudet ja konfiguraatiot. Seuraavissa alaluvuissa esitelldan yksityiskohtaisempi
kuvaus kustakin ymparistdsta seka tapa, jolla inferenssipalvelut otettiin kayttdéon ja suo-

ritettiin kussakin ymparistdssa.

Ominaisuus VM-CPU VM-GPU Serverless Reuna
Pilvipalvelu /| Amazon EC2 | Amazon EC2 AWS Lambda | Seeed Studio re-
laite + APl Gateway | Computer  J4012
(NVIDIA Jetson
Orin NX 16 Gt)
Instanssityyppi | c6g.2xlarge g5g.2xlarge — -
CPU-arkkiteh- | ARM64 (Gravi- | ARM64 (Gravi- | ARM64 (Gravi- | ARM64  (Cortex-
tuuri ton2, ton2, ton2, A78AE)
Neoverse-N1) | Neoverse-N1) | Neoverse-N1)
vCPU / ytimet | 8 vCPU 8 vCPU ~1 (YOLO) /| 8 ydinta
~1,7 (Qwen)
Muisti 16 Gt 16 Gt 1769 Mt | 16 Gt
(YOLO) / 3008
Mt (Qwen)
GPU Ei NVIDIA T4G | Ei NVIDIA Ampere -

(16 Gt VRAM)

arkkitehtuuri (1024
CUDA-ydinta, 32
Tensor Core -

ydinta)
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Tallennustila 10 Gt (gp3) 35 Gt (gp3) 512 Mt (valiai- | 128 Gt
kainen)
Kayttojarjes- Ubuntu 24.04 | Ubuntu 24.04 | Amazon Linux | Ubuntu 20.04 (Jet-
telma LTS LTS -pohjainen Pack 5.1)
Lambda-ajo-
ymparisto
Konttiympa- Docker Docker + NVI- | Container Docker + NVIDIA
ristd DIA Container | image (Ama- | Container Toolkit
Toolkit zon ECR)
Suoritusmalli Jatkuva Jatkuva Tapahtuma- Jatkuva
pohjainen
GPU-infe- Ei Kylla Ei Kylla
renssi
Skaalautuvuus | Manuaalinen Manuaalinen Automaattinen | Rajoitettu (laitteis-

(ei autoskaa-

(ei autoskaa-

tokohtainen)

lausta) lausta)
Sijainti Pilvi, AWS eu- | Pilvi, AWS eu- | Pilvi, AWS eu- | Paikallinen (reuna,
south-2 south-2 south-2 LAN)
Hinnoittelu- Kayton mu- | Kayton mu- | Kaytén mu- | Kiinted + muuttuva
malli kaan ($/h) kaan ($/h) kaan ($/ms + | (laitteisto + sahko)

$/pyynto)

Taulukko 2: Tutkimuksessa kdytettyjen laskentaympéristéjen ominaisuudet ja
konfiguraatiot

3.3.1 Virtuaalikoneymparisto
Virtuaalikoneymparistdéssa inferenssipalvelut ajettin Amazon EC2 (Elastic Compute

Cloud) -virtuaalipalvelininstansseilla. Amazon EC2 on pilvipalvelu, joka tarjoaa laskenta-

alustan virtuaalikoneille AWS-pilvessa. Palvelu mahdollistaa erilaisten instanssityyppien

valinnan kaytettavissa olevan laskentatehon, muistin, tallennustilan ja kayttojarjestelman

perusteella. (Amazon Elastic Compute Cloud Documentation, 2026.)

CPU-pohjaisen inferenssin instanssityypiksi valittin c6g.2xlarge, jossa kayttojarjestel-
mana toimi 64-bittinen Ubuntu Server 24.04 LTS. C6g-sarjan instanssit ovat ARM64-

arkkitehtuuriin perustuvia, laskentaan optimoituja instansseja, jotka hyédyntavat AWS

Graviton2 -prosessoreita. Valitulla instanssilla oli kahdeksan virtuaalista prosessoria ja
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16 gigatavua muistia, ja sille varattin kymmenen gigatavua gp3-tyyppista lohkotallen-
nustilaa. (AWS Amazon EC2, 2026a.)

GPU-pohjaisen inferenssin instanssityypiksi valittin g5g.2xlarge my6s Ubuntu 24.04
LTS -kayttojarjestelmalla. G5g-sarjan instanssit ovat ARM64-arkkitehtuuriin perustuvia
instansseja, jotka tarjoavat GPU-kiihdytyksen Graviton2-prosessoreiden ohella. Ne si-
saltavat NVIDIA T4G Tensor Core -grafiikkasuorittimen, minkd ansiosta ne soveltuvat
erityisesti koneoppimis- ja tekoalyinferenssikuormiin. Valitulla instanssilla oli kahdeksan
virtuaalista prosessoria, 16 gigatavua muistia seka yksi NVIDIA T4G GPU. Tallennusti-
laksi varattin 35 gigatavua gp3-tyyppista lohkotallennustilaa, jotta GPU-pohjaisten
Docker-konttien vaatimat riippuvuudet ja mallit mahtuivat levytilaan (AWS Amazon EC2,
2026b.)

AWS loi automaattisesti julkiset IPv4-osoitteet (engl. internet protocol version 4) kaikille
luoduille instansseille yhteyden muodostamista varten. Instanssien verkkoliikenne konfi-
guroitiin siten, etta sisaan tuleva lilkkenne rajoitettiin Secure Shell (SSH) -yhteyksiin seka
HTTP-protokollaan, ja se sallittiin ainoastaan kuormitustestien suoritusympariston IP-

osoitteesta. Ulos suuntautuva liikkenne rajoitettiin vastaavasti samaan |P-osoitteeseen.

Tutkimuksessa kaytettiin kayttéon perustuvaa hinnoittelumallia (engl. on-demand), jossa
kustannukset maaraytyvat instanssin kaynnissa oloajan seka instanssityypin ja kaytto-
alueen mukaan. Kustannukset muodostuvat paaasiassa laskenta-ajan lisaksi kaytetyista
oheisresursseista, kuten tallennustilasta seka verkkoliikenteesta. Valittujen instanssi-
tyyppien c6g.2xlarge ja g5g.2xlarge tuntihinnat eu-south-2-alueella olivat 0,2918 ja
0,6205 Yhdysvaltain dollaria (United States dollar, USD). Verkkoliikenne pilveen oli il-
maista, mutta ulospain suuntautuva liikenne maksoi 0,09 dollaria gigatavulta kuukauden
ensimmaisen kymmenen teratavun osalta. Hinnoittelumallin keskeinen piirre on, etta
kustannuksia kertyy instanssin ollessa kaynnissa riippumatta sen hetkellisesta kuormi-
tuksesta. (AWS Amazon EC2, 2026c¢.) Lisaksi julkisen IPv4-osoitteen kaytosta veloitet-
tiin 0,005 dollaria tunnilta (AWS Amazon Virtual Private Cloud, 2026).

EC2-instansseille asennettiin Docker ja AWS CLI, ja AWS CLI:hin konfiguroitiin tarvitta-
vat tunnistetiedot Docker-imagen hakemiseksi Amazon ECR -palvelusta. GPU-instans-
sin tapauksessa asennettiin lisdksi NVIDIA-ajurit seka NVIDIA Container -tydkalupaketti,
joka mahdollistaa GPU-kiihdytettyjen konttien ajamisen (NVIDIA Documentation Hub,
2026a). Docker-konttien kaynnistyksen jalkeen inferenssipalvelut olivat valmiita ajetta-
viksi. GPU-instanssin tapauksessa kontille osoitettiin kdynnistyksen yhteydessa saata-
villa olevat GPU-resurssit. Inferenssipalvelut ajettiin EC2-ymparistossa koko testauksen

ajan siten, ettd kerrallaan oli aktiivisena vain yhden mallin palvelu, jotta kaytettavissa
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olevat resurssit kohdistuivat taysin kyseiselle palvelulle. Kuormitusta saadeltiin muutta-
malla samanaikaisten pyyntdjen maaraa, mika mahdollisti suorituskyvyn ja kustannusten

mittaamisen eri kuormitustasoilla kiinteasti varatussa virtuaalikoneymparistdssa.

3.3.2 Palvelimeton ymparisto
Palvelimettomassa ymparistdssa inferenssipalvelut ajettin AWS Lambda -funktioina.

AWS Lambda on tapahtumapohjainen laskentapalvelu, joka mahdollistaa koodin ajami-
sen ilman erillista palvelininfrastruktuurin hallintaa. Resurssien allokointi, skaalautumi-
nen ja kaytonaikainen hallinta ovat pilvipalveluntarjoajan vastuulla, ja kehittajan tehta-
vaksi jaa sovelluskoodin seka siihen liittyvien konfiguraatioiden, kuten kayttdoikeuksien,
maarittely. Palvelu skaalautuu automaattisesti kuormituksen mukaan. (AWS Lambda
Documentation, 2026¢.) AWS Lambda ei tue GPU-avusteista laskentaa, minkd vuoksi

testit rajoittuivat CPU-pohjaiseen tekoalyinferenssiin.

Lambda-funktiot toteutettiin kontti-imagepohjaisina, jolloin Amazon ECR -palveluun la-
datut imaget olivat suoraan valittavissa funktion luontivaiheessa. Funktioiden arkkiteh-
tuuriksi valittin ARM64 vertailukelpoisuuden varmistamiseksi muiden ymparistdjen
kanssa. Lambda-funktion suoritus edellyttda funktionkasittelijan (engl. function handler)
maarittamista. Funktionkasittelija viittaa koodissa olevaan metodiin, jota Lambda kutsuu
aina funktion kaynnistyessa. Funktiota suoritetaan, kunnes kasittelija palauttaa vastauk-
sen, suoritus paattyy virheeseen tai maaritetty aikakatkaisu saavutetaan. (AWS Lambda
Documentation, 2026b.)

Luotujen funktioiden peruskonfiguraatioita muokattiin inferenssikayttdéa varten. Aikakat-
kaisuarvo asetettiin kahteen minuuttiin, jotta mallien lataus ja inferenssi ehtivat valmistua
myds kylmakaynnistystilanteissa. YOLO26m-mallin funktiolle allokoitiin 1769 megatavua
muistia, mika vastaa yhtad virtuaalista prosessoria AWS Lambda -ymparistossa.
Qwen3.5-0.8B-mallille allokoitiin 3008 megatavua muistia sen suuremman ajonaikaisen
muistitarpeen vuoksi, mika vastaa noin 1,7 virtuaalista prosessoria. AWS Lambdassa
muistimaara on suoraan verrannollinen allokoituun laskentatehoon (AWS Lambda Do-
cumentation, 2026a). Molemmissa funktioissa valiaikainen tallennustila pidettiin oletus-

arvossa 512 megatavussa.

Lambda-funktioita ei voitu kutsua suoraan AWS Lambda -palvelun Function URL -omi-
naisuuden kautta, koska sita ei ollut saatavilla eu-south-2-alueella tutkimuksen toteutus-
hetkella. Taman vuoksi kaytettin AWS API Gateway -palvelun HTTP API -ominaisuutta.
Amazon API Gateway on palvelu ohjelmointirajapintojen (application programming inter-
face, API) luomiseen, julkaisemiseen, yllapitoon, valvontaan ja suojaamiseen. Se toimii

niin kutsuttuna etuovena, jonka kautta sovellukset paasevat kasiksi taustapalveluihin,
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kuten AWS Lambda -funktioihin, joita se paljastaa APIl-metodien avulla. (Amazon API
Gateway Documentation, 2026.) Kummallekin mallille luctiin erillinen HTTP-rajapinta il-
man tunnistautumista, jolloin Lambda-funktiot olivat kutsuttavissa suoraan internetista

kuormitustestien aikana.

Myos palvelimettomassa ymparistossa kaytettiin kayttédn perustuvaa hinnoittelumeka-
nismia, joka poikkeaa olennaisesti perinteisista kapasiteettiperusteisista ratkaisuista, ku-
ten virtuaalikoneista ja reunalaitteista. AWS Lambda -funktioiden hinnoittelu perustuu
kahteen paatekijaan: funktion suoritusaikaan, johon sisaltyy muistimaaran mukaan skaa-
lautuva prosessoriteho, seka kasiteltyjen pyyntdjen maaradan. Kustannukset lasketaan
jokaiselle kaynnistyskerralle erikseen muistin ja suoritusajan perusteella. Tutkimuksessa
kaytetyn ARM64-arkkitehtuurisen funktion hinta eu-south-2-alueella oli 1769 megatavun
muistimaaralla noin 0,0000000231 Yhdysvaltain dollaria millisekunnilta ja 3008 megata-
vun muistimaaralla noin 0,0000000392 dollaria millisekunnilta. Pyyntéjen hinta oli 0,20
dollaria miljoonaa pyyntda kohden. Lisaksi verkkoliikenteesta veloitetaan samoin peri-
aattein kuin EC2-palvelussa. (AWS Lambda, 2026.) API Gateway -palvelun HTTP API -
ominaisuuden hinta eu-south-2-alueella oli 1,11 dollaria miljoonaa API-kutsua kohden
kuukauden ensimmaisen 300 miljoonan kutsun osalta (AWS Amazon APl Gateway,
2026).

Kuormitusta saadeltiin muuttamalla samanaikaisten pyyntdjen maaraa, mika mahdollisti
suorituskyvyn ja kustannusten mittaamisen eri kuormitustasoilla palvelimettomassa ym-

paristossa.

3.3.3 Reunalaskentaymparisto
Reunalaskentaymparistossa inferenssipalvelut ajettiin omalla fyysisella reunalaitteistolla

hyddyntaen AWS loT Greengrass -palvelua. AWS |loT Greengrass on suoritusymparisto
ja pilvipalvelu, joka mahdollistaa ohjelmistojen rakentamisen, kayttédnoton ja hallinnan
reunalaitteille pitden laskennan samalla I&helld loppukayttajia (AWS loT Greengrass,
2026a).

Reunalaskentalaitteena kaytettiin Seeed Studion reComputer J4012 -laitetta, joka pe-
rustuu NVIDIA Jetson Orin NX -alustaan 16 gigatavun muistilla. Laite sisaltda kahdek-
sanytimisen ARM Cortex-A78AE -prosessorin seka 1024-ytimisen NVIDIA Ampere -ark-
kitehtuuriin perustuvan grafiikkasuorittimen. Tallennustilaa laitteella on 128 gigatavua, ja
se on suunniteltu erityisesti tekoalykuormia varten reunalaskentaymparistoihin. Lait-
teessa on kaytdssa NVIDIA JetPack 5.1. (Seeed Studio, 2026.) JetPack on NVIDIA:n

virallinen ohjelmistokehityspaketti Jetson-laitteistolle, joka sisaltaa ajurit, kirjastot ja muut
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tekoalypohjaisten sovellusten rakentamiseen ja suorittamiseen tarvittavat komponentit
(Aetherix, 2026).

Myo6s reunaymparistdssa inferenssipalvelut ajettin Docker-konteissa, mika edellytti
Dockerin seka NVIDIA Container -tydkalupaketin asentamista laitteelle GPU-kiihdytetyn

ajon mahdollistamiseksi.

AWS loT Greengrass edellytti lisdksi Javan asentamista reunalaitteelle, minka jalkeen
voitiin asentaa Greengrass-ydinohjelmisto. Ydinohjelmiston asennusohjelma rekisterdi
laitteen Greengrass-ydinlaitteeksi, mikd mahdollisti laitteen hallinnan AWS-pilvesta ka-
sin. (AWS loT Greengrass Documentation, 2026b.) Rekisterdinnin jalkeen laite oli naky-
vissa AWS loT Greengrass -konsolissa, jonka kautta voitiin luoda komponentteja (engl.
component) ja kayttdédnottoja (engl. deployment). Greengrass-komponentit ovat ohjel-
mistomoduuleja, jotka otetaan kayttdon ydinlaitteilla. Greengrass ottaa kayttdonottovai-
heessa kayttédn ainoastaan komponentissa listatut moduulit, joita laitteella ei viela ole.
(AWS loT Greengrass Documentation, 2026a.) Tutkimuksessa maariteltiin erilliset kom-
ponentit kummankin mallin CPU- ja GPU-versioille. Jokainen komponentti maaritti kay-
tettavan Docker-imagen seka kontin kaynnistyskomennon. GPU-komponenttien tapauk-
sessa konteille osoitettiin  kaynnistyksen yhteydessa GPU-resurssit. Kaytettyjen
Greengrass-komponenttien pohjakonfiguraatiot ovat saatavilla litteessa A esitetyn Git-

Hub-repositorion kautta.’

Reunalaskentaympariston kustannuslaskenta poikkeaa pilviymparistoista, silla kaytdossa
oli oma fyysinen laitteisto, eika kayttéon perustuva hinnoittelu sovellu suoraan tahan ta-
paukseen. Laitteistokustannukset laskettiin jakamalla laitteen hankintahinta sen olete-
tulla kayttoialla ja suhteuttamalla se mittausjakson aikana kasiteltyjen pyyntdjen maa-
raan. Laitteistokustannusten lisaksi kustannuksiin sisaltyvat AWS loT Greengrass -mak-
sut, jotka perustuvat ydinlaitteiden maaraan hintaan 0,18 dollaria laitetta kohden kuukau-
dessa (AWS loT Greengrass, 2026b). Lisaksi kustannuksiin sisaltyvat viela AWS loT
Core -maksut, jotka koostuvat yhteysmaksuista (0,08 dollaria miljoonaa minuuttia koh-
den) ja viestimaksuista (alkaen 1 dollaria miljoonaa viestia kohden) loT Coren ja ydinlait-
teiden valilla (AWS loT Core, 2026).

Inferenssipalvelut olivat kdynnisséd reunalaitteella testauksen ajan. Kulloinkin testaa-
matta oleva versiot pysaytettiin resurssien saastamiseksi aktiiviselle ajolle. Kuormitusta
saadeltiin muuttamalla samanaikaisten pyyntéjen maaraa, mika mahdollisti suoritusky-

vyn ja kustannusten mittaamisen eri kuormitustasoilla reunalaskentaymparistéssa.
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3.4 Mittarit, kuormitustasot ja laskentaperiaatteet

Tutkimuksessa analysoitiin inferenssipalveluiden suorituskykya ja kustannuksia seka nii-
den valista suhdetta eri kuormitustasoilla ja arkkitehtuureilla. Mittareiden ja kuormitusta-
sojen valinta perustui tavoitteeseen tunnistaa, miten eri laskenta-arkkitehtuurit skaa-

lautuvat ja milla kuormitustasoilla ne tarjoavat parhaan kustannus—suorituskykysuhteen.

3.4.1 Kuormitustasot ja testausymparisto
Kuormitustasot simuloitiin neljalla erillisella skenaariolla, jotka erosivat toisistaan saman-

aikaisten virtuaalisten kayttajien maaran perusteella:

- Perustaso: yksi kayttaja suoritti jatkuvaa kuormaa kymmenen minuutin ajan, jol-
loin pyynnét ajettiin perakkain ilman rinnakkaisuutta. Talla skenaariolla mitattiin

jarjestelman perusvasteaikaa ilman rinnakkaiskuormitusta.

- Matala kuormitus: viisi samanaikaista kayttajaa suoritti pyyntéja kymmenen mi-

nuutin ajan.

- Keskikuormitus: 20 samanaikaista kayttajaa suoritti pyyntéja kymmenen minuutin

ajan.

- Korkea kuormitus: 50 samanaikaista kayttajaa suoritti pyyntdéja kymmenen mi-

nuutin ajan.

Lisaksi serverless-ymparistossa mitattiin erillisesti kylmakaynnistystilannetta, jossa yksi

kayttaja suoritti ynden pyynnon palvelun oltua kayttamattdmana ennen testia.

Kaikki testit suoritettiin paikalliselta Windows 11 -tydasemalta Tampereelta, Suomesta.
Testit ajettiin WSL-ominaisuuden (engl. Windows Subsystem for Linux) kautta Ubuntu-
distribuutiossa. WSL on Windows-ominaisuus, joka mahdollistaa Linux-ympariston aja-
misen Windows-koneella ilman erillista virtuaalikonetta (Microsoft Learn, 2025). WSL oli
tarpeellinen, koska testit automatisoitiin Ansible-tyokalun avulla. Ansible on avoimen lah-
dekoodin automaatiotydkalu, joka mahdollistaa toistettavien tehtavasarjojen maarittelyn
ja suorituksen niin kutsuttujen playbookien avulla (Opensource, 2026). Ansiblea kaytet-
tiin manuaalisen tyon ja inhimillisten virheiden minimoimiseksi seka testien toistettavuu-
den varmistamiseksi. Kullekin mallille ja ymparistdlle luotiin oma playbook, joka latasi
tarvittavat riippuvuudet, suoritti kuormitustestit ja kerasi tulokset maaritettyyn hakemis-

toon.

Kuormitustestaukseen kaytettiin Grafana k6 -tydkalua, jossa jokainen kuormitusskenaa-
rio maariteltiin erikseen. Grafana k6 on avoimen lahdekoodin kuormitus- ja suoritusky-

kytestaustydkalu (Grafana, 2026). Kaikki kymmenen testikuvaa ladattiin muistiin ennen
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kunkin testin alkua, ja niitd kierratettiin tasaisesti testien vertailukelpoisuuden varmista-
miseksi. Grafana k6 -tyokalun oletusmittausten lisaksi kerattiin seuraavat tiedot: paasta
paahan -vasteaika, koko pyynnon kasittelyaika, mallin latausaika, inferenssin kesto seka
epaonnistuneiden pyyntdjen maara. Raakatulosdatan lisdksi tallennettiin yhteenvetora-
portti jokaisesta testiajosta. Kuormitustestauksen skriptit, konfiguraatiot seka tulokset

ovat saatavilla liitteessa A esitetyn GitHub-repositorion kautta.’

3.4.2 Suorituskykymittarit
Suorituskykya arvioitiin tutkimuksessa seuraavien mittareiden avulla:
- Kylmakaynnistysaika (vain serverless-ymparistossa): ensimmaisen pyynnon

vasteaika palvelun oltua kayttdamattdomana, mitattuna millisekunteina.

- Paasta paahan -vasteaika: pyynnon kokonaiskesto lahetyksesta vastauksen vas-

taanottamiseen millisekunteina.

- Lapimeno: inferenssipalvelun kyky kasitella pyyntdja sekunnissa (kasitellyt pyyn-

not/s).

Naiden lisdksi mitattiin erikseen millisekunteina mallien latausaikaa seka inferenssin
suoritusaikaa. Kaikkia mittareita tarkasteltiin keskiarvoja, minimeja, maksimeja seka
p90-, p95- ja p99-persentiileja hyddyntaen. Nain saatiin kattava kuva seka tyypillisesta
suorituskyvysta ettd aaripaiden kayttaytymisestd kuormituksen kasvaessa. Kylmakayn-
nistysaika arvioitiin kymmenen suorituksen perusteella tilanteessa, jossa palvelu oli ollut
kayttamattomana. Mittareiden avulla voitiin analysoida eri mallien ja arkkitehtuurien vai-

kutusta kokonaisviiveeseen seka vertailla niiden suorituskykya eri kuormitustasoilla.

3.4.3 Kustannuslaskenta ja kustannus—suorituskykysuhde
Tutkimuksessa kustannukset esitetdan Yhdysvaltain dollareina AWS-alustan oletushin-

noittelun mukaisesti. Kaikki hinnoittelu perustuu AWS-alueeseen eu-south-2 (Espanja),
jossa tutkimuksen palvelut ajettiin. Valuuttamuunnosta euroiksi ei tehty, silla tutkimuksen
tavoitteena ei ole arvioida absoluuttisia kustannustasoja, vaan vertailla eri arkkitehtuu-

rien kustannusrakenteita ja suhteellista kustannustehokkuutta.

Kustannuslaskennassa sovellettiin yhtenaisia hinnoitteluperiaatteita vertailukelpoisuu-
den varmistamiseksi. Kaikki hinnoittelu perustui kayttéon perustuvaan malliin, eika pal-
veluiden ilmaisia tai alennettuja kayttokiintiditd huomioitu. Hinnoittelu perustui lisaksi
kunkin palvelun ensimmaiseen hinnoittelutasoon, mika vastaa jatkuvaa tuotantotasoista
kayttéa. Kustannukset laskettiin suoritettua pyyntéa kohden, mikd mahdollisti myds tu-
losten skaalaamisen suhteutettuna suurempaan pyyntémaaraan. Kaikki testien aikana

tehdyt pyynnot oletettiin laskutettaviksi.
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Datansiirtokustannukset jatettiin analyysin ulkopuolelle kahdesta syysta: pilviymparis-
téissa niiden hinnoittelu on yhtenainen eika siten vaikuta suhteellisiin eroihin, ja niiden
osuus kokonaiskustannuksista on vahainen verrattuna laskentakustannuksiin. Virtuaali-
koneiden tallennustilakustannuksia ei sisallytetty analyysiin, koska levytilan kaytto riippui
seka kayttdymparistosta ettd mallikohtaisista asennusvaatimuksista eika niita voitu yh-
denmukaisesti normalisoida eri mallien ja ymparistéjen valilla, ja lisaksi niiden osuus ko-
konaiskustannuksista oli minimaalinen. Reunalaskentaympariston AWS loT Core -pal-
velun yhteys- ja viestintdmaksut jatettiin tarkastelun ulkopuolelle, koska ne muodostuvat
laitteen ja pilven valisesta viestintatiheydesta eivatka ole suoraan verrannollisia inferens-
sipyyntdjen maaraan tai kuormitustasoihin. Niiden sisallyttdaminen olisi edellyttanyt erilli-
sid oletuksia viestintakayttaytymisesta eika olisi parantanut arkkitehtuurien valista ver-
tailukelpoisuutta. Amazon ECR -konttirekisteripalvelun kustannukset jatettiin niin ikaan

tarkastelun ulkopuolelle, koska se ei vaikuta arkkitehtuurien valiseen vertailuun.
Virtuaalikoneymparistén kustannusmalli

Virtuaalikoneymparistéssa kustannukset muodostuivat instanssin tuntihinnoittelusta ja
julkisen IPv4-osoitteen kiinteasta tuntihinnasta:
Ceunti = Cinstanssi T Cipva

Tutkimuksessa kaytetyt arvot:
- CPU-instanssi: $0,2918 / h
- GPU-instanssi: $0,6205/ h
- IPv4-osoite: $0,005/ h

Taman perusteella CPU-instanssin kokonaistuntihinnaksi muodostui $0,2968 ja GPU-

instanssin $0,6255. Yksittdisen pyynnon kustannus laskettiin seuraavasti:

Ctunti Xty
$/pyyntés = ————
npyynni)'t

Missa t;, on kuormitustestin kesto tunteina ja n,,,nns: ON kasiteltyjen pyyntdjen maara.

Palvelimettoman ympariston kustannusmalli

Palvelimettomassa arkkitehtuurissa kustannukset maaraytyivat Lambda-funktion suori-
tusaikojen, muistimaaran ja pyyntdjen maaran perusteella. Toisin kuin virtuaalikoneym-
paristdssa, kustannukset eivat perustu jarjestelman kokonaiskayntiaikaan, vaan yksit-
taisten funktiokutsujen toteutuneisiin suoritusaikoihin. Todelliset laskutetut suoritusajat

kerattin  Amazon CloudWatch -monitorointipalvelusta. Kunkin kuormitustason
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keskimaarainen funktion suoritusaika muodostettin summaamalla kaikkien yksittaisten

kutsujen suoritusajat ja jakamalla se kutsujen maaralla.

Kunkin kuormitustason kokonaiskustannus pyyntda kohden laskettiin kaavalla:

$/pyyntd = (tavg + Cms) + Ciambaa req + Cow req
Missa:
- tapg ON keskimaarainen funktion suoritusaika millisekunteina
- YOLO26m-malli (1769 Mt muistia): C,,; = $0,0000000231
- Qwen3.5-0.8B-malli (3008 Mt muistia): C,,,; = $0,0000000392
- Lambda-pyyntéhinta Cygimpaq req = $0,20 / miljoona pyynt6a
- APl Gateway -pyyntéhinta Cy,, ¢, = $1,11/ miljoona pyyntéé

Reunalaskentaympariston kustannusmalli

Reunalaskentaympariston kustannusmalli poikkeaa pilvipohjaisista ratkaisuista, silla
kustannukset muodostuvat padosin kiinteista laitteisto- ja kayttokuluista. Kustannukset
koostuivat kolmesta tekijasta: laitteiston hankintakustannuksesta, AWS loT Greengrass
-palvelun kuukausimaksusta seka laitteen sahkonkulutuksesta. Laitteiston hankintakus-
tannus ($1000) muunnettiin aikaperusteiseksi jaksottamalla se oletetulle kolmen vuoden
(26 280 tuntia) kayttoialle:

$1000

Claite = m =~ $0.038 / h

AWS IoT Greengrass -palvelun tuntikohtainen hinta laskettiin kuukausimaksun ($0,18 /

laite) perusteella:

$0,18

Cgreengrass = m = $0,00025 / h

Sahkdkustannus arvioitiin laitteen tehonkulutuksen ja sahkdn yksikkéhinnan perusteella.
Laitteen tehonkulutukseksi oletettiin laitteen ilmoitetun vaihteluvalin (10-25 W) kes-
kiarvo, eli 17,5 W, jolloin tehonkulutus kilowatteina oli 0,0175 kW. Tuntikohtainen sahko-
kustannus laskettiin kaavalla:
Csanks = Prw X Prwn
Missa:
- Tehonkulutus Py, = 0,0175 kW

- S&hkén yksikkdhinta py, = $0,150 / kWh
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Sahkon yksikkéhinta pyy,, maaritettiin vuoden 2025 toteutuneiden keskiarvojen perus-
teella siten, ettd mukaan sisallytettiin energian myyntihinta, siitomaksu seka sahkovero.
Nain kustannusarvio vastaa realistista kayttétapausta. Hinnoittelun lahtétiedot perustui-
vat Energiaviraston (2026) julkaistuihin tilastoihin. Myyntihinnoissa kaytettiin tyyppikayt-
tajana luokkaa L1 (pientalo), siirtohinnoissa luokkaa T1 (pienteollisuus) ja sdhkdverona
veroluokkaa yksi. Taulukkoon 3 on koottu kuukausittaiset kokonaishinnat euroina
(snt/kWh).

Kuukausi Myynti L1 Siirto T1 Sahkovero Yhteensa
01/2025 7,46 4,47 2,828 14,76
02/2025 6,76 4,47 2,828 14,06
03/2025 6,79 4,48 2,828 14,10
04/2025 6,83 4,50 2,828 14,16
05/2025 3,09 4,50 2,828 10,42
06/2025 3,13 4,50 2,828 10,46
07/2025 3,84 4,57 2,828 11,24
08/2025 7,75 4,59 2,828 15,17
09/2025 6,04 4,59 2,828 13,46
10/2025 6,95 4,61 2,828 14,39
11/2025 6,82 4,62 2,828 14,27
12/2025 5,30 4,62 2,828 12,75

Taulukko 3: S4hkon kokonaishinnan muodostuminen Suomessa vuonna 2025
(snt/kWh, EUR)

Naiden arvojen perusteella saatu vuoden 2025 keskimaarainen hinta (13,27 snt/kWh)
muunnettiin Yhdysvaltain dollareiksi kayttaen vuoden 2025 keskikurssia 1 EUR = 1,1300
USD (Euroopan keskuspankki, 2026). Nain saatiin arvo dollareina:

13,27 snt / kWh (€) x 1,1300 = 14,99 snt / kWh ($) = $0,1499 / kWh = $0,150 / kWh
Reunalaitteen tuntikohtainen kokonaiskustannus C;,.,; on kaikkien tekijoiden summa:

Ctotal = Claite + Cgreengrass + Cséhk('j

Yksittdisen pyynnon kustannus saatiin suhteuttamalla tuntikohtainen kokonaiskustannus

tuntimaaraiseen testin kestoon ja pyyntdmaaraan:
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Ctotal X th
$/pyynto = ——
npyynnét

Missa t;, on testin kesto tunteina ja n,,,nns: ON kasiteltyjen pyyntjen maara.

Analyysissa jatettiin ulkopuolelle hallinnolliset kustannukset, kuten ymparistdjen pystyt-
tamiseen ja yllapitoon kuluva aika, seka loT Core -viestintdmaksut, jotka eivat ole suo-
raan riippuvaisia inferenssipyyntéjen maarasta. Koska reunalaskennan kulut ovat paa-

osin kiinteita, yksikkdkustannus laskee merkittavasti kayttdasteen kasvaessa.
Kustannus—suorituskykysuhde

Kustannus—suorituskykysuhteen analyysissa kustannus- ja suorituskykymittareita tar-
kasteltiin kahdesta nakdkulmasta: yksittaisen pyynnon vasteajan seka jarjestelman lapi-
menokyvyn kautta. Mittarit esitettiin havainnollisessa muodossa kuvaajien ja taulukoiden

avulla, jotta eri arkkitehtuurien valiset erot olisivat helposti tulkittavissa.

Vasteaikaan perustuvassa tarkastelussa kustannuksia tarkasteltiin suhteessa keskimaa-
raiseen paasta paahan -vasteaikaan. Tama esitettiin hajontakuviona, jossa vasteaikaa
(ms) verrattiin kustannukseen miljoonaa pyyntdéa kohden (USD). N&in voidaan tunnistaa

ratkaisut, jotka tarjoavat alhaisen vasteajan mahdollisimman pienilld kustannuksilla.

Lapimenoon perustuvassa tarkastelussa jarjestelman kokonaiskustannus aikayksikk6a
kohden maariteltiin kertomalla kustannus pyyntdéa kohden jarjestelman lapimenolla

(pyynnot/s) ja skaalaamalla tulos tuntitasolle tulkittavuuden parantamiseksi:

Kustannus / tunti ($/h)

= Kustannus pyynt6a kohden ($) x Lapimeno (pyynnot/s) x 3600

Tama mittari kuvaa jarjestelman kokonaiskustannusta tietylld kuormitustasolla eli sita,
kuinka paljon jarjestelman kaytté maksaa tunnissa (USD/h). Mittari on erityisen hyddylli-
nen palvelimettoman arkkitehtuurin kustannusten vertailussa, silld se mahdollistaa dy-
naamisesti skaalautuvan hinnoittelun vertaamisen muihin ymparistoihin, joissa tuntipe-

rusteinen kustannus on kaytannossa kiintea.

Yhdessa nama kaksi nakokulmaa mahdollistavat seka yksittaisen pyynnon kustannus-
tehokkuuden etta koko jarjestelman ajokustannuksen arvioinnin. Vasteaikaan perustuva
tarkastelu korostaa kayttajakokemusta ja yksittaisen pyynnon tehokkuutta, kun taas la-
pimenoon perustuva tarkastelu kuvaa jarjestelman skaalautuvuutta ja operointikustan-
nuksia kuormituksen alla. Naiden avulla voidaan tunnistaa arkkitehtuurit, jotka tarjoavat

parhaan tasapainon kustannusten ja suorituskyvyn valilla eri kayttétilanteissa.

Yhteenvetona kustannuslaskenta huomioi keskeiset arkkitehtuurikohtaiset kustannuste-

kijat, mutta rajasi tarkastelun ulkopuolelle muun muassa hallinnolliset seka
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arkkitehtuurien valisen vertailukelpoisuuden kannalta epaolennaiset kuluerat. Nain ana-

lyysi sailyi johdonmukaisena ja keskittyi suhteellisen kustannustehokkuuden vertailuun.
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4. TULOKSET

Tassa luvussa esitetaan tutkimuksen tulokset vertailemalla kolmea laskenta-arkkitehtuu-
ria: virtuaalikonetta, palvelimetonta laskentaa ja reunalaskentaa. Tarkastelu kattaa kah-
den kaytetyn mallin suorituskyvyn, kustannukset sekd kustannus—suorituskykysuhteen
eri kuormitustasoilla. Tulokset on jasennelty kolmeen osa-alueeseen: suorituskykyyn,
kustannuksiin seka naiden yhdistettyyn kustannus—suorituskykysuhteeseen. Analyysi
perustuu yhtenaiseen kuormitustasojen jaotteluun, jossa jarjestelmien kayttaytymista
tarkastellaan perustasolla seka kasvavan rinnakkaiskuormituksen tilanteissa. CPU- ja
GPU-pohjaiset tulokset esitetdan erikseen niissd ymparistdissa, joissa molemmat las-
kentayksikét ovat kaytettavissa. Palvelimettoman arkkitehtuurin tulokset perustuvat ai-
noastaan CPU-suoritukseen GPU-tuen puuttumisen vuoksi. Tulosten havainnollistami-
sessa kaytetdan taulukoita ja kuvaajia, jotka selkeyttavat arkkitehtuurien valisia eroja eri
kuormitustasoilla. Kaikki testiajot suoritettiin ilman epaonnistuneita pyyntoja, joten tulok-

set heijastavat ymparistdjen suorituskykya ilman virhetilanteiden vaikutusta.

4.1 Suorituskyky

Tassa alaluvussa tarkastellaan arkkitehtuurien suorituskykya eri kuormitustilanteissa.
Suorituskykya arvioidaan paasta paahan -vasteajan ja lapimenon perusteella, ja vas-
teaikoja analysoidaan keskiarvon, minimin, maksimin seka p90-, p95- ja p99-persentii-
lien avulla. Persentiilipohjainen tarkastelu mahdollistaa seka tyypillisen suorituskyvyn
ettd hantajakauman arvioimisen, mika on oleellista palvelun kaytettavyyden kannalta
kuormituksen kasvaessa. Lisaksi analyysissa kasitellaan erikseen varsinaisen inferens-
sin suoritusaikaa. Suorituskykya arvioidaan perustasolla sekd matalalla, keski- ja korke-
alla kuormituksella, jotta voidaan analysoida seké arkkitehtuurien perusviive etta niiden
skaalautuvuus rinnakkaiskuormituksen kasvaessa. Luvun lopussa kasitelldaan erikseen

palvelimettoman ympariston kylmakaynnistystilanteet seka tekoalymallien latausajat.

4.1.1 Perustaso
Perustasotestissa mitattiin yhden samanaikaisen kayttajan suorittamia perakkaisia pyyn-

téja ilman rinnakkaisuutta kymmenen minuutin ajan. Tdma skenaario kuvaa tilannetta,
jossa jarjestelmaa kuormitetaan yhdella pyynnolla kerrallaan, jolloin mitattu suorituskyky
heijastaa kunkin arkkitehtuurin puhdasta yksittaispyynnon kasittelykykya ilman jonoutu-

misesta aiheutuvia lisaviiveita.

YOLO26m-malli
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Perustasolla testijakson aikana YOLO26m-mallilla kasiteltiin ymparistdittdin seuraava
maara pyyntéja: VM CPU 1 168, VM GPU 6 204, reunalaskenta CPU 1 017, reunalas-
kenta GPU 10 391 ja palvelimeton ymparistd 363. Erot heijastavat kunkin ympariston
saavutettua lapimenoa. Kuva 1 esittdd YOLO26m-mallin paasta paahan -vasteaikojen

keskiarvot ymparistoittain perustasolla.

YOLO26m — vasteaika, Perustaso
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Kuva 1: YOLO26m-mallin paastd paahan -vasteajat ympadristoittdin perustasolla

Taulukko 4 kokoaa yhteen YOLO26m-mallin suorituskykytunnusluvut ymparistéittain pe-

rustasolla.
Ymparisto | Keskiarvo | Minimi | Maksimi | P90 P95 P99 Lapimeno
ms)  |(ms) |(ms) |(ms) |(ms) |(ms) |(PYYNNOUS)

VM CPU 519 419 1003 545 551 925 1,927

VM GPU 99 92 1 066 99 100 102 10,085
Reuna CPU | 597 525 1278 618 624 1031 | 1,674
Reuna GPU | 59 51 910 62 63 64 16,905
Serverless | 1676 1 561 2227 1734 | 1758 |2165 |0,596

Taulukko 4: YOLO26m-mallin paasta paahan -vasteajat ja lapimeno eri ympa-
ristbisséd perustasolla

Tuloksista havaitaan, ettd GPU-kiihdytys tuottaa YOLO26m-mallille merkittavan suori-
tuskykyhyddyn. Reunalaskentaympariston GPU-versio saavutti alhaisimman keskimaa-

raisen vasteajan (59 ms), mikd on yli kymmenkertainen parannus verrattuna saman
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ympariston CPU-versioon (597 ms). Vastaava hy6ty on havaittavissa virtuaalikoneym-
paristdssa, jossa GPU-laskenta tuotti yli viisinkertaisen parannuksen CPU-laskentaan
nahden (99 ms vs. 519 ms). On kuitenkin huomionarvoista, ettd GPU-ymparistdjen mak-
simiarvo on selvasti korkeampi kuin keskiarvo ja p99-arvo, mika viittaa satunnaisiin vii-

vepiikkeihin yksittaisissa suorituksissa.

Lapimenon osalta erot arkkitehtuurien valilla korostuvat. Reunalaskentaympariston
GPU-versio saavutti korkeimman lapimenon (16,905 pyyntda/s), mika ylittda virtuaaliko-
neen GPU-version (10,085 pyynt6a/s) selvasti. CPU-ymparistdissa lapimeno jai huomat-
tavasti alhaisemmaksi (1,7-1,9 pyyntda/s), mika kuvastaa GPU-kiihdytyksen merkitysta.
Lapimenotulokset ovat linjassa vasteaikojen kanssa: alhaisempi vasteaika mahdollistaa

suuremman pyyntdmaaran kasittelyn aikayksikkéa kohden.

Palvelimettoman ympariston vasteaika (1 676 ms) oli perustasolla selvasti korkein CPU-
ymparistdihin verrattuna, ja vastaavasti myos lapimeno jai alhaisimmaksi (0,596 pyyn-
t6a/s). Tama on odotettua, silld perustasotestissa palvelimettoman arkkitehtuurin keskei-
nen automaattinen skaalautuvuusetu ei paase ilmenemaan yksittdisten perakkaisten
pyyntdjen kasittelyssa. Palvelimettoman ympariston vasteaikajakauma on kuitenkin
muita ymparistdja tasaisempi: minimin ja maksimin valinen ero on 666 ms, kun vastaava

ero reunalaskennan GPU-versiolla on 859 ms ja virtuaalikoneen GPU-versiolla 974 ms.

Jotta vasteaikojen taustalla olevia eroja voidaan tarkastella tarkemmin, analysoitiin erik-
seen myos itse inferenssin suoritusaika ilman muita vivekomponentteja. Taulukko 5 esit-

taa suoritusajan tunnusluvut eri ymparistoissa.

Ymparisto | Keskiarvo | Minimi Maksimi | P90 (ms) | P95 (ms) | P99 (ms)
(ms) (ms) (ms)

VM CPU 397 377 443 415 417 420

VM GPU 32 31 68 34 34 35

Reuna CPU | 587 560 629 611 615 620

Reuna GPU | 44 42 274 47 47 48

Serverless | 1412 1327 1531 1488 1496 1509

Taulukko 5: YOLO26m-mallin inferenssin suoritusajan tunnusluvut eri ympa-
ristoissé perustasolla

Inferenssiajan tulokset osoittavat, etta suoritusaika seuraa selkeasti samaa rakennetta
kuin kokonaisvasteajat, mutta ilman muiden viivekomponenttien vaikutusta. GPU-kiihdy-
tys tuottaa merkittavan parannuksen virtuaalikoneymparistossa, jossa keskimaarainen

suoritusaika (32 ms) on moninkertaisesti CPU-versiota (397 ms) pienempi. Myds
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reunalaskentaymparistossa GPU:n hyoéty on selvasti nahtavissa (44 ms vs. 587 ms).
Serverless-ymparistdon korkea suoritusaika (1 412 ms) viittaa siihen, ettd merkittava osa

viiveestd muodostuu mallin laskennasta eika pelkastaan alustaan liittyvista lisaviiveista.

Oleellista on huomata, etta virtuaalikoneympariston GPU-laskenta on nopeampi kuin
reunalaskentaympariston GPU-laskenta, mutta tasta huolimatta reunalaskenta saavutti
paremman paasta paahan -vasteajan. Tama korostaa verkon laheisyyden merkitysta.
Reunalaskennassa lyhyempi tiedonsiirtoviive kompensoi heikompaa laskentasuoritusky-
kya. Serverless-ymparisto puolestaan yhdistaa seka korkeamman laskennallisen viiveen
etta verkolliset ja alustakohtaiset viiveet, mika selittda sen selvasti heikomman suoritus-

kyvyn.

Kokonaisuutena inferenssiaika selittda hyvin aiemmin havaitut erot vasteajoissa ja ko-
rostaa erityisesti GPU-kiihdytyksen roolia laskennan nopeuttamisessa, samalla kun ark-
kitehtuurivalinnat (erityisesti verkon sijainti) vaikuttavat ratkaisevasti kokonaisvastee-

seen kevyelld YOLO26m-mallilla.
Qwen3.5-0.8B-malli

Perustasolla testijakson aikana Qwen3.5-0.8B-mallilla kasiteltin ymparistoittdin seu-
raava maara pyyntoja: VM CPU 303, VM GPU 697, reunalaskenta CPU 165, reunalas-
kenta GPU 273 ja palvelimeton ymparistd 114. Erot heijastavat kunkin ympariston saa-
vutettua lapimenoa. Kuva 2 esittdd Qwen3.5-0.8B-mallin paasta paahan -vasteaikojen
keskiarvot ymparistoittain perustasolla.

Qwen3.5-0.8B — vasteaika, Perustaso
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Kuva 2: Qwen3.5-0.8B-mallin pddsta pddhan -vasteajat ymparistoittdin perustasolla
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Taulukko 6 kokoaa yhteen Qwen3.5-0.8B-mallin suorituskykytunnusluvut ymparistdittain

perustasolla.

Ymparistéo | Keskiarvo | Minimi | Maksimi | P90 P95 P99 Lapimeno
(ms) (ms) | (ms) (ms) (ms) (ms) (pyynnot/s)

VM CPU 1995 1047 5 366 4 456 5258 5335 0,501

VM GPU 863 476 2497 1023 1228 2449 1,159

Reuna CPU | 3 665 1767 10930 | 5621 10796 | 10884 |0,273

Reuna GPU | 2 206 1410 3344 2 847 2944 3153 0,453

Serverless | 5302 2449 15744 | 14024 | 14238 |14562 | 0,189

Taulukko 6: Qwen3.5-0.8B-mallin pédédsta pddhan -vasteajat ja ldpimeno eri ym-
pdristbissa perustasolla

Qwen3d.5-0.8B-mallilla arkkitehtuurien valiset suorituskykyerot poikkeavat selvasti
YOLO26m-mallista. GPU-kiihdytyksen hy6ty on havaittavissa erityisesti virtuaalikoneym-
paristossa, jossa GPU-versio saavutti yli kaksinkertaisen parannuksen CPU-versioon
verrattuna (863 ms vs. 1 995 ms). Reunalaskentaymparistdssa GPU:n tuoma etu jaa
kuitenkin pienemmaksi: GPU-versio on suorituskyvyltdan lahempana CPU-versiota,
vaikka parannusta syntyykin noin 1,7-kertaisesti (2 206 ms vs. 3 665 ms). Tama eroaa
merkittavasti YOLO26m-mallista, jossa GPU-kiihdytys tuotti noin kymmenkertaisen suo-

rituskykyparannuksen.

Lapimenon tarkastelu tukee samaa havaintoa. Virtuaalikoneymparistdssa GPU kasvat-
taa lIapimenon noin 0,5 pyynnosta sekunnissa yli yhteen pyyntddn sekunnissa, mika ku-
vastaa GPU:n kykyd nopeuttaa mallin laskentaa tehokkaasti. Reunalaskentaympéris-
téssa vastaavaa hyotya ei kuitenkaan saavuteta: GPU-versio jaa jopa virtuaalikoneen
CPU-versiota heikommaksi (0,453 vs. 0,501 pyynt6a/s). Reunan CPU-laskenta jaa tasta
hieman jalkeen (0,273 pyyntda/s), mutta ero GPU-versioon on suhteellisen pieni. Tulok-
set viittaavat siihen, ettd Qwen3.5-0.8B-mallin laskenta ei hyédynna GPU-kiihdytysta
reunalaitteella yhta tehokkaasti kuin YOLO26m-malli, mik& heijastuu suoraan lapimenon

rajallisena kasvuna.

Vasteaikajakauma on myds huomattavasti laajempi kuin YOLO26m-mallilla. Esimerkiksi
reunalaskennan CPU-version p99-arvo (10 884 ms) on noin kolminkertainen keskiar-
voon (3 665 ms) verrattuna, mika viittaa merkittdvaan vaihteluun yksittaisten generointi-
tehtavien kestossa. Palvelimettoman ympariston vasteajat ovat selvasti korkeimmat,
keskiarvon ylittdessa viisi sekuntia ja p99-arvon noustessa yli 14 sekuntiin. TAma koros-

taa palvelimettoman arkkitehtuurin rajoitteita laskennallisesti raskaiden mallien kohdalla
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erityisesti tilanteissa, joissa yksittaisten pyyntdjen suoritusajat ovat pitkia eika rinnak-

kaisuuden tuomaa hyo6tya voida kayttaa.

Lisaksi tarkasteltiin inferenssin suoritusaikaa. Taulukko 7 esittda suoritusajan tunnuslu-

vut eri ymparistoissa.

Ymparisto Keskiarvo | Minimi Maksimi | P90 (ms) | P95 (ms) | P99 (ms)
(ms) (ms) (ms)

VM CPU 1675 794 5010 4 087 4 935 4 984

VM GPU 579 197 2122 799 1013 2103

Reuna CPU | 3 546 1677 10 771 5530 10 661 10 733

Reuna GPU | 2 065 1304 3177 2613 2823 2973

Serverless 4 966 2188 15 451 13722 13 901 14 267

Taulukko 7: Qwen3.5-0.8B-mallin inferenssin suoritusajan tunnusluvut eri ym-
pdristbissé perustasolla

Tulokset osoittavat, ettd Qwen3.5-0.8B-mallin inferenssiaika on selvasti suurempi ja ha-
janaisempi kuin YOLO26m-mallilla, mika heijastaa mallin generatiivista ja laskennalli-
sesti raskaampaa luonnetta. GPU-kiihdytyksen hyoty on selkedsti ndhtavissa virtuaali-
koneymparistdssa, jossa keskimaarainen suoritusaika (579 ms) on noin kolmasosa
CPU-versioon nahden (1 675 ms). Reunalaskentaymparistdssa GPU:n tuoma etu on
kuitenkin huomattavasti pienempi (2 065 ms vs. 3 546 ms), mika tukee aiempaa havain-
toa siita, ettd Qwen3.5-0.8B-malli ei skaalaudu GPU-kiihdytykselle yhta tehokkaasti kuin
YOLO26m-malli. Palvelimettoman laskennan suoritusaika (4 966 ms) on korkein, mutta
vain hieman hitaampi kuin reunalaskennan CPU-versio (3 546 ms). Yleisesti tarkastel-
tuna keskiarvojen ja maksimiarvojen suuret erot kaikissa ymparistoissa viittaavat siihen,

ettd inferenssiaika vaihtelee merkittavasti yksittaisten pyyntojen valilla.

Kuten YOLO26m-mallilla, myds Qwen3.5-0.8B-mallilla havaitaan reunalaskennan hyoty
verkon laheisyyden kautta, mutta taman vaikutus jaa selvasti pienemmaksi, koska itse
inferenssin laskennallinen osuus on huomattavasti suurempi. Taman seurauksena ver-
kollisten viiveiden suhteellinen merkitys kokonaisvasteajassa pienenee. Kokonaisuutena
inferenssiaika selittdd keskeisesti havaitut erot eri ymparistojen valilla ja korostaa las-

kenta-arkkitehtuurin merkitysta suorituskyvylle.

4.1.2 Matala kuormitus
Matalan kuormituksen testissa mitattiin viiden samanaikaisen kayttajan suorittamia pyyn-

téja kymmenen minuutin ajan. Rinnakkaisuuden lisdantyminen paljastaa arkkitehtuurien
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kyvyn kasitella useita samanaikaisia pyyntdja ja nostaa esille jonotusilmién vaikutuksen

vasteaikaan.
YOLO26m-malli

Matalalla kuormituksella testijakson aikana YOLO26m-mallilla kasiteltiin ymparistoittain
seuraava maara pyyntoja: VM CPU 1 490, VM GPU 23 010, reunalaskenta CPU 1 011,
reunalaskenta GPU 10 574 ja palvelimeton ymparisté 1 762. Erot heijastavat kunkin ym-
pariston saavutettua lapimenoa. Kuva 3 esittdd YOLO26m-mallin paasta paahan -vas-
teaikojen keskiarvot ymparistdittdin matalalla kuormituksella.

YOLO26m — vasteaika, Matala kuormitus

VM CPU VM GPU Reuna CPU Reuna GPU Serverless
Ymparisto

Kuva 3: YOLO26m-mallin paasta pddhan -vasteajat ympdristoéittdain matalalla kuormituksella

Taulukko 8 kokoaa yhteen YOLO26m-mallin suorituskykytunnusluvut ymparistoittain

matalalla kuormituksella.

Ympdristo | Keskiarvo | Minimi | Maksimi | P90 P95 P99 Lapimeno
(ms) (ms) |(ms) |(ms) |(ms) |(ms) |(PYYNOUS)

VM CPU 2025 611 3335 2074 2106 2466 | 2,465

VM GPU 133 85 940 135 136 139 37,425

Reuna CPU | 2 985 643 3539 3 060 3101 3459 | 1,672

Reuna GPU | 290 130 1085 294 296 322 17,202

Serverless | 1727 1599 |6822 1769 2080 2197 | 2,890

Taulukko 8: YOLO26m-mallin pdédsta paahédn -vasteajat ja lapimeno eri ympa-
ristbissd matalalla kuormituksella
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Viiden samanaikaisen kayttajan rinnakkaisuudessa YOLO26m-mallin vasteajat kasvavat
CPU-ymparistdissd huomattavasti. Virtuaalikoneen CPU-version keskiarvo nousi 519
millisekunnista 2 025 millisekuntiin, mika on lahes nelinkertainen kasvu. Reunalasken-
nan CPU-version vasteaika nousi vastaavasti 597 millisekunnista 2 985 millisekuntiin.
Kasvu heijastaa jonotusilmi6ta, jolloin viiden samanaikaisen kayttajan pyynnot jonoutu-

vat ja odottavat kasittelyvuoroaan.

GPU-ymparistdissa vasteajat pysyvat sen sijaan matalina. VM GPU:n keskiarvo nousi
ainoastaan 34 millisekuntia 133 millisekuntiin ja Iapimeno kasvoi 10,1:sta 37,4 pyyntoon
sekunnissa, mika osoittaa virtuaalikoneen GPU-version hyotyvan tehokkaasti rinnakkai-

suudesta.

Palvelimettoman ympariston kayttaytyminen on huomionarvoinen: vasteajan keskiarvo
(1 727 ms) pysyi lahes samalla tasolla kuin perustasolla (1 676 ms), vaikka samanai-
kaisten kayttajien maara viisinkertaistui, mika kuvastaa palvelimettoman laskennan ho-
risontaalisti skaalautumista, jossa kukin pyyntd kadynnistdd oman instanssin, jolloin pyyn-
noét kasitelldan rinnakkain. Lapimeno kasvoi vastaavasti 0,596:sta 2,890 pyyntéoén se-

kunnissa, ylittden muiden CPU-pohjaisten ymparistojen suorituskyvyn.

Lisaksi tarkasteltiin inferenssin suoritusaikaa. Taulukko 9 esittaa suoritusajan tunnuslu-

vut eri ymparistoissa.

Ymparisto Keskiarvo | Minimi Maksimi | P90 (ms) | P95 (ms) | P99 (ms)
(ms) (ms) (ms)

VM CPU 399 383 429 416 418 421

VM GPU 18 16 34 20 21 22

Reuna CPU | 588 561 633 613 616 623

Reuna GPU | 44 42 93 47 47 48

Serverless 1451 1345 1623 1525 1532 1549

Taulukko 9: YOLO26m-mallin inferenssin suoritusajan tunnusluvut eri ympé-
ristdissd matalalla kuormituksella

Inferenssin suoritusajan tulokset osoittavat, ettd YOLO26m-mallin laskennallinen suori-
tuskyky pysyy matalalla kuormituksella erittain vakaana, eika rinnakkaisuuden lisaami-
nen muuta yksittaisen inferenssin kestoa merkittavasti. GPU-kiihdytys tuottaa edelleen
selkean suorituskykyedun. Virtuaalikoneymparistossa keskimaarainen suoritusaika (18
ms) on noin 22-kertainen parannus CPU-versioon verrattuna (399 ms), ja myds reuna-

laskennassa GPU-versio (44 ms) on selvasti CPU-versiota (5688 ms) nopeampi. Tama



45

osoittaa, ettd YOLO26m-malli hyédyntaa GPU-parallelismia tehokkaasti myds matalalla

kuormituksella.

Huomionarvoinen havainto on, ettd verrattuna perustasoon, inferenssin suoritusaika
muodostaa nyt selvasti pienemman osuuden kokonaisvasteajasta serverless-ymparis-
toéa lukuun ottamatta. Tama tarkoittaa, ettéd vaikka itse laskenta pysyy vakaana ja no-
peana, rinnakkaisuuden kasvu lisda jonoutumista ja muita jarjestelmatason viiveita, jotka
alkavat dominoida paasta paahan -vasteaikaa. Toisin sanoen kuormituksen kasvaessa
suorituskyvyn rajoittava tekija siirtyy itse inferenssista ympariston kasittelykapasiteettiin

ja jonotukseen.
Qwen3.5-0.8B-malli

Matalalla kuormituksella testijakson aikana Qwen3.5-0.8B-mallilla kasiteltiin ymparistoit-
tain seuraava maara pyyntoja: VM CPU 545, VM GPU 1 421, reunalaskenta CPU 362,
reunalaskenta GPU 347 ja palvelimeton ymparistd 575. Erot heijastavat kunkin ymparis-
tén saavutettua lapimenoa. Kuva 4 esittdad Qwen3.5-0.8B-mallin paasta paahan -vas-

teaikojen keskiarvot ymparistdittain matalalla kuormituksella.

Qwen3.5-0.8B — vasteaika, Matala kuormitus
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Taulukko 10 kokoaa yhteen Qwen3.5-0.8B-mallin suorituskykytunnusluvut ymparistoit-

tain matalalla kuormituksella.

Ympiristo | Keskiarvo | Minimi | Maksimi | P90 P95 P99 Lapimeno
(ms) (ms) (ms) (ms) (ms) (ms) (pyynnét/s)

VM CPU 5 556 1872 15 863 12776 | 13353 | 14425 | 0,895
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VM GPU 2117 851 6 520 3174 3639 4 482 2,359
Reuna CPU | 8 387 3310 24 791 13107 | 21202 | 23711 |0,589
Reuna GPU | 8 705 2883 25169 11563 | 13471 | 21072 | 0,573
Serverless | 5264 2415 17 528 12376 | 14352 | 15632 | 0,937

Taulukko 10: Qwen3.5-0.8B-mallin paéasta pdahén -vasteajat ja lapimeno eri
ympdristéissd matalalla kuormituksella

Qwen3.5-0.8B-mallilla matalan kuormituksen tulokset vahvistavat perustasolla tehdyt
havainnot GPU-laskennan malliriippuvaisesta hyddysta. Virtuaalikoneen GPU-versio
sailyttda selkean etunsa verrattuna kaikkiin muihin ymparistoihin. Reunalaskentaympa-
ristdssa GPU-versio jaa selvasti heikommaksi kuin virtuaalikoneen CPU-versio (8 705
ms vs. 5 556 ms), mika on vastakkainen havainto YOLO26m-malliin verrattuna. Lisaksi
on huomionarvoista, etta reunaymparistossd GPU-versio on jopa hieman CPU-versiota
hitaampi (8 705 ms vs. 8 387 ms), mika viittaa siihen, ettda GPU-kiihdytys ei tassa ta-
pauksessa tuo kaytannon suorituskykyhyotya. Tama osoittaisi sen, etta mallin laskenta

ei skaalaudu tehokkaasti reunalaitteen GPU-arkkitehtuurille.

Palvelimettoman ympariston skaalautuvuusetu ilmenee myds Qwen3.5-0.8B-mallilla.
Vasteajan keskiarvo (5 264 ms) alitti virtuaalikoneen CPU-version (5 556 ms) ja reuna-
laskennan molemmat versiot, ja lapimeno (0,937 pyynt6a/s) nousi toiseksi korkeim-
maksi. Hajonta on yha kuitenkin kaikilla ymparist6illa merkittavaa, esimerkiksi palveli-
mettoman ymparistdén p99-arvo (15 632 ms) on noin kolmekertainen keskiarvoon nah-

den, mika heijastaa Qwen3.5-0.8B-mallin generatiivisen laskennan vaihtelua.

Lisaksi tarkasteltiin inferenssin suoritusaikaa. Taulukko 11 esittda suoritusajan tunnus-

luvut eri ymparistoissa.

Ympadristo | Keskiarvo | Minimi Maksimi | P90 (ms) | P95 (ms) | P99 (ms)
(ms) (ms) (ms)

VM CPU 4412 1493 15 369 12 237 12 511 12 764

VM GPU 1548 232 5814 2457 3 047 3452

Reuna CPU | 6 693 2948 23 466 11 310 20 380 20 744

Reuna GPU | 6 791 1884 24 350 8 983 9454 18 933

Serverless | 4 902 2167 15 593 11 951 13 971 14 452

Taulukko 11: Qwen3.5-0.8B-mallin inferenssin suoritusajan tunnusluvut eri
ympdristéissd matalalla kuormituksella
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Tuloksista havaitaan, ettd GPU-kiihdytys tuottaa selkean hyddyn virtuaalikoneymparis-
tossa, jossa suoritusaika (1 548 ms) on noin kolminkertainen parannus CPU-versioon
verrattuna (4 412 ms). Reunalaskentaymparistéssa GPU:n vaikutus jaa sen sijaan hyvin
vahaiseksi: keskimaarainen suoritusaika (6 791 ms) on jopa heikompi kuin CPU-versio
(6 693 ms), mika viittaa siihen, ettd Qwen3.5-0.8B-malli ei skaalaudu tehokkaasti reuna-
laitteen GPU-arkkitehtuurille. Serverless-ymparistdssa inferenssiaika (4 902 ms) on reu-
nalaskentaymparistéd matalampi, mutta edelleen virtuaalikoneymparistéa hitaampi.
Tama osoittaa, etta palvelimettomassa ymparistdssa saavutetaan osittaista hyétya skaa-
lautuvuuden kautta, mutta yksittaisen inferenssin laskennallinen kuorma pysyy merkitta-

vana.

Toisin kuin YOLO26m-mallilla, Qwen3.5-0.8B-mallin inferenssiaika heijastaa selvasti
vahvemmin kokonaisvasteaikaa. Siind missd YOLO26m-mallilla itse laskenta pysyi la-
hes vakiona ja pienessa roolissa kokonaisviiveesta, Qwen3.5-0.8B-mallilla inferenssin
osuus kasvaa ja alkaa seurata suoraan paasta paahan -vasteajan kehitysta. Tama kayt-
taytyminen on todennakoisesti seurausta Llama-server-komponentin tavasta kasitella
generointia yhtena jatkuvana prosessina, jossa generoinnin kesto ja pyyntdjen jonoutu-

minen kytkeytyvat tiivimmin kokonaisvasteeseen kuin kevyemmissa malleissa.

4.1.3 Keskikuormitus
Keskikuormituksen testissa mitattiin 20 samanaikaisen kayttajan suorittamia pyyntdja

kymmenen minuutin ajan. Rinnakkaisuuden kasvu matalan kuormituksen viidesta kayt-
tajasta kahteenkymmeneen paljastaa arkkitehtuurien skaalautuvuuden rajat selkedmmin

ja korostaa jonotusilmion kumulatiivista vaikutusta.
YOLO26m-malli

Keskikuormituksella testijakson aikana YOLO26m-mallilla kasiteltiin ymparistoittain seu-
raava maara pyyntéja: VM CPU 1 536, VM GPU 22 883, reunalaskenta CPU 1 033,
reunalaskenta GPU 10 598 ja palvelimeton ymparistd 7 109. Erot heijastavat kunkin ym-
paristdn saavutettua lapimenoa. Kuva 5 esittda YOLO26m-mallin paasta paahan -vas-

teaikojen keskiarvot ymparistoittain keskikuormituksella.
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Serverless

Kuva 5: YOLO26m-mallin paasta pdahan -vasteajat ympdristoittdin keskikuormituksella

Taulukko 12 kokoaa yhteen YOLO26m-mallin suorituskykytunnusluvut ymparistoittain

keskikuormituksella.

Ymparisto | Keskiarvo | Minimi | Maksimi | P90 P95 P99 Lapimeno
(ms) (ms) |(ms) |(ms) |(ms) |(ms) |(PYYNOUS)

VM CPU 7 997 590 15 585 8 567 8 589 12 594 | 2,485

VM GPU 536 119 2 269 534 540 1179 | 37,297

Reuna CPU | 11 903 666 20 668 12454 | 12494 | 12560 | 1,665

Reuna GPU | 1 157 145 2193 1153 1167 1810 | 17,269

Serverless | 1715 1476 8 969 1778 2189 2639 | 11,625

Taulukko 12: YOLO26m-mallin padéstéa paahéan -vasteajat ja lapimeno eri ympa-
ristoissa keskikuormituksella

Keskikuormituksella ymparistdjen jonotusilmid voimistuu selvasti, lukuun ottamatta pal-

velimetonta arkkitehtuuria. Vasteaikojen keskiarvo kasvaa muissa ymparistéissa merkit-

tavasti, kun taas lapimeno pysyy paaosin samalla tasolla. Tama viittaa siihen, etta erityi-

sesti virtuaalikone- ja reunalaskentaymparistdissa yksittainen inferenssipalvelu muodos-

tuu pullonkaulaksi, kun samanaikaisten pyyntdjen maara ylittaa jarjestelman kasittelyka-

pasiteetin. Reunalaskennan GPU-versio (1 157 ms) sailyy selvasti CPU-pohjaisia ympa-

ristja nopeampana, mutta jaa virtuaalikoneen GPU-toteutusta hitaammaksi.
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Palvelimettoman ymparistdn vasteajan keskiarvo (1 715 ms) pysyi kdytanndéssa samana
kuin matalalla kuormituksella (1 727 ms), mutta lapimeno kasvoi huomattavasti 2,890:sta
11,625 pyyntdon sekunnissa. Tama kuvasta horisontaalista skaalautumista, jolloin vas-
teaika ei kasva kuormituksen my6ta samalla tavoin kuin yksittdisen palvelimen arkkiteh-
tuureissa. Palvelimeton laskenta ohittaa lapimenossa selvasti kaikki CPU-pohjaiset ym-

paristot, mutta ei ylla GPU-ymparistéjen suorituskykyyn.

Taulukko 13 esittda inferenssin suoritusajan tunnusluvut eri ymparistoissa.

Ympadristo | Keskiarvo | Minimi Maksimi | P90 (ms) | P95 (ms) | P99 (ms)
(ms) (ms) (ms)

VM CPU 395 381 422 412 414 417

VM GPU 18 16 34 20 21 22

Reuna CPU | 591 563 651 616 619 627

Reuna GPU | 44 42 96 47 47 48

Serverless | 1443 1234 2516 1525 1540 2414

Taulukko 13: YOLO26m-mallin inferenssin suoritusajan tunnusluvut eri ympa-
ristdissé keskikuormituksella

Tulokset osoittavat, ettd YOLO26m-mallin inferenssin suoritusaika pysyy keskikuormi-
tuksessa hyvin vakaana eika juuri muutu verrattuna matalaan kuormitukseen. Tama viit-
taa siihen, etta yksittaisen mallikutsun laskennallinen kustannus ei ole herkka lisdanty-
neelle rinnakkaisuudelle, vaan kuormituksen kasvu nakyy ensisijaisesti jonoutumisena

ja muina jarjestelmatason viiveina.

GPU-kiihdytys sailyttda selkean etunsa kaikissa ymparistoissa. Virtuaalikoneymparis-
téssd GPU-versio (18 ms) on noin 22-kertainen parannus CPU-versioon (395 ms) ver-
rattuna, ja myds reunalaskennassa GPU (44 ms) on selvasti CPU-versiota (591 ms) no-
peampi. Ero korostaa sita, ettd YOLO26m-mallin inferenssi on erittdin hyvin rinnakkais-

tettavissa GPU-arkkitehtuurilla myds kuormituksen kasvaessa.

Huomionarvoisesti inferenssiajan osuus koko paasta paahan -vasteajasta pienenee kes-
kikuormituksella entisestaan. Tama tarkoittaa, etta suurin osa yksittaisen pyynnon koko-
naisviiveesta muodostuu talldin jonotuksesta ja muista viiveista, eika itse mallin lasken-

nasta lukuun ottamatta palvelimetonta ymparist6a.
Qwen3.5-0.8B-malli

Keskikuormituksella testijakson aikana Qwen3.5-0.8B-mallilla kasiteltiin ymparistdittain
seuraava maara pyyntéja: VM CPU 574, VM GPU 1 390, reunalaskenta CPU 361,
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reunalaskenta GPU 361 ja palvelimeton ymparistd 2 256. Erot heijastavat kunkin ympa-
ristdn saavutettua lapimenoa. Kuva 6 esittdd Qwen3.5-0.8B-mallin paasta paahan -vas-

teaikojen keskiarvot ymparistoittain keskikuormituksella.

Qwen3.5-0.8B — vasteaika, Keskikuormitus
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Kuva 6: Qwen3.5-0.8B-mallin paasta pdaahan -vasteajat ympdristoittdin keskikuormituksella

Taulukko 14 kokoaa yhteen Qwen3.5-0.8B-mallin suorituskykytunnusluvut ymparistoit-

tain keskikuormituksella.

Ymparisto | Keskiarvo | Minimi | Maksimi | P90 P95 P99 Lapimeno
(ms) (ms) | (ms) (ms) | (ms) (ms) (pyynnot/s)

VM CPU 21370 5354 | 46151 28032 | 30089 |36862 |0,919

VM GPU 8711 2 268 14 043 9918 10399 | 12411 | 2,282

Reuna CPU | 34 049 4 246 52 327 40524 | 47176 | 51048 | 0,571

Reuna GPU | 34 157 4976 |47 511 38286 | 40675 | 43790 | 0,571

Serverless | 5357 1899 | 25413 12460 | 14546 | 18164 | 3,690

Taulukko 14: Qwen3.5-0.8B-mallin pdésta paahan -vasteajat ja lapimeno eri
ympaéristéisséd keskikuormituksella

Qwen3.5-0.8B-mallilla keskikuormitus nostaa esiin kaksi erityisen merkittdvaa havain-
toa. Ensinnakin reunalaskennan GPU-versio (34 157 ms) on jalleen heikompi, mutta
kaytanndssa identtinen reunalaskennan CPU-version kanssa (34 049 ms) ja selvasti hei-
kompi kuin virtuaalikoneen CPU-versio (21 370 ms). Tama vahvistaa perustasolla ja ma-
talalla kuormituksella tehtya havaintoa siita, ettd Qwen3.5-0.8B-malli ei hyddy reunalait-

teen GPU:sta yhta lailla kuin YOLO26m-malli. Toiseksi palvelimettoman ymparistdn
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skaalautuvuusetu korostuu selvasti. Sen keskimaarainen vasteaika (5 357 ms) on noin
kuudesosa reunalaskentaymparistojen vasteajoista, ja lapimeno (3,690 pyyntba/s) on
selvasti korkeampi kuin muissa tarkastelluissa ymparistdissa. Tama osoittaa, ettd kuor-
mituksen kasvaessa palvelimeton arkkitehtuuri kykenee hyédyntdmaan resurssien auto-
maattista skaalausta tehokkaasti. Lisaksi virtuaalikoneen GPU-version suorituskyky
heikkenee kuormituksen kasvaessa merkittavasti ja se menettaa ylivoimansa vasteajan
noustessa matalan kuormituksen 2 117 millisekunnista 8 711 millisekuntiin. TAma viittaa
siihen, ettd GPU-resurssit saavuttavat nopeasti kyllastymispisteensa, jolloin rinnakkais-

ten pyyntdjen kasittely alkaa kasvattaa viiveita.

Lisdksi tarkasteltiin inferenssin suoritusaikaa. Taulukko 15 esittda suoritusajan tunnus-

luvut eri ymparistoissa.

Ympadristo | Keskiarvo | Minimi Maksimi | P90 (ms) | P95 (ms) | P99 (ms)
(ms) (ms) (ms)

VM CPU 4 318 1732 24 489 10 619 12 657 13 198

VM GPU 1680 474 6 077 2674 3 266 5835

Reuna CPU | 6 925 2571 21124 16 054 20 560 20 783

Reuna GPU | 6 794 2208 24 797 9277 10 606 16 599

Serverless | 4 981 1648 22 234 11 935 14 167 17 731

Taulukko 15: Qwen3.5-0.8B-mallin inferenssin suoritusajan tunnusluvut eri
ympdristdisséa keskikuormituksella

Tulokset osoittavat, ettda GPU-kiihdytys tuottaa edelleen selkedn hyddyn virtuaaliko-
neymparistdssa, jossa keskimaarainen suoritusaika (1 680 ms) on noin 2,5-kertainen
parannus CPU-versioon (4 318 ms) verrattuna. Sen sijaan reunalaskentaymparistdssa
GPU:n vaikutus on kaytanndssa olematon: GPU-versio (6 794 ms) on lahes samalla
tasolla CPU-version (6 925 ms) kanssa, mika viittaa siihen, ettd Qwen3.5-0.8B-malli ei
skaalaudu tehokkaasti reunalaitteen GPU-arkkitehtuurille mydskaan kasvaneessa rin-
nakkaiskuormassa. Tasta huolimatta GPU-versio ei ole huonompi kuin CPU, vaan suo-
rituskyky pysyy vahintaan samalla tasolla, vaikka erot ovatkin marginaalisia. Palvelimet-
tomassa ymparistdssa inferenssiaika (4 981 ms) pysyy selvasti reunaymparistdja mata-
lampana ja on l&helld virtuaalikoneen CPU-versiota. Samalla kuitenkin maksimi- ja p99-
arvot osoittavat edelleen suurta vaihtelua, mika viittaa siihen, etta yksittaiset ajot voivat

karsia merkittavista viivepiikeista alustaresurssien allokoinnin takia.

Kun inferenssiaikaa verrataan kokonaisvasteaikoihin, havaitaan etta sen osuus ei enaa

korostu samalla tavalla kuin matalalla kuormituksella, vaan kokonaisvasteet pysyvat
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suhteellisen tasaisina matalan ja keskikuormituksen valilla. Nain ollen keskikuormituk-
sessa suorituskykya paasta paahan -vasteaikojen nakdkulmasta rajoittaa ennen kaikkea
jonoutuminen ja rinnakkaisten pyyntdjen kasittelykapasiteetti, eika niinkaan yksittaisen

inferenssin kesto.

4.1.4 Korkea kuormitus
Korkean kuormituksen testissa mitattiin 50 samanaikaisen kayttajan suorittamia pyyntoja

kymmenen minuutin ajan. Tama skenaario edustaa tutkimuksen vaativinta kuormitusta-

soa ja paljastaa arkkitehtuurien maksimaalisen suorituskyvyn seka kapasiteettirajoitteet.
YOLO26m-malli

Korkealla kuormituksella testijakson aikana YOLO26m-mallilla kasiteltiin ymparistoittain
seuraava maara pyyntdja: VM CPU 1 549, VM GPU 22 944, reunalaskenta CPU 1 059,
reunalaskenta GPU 10 624 ja palvelimeton ymparistd 16 926. Erot heijastavat kunkin
ymparistdn saavutettua lapimenoa. Kuva 7 esittdd YOLO26m-mallin paasta paahan -

vasteaikojen keskiarvot ymparistdittain korkealla kuormituksella.

YOLO26m — vasteaika, Korkea kuormitus
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Kuva 7: YOLO26m-mallin paéasta pdahan -vasteajat ympdristoittédin korkealla kuormituksella

Taulukko 16 kokoaa yhteen YOLO26m-mallin suorituskykytunnusluvut ymparistéittain
korkealla kuormituksella.

Ympiristo | Keskiarvo | Minimi | Maksimi | P90 P95 P99 Lapimeno

(ms) (ms) | (ms) (ms) | (ms) |(ms) |(Pyynnotss)

VM CPU 19 831 590 49 179 20431 | 20506 |35172 | 2,481
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VM GPU 1335 209 4 200 1325 1351 1994 37,416

Reuna CPU | 29 260 663 57 080 30295 30481 |36291 |1,670

Reuna GPU | 2 885 131 8 374 2 865 3 464 3752 17,289

Serverless | 1801 1495 8 805 2482 2595 2 959 27,692

Taulukko 16: YOLO26m-mallin paastéd paahén -vasteajat ja lapimeno eri ympé-
ristoissé korkealla kuormituksella

Korkealla kuormituksella ymparistdjen jonotusilmio voimistuu entisestaan. Virtuaaliko-
neen CPU-version vasteajan keskiarvo kasvoi 7 997 millisekunnista 19 831 millisekuntiin
ja reunalaskennan CPU-version 11 903 millisekunnista 29 260 millisekuntiin. Absoluutti-
set maksimiarvot, VM CPU:lla 49 179 ms ja reuna CPU:lla 57 080 ms, osoittavat, etta
yksittaiset pyynnét voivat odottaa kasittelya Iahes minuutin, kun jarjestelma kasittelee

suurta samanaikaista kuormaa.

GPU-ymparistdjen vasteajat nousevat keskimaarin samassa suhteessa. Virtuaalikoneen
GPU-version keskiarvo nousee 536 millisekunnista 1 335 millisekuntiin, samalla kun |a-
pimeno pysyy lahes muuttumattomana (37,4 pyyntda/s) kaikilla rinnakkaiskuormitusta-
soilla. Reunalaskennan GPU-versio (2 885 ms) on talld kuormitustasolla selvasti hi-
taampi kuin virtuaalikoneen GPU-versio, vaikka perustasolla reunalaskenta oli nope-
ampi. Virtuaalikoneen GPU on kuitenkin sailyttanyt suhteellisen suorituskykyetunsa reu-
nalaskentaan nahden jo matalasta kuormituksesta lahtien, jolloin suorituskykyero naiden

valilld on pysynyt likimain vakiona.

Palvelimettoman ymparistdn tulos on tassa skenaariossa erityisen merkittava: vasteajan
keskiarvo (1 801 ms) pysyi lahes muuttumattomana kaikilla kuormitustasoilla, ja lapi-
meno kasvoi 27,692 pyyntddn sekunnissa, selvasti korkeimmaksi CPU-ymparistdjen jou-
kossa ja ylittden myds reunalaskennan GPU-version. Tulos osoittaa, ettad palvelimeton
arkkitehtuuri skaalautuu horisontaalisesti kuormituksen mukaan ilman yksittaisen in-

stanssin jonotusilmiéta.

Lisaksi tarkasteltiin inferenssin suoritusaikaa. Taulukko 17 esittda suoritusajan tunnus-

luvut eri ymparistoissa.

Ympdristo | Keskiarvo | Minimi Maksimi | P90 (ms) | P95 (ms) | P99 (ms)
(ms) (ms) (ms)

VM CPU 396 382 478 413 415 418

VM GPU 18 16 34 20 21 22
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Reuna CPU | 589 560 639 615 618 626
Reuna GPU | 44 42 97 47 47 48
Serverless 1521 1261 2 558 2 239 2 296 2 452

Taulukko 17: YOLO26m-mallin inferenssin suoritusajan tunnusluvut eri ympa-
ristoissé korkealla kuormituksella

Tulokset osoittavat, ettd YOLO26m-mallin inferenssin suoritusaika pysyy korkealla kuor-
mituksella erittain vakaana eikd muutu merkittavasti verrattuna matalampiin kuormitus-
tasoihin. Tama vahvistaa aiemmin havaittua ilmi6ta, jossa yksittdisen mallikutsun las-
kennallinen kesto on kaytannossa riippumaton rinnakkaisten pyyntdjen maarasta, ja
kuormituksen kasvu nakyy ensisijaisesti jonoutumisena sekd ymparistdétason resurssien
kilpailuna. Serverless-ymparistdssa inferenssiaika (1 521 ms) pysyy lahes identtisena
alempiin kuormitustasoihin verrattuna, mika tukee havaintoa siita, etta yksittaisen pyyn-
non laskenta ei ole kuormariippuvainen vaan alustakohtaisesti vakaa. Samalla kuitenkin
maksimi- ja p99-arvojen kasvu viittaa yksittaisiin viivepiikkeihin, jotka liittyvat instanssien

kaynnistymiseen ja resurssien allokointiin.

Kun inferenssiaikaa verrataan kokonaisvasteaikoihin, sen osuus on tassa kuormitusta-
sossa serverless-ymparistda lukuun ottamatta erittain pieni kaikissa ymparistoissa. Nain
ollen korkealla kuormituksella YOLO26m-mallin suorituskykyd maarittda lahes yksin-

omaan arkkitehtuurin skaalautuvuus, ei itse inferenssin kesto.
Qwen3.5-0.8B-malli

Korkealla kuormituksella testijakson aikana Qwen3.5-0.8B-mallilla kasiteltiin ymparistoit-
tain seuraava maara pyyntéja: VM CPU 608, VM GPU 1 386, reunalaskenta CPU 343,
reunalaskenta GPU 350 ja palvelimeton ymparistd 5 616. Erot heijastavat kunkin ympa-
ristdbn saavutettua lapimenoa. Kuva 8 esittad Qwen3.5-0.8B-mallin paasta paahan -vas-

teaikojen keskiarvot ymparistoittain korkealla kuormituksella.
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Serverless

Kuva 8: Qwen3.5-0.8B-mallin péasta pdadhan -vasteajat ympdristoittdin korkealla kuormituksella

Taulukko 18 kokoaa yhteen Qwen3.5-0.8B-mallin suorituskykytunnusluvut ymparistoit-

tain korkealla kuormituksella.

Ymparistéo | Keskiarvo | Minimi | Maksimi | P90 P95 P99 Lapimeno
(ms) (ms) (ms) (ms) (ms) (ms) (pyynnotis)

VM CPU 50 153 6 237 81 657 58 377 | 65558 | 76598 | 0,963

VM GPU 22 104 3469 27 458 23941 | 24539 | 25831 |2,224

Reuna CPU | 86 023 7 880 110257 | 102638 | 106 751 | 109 395 | 0,543

Reuna GPU | 83 954 5009 105033 | 94159 |95961 | 100102 | 0,553

Serverless | 5378 1888 29 445 12494 | 14540 |18119 |9,071

Taulukko 18: Qwen3.5-0.8B-mallin pdésta paahan -vasteajat ja ldpimeno eri

ympdristbisséa korkealla kuormituksella

Korkealla kuormituksella Qwen3.5-0.8B-mallin tulokset korostavat arkkitehtuurien valisia

eroja entisestdan. Reunalaskennan GPU-version keskimaarainen vasteaika (83 954 ms)

alittaa jalleen vuorostaan hieman CPU-version (86 023 ms), mutta ero on marginaalinen.

Tama vahvistaa aiemmilla kuormitustasoilla havaitun trendin: reunalaitteen GPU ei tuota

merkittdvaa suorituskykyhyotya Qwen3.5-0.8B-mallille edes suurella rinnakkaisuudella.

CPU-pohjaisten ymparistdjen vasteajat kasvavat kuormituksen myo6ta voimakkaasti. Vir-

tuaalikoneessa keskiarvo nousee 50 153 millisekuntiin ja reunalaitteella jopa 86 023 mil-

lisekuntiin, samalla kun p99-arvot ylittavat reunalaitteella jopa sadan sekunnin. Tama
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viittaa merkittdvaan jonoutumiseen ja yksittaisten pyyntdjen huomattavaan pidentymi-

seen korkealla kuormitustasolla.

Palvelimettoman ympariston suorituskyky erottuu selvasti muista. Sen keskimaarainen
vasteaika (5 378 ms) pysyy lahes vakaana kuormituksesta riippumatta, ja lapimeno
(9,071 pyyntda/s) on moninkertainen muihin ymparistéihin verrattuna. Tama korostaa

palvelimettoman arkkitehtuurin kykya skaalautua tehokkaasti rinnakkaisiin pyyntoéihin.

Virtuaalikoneen GPU-versio (22 104 ms) on palvelimetonta ymparist6a lukuun ottamatta
ainoa vaihtoehto, joka sailyttda edes kohtuullisen vasteajan korkealla kuormituksella.
Senkin suorituskyky kuitenkin heikkenee merkittavasti verrattuna perustasoon (863 ms),
mika osoittaa, ettd suuri samanaikaisten pyyntéjen maara johtaa vaistamatta jonoutumi-

seen myds GPU-kiihdytetyssa ymparistdssa.

Lisdksi tarkasteltiin inferenssin suoritusaikaa. Taulukko 19 esittda suoritusajan tunnus-

luvut eri ymparistoissa.

Ympadristo | Keskiarvo | Minimi Maksimi | P90 (ms) | P95 (ms) | P99 (ms)
(ms) (ms) (ms)

VM CPU 4 106 1146 15788 7324 12 509 12 849

VM GPU 1722 478 6 047 2730 3333 4 865

Reuna CPU | 7 266 2968 26 679 19774 20 502 23 741

Reuna GPU | 7 009 2234 22 783 9 254 10 940 19 437

Serverless | 5012 1649 22 228 11 997 14 170 17 722

Taulukko 19: Qwen3.5-0.8B-mallin inferenssin suoritusajan tunnusluvut eri
ympéristoissa korkealla kuormituksella

Tulokset osoittavat, ettd Qwen3.5-0.8B-mallin inferenssin suoritusaika kasvaa selvasti
perustasosta kuormituksen noustessa, mutta tasoittuu jo matalasta kuormituksesta al-
kaen, minka jalkeen suoritusarvot pysyvat eri kuormitustasoilla melko yhtenevind. Tama
viittaa siihen, etta yksittaisen inferenssin laskennallinen kesto ei ole herkka lisaantyvalle
rinnakkaisuudelle, vaan kuormituksen kasvu nakyy ensisijaisesti jonoutumisena ja ym-

paristotason resurssien kilpailuna.

Virtuaalikoneymparistossa GPU-kiihdytys sailyttda selkedn etunsa: keskimaarainen suo-
ritusaika (1 722 ms) on noin 2,4-kertainen parannus CPU-versioon (4 106 ms) verrat-
tuna. Reunalaskentaymparistssa tilanne on sen sijaan selvasti heikompi ja GPU- seka
CPU-versiot ovat lahes tasoissa. GPU-version keskimaarainen suoritusaika (7 009 ms)

ei kadytanndssa eroa CPU-versiosta (7 266 ms), mika viittaa siihen, ettd GPU-kiihdytys
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ei tuo tassa ymparistdssa merkittdvaa hyotya. Tama vahvistaa aiemmilla kuormitusta-
soilla tehtya havaintoa siita, ettd Qwen3.5-0.8B-malli ei skaalaudu tehokkaasti reunalait-
teen GPU-arkkitehtuurille. Palvelimettomassa ymparistdéssa inferenssiaika (5 012 ms)
pysyy reunaymparistéja selvasti matalampana ja lahella virtuaalikoneymparistén CPU-

versiota, mutta on edelleen GPU-kiihdytettya virtuaalikoneymparistéa paljon hitaampi.

Kun inferenssiaikaa verrataan kokonaisvasteaikoihin, havaitaan, etta sen suhteellinen
osuus pienenee korkealla kuormituksella virtuaalikone- ja reunalaskentaymparistdissa.
Talldin vasteaikojen kasvu selittyy pddosin jonoutumisella ja rinnakkaisten pyyntdjen
odotusajalla, eika niinkaan yksittaisen inferenssin kestolla. Poikkeuksena on palvelime-
ton ymparistd, jossa inferenssin osuus kokonaisvasteajasta sailyy merkittdvana, koska
horisontaalinen skaalautuvuus poistaa jonoutumista mutta ei itsessdan vahenna yksit-

taisen laskennan kustannusta.

4.1.5 Mallien latausaika ja kylmakaynnistystilanne
Mallien latausajat mitattiin kussakin ymparistdssa kymmenen erillisen kylmakaynnistyk-

sen perusteella. Mittauksista laskettiin keskiarvo seka keskihajonta tulosten toistettavuu-
den arvioimiseksi. Kuva 9 esittda YOLO26m-mallin latausaikojen keskiarvot ymparistoit-

tain seka niiden vaihtelun (keskihajonta).

YOLO26m — mallin latausaika (keskiarvo + keskit#fonta, n=10)
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Kuva 9: YOLO26m-mallin latausaika eri ymparistoissé (keskiarvo ja keskihajonta)
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Kuva 10 esittda vastaavasti Qwen3.5-0.8B-mallin latausaikojen keskiarvot ymparistoit-

tain seka niiden vaihtelun (keskihajonta).

Qwen3.5-0.8B — mallin latausaika (keskiarvo + keskihajonta, n=10)
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Kuva 10: Qwen3.5-0.8B-mallin latausaika eri ympdristbissé (keskiarvo ja keskihajonta)

Taulukko 20 kokoaa yhteen molempien mallien latausaikojen tunnusluvut eri ymparis-

toissa.

Malli Ymparisto Keskiarvo (ms) | Minimi (ms) Maksimi (ms)
YOLO26m VM CPU 162 132 271
YOLO26m VM GPU 146 132 259
YOLO26m Reuna CPU 168 162 196
YOLO26m Reuna GPU 340 328 403
YOLO26m Serverless 240 187 300
Qwen3.5-0.8B VM CPU 4 046 4 044 4 050
Qwen3.5-0.8B VM GPU 4 044 4043 4 045
Qwen3.5-0.8B Reuna CPU 4 069 4 064 4073
Qwen3.5-0.8B Reuna GPU 4198 4 089 5132
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Qwen3.5-0.8B Serverless 4 417 3069 6178

Taulukko 20: YOLO26m- ja Qwen3.5-0.8B-mallien latausaikojen tunnusluvut
eri ympdristoissa
YOLO26m-mallin latausajat ovat kaikissa ymparistoissa lyhyita ja keskendan hyvin ver-
tailukelpoisia. Virtuaalikoneen CPU- ja GPU-versioiden seka reunalaskennan CPU-ver-
sion latausaikojen keskiarvot sijoittuvat valille 146—168 ms, ja niiden valinen hajonta on
vahaista. Tama viittaa siihen, ettad latausvaihe on vakaa ja toistettava eri ajojen valilla.
Poikkeuksen muodostavat reunalaskennan GPU-versio (340 ms) seka palvelimeton ym-
paristd (240 ms), joissa latausaika on hieman korkeampi. Tama selittyy todennakdisesti
GPU-muistin alustamiseen liittyvalla lisatyolla seka palvelimettoman ympariston kayn-

nistysvaiheen vaihtelulla.

Qwen3.5-0.8B-mallin latausajat ovat luonteeltaan hyvin yhtenaisia VM CPU-, VM GPU-
ja reuna CPU-ymparistdissa. Naissa ymparistdissa latausaikojen keskiarvot asettuvat tii-
viisti noin 4 044—4 069 millisekunnin valille, ja hajonta on erittdin vahaista. Tama osoittaa,
etta latausaika on kaytannossa deterministinen ja maaraytyy paaasiassa mallin koon
seka muistin siirtonopeuden perusteella. Reunalaskennan GPU-versiossa keskiarvo (4
198 ms) on hieman korkeampi ja hajonta suurempi, mika viittaa GPU-muistin kasittelyyn
littyvaan lisdkuormaan. Palvelimettomassa ymparistossa latausaika (keskiarvo 4 417
ms) on korkein ja myo6s selvasti vaihtelevampi (3 069-6 178 ms), mika heijastaa yksit-

taisten Lambda-instanssien alustukseen liittyvaa epadeterministista viivetta.

Tulokset osoittavat, etta latausajat skaalautuvat paaosin mallin koon mukaan ja pysyvat
suhteellisen vakaina eri ymparistdissa. Molemmilla malleilla latausaika on suuruusluo-
kaltaan verrattavissa yksittaisen inferenssipyynnén kestoon perustasolla, joskin tama
vaihtelee ymparistdn mukaan. Koska mallit ladataan muistiin vain kerran kontin kaynnis-
tyksen tai ensimmaisen pyynndn yhteydessa, latausajan kertavaikutus jakautuu kaikkien

myohempien pyyntdjen kesken eikd muodosta toistuvaa viivettd normaalissa kaytdssa.
Kylmakaynnistystilanne (palvelimettoman laskennan erityistapaus)

Palvelimettoman ympariston kylmakaynnistysviivetta tarkasteltiin erillisena mittausase-
telmana, jossa jokaisen pyynnon valilla pidettiin riittdva lepotauko funktion lampimana
pysymisen estamiseksi. Mittaus toistettiin kymmenen kertaa, jotta kylmakaynnistyksen
aiheuttaman viiveen vaihtelua voitiin arvioida. Kuva 11 esittda kylmakaynnistystilantei-
den paasta paahan -vasteaikojen jakauman mallikohtaisesti laatikko-jana-kuviona (kes-

kiarvo ja vaihtelu).
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Serverless — kylmakaynnistysaika (keskiarvo + keskihajonta, n=10)
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Kuva 11: Serverless-ympdristén kylméakdynnistyksen paastd paahan -vasteajan jakauma
(YOLO26m- ja Qwen3.5-0.8B-mallit)

Taulukko 21 kokoaa yhteen vastaavat paasta paahan -vasteaikojen tunnusluvut millise-

kunteina.
Malli Keskiarvo (ms) Minimi (ms) Maksimi (ms)
YOLO26m 6 544 5233 9 061
Qwen3.5-0.8B 18 034 13 568 24 900

Taulukko 21: YOLO26m- ja Qwen3.5-0.8B-mallien kylmédkdynnistyksen paasta

pdahéan -vasteajat serverless-ympdristossa

Tuloksista havaitaan, ettda Qwen3.5-0.8B-mallin kylmakaynnistysaika on keskimaarin

noin 2,8-kertainen YOLO26m-malliin verrattuna. Ero selittyy todennakdisesti ensisijai-

sesti kahdella tekijalla: Qwen3.5-0.8B-mallin huomattavasti suuremmalla tiedostokoolla

(yhteensa ~795 Mt malli + projektori vs. YOLO26m-malli ~44 Mt) ja Llama-server-kom-

ponentin kdynnistamisesta aiheutuvasta viiveesta.
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Vasteaikojen hajonta on molemmilla malleilla merkittavaa. YOLO26m-mallin kylmakayn-
nistysajat vaihtelevat 5 233 millisekunnista 9 061 millisekuntiin, ja Qwen3.5-0.8B-mallin
13 568 millisekunnista 24 900 millisekuntiin. Hajonta viittaa Lambda-infrastruktuurin
alustusaikojen luontaiseen vaihteluun, esimerkiksi kontin lataamiseen kaytetyn laitteis-
ton kuormituksen tai verkon viiveen vaikutukseen, eika ole suoraan palvelun toteutuk-

sesta johtuva tekija.

Kylmakaynnistysaikojen suhteuttaminen mallin latausaikaan paljastaa, ettéa kylmakayn-
nistysaika on molemmilla malleilla huomattavasti pidempi kuin pelkka mallin latausaika
ldmpimassa ymparistdossa. YOLO26m:lla ero on noin 6 300 ms (6 544 ms vs. 240 ms) ja
Qwen3.5-0.8B:lla noin 13 617 ms (18 034 ms vs. 4 417 ms). Erotus heijastaa Lambda-
kontin kokonaiskaynnistymisaikaa, mukaan lukien ajonaikaisen ympariston alustamisen
ja verkkoyhteyksien muodostamisen. Kylmakaynnistysaikojen kaytannon merkitys riip-
puu keskeisesti siitd, kuinka sdanndllisesti palvelua kaytetdan. Jatkuvassa kuormituk-
sessa Lambda-instanssit pysyvat [Ampiming, eivatka kylmakaynnistysajat vaikuta vaste-
aikaan, mutta harvoin kaytetyssa tai akillisesti kdynnistyvassa kuormituksessa ne muo-

dostavat merkittavan alkuviiveen.

4.2 Kustannusanalyysi

Tassa alaluvussa tarkastellaan arkkitehtuurikohtaisia kustannuksia eri kuormitustasoilla
molemmilla malleilla. Kustannukset esitetdan Yhdysvaltain dollareina (USD) AWS:n eu-
south-2-alueen hinnoittelun mukaisesti ja normalisoidaan pyyntdkohtaisiksi kustannuk-
siksi vertailukelpoisuuden varmistamiseksi. Luettavuuden parantamiseksi luvut esite-
tdan myos kustannuksina miljoonaa pyyntda kohden. Virtuaalikoneymparistossa kustan-
nukset muodostuvat instanssin kayntiajasta ja julkisen IPv4-osoitteen tuntihinnasta. Pal-
velimettomassa arkkitehtuurissa kustannukset koostuvat Lambda-funktion suoritus-
ajasta ja muistimaaraan sidotusta yksikkdéhinnasta, pyyntokohtaisesta Lambda-mak-
susta sekd API Gateway -palvelun pyyntdkohtaisesta hinnasta. Reunalaskentaymparis-
ton kustannukset perustuvat laitteiston hankintahinnan jaksotukseen kolmen vuoden
kayttoéidlle, AWS IoT Greengrass -palvelumaksuihin seka laitteen arvioituun sahkénku-

lutukseen.

Toisin kuin suorituskykyanalyysissa, jossa kuormitustaso on keskeinen selittava tekija,
kustannukset osoittautuivat suhteellisen vakaiksi kuormitustasojen valilld kuormituksen
kasvun jalkeen. Taman vuoksi kustannukset esitetddn mallikohtaisesti, jolloin mallien

valinen kustannusrakenne-ero nousee selkeammin esiin.
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4.2.1 YOLO26m-malli
Kuva 12 ja taulukko 22 esittavat YOLO26m-mallin pyyntokohtaiset kustannukset (USD /

miljoona pyyntda) kaikissa ymparistdissa kaikilla kuormitustasoilla.

Perustaso
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YOLO26m — kustannus miljoonaa pyyntéa kohden kuormitustasoittain

Matala kuormitus

Kuormitustaso

Keskikuormitus

Ymparisto
VM CPU
VM GPU
Reuna CPU
Reuna GPU
Serverless

Korkea kuormitus

Kuva 12: YOLO26m-mallin kustannus miljoonaa pyynt6d kohden eri ympdristbissa ja kuormitustasoilla

Ympaéristéo | Perustaso | Matala kuormitus | Keskikuormitus | Korkea kuormitus
VM CPU $42,79 $33,44 $33,17 $33,23

VM GPU $17,23 $4,64 $4,66 $4,64

Reuna CPU | $6,79 $6,80 $6,83 $6,81

Reuna GPU | $0,67 $0,66 $0,66 $0,66

Serverless | $34,21 $35,34 $35,11 $36,90

Taulukko 22: YOLO26m-mallin kustannus miljoonaa pyynt6d kohden (USD) eri

ympéristbéissé ja kuormitustasoilla

Reunalaskennan GPU-versio on YOLO26m-mallilla selvasti edullisin ymparistd kaikilla

kuormitustasoilla: $0,66—-$0,67 miljoonaa pyyntd6a kohden. Kustannusetu on noin kym-

menkertainen reunalaskennan CPU-versioon (n. $6,80), moninkertainen virtuaalikoneen

GPU-versioon (n. $4,60) ja yli 50-kertainen palvelimettomaan ymparistoon ($34-$37)

verrattuna. Reunalaskennan kustannusten alhaisuus selittyy kapasiteettiperusteisella

kustannusrakenteella: laitteistoinvestoinnin kustannus jaksottuu kaikille kasitellyille

pyynndille, ja YOLO26m-mallin nopea GPU-inferenssi mahdollistaa erittdin korkean
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lapimenon suhteessa laitteiston tuntikustannukseen. Kaytanndssa suuri lapimenokyky

kompensoi alhaiset laitteistokustannukset tehokkaasti.

Virtuaalikoneen GPU-version kustannus laskee perustasolta ($17,23 / milj. pyynt6a)
huomattavasti matalalle kuormitustasolle siirryttdessa ($4,64 / milj. pyyntda) ja pysyy sen
jalkeen lahes vakiona. Perustasolla kustannus on korkea, koska kallis instanssi on kayn-
nissa, vaikka sita hyddynnetaan ainoastaan yhden perakkaisen pyynnon kasittelyyn ker-
rallaan. Nain ollen instanssin laskentateho on perustasolla pddosin kayttamatta. Kuor-
mituksen kasvaessa sama kayntiaikakustannus jakautuu huomattavasti suuremmalle
pyyntdmaaralle, jolloin pyyntokohtainen kustannus laskee jyrkasti. Téama havainnollistaa
kapasiteettiperusteisen kustannusrakenteen perusilmi6éta: kustannustehokkuus paranee
lapimenon kasvaessa. Samalla havaitaan, ettd GPU-resurssien korkea kapasiteetti mah-

dollistaa Idhes maksimaalisen hyédyntdmisen jo matalalla kuormituksella.

Virtuaalikoneen CPU-versio on puolestaan kustannuksiltaan 33,17—-42,79 Yhdysvaltain
dollaria miljoonaa pyyntda kohden, eli selvasti kallimpi kuin reunalaskenta ja vain hie-
man palvelimetonta ymparistdd edullisempi. Vaikka CPU-instanssin tuntihinta on alhai-

sempi, sen heikompi lapimenokyky kasvattaa pyyntdkohtaista kustannusta.

Palvelimettoman ympariston kustannus ($34-$37 / milj. pyynt6a) pysyy kaytanndssa va-
kiona kaikilla kuormitustasoilla. Tama on odotuksenmukainen tulos, silla Lambda-hin-
noittelu on luonteeltaan lineaarinen, jolloin kustannus pyyntda kohden maaraytyy yksit-
taisen pyynnon suoritusajan perusteella eika riipu samanaikaisten pyyntojen kokonais-
maarasta. Toisin kuin kapasiteettiperusteisissa ymparistdissa, kuormituksen kasvu ei
paranna kustannustehokkuutta, vaan kustannus skaalautuu suoraan kaytén mukaan. On
kuitenkin huomionarvoista, etta palvelimettoman ympariston kustannustaso on selvasti
korkeampi kuin muissa arkkitehtuureissa. Tama johtuu ensisijaisesti pitkista inferens-
siajoista sekd AWS Lambda -hinnoittelun kumuloituvista komponenteista, joihin kuuluvat
seka laskenta-aika ettd jokaisesta kutsusta veloitettavat maksut. Lisaksi yksittaisten

pyyntéjen pitkat suoritusajat kasvattavat suoraan laskutettavaa kayttdaikaa.
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4.2.2 Qwen3.5-0.8B-malli
Kuva 13 ja taulukko 23 esittavat Qwen3.5-0.8B-mallin pyyntokohtaiset kustannukset
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(USD / miljoona pyynt6a) kaikissa ymparistdissa kaikilla kuormitustasoilla.

Perustaso

Qwen3.5-0.8B — kustannus miljoonaa pyyntda kohden kuormitustasoittain

Matala kuormitus

Keskikuormitus

Kuormitustaso

Ymparistd
VM CPU
VM GPU
Reuna CPU
Reuna GPU
Serverless

Korkea kuormitus

Kuva 13: Qwen3.5-0.8B-mallin kustannus miljoonaa pyynt6d kohden eri ymparistbissé ja kuormitustasoilla

Ympadristo | Perustaso | Matala kuormitus | Keskikuormitus | Korkea kuormitus
VM CPU $164,50 $92,10 $89,73 $85,60

VM GPU $149,94 $73,65 $76,15 $78,11

Reuna CPU | $41,67 $19,30 $19,90 $20,95

Reuna GPU | $25,08 $19,85 $19,92 $20,55

Serverless | $199,13 $197,91 $201,21 $202,28

Taulukko 23: Qwen3.5-0.8B-mallin kustannus miljoonaa pyyntéa kohden

(USD) eri ympdristbissé ja kuormitustasoilla

Myds Qwen3.5-0.8B-mallilla reunalaskenta on edullisin ymparistd (noin $19-$21 / mil-

joona pyyntda), ja CPU- seka GPU-versiot ovat siind lahes kustannuksiltaan identtisia.

GPU-laskenta on edullisempi perustasolla, mutta rinnakkaiskuormituksella erot pysyvat
kokonaisuudessaan hyvin pienina.

Virtuaalikoneen CPU-versio on Qwen3.5-0.8B-mallilla kallein kapasiteettiperusteisista
ymparistoista kaikilla kuormitustasoilla ($86—$165 / milj. pyynt6a), mutta GPU-versio ei

ole paljon halvempi. Korkea kustannus selittyy samoilla syilla kuin YOLO26m-mallilla.

Instanssien korkea tuntihinta jakautuu kuormituksen mukaan suhteellisen pienelle
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pyyntdmaaralle, koska Qwen3.5-0.8B-mallin pitka inferenssiaika rajoittaa saavutetta-
vissa olevaa lapimenoa. Perustasolla GPU-version kustannus ($149,94 / milj. pyynt6a)

on noin kuusinkertainen reunalaskennan GPU-versioon verrattuna.

Reunalaskennan CPU- ja GPU-versioiden kustannukset ovat Qwen3.5-0.8B-mallilla
huomattavan lahella toisiaan perustasoa lukuun ottamatta kaikilla kuormitustasoilla
($19-%$21 / milj. pyyntéa), mikd on suoraa seurausta molempien ymparistdjen lahes
identtisista vasteajoista. Koska reunalaitteen kustannus on kiintea ja riippumaton lasken-
tayksikon tyypista, vasteajan samankaltaisuus johtaa myds kustannusten samankaltai-

suuteen.

Yleisesti GPU-ymparistdjen kustannustehokkuus on Qwen3.5-0.8B-mallilla selvasti hei-
kompi kuin YOLO26m-mallilla. Tama johtuu siitd, ettd GPU:n tarjoama nopeushydéty ei
ritd kompensoimaan merkittavasti korkeampaa instanssihintaa, koska Qwen3.5-0.8B-
mallin laskenta on sekd muistin kannalta vaativaa ettd vdhemman tehokkaasti rinnak-
kaistettavissa reunalaitteen tai virtuaalikoneen GPU-arkkitehtuurilla. Nain ollen suoritus-
kyvyn parantuminen ei muutu vastaavaksi kustannussaastoksi, toisin kuin kevyemmalla
YOLO26m-mallilla.

Palvelimettoman ympariston kustannus ($197-$202 / milj. pyynt6a) on Qwen3.5-0.8B-
mallilla selvasti korkein ja pysyy lahes vakiona kaikilla kuormitustasoilla, koska Lambda-
hinnoittelu on lineaarinen pyyntdkohtainen kustannus eika hyddy skaalautumistehokkuu-
desta. Tassa tapauksessa korkea kustannus selittyy kuitenkin kahdella tekijalla. Ensin-
nakin jokainen pyynto sisaltaa kiinteat lisamaksut, ja toiseksi Qwen3.5-0.8B-mallin pitka
inferenssiaika kasvattaa suoraan Lambda-laskutettavaa suoritusaikaa, joka korostuu eri-

tyisesti pitkissa generatiivisissa ajoissa.

4.3 Kustannus-suorituskykysuhde

Tassa alaluvussa yhdistetaan suorituskyky- ja kustannustulokset kustannus—suoritusky-
kysuhteen arvioimiseksi. Tarkastelu perustuu pyyntdkohtaiseen kustannukseen suh-
teessa keskimaaraiseen vasteaikaan seka lapimenoon eri kuormitustasoilla. Tavoitteena
on arvioida kunkin arkkitehtuurin tarjoamaa hyétya suhteessa sen aiheuttamiin kustan-
nuksiin eri kayttétilanteissa. Kustannus—suorituskykysuhteen tarkastelussa on oleellista
erottaa kaksi nakdkulmaa: pyyntdkohtainen kustannus kuvaa yksittdisen suorituksen
hintaa, kun taas tuntikohtainen kustannus kuvaa arkkitehtuurin kokonaiskustannuste-
hokkuutta jarjestelman lapimenon funktiona. Taulukot esittdvat molemmat nakdkulmat,
ja hajontakuvaajat havainnollistavat kustannuksen ja vasteajan valista suhdetta ympa-

ristoittain.
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4.3.1 Perustaso
Perustasolla yksittaisten perakkaisten pyyntdjen tilanteessa kustannus—suorituskyky-

suhde kuvaa arkkitehtuurien perusominaisuuksia ilman rinnakkaiskuormituksen vaiku-

tusta.
YOLO26m-malli

Kuva 14 esittaa YOLO26m-mallin pyyntokohtaisen kustannuksen (USD / miljoona pyyn-
t6a) ja paasta paahan -vasteajan keskiarvojen valista suhdetta eri laskenta-arkkitehtuu-
reissa perustasolla.

YOLO26m — kustannus vs. vasteaika

Perustaso

— VM CPU
Ymparisto ®

VM CPU
VM GPU
Reuna CPU
Reuna GPU
Serverless

. Serverless

VM GPU

Reuna CPU

Reuna GPU
®

200 400 600 800 1000 1200 1400 1600
Paasta paahan -vasteaika, keskiarvo (ms)

Kuva 14: YOLO26m-mallin pyyntékohtainen kustannus suhteessa vasteaikaan eri ymparistoisséa

perustasolla

Taulukko 24 kokoaa yhteen YOLO26m-mallin keskeiset suorituskyky- ja kustannustun-
nusluvut kaikissa ymparistoissa perustasolla, kuten vasteajan, l[apimenon ja kustannuk-
set eri aikayksikoissa.
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Ymparisto Vasteaika Lapimeno | Kustannus | | Kustannus /| Kustannus /

(ms) (pyyntod/s) | miljoona pyyn- | sekunti tunti (USD/h)
toa (USD) (USD/s)

VM CPU 519 1,927 $42,79 $0,00008244 $0,297

VM GPU 99 10,085 $17,23 $0,00017375 $0,626

Reuna CPU | 597 1,674 $6,79 $0,00001137 $0,041

Reuna GPU | 59 16,905 $0,67 $0,00001137 $0,041

Serverless 1676 0,596 $34,21 $0,00002040 $0,073

Taulukko 24: YOLO26m-mallin vasteaika-, lapimeno- ja kustannustunnusluvut
eri ympéristoissa perustasolla

Perustasolla reunalaskennan GPU-versio erottuu selvasti kustannustehokkaimmaksi
vaihtoehdoksi seka pyyntokohtaiselta kustannukseltaan ($0,67 / milj. pyyntd3) etta vas-
teajaltaan (59 ms). Tuntikustannus on identtinen reunalaskennan CPU-version kanssa
($0,041/n), koska molempien kustannukset perustuvat samaan kiintedan laitteistoon.
GPU-kiihdytys ei nosta reunalaitteen kayttokustannusta, mutta parantaa suorituskykya
merkittavasti. Kustannus—suorituskykymielessa tdma on poikkeuksellinen tilanne: pa-
rempi suorituskyky ei aiheuta lisdkustannusta, vaan pikemminkin laskee pyyntokohtaista

kustannusta nopeamman lapimenon ansiosta.

Vertailu virtuaalikoneen GPU-versioon havainnollistaa arkkitehtuurin merkityksen kus-
tannusrakenteessa. Vaikka virtuaalikoneen GPU-versio on suorituskyvyltdan vahva (99
ms), sen pyyntdkohtainen kustannus ($17,23 / milj. pyynt6a) on yli 25-kertainen reuna-
laskennan GPU-versioon verrattuna. Perustasolla instanssin laskentateho suurelta osin
kayttamatta, jolloin kallis tuntihinta ($0,626/h) jakautuu pienelle pyyntdmaaralle. Tama
on kapasiteettiperusteisen arkkitehtuurin kustannusrakenteen heikkous alhaisella kayt-
toasteella. Virtuaalikoneen CPU-versio ($42,79 / milj. pyynt6a) on kustannuksiltaan kor-
kea suhteessa sen suorituskykyyn (519 ms). Vaikka tuntihinta ($0,297/h) on GPU-ver-
siota alhaisempi, paljon heikompi lapimenokyky johtaa korkeaan pyyntdkohtaiseen kus-
tannukseen. Tama osoittaa, etta pelkka alhaisempi tuntihinta ei riitd takaamaan kustan-

nustehokkuutta, jos suorituskyky jaa rajalliseksi.

Palvelimettoman ympériston kustannus ($34,21 / milj. pyyntda) on korkea ja vasteaika
(1 676 ms) selvasti muita ymparistdja pidempi. Perustasolla skaalautuvuuden etu ei rea-
lisoidu, koska pyyntdja kasitelldan perakkain eika rinnakkaisuutta synny. Taman vuoksi

seka kustannus etta vasteaika jaavat epaedullisiksi muihin arkkitehtuureihin verrattuna.
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Qwen3.5-0.8B-malli

Kuva 15 esittdd Qwen3.5-0.8B-mallin pyyntdkohtaisen kustannuksen (USD / miljoona
pyyntda) ja paasta paahan -vasteajan keskiarvojen valista suhdetta eri laskenta-arkki-

tehtuureissa perustasolla.

Qwen3.5-0.8B — kustannus vs. vasteaika
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Kuva 15: Qwen3.5-0.8B-mallin pyyntékohtainen kustannus suhteessa vasteaikaan eri ympdéristéissa
perustasolla

Taulukko 25 kokoaa yhteen Qwen3.5-0.8B-mallin keskeiset suorituskyky- ja kustannus-

tunnusluvut kaikissa ymparistdissa perustasolla.

Ymparistéo | Vasteaika Lapimeno Kustannus / | Kustannus / | Kustannus /
(ms) (pyyntod/s) | miljoona pyyn- | sekunti tunti (USD/h)
téa (USD) (USD/s)
VM CPU 1995 0,501 $164,50 $0,00008244 | $0,297
VM GPU 863 1,159 $149,94 $0,00017375 | $0,626
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Reuna CPU | 3 665 0,273 $41,67 $0,00001137 | $0,041
Reuna GPU | 2 206 0,453 $25,08 $0,00001137 | $0,041
Serverless | 5302 0,189 $199,13 $0,00003755 | $0,135

Taulukko 25: Qwen3.5-0.8B-mallin vasteaika-, lapimeno- ja kustannustunnus-
luvut eri ympdristbissa perustasolla

Qwen3d.5-0.8B-mallilla  kustannus—suorituskykyasetelma muuttuu hiukan. Kuten
YOLO26m-mallilla, edullisin vaihtoehto pyyntokohtaiselta kustannukseltaan on reuna-
laskennan GPU-versio ($25,08 / milj. pyynt6a), joka tarjoaa my0ds kohtuullisen vasteajan
(2 206 ms). Tama korostaa sita, ettd Qwen35.-0.8B-mallilla kustannustehokkuus ei maa-
raydy pelkdstaan suorituskyvyn perusteella, vaan myds kiintedn kustannusrakenteen ja

lapimenon suhteesta.

Virtuaalikoneen CPU-version kustannus ($164,50 / milj. pyynt6a) on huomattavasti kor-
keampi kuin reunalaskennan vaihtoehdoilla, vaikka vasteaika (1 995 ms) on kohtuulli-
nen. Korkeampi lapimeno ei riitd kompensoimaan korkeampaa tuntikustannusta
($0,297/h), mika johtaa korkeaan pyyntokohtaiseen kustannukseen. Virtuaalikoneen
GPU-versio tarjoaa parhaan suorituskyvyn (863 ms), mutta sen kustannus ($149,94 /
milj. pyyntéa) on edelleen korkea. Vaikka GPU-kiihdytys parantaa vasteaikaa selvasti
CPU-versioon verrattuna, saavutettu lapimeno ei ole riittdvan suuri suhteessa instanssin

korkeaan tuntihintaan ($0,626/h), mika heikentaa kustannustehokkuutta.

Reunalaskennan CPU- ja GPU-versioiden erot ovat pienempia kuin YOLO26m-mallilla.
GPU-versio on perustasolla hieman nopeampi (2 206 ms vs. 3 665 ms) ja samalla edul-
lisempi ($25,08 vs. $41,67 / milj. pyyntdd), mika tekee siitéd reunaympériston sisélla pa-
remman vaihtoehdon. Erot eivat kuitenkaan ole yhtd merkittavid kuin kevyemmalla
YOLO26m-mallilla, mika viittaa siihen, ettd Qwen3.5-0.8B-malli ei hyédynna GPU-kiih-
dytysta yhta tehokkaasti.

Palvelimettoman ympariston kustannus ($199,13 / milj. pyynt6a) on korkein ja vasteaika
(5 302 ms) selvasti pisin. Perustasolla sen skaalautuvuusetu ei realisoidu, ja se jaa seka

kustannusten ettd suorituskyvyn osalta heikoimmaksi vaihtoehdoksi tassa vertailussa.

4.3.2 Matala kuormitus
Matalalla kuormituksella viisi samanaikaista kayttajaa paljastaa arkkitehtuurien skaa-

lautuvuusvaikutuksen kustannus—suorituskykysuhteeseen, ja kapasiteettiperusteisten

ymparistojen kustannustehokkuus paranee selvasti kuormituksen kasvaessa.




70

YOLO26m-malli

Kuva 16 esittaa YOLO26m-mallin pyyntokohtaisen kustannuksen (USD / miljoona pyyn-
t6a) ja paasta paahan -vasteajan keskiarvojen valista suhdetta eri laskenta-arkkitehtuu-

reissa matalalla kuormituksella.

YOLO26m — kustannus vs. vasteaika
Matala kuormitus
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Kuva 16: YOLO26m-mallin pyyntékohtainen kustannus suhteessa vasteaikaan eri ymparistoisséa
matalalla kuormituksella

Taulukko 26 kokoaa yhteen YOLO26m-mallin keskeiset suorituskyky- ja kustannustun-

nusluvut kaikissa ymparistdissa matalalla kuormituksella.

Ymparistéo | Vasteaika Lapimeno | Kustannus / | Kustannus /| Kustannus /
(ms) (pyyntda/s) | miljoona pyyn- | sekunti tunti (USD/h)
téa (USD) (USD/s)

VM CPU 2025 2,465 $33,44 $0,00008244 $0,297
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VM GPU 133 37,425 $4,64 $0,00017375 $0,626
Reuna CPU | 2 985 1,672 $6,80 $0,00001137 $0,041
Reuna GPU | 290 17,202 $0,66 $0,00001137 $0,041
Serverless | 1727 2,890 $35,34 $0,00010214 $0,368

Taulukko 26: YOLO26m-mallin vasteaika-, Idpimeno- ja kustannustunnusluvut
eri ympdristoissd matalalla kuormituksella

Reunalaskennan GPU-versio sailyttdd asemansa edullisimpana vaihtoehtona ($0,66 /
milj. pyynt6a) ja tarjoaa edelleen alhaisen vasteajan (290 ms). Tama yhdistelma tekee
siitd kustannus—suorituskykymielessa ylivoimaisen vaihtoehdon matalalla kuormituk-

sella.

Merkittdvin muutos on virtuaalikoneen GPU-version pyyntdkohtaisen kustannuksen
jyrkka lasku perustasolta ($17,23 — $4,64 / milj. pyynt6a). Lapimenon kasvaessa noin
10:sta yli 37 pyyntoon sekunnissa instanssin kiintea kayntiaikakustannus jakautuu huo-
mattavasti suuremmalle pyyntdmaaralle. Taman seurauksena korkea tuntihinta alkaa
realisoitua suorituskykyhyotyna, ja VM GPU muodostuu selvasti tehokkaimmaksi ympa-
ristoksi vasteajan (133 ms) ja lapimenon nakokulmasta. Se on kuitenkin edelleen noin
seitseman kertaa kalliimpi kuin reunalaskennan GPU-versio pyynt6a kohden. Virtuaali-
koneen CPU-version kustannus ($33,44 / milj. pyynt6a) on tdssa kuormitustasossa sel-
vasti korkeampi kuin GPU-vaihtoehdoilla, eikd sen suorituskyky (2 025 ms) tarjoa vas-
taavaa kompensaatiota. Tama osoittaa, ettd CPU-instanssi ei skaalaudu kustannuste-

hokkaasti suhteessa GPU-kiihdytettyihin vaihtoehtoihin, kun kuormitus kasvaa.

Palvelimettoman ympariston tuntikustannus nousee 0,073 dollarista 0,368 dollariin skaa-
lautuvan arkkitehtuurin kdynnistaessa rinnakkaisia instansseja. Pyyntokohtainen kustan-
nus ($35,34 / milj. pyyntdd) pysyy lahes muuttumattomana, mika kuvastaa hinnoittelun
lineaarista luonnetta. Vaikka vasteaika sailyy vakaana (1 727 ms), kustannustaso on
korkea suhteessa saavutettuun suorituskykyyn, mika tekee palvelimettomasta ymparis-
tosta tdssa kuormitustasossa kustannustehottomamman vaihtoehdon verrattuna erityi-

sesti GPU-pohjaisiin ratkaisuihin.
Qwen3.5-0.8B-malli

Kuva 17 esittdd Qwen3.5-0.8B-mallin pyyntdkohtaisen kustannuksen (USD / miljoona
pyyntdad) ja paastd paahan -vasteajan keskiarvojen valistd suhdetta eri laskenta-arkki-

tehtuureissa matalalla kuormituksella.
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Qwen3.5-0.8B — kustannus vs. vasteaika
Matala kuormitus
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Kuva 17: Qwen3.5-0.8B-mallin pyyntbkohtainen kustannus suhteessa vasteaikaan eri ympéris-
to6issd matalalla kuormituksella

Taulukko 27 kokoaa yhteen Qwen3.5-0.8B-mallin keskeiset suorituskyky- ja kustannus-

tunnusluvut kaikissa ymparistdissa matalalla kuormituksella.

Ymparisto Vasteaika Lapimeno | Kustannus / | Kustannus /| Kustannus /

(ms) (pyyntod/s) | miljoona pyyn- | sekunti tunti (USD/h)
toa (USD) (USD/s)

VM CPU 5 556 0,895 $92,10 $0,00008244 $0,297

VM GPU 2117 2,359 $73,65 $0,00017375 $0,626

Reuna CPU | 8 387 0,589 $19,30 $0,00001137 $0,041

Reuna GPU | 8 705 0,573 $19,85 $0,00001137 $0,041

Serverless 5264 0,937 $197,91 $0,00018539 $0,667

Taulukko 27: Qwen3.5-0.8B-mallin vasteaika-, ldpimeno- ja kustannustunnus-
luvut eri ympdristbissd matalalla kuormituksella
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Qweng3.5-0.8B-mallilla matalalla kuormituksella virtuaalikoneen GPU-versio tarjoaa par-
haan suorituskyvyn, mutta ei yksiselitteisesti parasta kustannustehokkuutta. Sen pyyn-
tokohtainen kustannus on selvasti korkeampi kuin reunalaskennassa, mutta vasteaika
on huomattavasti alhaisempi. Nain ollen VM GPU edustaa tassa tilanteessa suoritusky-
kyoptimoitua vaihtoehtoa, jossa lisdkustannuksella saavutetaan parempi vasteaika, vaik-
kakin kustannus—suorituskykysuhde ei ole suhteettomasti parempi kuin reunalasken-

nassa.

Reunalaskennan CPU- ja GPU-versioiden kustannukset ovat lahes identtiset ($19,30-
$19,85/ milj. pyynt6a) ja vasteajat kdytanndssa samat, mika vahvistaa aiemman havain-
non: GPU-kiihdytys ei tuota merkittavaa lisahyotya talla mallilla reunalaitteessa. Koska
kustannus perustuu samaan kiintedan laitteistoon, myds kustannus—suorituskykysuhde
pysyy lahes muuttumattomana, eika laskentayksikdn valinnalla ole tdssa tapauksessa

merkittavaa taloudellista vaikutusta.

Palvelimettoman ymparistén asema on edelleen heikko. Sen pyyntdkohtainen kustannus
($197,91 / milj. pyyntda) on yli kaksinkertainen virtuaalikoneen CPU-versioon ja monin-
kertainen reunalaskentaan verrattuna, vaikka vasteaika (5 264 ms) ja lapimeno (0,937
pyyntdéa/s) ovat hyvin lahella VM CPU -ymparistdd. Suhteessa VM GPU -ymparistéon
ero korostuu entisestaan, silla palvelimeton ratkaisu on seka selvasti hitaampi etta kal-
liimpi. Nain ollen palvelimetonta arkkitehtuuria ei voida pitda kustannus—suorituskyky-

mielessa kilpailukykyisena vaihtoehtona Qwen3.5-0.8B-mallille matalalla kuormituksella.

4.3.3 Keskikuormitus

Keskikuormituksella 20 samanaikaisella kayttajalla arkkitehtuurien valiset kustannus—
suorituskykysuhteen erot korostuvat ja palvelimettoman ympariston rooli alkaa eriytya

mallien valilla.
YOLO26m-malli

Kuva 18 esittdad YOLO26m-mallin pyyntokohtaisen kustannuksen (USD / miljoona pyyn-
t64) ja paasta padhan -vasteajan keskiarvojen valista suhdetta eri laskenta-arkkitehtuu-

reissa keskikuormituksella.
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YOLO26m — kustannus vs. vasteaika
Keskikuormitus
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Kuva 18: YOLO26m-mallin pyyntékohtainen kustannus suhteessa vasteaikaan eri ympdristoissa
keskikuormituksella

Taulukko 28 kokoaa yhteen YOLO26m-mallin keskeiset suorituskyky- ja kustannustun-

nusluvut kaikissa ymparistdissa keskikuormituksella.

Ymparisto Vasteaika | Lapimeno | Kustannus | | Kustannus /| Kustannus /
(ms) (pyyntoa/s) | miljoona pyyn- | sekunti tunti (USD/h)
toa (USD) (USD/s)
VM CPU 7 997 2,485 $33,17 $0,00008244 $0,297
VM GPU 536 37,297 $4,66 $0,00017375 $0,626
Reuna CPU | 11 903 1,665 $6,83 $0,00001137 $0,041
Reuna GPU | 1157 17,269 $0,66 $0,00001137 $0,041
Serverless 1715 11,625 $35,11 $0,00040810 $1,469

Taulukko 28: YOLO26m-mallin vasteaika-, lapimeno- ja kustannustunnusluvut
eri ympdristoissa keskikuormituksella
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YOLO26m-mallilla kapasiteettiperusteisten ymparistéjen pyyntdékohtaiset kustannukset
ovat vakiintuneet. Reunalaskennan GPU-versio ($0,66 / milj. pyynt6a) ja VM GPU ($4,66
/ milj. pyynt6a) sailyttavat asemansa, ja niiden tuntikustannukset pysyvat muuttumatto-
mina kapasiteetin ollessa taysin kaytossa. Reunalaskennan GPU-versio ($0,66 / mil].
pyyntéa, 1 157 ms) sailyy ylivoimaisesti kustannustehokkaimpana arkkitehtuurina yhdis-
tden matalan pyyntokohtaisen kustannuksen hyvaan vasteaikaan. Virtuaalikoneen GPU-
versio on ainoa, joka tarjoaa selvasti paremman vasteajan, mika tekee siitd perustellun
valinnan tilanteissa, joissa vasteaikavaatimus on tiukka. Palvelimettoman ymparistdn
tuntikustannus on noussut 1,469 dollariin, mika on lahes 20-kertainen nousu perusta-
soon verrattuna, mutta vastaavasti lapimeno (11,625 pyynt6a/s) on kasvanut voimak-
kaasti ja vasteaika (1 715 ms) pysynyt vakaana. Tassa tilanteessa palvelimettoman ym-
paristdon kustannus—suorituskykysuhde on muita CPU-ympéristdja parempi. Se tarjoaa
selvasti paremman vasteajan ja lapimenon, vaikkakin pyyntokohtainen kustannus

($35,11 / milj. pyyntoa) on edelleen suurin.
Qwen3.5-0.8B-malli

Kuva 19 esittdd Qwen3.5-0.8B-mallin pyyntdkohtaisen kustannuksen (USD / miljoona
pyyntdéa) ja paasta paahan -vasteajan keskiarvojen valista suhdetta eri laskenta-arkki-

tehtuureissa keskikuormituksella.
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Qwen3.5-0.8B — kustannus vs. vasteaika
Keskikuormitus
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Kuva 19: Qwen3.5-0.8B-mallin pyyntékohtainen kustannus suhteessa vasteaikaan eri ympdristoissa
keskikuormituksella

Taulukko 29 kokoaa yhteen Qwen3.5-0.8B-mallin keskeiset suorituskyky- ja kustannus-

tunnusluvut kaikissa ymparistoissa keskikuormituksella.

Ymparisto Vasteaika Lapimeno | Kustannus / | Kustannus /| Kustannus /

(ms) (pyyntod/s) | miljoona pyyn- | sekunti tunti (USD/h)
téa (USD) (USD/s)

VM CPU 21 370 0,919 $89,73 $0,00008244 $0,297

VM GPU 8 711 2,282 $76,15 $0,00017375 $0,626

Reuna CPU | 34 049 0,571 $19,90 $0,00001137 $0,041

Reuna GPU | 34 157 0,571 $19,92 $0,00001137 $0,041

Serverless 5357 3,690 $201,21 $0,00074239 $2,673

Taulukko 29: Qwen3.5-0.8B-mallin vasteaika-, ldpimeno- ja kustannustunnus-
luvut eri ympdristoissa keskikuormituksella
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Qwen3.5-0.8B-mallilla keskikuormitus muodostaa selkean erottelupisteen arkkitehtuu-
rien valilla suorituskyvyn nakokulmasta. Palvelimeton ymparisto tarjoaa lyhyimman vas-
teajan (5 357 ms) ja korkeimman lapimenon (3,690 pyyntda/s), mika tekee siita selvasti
suorituskykyisimman vaihtoehdon tassa kuormitustilanteessa. Ero on merkittava erityi-
sesti reunalaskentaan verrattuna, jossa vasteajat nousevat yli 34 sekuntiin ja lapimeno
jaa alle 0,6 pyyntdon sekunnissa. Myds virtuaalikoneen GPU-versioon nahden palveli-

meton ymparisto tarjoaa paremman lapimenon ja lyhyemman vasteajan.

Kustannusnakodkulmasta asetelma on kuitenkin erilainen. Palvelimettoman ympariston
pyyntokohtainen kustannus ($201,21 / milj. pyyntda) on selvasti korkein, ja tuntikustan-
nus ($2,673/h) kasvaa voimakkaasti kuormituksen mukana. Nain ollen sen suoritusky-
kyetu saavutetaan merkittavalla kustannuksella, eika sitd voida pitda kustannustehok-

kaimpana vaihtoehtona, vaikka se on suorituskyvyltdan ylivoimainen.

Virtuaalikoneen GPU-versio muodostaa tassa tasapainoisemman kompromissin: sen
vasteaika (8 711 ms) ja lapimeno (2,282 pyyntda/s) ovat selvasti paremmat kuin CPU-
ja reunaymparistoissa, mutta jaavat palvelimettomasta ratkaisusta. Samalla sen pyynto-
kohtainen kustannus ($76,15 / milj. pyynt6d) on huomattavasti alhaisempi kuin palveli-
mettomassa ymparistossa, mika tekee siita realistisen vaihtoehdon tilanteissa, joissa
seka suorituskykya etta kustannuksia on tasapainotettava. Virtuaalikoneen CPU-version
korkea kustannus ($89,73 / milj. pyynt6a) ja korkea vasteaika (21 370 ms) tekevat siita
kustannus—suorituskykysuhteen nakodkulmasta heikon vaihtoehdon. Reunalaskennan
CPU- ja GPU-versiot puolestaan tarjoavat alhaisen pyyntdkohtaisen kustannuksen (noin
$20 / milj. pyyntéa), mutta korkeat vasteajat tekevat niisté kaytannéssa soveltumattomia

keskikuormituksen tilanteisiin etenkin matalan viiveen sovelluksissa.

4.3.4 Korkea kuormitus
Korkealla kuormituksella 50 samanaikaisella kayttajalla arkkitehtuurien valiset erot kus-

tannus—suorituskykysuhteessa saavuttavat selvimman muotonsa ja paljastavat selkeim-

mat suositukset kaytannon arkkitehtuurivalinnoille.
YOLO26m-malli

Kuva 20 esittda YOLO26m-mallin pyyntokohtaisen kustannuksen (USD / miljoona pyyn-
t64) ja paasta paahan -vasteajan keskiarvojen valista suhdetta eri laskenta-arkkitehtuu-

reissa korkealla kuormituksella.
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Kuva 20: YOLO26m-mallin pyyntékohtainen kustannus suhteessa vasteaikaan eri ymparistoissé
korkealla kuormituksella

Taulukko 30 kokoaa yhteen YOLO26m-mallin keskeiset suorituskyky- ja kustannustun-

nusluvut kaikissa ymparistdissa korkealla kuormituksella.

Ymparisto Vasteaika | Lapimeno | Kustannus | | Kustannus /| Kustannus /
(ms) (pyyntda/s) | miljoona pyyn- | sekunti tunti (USD/h)
téa (USD) (USD/s)
VM CPU 19 831 2,481 $33,23 $0,00008244 $0,297
VM GPU 1335 37,416 $4,64 $0,00017375 | $0,626
Reuna CPU | 29 260 1,670 $6,81 $0,00001137 $0,041
Reuna GPU | 2 885 17,289 $0,66 $0,00001137 $0,041
Serverless 1801 27,692 $36,90 $0,00102180 $3,678

Taulukko 30: YOLO26m-mallin vasteaika-, lapimeno- ja kustannustunnusluvut
eri ympdéristoissa korkealla kuormituksella
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Korkealla kuormituksella YOLO26m-mallin kustannusrakenne on vakiintunut. Pyynto-
kohtaiset kustannukset ovat lahes identtiset kaikilla aiemmilla kuormitustasoilla, mika
osoittaa kapasiteettiperusteisten ymparistdéjen saavuttaneen tayden kapasiteettinsa
kayttdasteen. Reunalaskennan GPU-versio ($0,66 / milj. pyynt6ad, 2 885 ms) sailyy ko-
konaisuutena kustannustehokkaimpana arkkitehtuurina YOLO26m-mallille. Sen edulli-
sin pyyntdkohtainen kustannus yhdistettyna kohtuulliseen vasteaikaan tekee siita ylivoi-
maisen valinnan kustannustietoiseen kayttédn. Virtuaalikoneen CPU-versio jaa jalleen
kaytanndssa epaolennaiseksi vaihtoehdoksi. Sen vasteaika (19 831 ms) on moninker-
tainen muihin ymparistéihin verrattuna, eika pyyntdkohtainen kustannus ($33,23 / mil].
pyyntoa) ole kilpailukykyinen. Nain ollen se haviaa samanaikaisesti seka suoritusky-

vyssa ettd kustannuksissa, eika tarjoa selkeda etua kummastakaan nakdkulmasta.

Palvelimettoman ympariston tuntikustannus ($3,678/h) on kasvanut perustasolta kuor-
mituksen mukana lahes 50-kertaiseksi, mutta vasteaika (1 801 ms) ja lapimeno (27,692
pyyntda/s) tekevat siitd ainoan CPU-pohjaisen vaihtoehdon, joka kykenee tarjoamaan
matalia vasteaikoja korkealla kuormituksella. Se ohittaa jopa reunalaskennan GPU-ver-
sion lapimenossa. Pyyntokohtainen kustannus ($36,90 / milj. pyynt6a) on kuitenkin yli
55-kertainen reunalaskennan GPU-versioon verrattuna, mika tekee palvelimettomasta
arkkitehtuurista perustellun valinnan lahinna tilanteissa, joissa vasteaika tai kuormituk-
sen ennakoimattomuus on ensisijainen suunnittelukriteeri eika kapasiteettia haluta va-

rata etukateen.
Qwen3.5-0.8B-malli

Kuva 21 esittdad Qwen3.5-0.8B-mallin pyyntdkohtaisen kustannuksen (USD / miljoona
pyyntoa) ja paasta paahan -vasteajan keskiarvojen valistd suhdetta eri laskenta-arkki-

tehtuureissa korkealla kuormituksella.
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Qwen3.5-0.8B — kustannus vs. vasteaika
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Kuva 21: Qwen3.5-0.8B-mallin pyyntékohtainen kustannus suhteessa vasteaikaan eri ympdéristéissa
korkealla kuormituksella

Taulukko 31 kokoaa yhteen Qwen3.5-0.8B-mallin keskeiset suorituskyky- ja kustannus-

tunnusluvut kaikissa ymparistdissa korkealla kuormituksella.

Ymparisto Vasteaika | Lapimeno | Kustannus | | Kustannus /| Kustannus /
(ms) (pyyntdéd/s) | miljoona pyyn- | sekunti tunti (USD/h)
toa (USD) (USD/s)
VM CPU 50 153 0,963 $85,60 $0,00008244 $0,297
VM GPU 22104 2,224 $78,11 $0,00017375 $0,626
Reuna CPU | 86 023 0,543 $20,95 $0,00001137 $0,041
Reuna GPU | 83 954 0,553 $20,55 $0,00001137 $0,041
Serverless 5378 9,071 $202,28 $0,00183479 $6,605

Taulukko 31: Qwen3.5-0.8B-mallin vasteaika-, ldpimeno- ja kustannustunnus-
luvut eri ympdristoisséa korkealla kuormituksella
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Qwen3d.5-0.8B-mallilla korkealla kuormituksella arkkitehtuurien valiset erot karjistyvat
selvasti, erityisesti suorituskyvyn osalta. Palvelimeton ymparistd on ainoa arkkitehtuuri,
joka tarjoaa samanaikaisesti kohtuullisen vasteajan (5 378 ms) ja korkean lapimenon
(9,071 pyyntda/s). Se on siten ainoa vaihtoehto, joka sailyttaa kaytanndssa kayttokelpoi-
sen suorituskyvyn korkealla rinnakkaiskuormituksella. Tama suorituskyky saavutetaan
kuitenkin selvasti korkeimmalla kustannustasolla. Palvelimettoman ymparistén pyynto-
kohtainen kustannus ($202,28 / milj. pyynt6a) ja tuntikustannus ($6,605/h) ovat monin-
kertaisia muihin arkkitehtuureihin verrattuna. Kustannusten kasvu on suoraa seurausta
lineaarisesta hinnoittelumallista sek& mallin pitkasta inferenssiajasta, joka kasvattaa las-

kutettavaa suoritusaikaa jokaiselle pyynnolle.

Virtuaalikoneen GPU-versio muodostaa ainoan realistisen vaihtoehdon tilanteissa,
joissa palvelimettoman arkkitehtuurin korkea kustannustaso ei ole hyvaksyttava. Sen
vasteaika (22 104 ms) ja lapimeno (2,224 pyyntda/s) jaavat selvasti palvelimettomasta
ymparistosta, mutta pyyntdkohtainen kustannus ($78,11 / milj. pyyntda) on merkittavasti
alhaisempi ja tuntikustannus ($0,626/h) ennustettava. Se edustaa siten kompromissia
suorituskyvyn ja kustannusten valilla. Virtuaalikoneen CPU-versio ei ole korkealla kuor-
mituksella kilpailukykyinen. Sen vasteaika (50 153 ms) on erittain korkea, eika pyynt6-
kohtainen kustannus ($85,60 / milj. pyynt6a) tarjoa etua suhteessa GPU-vaihtoehtoon.

Nain ollen se jaa seka suorituskyvyn etta kustannusten nakokulmasta epaedulliseksi.

Reunalaskennan CPU- ja GPU-versiot tarjoavat edelleen alhaisimman pyyntokohtaisen
kustannuksen (noin $20 / milj. pyynt6a), mutta erittéin pitkat vasteajat (yli 80 sekuntia)
tekevat niistd kdytannossa kayttokelvottomia korkealla kuormituksella. GPU-kiihdytys ei
tassa tapauksessa tuo merkittavaa etua CPU-versioon nahden, mika korostaa mallin

heikkoa skaalautuvuutta kaytetylla reunalaitteistolla.

Mallien valinen kontrasti kustannus—suorituskykysuhteessa on korkealla kuormituksella
selkea. YOLO26m-mallilla optimaalinen ratkaisu I16ytyy kustannustehokkaasta GPU-kiih-
dytetysta reunalaskennasta, kun taas Qwen3.5-0.8B-mallilla ei ole yhta selvasti domi-
noivaa vaihtoehtoa. Valinta riippuu siita, painotetaanko suorituskykya vai kustannuksia:
palvelimeton arkkitehtuuri maksimoi suorituskyvyn, kun taas GPU-pohjainen virtuaali-
kone tarjoaa kustannuksiltaan hallitumman, mutta suorituskyvyltdan rajoittuneemman
vaihtoehdon. Laskennallisesti kevyt YOLO26m hydtyy reunalaskennan kiinteasta GPU-
kiihdytyksesta, kun taas raskaampi generatiivinen Qwen3.5-0.8B-malli edellyttda joko

tehokasta GPU-ymparistda tai horisontaalisesti skaalautuvaa arkkitehtuuria.
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5. JOHTOPAATOKSET JA POHDINTA

Tassa luvussa tulkitaan tutkimuksen keskeisia tuloksia suhteessa asetettuihin tutkimus-
kysymyksiin ja aiempaan Kkirjallisuuteen. Aluksi vastataan paatutkimuskysymykseen
seka sita taydentaviin alakysymyksiin ja tarkastellaan tulosten merkitysta. Taman jalkeen
esitetddn kaytannon suosituksia arkkitehtuurivalintojen tueksi. Lopuksi arvioidaan tutki-

muksen rajoitteita ja luotettavuutta seka tunnistetaan jatkotutkimustarpeita.

5.1 Tulosten tulkinta ja merkityksellisyys

Tutkimuksen paatutkimuskysymys koski kuormitustason vaikutusta kustannus—suoritus-
kykysuhteeseen kolmessa laskenta-arkkitehtuurissa. Tulosten perusteella voidaan to-
deta, etta kuormitustaso vaikuttaa arkkitehtuurien valiseen suhteelliseen asemaan mer-
kittavasti, mutta vaikutuksen suunta ja voimakkuus riippuvat olennaisesti kaytetysta mal-

lista ja arkkitehtuurin kustannusrakenteen tyypista.
Kuormitustason vaikutus kustannus—suorituskykysuhteeseen

Kuormitustason kasvu muuttaa arkkitehtuurien valista kustannus—suorituskykyasetel-
maa olennaisesti, mutta muutos ei ole lineaarinen eika yksisuuntainen, vaan se riippuu
seka arkkitehtuurin kustannusrakenteesta etta kaytetyn mallin laskennallisista ominai-

suuksista.

Kapasiteettiperusteisissa ymparistoissa, virtuaalikoneessa ja reunalaitteella, kustannus—
suorituskykysuhde paranee aluksi kuormituksen kasvaessa, koska kiintea tuntikustan-
nus jakautuu suuremmalle pyyntdomaaralle. Parannus on kuitenkin epasymmetrinen ja
painottuu siitymaan perustasolta matalaan kuormitukseen, minka jalkeen kustannus-
hyéty tasoittuu. Kuormituksen edelleen kasvaessa suorituskyky alkaa heikentya jonoutu-
misen seurauksena, vaikka kustannus pysyy lahes muuttumattomana. Talléin kustan-
nus—suorituskykysuhde kaytanndssa heikkenee yksittaisen pyynnén nakékulmasta. Ha-
vainto on linjassa Eivyn ja Weinmanin (2017) analyysin kanssa, jonka mukaan tasaisilla
tyékuormilla virtuaalikoneratkaisut voivat olla kustannustehokkaita. Tassa tutkimuksessa
tama patee kuitenkin selkeasti vain GPU-kiihdytetyissa ymparistdissa ja kevyemmalla
YOLO26m-mallilla, silla virtuaalikoneen CPU-ympariston todellinen tuntihinta tekee siita

epaedullisen erityisesti laskennallisesti raskailla malleilla.

Palvelimettomassa ymparistdssa kustannus—suorituskykysuhteen kehitys poikkeaa ka-
pasiteettiperusteisista ymparistoista. Pyyntdkohtainen kustannus pysyy vakiona kuormi-

tustasosta riippumatta, samalla kun vasteaika sailyy suhteellisen vakaana ja lapimeno
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kasvaa kuormituksen mukana. Taman seurauksena kustannus—suorituskykysuhde py-
syy seka vasteajan etta lapimenon nakékulmasta paaosin muuttumattomana kuormituk-
sen kasvaessa. Toisin kuin kapasiteettiperusteisissa ymparistdissa, suorituskyvyn heik-
keneminen ei johda suhteelliseen pyyntokohtaiseen kustannustehokkuuden laskuun.
Kaytannossa tama tekee palvelimettomasta arkkitehtuurista kilpailukykyisen erityisesti
korkeilla kuormitustasoilla, joissa CPU-pohjaisissa kapasiteettiperusteisissa ymparis-
toissd jonoutuminen heikentdd suorituskykyd merkittavasti. Tama korostuu erityisesti
Qwen3d.5-0.8B-mallilla.

Suorituskyky eri kuormitustasoilla

Suorituskyvyn osalta arkkitehtuurien valinen ero korostuu erityisesti GPU-kiihdytyksen
vaikutuksessa. YOLO26m-mallilla GPU-kiihdytys tuotti johdonmukaisen ja merkittavan
suorituskykyhyddyn kaikilla kuormitustasoilla. Reunalaskennan GPU-versio saavutti pe-
rustasolla 59 millisekunnin vasteajan, mikd on noin kymmenkertainen parannus saman
ympariston CPU-versioon verrattuna, ja virtuaalikoneen GPU-versiolla vastaava paran-
nus oli yli viisinkertainen. GPU-ymparistdjen lapimeno pysyi lahes vakiona kaikilla kuor-
mitustasoilla; esimerkiksi virtuaalikoneen GPU-version lapimeno oli noin 37 pyyntda se-
kunnissa kuormituksesta rippumatta. CPU- ja GPU-ymparistdissa vasteajat kasvoivat
kuormituksen myota samansuuntaisesti, mutta CPU-ymparistéjen lahtotaso oli selvasti
korkeampi. Taman seurauksena vasteajat nousivat korkeilla kuormituksilla absoluutti-
sesti huomattavasti suuremmiksi CPU-ymparistdissa: virtuaalikoneella noin 519 millise-
kunnista lahes 20 sekuntiin ja reunalaskennassa noin 597 millisekunnista lahes 30 se-

kuntiin.

Serverless-ympariston vasteaika sen sijaan pysyi lahes muuttumattomana kaikilla kuor-
mitustasoilla horisontaalisen skaalautumisen ansiosta, ja 1apimeno kasvoi perustason
0,6 pyynnosta sekunnissa korkealla kuormituksella Iahes 28 pyyntddn sekunnissa. Tama
on yhdenmukainen Vanisreen ja kumppanien (2025) havaintojen kanssa, joiden mukaan
palvelimeton laskenta tarjoaa lahes lineaarisen skaalautuvuuden, kun taas kiintearesurs-
sisissa ymparistoissa havaitaan selkedmmin kapasiteettikatto. Tassa tutkimuksessa ka-
pasiteettikatto ilmeni kaikissa ymparistdissa jonoutumisena, mutta se oli CPU-ymparis-

téissa selvasti havaittavampi kuin GPU-ymparistdissa korkeiden vasteaikojen mydéta.

Qweng3.5-0.8B-mallilla suorituskykyasetelma poikkeaa olennaisesti. Kuormituksen kas-
vaessa GPU-kiihdytys tuotti selkedn hyddyn ainoastaan virtuaalikoneymparistdssa. Reu-
nalaskentaymparistdssa GPU-versio ei tuottanut merkittavaa suorituskykyhyotya CPU-
versioon nahden perustasoa lukuun ottamatta. Kuormituksen kasvaessa versioiden vas-

teajat olivat kaytdnndssa identtiset. Palvelimettoman ympariston skaalautuvuusetu
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korostui voimakkaasti, ja sen noin viiden sekunnin vasteaika sailyi vakaana kuormitus-
tasosta rippumatta, kun muiden CPU-ymparistdjen vasteajat kasvoivat voimakkaasti

kuormitustason noustessa.
CPU- ja GPU-pohjaisen laskennan erot

CPU- ja GPU-pohjaisen laskennan valinen ero on selvasti malli- ja ymparistoriippuvai-
nen. YOLO26m-mallilla GPU-kiihdytys on kaytannossa edellytys kilpailukykyiselle suori-
tuskyvylle etenkin korkealla kuormituksella. GPU-versiot tarjosivat molemmissa ympa-
ristdissa kertaluokkaa alhaisemman vasteajan ja ylivoimaisesti suuremman Iapimenon
CPU-versioihin verrattuna, ja tama ero pysyi vakiona kaikilla kuormitustasoilla. Kevyen
kohteiden tunnistusmallin arkkitehtuuri hyédyntdad GPU-rinnakkaisuutta tehokkaasti, ja
yksittaisen inferenssin suoritusaika pysyi lahes muuttumattomana eri kuormitustasoilla.
YOLO26m-mallin inferenssiaika oli esimerkiksi virtuaalikoneen GPU-versiossa 18-32
ms kaikilla kuormitustasoilla, mika osoittaa laskennan olevan luonteeltaan deterministi-
sistd ja kuormitusrippumatonta. Tulos on yhdenmukainen aiemman tutkimuksen
kanssa, jonka mukaan GPU-avusteinen laskenta paihittdd CPU-pohjaisen laskennan
selkeasti suorituskyvyssa viiveherkkien mallien kohdalla (Salcedo-Navarro ym., 2025;
Rajput ym., 2022).

Qwen3.5-0.8B-mallilla GPU-kiihdytyksen hydty on havaittavissa virtuaalikoneymparis-
toéssa, mutta reunalaskennassa sen vaikutus jaa rajalliseksi. Perustasolla ilman rinnak-
kaisuutta reunalaskennan GPU-versio oli CPU-versiota nopeampi, mika viittaa siihen,
ettd GPU-kiihdytyksesta saadaan osittaista hyétya myds reunaymparistdssa yksittaisten
pyyntdjen kasittelyssa. Sen sijaan jo matalalla kuormitustasolla tdma etu katoaa, mika
viittaa siihen, etta rinnakkaiskuormitus muodostaa reunalaitteen GPU-ymparistdssa pul-
lonkaulan. Tama saattaa selittya mallin hybridiarkkitehtuurilla sek& reunalaitteen yhte-
naismuistiarkkitehtuurilla, jossa CPU ja GPU jakavat saman muistivaylan. Kun rinnak-
kaiskuormitus kasvaa, muistivayld muodostuu pullonkaulaksi, eika grafiikkasuorittimen
laskentateho paase kayttdéon taysimaaraisesti. Tama havainto osoittaa, ettd GPU-kiih-
dytyksen hyoty ei ole kaikissa ymparistdissa universaali, vaan riippuu sekd mallin arkki-

tehtuurista etta kaytetysta laitteistosta.

Kustannusten ja kustannustehokkuuden kehitys eri arkkitehtuureissa kuormituk-

sen kasvaessa

Kustannusten osalta tutkimus paljastaa kaksi selvasti erilaista kustannuskayttaytymisen
mallia, joiden dynamiikka eroaa merkittavasti arkkitehtuurien valilla. Kapasiteettiperus-
teisissa ymparistoissa pyyntokohtainen kustannus laskee jyrkasti perustasolta matalaan

kuormitukseen siirryttdessd ja vakiintuu sen jalkeen I[dhes muuttumattomaksi.
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Virtuaalikoneen GPU-version kustannus laski YOLO26m-mallilla 17,23 dollarista 4,64
dollariin miljoonaa pyynt6a kohden jo matalalle kuormitustasolle siirryttaessa, eika muut-
tunut taman jalkeen merkittavasti korkeallakaan kuormitustasolla. Tama vakiintuminen
tarkoittaa, ettd kapasiteettiperusteisten ymparistdjen kustannustehokkuus ei enaa pa-
rane kuormituksen edelleen kasvaessa, mikali kapasiteetti on jo taysin kaytdssa. Reu-
nalaskennan GPU-versio osoittautui YOLO26m-mallilla edullisimmaksi ymparistoksi kai-
killa kuormitustasoilla, noin 0,66 dollarin kustannuksella miljoonaa pyyntéa kohden.
Tama selittyy kiinteadlld ja matalalla laitteistokustannuksella, sekd korkealla l&pimenolla,
joka jakaa kustannuksen tehokkaasti. Tulos tukee Loghin ja kollegoiden (2017) havain-
toa ARM-pohjaisten reunalaitteiden kustannustehokkuudesta suhteessa pilviratkaisui-
hin, joskin tassa tutkimuksessa etu koskee erityisesti GPU-kiihdytettya kayttétilannetta

kevyella kohteiden tunnistusmallilla.

Virtuaalikoneen CPU-versio osoittautui YOLO26m-mallilla selvasti kalleimmaksi ympa-
ristoksi perustasolla (42,79 dollaria miljoonaa pyyntéa kohden), kallimmaksi kuin jopa
palvelimeton ymparistd (34,21 dollaria), ja pysyi kuormituksen kasvaessa reunaymparis-
téja huomattavasti kallimpana (33—34 dollaria). Tama johtuu VM CPU -instanssin todel-
lisesta tuntihinnasta (0,297 dollaria tunnissa), joka yhdistettynd YOLO26m-mallin suh-
teellisen alhaiseen lapimenoon CPU-ymparistdssa tuottaa korkean pyyntékohtaisen kus-
tannuksen. VM CPU ei siis ole YOLO26m-mallilla kustannustehokas vaihtoehto millaan

kuormitustasolla.

Palvelimettomassa ymparistdssa pyyntokohtainen kustannus pysyi vakiona kaikilla kuor-
mitustasoilla, YOLO26m-mallilla 34—37 dollarin ja Qwen3.5-0.8B-mallilla 197-202 dolla-
rin, kustannuksella miljoonaa pyyntda kohden. Tuntikustannus kasvoi sen sijaan lahes
lineaarisesti lapimenon kasvun myéta. YOLO26m-mallilla korkealla kuormituksella tunti-
kustannus oli 3,68 dollaria, mikd on lahes 50-kertainen perustasoon verrattuna, mika
olennaisesti vastaa 50-kertaista kuormitusta. Palvelimettoman ymparistdn kustannuste-
hokkuus suhteessa suorituskykyyn ei siis parane samalla tavoin kuin kapasiteettiperus-
teisissa ymparistoissa. Sen pyyntdkohtainen kustannus ei laske, mutta vastaavasti vas-
teaika pysyy vakaana ja lapimeno kasvaa, joten palvelimeton ymparist6 on kilpailukykyi-
nen vaihtoehtona korkeilla kuormitustasoilla tilanteissa, joissa vasteaika on tarkea suun-
nittelukriteeri. Tama on osittain ristiridassa joidenkin aiempien tutkimusten kanssa,
joissa palvelimeton arkkitehtuuri on osoittautunut kokonaiskustannuksiltaan edulliseksi
(Malla & Christensen, 2019; Vanisree ym., 2025). Tassa tutkimuksessa palvelimeton
ymparisto oli pyyntokohtaiselta kustannukseltaan kallein kuormituksen noustessa eten-
kin Qwen3.5-0.8B-mallilla, mika selittyy erityisesti pitkilla inferenssin suoritusajoilla, jotka

kasvattavat laskutettavaa suoritusaikaa merkittavasti.
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Mallityyppi vaikuttaa selkeasti eri ymparistdjen suhteelliseen kustannustehokkuuteen.
YOLO26m-mallilla edullisin ymparisté on kaikilla kuormitustasoilla reunalaskennan
GPU-versio, jonka erittdin alhainen pyyntékohtainen kustannus perustuu nopeaan infe-
renssiin ja kapasiteettiperusteisen laitteiston tehokkaaseen hyédyntamiseen. Qwen3.5-
0.8B-mallilla edullisimmat vaihtoehdot ovat puolestaan reunalaskennan CPU- ja GPU-
versiot, joiden kustannukset ovat lahella toisiaan kaikilla kuormitustasoilla. Tama johtuu
siitd, ettd GPU-kiihdytys ei tuo merkittavaa suorituskykyetua kyseisella mallilla, jolloin
my0s kustannusetu jaa vahaiseksi. On kuitenkin olennaista huomata, ettéd naiden ympa-
ristdjen alhainen kustannus saavutetaan erittdin pitkien vasteaikojen kustannuksella,

mika rajoittaa niiden kaytannon sovellettavuutta korkeammilla kuormitustasoilla.

Virtuaalikoneen GPU-versio on molemmilla malleilla johdonmukaisesti edullisempi kuin
virtuaalikoneen CPU-versio, mika korostaa GPU-kiihdytyksen merkitysta kapasiteettipe-
rusteisissa pilviymparistoissa. Erityisesti YOLO26m-mallilla se muodostaa selvasti kus-
tannustehokkaamman vaihtoehdon kuin VM CPU, ja on myd&s edullisempi kuin reunalas-
kennan CPU-versio tarjoten samalla merkittavasti paremman suorituskyvyn. Virtuaaliko-
neen CPU-versio osoittautuu molemmilla malleilla kaytanndssa epaedullisimmaksi ka-
pasiteettiperusteiseksi vaihtoehdoksi kaikilla kuormitustasoilla. Sen alhainen tuntihinta ei
ritd kompensoimaan heikkoa lapimenoa, jolloin pyyntokohtainen kustannus jaa korke-
aksi ilman vastaavaa suorituskykyhyotya. Palvelimettoman ympariston kustannukset
ovat molemmilla malleilla selvasti korkeammat kuin muissa arkkitehtuureissa, mutta sen
kustannusrakenne poikkeaa laadullisesti: pyyntdkohtainen kustannus pysyy vakiona ja
suorituskyky skaalautuu kuormituksen mukana. Nain ollen palvelimeton laskenta voi olla
perusteltu valinta tilanteissa, joissa skaalautuvuus ja tasainen suorituskyky ovat kustan-

nuksia keskeisempia prioriteetteja.
Mallien latausaika, inferenssin suoritusaika ja kylmakaynnistystilanteet

Mallien latausajat osoittautuivat paaosin tasaisiksi ja vain vahaisessa maarin ymparisto-
riippuvaisiksi. YOLO26m-malli latautui noin 146—-340 millisekunnissa ja Qwen3.5-0.8B
paaosin noin 4 040—4 200 millisekunnissa, vaikka palvelimettomassa ymparistdssa ha-
vaittiin suurempaa vaihtelua (3 069—6 178 ms). Poikkeuksena YOLO26m-mallin lataus-
aika oli reunalaskennan GPU-ymparistdssa hieman korkeampi, mika viittaa GPU-muistin
alustukseen liittyvaan lisdviiveeseen. Tulokset poikkeavat osin Rajputin ja kumppanei-
den (2022) havainnosta, jonka mukaan GPU-kiihdytetyssa ymparistéssa mallin lataus-
aika voi olla huomattavasti pidempi kuin CPU-pohjaisessa. Tassa tutkimuksessa erot
latausajoissa eri ymparistojen valilla olivat paaosin pienia, eikd GPU-ymparistdissa ha-

vaittu systemaattisesti pidempia latausaikoja, vaikka yksittaisia poikkeuksia esiintyi.
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Inferenssin suoritusajan tarkastelu paljasti keskeisen eron mallityyppien valilla.
YOLO26m-mallin inferenssiaika oli kuormitustasoriippumaton ja pysyi kaytannéssa va-
kiona kaikissa ymparistoissa, kun taas Qwen3.5-0.8B-mallin inferenssiaika kasvoi pe-
rustasolta matalaan kuormitukseen siirryttessa ja tasoittui sen jalkeen. Tama viittaa sii-
hen, ettd generatiivisen mallin laskenta kytkeytyy tiivimmin kaytettavissa oleviin resurs-
seihin kuin kohteiden tunnistusmallin. Eroa selittdd myos mallien merkittava koko- ja
kompleksisuusero: Qwen3.5-0.8B-malli sisaltda huomattavasti enemman parametreja ja
vaatii enemman muistia ja laskentaa pyyntd6a kohden, mika tekee siitd herkemman re-

surssirajoitteille ja kuormituksen kasvulle.

Palvelimettoman ympariston kylmakaynnistysajat olivat YOLO26m-mallilla keskimaarin
6 544 ms ja Qwen3.5-0.8B-mallilla 18 034 ms. Nama ovat merkittavia suhteessa nor-
maaleihin inferenssiaikoihin, ja ne ovat linjassa aiempien tutkimusten kanssa, joissa kyl-
makaynnistysviiveiden on todettu lisddvan vasteaikojen hajontaa palvelimettomassa ark-
kitehtuurissa (Guo ym., 2025; Nadeem ym., 2024). Kaytanndssa niiden vaikutus rajoittuu
kuitenkin tilanteisiin, joissa palvelua kaytetdan harvakseltaan eikd Lambda-instanssit

pysy lampimina.

Kokonaisuutena tutkimuksen tulokset viittaavat siihen, etta yksittaista universaalisti opti-
maalista laskenta-arkkitehtuuria ei voida maaritella. Valinta riippuu kaytetyn mallin las-
kennallisista ominaisuuksista, kuormitustason ennustettavuudesta seka siita, painote-
taanko pyyntdkohtaista kustannusta, vasteaikaa vai kustannusten ennustettavuutta. Eri-
tyisesti virtuaalikoneen CPU-ymparistd osoittautui tassa tutkimuksessa odotettua hei-
kommaksi vaihtoehdoksi molemmilla malleilla, mikd korostaa laskenta-arkkitehtuurin
tuntikustannuksen ja mallin 1apimenon yhteistarkastelun merkitysta arkkitehtuurivalin-
nassa. Naiden tekijoiden painotukset ohjaavat eri arkkitehtuurivalintoihin eri kayttotilan-

teissa, joita tarkastellaan seuraavassa alaluvussa.

5.2 Kaytannon sovellettavuus ja suositukset

Tutkimuksen tulokset tarjoavat konkreettisen perustan arkkitehtuurivalintojen tekemi-
selle visuaalisen inferenssin kayttotapauksissa. On kuitenkin tarkeda huomata, etta tut-
kimuksessa mitatut kustannukset perustuvat jatkuvaan, tasaiseen kuormitukseen. To-
dellisuudessa kayttoprofiili vaikuttaa kustannuksiin merkittavasti, ja suositukset on siksi

esitettava kayttdtapauksen ominaispiirteiden mukaan.
Virtuaalikone: GPU-versio harkittuna, CPU-versio harvoin perusteltu

Virtuaalikoneympariston soveltuvuus riippuu tutkimuksen valossa voimakkaasti seka

kaytetystd mallista ettd siitd, valitaanko CPU- vai GPU-kiihdytetty instanssi.
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Virtuaalikoneen keskeinen etu suhteessa reunalaskentaan on joustavuus, silla instans-
sin voi kaynnistaa ja sammuttaa tarpeen mukaan, jolloin kustannuksia kertyy vain todel-
lisesta kaytostd. Tama tekee virtuaalikoneesta kustannustehokkaamman vaihtoehdon
kuin reunalaite tilanteissa, joissa kayttdaste on matala tai epasaanndllinen, silla reuna-
laitteen hankintahinta jaksotetaan riippumatta siita, onko laite aktiivisessa kaytdssa vai
ei.

Virtuaalikoneen GPU-versio on YOLO26m-mallilla perusteltu valinta tilanteissa, joissa
vasteaikavaatimus on tiukka ja samanaikainen kuormitus riittdvan korkea kompensoi-
maan GPU-instanssin korkean tuntihinnan. Jo matala kuormitustaso riittda laskemaan
pyyntdkohtaisen kustannuksen kilpailukykyiselle tasolle (4,64 dollaria miljoonaa pyynt6a
kohden). Qwen3.5-0.8B-mallilla VM GPU on vasteajan ndkokulmasta ainoa kapasiteet-
tiperusteinen pilvivaihtoehto, joka tarjoaa kohtuullisen suorituskyvyn, mutta sen pyynto-
kohtainen kustannus (73,65—-149,94 dollaria) on merkittavasti reunaymparistéja korke-
ampi. Se voi silti olla perusteltu valinta tilanteissa, joissa reunalaitteiston hankkiminen ei

ole mahdollista ja vasteaikavaatimus on kriittinen.

Virtuaalikoneen CPU-versio ei osoittautunut tassa tutkimuksessa kustannustehokkaaksi
vaihtoehdoksi kummallakaan mallilla. YOLO26m-mallilla VM CPU:n pyyntékohtainen
kustannus (33—43 dollaria miljoonaa pyyntéa kohden) ylittda jopa palvelimettoman ym-
pariston tason perustasolla, eika vasteaika ole kilpailukykyinen GPU-ymparistoihin ver-
rattuna. Qwen3.5-0.8B-mallilla VM CPU on kalleimmasta paasta kaikilla kuormitusta-
soilla (85,60-164,50 dollaria), koska mallin alhainen lapimeno estaa instanssin tuntihin-
nan jakautumisen riittavalle pyyntdmaaralle. VM CPU voi olla perusteltu l1ahinna tilan-
teissa, joissa vasteaikavaatimukset ovat erittain 16yhat, kayton ennustettavuus on hyva,
ja reunalaitteistoa tai GPU-instanssia ei ole saatavilla. Kdytanndssa kuitenkin GPU-in-
stanssin, palvelimettoman ymparistdn tai reunalaskennan harkitseminen on useimmissa

tilanteissa suositeltavampaa.
Palvelimeton laskenta: skaalautuvuus ja epasaannollinen kuormitus

Palvelimeton laskenta on erityisen kilpailukykyinen silloin, kun kuormitus on epasaannal-
lista tai ennustamatonta, silla se skaalautuu automaattisesti my6s korkeisiin samanaikai-
siin pyyntdmaariin ilman ennakkovarattuja resursseja. Liséksi se voi tarjota matalia vas-
teaikoja kuormapiikkien aikana, koska se pystyy joustavasti allokoimaan lisdkapasiteet-
tia. Sen sijaan jatkuvasti korkealla kuormitustasolla palvelimeton malli voi olla kustan-
nuksiltaan epaedullinen verrattuna kapasiteettiperusteisiin ratkaisuihin, vaikka sen suo-

rituskyky sailyy hyvana.
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Tutkimuksessa palvelimettoman ymparistén kustannukset laskettiin jatkuvasta, tasai-
sesta kuormituksesta, jolloin se osoittautui kalleimmaksi vaihtoehdoksi pyyntdkohtaiselta
kustannukseltaan. Todellisessa kayttétilanteessa asetelma voi kuitenkin olla taysin eri-
lainen. Jos palvelua kaytetdan esimerkiksi muutama tunti paivassa tai kaytté on epa-
saannodllista, palvelimeton ymparistd ei aiheuta kustannuksia kayttamattémana aikana
toisin kuin jatkuvasti kdynnissa oleva virtuaalikone tai reunalaite. Esimerkiksi virtuaaliko-
neinstanssi maksaa riippumatta siita, tuleeko palveluun kasiteltavia pyyntéja vai ei. Jos
instanssi on kaynnissa, mutta kayttamattomana esimerkiksi kahdeksan tuntia vuorokau-

dessa, nama tunnit lisdavat suoraan pyyntokohtaista kustannusta.

Toisaalta Qwen3.5-0.8B-mallilla palvelimeton arkkitehtuuri on korkealla kuormituksella
ainoa vaihtoehto, joka tarjoaa seka kohtuullisen vasteajan ettd merkittavan lapimenon.
Tassa tutkimuksessa tdma tekee siitd kdytdnndssa ainoan toimivan vaihtoehdon tilan-
teissa, joissa Qwen3.5-0.8B-mallia tarvitaan suurella rinnakkaisella kayttajamaaralla.
Kaytannossa vastaava suorituskyky olisi kuitenkin mahdollista saavuttaa myds suurem-
pitehoisella virtuaalikoneratkaisulla tai vastaavalla resurssien skaalauksella. YOLO26m-
mallilla palvelimeton arkkitehtuuri on kilpailukykyinen vaihtoehto vasteajan osalta korke-
alla kuormituksella, mutta pyyntdékohtainen kustannus on yli 50-kertainen reunalasken-
nan GPU-versioon verrattuna, joten se ei sovellu kustannustietoiseen jatkuvaan kayt-

toon.

Palvelimettoman arkkitehtuurin merkittdva kaytannon etu on se, ettei se edellyta kapasi-
teettisuunnittelua, silla jarjestelma skaalautuu automaattisesti kuormituksen mukaan il-
man etukateisvarausta. Tama vahentaa operatiivista monimutkaisuutta ja poistaa riskin
ylikapasiteetista, mika on erityisen arvokasta sovelluksissa, joissa kuormitushuiput ovat

lyhyita tai ennustamattomia.
Reunalaskenta: kustannustehokas jatkuvassa saannollisessa kuormituksessa

Reunalaskenta on kustannustehokkain vaihtoehto tilanteissa, joissa laitteistoa hyddyn-
netdan jatkuvasti ja kayttoprofiili on ennustettava. Tassa tutkimuksessa reunalaskennan
GPU-versio oli YOLO26m-mallilla ylivoimaisesti edullisin ymparistd 0,66 dollarilla miljoo-
naa pyyntdéa kohden, mutta tdma kustannustaso edellyttaa l1ahes jatkuvaa kayttdastetta,
jotta laitteiston hankintahinta jakautuu riittavalle pyyntémaaralle. Jos reunalaite on kay-
tossa esimerkiksi ainoastaan kahdeksan tuntia vuorokaudessa tai hajanaisesti vuoro-
kauden ympari, efektiivinen pyyntdkohtainen kustannus moninkertaistuu verrattuna
tassa tutkimuksessa mitattuihin arvoihin. Reunalaskenta soveltuu siksi parhaiten sovel-

luksiin, joissa inferenssia tarvitaan jatkuvasti tai Iahes jatkuvasti, esimerkiksi teollisuuden
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laadunvalvontajarjestelmissa, liikenteen valvonnassa tai muissa ymparistoissa, joissa

laite on toiminnassa kellon ympari.

Reunalaskennan toinen keskeinen etu on verkkoviiveen minimointi: koska inferenssi
suoritetaan paikallisesti, pilven ja laitteen valinen tiedonsiirtoviive ei vaikuta vasteaikaan.
Tama on erityisen merkittavaa sovelluksissa, joissa matala ja ennustettava vasteaika on
kriittista, kuten reaaliaikaisessa prosessinohjauksessa tai turvallisuuskriittisissa jarjestel-
missa. YOLO26m-mallilla reunalaskennan GPU-versio saavutti perustasolla 59 millise-
kunnin vasteajan, jota ei voitu saavuttaa pilvipohjaisissa ymparistdissa jo pelkan verkko-

viiveen takia.

Qwen3.5-0.8B-mallilla reunalaskennan GPU- ja CPU-versioiden kustannukset (19,85—
25,08 dollaria miljoonaa pyyntda kohden) olivat selvasti alhaisemmat kuin VM GPU:n
(73,65-149,94 dollaria) tai VM CPU:n (85,60—164,50 dollaria). Tama johtuu siita, etta
reunalaitteen matala tuntikustannus kompensoi Qwen3.5-0.8B-mallin alhaisen lapime-
non aiheuttaman haitan paremmin kuin pilvi-instanssien korkeampi tuntihinta. GPU-kiih-
dytys ei kuitenkaan tuottanut merkittavaa suorituskykyhyotya reunaymparistdssa, joten
reunalaskennan valinta Qwen3.5-0.8B-mallille on perusteltua ensisijaisesti kustannus-
ten, ei suorituskyvyn, nakékulmasta. Reunalaskenta soveltuu Qwen3.5-0.8B-mallille eri-
tyisesti tilanteisiin, joissa paikallinen suoritus on valttamatonta tietosuojan, verkkoyhteyk-
sien rajoitteiden tai offline-toiminnallisuuden vuoksi, ja kayttd on riittdvan jatkuvaa lait-

teistoinvestoinnin oikeuttamiseksi.

Lopuksi on huomioitava, etta reunalaskennan kustannustehokkuus kytkeytyy myos ener-
giankulutukseen. Pienelld kayttdasteella laitteen energiankulutus suhteessa suoritettui-
hin pyyntoihin kasvaa, koska laite kuluttaa sahk6a myos silloin, kun sitd ei hyddynneta
taysimaaraisesti. Tama heikentaa energiatehokkuutta, vaikka absoluuttinen sahkodnku-
lutus olisikin matala. On myds huomattava, ettd kaytanndssa energiankulutus ei ole tay-
sin vakio, vaan monissa jarjestelmissa laite voidaan siirtda lepotilaan tai horrostilaan sil-
loin, kun sita ei kaytetd, mika pienentaa kayttamattéman kapasiteetin energiakustannuk-
sia. Lisaksi tehonkulutus on tyypillisesti kuormitusriippuvaista, jolloin alhaisemmalla
kuormituksella laitteen kokonaisenergiankulutus on pienempi kuin korkealla kuormituk-
sella. Korkealla kayttdasteella seka kustannus- ettd energiatehokkuus paranevat, kun

sama energiankulutus jakautuu suuremmalle maaralle suoritettuja inferensseja.
Yhteenveto arkkitehtuurivalinnan kriteereista

Edella esitettyjen havaintojen perusteella arkkitehtuurivalinta tiivistyy kolmeen keskei-

seen kysymykseen: kuinka jatkuvaa ja ennustettavaa kayttd on, minka mallin
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laskennallisia vaatimuksia ollaan tayttdmassa, ja optimoidaanko pyyntokohtaista kustan-

nusta, vai vasteaikaa.

Reunalaskenta on kustannustehokkuuden nakdkulmasta edullisin vaihtoehto molem-
mille malleille tilanteissa, joissa kayttd on jatkuvaa ja ennustettavaa. YOLO26m-mallilla
se tarjoaa my0s selvasti parhaan vasteajan, kun taas Qwen3.5-0.8B-mallilla sen etu on
ensisijaisesti kustannuksissa, ei suorituskyvyssa. Virtuaalikoneen GPU-versio on perus-
teltu pilvipohjainen vaihtoehto tilanteissa, joissa vasteaikavaatimus on tiukka eika reuna-
laitteistoa ole saatavilla, mutta sen korkea tuntihinta edellyttaa riittavaa kuormitusta kus-
tannustehokkuuden saavuttamiseksi. CPU-pohjainen virtuaalikone ei ole taman tutki-
muksen tulosten perusteella kustannustehokas vaihtoehto kummallekaan mallille. Sen
sijaan palvelimeton arkkitehtuuri tai reunalaskenta ovat useimmissa tilanteissa parempia
vaihtoehtoja. Palvelimeton arkkitehtuuri on vahvimmillaan epasaanndllisessa tai vaike-
asti ennustettavassa kuormituksessa seka tilanteissa, joissa tarvitaan nopeaa skaalautu-
mista tai suurta rinnakkaisuutta ilman kapasiteetin ennakkosuunnittelua. Nain ollen ark-
kitehtuurivalinta maaraytyy ennen kaikkea kayttoprofiilin ja mallin laskennallisten ominai-
suuksien yhteisvaikutuksen perusteella, eika yksittaisen kustannus- tai suorituskykymit-

tarin mukaan.

5.3 Tutkimuksen rajoitteet ja arviointi
Tutkimuksen rajoitteet

Tutkimuksen tuloksia tulkittaessa on huomioitava useita rajoitteita, jotka vaikuttavat tu-

losten yleistettavyyteen, vertailukelpoisuuteen seka kaytannon sovellettavuuteen.

Tutkimus toteutettiin yksinomaan AWS-pilvialustalla, jossa hinnoittelu, palveluarkkiteh-
tuuri ja suorituskykyominaisuudet ovat palveluntarjoajakohtaisia. Taman vuoksi tulokset
ovat suoraan sovellettavissa ensisijaisesti AWS-ymparistoon, eika niitd voida sellaise-
naan yleistdd muihin pilvipalvelualustoihin, kuten Microsoft Azureen tai Google Cloudiin.
On kuitenkin perusteltua olettaa, etta arkkitehtuurien valiset suhteelliset erot ja havaitut
trendit ovat samansuuntaisia myds muissa ymparistdissa, vaikkakin absoluuttiset kus-

tannus- ja suorituskykyarvot voivat poiketa.

Kuormitustestit suoritettiin yhdestd maantieteellisesta sijainnista, Tampereelta Suo-
mesta, yhteen pilvialueeseen. Pilviymparistdjen tulokset heijastavat siten kyseisen si-
jainnin ja pilvialueen valistd verkkoyhteytta, eivatka ole suoraan yleistettavissa muihin
maantieteellisiin konteksteihin. Vaikka laheisemman alueen kayttd olisi todennakdisesti
pienentanyt vasteaikoja hiukan, vaikutus arkkitehtuurien valisiin suhteisiin voidaan arvi-

oida olevan rajallinen.
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Reunalaskenta toteutettiin yhdella tietylla laitekokoonpanolla, mika rajoittaa tulosten
yleistettavyytta. Kaytannodssa reunalaskentaymparistét poikkeavat toisistaan merkitta-
vasti esimerkiksi laitteiston suorituskyvyn, muistirakenteen ja kaytettyjen kiihdyttimien
osalta. Tassa tutkimuksessa havaitut ilmiét, kuten GPU-kiihdytyksen rajallinen hyéty
Qwen3d.5-0.8B-mallilla, voivat siten olla sidoksissa juuri kaytettyyn laitteistoon eivatka
valttamatta ole yleistettavissa kaikkiin reunaymparistoihin. Liséksi reunalaskennan kus-
tannuslaskenta perustuu oletuksiin laitteen elinkaaresta ja kayttbasteesta, jotka voivat

poiketa todellisista kayttoolosuhteista.

Palvelimettoman arkkitehtuurin tarkastelu rajoittui CPU-pohjaiseen inferenssiin, koska
AWS Lambda ei tue GPU-kiihdytysta. Tama asettaa palvelimettoman ympariston Iahto-
kohtaisesti epaedullisempaan asemaan suorituskyvyn nakdkulmasta verrattuna GPU-
kiihdytettyihin vaihtoehtoihin. Liséksi toteutus sisalsi APl Gateway -kerroksen, mika kas-
vattaa seka viivetta ettad kustannuksia. Vaikka tdma vastaa monia kdytannon toteutuksia,
se vaikuttaa tulosten suoraan vertailtavuuteen muihin mahdollisiin palvelimettomiin rat-

kaisuihin.

Kustannusanalyysi perustui rajattuun kustannusmalliin, jossa osa kaytannon kustannus-
tekijoista jatettiin tarkastelun ulkopuolelle. Tarkasteluun ei esimerkiksi sisallytetty datan-
siirtoon, tallennukseen, valvontaan, yllapitoon tai operatiiviseen tyéhon liittyvia kustan-
nuksia. Reunalaskennan osalta analyysiin ei sisallytetty esimerkiksi yllapitoon tai fyysi-
siin tiloihin liittyvia kustannuksia. Naiden tekijoiden huomioiminen voisi kasvattaa erityi-

sesti reunalaskennan kokonaiskustannuksia pitkalla aikavalilla.

Lisaksi kuormitustestit perustuivat tasaisiin kuormitusskenaarioihin. Todellisissa jarjes-
telmissa kuormitus on usein epatasaista, sisaltaen piikkeja, hiljaisia jaksoja ja vaihtele-
vaa pyyntoprofiilia. Erityisesti palvelimettoman arkkitehtuurin kustannustehokkuus voi

poiketa merkittavasti tdssa tutkimuksessa havaituista tuloksista tallaisessa kaytdssa.

Tekoalymallin valinta muodostaa myo6s keskeisen rajoitteen. Tutkimuksessa kaytettiin
kahta mallia, jotka edustavat erilaisia |ahestymistapoja visuaaliseen inferenssiin. Mallien
arkkitehtuuriset erot, kuten kohteiden tunnistuksen ja generatiivisen visuaalisen kielimal-
lin valinen ero seka mallin kvantisointi, voivat vaikuttaa seka suorituskyky- ettd kustan-
nustuloksiin. Nain ollen tulokset eivat ole suoraan yleistettavissa kaikkiin mallityyppeihin,

vaan ne kuvaavat valittujen mallien kayttaytymista tutkituissa ymparistoissa.
Tutkimuksen arviointi

Rajoitteista huolimatta tutkimus tarjoaa vertailukelpoisen analyysin kolmen keskeisen
laskenta-arkkitehtuurin kustannus—suorituskykysuhteista. Tutkimuksen vahvuutena on

kontrolloitu kokeellinen asetelma, jossa samat mallit, kuormitusskenaariot ja mittarit on
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sovellettu johdonmukaisesti kaikkiin ymparistéihin. Tama mahdollistaa arkkitehtuurien

valisen suhteellisen vertailun, vaikka absoluuttiset arvot voivatkin hiukan vaihdella.

Tutkimuksen keskeinen kontribuutio on suorituskykymittareiden yhdistaminen kustan-
nuksiin tavalla, joka tukee kaytannon arkkitehtuurivalintoja. Lisaksi kahden erilaisen mal-
lityypin kayttd tuo esiin sen, kuinka arkkitehtuurin optimaalinen valinta riippuu vahvasti

mallin laskennallisista ominaisuuksista.

Tutkimusasetelmaan liittyy kuitenkin myds metodologisia rajoitteita, jotka vaikuttavat tu-
losten tulkintaan. Ensinnakin kuormitusmalli on yksinkertaistettu ja perustuu tasaisiin
pyyntovirtoihin, mika ei tdysin vastaa todellisten jarjestelmien usein piikkimaista ja epa-
saanndllistd kuormitusta. Tama korostaa erityisesti palvelimettoman arkkitehtuurin tulos-
ten kontekstisidonnaisuutta. Toiseksi tarkastelu keskittyy rajattuun maaraan malleja ja
laitekokoonpanoja, minka vuoksi osa havaituista ilmidista, kuten GPU-kiihdytyksen rajal-

linen hy6ty reunaymparistdssa, voi olla osittain kokoonpanokohtaisia.

Lisdksi kustannusanalyysi perustuu yksinkertaistettuun malliin, jossa operatiivinen mo-
nimutkaisuus, yllapito ja jarjestelman muut elinkaarikustannukset on rajattu tarkastelun
ulkopuolelle. Tama yksinkertaistus parantaa vertailtavuutta, mutta samalla se voi aliarvi-
oida tiettyjen arkkitehtuurien todellisia kokonaiskustannuksia kaytannon tuotantoympa-
ristdssa. Samoin mittarit painottavat keskimaaraista suorituskykya, jolloin esimerkiksi

vasteajan vaihtelu ja daritapaukset jadvat vahemmalle huomiolle.

On my6s huomionarvoista, etta tutkimuksessa tarkastellaan arkkitehtuureja ensisijaisesti
teknistaloudellisesta nakokulmasta. Kaytannon jarjestelmissa arkkitehtuurivalintaan vai-
kuttavat lisaksi esimerkiksi kehityksen nopeus, yllapidettavyys, tietoturva ja organisaa-

tion osaaminen, joita ei tassa tydssa kasitelty.

Kokonaisuutena tutkimuksen tulokset tarjoavat hyodyllisia suuntaa antavia havaintoja
arkkitehtuurivalintojen tueksi, mutta niita tulee soveltaa harkiten ottaen huomioon kayt-

tétilanne, kuormitusprofiili ja jarjestelman kokonaisvaatimukset.

5.4 Jatkotutkimusehdotukset

Tama tutkimus avaa useita jatkotutkimusmahdollisuuksia, jotka liittyvat seka mallien ar-

viointiin etta arkkitehtuurien tarkempaan analyysiin kaytannon kayttétilanteissa.

Jatkotutkimuksessa olisi perusteltua tarkastella erityisesti generatiivisten mallien, kuten
Qwen3d.5-0.8B-mallin, tuottamien vastausten laatua. Tassa tutkimuksessa keskityttiin
kustannus—suorituskykysuhteeseen, mutta mallien tuottamien vastausten oikeellisuutta

tai hyddyllisyytta ei arvioitu. Generatiivisten mallien epadeterministinen luonne tarkoittaa,
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ettd sama syote voi tuottaa erilaisia vastauksia, mika tekee laadun systemaattisesta ar-
vioinnista keskeisen jatkotutkimuskohteen. Erityisen kiinnostavaa olisi analysoida,
kuinka hyvin mallin tuottamat vastaukset vastaavat kuvien todellista sisaltda ja kuinka
suuri vaihtelu vastauksissa on eri ajokerroilla. Lisaksi olisi mahdollista yhdistaa laadulli-
nen arviointi kustannus—suorituskykymittareihin. Tama mahdollistaisi kustannustehok-
kuuden tarkastelun laajemmin kuin pelkkien teknisten mittareiden nakoékulmasta. Esi-
merkiksi voitaisiin arvioida, kuinka paljon 'hyodyllista’ informaatiota saadaan tuotettua

tiettya kustannusta kohden, jolloin analyysi siirtyisi kohti kustannus—laatusuhdetta.

Tassa tutkimuksessa tarkasteltiin paaasiassa yksittaisia, kiinteasti allokoituja resursseja
ilman dynaamista skaalausta. Virtuaalikoneymparistdissa ei hydédynnetty autoskaalaavia
instanssiryhmia, eika palvelimettomassa arkkitehtuurissa tarkasteltu esimerkiksi palve-
luntarjoajien tarjoamia valmiiksi ldampimien funktioiden vaikutusta suorituskykyyn. Nama
mekanismit voivat parantaa vasteaikaa ja lapimenoa merkittdvasti, mutta samalla ne
muuttavat kustannusrakennetta, usein kasvattamalla kokonaiskustannuksia. Jatkotutki-
muksessa olisi siksi hyddyllista tarkastella, miten dynaaminen skaalaus vaikuttaa kus-
tannus—suorituskykysuhteeseen ja missa tilanteissa siitd saatava suorituskykyhyoty oi-

keuttaa kasvavat kustannukset.

Jatkotutkimuksessa olisi myos hyddyllista tarkastella epatasaisia ja realistisempia kuor-
mitusprofiileja. Tassa tutkimuksessa kaytetty tasainen kuormitus ei vastaa monien todel-
listen sovellusten kayttéa, jossa kuormitus vaihtelee ajan mukaan ja sisaltda piikkeja
seka hiljaisia jaksoja. Tallainen analyysi voisi tuoda erityisesti palvelimettoman arkkiteh-
tuurin kustannusetuja paremmin esiin ja mahdollistaisi vertailun eri arkkitehtuurien valilla

realistisissa kayttoskenaarioissa.

Lopuksi olisi perusteltua laajentaa tarkastelua muihin pilvipalveluntarjoajiin seka erilaisiin
laitekokoonpanoihin, erityisesti reunalaskennan osalta. Tama auttaisi arvioimaan, missa
maarin tassa tutkimuksessa havaitut tulokset ovat yleistettavissa eri teknologioiden, inf-

rastruktuureiden ja pilvipalveluntarjoajien valilla.
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6. YHTEENVETO

Tasséa tutkielmassa tarkasteltiin kokeellisesti kolmen laskenta-arkkitehtuurin, virtuaaliko-
neen, palvelimettoman laskennan ja reunalaskennan, kustannus—suorituskykysuhdetta
visuaalisten inferenssipalveluiden kontekstissa. Vertailussa kaytettiin kahta mallityyppia:
kevyttd kohteiden tunnistukseen optimoitua YOLO26m-mallia seka generatiivista visu-
aalista kielimallia Qwen3.5-0.8B. Pilvipohjaiset ymparistot toteutettin ARM64-arkkiteh-
tuurilla AWS-pilvipalvelualustalla, kun taas reunalaskenta suoritettiin erillisellda ARM64-
pohjaisella reunalaitteistolla. Kaikissa ymparistdissa palvelut ajettiin neljalld kuormitus-

tasolla perustasosta korkeaan kuormitukseen.

Suorituskyvyn osalta tutkimus osoitti, ettd arkkitehtuurien valiset erot ovat merkittavia ja
malliriippuvaisia. YOLO26m-mallilla GPU-kiihdytys tuotti johdonmukaisen kertaluokan
suorituskykyhyddyn kaikilla kuormitustasoilla, ja reunalaskennan GPU-versio saavutti
matalimman paasta paahan -vasteajan koko tutkimuksessa, 59 millisekuntia perusta-
solla. Palvelimettoman ymparistdon vasteaika pysyi vakaana kuormituksesta riippumatta,
kun muissa ymparistdissa jonotusilmio kasvatti vasteaikoja paljon etenkin korkealla kuor-
mituksella. Qwen3.5-0.8B-mallilla GPU-kiihdytyksen hydty oli selkeimmin nahtavissa vir-
tuaalikoneymparistdssa, kun taas reunalaskennan GPU-versio ei tuottanut vastaavaa
suorituskykyetua CPU-versioon verrattuna. Tama viittaa siihen, ettd GPU-kiihdytyksen

vaikutus riippuu merkittavasti seka ymparistosta etta kaytetysta mallista.

Kustannusten osalta tutkimus paljasti kaksi erilaista kustannuskayttaytymisen mallia. Ka-
pasiteettiperusteisissa ymparistdissa pyyntokohtainen kustannus laski jyrkasti perusta-
solta matalaan kuormitukseen siirryttdessa ja vakiintui sen jalkeen, kun taas palvelimet-
tomassa laskennassa pyyntdkohtainen kustannus pysyi vakiona kuormitustasosta riip-
pumatta ja tuntikustannus kasvoi lineaarisesti lapimenon mukana. YOLO26m-mallilla
edullisin ymparisto oli kaikilla kuormitustasoilla reunalaskennan GPU-versio ($0,66-0,67
/ milj. pyynt6a). Qwen3.5-0.8B-mallilla edullisimpia olivat reunalaskennan CPU- ja GPU-
versiot (noin $19-$41 / milj. pyynt6a), kun taas virtuaalikoneen CPU-versio osoittautui
kalleimmaksi kapasiteettiperusteiseksi vaihtoehdoksi korkean tuntihinnan ja matalan I&-
pimenon yhdistelman vuoksi. Virtuaalikoneen GPU-versio jai kustannuksiltaan CPU-ver-

siota edullisemmaksi, mutta reunaymparistdja kallimmaksi.

Reunalaskenta osoittautui kustannustehokkuuden nakokulmasta parhaaksi vaihtoeh-
doksi molemmille malleille tilanteissa, joissa kayttd on jatkuvaa, YOLO26m-mallilla myos

suorituskykymielessd, Qwen3.5-0.8B-mallilla ensisijaisesti kustannusten vuoksi.
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Virtuaalikoneen GPU-versio on perusteltu pilvipohjainen vaihtoehto tilanteissa, joissa
vasteaikavaatimus on tiukka eik& reunalaitteistoa ole saatavilla, mutta virtuaalikoneen
CPU-versio ei osoittautunut kustannustehokkaaksi vaihtoehdoksi kummallakaan mallilla.
Palvelimeton arkkitehtuuri on vahvimmillaan ennustamattomassa tai epasaannollisessa
kuormituksessa seka tilanteissa, joissa jarjestelmaltd vaaditaan hyvaa skaalautuvuutta
suuren kuormituksen aikana. Qwen3.5-0.8B-mallilla se on tutkimuksen kontekstissa kor-
kealla kuormituksella kdytanndssa ainoa toimiva vaihtoehto seké vasteajan etta lapime-

non nakokulmasta.

Tutkimuksen keskeinen kontribuutio on kahden erilaisen mallityypin rinnakkainen ver-
tailu samoissa laskentaymparistdissa, mika paljasti, kuinka syvallisesti mallin arkkiteh-
tuuriset ominaisuudet vaikuttavat arkkitehtuurivalinnan optimaalisuuteen. Havainto reu-
nalaskennan GPU-kiihdytyksen rajallisesta hyddysta generatiivisella mallilla on tutkimuk-
sellisesti merkittava ja luo perustan jatkotutkimukselle, jossa tarkastellaan erilaisten mal-
liarkkitehtuurien ja reunalaitteistojen yhteensopivuutta tarkemmin. Lisdksi tutkimus
osoitti, ettd aiemmassa kirjallisuudessa esitetty palvelimettoman laskennan kustan-
nusetu ei valttamatta toteudu tasaisessa kuormituksessa, vaan voi korostua erityisesti

epasaannollisissa kayttotilanteissa.
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LITE A: TUTKIMUKSEN LAHDEKOODI JA TEKNI-
NEN TOTEUTUS

Tutkimuksen toteutukseen liittyva Iahdekoodi, kuormitustestauksen skriptit ja konfiguraa-
tiot seka tulosten raakadata ja niiden kasittelyyn ja visualisointiin kaytetty koodi ovat va-

paasti saatavilla seuraavassa GitHub-repositoriossa:

https://github.com/SalonenTeemu/visual-inference-architecture-benchmark

Repositorio sisaltaa:

inferenssipalveluiden toteutukset

- Docker-maarittelyt

- Python-riippuvuudet ja niiden tarkat versiot

- AWS Greengrass -komponenttien pohjakonfiguraatiot

- kuormitustestauksen skriptit ja skenaariot

- raakadata-aineiston

- datan kasittely- ja analysointikoodin

- taulukoiden ja kuvaajien muodostamiseen kaytetyn koodin
- testitulokset ja visualisoinnit

- teknisen toteutuksen dokumentaation


https://github.com/SalonenTeemu/visual-inference-architecture-benchmark

