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Teollisten laitteiden massaa ja kustannuksia joudutaan arvioimaan jo suunnittelun 
alkuvaiheessa, vaikka lähtötiedot ovat usein vielä puutteellisia. Arvioilla on merkitystä erityisesti 
tarjoushinnoittelussa, investointipäätöksissä ja vaihtoehtoisten suunnitteluratkaisujen vertailussa. 
Tässä kandidaatintyössä tarkastellaan, millä tavoin data-analyysin ja koneoppimisen menetelmiä 
voidaan hyödyntää teollisten laitteiden massan ja kustannusten ennustamisessa suunnittelun 
alkuvaiheessa. 

Työ on toteutettu kirjallisuuskatsauksena. Tarkastelun kohteena ovat tutkimukset, joissa 
historiatietoon perustuvia menetelmiä on sovellettu laivanrakennuksen, varastosäiliöiden ja 
painesäiliöiden massan tai kustannusten arviointiin. Lisäksi työssä käsitellään aiheeseen liittyviä 
keskeisiä käsitteitä. 

Kirjallisuuskatsauksen perusteella data-analyysin ja koneoppimisen menetelmillä voidaan 
tuottaa käyttökelpoisia ennusteita, kun aineisto on riittävän laadukas ja sovelluskohde on selvästi 
rajattu. Tarkastelluissa tutkimuksissa käytettiin muun muassa regressiomalleja, neuroverkkoja, 
mallipuita ja esimerkkiperusteisia menetelmiä. Tulokset viittaavat siihen, että kehittyneemmät 
menetelmät voivat joissakin tapauksissa tuottaa tarkempia ennusteita kuin yksinkertaisemmat 
menetelmät, kuten lineaarinen regressio. Toisaalta regressiomallien etuna on usein parempi 
tulkittavuus. 

Työn perusteella yhtä yleisesti parasta menetelmää ei voida nimetä. Menetelmän 
käyttökelpoisuus riippuu aineiston laadusta ja saatavuudesta, sekä mallin tulkittavuudesta. 
Tulosten yleistettävyyttä rajoittaa myös se, että monet tarkastellut menetelmät perustuvat tiettyyn 
tuotetyyppiin tai suppeaan aineistoon. Jatkossa menetelmiä olisi hyödyllistä tutkia erityisesti 
toimialoilla, joilla laitteiden vaihtelu on suurta ja tuotteet valmistetaan asiakaskohtaisina tilauksina. 

 
 
 
Avainsanat: koneensuunnittelu, kustannuslaskenta, data-analyysi, koneoppiminen, 

esisuunnittelu. 
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TEKOÄLYN KÄYTTÖ OPINNÄYTTEESSÄ 
 
Opinnäytteessäni on käytetty tekoälysovelluksia: 
 

☐  Ei  

☒  Kyllä 

 
 

Ilmoitukseni mukaan olen käyttänyt opinnäytteessäni tutkielmaprosessin aikana seuraavia 
tekoälysovelluksia:  
 
Tekoälysovellusten nimet ja versiot: [ChatGPT (versiot GPT-5.2, GPT-5.3 ja GPT-5.5).] 
 
 
Käyttötarkoitus: [Käytin ChatGPT:tä lähteiden hakuun, lähteiden sisällön jäsentämisessä ja 
tiivistämisessä sekä oman tekstini oikolukuun.] 
 
 
 
Osiot, joissa tekoälyä on käytetty: [Luvuissa 1, 2 ja 3 tekoälyä on käytetty lähteiden hakuun 
sekä lähdeaineiston sisällön jäsentämiseen. Koko opinnäytteen osalta tekoälyä on käytetty 
tekstin oikolukuun.] 
 
 
 
 
Olen tietoinen siitä, että olen täysin vastuussa koko opinnäytteeni sisällöstä, mukaan lukien 
osat, joissa on hyödynnetty tekoälyä, ja hyväksyn vastuun mahdollisista eettisten ohjeiden 
rikkomuksista. 
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1. JOHDANTO 

Teollisten investointiprojektien, kuten prosessiteollisuuden laitosten, energiahankkeiden 

ja konepajaprojektien, kilpailu on kiristynyt ja kustannuspaineet ovat kasvaneet viime 

vuosina. Tämä on lisännyt tarvetta arvioida erilaisten tuotteiden ja laitteiden 

kustannuksia tarkasti jo projektien alkuvaiheessa ja aiempaa nopeammin. Samalla 

muuttuvien lähtötietojen vaikutukset kustannuksiin on pystyttävä arvioimaan riittävän 

nopeasti, jotta eri valintojen seuraukset voidaan huomioida ajoissa. 

Monilla teollisuudenaloilla tuotteen tai laitteen valmistamiseen käytetyn materiaalin 

massa on keskeinen kustannuksia määrittävä tekijä. Esimerkiksi prosessiteollisuudessa 

käytettävien painesäiliöiden massa on verrannollinen laitteen kustannuksiin (Turton, R. 

ym. 2012, luku 7.3.4). Raskaiden teräsrakenteisten laitteiden kohdalla kustannuksia 

voidaan karkeasti arvioida massan avulla, kun taas kevyempien ja monimutkaisempien 

tuotteiden kohdalla massaa voidaan käyttää yhtenä selittävänä muuttujana yhdessä 

muiden ominaisuuksien, kuten mittojen ja rakenteellisen monimutkaisuuden, kanssa.  

Koska projektien esi- tai tarjoussuunnitteluvaiheessa hankkeiden eteneminen ja 

toteutuminen tuottaviksi on epävarmaa, on hyödyllistä, että laitteen massalle tai 

kustannuksille voidaan tehdä ennuste vähäisillä lähtötiedoilla. Perinteiset käsin tehtävät 

arviot ovat usein hitaita. Lisäksi ne nojaavat yksittäisten asiantuntijoiden kokemukseen 

(katso esimerkiksi Lin, C.-K. & Shaw, H.-J., 2017 ja Kaluzny, B. L. ym., 2011). 

Projektihistoriaan perustuva data-analyysi ja tuotteen ominaisuuksien ennustaminen tai 

arvioiminen on yksi mahdollisuus vastata mainittuihin tarpeisiin. Näitä 

arviointimenetelmiä voidaan käyttää myös rinnan perinteisien suunnittelumenetelmien 

kanssa, jolloin perinteisiä menetelmiä käyttäen saatuja tuloksia voidaan verrata 

historiatietoon perustuvien ominaisuuksia ennustavien mallien tuloksiin. Tällä tavoin on 

mahdollista havaita esimerkiksi satunnaisia poikkeuksia suunnitelmissa jo projektin 

aikaisessa vaiheessa. Projektihistoriaan perustuva data-analyysi tukee myös tiedolla 

johtamista, jossa aiemmista projekteista kerättyä tietoa hyödynnetään 

päätöksentekotilanteissa. 

Tiedon louhintaa on tehty ja tutkittu liittyen aloihin, joilla tietoa tallentuu tietovarastoihin 

suuria määriä: esimerkiksi kaupanalalla, taloudessa ja prosessiteollisuudessa. Aloilla, 

joilla tapauksia kerääntyy vähemmän, samoja menetelmiä ei ole sovellettu yhtä paljon, 



2 
 

koska luotettavien ennustemallien muodostaminen on hankalaa tai mallin 

käyttökelpoisuus joudutaan rajaamaan pieneen määrään tapauksia. Joitakin pieneen 

tietomäärään perustuvia malleja ja niihin liittyviä tutkimuksia on kuitenkin tehty teollisten 

laitteiden ja laitoksien suunnitteluun liittyen.  

Tämä työ on tehty kirjallisuusselvityksenä. Tarkastelun kohteena ovat teollisten 

projektien ja koneensuunnittelun näkökulmasta data-analyysin ja koneoppimisen 

menetelmät, joita on käytetty massan tai kustannusten ennustamiseen suunnittelun 

alkuvaiheessa. 

Aihe on perusteltu myös painelaitteiden suunnittelun ja valmistuksen näkökulmasta. 

Vaikka tämä työ ei keskitykään juuri painelaitteisiin, niin sen tausta-ajatuksena on myös 

tarkastella, miten kirjallisuuskatsauksessa koottua tietoa voitaisiin soveltaa 

painelaitteiden massan ja kustannusten arviointiin suunnittelun alkuvaiheissa. 

Tutkimuskysymykset: 

 Voiko data-analyysin ja koneoppimisen menetelmiä soveltaa käyttötarkoitukseen 

sopivalla tarkkuudella koneensuunnittelun alkuvaiheessa erilaisten laitteiden 

massan ja kustannusten ennustamiseen teollisuuden projekteissa? 

 Mitkä ovat keskeiset käsitteet, jotka liittyvät ennustemallien rakentamiseen ja 

soveltamiseen teollisissa projekteissa? 

Työn tavoite: 

 Työn päätavoitteena on kartoittaa ja vertailla aiempia tutkimuksia, joissa data-

analyysin tai koneoppimisen menetelmiä on sovellettu 

koneensuunnitteluprojektien alkuvaiheen päätöksenteossa, erityisesti massan ja 

kustannusten ennustamisessa. 

 Tavoitteena on myös kartoittaa, millaisia mahdollisuuksia ja rajoituksia data-

analyysin menetelmät tarjoavat projektien esisuunnitteluvaiheen 

päätöksenteolle. 

 Lisäksi työn tavoite on analysoida aiheeseen liittyviä käsitteitä. 

Tässä työssä selvitetään, millä tavoin ja miten onnistuneesti data-analyysin ja 

koneoppimisen menetelmiä on aiemmissa tutkimuksissa sovellettu massan ja 

kustannusten ennustamiseen suunnittelun alkuvaiheessa. Lisäksi tarkastellaan, mitkä 

keskeiset käsitteet ja muuttujat liittyvät ennustemallien rakentamiseen ja soveltamiseen. 

Työn aineisto on rajattu julkaisuihin, jotka käsittelevät teollisten laitteiden massan tai 

kustannusten ennustamista data-analyysin ja koneoppimisen menetelmillä. Keskeisiä 
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aineistolähteitä ovat laiva- ja prosessiteollisuuden projekteihin liittyvät tieteelliset 

artikkelit. 

Työn seuraavissa luvuissa esitellään ensin data-analyysiin sekä koneoppimiseen liittyviä 

käsitteitä ja menetelmiä. Sen jälkeen kirjallisuuskatsauksen luvussa esitellään ja 

vertaillaan tutkimuksia, joissa näitä menetelmiä on hyödynnetty käytännön 

koneensuunnitteluprojekteissa. 

Tekstin kaksi viimeistä lukua ovat pohdinta ja yhteenveto, joissa arvioidaan data-

analyysimenetelmien soveltuvuutta teollisten projektien alkuvaiheen suunnittelussa. 

Lopuksi pohditaan mahdollista jatkotutkimusta. 
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2. HISTORIAPERUSTEINEN ENNUSTAMINEN 

Data-analyysin, tilastotieteen ja koneoppimisen alueeseen kuuluu useita erilaisia 

menetelmiä. Tässä luvussa esitellään myöhemmin tekstissä läpikäydyissä tutkimuksissa 

yleisimpiä ennustamiseen käytettyjä menetelmiä. Aluksi esitellään lyhyesti data-

analyysiin ja koneoppimiseen liittyviä käsitteitä. 

Data-analyysillä tarkoitetaan tässä yhteydessä datan käsittelyä, analysointia ja mallin-

tamista siten että aineistosta voidaan löytää hyödyllistä tietoa, riippuvuuksia ja 

säännönmukaisuuksia. Näitä toimenpiteitä ja menetelmiä voidaan kutsua myös datan 

louhinnaksi. Wittenin ja Frankin (2005, s. xxiii) mukaan datan louhinnan tavoitteena on 

löytää datasta sellaista aiemmin tuntematonta ja mahdollisesti hyödyllistä informaatiota, 

jota voidaan käyttää esimerkiksi uusien tapauksien ennustamiseen.  

Tilastotiede muodostaa tärkeän osan tätä kokonaisuutta. Koneoppimisen ja tilastotieteen 

välillä ei ole jyrkkää rajaa, vaan menetelmät liittyvät läheisesti toisiinsa (Witten, I. H. & 

Frank, E. 2005, s. 29). Regressioanalyysi on yksi tilastollisen analyysin keskeisistä 

menetelmistä. Regressiomallilla voidaan kuvata vastemuuttujan riippuvuutta selittävistä 

muuttujista eli prediktoreista sekä ennustaa vasteen arvo annetuilla prediktorien arvoilla 

(Nyblom 2015, s. 3). 

Koneoppimisella tarkoitetaan menetelmiä, joissa tietokoneohjelma oppii aiemmista 

tapauksista ja parantaa vähitellen suoriutumistaan annetussa tehtävässä (Mitchell, T. M. 

1997, s. xv; Witten, I. H. & Frank, E. 2005, s. 8). Tavoitteena ei siis ole pelkästään 

noudattaa ennalta kirjoitettuja sääntöjä, vaan hyödyntää kokemusta siten että ohjelma 

osaa tehdä uusissa tilanteissa entistä parempia päätöksiä. Kyse on monitieteisestä 

alasta, joka hyödyntää muun muassa tilastotiedettä ja informaatioteoriaa (Mitchell, T. M. 

1997, s. xv). Tästä syystä koneoppiminen liittyy läheisesti tilastolliseen analyysiin, mutta 

painottaa mallien muodostamista uusien tapausten ennustamista varten. 

Ennustemallilla tarkoitetaan tässä työssä aineistosta muodostettua mallia, jonka avulla 

pyritään arvioimaan vastemuuttujan arvo uusille tapauksille selittävien muuttujien 

perusteella. Tämän luvun aluksi tarkastellaan tietoaineistoa ennustemallin lähtökohtana 

ja määritellään aineistoon liittyviä termejä. Sen jälkeen käsitellään luvussa käytettäviä 

ennustamismenetelmiä sekä mallin tarkkuuden arviointia ja analyysiprosessin eri 

vaiheita. 

Tilastollisessa analyysissä aineistoa tarkastellaan usein parametrisen menetelmän 

avulla. Parametrisella menetelmällä tarkoitetaan menetelmää, jossa aineistoa kuvataan 
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ennalta määrätyn muodon, esimerkiksi muuttujien välillä olevan lineaarisen 

riippuvuuden, ja sen parametrien avulla (Nisbet, R., Miner, G. & Yale, K. 2018, s. 156).  

Useissa kirjallisuuskatsauksessa käsitellyissä tutkimuksissa kehitettyjä menetelmiä 

verrataan vanhoihin perinteisiin menetelmiin. Nämä menetelmät perustuvat 

manuaaliseen tarjouslaskentaan, empiirisiin alalla paljon käytettyihin kaavoihin, 

asiantuntija-arvioihin tai näiden yhdistelmiin. Tässä tekstissä näitä menetelmiä kutsutaan 

konventionaalisiksi menetelmiksi. 

2.1 Tietoaineisto ennustemallin lähtökohtana 

Tietoaineisto eli data on ennustemallin muodostamisen lähtökohta. Käytettävä aineisto 

esitetään tavallisesti taulukkomuodossa siten, että kukin rivi vastaa yksittäistä havaintoa 

eli tapausta ja kukin sarake jotakin tapausta kuvaavaa muuttujaa. Data-analyysin tai 

koneoppimisen syöte esitetään yleensä juuri tällaisena taulukkona, jossa rivit 

muodostuvat tapauksista ja sarakkeet muuttujista (Witten, I. H. & Frank, E. 2005, s. 49). 

Esimerkiksi yksi muuttujista toimii kohdemuuttujana, jota pyritään ennustamaan, ja muut 

muuttujat kuvaavat havaintoa ennusteen muodostamista varten.  

Tässä työssä käytetään termejä vastemuuttuja ja selittävä muuttuja. Vastemuuttuja 

tarkoittaa sitä muuttujaa, jonka arvoa halutaan ennustaa. Selittävät muuttujat eli 

prediktorit ovat puolestaan niitä muuttujia, joiden avulla tätä ennustetta muodostetaan. 

Regressioanalyysissä tarkastellaan sitä, miten vastemuuttujan arvo muuttuu selittävien 

muuttujien mukaan. Tällöin regressiomallin avulla voidaan lisäksi ennustaa 

vastemuuttujan arvo, kun selittävien muuttujien arvot tunnetaan. (Nyblom 2015, s. 3) 

Aineiston muuttujat voivat olla luonteeltaan erilaisia. Ne voidaan jakaa numeerisiin ja 

nominaaleihin eli luokitteleviin muuttujiin (Witten, I. H. & Frank, E. 2005, s. 50). Tässä 

työssä tarkasteltavat aineistot koostuvat pääasiassa muuttujista, joiden arvot ovat 

numeerisia, mutta mukana on myös luokittelevia muuttujia.  

Muuttujien välisten yhteyksien tarkastelussa yksi keskeinen käsite on korrelaatio. 

Korrelaatiokertoimen 𝑅 on tilastolliseksi suure, joka mittaa kahden muuttujan välisen 

yhteyden astetta. Korrelaatiota kuvataan usein korrelaatiokertoimella, jonka arvo on 

välillä -1 ja 1. Positiivinen arvo tarkoittaa, että muuttujien arvot kasvavat 

samansuuntaisesti, kun taas negatiivinen arvo tarkoittaa, että toisen muuttujan arvon 

kasvaessa toinen pienenee. Mitä lähempänä kertoimen itseisarvo on arvoa 1, sitä 

voimakkaampi muuttujien välinen lineaarinen yhteys on. Korrelaatio voi osoittaa, että 

kaksi muuttujaa liittyvät toisiinsa, mutta se ei yksin osoita syy-seuraussuhdetta. (Nisbet, 

R. ym. 2018, s. 222) 
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Yksi tapa tarkastella useiden keskenään korreloivien muuttujia on 

pääkomponenttianalyysi eli PCA (principal component analysis). 

Pääkomponenttianalyysissä alkuperäisistä muuttujista muodostetaan uusia muuttujia eli 

pääkomponentteja, jotka tiivistävät aineiston vaihtelua (Witten, I. H. & Frank, E. 2005, s. 

306-308). Menetelmää voidaan käyttää aineiston muuttujamäärän vähentämiseen 

ennen varsinaisen ennustemallin muodostamista (Witten, I. H. & Frank, E. 2005, s. 307-

308). Pääkomponenttianalyysiä hyödynnetään kirjallisuuskatsauksessa käsiteltävissä 

tutkimuksissa selittävien muuttujien tunnistamiseen ja muuttujamäärän vähentämiseen. 

2.2 Lineaarinen regressio 

Tässä työssä tarkastelluissa tapauksissa aineistot koostuvat pääasiassa muuttujista, 

joiden arvot ovat numeerisia. Tällaisia aineistoja analysoitaessa yksi yleisimmistä 

analyysimenetelmistä on lineaarinen regressio. Lin & Shaw (2016) tutkimusta lukuun 

ottamatta, kaikissa tutkimusraporteissa kerrotaan käytettävän lineaarista regressiota, 

joko omana menetelmänään tai osana toista menetelmää. Mallin vastemuuttuja 

esitetään lineaarisessa suhteessa selittäviin muuttujiin eli prediktoreihin (Nyblom 2015, 

s. 3). Lineaarinen regressio voi olla osa monimutkaisempaa menetelmää, kuten osa 

mallipuuta, kuten Kaluzny ym. (2011) tutkimuksesta käy ilmi. 

Lineaarisella regressiolla voidaan käsitellä yhden tai useamman selittävän muuttujan 

suhdetta vastemuuttujaan. Yksinkertaisella lineaarisella regressiolla tarkastellaan 

ainoastaan yhden selittävän muuttujan suhdetta vastemuuttujaan. Tällainen 

regressiomalli voidaan esittää muodossa 

𝑦 = 𝛽0 + 𝛽1𝑥 + 𝜀 (1) 

Yhtälössä 𝑦 on vastemuuttuja ja 𝑥 on selittävä muuttuja. β0 on vakiotermi, joka on kohta 

jossa regressiosuora leikkaa 𝑦-akselin, eli ennusteen arvo, kohdassa 𝑥 = 0. Termi β1 on 

regressiosuoran kulmakerroin, joka kuvaa yhtälön arvon muutosta selittävän muuttujan 

arvon suhteen. ε on regressiomallin virhetermi. Virheeseen sisältyy mallin jäännöstermit 

eli residuaalit. Jäännöstermit ovat ennustemallin ja havaintojen erotuksia. (Nyblom 2015, 

s. 3, 10) 

On tavallista, että analysoitava aineisto koostuu useista muuttujista ja selittäviä muuttujia 

on enemmän kuin yksi, kuten kirjallisuuskatsauksessa nähdään. Tällaiseen aineistoon 

sovitettua regressiota kutsutaan usean selittävän muuttujan regressioksi tai 

monimuuttujaregressioksi (Ismay, C. & Kim, A. Y. 2020, s. 162). Funktion arvoa 

ennustetaan tällöin useamman prediktorin avulla.  
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Kuvassa 1 on esimerkki lineaarisesta regressiosta. Esimerkin aineisto koostuu erään 

voimalaitoksen sähkötehon ja ympäristön lämpötilan mitatuista arvoista. Aineiston 

havaintoihin on sovitettu regressiosuora. Funktion 𝑦-akselilla olevan vastemuuttujan 

arvo, sähköteho, muuttuu lineaarisesti 𝑥-akselilla olevan selittävän muuttujan, 

ympäristön lämpötilan, suhteen. 

 

 

Kuva 1.  Havaintoja erään voimalaitoksen sähkötehosta ympäristön lämpötilan suh-
teen ja näihin havaintoihin sovitettu lineaarinen regressiosuora (Tufekci 2014, 
s. 133). 

 

Usean selittävän muuttujan lineaarinen malli on kuten yksinkertainen lineaarinen malli, 

mutta funktion selittäviä muuttujia ja niiden kulmakertoimia on useita. Tällöin 

regressiomalli voidaan kirjoittaa muotoon 

𝑦 = 𝛽0 + 𝛽1𝑥1 + 𝛽2𝑥2 + ⋯ + 𝛽𝑘𝑥𝑘 + 𝜀 (2) 

missä β𝑘 on 𝑘:s regressiosuoran kulmakerroin ja x𝑘 on 𝑘:s selittävä muuttuja eli 

prediktori. (Nyblom 2015, s. 6, 10) 

2.3 Muut ennustamisessa ja aineiston jäsentämisessä käytetyt 
menetelmät 

2.3.1 Päätöspuut 

Päätöspuu on hierarkkinen kokoelma asioiden välisiä yhteyksiä, jotka on järjestetty 

puumaiseen rakenteeseen. Tämä rakenne alkaa yhdestä juuresta tai solmusta ja 

jakaantuu kahteen tai useampaan haaraan, jotka voivat edelleen jakaantua taas 
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seuraavista solmuista seuraaviin haaroihin. Haaroituksen päässä olevaa viimeistä 

solmua kutsutaan lehdeksi. Nämä lehdet edustavat luokkia, joihin tarkasteltava asia 

voidaan luokitella. (Nisbet, R. ym. 2018, s. 138; Witten, I. H. & Frank, E. 2005, s. 62-63) 

Päätöspuu luokittelee tietoa kysymyksillä. Lehtiä lukuun ottamatta jokainen puun solmu 

sisältää kysymyksen, ja siitä lähtevät haarat johtavat seuraaviin solmuihin tai puun 

lehtiin. Nämä haarat sisältävät vastauksen niitä edeltävän solmun kysymykseen. 

Yksinkertaisimmillaan kysymyksien vastaukset voivat olla ”kyllä” tai ”ei”. Tällä tavoin 

kysymykset, vastaukset ja luokittelut muodostavat puumaisen hierarkian. Luokittelu 

päätöspuulla tehdään vastaamalla solmujen kysymyksiin ja seuraamalla siten 

muodostuvaa polkua puun alusta eli ensimmäisestä solmusta viimeiseen solmuun eli 

lehteen. (Nisbet, R. ym. 2018, s. 138) 

 
Kuva 2.  Regressiopuu on päätöspuun erikoistapaus. Päätöspuun kussakin lehdissä 

on regressiomalli. 

 

Kuvassa 2 on esimerkki regressiopuusta, joka on päätöspuun erikoistapaus. Puu on 

luotu numeerisen opetusaineiston pohjalta ja mallin tuloksena on numeerinen ennuste. 

Regressiopuun lehdissä on lineaarinen malli, mutta kokonaisuudessaan ennustemalli voi 

olla epälineaarinen. Kaluzny ym. (2011) tutkimuksen kohteena on M5-mallipuu, joka on 

siis mallipuu, jonka muodostamiseen on käytetty M5-algoritmia. 

Rokach & Maimon (2014, s. ix) ovat luetelleet päätöspuille lukuisia hyviä ominaisuuksia. 

Päätöspuu on itsensä selittävä ja helppo lukea etenkin, jos se on visualisoitu 

puumaisessa muodossa. Päätöspuu soveltuu joustavasti hyvin monenlaisiin 

tiedonlouhintatehtäviin luokittelusta klusterointiin ja muuttujavalintaan. Menetelmiä 
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voidaan käyttää myös regressiosovelluksissa numeerisessa ennustamisessa, vaikka 

klassinen päätöspuu onkin toimivin luokitteluongelmien ratkaisussa. Puun lehdessä 

voidaan suoran tuloksen sijaan käyttää myös todennäköisyysjakaumaa (Rokach, L. & 

Maimon, O. Z. 2014, s. 13). 

2.3.2 Neuroverkko 

Neuroverkko on koneoppimismenetelmä, jossa toisiinsa kytketyt keinotekoiset neuronit 

oppivat aineistosta muuttujien välisiä yhteyksiä (Mitchell, T. M. 1997, s. 82). Sen vahvuus 

on siinä, että se pystyy kuvaamaan myös monimutkaisia ja epälineaarisia riippuvuuksia, 

joita yksinkertaisemmat mallit eivät aina tavoita. Kirjallisuuskatsauksen tutkimuksista 

Arabzadeh ym. (2018) ja Caputo & Pelagagge (2008) hyödyntävät neuroverkkoja 

tarkasteltavina menetelminä hyvin tuloksin. 

 

 

Kuva 3.  Perseptroni. (Mitchell, T. M. 1997, s. 87) 

 

Neuroverkko koostuu siis toisiinsa kytketyistä keinotekoisista neuroneista. Näitä 

neuroneja on erilaisia, mutta perseptroni on tällaisen yksikön yksinkertainen perusmalli. 

Perseptroni on malli, jossa syötearvoista muodostetaan lineaarikombinaatio ja tuloksen 

perusteella tehdään luokittelupäätös eli palautetaan arvo 1 tai 0 (Mitchell, T. M. 1997, s. 

86). Monimutkaisissa tehtävissä käytetään tavallisesti monikerroksisia neuronien 

verkkoja (Mitchell, T. M. 1997, s. 95).  

Monikerroksinen perseptroni pystyy esittämään hyvin monimuotoisia funktioita. 

Käytännössä neuroverkon oppiminen perustuu siihen, että verkon yhteyksien painoja 

muutetaan opetusaineiston perusteella niin, että verkon tuottama ennuste lähestyy 

havaittuja arvoja mahdollisimman hyvin (Witten, I. H. & Frank, E. 2005, s. 227).  

Neuroverkkojen vahvuutena on niiden kyky mallintaa sellaisia muuttujien välisiä suhteita, 

joita on vaikea kuvata lineaarisella mallilla. Tämän vuoksi ne sopivat hyvin tilanteisiin, 

joissa muuttujia on paljon ja selittävien muuttujien sekä vasteen välinen yhteys on 

monimutkainen (Nisbet, R. ym. 2018, s. 131). Toisaalta neuroverkkoihin liittyy 
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tulkittavuuden ongelma. Neuroverkot eivät ole läpinäkyviä, toisin kuin esimerkiksi 

lineaarinen regressiosuora (Witten, I. H. & Frank, E. 2005, s. 253). Neuroverkot ovat 

usein tehokkaita ennustajia, mutta niiden tuottama ratkaisu jää helposti vaikeasti 

tulkittavaksi (Witten, I. H. & Frank, E. 2005, s. 253). 

2.3.3 Esimerkkiperusteinen analyysi 

Esimerkkiperusteinen analyysi tai instanssiperusteinen analyysi on tässä tekstissä 

esitellyistä analyysimenetelmistä kaikkein yksinkertaisin. Tällä menetelmällä voidaan 

tehdä sekä luokittelevia että numeerisia ennusteita. Menetelmällä ei muodosteta 

aineistosta ennustemallia aikaisemmissa luvuissa esiteltyjen regressiomallin, 

päätöspuun tai neuroverkon tapaan, vaan jokainen ennuste tehdään koko 

opetusaineistoon vertaamalla. Uutta tapausta verrataan suoraan opetusaineistoon eli 

aikaisempiin tapauksiin, näistä tapauksista muodostetun ennustemallin sijaan. Uuden 

tapauksen ennustamista varten ei siis yritetä muodostaa funktiota tai esimerkiksi 

päätöspuuta ennakkoon. (Mitchell, T. M. 1997, s. 230) 

Esimerkkiperusteista oppimista voidaan sanoa laiskaksi oppimiseksi, koska 

minkäänlaista funktiota tai kuvausta aineistossa olevan tiedon rakenteesta ei 

muodosteta etukäteen. Työn tekemistä tavallaan viivytetään viimeiseen mahdolliseen 

hetkeen saakka. Uutta tapausta ennustettaessa koko opetusaineisto tarkastellaan 

uuden tapauksen selittävien muuttujien suhteen yhtäläisyyksiä etsien. (Mitchell, T. M. 

1997, s. 230) 

Yksinkertaisen esimerkkiperusteisen analyysin yhtenä heikkouksista voidaan pitää 

selittävien muuttujien samanarvoisuutta — kaikilla selittävillä muuttujilla on sama 

painoarvo. Tämän seurauksena ennusteet samankaltaisien tapauksien kesken voivat 

olla hyvinkin kaukana toisistaan, koska epäoleellisetkin selittävät muuttujat vaikuttavat 

vasteeseen yhtä paljon, kuin merkitsevimmätkin muuttujat. Tämän ongelman takia 

esimerkkiperusteisen analyysin yhteydessä käytetään yleensä jollakin menetelmällä 

muodostettuja muuttujien painotuksia (Witten, I. H. & Frank, E. 2005, s. 78). 

Esimerkkipohjainen ennustaminen on yksi laskentaintensiivisimmistä menetelmistä. 

Jokaista ennustetta tehdessä koko laskenta tehdään koko aineistolle (Witten, I. H. & 

Frank, E. 2005, s. 346). Menetelmän laskentaintensiivisyyden toteavat myös Kaluzny 

ym. (2011) tutkimuksessaan. 

Ehkä tunnetuin esimerkkiperusteinen oppimismenetelmä on k-lähimmän naapurin 

menetelmä (k-nearest neughbour, k-NN). K-lähimmän naapurin menetelmässä kaikki 

aineiston esimerkit ovat pisteitä n-ulotteisessa avaruudessa ja lähin naapuri määritetään 
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etäisyyksien perusteella (Mitchell, T. M. 1997, s. 231-232). Usein tavallista menetelmää 

tehokkaampi vaihtoehto on etäisyyspainotettu k-lähimmän naapurin menetelmä.  

2.3.4 Klusterointi 

Klusterointi on menetelmä, jolla aineiston havainnot ryhmitellään toisiaan muistuttaviin 

ryhmiin eli klustereihin. Menetelmän tavoitteena ei ole suoraan ennustaa vastemuuttujan 

arvoa, vaan jäsentää aineistoa siten, että samankaltaiset tapaukset sijoittuvat samaan 

ryhmään ja toisistaan poikkeavat tapaukset eri ryhmiin. Klusterointi soveltuu siten 

erityisesti aineiston rakenteen hahmottamiseen ja tapausjoukkojen välisten erojen 

tarkasteluun. (Witten, I. H. & Frank, E. 2005, s. 43) 

Hierarkkisessa klusteroinnissa ryhmistä muodostetaan hierarkkinen rakenne, jossa 

laajemmat ryhmät jakautuvat vähitellen pienempiin alaryhmiin (Rokach, L. & Maimon, O. 

Z. 2014, s. 89). Rokach ja Maimon (2014, s. 89) kutsuvat tällaista klusterointipuuksi. 

Hierarkkinen klusterointi muistuttaakin päätöspuuta. Kaluzny ym. (2011) hyödyntävät 

tutkimuksessaan hierarkkista klusterointia osana menetelmäänsä instanssiperusteisen 

menetelmän kanssa. 

Klusteroinnin toteuttaminen edellyttää jotakin mittaa, jonka avulla havaintojen välistä 

samankaltaisuutta tai erilaisuutta voidaan arvioida. Ryhmittely perustuu aina johonkin 

etäisyys- tai samankaltaisuusmittaan. Numeerisille muuttujille voidaan käyttää 

esimerkiksi euklidista etäisyyttä, kun taas muun tyyppisille muuttujille tarvitaan niille 

sopivia mittareita. Tämän vuoksi klusteroinnin tulos riippuu olennaisesti siitä, millä tavalla 

havaintojen samankaltaisuus määritellään. (Rokach, L. & Maimon, O. Z. 2014, s. 90-92) 

Hierarkkinen klusterointi on tämän työn aiheen kannalta kiinnostava erityisesti siksi, että 

sitä voidaan käyttää samankaltaisten tapausten etsimiseen historiatiedosta. Tällöin se 

toimii aineiston jäsentämisen välineenä eikä varsinaisena ennustemallina samalla tavoin 

kuin regressioanalyysi. Menetelmä voi kuitenkin tukea ennustamista esimerkiksi 

tunnistamalla, mihin tapausryhmään uusi havainto kuuluu tai millaiset aiemmat 

tapaukset muistuttavat sitä eniten.  

2.4 Analyysin vaiheet 

Data-analyysiprosessi koostuu erilaisista vaiheista. Käytettävissä oleva tieto eli data ei 

ole yleensä sellaisenaan käyttökelpoista syötteeksi varsinaiselle analyysimenetelmälle, 

ja menetelmän tuottama ennustemallin tarkkuus on arvioitava ja mallin antamat 

ennusteet tulkittava. 
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Data-analyysiprosessi koostuu datan keräämisestä, kerätyn datan käsittelystä, 

varsinaisesta analysoinnista, tulosten tarkkuuden arvioinnista ja tulosten tulkinnasta 

(Ismay, C. & Kim, A. Y. 2020, s. xxi; Rokach, L. & Maimon, O. Z. 2014, s. 5-8). Näistä 

mainituista vaiheista datan kerääminen ja käsittely vaativat varsin suuren työpanoksen 

ja varsinainen analyysimenetelmän soveltaminen on vain yksi osa laajempaa prosessia 

(Rokach, L. & Maimon, O. Z. 2014, s. 5-8).  

Aluksi analysointia varten haluttu tieto on kerättävä. Tarvittava tieto voi olla valmiiksi 

olemassa yhdessä selkeästi järjestetyssä muodossa tai se voi olla pirstaleisena 

keskenään erilaissa dokumenteissa ja tietokannossa.  

Kun data on kerätty, niin se on valmisteltava varsinaista analyysiä varten, koska 

sellaisenaan se on usein vajavaista. Data voi sisältää selkeitä puutteita kuten puuttuvia 

lukuarvoja tai se voi sisältää virheitä (Witten, I. H. & Frank, E. 2005, s. 59). Dataan voi 

kuulua myös analyysin kannalta epäoleellista tietoa tai muuttujia, joiden vaikutus 

lopputulokseen on merkityksetön siinä tarkkuudessa, joka on analyysin käyttäjälle 

tarpeellista (Witten, I. H. & Frank, E. 2005, s. 286-287).  

Varsinaisen mallintamisen jälkeen ennustemallille on tehtävä virheanalyysi. Tällä tavoin 

voidaan arvioida mallin käyttökelpoisuutta.  

2.5 Ennustemallin tarkkuus 

Ennustemallin tarkkuutta arvioidaan vertaamalla mallin antamia ennusteita havaittuihin 

arvoihin. Regressiomallin yhteydessä jäännökset määritellään havaittujen ja sovitettujen 

arvojen erotuksiksi. Näiden erotusten perusteella voidaan arvioida, kuinka hyvin malli 

kuvaa aineistoa. (Nyblom 2015, s. 10)  

Witten ja Frank (2005, s. 145) korostavat lisäksi, että mallin suorituskykyä ei tulisi 

arvioida pelkästään opetusaineistolla, koska tällöin arvio voi olla liian optimistinen. 

Ennustemallin tarkkuutta on tarkoituksenmukaisempaa tarkastella erillisellä 

testiaineistolla tai esimerkiksi ristiinvalidoinnin avulla (Witten, I. H. & Frank, E. 2005, s. 

145, 150). Ristiinvalidoinnissa aineisto jaetaan useaan osaan, joista kukin toimii 

vuorollaan testiaineistona muiden osien toimiessa opetusaineistona. Näin saadaan 

luotettavampi kuva mallin virheestä kuin yksittäinen jako opetusaineistoon ja 

testiaineistoon (Witten, I. H. & Frank, E. 2005, s. 150).  

Yksinkertaisena tapana kuvata ennustemallin tarkkuutta voidaan tarkastella 

maksimivirhettä. Tällöin huomio kiinnittyy siihen, kuinka suuri mallin suurin yksittäinen 

poikkeama havaituista arvoista on. Maksimivirhe ei anna yhtä monipuolista kuvaa mallin 

toiminnasta kuin useammat virhemittarit, mutta se havainnollistaa selvästi, kuinka kauas 



13 
 

yksittäinen ennuste voi pahimmillaan osua. Esimerkiksi Lin ja Shaw (2016) käyttävät 

tällaista tarkastelua laivan teräspainoa ennustavaa mallia käsittelevässä 

tutkimuksessaan. 

Toinen hyödyllinen tunnusluku on jäännösten keskihajonta. Se kuvaa virheiden 

tavanomaista suuruutta ja kertoo siten, kuinka paljon havainnot yleensä poikkeavat 

mallin ennusteista. Sovitteen hyvyyttä voidaan arvioida juuri jäännösten keskihajonnan 

avulla, joten se on luonteva tapa täydentää ennustemallin tarkkuuden tarkastelua. 

(Nyblom 2015, s. 12) 

Selitysaste 𝑅2 puolestaan kertoo, kuinka suuren osan vasteen vaihtelusta malli selittää. 

Se perustuu jäännöksiin eli havaittujen ja sovitettujen arvojen erotuksiin. Mitä suurempi 

selitysaste on, sitä paremmin malli vastaa aineistoa. (Nyblom 2015, s. 12) 

Numeerisen ennustemallin tarkkuuden arvioinnissa yksi tavallisimmista mittareista on 

keskimääräinen neliövirhe. Se määritellään ennustettujen ja havaittujen arvojen 

erotusten neliöiden keskiarvoksi. Koska virheet korotetaan toiseen potenssiin, niin mittari 

painottaa suuria virheitä muita enemmän. Tämän vuoksi keskimääräinen neliövirhe on 

erityisen herkkä yksittäisille suurille poikkeamille. (Witten, I. H. & Frank, E. 2005, s. 177, 

179) 

Toinen usein käytetty mittari on keskimääräinen absoluuttinen virhe, jossa tarkastellaan 

virheiden itseisarvojen keskiarvoa. Keskimääräinen absoluuttinen virhe kohtelee virheitä 

tasaisemmin kuin keskimääräinen neliövirhe, koska se ei korosta poikkeuksellisen suuria 

virheitä samalla tavalla. Jos virheen suhteellinen koko on tärkeämpi kuin sen 

absoluuttinen suuruus, absoluuttisiin virheisiin perustuvat mittarit eivät aina ole 

tarkoituksenmukaisia ja tällaisissa tilanteissa suhteellisiin virheisiin perustuvat mittarit 

voivat olla käyttökelpoisempia (Witten, I. H. & Frank, E. 2005, s. 177).  

Tämän työn kirjallisuuskatsauksessa keskimääräisestä neliövirheestä ja 

keskimääräisestä absoluuttisesta virheestä käytetään lyhenteitä 𝑀𝑆𝐸 (mean squared 

error) ja 𝑀𝐴𝐸 (mean absolute error). Suhteellisen virheen mittarina käytetään 

keskimääräistä prosentuaalista virhettä 𝑀𝐴𝑃𝐸 (mean absolute percentage error). 

Ennustemallin tarkkuuden arvioinnissa ei siten ole yhtä kaikissa tilanteissa parasta 

mittaria. Sopivan mittarin valinta riippuu siitä, millaista virhettä halutaan erityisesti välttää 

ja mitä ennustamistehtävässä pidetään olennaisena. Jos suurten virheiden välttäminen 

on tärkeää, keskimääräinen neliövirhe voi olla tarkoituksenmukainen mittari. Jos taas 

halutaan tarkastella virhettä tasaisemmin tai suhteessa ennustettavan suureen 

mittakaavaan, keskimääräinen absoluuttinen virhe tai keskimääräinen absoluuttinen 

prosentuaalinen virhe voi olla käyttökelpoisempi. Selitysaste puolestaan antaa 
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yleiskuvan mallin sovituksesta, mutta sitä on tulkittava varoen erityisesti silloin, kun 

mallissa on useita selittäviä muuttujia.  
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3. KIRJALLISUUSKATSAUS 

Tässä luvussa tarkastellaan tutkimuksia, joissa data-analyysin tai koneoppimisen 

menetelmiä on sovellettu teollisten tuotteiden ja laitteiden massan tai kustannusten 

ennustamiseen. Painopiste on tutkimuksissa, joissa menetelmien tavoitteena on tukea 

suunnittelun ja hankinnan alkuvaiheen päätöksentekoa. Ne edustavat esimerkkejä 

sovelluksista laivanrakennuksen ja varasto- ja painesäiliöiden rakentamisen aloilta. 

Lisäksi täydentävänä huomiona voidaan nostaa myös esiin, että vielä 

vertaisarvioimattomassa tutkimuksessa on esitetty lupaavia tuloksia 

suunnittelupiirustuksiin perustuvasta valmistuskustannusten ennustamisesta. 

Kirjallisuuskatsaus ei kuitenkaan nojaa tähän vertaisarvioimattomaan tutkimukseen. 

3.1 Osastokohtainen parametrinen menetelmä konttialuksen 

teräspainon arviointiin: Lin, C.-K. & Shaw, H.-J. (2016) 

Lin, C.-K. & Shaw, H.-J. (2016) esittelevät tutkimuksessaan menetelmän, jonka 

tavoitteena on arvioida uuden konttialuksen teräspainoa suunnittelun alkuvaiheessa. 

Menetelmässä alus jaetaan useisiin rakenteellisiin osastoihin, kuten keulaosaan, 

lastiruumaan ja konehuoneeseen. Kullekin osastolle määritetään päämittoihin ja 

paikallisiin muuttujiin perustuvia selittäviä muuttujia, joiden avulla muodostetaan 

osastokohtaiset regressiomallit. Menetelmä perustuu siten osastokohtaiseen 

parametristen muuttujien käyttöön teräspainon ennustamisessa. Tutkimus koskee 

konttialuksia, joten tuloksia ei voi sellaisenaan yleistää kaikkiin laivatyyppeihin. (Lin, C.-

K. & Shaw, H.-J. 2016, s. 227) 

Menetelmän kehittämisessä käytetty aineisto koostui saman telakan aikaisempien 

projektien suunnitteludokumentaatiosta ja niiden CAD-järjestelmään tallennetusta 

rakennetiedosta. Tutkimuksen alkuperäiseen aineistoon kuului 31 konttialusta. 

Varsinaista mallinnusta varten aineistoa kuitenkin rajattiin poistamalla keskenään 

samanmittaisia sarjatuotettuja aluksia, muiden yritysten suunnittelemia aluksia, 

puutteellisesti dokumentoituja aluksia sekä keskeneräisiä uusia suunnitelmia. 

Lopulliseen analyysiin valittiin yhdeksän nykyaikaista konttialusta yhdeksästä 

kokoluokasta noin 2000–8500 TEU:n väliltä. TEU (twenty-foot equivalent unit) on 

konttiliikenteessä käytetty yksikkö, joka perustuu 20 jalan pituisen standardikontin 

kokoon. Osastokohtaiset teräspainotiedot muodostettiin yhdistämällä lohkojen painot 

CAD-mallien tietokannasta, ja lisäksi aineistosta kerättiin sekä aluksen päämittoja että 
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osastokohtaisia paikallisia muuttujia regressiomallien muodostamista varten. (Lin, C.-K. 

& Shaw, H.-J. 2016, s. 230-231) 

Ennustemallien rakentamisessa Lin ja Shaw hyödyntävät pääkomponenttianalyysiä 

tärkeimpien selittävien muuttujien tunnistamiseen. Pääkomponenttianalyysin avulla he 

arvioivat, mitkä päämitat ja osastokohtaiset parametrit korreloivat voimakkaimmin 

teräspainon kanssa, ja käyttävät näitä muuttujia osastokohtaisten ennusteyhtälöiden 

muodostamisessa. Varsinainen teräspainon ennuste saadaan regressiomalleilla, joissa 

selittäjinä käytetään aluksen päämittoja, erityisesti pituutta, leveyttä ja syvyyttä, sekä 

osastokohtaisia paikallisia parametreja. Kullekin rakenteelliselle osastolle muodostetaan 

oma regressiomallinsa. (Lin, C.-K. & Shaw, H.-J. 2016, s. 232-235) 

Tutkimuksessa menetelmän toimivuutta arvioidaan vertaamalla ennustettua teräspainoa 

toteutuneiden alusten teräspainotietoihin. Vertailumenetelminä käytetään kolmea 

konventionaalista menetelmää, jotka arvioivat koko aluksen teräspainon suoraan 

päämittoihin perustuvien kokemusperäisten kaavojen avulla. Artikkelin mukaan tällaiset 

menetelmät kuvaavat alusta vain yleisillä koko alusta kuvaavilla parametreillä eivätkä 

huomioi paikallisia osastokohtaisia muuttujia. Tulokset osoittavat, että osastokohtainen 

parametrisointi yhdistettynä pääkomponenttianalyysiin ja regressioon tuottaa koko 

aluksen tasolla tarkempia ennusteita kuin nämä vertailumenetelmät. (Lin, C.-K. & Shaw, 

H.-J. 2016, s. 235-236) 

 Lin & Shaw (2016) Tutkimuksessa esitellyn menetelmän vertailu muihin samalla 
teollisuudenalalla käytettyihin menetelmiin. Vertailun tulokset on ilmoitettu 
keskihajontana ja keskimääräisenä virheenä. (Lin, C.-K. & Shaw, H.-J. 2016, s. 
236) 

 

Tutkimuksessa kehitetty menetelmä osoittautuu konventionaalisia menetelmiä 

tarkemmaksi. Yhteenveto tutkimuksessa sovellettujen menetelmien virheestä 

testiaineistolla on näytetty taulukossa 1. Tulokset osoittavat, että osastokohtainen 

tarkastelu parantaa kokonaisteräspainon ennustamista verrattuna menetelmiin, jotka 

perustuvat vain aluksen kokonaismittoihin. 

 
Keskihajonta 

% 
Keskimääräinen virhe 

% 

Kehitetty menetelmä 1,67 1,04 

Konventionaalinen menetelmä 1 8,80 6,73 

Konventionaalinen menetelmä 2 3.38 2,67 

Konventionaalinen menetelmä 3 4,26 3,70 
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Kirjoittajat tuovat esiin menetelmän rajoituksia ja epävarmuustekijöitä. Menetelmän 

onnistuminen riippuu olennaisesti siitä, miten alus jaetaan rakenteellisiin osastoihin. 

Kirjoittajien mukaan epäonnistunut osastojako voi johtaa virheeseen teräspainon 

arvioinnissa (Lin, C.-K. & Shaw, H.-J. 2016, s. 239). Toisaalta liian hienojakoinen ositus 

ei heidän mukaansa paranna tarkkuutta, vaan lisää tarvittavien lähtötietojen määrää ja 

heikentää menetelmän käyttökelpoisuutta alustavassa suunnittelussa.  

Lisäksi menetelmään vaikuttaa myös muita epävarmuustekijöitä. Suunnittelun 

alkuvaiheessa uuden aluksen osastokohtaisia mittoja ei yleensä vielä tunneta, jolloin 

niitä joudutaan arvioimaan referenssialuksen perusteella (Lin, C.-K. & Shaw, H.-J. 2016, 

s. 234). Menetelmä on kehitetty vain konttialuksille, jotta eri laivatyypeistä johtuvat 

rakenteelliset erot eivät heikentäisi ennustetarkkuutta (Lin, C.-K. & Shaw, H.-J. 2016, s. 

231). Tämän vuoksi tuloksia ei voida yleistää suoraan muihin alustyyppeihin.   

3.2 Laivanrakennuksen kustannusten ennustaminen 

ominaisuusperusteisesti: Lin, C.-K. & Shaw, H.-J. (2017) 

Myöhemmässä tutkimuksessaan Lin, C.-K. & Shaw, H.-J. (2017, s. 305) laajentavat 

aiempaa tarkastelua teräspainon arvioinnista alustavaan kustannusarviointiin ja 

esittelevät ominaisuusperusteisen menetelmän esisuunnitteluvaiheen 

kustannusennusteiden tekemiseen. Menetelmän lähtökohtana on, että aluksen 

päämittoihin ja muihin keskeisiin ominaisuuksiin perustuen muodostetaan joukko 

muuttujia. Heidän aikaisempaan tutkimukseensa verrattuna tarkastelu ei rajoitu vain 

mittoihin, vaan huomioi myös muita kustannuksiin vaikuttavia ominaisuuksia, jotka 

liittyvät laivan mittojen lisäksi esimerkiksi kuljetuskapasiteettiin ja nopeuteen (Lin, C.-K. 

& Shaw, H.-J. 2017, s. 310-311). Näiden muuttujien avulla pyritään kuvaamaan 

kustannuksiin vaikuttavat tekijät. 

Lisäksi kirjoittajat nostavat esiin huomion, että esisuunnitteluvaiheessa lähtötiedot ovat 

usein vielä epätäydellisiä, mutta kustannusarvioita tarvitaan nopeasti. Tämän vuoksi 

menetelmä tarjoaa kiinnostavan mahdollisuuden parantaa reagointikykyä muuttuviin 

lähtötietoihin. (Lin, C.-K. & Shaw, H.-J. 2017, s. 306) 

Muuttujien valinnan jälkeen Lin ja Shaw hyödyntävät jälleen pääkomponenttianalyysiä 

sekä regressioanalyysiä. Regressiomallit voivat olla joko lineaarisia tai epälineaarisia, 

riippuen siitä, kuinka suora yhteys valittujen selittävien muuttujien ja kustannusten välillä 

havaitaan datassa. (Lin, C.-K. & Shaw, H.-J. 2017, s. 310-311) 

Tutkimuksen aineistona käytettiin tietokantaa, joka koostui 38 konttialustyypistä. Aineisto 

rajattiin vuoden 2000 alkaen suunniteltuihin tai toimitettuihin aluksiin, ja ne jaettiin neljään 
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pääluokkaan. Kirjoittajat myös suodattivat aineistoa mallinnuksen parantamiseksi: 

samoja ominaisuuksia edustavia aluksia jätettiin pois, ja saman alusmallin tapauksissa 

käytettiin vain uusinta versiota. Lisäksi puutteelliset piirustukset johtivat joidenkin alusten 

hylkäämiseen aineistosta. (Lin, C.-K. & Shaw, H.-J. 2017, s. 308-309) 

Tutkimuksen tulosten perusteella ominaisuusperusteinen lähestymistapa mahdollistaa 

varsin tarkat alustavan suunnitteluvaiheen kustannusarviot. Lin ja Shaw kirjoittavat 

kokonaiskustannusten arviointivirheiden jäävän alle ±7 % testiaineistolla (Lin, C.-K. & 

Shaw, H.-J. 2017, s. 316). Kirjoittajat eivät tee vertailua muilla menetelmillä saatuihin 

kustannusten estimaatteihin. 

Lin ja Shaw tuovat esiin myös menetelmän rajoituksia ja epävarmuustekijöitä. Keskeisin 

rajoitus liittyy aineistoon. Aineisto ei sisällä suurimpien kokoluokkien aluksia ja niiden 

osalta menetelmä vaatiikin vielä lisätutkimuksia. Epävarmuutta aiheuttavat myös 

markkina- ja valuuttatekijät. (Lin, C.-K. & Shaw, H.-J. 2017, s. 318-319) 

3.3 Pallomaisten varastosäiliöiden rakennuskustannusten 

ennustaminen regressiomallien ja neuroverkkojen avulla: 

Arabzadeh, V. ym. (2018) 

Arabzadeh, V. ym. (2018, s. 748) tarkastelevat pallomaisten varastosäiliöiden 

rakentamiskustannusten estimointia ja vertaavat lineaarista ja eksponentiaalista 

regressiomallia sekä neuroverkkoja kustannusten ennustamisessa. Tutkimus on tämän 

työn kannalta erityisen kiinnostava, koska siinä ennustemalleja sovelletaan painesäiliön 

kustannusten arviointiin.  

Tutkimuksessa rakennuskustannusten estimointiin sovelletaan neljää mallia: kahta 

neuroverkkomallia sekä kahta regressiomallia. Neuroverkkomenetelmät ovat 

Levenberg–Marquardt-algoritmilla koulutettu LMNN-malli ja Bayesian regularization -

menetelmään perustuva BRNN-malli. Regressiomalleina käytetään lineaarista ja 

eksponentiaalista mallia. (Arabzadeh, V. ym. 2018, s. 747-748) 

Aineistona tutkimuksessa käytetään rakennuskustannusdataa pallomaisista 

varastosäiliöistä. Kustannuksiin vaikuttaviksi muuttujiksi on valittu säiliön seinämän 

materiaalivahvuus, säiliön halkaisija ja hitsaussaumojen kokonaispituus (Arabzadeh, V. 

ym. 2018, s. 752). Muuttujavalinnan yksityiskohtaisia perusteluja ei esitetä. 

Neuroverkkomenetelmässä aineisto jaetaan opetus-, validointi- ja testiosiin suhteessa 

70 %, 15 % ja 15 %. Regressiomallit sovitetaan 60 tapauksella. Kaikkien mallien 

toimivuutta arvioidaan 11 satunnaisesti valitulla testitapauksella. (Arabzadeh, V. ym. 

2018, s. 751-752) 
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Tulosten perusteella neuroverkkomallit suoriutuvat tässä aineistossa paremmin kuin 

tavanomaisemmat regressiomallit. Suorituskykyä arvioidaan keskineliövirheen ja 

neuroverkkojen tapauksessa ennustettujen sekä todellisten kustannusten välisen 

korrelaatiokertoimen avulla. Taulukossa 2 on esitelty yhteenveto tutkimuksessa 

sovellettujen menetelmien tarkkuudesta. Kokonaisuutena tutkimus tukee johtopäätöstä, 

että neuroverkot, soveltuvat tässä aineistossa regressiomalleja paremmin kustannusten 

estimointiin. (Arabzadeh, V. ym. 2018, s. 752, 755) 

 Tutkimuksessa vertailtujen mallien keskineliövirheet 𝑀𝑆𝐸 ja ennustettujen sekä 

todellisten kustannusten välinen korrelaatiokerroin 𝑅. (Arabzadeh, V. ym. 2018, 
s. 752, 754-755) 

 𝑴𝑺𝑬 𝑹 

Neuroverkko, LMNN 0,291 0,99516 

Neuroverkko, BRNN 0,333 0,99234 

Eksponentiaalinen regressiomalli 0,4 - 

Lineaarinen regressiomalli 0,5 - 

 

Tutkimusraportissa mallien rajoituksia käsitellään vain vähän. Kirjoittajat kuitenkin 

korostavat aineiston määrän ja laadun merkitystä sekä sitä, että sopivan mallin valinta 

vaikuttaa olennaisesti siihen, kuinka hyvin kustannuksia voidaan estimoida (Arabzadeh, 

V. ym. 2018, s. 755). 

3.4 Datanlouhinta ja mallipuut laivanrakennuksen 

kustannusarvioissa: Kaluzny, B. L. ym. (2011) 

Kaluzny, B. L. ym. (2011) soveltavat datanlouhintamenetelmiä laivanrakennuksen 

kustannusennusteiden laatimiseen. Tutkimuksen kohteena ovat Alankomaiden 

maihinnousuoperaatioihin tarkoitetut LPD-alukset, joiden valmistuskustannuksia 

pyritään ennustamaan aikaisempien tapauksien perusteella. Tutkimuksessa 

tarkastellaan kahta lähestymistapaa: M5-mallipuumenetelmää sekä menetelmää, jota 

kutsutaan analogiapohjaiseksi menetelmäksi. (Kaluzny, B. L. ym. 2011, s. 2-4)  

M5-mallipuu yhdistää päätöspuupohjaisen rakenteen ja paikalliset lineaariset 

regressiomallit. Puun solmut jakavat datan alaryhmiin muuttujien perusteella, ja 

jokaisessa lehdessä eli päätesolmussa muodostetaan oma regressiomalli kustannuksen 

ennustamiseksi. Näin saadaan paloittain määritelty malli, joka kykenee kuvaamaan 
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aineiston vaihtelua tarkemmin kuin yksittäinen koko aineistoon sovitettu regressiomalli. 

Mallin muodostamiseen käytetään M5-algoritmiä. (Kaluzny, B. L. ym. 2011, s. 11) 

Toista kiinnostuksen kohteena olevaa menetelmää kutsutaan analogiapohjaiseksi 

menetelmäksi. Menetelmä on yhdistelmä hierarkkista klusterointia, 

pääkomponenttianalyysiä ja instanssiperusteista menetelmää. Aluksi hierarkkista 

klusterointia käytetään samankaltaisten tapauksien, tai lähimpien naapurien, 

tunnistamiseen. Seuraavaksi suoritetaan pääkomponenttianalyysi, jonka jälkeen uuden 

tapauksen kustannus estimoidaan aikaisempien tapauksien etäisyyspainotettuna 

keskiarvona. Menetelmässä on siis samankaltaisuutta myös k-lähimmän naapurin -

menetelmän kanssa. (Kaluzny, B. L. ym. 2011, s. 4-5) 

Kaluzny ym. hyödyntävät tutkimuksessaan monikansallista aineistoa, joka sisältää 57 

alusta. Aineisto kattaa vuosina 1954–2010 käyttöön otettuja aluksia, ja se on koottu sekä 

työryhmän osallistujilta että julkisista lähteistä. (Kaluzny, B. L. ym. 2011, s. 5) 

Kullekin alukselle kerättiin yhteensä 136 kuvailevaa, teknistä ja kustannuksiin liittyvää 

muuttujaa. Muuttujat ryhmiteltiin 15 luokkaan, joihin kuuluvat muun muassa kuvailevat 

tiedot, rakenne, päämitat, suorituskyky, propulsio, sähköntuotanto, kuljetuskapasiteetti, 

aseistus, sensorijärjestelmät, taistelunjohtojärjestelmät, asejärjestelmien ohjaus, muut 

suorituskyvyt sekä kustannustiedot. Aineistossa on sekä numeerisia että luokittelevia 

muuttujia, ja puuttuvat tiedot on merkitty erikseen. (Kaluzny, B. L. ym. 2011, s. 7) 

 Tutkimuksessa tarkasteltujen menetelmien vertailu: ennustettujen sekä 

todellisten arvojen välinen korrelaatiokerroin 𝑅, selitysaste 𝑅2 ja keskimääräinen 
absoluuttinen prosentuaalinen virhe MAPE. (Kaluzny, B. L. ym. 2011, s. 16-17, 
27) 

 
𝑹 𝑹𝟐 

𝑴𝑨𝑷𝑬 
% 

M5-mallipuu 0,96 0,92 11 

Analogiapohjainen menetelmä 0,93 0,86 16 

Yksinkertainen lineaarinen regressio 0,75 0,56 - 

Lineaarinen monimuuttujaregressio 0,92 0,85 - 

 

Artikkelissa vertaillaan M5-mallipuun, analogiapohjaisen menetelmän sekä lineaaristen 

regressiomallien tuloksia. Koko aineiston tasolla M5-mallipuu saavuttaa parhaat 

tunnusluvut: sen korrelaatiokerroin oli 0,96, selitysaste 0,92, keskimääräinen 

absoluuttinen prosentuaalinen virhe 12 %. Analogiapohjaisen menetelmän vastaavat 

arvot ovat 0,93, 0,86 ja 16 %, joten sen ennustetarkkuus jää hieman heikommaksi. M5-
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mallipuu suoriutuu myös paremmin kuin artikkelissa esitetyt yksinkertainen ja monen 

muuttujan lineaarinen regressiomalli. (Kaluzny, B. L. ym. 2011, s. 16-17, 27) 

Lisäksi menetelmiä verrattiin kahden tapauksen testiaineistolla. Tässä tarkastelussa M5-

mallipuu ennusti toisen tapauksen kustannukset tarkemmin, kun taas analogiapohjaisen 

menetelmän estimaatti oli tarkempi toisessa tapauksessa (Kaluzny, B. L. ym. 2011, s. 

29). Yhteenveto tuloksista on esitelty taulukossa 3.  

Artikkelissa viitataan useisiin menetelmien käyttöön liittyviin rajoituksiin ja 

epävarmuustekijöihin. Keskeinen havainto on, että sekä M5-mallipuu että hierarkkiseen 

klusterointiin perustuva analogiamenetelmä aliarvioivat usein kaikkein kalleimpia aluksia 

(Kaluzny, B. L. ym. 2011, s. 23). Kirjoittajien mukaan tämä voi johtua siitä, että aineiston 

muuttujissa ei ole riittävästi informaatiota korkeimpien kustannustasojen erotteluun 

(Kaluzny, B. L. ym. 2011, s. 23). Lisäksi analogiamenetelmää rajoitti laskennallinen 

kuormittavuus (Kaluzny, B. L. ym. 2011, s. 25). 

3.5 Prosessisäiliöiden valmistuskustannusten estimointi 

parametristen mallien ja neuroverkkojen avulla: Caputo, A. 

C. & Pelagagge, P. M. (2008) 

Caputo, A. C. & Pelagagge, P. M. (2008, s. 934) tarkastelevat suurikokoisten ja 

rakenteeltaan monimutkaisten prosessisäiliöiden valmistuskustannusten estimointia. 

Tutkimuksessa verrataan kolmea menetelmää: yrityksen käytössä ollutta 

konventionaalista arviointimenetelmää, regressioon perustuvaa mallia sekä 

neuroverkkoon perustuvaa mallia (Caputo, A. C. & Pelagagge, P. M. 2008, s. 934, 945). 

On kuitenkin tärkeää huomata, että tutkimuksessa kehitetyt mallit eivät ennusta suoraan 

säiliön valmistuskustannuksia, vaan valmistukseen tarvittavia työtunteja (Caputo, A. C. 

& Pelagagge, P. M. 2008, s. 949). 

Konventionaalisessa menetelmässä säiliö mitoitetaan alustavasti, eri työpisteille 

määritetään tuntikustannukset ja tarvittavat valmistustunnit arvioidaan asiantuntija-

arviona. Tämä menetelmä on ollut yrityksen käytössä. (Caputo, A. C. & Pelagagge, P. 

M. 2008, s. 942) 

Regressiomalli rakennettiin vaiheittain siten, että aluksi tunnistettiin asiantuntija-arvion 

perusteella mahdolliset vaikuttavat muuttujat ja niiden yhteyttä valmistustunteihin 

tarkasteltiin korrelaatioanalyysilla. Näistä valittiin kuusi vahvimmin valmistustunteihin 

liittyvää muuttujaa, ja lisäksi muodostettiin kolme erityisesti hitsaukseen liittyvä 

muuttujaa. Näiden muuttujien arvoihin sovitettiin regressioyhtälö. Tutkimuksessa tätä 
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mallia kutsutaan parametriseksi malliksi. (Caputo, A. C. & Pelagagge, P. M. 2008, s. 

944-945) 

Aineistona käytettiin 68 prosessisäiliötä valmistaneen italialaisen yrityksen historiadataa. 

Aineisto sisälsi useita erilaisia säiliötyyppejä, kuten paineistettuja varastosäiliöitä, 

kolonneja, lämmönvaihtimia ja reaktoreita. (Caputo, A. C. & Pelagagge, P. M. 2008, s. 

938) 

Säiliöt luokiteltiin viiteen ryhmään rakenteellisen monimutkaisuuden perusteella, ja 

niiden kuvaamiseen käytettiin enintään 62 muuttujaa, jotka liittyivät esimerkiksi säiliön 

päämittoihin, materiaalivahvuuksiin, kehähitsien määrään, materiaalilaatuun ja 

lämpökäsittelyyn. Parametrinen malli muodostettiin 23 säiliön aineistolla ja testattiin 45 

säiliöllä, kun taas neuroverkko opetettiin 28 säiliön aineistolla ja testattiin 40 säiliöllä. 

Mallien kohdemuuttujana käytettiin toteutuneita työtunteja, joiden perusteella 

kustannukset voitiin johtaa. (Caputo, A. C. & Pelagagge, P. M. 2008, s. 939-941) 

Tulosten perusteella sekä parametrinen malli että neuroverkko parantavat 

ennustetarkkuutta selvästi konventionaaliseen menetelmään verrattuna, mutta 

neuroverkko suoriutuu paremmin (Caputo, A. C. & Pelagagge, P. M. 2008, s. 949). 

Vertailu menetelmien tarkkuudesta esitetään taulukosta 4.  

 Caputo ja Pelagagge (2008) tutkimuksessa tarkasteltujen menetelmien 
ennustetarkkuuden vertailu: keskimääräinen absoluuttinen prosentuaalinen 

virhe 𝑀𝐴𝑃𝐸 ja maksimivirhe. (Caputo, A. C. & Pelagagge, P. M. 2008, s. 949) 

 
𝑴𝑨𝑷𝑬 

% 

Maksimivirhe 
% 

Konventionaalinen menetelmä 26 +85 / -58 

Parametrinen malli 12.5 +33 / -33 

Neuroverkko 8.7 +33 / -22 

 

Kirjoittajat tuovat esiin myös muita huomioita menetelmistä. Toteutuneisiin 

valmistustunteihin liittyy epävarmuutta, sillä valmistuksen aikana tehdyt muutokset ja 

muut ennakoimattomat tekijät voivat heikentää datan laatua (Caputo, A. C. & Pelagagge, 

P. M. 2008, s. 951). Lisäksi kirjoittajat toteavat, että suurimmat virheet ilmenivät 

tapauksissa, joissa samankaltaisista yksiköistä puuttui dataa (Caputo, A. C. & 

Pelagagge, P. M. 2008, s. 953). 

Tutkimuksessa kirjoitetaan, että regressioon perustuvan mallin etuna on hyvä 

tulkittavuus. Neuroverkon tapauksessa selittävien muuttujien ja vastemuuttujan välistä 

yhteyttä on sen sijaan vaikea nähdä. (Caputo, A. C. & Pelagagge, P. M. 2008, s. 952). 
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3.6 Yhteenveto kirjallisuuskatsauksesta 

Kirjallisuuskatsauksessa tarkasteltiin, miten data-analyysin ja koneoppimisen 

menetelmiä on sovellettu aikaisemmissa tutkimuksissa teollisten laitteiden massan ja 

kustannusten ennustamiseen suunnittelun alkuvaiheessa. Tarkastelu kohdistui 

pääasiassa tutkimuksiin, joissa menetelmien tavoitteena oli tukea projektien alkuvaiheen 

päätöksentekoa. 

Tutkimuksissa on hyödynnetty sekä regressiomalleja että kehittyneempiä menetelmiä, 

kuten neuroverkkoja ja mallipuita. Tulokset viittaavat siihen, että käyttökelpoisia 

ennusteita voidaan tuottaa, kun aineisto, muuttujavalinta ja sovelluskohde ovat riittävän 

hyvin rajattuja. 

Tässä luvussa esiteltyjen tutkimuksien lisäksi Arıkan, A. B. ym. (2025, s. 3) esittävät vielä 

vertaisarvioimattomassa tutkimuksessaan, että suunnittelupiirustukset voivat tarjota 

lupaavan lähtökohdan valmistuskustannusten ennustamiseen data-analysin ja 

koneoppimisen menetelmillä. He ottavat esiin myös kiinnostavan näkökulman: tutkitut 

uudet data-analyysiin perustuvat menetelmät voivat auttaa havaitsemaan poikkeuksia 

tai virheitä konventionaalisilla menetelmillä tehdyissä kustannusarvioissa (Arıkan, A. B. 

ym. 2025, s. 3). 

Seuraavissa luvuissa arvioidaan menetelmien soveltuvuutta suunnitteluprosessin 

alkuvaiheeseen. Lisäksi käsitellään tekijöitä, jotka aiheuttavat epävarmuutta ja 

rajoituksia niiden soveltamisen onnistumiselle. 
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4. POHDINTA 

4.1 Menetelmien soveltuvuus esisuunnitteluvaiheeseen 

Tässä työssä tarkasteltiin, voidaanko data-analyysin ja koneoppimisen menetelmiä 

hyödyntää teollisten laitteiden massan ja kustannusten ennustamisessa suunnittelun 

alkuvaiheessa käyttötarkoitukseen sopivalla tarkkuudella. Suunnittelun alkuvaiheessa 

käyttötarkoitukseen sopiva tarkkuus tarkoittaa sitä, että malli tuottaa päätöksenteon 

kannalta käyttökelpoisen ennusteen. Kirjallisuuskatsauksen perusteella tällaisilla 

menetelmillä voidaan saada aikaan käyttökelpoisia ennusteita. Tutkimuksissa tuotiin 

esiin myös menetelmien rajoituksia. Tämän vuoksi tutkimuskysymykseen ei voida 

yksiselitteisesti vastata. 

Menetelmien merkitys ei rajoitu pelkästään niiden kykyyn tarjota ennusteita massasta tai 

kustannuksista. Niiden etuna voi olla myös mahdollisuus tukea konventionaalisilla 

menetelmillä tehtyjä kustannusarvioita. Historiatietoon perustuva malli voi esimerkiksi 

tuoda esiin tilanteita, joissa perinteisin menetelmin aikaan saatu arvio poikkeaa selvästi 

siitä, mitä aiempien projektien perusteella olisi voinut olettaa. Tämän näkökulman toivat 

esiin Arıkan, A. B. ym. (2025, s. 3). 

Lisäksi data-analyysiin perustuvat menetelmät antavat mahdollisuuden vertailla 

vaikutuksia nopeasti lähtötietojen muuttuessa. Tällainen data-analyysin menetelmien 

käyttö voi tukea päätöksentekoa vaiheessa, jossa tietoa on vielä vähän, eikä perinteistä 

suunnittelutyötä ole vielä juuri tehty, mutta ratkaisuja on tehtävä nopeasti. Tästä 

näkökulmasta kirjoittivat johdannossaan Lin, C.-K. & Shaw, H.-J. (2017, s. 306). 

Kirjallisuuskatsaus osoittaa, ettei yhtä yleisesti parasta menetelmää voida nimetä. 

Useissa tutkimuksissa manitaan, että regressiomallien etuna on tulkittavuus, kun taas 

monimutkaisemmat menetelmät voivat tuottaa tarkempia ennusteita. Käytännön 

suunnittelutyössä tämä merkitsee tasapainoa tarkkuuden ja läpinäkyvyyden välillä. 

Selvimmin tämän huomion tekee Caputo, A. C. & Pelagagge, P. M. (2008, s. 952). Myös 

Rokach, L. & Maimon, O. Z. (2014, s. 7) viittaavat teoksessaan menetelmien 

eroavaisuuksiin tulkittavuudessa, kun he kuvailevat päätöspuiden olevan paremmin 

ymmärrettävissä neuroverkkoihin verrattuna. 

Työn johdannossa esiin nostettu painelaitesuunnittelun näkökulma tekee näistä 

havainnoista kiinnostavia. Mukana on tutkimuksia, jotka liittyvät varastosäiliöihin ja 

prosessisäiliöihin. Näiden perusteella voidaan arvioida, että vastaavia menetelmiä 

voitaisiin hyödyntää myös painelaitteiden massan ja kustannusten arvioinnissa 
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esisuunnitteluvaiheessa. Samalla on kuitenkin huomattava, että esimerkiksi materiaali-, 

tarkastusvaatimukset ja tuotekohtainen suuri vaihtelu voivat vaikeuttaa mallien 

muodostamista. 

4.2 Menetelmien rajoitukset ja epävarmuustekijät 

Työn keskeisimpiä havaintoja on aineiston laadun ja rajauksen suuri merkitys. 

Menetelmien soveltamisen onnistuminen riippuu vähintään yhtä paljon käytettävissä 

olevasta datasta kuin itse analyysimenetelmästä. Datan rajauksista ja laadusta 

kirjoitetaan useissa tutkimuksissa. Caputo, A. C. & Pelagagge, P. M. (2008, s. 953) 

tekevät esimerkiksi havainnon, että suurimmat virheet ilmenevät tapauksissa, joihin 

nähden samankaltaisien tapauksien tiedoissa on puutteita. Jos aineisto on niukkaa tai 

puutteellista, kehittynytkään menetelmä ei tuota luotettavaa ennustetta.  

Tämä luultavasti korostuu teollisissa sovelluksissa, joissa ongelmana ei ole vain sopivan 

menetelmän valinta vaan jo lähtöaineiston saatavuus ja laatu. Jos toteutuneisiin 

kustannuksiin vaikuttaa tekijöitä, joita ei ole dokumentoitu, aineisto ei kuvaa 

ennustettavaa ilmiötä riittävän hyvin. Tällöin malli voi näyttää toimivalta rajatussa 

aineistossa, vaikka sen tarkkuus käytännössä uusille, ja etenkin poikkeaville tapauksille, 

jäisi heikoksi. Aineiston laadun ja rajauksen merkitykselle löytyy tukea myös muusta 

kirjallisuudesta. Rokach, L. & Maimon, O. Z. (2014, s. 6) toteavat esimerkiksi heidän 

viitatessa aineiston kokoamiseen, että jos joitakin tärkeitä muuttujia puuttuu, niin koko 

tutkimus saattaa epäonnistua. 

Toinen rajoite liittyy alkuvaiheen lähtötietoihin. Suunnittelun alkuvaiheessa mitat, 

rakenneratkaisut, materiaalit ja valmistustavat ovat usein vielä alustavia. Siksi myös 

näihin tietoihin perustuva ennuste on väistämättä alustavaa, vaikka tieto sinänsä on 

olemassa. Tällaista virhettä mallien validoinnissa käytettävät mittarit eivät huomioi. 

Ennustemallin antamaa tulosta ei ole perusteltua tulkita täsmällisenä lopputuloksena, 

vaan parhaana käytettävissä olevaan tietoon perustuvana arviona. 

Tulosten yleistettävyyttä rajoittaa lisäksi se, että useat tarkastellut menetelmät on 

kehitetty tietylle tuotetyypille, rajatulle toimialalle tai yhden yrityksen historiadataan. 

Hyvät tulokset eivät siten vielä osoita, että sama menetelmä toimisi sellaisenaan toisessa 

ympäristössä. Tämä voi korostua erityisesti tilauskohtaisesti suunniteltavissa tuotteissa, 

joissa rakenteellinen vaihtelu on suurta. 

Tutkimukset ovat myös heikosti keskenään vertailtavissa. Aineistot ja käytetyt 

virhemittarit poikkeavat toisistaan. Kirjallisuuskatsauksen perusteella voidaan tunnistaa 
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suuntaviivoja, mutta ei voida tehdä kovin vahvoja yleisiä paremmuusjärjestyksiä 

menetelmien välille. 
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5. YHTEENVETO 

Teollisten laitteiden massan ja kustannusten arviointi suunnittelun alkuvaiheessa on 

monissa teollisissa projekteissa välttämätöntä, koska ratkaisuja joudutaan tekemään 

tilanteessa, jossa lähtötietoja on vielä vähän. Tässä kandidaatintyössä tarkasteltiin 

kirjallisuuskatsauksena, millä tavoin data-analyysin ja koneoppimisen menetelmiä on 

sovellettu teollisten laitteiden massan ja kustannusten ennustamiseen varhaisessa 

suunnitteluvaiheessa. Työn tavoitteena oli kartoittaa aiempia tutkimuksia sekä 

tarkastella ennustemallien rakentamiseen ja soveltamiseen liittyviä keskeisiä käsitteitä. 

Kirjallisuuskatsauksen perusteella teollisten laitteiden massan ja kustannusten 

ennustamiseen on sovellettu useita erilaisia menetelmiä, kuten lineaarisia 

regressiomalleja ja neuroverkkoja. Tarkasteltujen tutkimuksien mukaan sekä tilastolliset 

että koneoppimisen menetelmät voivat tuottaa käyttökelpoisia ennusteita, kun aineisto 

on riittävän laadukas ja käyttökohde on rajattu. Tulokset viittaavat myös siihen, että 

kehittyneemmät menetelmät voivat joissakin tapauksissa saavuttaa yksinkertaisempia 

malleja paremman tarkkuuden, mutta tämä ei tee niistä yleisesti parempia kaikissa 

tilanteissa. Menetelmän käyttökelpoisuuteen vaikuttavat ennustetarkkuuden lisäksi 

myös mallin tulkittavuus sekä se, kuinka kevyillä lähtötiedoilla ennuste voidaan 

muodostaa. 

Työn perusteella data-analyysin ja koneoppimisen menetelmät muodostavat lupaavan 

työkalujoukon teollisten tuotteiden ja laitteiden massan tai kustannusten arviointiin. 

Kirjallisuuden perusteella ei kuitenkaan voida nimetä yhtä yleisesti parasta menetelmää, 

koska tutkimusten kohteet, aineistot ja mallien virhemittarit poikkeavat toisistaan. Tämän 

vuoksi tuloksia on syytä tulkita ennen kaikkea käyttökohteeseen sidottuina eikä 

yleispätevinä osoituksina jonkin yksittäisen menetelmän paremmuudesta. 

Useissa tapauksissa mallit on muodostettu tietylle tuotetyypille, yhden yrityksen 

historiadataan tai muuten suppeaan aineistoon perustuen, jolloin tulosten yleistettävyys 

jää väistämättä rajalliseksi. Lisäksi suunnittelun alkuvaiheessa käytettävät lähtötiedot 

voivat olla osittain arvioita, mikä lisää epävarmuutta myös mallien tuottamiin 

ennusteisiin. Tästä syystä ennustemallien soveltuvuutta on perusteltua arvioida paitsi 

virhemittareiden myös käytännön suunnittelutilanteen vaatimusten kannalta. 

Jatkossa olisi hyödyllistä tarkastella data-analyysin ja koneoppimisen menetelmiä 

erityisesti sellaisilla toimialoilla, joilla laitteiden rakenteellinen vaihtelu on suurta ja 

tuotteet valmistetaan asiakaskohtaisina tilauksina. Tällaisessa ympäristössä olisi 
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mahdollista arvioida, miten hyvin kirjallisuudessa esitetyt menetelmät soveltuvat 

tilanteisiin, joissa tuotteita ei valmisteta vakioiduissa sarjoissa. Olisi myös kiinnostavaa 

tarkastella menetelmiä aineistolla, joka on rajattu nimenomaan painelaitteisiin. Lisäksi 

olisi perusteltua tutkia, miten lähtötietojen vähäisyys vaikuttaa ennustemallien toimintaan 

suunnittelun alkuvaiheessa, koska esisuunnitteluvaiheessa käytettävissä oleva tieto on 

usein varsin rajallista. 
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