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Tässä kandidaatintyössä tarkastellaan luonnollisen kielen käsittelyn (Natural Language Pro-

cessing, NLP) menetelmiä ja niiden soveltuvuutta robottien tekstimuotoisten komentojen tulkin-
taan. Robotiikan ja teknologian kehittyessä kasvaa tarve luonnollisemmalle ihmisen ja robotin 
väliselle kanssakäymiselle, mutta samalla menetelmän on täytettävä robotiikalle tyypilliset vaa-
timukset, kuten reaaliaikaisuus, turvallisuus ja hallittavuus.  

Työssä esitellään luonnollisen kielen käsittelyn perusperiaatteet ja keskeiset menetelmät se-
kä tarkastellaan robotiikan näkökulmasta NLP-järjestelmille asetettavia vaatimuksia. Menetel-
mien vertailu perustuu kirjallisuuskatsaukseen ja painotettuun pisteytykseen, jossa arvioitikritee-
reinä käytetään muun muassa reaaliaikaisuutta, laskennallista tehokkuutta, tarkkuutta, virheen-
sietokykyä, kontekstin ymmärtämistä sekä tulkittavuutta.  

Vertailuun valittiin neljä eri menetelmää, jotka ovat BERT, GPT, piilomarkov-mallit (Hidden 
Markov Models) ja Bi-LSTM-CRF. Tulokset osoittavat, että perinteisemmät menetelmät soveltu-
vat hyvin turvallisuuskriittisiin ja reaaliaikaisuutta vaativiin robottisovelluksiin, mutta niiden kyky 
käsitellä vapaamuotoista luonnollista kieltä on rajallinen. Transformer-pohjaiset mallit puoles-
taan mahdollistavat joustavan ja kontekstia hyödyntävän kielen tulkinnan, mutta niiden käyttöä 
rajoittavat erityisesti suuri laskennallinen kuormitus ja heikompi tulkittavuus.  

Työn perusteella mikään yksittäinen menetelmä ei täytä kaikkia robotiikan vaatimuksia, vaan 
NLP-menetelmän valinta on sovelluksesta riippuva tasapaino kielellisen joustavuuden ja toimin-
nallisen turvallisuuden välillä. Tulokset tukevat hybridilähestymistapojen käyttöä, joissa kevyet 
ja ennustettavat menetelmät yhdistetään kehittyneempiin kielimalleihin robottien turvallisen ja 
käyttäjäystävällisen ohjauksen mahdollistamiseksi. 
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ABSTRACT 

Iina Säntti: Interpretation and transformation of natural language into robot commands 
Bachelor’s thesis 
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May 2026 
 

This bachelor’s thesis examines natural language processing (NLP) methods and their sui-
tability for interpreting text-based commands in robotic systems. As robotics and technology 
continue to develop, there is a growing need for more natural interaction between humans and 
robots. At the same time, NLP methods must meet the specific requirements of robotics, such 
as real-time performance, safety and controllability.  

The thesis introduces the fundamental principles of natural language processing and reviews 
key NLP methods from the perspective of robotic applications. The comparison of methods is 
based on a literature review and a weighted scoring approach, using evalution criteria such as 
real-time capability, computational efficiency, accuracy, robustness to errors, contextual unders-
tanding and interpretability. 

Four different methods were selected for comparison: BERT, GPT, Hidden Markov Models 
and Bi-LSTM-CRF. The results show that more traditional methods are well suited for safety-
critical and real-time robotic applications, but their ability to handle flexible natural language is 
limited. Transformer-based models in contrast, enable more flexible and context-aware langu-
age understanding, although their use is constrained by  high computational demands and lo-
wer interpretability.  

Based on results, no single method satisfies all requirements of robotic systems, but the 
choice of the NLP method is a balance between linguistic flexibility and functional safety that 
depends on the application. The results support the use of hybrid approaches that combine light 
and predictable methods with more advanced language models to enable safe and user-friendly 
control of robots. 

 
 

Keywords: natural language processing, robotics, NLP methods, command interpretation, 
language models 
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TEKOÄLYN KÄYTTÖ OPINNÄYTTEESSÄ 
 
Opinnäytteessäni on käytetty tekoälysovelluksia: 
 

☐  Ei  
☒  Kyllä 
 
 

Ilmoitukseni mukaan olen käyttänyt opinnäytteessäni tutkielmaprosessin aikana seu-
raavia tekoälysovelluksia: 
 
Tekoälysovellusten nimet ja versiot: Microsoft Copilot, ChatGPT 
 
 
Käyttötarkoitus: Tekoälyä on hyödynnetty apuna joidenkin lähteiden sisällön ymmär-
tämisessä sekä kielenhuollossa ja rakenteen selkeyttämisessä.  
 
 
 
Osiot, joissa tekoälyä on käytetty: Kaikissa työn osioissa.  
 
 
 
 
Olen tietoinen siitä, että olen täysin vastuussa koko opinnäytteeni sisällöstä, mu-
kaan lukien osat, joissa on hyödynnetty tekoälyä, ja hyväksyn vastuun mahdollisista 
eettisten ohjeiden rikkomuksista. 
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1. JOHDANTO 

Robotiikka kehittyy jatkuvasti, ja sitä hyödynnetään yhä useammilla aloilla, kuten teolli-

suudessa ja palvelualoilla. Samalla on kehittynyt tarve ihmisen ja robotin luonnolli-

semmalle vuorovaikutukselle, jotta robotit olisivat helppokäyttöisempiä ja saavutetta-

vissa myös ilman erityistä teknistä osaamista.  

Perinteisesti robotteja ohjataan tarkoilla komennoilla ja ohjelmoinnilla, mikä vaatii hy-

vää teknistä osaamista. Luonnollisen kielen käsittelyn (Natural Language Processing, 

NLP) avulla robotteja pystytään ohjaamaan luonnollisen kielen, eli ihmisen tuottaman 

puheen tai tekstin avulla. Aihe on ajankohtainen erityisesti siksi, että robottijärjestelmät 

yleistyvät jatkuvasti, ja viimeaikainen kehitys suurissa kielimalleissa on lisännyt kiinnos-

tusta luonnollisen kielen hyödyntämiseen robotiikassa.  

Luonnollisen kielen käsittely perustuu koneoppimiseen, joka yhdistää tietojenkäsittely-

tieteen ja tekoälyn. Tämän tavoitteena on mahdollistaa järjestelmiä käsittelemään ja 

ymmärtämään ihmisen luomaa puhetta tai tekstiä. NLP:tä käytetään monissa muissa-

kin sovelluksissa, kuten erilaisissa hakukoneissa ja chatbot- järjestelmissä. Robotiikan 

näkökulmasta NLP on kuitenkin erityisen kiinnostava, koska se mahdollistaa sen, että 

myös tekniikkaan perehtymätön ihminen pystyy käyttämään ja ohjaamaan erilaisia ro-

botteja helpommin.  

Luonnollisen kielen käsittelyssä voidaan tarkastella ihmisen tuottamaa puhetta sekä 

tekstiä. Monissa sovelluksissa puhe muunnetaan ensin tekstiksi puheentunnistuksen 

avulla, jonka jälkeen teksti muunnetaan komennoiksi. Tässä työssä keskitytään kuiten-

kin ensisijaisesti tekstin muuntamiseen komennoiksi. Tämän työn tarkastelun kohteena 

on prosessi, jossa tekstimuotoinen luonnollinen kieli analysoidaan eri menetelmillä, ja 

muunnetaan robotin komennoiksi. Puheentunnistus rajataan pois tästä työstä, koska se 

sisältää oman laajan tutkimusalueensa.  

Luonnollisen kielen käsittelyyn on kehitetty monia eri menetelmiä, ja näitä voidaan ja-

kaa perinteisiin-, tilastollisiin- sekä syväoppimismenetelmiin. Jokaisella näistä on omat 

vahvuutensa ja heikkoutensa esimerkiksi tarkkuuden ja tulkittavuuden kannalta, ja 

usein valintoja tehdään sen perusteella, mikä on tärkeää tiettyyn sovellukseen. Robotii-

kan kannalta muun muassa tarkkuus ja hyvä laskentateho ovat tärkeitä, jotta järjestel-

mät toimisivat reaaliaikaisesti ja turvallisesti. Lisäksi robotiikan kannalta on tärkeää, et-
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tä se pystyy yhdistämään luonnollisen kielen tulkinnan ympäristön havainnoinnin kans-

sa, ja tehdä tämän perusteella päätöksen. Tämä asettaa myös lisävaatimuksia käytet-

täville menetelmille. Viime vuosina luonnollisen kielen käsittely on keskittynyt enemmän 

erilaisiin syväoppimiseen perustuviin järjestelmiin, koska ne pystyvät oppimaan moni-

mutkaisia rakenteita suurista datamääristä.  

Tämän työn tavoitteena on tarkastella erilaisia luonnollisen kielen käsittelyn menetel-

miä ja arvioida, miten ne soveltuvat robotiikkaan. Työn keskeinen tutkimuskysymys on 

”miten eri luonnollisen kielen käsittelyn menetelmät soveltuvat robottien tekstimuotois-

ten komentojen tulkintaan robotiikan asettamien vaatimusten näkökulmasta?”. Työssä 

vertaillaan eri NLP-menetelmiä ja tarkastellaan niiden ominaisuuksia kirjallisuuden poh-

jalta erityisesti robotiikan näkökulmasta. Vertailussa tarkastellaan muun muassa mene-

telmien reaaliaikaisuutta, laskennallista tehokkuutta, tarkkuutta, virheensietokykyä sekä 

tulkittavuutta. 

Menetelmiä arvioidaan erilaisten ominaisuuksien avulla, ja ne pisteytetään ominaisuu-

den tärkeyden perusteella. Pisteytyksestä tehdään taulukko, jonka tarkoituksena on 

muodostaa selkeä kokonaiskuva siitä, mitkä luonnollisen kielen käsittelyn menetelmät 

ovat soveltuvimpia robottien komentojen tulkintaan.  

Työn rakenne on seuraava: luvussa kaksi käsitellään työn taustakirjallisuus ja keskei-

nen teoria, kuten luonnollisen kielen käsittelyn tärkeät ominaisuudet, perusmenetelmät 

sekä robotiikan vaatimukset luonnollisen kielen käsittelylle. Luvussa kolme syvenny-

tään vertailtaviin menetelmiin ja niiden arviointikriteereihin sekä analysoidaan tuloksia 

taulukon avulla. Luvussa neljä tarkastellaan työn tuloksia ja pohditaan niiden merkitystä 

sekä työn rajoituksia. Lopuksi luvussa viisi esitetään työn johtopäätökset ja yhteenveto. 
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2. TAUSTAKIRJALLISUUS JA TEORIA 

Tässä luvussa esitellään työn taustakirjallisuus ja keskeinen teoria. Luvussa käsitellään 

luonnollisen kielen käsittelyn perusperiaatteita ja menetelmiä sekä robotiikan asettamia 

vaatimuksia NLP-järjestelmille.  

 

2.1 Luonnollisen kielen käsittely 

 

Luonnollisen kielen käsittely (Natural Language Processing, NLP) tarkoittaa menetel-

miä ja tekniikoita, joilla erilaiset järjestelmät pystyvät käsittelemään ja ymmärtämään 

ihmisen tuottamaa tekstiä tai puhetta. NLP yhdistää useita eri tekniikoita, jotta saadaan 

luotua mahdollisimman hyvä ja tarkka lopputulos. Tyypillisiä NLP:n sovelluksia ovat 

esimerkiksi puheentunnistus, kysymysten ymmärtäminen, tekstin automaattinen luokit-

telu sekä erilaiset chatbot-ratkaisut. (Beysolow, 2018) 

Luonnollinen kieli viittaa ihmisen tuottamaan puheeseen tai tekstiin, ja NLP-järjestelmät 

käsittelevät tyypillisesti näitä syötteitä. Tässä työssä keskitytään luonnollisen kielen 

tekstimuotoisen syötteen muuntamiseen robotin komennoiksi. Puheen ollessa syöttee-

nä, se tulisi ensin muuntaa tekstiksi esimerkiksi puheentunnistuksen avulla, minkä jäl-

keen NLP-käsittely jatkuu tekstimuotoisen syötteen käsittelynä. Tekstin tulkinta ja ko-

mentojen muodostaminen toteutetaan useiden kielellisten menetelmien avulla.  

Luonnollisen kielen käsittely perustuu useisiin NLP:n perusvaiheisiin, jotka muodosta-

vat pohjan kaikille myöhemmin käsiteltäville NLP-menetelmille. Vaatimusmäärittelyn 

(Requirements engineering) perusteella yleisimmät perusvaiheet tekstin analysointiteh-

tävissä ovat syntaktiset tekniikat, kuten sanaluokkien tunnistus (POS tagging), tokeni-

sointi (tokenization), jäsentäminen (parsing), stop-sanojen poisto (stop-words removal), 

termien erottaminen sekä niiden varmentaminen (Zhao et al., 2021). Nämä menetelmät 

muodostavat useimpien NLP-prosessien perustan, ja niitä käytetään erityisesti luonnol-

lisen kielen keskeisten käsitteiden ja epäselvyyksien tunnistamiseen. 

Tokenisointi on yksi NLP:n perusvaiheista ja toimii usein luonnollisen kielen käsittelyn 

alkupisteenä. Siinä teksti jaetaan pienempiin järkeviin osiin, joita kutsutaan tokeneiksi. 
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Tokenisointimenetelmiä on useita, ja niitä valitaan sen perusteella, mitä halutaan saa-

vuttaa. Yksinkertaisimmillaan tokenisointi toteutetaan sanatasona välilyöntien perus-

teella, mutta kehittyneemmät menetelmät, kuten WordPiece ja Byte Pair Encoding 

(BPE), jakavat sanat pienempiin osiin erityisesti syväoppimismalleja varten. Ilman to-

kenisointia järjestelmien olisi vaikea analysoida tekstiä, koska ne eivät pysty käsittele-

mään luonnollista kieltä sellaisenaan. (Toraman et al., 2023) 

Sanaluokkien tunnistus (POS tagging) on toinen keskeinen NLP:n perusvaihe. Siinä jo-

kainen sana jaetaan sen kieliopilliseen sanaluokkaan, kuten substantiiviin, adjektiiviin 

tai verbiin. Sanaluokkien tunnistuksen menetelmiä on useita, ja niitä voidaan jaotella 

sääntöpohjaisiin, tilastollisiin ja syväoppimismenetelmiin. Tämä perusvaihe on tärkeä, 

koska se auttaa järjestelmiä ymmärtämään sanojen merkitystä ja roolia lauseessa, mi-

kä on olennaista jatkotulkintaa varten. (Tang et al., 2026) 

Tekstin syntaktinen jäsentäminen (parsing) täydentää sanaluokkien tunnistusta ja kuu-

luu olennaisena osana NLP:n perusvaiheisiin. Jäsentämisessä määritetään lauseen 

kieliopillinen rakenne ja muodostetaan niin sanottu jäsentelypuu (parse tree), jossa tar-

koituksena on kuvata, miten tekstin eri osat liittyvät toisiinsa. Jäsentämisestä on ole-

massa erilaisia menetelmiä, ja niistä kaksi keskeistä ovat dependency- ja constituency-

jäsennys. Dependency-jäsennyksessä keskitytään sanojen välisiin suhteisiin, joissa 

yksi sana toimii pääsanana, johon jokaisella sanalla on jokin yhteys. Constituency-

jäsennyksessä lause jaetaan osiin kieliopin sääntöjen mukaisesti. (Jaf & Calder, 2019) 

Stop-sanojen poisto (stop word removal) on tekstin esikäsittelyyn kuuluva NLP:n pe-

rusvaihe, jossa tekstistä poistetaan yleisiä sanoja, joilla ei usein ole merkittävää vaiku-

tusta tekstin sisällölliseen merkitykseen. Tällaisia sanoja ovat esimerkiksi englannin 

kielen sanat a, an, the, in, on ja and. Näiden usein tarpeettomien sanojen poistaminen 

vähentää tekstin määrää, ja sitä kautta pystytään tehostamaan tiedonhakua. (Kalaivani 

& Marivendan, 2021) Stop-sanojen poistoon liittyy myös riskejä, sillä joissain tapauk-

sissa yleiset sanat voivat olla merkityksellisiä kontekstin kannalta.  

Termien erottaminen (automatic term extraction) kuuluu myös NLP:n perusvaiheisiin ja 

tarkoittaa menetelmiä, joilla tekstistä tunnistetaan sen keskeiset käsitteet. Tähän käyte-

tään kolmea eri päämenetelmää, jotka ovat tilastolliset, kielelliset sekä hybridilähesty-

mistavat. Tilastolliset menetelmät etsii sanoja niiden esiintymistiheyden perusteella. 

Kielelliset menetelmät hyödyntävät kieliopillisia rakenteita. Hybridilähestymistavat hyö-

dyntävät näitä molempia, ja se onkin useimmiten käytetty menetelmä. (Blandón Andra-

de et al., 2025) 



5 
 

Termien varmentaminen täydentää termien erottamista ja kuuluu olennaisena osana 

NLP:n perusvaiheisiin. Varmentamisen tavoitteena on arvioida automaattisesti tunnis-

tettujen termien oikeellisuutta ja merkityksellisyyttä sekä poistaa virheelliset ja epä-

olennaiset ilmaukset. Varmentaminen voidaan toteuttaa esimerkiksi sanastojen avulla 

tai hyödyntämällä tilastollisia ja koneoppimiseen perustuvia menetelmiä. Tämä perus-

vaihe parantaa koko NLP-prosessin luotettavuutta ja tarkkuutta erityisesti sovelluksis-

sa, joissa tekstin sisällöllinen tulkinta on keskeistä. (Zhao et al., 2021) NLP:n perusvai-

heet ja niiden merkitys NLP-prosessissa on koottu taulukkoon 1. 

 

Taulukko 1. NLP:n perusvaiheet ja niiden merkitys NLP-prosessissa 

NLP:n perusvaihe Kuvaus Merkitys NLP-

prosessissa 

Tokenisointi Tekstin jakaminen osiin, 

kuten sanoiksi ja merkeiksi 

Mahdollistaa tekstin ko-

neellisen käsittelyn  

Sanaluokkien tunnistus 

(POS) 

Sanojen jakaminen kie-

liopillisesti 

Auttaa tunnistamaan sano-

jen roolit (toiminta, kohde, 

ominaisuus) 

Syntaktinen jäsentäminen Tekstin kieliopillisen raken-

teen muodostaminen 

Paljastaa sanojen väliset 

suhteet ja lauserakenteet 

Stop-sanojen poisto Vähämerkityksellisten sa-

nojen poistaminen 

Tehostaa analyysiä pie-

nentämällä käsiteltävän 

tekstin määrää 

Termien erottaminen Keskeisten käsitteiden 

tunnistus 

Paljastaa tekstin olennai-

sen sisällön 

Termien varmentaminen Tunnistettujen termien oi-

keellisuuden arviointi 

Parantaa tulkinnan tark-

kuutta ja luotettavuutta 

 

Taulukosta 1 voidaan havaita, että NLP-prosessin perusvaiheet etenevät loogisessa 

järjestyksessä esikäsittelystä rakenteelliseen analyysiin ja käsitteiden tulkintaan. Nämä 

perusvaiheet muodostavat perustan myöhemmin käsiteltäville NLP-menetelmille.  
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2.2 NLP-menetelmät ja lähestymistavat 

 

Luonnollisen kielen käsittelyssä hyödynnetään useita erilaisia menetelmiä tekstin ana-

lysointiin, ymmärtämiseen ja tuottamiseen. Käytettävät menetelmät voidaan jakaa pe-

rinteisiin sääntöpohjaisiin menetelmiin, tilastollisiin menetelmiin sekä syväoppimiseen 

perustuviin menetelmiin. Näitä lähestymistapoja ei kuitenkaan nähdä toisiaan poissul-

kevina vaan ne täydentävät usein toisiaan eri NLP-prosessin vaiheissa.  

Perinteiset sääntöpohjaiset NLP-menetelmät perustuvat selkeästi määriteltyihin kie-

lioppisääntöihin, sanastoihin ja loogisiin rakenteisiin, joiden avulla tekstiä analysoidaan. 

Näitä menetelmiä kehitettiin laajalti ennen koneoppimisen yleistymistä, ja ne muodos-

tavat edelleen monien NLP-järjestelmien perustan. Sääntöpohjaisessa lähestymista-

vassa kieltä kuvataan ihmisen laatimien sääntöjen avulla, mikä tekee järjestelmän toi-

minnasta selkeää ja helposti ymmärrettävää. (Karanikolas et al., 2025) 

Sääntöpohjaisten NLP-menetelmien keskeinen merkitys liittyy niiden ennustettavuu-

teen ja hallittavuuteen. Koska järjestelmän toiminta perustuu ennalta määriteltyihin 

sääntöihin, se tuottaa aina saman tuloksen samasta syötteestä, ja virheet voidaan 

usein jäljittää yksittäisiin sääntöihin. Tästä syystä sääntöpohjaiset menetelmät soveltu-

vat erityisesti sovelluksiin, joissa vaaditaan korkeaa luotettavuutta ja selitettävää toi-

mintaa, kuten turvallisuuskriittisissä- tai tarkasti säädellyissä ympäristöissä. (Karaniko-

las et al., 2025) 

Perinteisiä NLP-menetelmiä ovat muun muassa sääntöpohjainen tokenisointi, sana-

luokkien tunnistus, syntaktinen jäsentäminen sekä sääntöihin perustuva nimettyjen 

kohteiden tunnistus. Näitä menetelmiä käytetään usein NLP-prosessin alkuvaiheissa, 

kuten tekstin esikäsittelyssä ja rakenteen analysoinnissa. Sääntöpohjaiset menetelmät 

ovat yleensä nopeita käyttää, minkä vuoksi ne sopivat hyvin tilanteisiin, joissa käsitel-

lään suuria määriä tekstiä tai käytettävissä on rajallisesti resursseja. (Karanikolas et al., 

2025) Vaikka edellä kuvatut NLP:n perusvaiheet ja sääntöpohjaiset menetelmät eivät 

yksinään tuota lopullista vastausta tai päätöstä, ne muodostavat tärkeän perustan 

myöhemmille NLP-menetelmille. Näiden vaiheiden avulla luonnollinen kieli muunne-

taan sellaiseen muotoon, jota tilastolliset ja syväoppimiseen perustuvat menetelmät 

voivat käyttää tulkintaan ja päätöksentekoon.  

Tilastolliset NLP-menetelmät perustuvat todennäköisyysmalleihin ja aineistosta lasket-

tuihin esiintymistiheyksiin, joiden avulla kieltä voidaan mallintaa ilman erilisiä kielioppi-

sääntöjä. Näissä menetelmissä kielen rakenteita opitaan suoraan koulutusdatasta, ja 

päätökset tehdään sen perusteella, mikä esiintymä on todennäköisin. Tilastollisia me-
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netelmiä käytetään esimerkiksi sanaluokkien tunnistuksessa, nimettyjen kohteiden tun-

nistamisessa ja tekstin luokittelussa. Tyypillisiä menetelmiä ovat muun muassa piilo-

markov-mallit (Hidden Markov Models), n-gram-pohjaiset kielimallit, ehdolliset satun-

naiskentät (conditional random fields) sekä tukivektorikoneet (support vector 

machines). Näiden menetelmien etuna on parempi joustavuus ja yleistettävyys verrat-

tuna sääntöpohjaisiin ratkaisuihin, vaikka niiden kyky mallintaa laajoja asiayhteyksiä on 

rajallisempi kuin syväoppimiseen perustuvilla menetelmillä. (Manchanda & AnantAtha-

vale, 2016) 

Luonnollisen kielen käsittely on kehittynyt merkittävästi syväoppimiseen perustuvien 

mallien myötä. Keskeinen käännekohta NLP:n kehityksessä oli transformer-

arkkitehtuurin käyttöönotto, joka mahdollisti pitkien asiayhteyksien tehokkaan käsitte-

lyn. Transformer-mallit hyödyntävät huomiomekanismia (attention), jonka avulla ne voi-

vat käsitellä koko syötettä samanaikaisesti ja huomioida sen eri osat tehokkaasti. Tä-

män pohjalta on kehitelty useita suosittuja kielimalleja, kuten BERT (Bidirectional En-

coder Representations from Transformer) ja GPT (Generative Pre-trained Transfor-

mer), jotka ovat saavuttaneet huipputuloksia muun muassa tekstin luokittelussa, kone-

käännöksessä ja kysymys-vastaus-tehtävissä. Syväoppimiseen perustuvat NLP-

menetelmät pystyvät oppimaan kielen rakenteita ja merkityksiä suoraan datasta ilman 

käsin määriteltyjä sääntöjä. (Singh & Mahmood, 2021)  

Syväoppiminen voidaan nähdä NLP:n keskeisenä nykyaikaisena lähestymistapana, jo-

ka on korvannut suuren osan aiempia menetelmiä erityisesti vaativissa tehtävissä. Sy-

väoppiminen ei perustu selkeisiin kielisääntöihin, vaan oppii kielelliset ilmiöt aineiston 

perusteella, mikä mahdollistaa paremman joustavuuden ja yleistettävyyden eri kielille ja 

tehtävätyypeille.  

Vaikka suuret transformer-pohjaiset kielimallit ovat saavuttaneet erittäin korkean suori-

tuskyvyn, niiden käyttöön liittyy myös merkittäviä haasteita. Mallit vaativat suuria las-

kentaresursseja sekä suuren määrän koulutusdataa. Tämän vuoksi tutkimuksissa on 

viime aikoina keskitytty menetelmiin, kuten siirto-oppimiseen, mallien tiivistämiseen, 

karsintaan ja kvantisointiin, joiden avulla mallien kokoa ja laskennallista kuormaa voi-

daan pienentää ilman merkittävää suorituskyvyn heikkenemistä. Lisäksi on kehitelty 

menetelmiä, joilla transformer-mallit kykenevät käsittelemään aiempaa pidempiä teksti-

jaksoja tehokkaammin. Näiden tavoitteena on tehdä syväoppimismalleista käytännölli-

sempiä ja helpommin hyödynnettäviä erilaisissa NLP-sovelluksissa. (Singh & Mah-

mood, 2021) 
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Villegas-Ch et al. (2024) vertailivat tutkimuksessaan syväoppimiseen perustuvia sana-

segmentointimenetelmiä perinteisiin- ja tilastollisiin menetelmiin erityisesti agglutinatii-

visissa kielissä, kuten suomessa, turkissa ja unkarissa. Agglutinoiville kielille on omi-

naista se, että niihin liitetään useita päätteitä peräkkäin, mikä johtaa suureen määrään 

erilaisia sanamuotoja ja tekee sanarakenteiden automaattisesta analyysistä haastavaa. 

Tutkimuksessa tarkasteltiin LSTM-, Bi-LSTM-CRF- ja transformer-pohjaisia BERT-

malleja, ja tulosten perusteella kaikki syväoppimismallit suoriutuivat selvästi paremmin 

kuin perinteiset ja tilastolliset menetelmät kaikilla arviointimittareilla. Erityisesti BERT-

malli saavutti korkeimman suorituskyvyn useimmissa kielissä, mikä osoittaa sen kyvyn 

mallintaa monimutkaisia kielirakenteita tehokkaasti.  

Tutkimus osoittaa myös, että syväoppimismenetelmien parempi suorituskyky liittyy nii-

den kykyyn oppia kielen rakenteita suoraan aineistosta ilman selkeästi määriteltyjä oh-

jeita ja sääntöjä. Sääntöpohjaisten menetelmien todettiin kärsivän heikosta yleistettä-

vyydestä ja suuresta sääntötyön tarpeesta, kun taas tilastolliset menetelmät jäävät jäl-

keen erityisesti pitkien asiayhteyksien mallintamisessa. Syväoppimismallit, erityisesti 

Bi-LSTM-CRF- ja BERT-mallit pystyvät käsittelemään paremmin morfologisesti moni-

mutkaisia kielirakenteita ja soveltumaan erilaisiin tilanteisiin. Tutkimus siis tukee käsi-

tystä siitä, että syväoppimismenetelmät ovat erityisen soveltuvia vaativiin NLP-

tehtäviin, joissa perinteisten ja tilastollisten menetelmien rajoitteet tulevat vastaan. (Vil-

legas-Ch et al., 2024) 

Viimeaikaisessa tutkimuksessa on korostettu hybridilähestymistapoja, joissa perinteisiä 

sääntöpohjaisia NLP-menetelmiä yhdistetään syväoppimiseen perustuviin kielimallei-

hin. Tällaisen lähestymistavan tavoitteena on hyödyntää molempien menetelmätyyp-

pien vahvuuksia ja lieventää niiden rajoitteita. Sääntöpohjaiset menetelmät soveltuvat 

NLP-prosessin alkuvaiheisiin, kuten esikäsittelyyn ja yksinkertaisten kieliopillisten sään-

töjen tunnistamiseen. Syväoppimiseen perustuvat suuret kielimallit puolestaan vastaa-

vat vaativammasta tekstin tulkinnasta ja käsittelystä, kuten semanttisesta tulkinnasta ja 

monimutkaisten kielellisten merkityssuhteiden käsittelystä. Hybridijärjestelmät mahdol-

listavat sekä korkean suorituskyvyn että paremman ennustettavuuden ja tulkittavuuden 

verrattuna pelkästään syväoppimiseen perustuviin ratkaisuihin. (Karanikolas et al., 

2025) Taulukkoon 2 on koottu perinteisten, tilastollisten ja syväoppimiseen perustuvien 

NLP-menetelmien keskeiset piirteet vertailun tueksi.  
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Taulukko 2. NLP-menetelmien vertailu 

Ominaisuus Perinteiset mene-
telmät 

Tilastolliset mene-
telmät 

Syväoppiminen / 
LLM 

Perusidea Kieli mallinnetaan 
käsin määriteltyjen 
sääntöjen ja kie-
lioppirakenteiden 
avulla 

Kieltä mallinnetaan 
aineistoista opittu-
jen todennäköi-
syyksien avulla 

Neuroverkot oppi-
vat kielen rakentei-
ta ja merkityksiä 
suurista tekstiai-
neistoista 

Tulkittavuus Korkea Kohtalainen Heikko 
Laskentatarve Pieni Kohtalainen Suuri 
Kontekstin ymmär-
rys 

Heikko Rajallinen Vahva 

Yleistettävyys Heikko Kohtalainen Hyvä 
Tyypillinen rooli Esikäsittely, raken-

ne 
Luokittelu ja sek-
venssitehtävät 

Syvällinen kielen ja 
merkityksen tulkinta 

 

Yhteenvetona voidaan todeta, että perinteiset sääntöpohjaiset, tilastolliset sekä sy-

väoppimiseen perustuvat NLP-menetelmät palvelevat osittain eri tarkoituksia, mutta ne 

eivät sulje toisiaan pois. Perinteiset menetelmät tarjoavat tulkittavuutta ja ennustetta-

vuutta, tilastolliset menetelmät tarjoavat joustavan todennäköisyysajattelun ja sy-

väoppimismenetelmät mahdollistavat syvällisen kielen sisällöllisen ymmärtämisen. Ny-

kyaikaisissa NLP-järjestelmissä menetelmät yhdistetään usein hybridijärjestelmiksi, jot-

ka soveltuvat erityisesti monimutkaisiin ja vaativiin sovelluksiin. 

 

2.3 Robotiikan vaatimukset luonnollisen kielen käsittelylle 

 

Robotiikassa on usein erilaiset vaatimukset luonnollisen kielen käsittelyyn kuin monilla 

muilla sovelluskohteilla. Robotit toimivat usein ihmisten lähettyvillä, mikä asettaa vaa-

timuksia muun muassa luotettavuudelle, turvallisuudelle sekä reaaliaikaisuudelle. Li-

säksi luonnollisen kielen tulkinta täytyy yhdistää robotin toimintajärjestelmiin, jotta luon-

nollinen kieli voitaisiin muuntaa robotin toiminnoiksi. Robotiikassa NLP:n keskeinen 

vaatimus on kyky tulkita ihmisen antamia ohjeita ja sen jälkeen muuntaa ne konkreetti-

siksi toiminnoiksi. Toisin kuin monissa muissa NLP:tä käyttävissä sovelluksissa, robot-

tien täytyy yhdistää luonnollisen kielen tieto sen toiminnoiksi havainnoimalla samalla 

ympäristöä.  

Yksi keskeisimmistä vaatimuksista robotin luonnollisen kielen käsittelylle on reaaliaikai-

suus, koska sen pitää pystyä reagoimaan komentoihin nopeasti. Liian suuri viive voi 

johtaa esimerkiksi siihen, että käyttäjä saattaa kokea robotin käytön hankalaksi ja är-

syttäväksi. Lisäksi joissain robotin fyysisissä tehtävissä on myös tärkeää reagoida no-
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peasti turvallisuuden kannalta. Fei et al. (2026) tutkimuksissa on huomattu, että luon-

nollista kieltä käyttävien robottijärjestelmien vasteaikojen tulee olla lyhyitä, jotta ne tu-

kevat ihmisen ja robotin välistä tehokasta yhteistyötä. Heidän tutkimuksessaan keski-

määräinen 320 millisekunnin vasteaika mahdollisti riittävän vuorovaikutuksen, kun taas 

pidemmät vasteajat heikensi käyttöä ja järjestelmän luotettavuutta.  

Toinen keskeinen tekijä on laskennallinen tehokkuus. Monet nykyiset NLP-menetelmät 

ovat erittäin tarkkoja, mutta niiden käyttö vaatii paljon muistia ja laskentatehoa. Monis-

sa robottijärjestelmissä kuitenkin resurssit voivat olla rajalliset ja tämän vuoksi käytettä-

vien menetelmien täytyy olla kevyitä. Wan et al. (2025) korostavat, että monimutkaiset 

kielimallit asettavat korkeat vaatimukset laskennan resursseille, mikä rajoittaa niiden 

käyttöä. Heidän ratkaisunsa on tietotislaus (knowledge distillation), jossa monimutkai-

sen mallin tieto siirretään kevyempään malliin, jolloin suorituskyky säilyy mutta lasken-

tatehon tarve vähenee.  

Robotiikan kannalta tärkeitä ominaisuuksia ovat tarkkuus ja luotettavuus, koska kielen 

virheellinen tulkinta voi johtaa vääriin toimintoihin ja sitä kautta vaikuttaa negatiivisesti 

muun muassa turvallisuuteen. Fei et al. (2026) havaitsivat, että luonnollisen kielen tul-

kinnassa voi esiintyä virheitä esimerkiksi samankaltaisten komentojen välillä. Tutki-

muksissa samankaltaisten komentojen välillä tapahtui jopa 12 % virheprosentti, joka on 

merkittävän suuri robotiikan kannalta. Fei et al. (2026) tutkimuksessa kuitenkin ratkais-

tiin ongelma vahvistusmekanismin avulla, jossa robotti varmistaa käyttäjältä toiminnot 

ennen niiden suorittamista. Tämä osoittaa, että ainakin vielä ihmisen valvonta on jollain 

asteella välttämätöntä luonnollista kieltä hyödyntävissä robottijärjestelmissä.  

Robotiikassa on myös tärkeää ymmärtää kielen konteksti. Ihmisen antamat komennot 

eivät ole aina täysin yksiselitteisiä, vaan ne saattavat esimerkiksi sisältää viittauksia 

aiempiin toimintoihin tai ympäristöön. Tämä edellyttää, että robotti kykenee hyödyntä-

mään aiemmin annettua tietoa, jotta käyttäjän antamasta komennosta voidaan muo-

dostaa oikea tulkinta. Nykyaikaiset kielimallit mahdollistavat kontekstin huomioimisen 

aiempaa paremmin, mikä vähentää virheiden määrää (Fei et al., 2026). 

Myös ympäristön havainnointi on tärkeää robotiikassa, ja siksi luonnollisen kielen käsit-

telyssä täytyy ottaa huomioon myös ympäristön vaikutus. Robotin pitää pystyä yhdis-

tämään luonnollisen kielen komennot esimerkiksi visuaalisiin havaintoihin. Tämä on 

tärkeää, koska siten robotti pystyy tekemään sopivia päätöksiä suhteessa ympäristöön 

ja käyttäjän toiveisiin. Ympäristön havainnointi on myös erityisen tärkeää tilanteissa, 

joissa käyttäjä antaa komentoja, kuten ”ota tuo esine” tai ”liiku tuonne”, jolloin robotin 

täytyy ymmärtää komennon merkitys suhteessa ympäristöön. Bourdin et al. (2025) to-
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teavat, että tehokas ihmisen ja robotin välinen vuorovaikutus edellyttää luonnollisen 

kielen yhdistämistä muihin havaintoihin, kuten visuaaliseen dataan, jotta järjestelmä voi 

toimia joustavasti ja turvallisesti ihmisen kanssa.  

Turvallisuus on yksi tärkeimmistä robotiikan vaatimuksista, koska robotit toimivat ihmis-

ten läheisyydessä. Robottien liikkeen tulee olla ennustettavaa ja hallittua ja järjestel-

mien täytyy pystyä tunnistamaan virhetilanteet ja reagoimaan niihin nopeasti. Lisäksi 

järjestelmien pitää pystyä käsittelemään komentoja turvallisesti, ja esimerkiksi epäsel-

vissä komennoissa pyytää käyttäjää tarkentamaan (Fei et al., 2026).  

Fei et al. (2026) osoittavat, että turvallisuutta voidaan parantaa erilaisten suojameka-

nismien avulla. Heidän esittämässään ratkaisussa hätäkäskyt pysäyttävät muut toimin-

not välittömästi, järjestelmä tunnistaa virhetilanteet, kuten singulariteetit, ja pyytää käyt-

täjältä lisäohjeita tarvittaessa. Vahvistusmekanismin käyttö vähensi kriittisiä virheitä jo-

pa 67 %. 

Yhteenvetona voidaan todeta, että robotiikassa luonnollisen kielen käsittelylle asete-

taan huomattavasti tiukempia vaatimuksia kuin monissa muissa NLP-sovelluksissa. 

NLP-järjestelmien tulee toimia reaaliaikaisesti, laskennallisesti tehokkaasti ja luotetta-

vasti sekä kyetä yhdistämään kielellinen tieto ympäristön havainnointiin. Lisäksi järjes-

telmien on tuettava turvallista toimintaa muun muassa virhetilanteissa, mikä edellyttää 

esimerkiksi vahvistusmekanismeja ja ihmisen valvontaa. Näiden vaatimusten vuoksi 

robotiikassa hyödynnetään usein hybridilähestymistapoja, joissa kevyet ja ennustetta-

vat menetelmät yhdistetään kehittyneempiin kielimalleihin.  

 

2.4 Aikaisemmin tehdyt työt ja tutkimukset 

 

Luonnollisen kielen käsittelyä on tutkittu laajasti useiden vuosikymmenten ajan, ja eri-

tyisesti syväoppimiseen perustuvat menetelmät ovat parantaneet merkittävästi kielellis-

ten rakenteiden ja merkitysten automaattista tulkintaa (Beysolow, 2018). Robotiikan 

sovelluksissa NLP:lle asetetaan kuitenkin poikkeuksellisia vaatimuksia, sillä kielellinen 

tulkinta liittyy usein fyysiseen toimintaan, reaaliaikaisuuteen ja turvallisuuteen.  

Aiemmissa robotiikkaa koskevissa tutkimuksissa luonnollisen kielen käsittelyä on hyö-

dynnetty erityisesti ihmisen ja robotin välisen vuorovaikutuksen tukemisessa. Varhai-

sissa ratkaisuissa robotin ohjaus perustui pääosin ennalta määriteltyihin komentora-

kenteisiin ja sääntöpohjaisiin lähestymistapoihin, joissa käyttäjän antamat ohjeet tuli 
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muotoilla tarkasti. Wiriyathammabhum et al. (2017) osoittavat, että myöhemmissä tut-

kimuksissa on siirrytty tilastollisiin ja koneoppimiseen perustuviin menetelmiin, joiden 

avulla robotti kykenee ymmärtämään luonnollisempaa ja joustavampaa kieltä.  

Useissa tutkimuksissa on myös korostettu multimodaalisten ratkaisujen merkitystä ro-

botiikassa. Näissä lähestymistavoissa luonnollinen kieli yhdistetään muihin havainto-

muotoihin, kuten visuaaliseen informaatioon, jolloin robotti pystyy tulkitsemaan käskyjä 

suhteessa ympäristöönsä ja tekemään tarkoituksenmukaisia päätöksiä (Wiriyatham-

mabhum et al., 2017). 

Viime vuosien tutkimukset ovat keskittyneet erityisesti syväoppimiseen perustuvien kie-

limallien hyödyntämiseen robotiikassa. Transformer-arkkitehtuuriin perustuvat mallit 

mahdollistavat laajan kontekstin huomioimisen ja monimutkaisten kielellisten rakentei-

den käsittelyn, mikä on parantanut luonnollisen kielen joustavaa tulkintaa myös robotti-

sovelluksissa (Bourdin et al., 2025). Samalla tutkimuksissa on nostettu esiin näiden 

menetelmien haasteita, kuten suuri laskennallinen kuormitus, heikko tulkittavuus ja ra-

jallinen reaaliaikaisuus.  

Näiden rajoitteiden vuoksi useat tutkimukset ovat ehdottaneet hybridilähestymistapoja, 

joissa kevyemmät ja rakenteellisesti hallitut NLP-menetelmät yhdistetään kehittyneem-

piin kielimalleihin. Liu et al. (2026) osoittavat, että tällaiset ratkaisut voivat parantaa se-

kä laskennallista tehokkuutta että tulkinnan luotettavuutta. Tutkimus korostaa perinteis-

ten menetelmien roolia erityisesti esikäsittely- ja suodatusvaiheissa ennen kehitty-

neempien kielimallien hyödyntämistä.  
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3. MENETELMIEN VERTAILU 

Tässä luvussa vertaillaan valittuja luonnollisen kielen käsittelyn menetelmiä robotiikan 

näkökulmasta. Vertailu keskittyy menetelmien keskeisiin ominaisuuksiin ja niiden sovel-

tuvuuteen fyysisessä ympäristössä toimiviin robottijärjestelmiin.  

 

3.1 Vertailukriteerit 

 

Robotiikassa luonnollisen kielen käsittelyn tärkeät ominaisuudet poikkeavat monista 

muista NLP-sovellusalueista, sillä kielellinen tulkinta kytkeytyy suoraan fyysiseen toi-

mintaan ja sitä kautta myös turvallisuuteen. Tästä syystä pelkkä kielellisen tarkkuuden 

tarkastelu ei ole riittävää, vaan arvioinnissa täytyy ottaa huomioon useita robotiikan eri-

tyisvaatimuksia. Tässä työssä menetelmiä vertaillaan seuraavien kriteerien perusteella, 

mitkä pohjautuvat taustakirjallisuus ja teoriaosion kappaleessa 2.3 esitettyihin robotii-

kan luonnollisen kielen käsittelylle asettamiin vaatimuksiin.   

Ensimmäinen keskeinen kriteeri on reaaliaikaisuus. Robotiikassa järjestelmien on kyet-

tävä käsittelemään käyttäjän komennot nopeasti ja ilman merkittäviä viiveitä, jotta vuo-

rovaikutus säilyy sujuvana ja turvallisena.  

Toinen keskeinen kriteeri on laskennallinen tehokkuus, joka liittyy menetelmän vaati-

maan laskenta- ja muistiresurssien määrään. Robottijärjestelmissä resurssit ovat usein 

rajalliset, erityisesti sulautetuissa järjestelmissä, joten menetelmien keveys ja käytän-

nön toteutettavuus ovat tärkeitä arviointikohteita.  

Kolmantena kriteerinä tarkastellaan tarkkuutta ja virheensietokykyä. Menetelmien tulee 

kyetä tulkitsemaan käyttäjän komennot oikein myös epäselvissä tilanteissa, sillä vir-

heellinen tulkinta voi johtaa vääriin tai vaarallisiin toimintoihin. Tämän vuoksi luotetta-

vuus ja kyky käsitellä epävarmuutta ovat keskeisiä ominaisuuksia. Tähän sisältyy myös 

menetelmän kyky tulkita samaa tarkoittavia, mutta eri tavoin muotoiltuja käskyjä sekä 

sietää pieniä vaihteluita kielellisessä ilmaisussa. Robotiikassa käyttäjän antamat ko-

mennot eivät aina ole sanatarkkoja, joten joustavuus kielellisen variaation suhteen on 

keskeinen osa luotettavaa vuorovaikutusta.  
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Lisäksi vertailussa tulee huomioida kontekstin ymmärtäminen. Tämä tarkoittaa mene-

telmän kykyä hyödyntää aiempia komentoja ja ympäristöön liittyvää tietoa yksittäisen 

syötteen tulkinnassa. Kokonaistilanteen hahmottaminen on tärkeää luonnollisessa vuo-

rovaikutuksessa, jossa käyttäjän antamat ohjeet eivät aina ole yksiselitteisiä. Tämän li-

säksi robotiikassa on olennaista, että järjestelmä pystyy liittämään ihmisen antamat 

komennot ympäristöstä saatavaan tietoon, kuten visuaalisiin havaintoihin. Näin robotti 

voi tulkita komennot oikein suhteessa fyysiseen ympäristöön ja toteuttaa toiminnot oi-

kein ja järkevästi.  

Menetelmiä arvioidaan myös niiden tulkittavuuden ja ennustettavuuden perusteella. 

Selitettävät ja johdonmukaiset menetelmät ovat erityisen tärkeitä turvallisuuskriittisissä 

sovelluksissa, joissa järjestelmän toiminnan tulee olla ymmärrettävää ja hallittavaa.  

Lopuksi keskeisenä kriteerinä on turvallisuus ja hallittavuus. Menetelmien tulee tukea 

turvallisuutta esimerkiksi mahdollistamalla vahvistusmekanismit, hätäkäskyjen tunnis-

taminen ja ihmisen valvonta. Näin voidaan vähentää virhetilanteista aiheutuvia riskejä 

ja varmistaa, että robotti toimii luotettavasti.  

Näiden kriteerien pohjalta seuraavassa alaluvussa esitellään vertailtavat NLP-

menetelmät, joita arvioidaan robotiikan näkökulmasta.  

 

3.2 Vertailtavat menetelmät 

 

Tässä alaluvussa tarkastellaan robotiikan kannalta keskeisiä luonnollisen kielen käsit-

telyn menetelmiä, jotka edustavat erilaisia NLP-lähestymistapoja. Menetelmät on valittu 

niiden yleisyyden sekä robotiikan kannalta olennaisten ominaisuuksien perusteella.  

 

3.2.1 BERT 
 

BERT on transformer-arkkitehtuuriin perustuva NLP-menetelmä, joka mallintaa sanojen 

merkityksen kaksisuuntaisesti laajassa kontekstissa. Tämä tekee siitä erityisen sopivan 

tehtäviin, joissa kielen merkitys riippuu vahvasti aiemmasta vuorovaikutuksesta ja kes-

kustelun kokonaisuudesta, kuten ihmisen ja robotin välisessä vuorovaikutuksessa. Kat-

saus zero-shot- ja few-shot-oppimiseen osoittaa, että BERT-pohjaiset mallit saavutta-

vat korkean tarkkuuden useissa NLP-tehtävissä myös rajallisella opetusdatalla, mikä 
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tukee niiden käyttöä ympäristöissä, joissa ennalta määriteltyjä komentoja ei ole katta-

vasti saatavilla. (Ramesh et al., 2025) 

Robotiikkassa BERT-pohjaisia menetelmiä on hyödynnetty erityisesti kielellisen vuoro-

vaikutuksen analyysissä ja tukemisessa. Chiang et al. (2025) osoittavat, että sosiaali-

sen robotin ja terapeutin vastaukset voivat olla hyvin samankaltaisia, kun keskusteluja 

analysoidaan BERT-pohjaisten kielimallien avulla. Tämä viittaa siihen, että BERT mah-

dollistaa robotille luonnollisen kielen ymmärtämisen ja kontekstuaalisesti tarkoituksen-

mukaisen vastaamisen, erityisesti emotionaalista tukea vaativissa vuorovaikutustilan-

teissa.  

Menetelmän keskeinen vahvuus on tarkkuus ja kontekstin ymmärtäminen. BERT tuot-

taa luotettavia tuloksia semanttisen analyysin ja tekstin luokittelun kaltaisissa tehtävis-

sä, mikä parantaa virheensietokykyä verrattuna yksinkertaisempiin NLP-menetelmiin. 

(Ramesh et al., 2025) Chiang et al. (2025) tukevat tätä robotiikkasovelluksessa osoit-

tamalla, että robotin vastaukset säilyttävät merkityksellisen yhdenmukaisuuden ihmisen 

vastausten kanssa useissa eri keskusteluteemoissa. 

BERT-pohjaisilla menetelmillä on kuitenkin merkittäviä rajoitteita robotiikan näkökul-

masta. Mallit ovat laskennallisesti raskaita, mikä vaikeuttaa niiden käyttöä aidosti reaa-

liaikaisissa ja resurssirajoitteisissa robottijärjestelmissä. (Ramesh et al., 2025) Lisäksi 

Chiang et al. (2025) mukaan BERT-mallien sisäinen päätöksenteko on heikosti tulkitta-

vaa, mikä vähentää ennustettavuutta ja vaikeuttaa turvallisuuden ja hallittavuuden 

varmistamista. He korostavat, että BERT-pohjaisia robotteja tulee tarkastella täydentä-

vinä vuorovaikutusjärjestelminä, ei itsenäisinä tai korvaavina toimijoina kriittisissä teh-

tävissä.  

Yhteenvetona voidaan todeta, että BERT-pohjaiset NLP-menetelmät soveltuvat robotii-

kassa parhaiten kielelliseen vuorovaikutukseen ja kontekstia vaativiin tehtäviin. Niiden 

korkea tarkkuus ja kyky ymmärtää luonnollista kieltä tekevät niistä vahvan vertailukoh-

dan muihin menetelmiin nähden, mutta reaaliaikaisuuden, laskennallisen tehokkuuden 

ja tulkittavuuden rajoitteet on huomioitava menetelmää arvioitaessa.  

 

3.2.2 GPT 
 

GPT on transformer-arkkitehtuuriin perustuva generatiivinen kielimalli, jota voidaan 

hyödyntää robotiikassa tekstimuotoisen luonnollisen kielen muuntamiseen rakenteelli-

siksi ja robotin suoritettaviksi komennoiksi. Toisin kuin luokittelevat kielimallit, GPT tuot-
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taa uusia tekstimuotoisia vastauksia syötteen perusteella, mikä mahdollistaa jousta-

vamman ja monipuolisemman käskyjen käsittelyn robottijärjestelmissä. Tutkimukset 

osoittavat, että GPT-pohjaisia malleja voidaan käyttää osana niin sanottua teksti-

toiminta-ketjua, jossa käyttäjän antama syöte muunnetaan koneellisesti käsiteltävään 

muotoon ennen robotin toiminnan suorittamista. (Lekova et al., 2022) 

Robotiikassa GPT-pohjaisia menetelmiä on hyödynnetty erityisesti tilanteissa, joissa 

käyttäjän antamat käskyt eivät noudata ennalta määriteltyä komentorakennetta. Lekova 

et al. (2022) esittävät pilvipohjaisen ratkaisun, jossa GPT-malli käsittelee käyttäjän 

luonnollista kieltä ja tuottaa sen pohjalta jäsenneltyjä käskyjä robotille. Tämä mahdollis-

taa joustavamman käskyjen ilmaisun, mutta edellyttää erillisiä ratkaisuja robotin toimin-

nan luotettavan ohjauksen varmistamiseksi.  

GPT-menetelmien vahvuus robotiikassa liittyy niiden kykyyn käsitellä monimuotoisia ja 

epätäsmällisesti muotoiltuja tekstikäskyjä. Kodur et al. (2026) osoittavat, että GPT-Neo-

mallia voidaan hyödyntää muuntamaan vapaamuotoinen luonnollinen kieli rakenteelli-

siksi komennoiksi osana Speech2action-kehystä, jossa robotti suorittaa käyttäjän an-

tamia tehtäviä. Tutkimus osoittaa, että tällainen lähestymistapa mahdollistaa monimut-

kaisempien käskyjen käsittelyn verrattuna perinteisiin, ennalta määriteltyihin komento-

rakenteisiin.  

GPT-pohjaisilla menetelmillä on kuitenkin myös merkittäviä rajoitteita robotiikan näkö-

kulmasta. Mallit ovat laskennallisesti raskaita, ja niitä käytetään tyypillisesti pilvipohjai-

sina palveluina, mikä vaikeuttaa niiden soveltamista reaaliaikaisiin ja resurssirajoittei-

siin robottijärjestelmiin. Lisäksi Kodur et al. (2026) havaitsivat, että GPT-pohjaisten rat-

kaisujen toiminta ei ole täysin ennustettavaa virhetilanteissa, mikä voi vaikeuttaa niiden 

turvallista käyttöä. Tämän vuoksi niitä ei yleensä käytetä itsenäisinä ratkaisuina kriitti-

sissä robotiikkasovelluksissa.  

Yhteenvetona GPT-pohjaiset NLP-menetelmät soveltuvat robotiikassa erityisesti va-

paamuotoisen luonnollisen kielen muuntamiseen robotin suoritettaviksi komennoiksi. 

Niiden vahvuuksia ovat joustavuus ja kyky käsitellä monimutkaisia kielellisiä syötteitä, 

mutta reaaliaikaisuuden, laskennallisen tehokkuuden, ennustettavuuden ja hallittavuu-

den rajoitteet on huomioitava menetelmää arvioitaessa.  
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3.2.3 Piilomarkov 
 

Piilomarkov-malli (Hidden Markov Model, HMM) on todennäköisyyspohjainen menel-

telmä, jota voidaan hyödyntää robotiikassa esimerkiksi käyttäjän aikomusten tai järjes-

telmän tilan arvioimiseen silloin, kun nämä eivät ole suoraan havaittavissa. HMM pe-

rustuu oletukseen, että järjestelmän todellinen tila on piilossa, mutta se voidaan esti-

moida epäsuorasti havaintojen avulla. Tämän vuoksi HMM soveltuu erityisesti tilantei-

siin, joissa robotin täytyy tehdä päätelmiä epävarman ja ajan myötä muuttuvan syöt-

teen perusteella. (Petković et al., 2019) 

HMM-menetelmiä on hyödynnetty tilanteissa, joissa käyttäjän toiminta tai viestintä voi-

daan kuvata rajattuna tapahtumaketjuna, ja joissa mahdolliset tilat ovat ennalta määri-

teltyjä. Speier et al. (2014) mallintavat kielellisen viestinnän mallintamisen piilomarkov-

mallin avulla, jossa piilotilat kuvaavat käyttäjän aikomia merkkejä, ja havainnot perus-

tuvat EEG-signaaleihin (elektroenkefalografia). Tutkimus osoittaa, että HMM soveltuu 

hyvin symbolisten ja kielellisten sekvenssien tulkintaan sekä virheiden korjaamiseen, 

vaikka sovellus ei kohdistu suoraan fyysiseen robotiikkaan.  

Robotiikassa HMM-pohjaisia menetelmiä on käytetty erityisesti ihmisen ja robotin vuo-

rovaikutuksessa, jossa robotin on tunnistettava ihmisen aikomus reaaliaikaisesti. Pet-

ković et al. (2019) esittävät HMM-pohjaisen menetelmän ihmisen aikomusten tunnis-

tamiseen robottivarastoissa, joissa ihmiset ja robotit toimivat samassa ympäristössä. 

Tässä lähestymistavassa piilotilat kuvaavat ihmisen mahdollisia tavoitteita ja havainnot 

perustuvat ihmisen liikkeeseen, jolloin robotit voivat ennakoida ihmisen toimintaa ja 

mukauttaa omaa käyttäytymistään turvallisuuden ja tehokkuuden parantamiseksi.  

HMM-menetelmien vahvuus robotiikassa liittyy niiden laskennalliseen keveyteen, en-

nustettavuuteen ja tulkittavuuteen. Mallin tilat ja siirtymät ovat selkeästi määriteltyjä, 

mikä helpottaa robotin toiminnan valvontaa ja turvallista käyttöä. Toisaalta HMM-

menetelmien merkittävä rajoitus on heikko kyky käsitellä vapaamuotoista ja laajaa 

luonnollista kieltä, sillä malli edellyttää ennalta määriteltyjä tiloja eikä kykene hyödyn-

tämään laajaa kielellistä kontekstia samalla tavoin kuin syväoppimismallit. (Petković et 

al., 2019) 

Yhteenvetona HMM-pohjaiset menetelmät soveltuvat robotiikassa erityisesti tilanteisiin, 

joissa käyttäjän aikomukset tai toiminnot voidaan esittää rajattuna ja jäsenneltynä sek-

venssinä. Menetelmän vahvuuksia ovat reaaliaikaisuus, hallittavuus ja tulkittavuus, 

mutta rajoituksina ovat joustamattomuus sekä rajallinen kyky käsitellä avointa luonnol-

lista kieltä.  
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3.2.4 Bi-LSTM-CRF 
 

Bidirektionaalinen long short-term memory -verkko yhdistettynä ehdolliseen satunnais-

kenttään (Bi-LSTM-CRF) on syväoppimismenetelmä, jota käytetään erityisesti kielellis-

ten rakenteiden tunnistamiseen sekvenssimuotoisesta datasta. Bi-LSTM hyödyntää 

kontekstia sekä edeltävien että seuraavien sanojen perusteella, mikä parantaa mallin 

kykyä tunnistaa merkityksellisiä kokonaisuuksia tekstissä. CRF-kerros puolestaan ottaa 

huomioon eri luokkien väliset riippuvuudet ja varmistaa, että mallin tuottamat merkinnät 

muodostavat loogisen ja mahdollisen kokonaisuuden. (Al-Smadi et al., 2019) 

Al-Smadi et al. (2019) soveltavat Bi-LSTM-CRF-menetelmää aspektipohjaiseen tun-

neanalyysiin arabinkielisissä hotelliarvosteluissa. Tutkimuksessa menetelmää käyte-

tään erityisesti mielipiteen kohteena olevien ilmaisujen tunnistamiseen tekstistä. Malli 

käsittelee tekstiä sekä sanan että merkin tasolla, mikä mahdollistaa kielen rakenteen ja 

pidemmän kontekstin hyödyntämisen. CRF-kerros auttaa varmistamaan, että tunniste-

tut ilmaisut muodostavat rakenteellisesti mahdollisia kokonaisuuksia, esimerkiksi siten, 

että ilmaisun alku ja jatko merkitään oikein ja johdonmukaisesti. 

 Menetelmän keskeinen vahvuus on sen kyky yhdistää kontekstin hyödyntäminen ja 

rakenteellinen hallittavuus. Bi-LSTM tunnistaa laajempia kontekstisuhteita kuin perin-

teiset tilastolliset mallit, kun taas CRF-kerros varmistaa merkintöjen rakenteellisen joh-

donmukaisuuden. Tutkimuksessa menetelmä saavutti parempia tuloksia kuin perintei-

set koneoppimismenetelmät erityisesti tehtävissä, joissa merkintöjen väliset riippuvuu-

det ovat keskeisiä. (Al-Smadi et al., 2019) 

Menetelmän rajoitteena on kuitenkin se, että se edellyttää ennalta määriteltyä merkin-

tärakennetta, etkä pysty käsittelemään luonnollista kieltä yhtä joustavasti kuin trans-

former-pohjaiset kielimallit. Lisäksi Bi-LSTM-CRF ei tuota uutta tekstiä, vaan keskittyy 

olemassa olevan tekstin jäsentämiseen ja luokitteluun. Tämän vuoksi se soveltuu par-

haiten tilanteisiin, joissa luonnollinen kieli halutaan muuntaa selkeäksi ja hallittavaksi 

muodoksi ennen jatkokäsittelyä.  

Yhteenvetona Bi-LSTM-CRF-pohjaiset menetelmät soveltuvat robotiikassa erityisesti 

luonnollisen kielen jäsentämiseen tilanteissa, joissa käyttäjän antama syöte halutaan 

muuntaa rakenteelliseksi ja tulkittavaksi esitykseksi ennen robotin päätöksentekoa tai 

toimintojen suorittamista. Menetelmän vahvuuksia ovat kyky hyödyntää laajaa kielellis-

tä kontekstia sekä tuottaa rakenteellisesti johdonmukaisia tulkintoja, mikä tukee robotti-

järjestelmien ennustettavuutta ja hallittavuutta. Toisaalta menetelmän rajoitteena ovat 
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rajattu joustavuus luonnollisen kielen käsittelyssä sekä riippuvuus ennalta määritellyistä 

merkintärakenteista verrattuna transformer-pohjaisiin kielimalleihin.  

 

3.3 NLP-menetelmien vertailu 

 

Tässä osiossa NLP-menetelmiä vertaillaan painotettuun pisteytykseen perustuvan tau-

lukon avulla. Pisteytyksen tarkoituksena on havainnollistaa eri menetelmien suhteellisia 

vahvuuksia ja heikkouksia robottijärjestelmissä, eikä vain muodostaa yksiselitteistä pa-

remmuusjärjestystä. Koska robotiikassa kaikki arviointikriteerit eivät ole yhtä merkittä-

viä, vertailussa käytetään painotettua pisteytysmenetelmää, jossa robotiikan kannalta 

kriittisimmille ominaisuuksille annetaan suurempi maksimipistemäärä. Pisteytys perus-

tuu luvussa 3.1 esitettyihin vertailukriteereihin ja on luonteeltaan suuntaa antava. 

Painotettu pisteytys toteutetaan siten, että eri arviointikriteereille on määritetty erilaiset 

maksimipistemäärät robotiikan kannalta olevan merkityksen perusteella. Kriittisimmiksi 

arvioiduille ominaisuuksille, kuten reaaliaikaisuudelle sekä turvallisuudelle ja hallitta-

vuudelle on asetettu korkein maksimipistemäärä, koska ne vaikuttavat suoraan robotin 

turvallisuuteen ja luotettavaan toimintaan fyysisessä ympäristössä. Tarkkuutta ja vir-

heensietokykyä arvioidaan samalla enimmäisasteikolla, sillä virheellinen tai epäluotet-

tava kielellinen tulkinta voi johtaa vääriin tai vaarallisiin toimintoihin.  

Laskennallista tehokkuutta arvioidaan hieman pienemmillä maksimipistemäärillä, sillä 

käytännön sovelluksissa niistä voidaan usein tehdä kompromisseja. Kontekstin ymmär-

rys ja kyky huomioida ympäristöön liittyvä tieto on arvioitu enintään neljän pisteen as-

teikolla, koska luonnollisen kielen tulkinta edellyttää usein aiempien komentojen, järjes-

telmän tilan ja ympäristöstä saatavan tiedon huomioimista.  

Tulkittavuus ja ennustettavuus on arvioitu tätä hieman pienemmällä asteikolla, koska 

niiden merkitys korostuu erityisesti turvallisuuskriittisyyden perusteella, mutta vaihtelee 

käytetyn menetelmän ja sovelluskohteen mukaan. Taulukkoon 3 on koottu vertailussa 

käytettävät arviointikriteerit sekä kullekin kriteerille määritetyt maksimipistemäärät.  

  



20 
 

 

Taulukko 3. Vertailukriteerit ja niiden maksimipistemäärät 

Arviointikriteeri Maksimipistemäärä 

Reaaliaikaisuus 5 

Turvallisuus ja hallittavuus 5 

Tarkkuus ja virheensietokyky 5 

Laskennallinen tehokkuus 4 

Kontekstin ja ympäristön ymmär-

täminen 

4 

Tulkittavuus ja ennustettavuus 3 

 

Taulukossa esitetyt painotukset kuvaavat robotiikkasovellusten keskeisiä vaatimuksia, 

joissa turvallisuus, reaaliaikaisuus ja luotettava kielellinen tulkinta ovat ensisijaisia. 

Näiden kriteerien ja painotusten perusteella seuraavassa taulukossa vertaillaan valittu-

ja NLP-menetelmiä robotiikan näkökulmasta.  

 

Taulukko 4. NLP-menetelmien painotettu vertailu robotiikan näkökulmasta 

Arviointikriteeri BERT GPT 
Piilomarkov-

mallit (HMM) 

Bi-LSTM-

CRF 

Reaaliaikaisuus 2 2 5 4 

Turvallisuus ja hallittavuus 2 2 5 4 

Laskennallinen tehokkuus 2 1 4 3 

Tarkkuus ja virheensietokyky 5 4 2 3 

Kontekstin ja ympäristön 

ymmärtäminen 

4 4 1 2,5 

Tulkittavuus ja ennustetta-

vuus 

1 1 3 3 

Yhteispisteet 16 14 20 19,5 
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Pisteytys on muodostettu vertaamalla menetelmiä keskenään kunkin arviointikriteerin 

osalta robotiikan näkökulmasta. Reaaliaikaisuus, turvallisuus ja hallittavuus on paino-

tettu korkeammalle, koska ne vaikuttavat suoraan robotin toimintaan fyysisessä ympä-

ristössä. Tästä syystä perinteiset- ja tilastolliset menetelmät, kuten piilomarkov-mallit 

saavuttavat näissä kriteereissä korkeammat pisteet kuin laskennallisesti raskaammat 

syväoppimismallit.  

Laskennallista tehokkuutta arvioitaessa on huomioitu menetelmien resurssivaatimukset 

sekä niiden soveltuvuus käytännön robottijärjestelmiin. Transformer-pohjaiset kielimallit 

saavat alemmat pisteet suuren laskentatarpeensa vuoksi, kun taas HMM- ja Bi-LSTM-

CRF-menetelmät sijoittuvat korkeammalle.  

Tarkkuuden ja virheensietokyvyn osalta pisteytys painottaa menetelmien kykyä tulkita 

syötettä luotettavasti. Kontekstin ja ympäristön ymmärtämisessä transformer-pohjaiset 

mallit saavat korkeimmat pisteet, koska ne pystyvät huomioimaan laajaa kielellistä kon-

tekstia.  

Tulkittavuuden ja ennustettavuuden pisteytyksessä painottuvat menetelmien rakenteel-

linen selkeys ja käyttäytymisen ennakoitavuus. Tästä syystä HMM- ja Bi-LSTM-CRF-

menetelmät arvioidaan korkeammalle kuin BERT ja GPT, joiden päätöksentekoproses-

si on vaikeammin tulkittavissa.  
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4. TULOSTEN TARKASTELU JA POHDINTA 

Tässä työssä vertaillut NLP-menetelmät osoittavat, että robotiikassa menetelmän kie-

lellinen suorituskyky ei yksin määritä sen soveltuvuutta käytännön käyttöön. Perinteiset 

ja rakenteellisesti rajatut menetelmät, kuten piilomarkov-mallit saavat korkeita pisteitä 

erityisesti reaaliaikaisuuden, turvallisuuden ja ennustettavuuden osalta, mutta niiden 

kyky käsitellä vapaamuotoista luonnollista kieltä on rajallinen. Vastaavasti transformer-

pohjaiset mallit, kuten BERT ja GPT kykenevät käsittelemään monimuotoista ja epä-

täsmällistä kieltä joustavasti, mutta niiden käyttöä rajoittavat erityisesti laskennallinen 

kuormitus, heikompi reaaliaikaisuus sekä tulkittavuuden haasteet.  

Tulokset tukevat aiemmassa kirjallisuudessa esitettyä näkemystä siitä, että robotiikas-

sa käytettävien NLP-menetelmien on tasapainoteltava kielellisen joustavuuden ja jär-

jestelmän hallittavuuden välillä. Fyysisessä ympäristössä toimivat robotit edellyttävät 

ennakoitavaa ja luotettavaa toimintaa, minkä vuoksi täysin vapaamuotoiseen kielen tul-

kintaan perustuvat ratkaisut eivät sovellu sellaisenaan turvallisuuskriittisiin tehtäviin. 

Tässä vertailussa Bi-LSTM-CRF näyttäytyy tasapainoisena vaihtoehtona, sillä se yh-

distää kontekstin hyödyntämisen ja rakenteellisen hallittavuuden.  

Vaikka GPT-pohjaiset mallit saivat vertailussa melko matalan kokonaispistemäärän, 

tämä ei tarkoita, että ne olisivat robotiikan kannalta huonoja. Päinvastoin ne edustavat 

luonnollisen kielen käsittelyn kehittyneintä tasoa erityisesti kielellisen joustavuuden 

kannalta. Ne mahdollistavat käyttäjän ohjeiden tulkinnan myös silloin, kun komennot 

poikkeavat ennalta määritellyistä muodoista, mikä parantaa vuorovaikutuksen luonnol-

lisuutta.  

GPT-mallien rajoitteet liittyvät pääasiassa niiden nykyiseen toteutukseen. Suuri lasken-

tatehon tarve, viive pilvipohjaisissa ratkaisuissa sekä päätöksenteon heikko tulkittavuus 

rajoittavat niiden käyttöä itsenäisinä ratkaisuina robotin ohjauksessa. On kuitenkin to-

dennäköistä, että nämä rajoitteet lievittyvät ajan myötä. Kehitys suuntautuu kohti pie-

nempiä ja tehokkaampia kielimalleja sekä paikallisesti ajettavia ratkaisuja, mikä voi pa-

rantaa merkittävästi reaaliaikaisuutta ja käytännön sovellettavuutta robottijärjestelmis-

sä.  

Tulosten perusteella robotiikassa lupaavin lähestymistapa ei ole yksittäinen menetel-

mä, vaan eri menetelmien yhdistäminen. Hybridiratkaisuissa kevyemmät ja ennustetta-
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vat menetelmät vastaavat rakenteellisesta tulkinnasta ja turvallisuuskriittisistä toimin-

noista, kun taas kehittyneemmät kielimallit tukevat joustavaa vuorovaikutusta ja moni-

mutkaisten ilmaisujen käsittelyä. Tällainen yhdistelmä mahdollistaa sekä turvallisuuden 

että käyttäjäystävällisyyden huomioimisen. Tämä näkyy myös tämän työn vertailussa, 

jossa mikään yksittäinen menetelmä ei ollut paras kaikilla arviointikriteereillä.  

Tämän työn vertailu perustuu kirjallisuuteen ja laadulliseen, painotettuun pisteytykseen, 

eikä sisällä kokeellista testausta robottialustalla. Tästä syystä tuloksia tulee tarkastella 

suuntaa antavina ja sovelluskontekstista riippuvaisina. Mahdollisena jatkotutkimus-

suuntana voidaan nähdä NLP-menetelmien käytännön testaaminen robottialustoilla. 
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5. YHTEENVETO 

Tässä kandidaatintyössä tarkasteltiin luonnollisen kielen käsittelyn menetelmiä ja nii-

den soveltuvuutta robottien tekstimuotoisten komentojen tulkintaan. Työn tavoitteena 

oli selvittää, miten erilaiset NLP-menetelmät soveltuvat robotiikan erityisvaatimuksiin, 

kuten reaaliaikaisuuteen, turvallisuuteen, hallittavuuteen sekä kielellisen vaihtelun kä-

sittelyyn. Tarkastelu rajattiin tekstimuotoisen luonnollisen kielen muuntamiseen robotin 

toiminnoiksi, ja puheentunnistus jätettiin työn ulkopuolelle.  

Työssä esiteltiin NLP:n perusvaiheet sekä keskeiset menetelmäryhmät, jotka jaoteltiin 

perinteisiin, tilastollisiin ja syväoppimiseen perustuviin menetelmiin. Lisäksi tarkasteltiin 

robotiikan kannalta keskeisiä vaatimuksia, kuten matalaa viivettä, laskennallista tehok-

kuutta, virheensietokykyä sekä kykyä yhdistää kielellinen tieto ympäristön havainnoin-

tiin.  

Menetelmien vertailu toteutettiin painotetun pisteytyksen avulla, jossa arviointikriteereil-

le annettiin eri painoarvot niiden robotiikan kannalta kriittisten ominaisuuksien perus-

teella. Vertailuun valittiin neljä menetelmää: BERT, GPT, piilomarkov-malli ja Bi-LSTM-

CRF. Tulokset osoittavat, että perinteiset ja säännönmukaiset menetelmät soveltuvat 

hyvin turvallisuuskriittisiin ja reaaliaikaisuutta vaativiin robottisovelluksiin, mutta niiden 

kyky käsitellä vapaamuotoista luonnollista kieltä on rajallinen. Transformer-pohjaiset 

kielimallit puolestaan käsittelevät monimuotoista ja epätäsmällistä kieltä joustavasti, 

mutta niiden käyttöä rajoittavat erityisesti suuri laskennallinen kuormitus, tulkittavuuden 

haasteet ja heikompi ennustettavuus.  

Vertailun perusteella mikään tarkastelluista menetelmistä ei osoittautunut parhaaksi 

kaikilla arviointikriteereillä. Tämä tukee käsitystä siitä, että robotiikassa NLP-

menetelmän valinta on aina sovelluksesta riippuva tasapaino kielellisen joustavuuden 

ja toiminnallisen turvallisuuden välillä. Työ korostaa erityisesti hybridilähestymistapojen 

merkitystä, joissa kevyet ja ennustettavat menetelmät yhdistetään kehittyneempiin kie-

limalleihin käyttäjäystävällisyyden ja turvallisuuden tasapainottamiseksi.  Työn tulokset 

perustuvat kirjallisuuteen ja laadulliseen vertailuun, eikä työ sisällä kokeellista testausta 

robottialustalla, joten tuloksia tulee pitää suuntaa antavina.  



25 
 

LÄHTEET 

Behera, K., Bala, P., Rana, N. & Irani, Z. (2023). Responsible natural language pro-
cessing: A principlist framework for social benefits, Technological Forecasting & 
Social Change, Vol.188. 

Beysolow, T. (2018). Applied natural language processing with Python: implementing 
machine learning and deep learning algorithms for natural language processing. 
Berkeley, CA: Apress. 

Blandón Andrade, J.C., Medina Otálvaro,C.M., Zapata Jaramillo, C.M. & Morales Ríos, 
A. (2025). Approaches, Tools, Algorithms, and Methods for Automatic Term Ex-
traction: A Systematic Literature Mapping, Journal of Intelligent % Fuzzy Sys-
tems. 

Bourdin, M., Neumann, A., Paviot, T., Pellerin, R. & Lamouri, S. (2025). Exploring the 
applications of natural language processing and language models for produc-
tion, planning, and control activities of SMEs in industry 4.0: a systematic litera-
ture review, Journal of Intelligent Manufacturing, Vol.36(8), pp. 5263–5283. 

Chiang, S., Laban, G. & Gunes, H. (2025). Do We Talk to Robots Like Therapists, and 
Do They Respond Accordingly? Language Alignment in AI Emotional Support. 

Fei, H., Ma, S., Du, G., Yadollahi, E., Lam, H.-K., Faragasso, A., Montazeri, A. & 
Wang, Z. (2026). Large-Language-Model-Aided Assistive Robot for Single-
Operator Bimanual Teleoperation: Introduction and Validation of a Flexible As-
sistance System, IEEE Robotics & Automation Magazine, pp. 2–12. 

Jaf, S., & Calder, C. (2019). Deep Learning for Natural Language Parsing, IEEE Ac-
cess, Vol.7, pp. 1–1. 

Kalaivani, R. & Marivendan, R. (2021). The Effect of Stop Word Removal and Stem-
ming In Datapreprocessing, Annals of the Romanian Society for Cell Biology, 
Vol.25(6), pp. 739–746. 

Karanikolas, N., Manga, E., Samaridi, N., Stergiopoulos, V., Tousidou, E. & Vass-
ilakopoulos, M. (2025). Strengths and Weaknesses of LLM-Based and Rule-
Based NLP Technologies and Their Potential Synergies, Vol.14(15), Artikkeli 
3064. 

Kodur, K., Zand, M., Tognotti, M., Jauregui, C. & Kyrarini, M. (2026). Structured and 
Unstructured Speech2Action Frameworks for Human-Robot Collaboration: A 
User Study, IEEE access, Vol.14, pp. 10782–10796. 

Lekova, A., Tsvetkova, P., Tanev, T., Mitrouchev, P. & Kostova, S. (2022). Making hu-
manoid robots teaching assistants by using natural language processing (NLP) 
cloud-based services, Journal of Mechatronics and Artificial Intelligence in Engi-
neering, Vol.3(1), pp. 30–39. 



26 
 

Liu, S., McCoy, A.B., Chen, Q. & Wright, A. (2026). Integrating rule-based NLP and 
large language models for statin information extraction from clinical notes, Inter-
national journal of medical informatics, Vol. 205, Artikkeli 106104. 

Manchanda, B. & AnantAthavale, V. (2016). Various Statistical Techniques Used 
in NLP, Vol.9(1), pp. 172. 

Petković, T., Puljiz, D., Marković, I. & Hein, B. (2019). Human intention estimation 
based on hidden Markov model motion validation for safe flexi-
ble robotized warehouses, Robotics and computer-integrated manufacturing, 
Vol.57, pp. 182–196. 

Ramesh, G., Sahil, M., Palan, S.A., Bhandary, D., Ashok, T.A., Sheyas, J. & Sowjanya, 
N. (2025). A review on NLP zero-shot and few-shot learning: methods and ap-
plications, Discover applied sciences, Vol.7(9), Artikkeli 966. 

Singh, S. & Mahmood, A. (2021). The NLP Cookbook: Modern Recipes for Transform-
er Based Deep Learning Architectures, IEEE access, Vol.9, pp. 68675–68702. 

Speier, W., Arnold, C., Lu, J., Deshpande, A. & Pouratian, N. (2014).Integrating Lan-
guage Information With a Hidden Markov Model to Improve Communication 
Rate in the P300 Speller, IEEE Transactions on Neural Systems and Rehabilita-
tion Engineering, Vol.22(3), pp. 678–684. 

Tang, H., Jiang, Y., Zhang, Y., Niu, N. & Liu, H. (2026). POS Tagging on Code Identifi-
ers: How Far Are We? ACM Transactions on Software Engineering and Meth-
odology, Vol.35(3), pp.1–33. 

Toraman, C., Yilmaz, E.H., Şahinuç, F., & Ozcelik, O. (2023). Impact of Tokenization 
on Language Models: An Analysis for Turkish, ACM Transactions on Asian and 
Low-Resource Language Information Processing, Vol.22(4), pp.1–21. 

Villegas-Ch, W., Gutrerrez, R., Navarro, A. & Mera-Navarrete, A. (2024). Evaluating 
Neural Network Models for Word Segmentation in Agglutinative Languages: 
Comparison With Rule-Based Approaches and Statistical Models, IEEE access, 
Vol.12, pp. 157556–157573. 

Wan, P., Guo, F., Wang, L., Shi, Y. & Yi, F. (2025). Interactive robot dialogue text fu-
sion algorithm based on Transformer-XL model and knowledge distillation, Dis-
cover Computing, Vol.28(1), pp. 298–22. 

Wiriyathammabhum, P., Summers-Stay, D., Fermüller, C. & Aloimonos, Y. (2017). 
Computer Vision and Natural Language Processing: Recent Approaches in Mul-
timedia and Robotics, ACM Computing Surveys, Vol.49(4), pp. 1–44. 

Zhao, L., Alhoshan, W., Ferrari, A., Letsholo, K.J., Ajagbe, M.A., Chioasca, E.V. & Ba-
tista-Navarro, R.T. (2022). Natural Language Processing for Requirements En-
gineering: A Systematic Mapping Study, ACM Computing Surveys, Vol.54(3), 
pp.1–41.  


