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Tekoélyn ja koneoppimisen merkitys on kasvanut merkittdvasti sekd koulutuksessa etta yritys-
maailmassa, ja ne tarjoavat uusia mahdollisuuksia datan tehokkaampaan hyddyntamiseen ja tie-
toon perustuvaan paatéksentekoon. Erityisesti ohjelmistokehityksessa, jossa projektit ovat usein
monimutkaisia ja sisaltavat useita muuttujia, koneoppimismenetelmat voivat tukea resurssien ja
kustannusten hallintaa. Ulkoisten kehittdjien kaytén lisddntyessé kustannusten ennustettavuus ja
Iapindkyvyys korostuvat entisestaan.

T&ssa tutkielmassa tarkastellaan ulkoisten kehittdjien kustannuksia suhteessa toteutuneisiin
tyétehtavakortteihin ja arvioidaan, missd maarin tulevia kustannuksia voidaan ennustaa tiketdinti-
ja kustannusdatan perusteella. Aineisto koostuu kahden vuoden ajalta keratysta tydtehtavakortti-
ja kehittdjakustannusdatasta, joka on aggregoitu kuukausitasolle. Aineiston esikasittelyssa kiinni-
tetddn erityistd huomiota datan laatuun, kattavuuteen ja rakenteellisiin rajoitteisiin. Liséksi huo-
mioidaan ty6tehtéavakorttien valiset erot, kuten tehtavien laajuus, ja niiden vaikutus kustannusten
muodostumiseen.

Tutkimuksessa hyddynnetdén tutkivaa data-analyysia keskeisten kustannuksiin yhteydessa
olevien muuttujien tunnistamiseksi, minka jalkeen aineistolle koulutetaan nelja erilaista koneop-
pimismallia: lineaarinen regressio, paatdspuut, satunnaismetsa ja gradienttitehostus. Tutkimus to-
teutetaan tapaustutkimuksena, jossa analysoidaan muutamaa liiketoiminta-alueen tiimia.

Mallien suorituskykya arvioidaan valituilla mittareilla, ja tuloksia tarkastellaan seka tiimikoh-
taisesti ettd vertaamalla mallien ennusteita kohdeorganisaation tekemiin kuukausittaisiin kustan-
nusarvioihin. Tulokset osoittavat, ettd kaytettdvissa olevan datan rajoitteet vaikuttavat merkitta-
vasti ennustemallien luotettavuuteen. Aineiston pieni koko ja epétasaisuus heikensivat mallien
yleistettavyytta ja lisasivat ylioppimisen riskid, minka vuoksi monimutkaisempien koneoppimismal-
lien ei todettu tuottavan yksinkertaisia menetelmia parempia tuloksia. Ennusteet jaivat néin ollen
suuntaa-antaviksi, mik korostaa datan laadun tarkeytta ja ehed tiedonkeruuta kustannusennus-
tamisen onnistumisessa.

Tutkielma tuottaa ymmarrysta kustannuksiin vaikuttavista tekijdista seka niiden jakautumisesta
eri tiimien valilla. Lisaksi ty6sta voidaan havaita jatkokehitysideoita, kuten koulutusdatan laajenta-
minen, datankasittelyn automatisointi ja tarkemman ty6tehtavatasoisen aineiston hyddyntaminen.
Naiden avulla ennustemallien hyédynnettavyytté voidaan parantaa ja tukea kustannusten hallintaa
tulevissa kehitystehtavissa.
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The importance of artificial intelligence and machine learning has increased significantly in
both education and the business world, offering new opportunities for more efficient data utilization
and data-driven decision-making. Especially in software development, where projects are often
complex and involve multiple variables, machine learning methods can support resource and cost
management. As the use of external developers increases, the predictability and transparency of
costs become increasingly important.

This thesis examines the costs of external developers in relation to completed work tickets
and evaluates to what extent future costs can be predicted based on ticketing and cost data. The
dataset consists of work item and developer cost data collected over a two-year period, aggregated
at a monthly level. Particular attention is paid to data quality, coverage, and structural limitations
during data preprocessing. In addition, differences between work items, such as variations in
scope and their impact on cost formation are taken into account.

The study applies exploratory data analysis to identify variables that are most strongly asso-
ciated with costs, after which four different machine learning models are trained on the dataset:
linear regression, decision trees, random forests, and gradient boosting. The research is con-
ducted as a case study, with the analysis focusing on multiple business domain teams.

Model performance is evaluated using selected metrics, and the results are analyzed both at
the team level and by comparing model predictions to the monthly cost estimates made by the
target organization. The results indicate that the limitations of the available data significantly affect
the reliability of the predictive models. The small size and uneven distribution of the dataset re-
duced the models’ ability to generalize and increased the risk of overfitting. As a result, more com-
plex machine learning models did not outperform simpler methods. Consequently, the predictions
remain indicative rather than precise, highlighting the importance of high-quality and consistent
data collection for successful cost forecasting.

This thesis provides insights into the factors influencing costs and how these factors vary
across teams. Additionally, it identifies potential directions for further development, such as ex-
panding the training dataset, automating data processing, and utilizing more detailed work-item-
level data. These improvements could enhance the applicability of predictive models and support
more effective cost management in future development activities.

Keywords: machine learning, regression, cost prediction
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TEKOALYN KAYTTO TASSA TYOSSA

Opinnaytteessani on kaytetty tekoalysovelluksia:

O Ei
Kylla

lImoitukseni mukaan olen kayttanyt opinnaytteessani tutkielmaprosessin aikana seuraa-
via tekodlysovelluksia:

Sovellus ‘ Versio

Copilot ‘ Microsoft 365 Copilot (Copilot for Microsoft 365)

Tekoalyn kayttotarkoitus

Tydn alkuvaiheessa tekoalya kaytettiin sparrailemaan esimerkiksi kappaleiden rakenteen,
aihealueiden ja alaotsikoinnin suunnittelussa. Olen kayttanyt tekodlya kaavioiden luomi-
seen, joka saastaa paljon aikaa excelissa tydskentelylta. Lisdksi tekodlya on kaytetty yk-
sittdisten tekstikohtien uudelleenkirjoittamisessa, jotta ilmaisusta saatiin selkeampaa ja
kielellisesti oikeaoppisempaa. Tekstin kddntdmiseen englannista suomeksi olen hyddyn-
tanyt tekodlya, etenkin alan sanoihin ja lyhenteisiin, joille ei ole vielad vakiintunutta suo-
menkielista termia (esimerkiksi: epic/feature/product-tiketti, backlog, Mean absolute error,
root mean squared error, ensemble learning, Cl/CD). Tekoalya on kaytetty myds kaavioi-
den tuottamiseen, mika on tehostanut analyysien visualisointia verrattuna manuaaliseen
tydskentelyyn esimerkiksi Excelissa. Lisaksi tekoaly on ollut apuna lahteiden muotoilussa
BibTeX-muotoon seka englanninkielisen tiivistelman tuottamisessa ja muokkaamisessa.

Tekodlya ei ole kaytetty tutkimustulosten tuottamiseen tai analyysin automatisointiin, vaan
sitd on hyédynnetty kirjoitus-, jasentely- ja esitysvaiheiden tukena.

Osiot, joissa tekoalya on kaytetty

Tekoélyd on hyédynnetty myds yksittaisten tekstikohtien muokkaamisessa ja kdannds-
tydssa tutkielman eri osissa. Kaaviot 5.1, 5.2, 5.3 seka 5.4 on tuotettu tekoalyn avul-
la. Liséksi tekoalya on kaytetty lahdeluettelossa joidenkin Iahteiden muotoiluun BibTeX-
muotoon sekd englanninkielisen tiivistelman tuottamiseen ja muokkaamiseen.



Riskien tiedostaminen

Olen tietoinen siita, etté olen taysin vastuussa koko opinnaytteeni siséllésta, mukaan lu-
kien osat, joiden tuottamisessa on hyédynnetty tekodlya, ja hyvaksyn vastuun mahdolli-
sista tastd seuranneista eettisten ohjeiden rikkomuksista.
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ANN keinotekoinen neuroverkko (engl. Artificial Neural Network)

API sovellusrajapinta (engl. Application Programming Interface)

CART luokittelu- ja regressiopuu (engl. Classification and Regression
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Cl/ICcD jatkuva integraatio ja jatkuva toimitus (engl. Continuous Integration
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1. JOHDANTO

Tekoalyn ja koneoppimisen rooli on kasvanut huomattavasti niin kouluttautumisessa kuin
yritysmaailmassakin. Uusien teknologioiden ja koneoppimismallien ansiosta monenlais-
ta dataa on mahdollista analysoida ja tutkia syvemmin. TAma avaa uusia mahdollisuuk-
sia yrityksille, jotka pyrkivat hyddyntdmaan dataansa tehokkaammin ja tekem&an parem-
pia, tietoon ja analyyseihin perustuvia paatdksia. Erityisesti ohjelmistokehityksessé, jossa
projektit ovat usein monimutkaisia ja sisaltavat useita muuttujia, koneoppiminen voi tarjota
arvokkaita ty6kaluja resurssien ja kustannusten hallintaan.

Nykyajan ohjelmistokehitysprojekteissa kaytetdédn yha enemman ulkoisia resursseja, ku-
ten ulkopuolisia kehittajia, joiden kustannuksista yritysten on tarke&a pysya karryilla. Ana-
lysoimalla ulkoisten kehittajien tydmaaréaa ja heidén laskuttamiensa kustannusten vélis-
ta korrelaatiota yritykset voivat hallita budjettiaan ja resursointiaan tehokkaammin. Tama
mahdollistaa paremman ennustettavuuden ja tehokkuuden projektinhallinnassa, miké& voi
johtaa merkittaviin sdéstéihin. Liséksi ennustemallien avulla yritykset voivat optimoida re-
surssien allokointia ja varmistaa, etta projektit etenevat suunnitellussa aikataulussa.

Tassé diplomitydssa analysoidaan ulkoisten kehittéjien kustannuksia suhteessa toteutu-
neisiin tyétehtavakortteihin. Tavoitteena on selvittda, missd maérin kustannuksia voidaan
ennustaa kaytettavissa olevan tiketdinti- ja kustannusdatan perusteella. Tydssa rakenne-
taan ja arvioidaan useita koneoppimismalleja, joiden avulla tuotetaan kustannusarvioita
testiaineistolle. Tuloksia tarkastellaan tiimikohtaisesti, ja mallien ennusteita verrataan koh-
deorganisaation tekemiin kuukausittaisiin kustannusarvioihin. Samalla arvioidaan datan
rakennetta ja rajoitteiden vaikutusta mallien suorituskykyyn ja ennusteiden luotettavuu-
teen.

Aineisto perustuu tybétehtavakortti- ja kehittdjien kustannusdataan kahden vuoden ajalta.
Datan kasittelyn yhteydessa kiinnitetdan huomiota my6s datan laatuun ja kattavuuteen.
Tarkoituksena on tunnistaa mahdollisia puutteita, jotka voivat heikentdd analyysia ja en-
nustamista. Lisaksi tydéssa huomioidaan, etta eri tyyppiset tyétehtavakortit voivat poiketa
toisistaan merkittavasti: esimerkiksi "epic-tyyppinen tydtehtava on tyypillisesti laajempi
kokonaisuus kuin "feature”, mik& voi nakya myos kustannusten ja tydmaaran vaihteluna.

Tutkimuksessa hyddynnetédéan valmiita Python-kirjastoja mallien koulutukseen ja arvioin-
tiin, ja tarkasteltavat mallit rakennetaan kokeiluluonteisesti. Tavoitteena ei ole tuottaa val-



mista tuotantokayttddn soveltuvaa ennustemallia, vaan kayttdd malleja tydkaluna datan
rakenteen, riippuvuuksien ja ennustettavuuden arvioimiseksi. Tutkimuksessa testattaviin
malleihin kuuluvat muun muassa lineaarinen regressio, paatéspuut, satunnaismetsa ja
gradienttitehostus. Mallien suorituskykya arvioidaan valituilla mittareilla, ja tulokset rapor-
toidaan siten, etté eri mallien ja tiimien véliset erot ovat selkeasti vertailtavissa.

Tydn rakenne koostuu seitsemasta padkappaleesta. Kappale 2, teoreettinen tausta, maa-
rittelee tarkemmin ongelman, jota ty6ssa lahdetdan selvittdmaan. Siina esitelldén aiheen
taustalla olevat olennaisimmat teoriat, tekniikat ja teknologiat. Kappale 3, materiaali ja tut-
kimusmenetelmat, esittelee tutkimuksen aineiston ja tyékalut seka kay lapi tybhén olen-
naisia tutkimusmenetelmia.

Kappale 4 kuvaa tydn toteutuksen. Tdma osa muodostaa tyébn empiirisen osuuden ja
kasittelee tydn toteutusvaiheet. Kappaleessa 5 esitellaan tutkimuksen tulokset. Tuloksia
tarkastellaan seka tiimikohtaisesti ettd vertaamalla ennustemallien tuottamia arvioita koh-
deorganisaation tekemiin kustannusarvioihin.

Kappale 6 sisaltda tutkimuksen pohdinnan ja jatkokehityksen. Siina kaydaan lapi tyén
keskeiset havainnot, haasteet ja mahdolliset jatkokehitysideat seka esitetdén johtopaa-
tokset. Kappale 7, yhteenveto, kdy 1api lyhyesti koko tyén ja sen merkityksen.



2. TEOREETTINEN TAUSTA

Té&ssa luvussa késitelldan tutkimuksen teoreettista taustaa ja tydhon liittyvia keskeisia ka-
sitteitd. Ensin tarkastellaan ohjelmistoprojektin perusperiaatteita, kuten kehitystiimin hal-
lintaa, kustannusanalyysia, tydtiketteja seké aikakustannuksia. Taman jalkeen syvenny-
taadn koneoppimisen kasitteeseen ja sen tarjoamiin mahdollisuuksiin ennustemallien ra-
kentamisessa. Lopuksi esitellaadn aiempia tutkimuksia aihealueelta.

2.1  Ohjelmistoprojekti

Onhjelmistoprojekti on huolellisesti suunniteltu ja rajattu kokonaisuus, jonka tavoitteena on
kehittédd, testata ja ottaa k@ytté6n uusi ohjelmisto tai ohjelmiston osa. Tyypillisesti ohjel-
mistoprojektin elinkaari koostuu neljasta paavaiheesta: selvitys, suunnittelu, kehitys ja
yllapito.

Selvitysvaiheessa kartoitetaan projektin tavoitteet, sidosryhmien tarpeet, tekniset reu-
naehdot seka tarvittavat resurssit. Taméan vaiheen tarkoituksena on varmistaa, etté pro-
jekti on toteuttamiskelpoinen ja ettd sen liikketoimintahyddyt ovat selkeasti maariteltyja.
Suunnitteluvaiheessa laaditaan tarkempi vaatimusmaarittely ja tekninen arkkitehtuuri.
Tassé vaiheessa paatetdan esimerkiksi kaytettavista teknologioista, tietoturvavaatimuk-
sista ja integraatiotarpeista. Kehitysvaiheessa ohjelmisto rakennetaan vaiheittain, usein
ketterien menetelmien, kuten Scrum tai Kanban, mukaisesti. Iteratiivinen kehitys mah-
dollistaa jatkuvan palautteen hyédyntamisen ja nopean reagoinnin muuttuviin tarpeisiin.
Yllapitovaiheessa varmistetaan ohjelmiston toimivuus tuotantoymparistéssa, korjataan
mahdollisia virheita ja tehdaén tarvittavia paivityksia. Yllapito voi sisaltdd myos kayttaja-
tukea seka jatkokehitysta. [1]

Jotta ohjelmistoprojekti voidaan toteuttaa onnistuneesti, se vaatii huolellista suunnittelua,
organisointia, johtamista ja valvontaa. Projektinhallinnan avulla varmistetaan, etta projekti
pysyy aikataulussa, budjetissa ja tayttaa sille asetetut laatuvaatimukset. [1]

Projektinhallinta

Projektinhallinta on prosessi, jonka avulla varmistetaan projektin tavoitteiden saavuttami-
nen sovitussa aikataulussa, budjetissa ja laadussa. Projektinhallinnan keskeinen periaa-



te on hallita kolmea rajoitetta: aika, kustannukset ja laatu. Naiden tasapaino maarittaa
projektin onnistumisen.

Projektinhallintaan olennaisena osana kuuluu:

—_

. Projektin suunnittelu ja aikataulutus
2. Resurssien hallinta ja optimointi

3. Riskien tunnistaminen ja hallinta
4

. Sidosryhmien viestintd ja odotusten hallinta

2]

Ohjelmistoprojekteissa on kaytdssa kaksi yleista projektinhallintamenetelmaa: vesiputous-
malli seka ketterat menetelmat (Agile), joihin kuuluu mm. Kanban, Scrum seka DevOps.
Scrum on yksi ketterista projektinhallinnan menetelmista, joka on suunniteltu auttamaan
tiimeja tehokkaaseen, mutta joustavaan tyéskentelyyn monimutkaisissakin projekteissa.
Scrum perustuu iteratiiviseen ldhestymistapaan, jossa ty6t jaetaan lyhyisiin 1-4 viikon
mittaisiin jaksoihin, eli sprintteihin. Keskeinen rooli Scrumissa on Scrum Masterilla, joka
toimii tiimin johtajana tai valmentajana ja varmistaa esteiden poistamisen, aikataulussa
pysymisen seka tulevien sprinttien suunnittelun. Sprintin paattyessa Scrum Master jar-
jestad retrospektiivikokouksen, jossa arvioidaan sprintin aikana onnistuneet asiat seka
tunnistetaan parannuskohteet. [3]

Projektinhallintaa tukevat erilaiset tyokalut, kuten Jira, Trello, Azure DevOps ja MS Pro-
ject. Naiden avulla hallitaan tydtiketteja, priorisoidaan tehtavia ja seurataan edistymista.
Projektin onnistumista mitataan usein KPI-mittareilla, kuten aikataulun pitavyydelld, bud-
jetin hallinnalla ja asiakastyytyvaisyydella.

Jatkuva kehitys vs projektityo

Jatkuva kehitys tarkoittaa toimintamallia, jossa kehitystiimi keskittyy tietyn palvelun tai
tuotteen ympaérille, ja kehitystyd on luonteeltaan jatkuvaa ja pitkdaikaista. Tama eroaa
perinteisestad projektimallista, jossa projekti on ajallisesti rajattu, kehitys etenee ennalta
maaritellyissd vaiheissa ja paattyy tiettyyn pisteeseen. Jatkuva kehitys perustuu itera-
tiiviseen parantamiseen ja optimointiin ilman selke&a loppupistettd. Se sopii tapauksiin,
joissa tarvitaan jatkuvaa innovointia ja reagointia muuttuviin liiketoimintatarpeisiin ja tek-
nologisiin vaatimuksiin. [4]

Keskeinen ero naiden mallien valilla liittyy joustavuuteen ja kustannusrakenteeseen. Pro-
jektityd on usein kertaluonteinen investointi, jossa aikataulu ja budjetti maaritelldan etu-
kateen. Jatkuvassa kehityksessa kustannukset jakautuvat tasaisesti ajan kuluessa, mika
voi helpottaa ennakoitavuutta, mutta toisaalta vaikeuttaa kokonaiskustannusten hallintaa.

[1]



Jatkuvan kehityksen toimintamalli pohjautuu ketteryyden periaatteisiin sekd DevOps-kulttuuriin,
joissa painotetaan nopeaa reagointia, jatkuvaa integraatiota ja tiimien valista yhteisty6ta.
Jatkuvassa kehittamisessa pyritdan vastaamaan mahdollisimman hyvin liiketoiminnan tar-
peisiin. Tuoteomistajat ovat keskeisessa roolissa tassa prosessissa. Heidan vastuullaan

on varmistaa, etta kehitystiimi keskittyy oikeisiin asioihin ja ettéd kehitys vastaa liikketoimin-

nan tavoitteita. Lisaksi jatkuva kehitys edellyttda tiivista yhteistydta kehityksen, testauk-

sen ja operatiivisen yllapidon valilla, mika korostaa automaation ja jatkuvan integraation
(Cl/CD) merkitysta. [3]

Aikakustannusten arviointi

Aikakustannusten arviointi on prosessi, jolla arvioidaan tietyn tehtavan tai projektin suorit-
tamiseen tarvittavien aikakustannusten maara. Arviointi on tarke& osa projektinhallintaa,
silla arvioinnin tarkkuus vaikuttaa suoraan projektin budjettiin, aikatauluun ja resurssien
allokointiin.

Arviointi voidaan toteuttaa useilla menetelmilld, joista yleisimpid ovat asiantuntija-arvio,
analoginen arviointi, parametrinen arviointi seka kolmipistearviointi. Asiantuntija-arvio pe-
rustuu kokeneiden projektipaallikiden tai kehittdjien ndkemyksiin, kun taas analoginen
arviointi hyédynta& aiempien projektien dataa vertailukohtana. Parametrinen arviointi kéyt-
tdd matemaattisia malleja ja tilastollisia menetelmid, ja kolmipistearviointi yhdistaa opti-
mistisen, pessimistisen ja realistisen arvion, jolloin saadaan todennéakdisempi keskiarvo.

Arvioinnin tueksi kaytetaan erilaisia tydkaluja, kuten Gantt-kaavioita, burndown-kaavioita
ja kapasiteetin arviointia Scrum-projekteissa. Aikakustannusten arvioinnissa esiintyy kui-
tenkin haasteita, kuten epaselvat vaatimukset, tekniset riskit ja projektin aikana tapahtu-
vat muutokset. Koska ajan ja kustannusten valinen yhteys on suora ja kehittjien tunti-
hinta sekd tydméaara maarittavat kustannukset, tarkka arviointi on véalttdmaténta projektin
taloudellisen onnistumisen kannalta. [2]

Viime vuosina modernit menetelmat, kuten koneoppiminen, ovat tuoneet uusia mahdol-
lisuuksia aikakustannusten ennustamiseen. Hyddyntamalla historiadataa ja tilastollisia
malleja voidaan parantaa arvioiden tarkkuutta ja vahentaa inhimillisia virheitd, mika tu-
kee projektinhallinnan paatdksentekoa entistd paremmin.

2.2 Kustannusanalyysi

Kustannusanalyysi on organisaatioille valttamaton tydkalu, joka auttaa yrityksia ymmar-
tdmaan hankintaprosesseja, toimittajasuhteita seké kulutuksen rakenteita ja niiden vai-
kutusta kokonaiskustannuksiin. Ohjelmisto- ja datakehityksessa kustannusanalyysi tukee
projektinhallintaa ja budjetointia, mutta myds selkeyttad yrityksen laajempaa strategista
paatdksentekoa. Tutkimuksen kohdeorganisaatiossa hyddynnetdan laajasti ulkoisia pal-



veluntarjoajia ohjelmisto- ja datakehitystydssa, mika tekee kustannusten jatkuvasta seu-
rannasta erityisen tarkeada. Tarkka kustannusvalvonta mahdollistaa seka saastbjen 16yta-
misen etta resurssien tehokkaan kohdentamisen liilketoiminnan kannalta olennaisiin kehi-
tyshankkeisiin.

Kehitystoiminnan kustannukset voidaan jakaa kahteen paaluokkaan: suoriin ja epasuo-
riin kustannuksiin. Suorat kustannukset ovat selkeéasti sidoksissa tiettyyn tehtédvaan tai
projektin vaiheeseen. Naité ovat esimerkiksi kehittdjien tydaika ja siihen liittyvat laskutet-
tavat tunnit. Nama kustannukset ovat usein helposti mitattavia ja siten luontevia analyysin
kohteita. Epasuorat kustannukset puolestaan liittyvat kehitystydta tukeviin asioihin, kuten
ohjelmistolisensseihin, laitteistohankintoihin, palvelin- ja pilvikustannuksiin seka hallinnol-
lisiin palveluihin. [2] Tassé tutkimuksessa keskitytdan suoriin kustannuksiin ja erityisesti
ulkoisten kehittajien laskuttamiin tyétunteihin, joissa kustannuksia pyritdan kvantifioimaan
tyotiketin perusteella. Talldin voidaan analysoida kustannuksia tarkemmin ja tehda pa-
rempia liiketoimintalahtoisia paatoksia, kuten resurssien optimointia ja kustannustehok-
kuuden parantamista.

Ohjelmistokehityksen kustannusarvioinnissa arvioiden tarkkuus on keskeinen tekija pro-
jektinhallinnan onnistumiselle. Ohjelmiston toteuttamista on hyva arvioida seka rahassa
ettd tydajassa. Kustannusarvioinnissa on hyva huomioida projektin laajuus, teknologia,
tiimin koko seka osaaminen seka riskit ja riippuvuudet. [5, 6]

Viime vuosina kustannusarvioinnin tarkkuutta on pyritty parantamaan yhdistamalla pe-
rinteisia parametrisia malleja, toteutuneisiin kustannuksiin perustuvaa analytiikkaa se-
k& moderneja koneoppimismenetelmia. Rashid ym. (2023) tuovat esille, kuinka hybridi-
tai ensemble-mallit voivat vahentaa perinteisten menetelmien harha-arvioita ja tehda ar-
vioista realistisempia erityisesti monimutkaisissa ja dynaamisissa kehitysymparistbissa.
[6] Naiden havaintojen perusteella kustannusarvioinnin menetelmia on tarpeen paivittaa
sdanndllisesti sekd sovittaa niitd toimintaympéaristédn. Taman avulla kustannusseuran-
nasta voidaan saada luotettavampaa, ja ennusteita voidaan hyddyntaa paatdéksenteossa
tehokkaammin.

2.3 Tyotehtavat ja niiden seuranta

Tybtehtavien jarjestelméllinen seuranta on keskeinen osa ohjelmistokehityksen projektin-
hallintaa. Ketterassa projektinhallintamenetelméassa, kuten Scrumissa, tyén etenemista
seurataan ajallisesti rajatuissa, toistuvissa jaksoissa, eli sprinteissa. Jokaiselle sprintille
asetetaan selkeat tavoitteet, ja ndméa tavoitteet maaritelldén seka priorisoidaan kehitysjo-
noissa, jotka vastaavat Scrumin kasitettd Backlog. Sprintin alussa tiimi valitsee kehitysjo-
noista ne ty6tehtavat, joihin tiimi sitoutuu toteuttamaan sprintin aikana.

Tydtehtavakortit (engl. work items) toimivat tiimin konkreettisina seurantaty6kaluina, joihin



kehitysty0 jaetaan. Ne auttavat tiimia pitimaan ylla jarjestystd, rajaamaan tydn laajuutta ja
keskittymaan sprintin kannalta tarkeimpiin tehtaviin. Niiden avulla ty6é voidaan jakaa pie-
nempiin osiin, mika helpottaa projektin hallintaa ja tekee ty6sta lapindkyvampaa. Lisaksi
tydtehtavaaineiston analysointi tarjoaa arvokasta tietoa projektin todellisesta etenemises-
ta, ajankaytén rakenteesta ja mahdollisista pullonkauloista, miké tukee kehitystoiminnan
jatkuvaa parantamista. [7]

Téssé tutkielmassa tydtehtévien seuranta tapahtuu Azure DevOps -palvelun tarjoaman
projektinhallintajarjestelman kautta. Jarjestelméssa tyotehtavat luokitellaan neljaan ta-
soon: kokonaisuustaso (Epic), ominaisuustaso (Feature), tuotevaatimus (Product) seka
yksittainen kehitystehtava (Backlog Item). Naista kaksi ensimmaistd muodostavat tutki-
muksen kannalta keskeisen hierarkian. Kokonaisuustason tehtava kuvaa laajaa, pitkan
aikavalin kehityskokonaisuutta, joka jaetaan tarkemmiksi ja rajatummiksi kokonaisuuk-
siksi, eli ominaisuustason tehtaviksi. Ominaisuustason tehtévat toimivat kokonaisuusta-
son tehtavien alatasoina ja kuvaavat konkreettisesti, miten laajempi kehitystavoite toteute-
taan kaytanndssa. Kokonaisuustason tehtdva katsotaan valmiiksi vasta silloin, kun kaikki
sen alaiset ominaisuudet on toteutettu. Kaytanndssa tdma tarkoittaa, etta kokonaisuusta-
son tehtavaan kuluva tydmaara muodostuu sen alaisten ominaisuuksien yhteenlasketus-
ta tybajasta.

Jos ylla esiteltyd tybétehtavien hierarkiaa kaytetdan tarkoituksenmukaisesti, voidaan ve-
tad johtopaatds, ettd ominaisuuksien (feature) tydmaaran tulisi olla pienempi kuin niita
kokoavan kokonaisuuden (epic) tydkuormitus. Tama suhde mahdollistaa myés tydaiko-
jen ja kustannusten seurannan ja vertailun eri tasojen valilla, mika on keskeista taman
tutkimuksen analyysissa.

2.4 Koneoppiminen

Koneoppiminen on yksi tekoalyn osa-alue. Koneoppimisen rooli yhteiskunnassa kasvaa
yha suuremmaksi vuosi vuodelta, ja koneoppiminen vaikuttaa jo monilla eri toimialoil-
la, kuten laéketieteessa, teollisuudessa ja liiketaloudessa. [8] Tapiola maéarittelee diplo-
mitydssaan koneoppimisen yksinkertaisesti seuraavanlaisesti: koneoppiminen tarkoittaa,
ettd kone oppii datasta itsendisesti, eikd silld ole etukdteen mdadriteltyja toimintaohjeita
erilaisia tilanteita varten. [9] Koneoppiminen siis viittaa tietokoneiden kykyyn oppia ja teh-
da paatoksia itsenaisesti algoritmien avulla. [8]

Koneoppimisen taustalla on kasitteen oppimisen periaate (engl. Concept Learning), eli
laaja-alaisten késitteiden oppimista yksittaisten esimerkkien kautta. Tama tarkoittaa, etta
tietokonetta opetetaan suorittamaan haluttu tehtava antamalla sille esimerkkeja siita, mi-
ten tehtava tulisi suorittaa. Tavoitteena on saada kone oppimaan varsinaisen kasitteen,
jota esimerkit edustavat. Kun kone on oppinut periaatteet esimerkkien (ns. koulutusdatan)
avulla, se pystyy soveltamaan oppimaansa my®s uusiin, esimerkkien ulkopuolella oleviin



tapauksiin. [10] Esimerkiksi kuvantunnistustehtdvassa kone voi oppia tunnistamaan, hy-
myilevatkd kuvassa esiintyvat kasvot. Kun koneelle annetaan riittdva maéara esimerkkiku-
via, joihin on merkitty, esiintyyké kuvassa hymy vai ei, sen tulisi lopulta kyeta tunnistamaan
hymy myds sellaisista kuvista, joita se ei ole aiemmin n&hnyt.

2.4.1 Koneoppimismallit

Koneoppimisen sovellukset perustuvat matemaattisiin ja tilastollisiin malleihin, jotka oppi-
vat kuvaamaan ilmi6ita ja tuottamaan ennusteita annetun opetusdatan avulla. Koulutet-
tu malli on koneoppimisalgoritmin tuottama lopputulos, joka rakentuu syoétteiden, mallin
rakenteen ja oppimisprosessin tuloksena. Kun malli on koulutettu, sitéd voidaan kayttaa
uusien havaintojen perusteella tapahtuvaan luokitteluun, ennustamiseen tai paatdksen-
teon tukemiseen. [11]

Koneoppimismallit kehitetdan ja optimoidaan perustuen datamaariin. Algoritmit hyddyn-
tavét historiallisia aineistoja ja laskennallisia menetelmia havaitakseen rakenteita, saan-
nénmukaisuuksia ja trendeja datassa. Mallin rakentaminen voidaan luokitella kolmeen
paavaiheeseen: (1) sybtteen esikasittely, jossa data puhdistetaan ja muunnetaan mallille
sopivaan muotoon, (2) mallin oppiminen, jossa algoritmi optimoi mallin parametrit anne-
tun aineiston perusteella, ja (3) ennustaminen ja paatdksenteko, jossa koulutettu malli
soveltaa oppimaansa uusissa tilanteissa. [8] Dataldhtdinen koneoppiminen on yleistynyt
huomattavasti viime vuosina, ja sen helppokayttbiset tydkalut ovat tehneet monista aiem-
min haastavista ongelmista ratkaistavia I&ahes kenelle tahansa [12].

Koneoppimismalleja on useita eri tyyppeja, ja oikea menetelma valitaan ratkaistavan on-
gelman, kaytettavissa olevan datan laadun ja maaran seka halutun tuloksen perusteella.
Mallit voidaan luokitella sen perusteella, kuinka paljon ihmisen valvontaa oppiminen edel-
lyttda. Kolme keskeistd menetelméluokkaa ovat valvottu oppiminen, valvomaton oppimi-
nen ja vahvistusoppiminen [12]. Naiden lisédksi on olemassa puolivalvottu oppiminen, joka
yhdistdd kahden edelld mainitun menetelmén piirteita. [13]

Valvotussa oppimisessa malli opetetaan esimerkkidatan avulla, jossa jokaiselle syétteel-
le on maaritetty haluttu lopputulos (ns. ohjaus- tai opetussignaali). Mallin tehtavana on
oppia yhteys syétteiden ja tulosten valilla niin tarkasti, ettd se pystyy ennustamaan oi-
keita tuloksia uusista, ennennakemattémistad havainnoista. Valvottu oppiminen soveltuu
erityisesti luokitteluun (esim. kuvien sisallén tunnistaminen) ja regressioanalyysiin (esim.
hinnan tai tydmaaran ennustaminen). [13]

Valvomaton oppiminen eroaa valvotusta oppimisesta siten, ettéd opetusaineistossa ei ole
valmiiksi maariteltyd haluttua lopputulosta. Sen sijaan algoritmin tavoitteena on 6ytaa
datasta rakenteita, kuten ryhmittymid, poikkeamia tai riippuvuuksia. Valvomaton oppimi-
nen soveltuu esimerkiksi markkinoiden segmentointiin tai tunnistamaan datasta piirteita,



joiden olemassaolosta ei ole aiempaa tietoa.

Vahvistusoppimisessa oppimisprosessi perustuu agentin ja ymparistén valiseen vuorovai-
kutukseen. Agentti tekee paatdksia ja saa toiminnastaan palautetta palkkioiden tai ran-
gaistusten muodossa. Oppiminen syntyy iteratiivisesti, kun agentti pyrkii maksimoimaan
saamansa kokonaispalkkion tasapainottamalla uuden tiedon hankkimisen (eksplorointi)
ja aiemman tiedon hyddyntamisen (eksploitointi). Menetelma soveltuu erityisesti ongel-
miin, joissa paatdksenteko tapahtuu vaiheittain, kuten robotiikassa tai autonomisissa jar-
jestelmissa. [13]

Edella mainittujen liséksi puolivalvottu oppiminen yhdistaa valvotun ja valvomattoman op-
pimisen etuja hyddyntamalla sekd merkittyd ettd merkitsematonta dataa. Menetelma on
hyodyllinen tilanteissa, joissa datan manuaalinen merkintd on kallista tai hidasta, mutta
merkitsematdnta dataa on runsaasti tarjolla. [12]

Koneoppimismallien valintaan vaikuttavat useat tekijat, kuten datan maara, laatu ja mo-
nimuotoisuus, ongelman luonne, mallin tulkittavuus seka laskennalliset vaatimukset. Esi-
merkiksi paatéspuut ja lineaariset mallit ovat usein tulkittavia ja nopeita kayttaa, kun taas
syvat neuroverkot vaativat enemman dataa ja laskentatehoa, mutta kykenevat oppimaan
monimutkaisempia ilmiditd. Taman vuoksi mallin valinta on keskeinen osa koneoppimi-
sen suunnittelua ja vaikuttaa suoraan mallin suorituskykyyn ja hyddyllisyyteen kaytannén
sovelluksissa.

2.4.2 Datan laatu

Laadukas data on tarkeda ennustemalleja laatiessa. Koulutusdatan laatu vaikuttaa mer-
kittdvasti koneoppimistehtavien tehokkuuteen, tarkkuuteen ja monimutkaisuuteen. Vir-
heet tai epasdadnnénmukaisuudet datassa voivat johtaa epatarkkoihin analyyseihin ja epa-
luotettaviin lopputulemiin. Datan laadun arviointi ja parantaminen on tarkedd ennen mal-
lien kouluttamista, jotta mallien suorituskyky paranee ja iteratiivinen virheenkorjaus vahe-
nee. [14]

Tutkimuksessa kaytdmme koulutuksen lahdedatana strukturoitua, eli rakenteellista dataa,
joka on jarjestetty taulukkomuotoon. TAma data on helposti analysoitavissa ja kéasitelta-
vissa algoritmeilla. Strukturoidussa datassa etenkin suurissa dataméaarissa on usein vir-
heellisid merkint6ja, jotka on tarkeé tunnistaa ja korjata. [15] Strukturoidun datan laatuun
vaikuttavat tekijat on listattu tauluun 2.1.

Naiden virheiden korjaaminen parantaa merkittavasti analyysin tarkkuutta ja luotettavuut-
ta. Laadun arviointi ja parantaminen erilaisten laatumittareiden avulla auttaa varmista-
maan, etta koneoppimismallit voivat hyédyntda dataa tehokkaasti ja tuottaa luotettavia tu-
loksia. Standardimittareiden maarittdminen datan laadun arvioimiseksi ei ainoastaan pa-
ranna mallin suorituskykyé, vaan myds lisda kayttajan luottamusta dataan ja tarjoaa se-
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Taulukko 2.1. Stukturoidun datan laatuun vaikuttavat tekijat, niiden méaéritelmé ja vaiku-

tus koneoppimismalliin

Tekija

Maaritelma

Vaikutus

Luokkien epatasapaino

Luokkien epatasapaino
tarkoittaa, etta jotkut
luokat ovat huomattavasti
suurempia kuin toiset.

Tama voi johtaa mallin
vinoutumiseen, jossa se
suosii suurempia luokkia
ja jattda pienemmat
huomiotta.

Merkintavirheet

Puuttuvat arvot, jotka eivat
ole saatavilla tai ovat
tyhjia.

Puuttuvat arvot voivat
heikentad mallin
suorituskykya ja vaikeuttaa
datan analysointia.

Homogeenisuuden puute

Data ei ole yhtendista ja
johdonmukaista.
Esimerkiksi paivamaarien
kirjaaminen samassa
muodossa.

Poikkeamat voivat
vaaristaa mallin oppimista
ja johtaa epatarkkoihin
tuloksiin.

Poikkeamien
tunnistaminen

Poikkeamat ovat datan
arvoja, jotka eroavat
merkittavasti muista
arvoista.

Poikkeamat voivat
vaaristaa mallin oppimista
ja johtaa epatarkkoihin
tuloksiin.

lityksia datan laadun eri ulottuvuuksista, joissa tarvitaan parannuksia. Erityisesti regres-

siotehtavien laatumittareita ovat: poikkeamien tunnistus, puuttuvien arvojen analyysi ja

luokkien epatasapaino. [14]

Datan puutteiden tunnistamiseen ja korjaamiseen on useita menetelmia:

» Poikkeamien tunnistaminen: Poikkeamien tunnistamiseen voidaan kayttaa tilas-

tollisia mittareita, kuten keskiarvoa ja keskihajontaa, tai koneoppimisalgoritmeja,
jotka havaitsevat epatavallisia arvoja.

Puuttuvien arvojen kasittely: Puuttuvat arvot voidaan kasitella poistamalla rivit tai
sarakkeet, joissa puuttuvia arvoja on, tai imputoimalla, eli korvaamalla puuttuvat
arvot tilastollisilla arvoilla (esim. keskiarvo tai mediaani) tai ennustetuilla arvoilla
kayttaen regressiomalleja.

Luokkien epatasapainon kasittely: Luokkien epatasapainoa voidaan kasitella re-
samplauksella, eli aliedustetut luokat ylindytteistetdan (oversampling) tai ylieduste-
tut luokat alindytteistetddn (undersampling). Aliedustetuille luokille voidaan luoda
synteettisia tietoja kayttden esimerkiksi SMOTE-menetelmaa.

Merkintavirheiden korjaus: Merkintavirheitad voidaan korjata manuaalisesti asian-
tuntijan tarkistamana tai automaattisesti algoritmeilla, jotka tunnistavat ja korjaavat
virheellisida merkint6ja, kuten kirjoitusvirheita.
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« Datan normalisointi ja standardisointi: Normalisointi tarkoittaa datan skaalaa-
mista tiettyyn vaihteluvéliin (esim. 0-1). Standardisointi puolestaan tarkoittaa da-
tan muuntamista noudattamaan normaalijakaumaa (keskiarvo 0 ja keskihajonta 1).
Normalisointia ja standardisointia tehdaan, jotta muuttujien arvot olisivat vertailu-
kelpoisempia keskendan, eivatka ne vaikuttaisi likaa mallin oppimisprosessiin.

» Datan validointi: Validointiin kuuluu sdantdjen ja rajoitusten maarittaminen, kuten
tietotyyppien ja arvoalueiden tarkistaminen. Liséksi ristiviittaukset eri lahteiden va-
lilld auttavat tunnistamaan virheita.

2.5 Aiemmat tutkimukset

Ohjelmistokehityksen kustannus- ja tydmaaraarviointia on tutkittu laajasti jo useiden vuo-
sikymmenten ajan. Aluksi arviointia on tutkittu perinteisimmilla arviointimalleilla, kuten
COCOMO, jotka perustuvat empiirisiin havaintoihin ja ennalta maariteltyihin kaavoihin,
joilla voidaan arvioida ohjelmistoprojektin vaatimien henkildtydkuukausien maara. Etui-
na perinteisissd menetelmissé ovat niiden yksinkertaisuus ja selkeys, mutta ne eivét ota
huomioon nykyaikaisia kehitystydkaluja tai ketteria menetelmia.

Viime vuosina tutkimus on siirtynyt yhd enemman koneoppimisen ja syvaoppimisen hyd-
dyntamiseen, joiden avulla pyritddn parantamaan arvioiden tarkkuutta ja joustavuutta.
Naissa lahestymistavoissa hyddynnetaan algoritmeja, jotka oppivat tunnistamaan moni-
mutkaisia riippuvuuksia ja kaavoja projektidatasta. [6]

Laura Lonka tarkastelee kandidaatintyéssdan koneoppimismallien soveltuvuutta ohjel-
mistokehityksen kustannusarvioinnissa. Han nostaa esiin lupaavina menetelmina keino-
tekoiset neuroverkot, tapauspohjaisen paattelyn ja tukivektorikoneet, mutta korostaa sa-
malla, etta tuloksiin tulee suhtautua kriittisesti. Menetelmat vaativat lisda testausta kay-
tanndn projekteissa, erityisesti laajemmilla ja monipuolisemmilla tietoaineistoilla. [16]

Bhatianin tutkimuksessa Predicting Software Development Effort using Machine Lear-
ning and Deep Learning vertaillaan ML- ja DL-malleja perinteiseen COCOMO-malliin.
Tutkimuksessa kaytettiin muun muassa paéatéspuita, satunnaismetsia, keinotekoisia neu-
roverkkoja (ANN) ja LSTM-malleja. Tulokset osoittavat, ettd LSTM-verkot soveltuvat hyvin
suurten projektien ennustamiseen, kun taas satunnaismetsat toimivat tehokkaasti pie-
nemmissa aineistoissa. Tutkimuksessa korostetaan datan laadun merkitysta ja mallien
tulkittavuuden haasteita, erityisesti syvaoppimisen osalta. Tulevaisuuden tutkimusalueiksi
nostetaan mm. reaaliaikaisen datan hyédyntaminen, ML/DL-menetelmien yhdistaminen
ketteriin ja DevOps-prosesseihin, seké transfer learning ja vahvistusoppiminen, jotka voi-
vat mahdollistaa joustavampia ja oppivia arviointijarjestelmia. [17]

Suurten kielimallien (LLM) potentiaalia arviointitehtévissa tarkastellaan tutkimuksessa Le-
veraging Large Language Models for Predicting Cost and Duration in Software Enginee-
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ring Projects. Tutkimuksessa hyédynnettiin GPT-3.5-mallia, jota hienoséadettiin luonnolli-
sen kielen syotteilla useista julkisista tietoaineistoista, kuten COCOMO ja ISBSG. Vaikka
LLM ei paihittdnyt huipputason koneoppimismalleja, se suoriutui paremmin kuin monet
perusmenetelmat. Mallin etuina korostuvat helppokayttdisyys, vahéinen tekninen yllapi-
to seka kyky kasitella epataydellistd dataa, mika tekee siitd kaytannéllisen vaihtoehdon
erityisesti projektien alkuvaiheen arviointiin. [18]
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3. MATERIAALI JA TUTKIMUSMENETELMAT

T&ssa luvussa esitellddn tutkielmassa kaytettéava aineisto sekd analysointimenetelmét.
Lisdksi luvussa kuvataan tydssa hyédynnetyt tutkimusmenetelmat, jotka mahdollistavat
aineistosta tuotettujen tulosten systemaattisen tarkastelun ja tulkinnan. Tarkoituksena on
siis tarjota lukijalle kokonaiskuva siitd, miten tutkielman empiirinen osuus on toteutettu,
mistd aineisto koostuu ja milla tavoin sité kasitellaan.

3.1 Aineisto

Tutkielman aineisto koostuu kahdesta erillisesta dataldhteesta, jotka yhdessd muodos-
tavat kokonaisvaltaisen ndkyman kehitystiimien toiminnasta. Tiimit siséltdvat seka orga-
nisaation omia tydntekijoita ettd ulkopuolisia kehittdjia. Tarkasteltava kehitystyd tapahtuu
viidessa eri liiketoiminta-alueen tiimissa, jotka vastaavat kukin omasta alueestaan. Tiimit
poikkeavat toisistaan rakenteeltaan ja toimintatavoiltaan, minka vuoksi niitd ei voida suo-
raan rinnastaa toisiinsa. Tasta syysta tiimikohtaisia kustannus- ja tydtehtavatietoja tarkas-
tellaan ty6éssa erillisind kokonaisuuksina. Liséksi jokaisessa tiimissé tydskentelee seka
organisaation omia tydntekijoita ettd ulkoisia kehittdjia, mutta analyysi rajataan ulkoisten
kehittdjien tuottamaan dataan, jotta aineisto pysyy yhdenmukaisena ja vertailukelpoisena.

Ensimmainen dataldhde koostuu Azure DevOps API:n kautta keratysté tyétehtéavaaineis-
tosta, josta on rajattu mukaan ainoastaan ulkoisten kehittajien tekeméat valmiit ty6tehtavat
kuukauden tarkkuudella. Rajapinnan kautta saatua aineistoa voidaan hyddyntaa kehitys-
tyén laadullisessa ja maarallisessé tarkastelussa, silla se tarjoaa kattavaa tietoa ty6teh-
tavékorttien ominaisuuksista, kuten:

» Ty6tehtavan toteuttanut kehittaja

» Ty6tehtavan tyyppi (esimerkiksi epic, feature)

Tiimi, jolle tybtehtava kuuluu

Tybtehtavan tila (state)

Tydtehtavan aktivointi- ja sulkeutumispaivat

Tydtehtéavan otsikko ja kuvaus

Nama tiedot mahdollistavat esimerkiksi tydmaaran jakautumisen, tydtehtavakorttien ka-
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sittelyaikojen sekéa kehitystiimien tuottamien tehtavien luonteen ja kompleksisuuden ana-
lysoimisen. Aineistoa hyddyntdmalld voidaan muodostaa kvantitatiivisia mittareita, jotka
kuvaavat eri tiimien suorituskykyéa ja tuotantoprosessien lapinakyvyytta.

Toinen dataldhde on yritykselta saatu kustannusaineisto, joka on toimitettu Excel-muodossa.
Aineisto sisaltaa ulkoisten kehittajien kuukausittaiset tuntikirjaukset sek& naihin perus-
tuvat laskennalliset kustannukset tiimeittain. Tama kustannusdata mahdollistaa kehitys-
tydn taloudellisen tarkastelun ja tarjoaa téarkedn nakékulman siihen, miten ulkoisten re-
surssien kayttd heijastuu tiimien kokonaiskustannusrakenteeseen. Koska kustannustiedot
ovat saatavilla vain tietylle aikavalille, tutkielman aineisto on rajattu vélille 01/2024—-01/2025.
Tama rajaus varmistaa, ettd analyysi perustuu kattavaan ja yhtendiseen kustannusda-
taan, eikd tarkasteluun sisélly puutteellisia havaintojoukkoja.

Kokonaisuutena ndma kaksi dataldhdettd muodostavat toisiaan tdydentdvan nadkyman
kehitystiimien toimintaan. Ty6tehtavadata antaa konkreettisen kuvan siita, millaista ty6-
ta ulkoiset kehittdjat ovat tehneet ja kuinka tydprosessi etenee, kun taas kustannusdata
mahdollistaa taloudellisen analyysin ja tuottavuuden arvioinnin. Yhdistamalla ndma ai-
neistot voidaan tarkastella, miten tydpanos ja kustannukset suhteutuvat toisiinsa seka
millaisia eroja tiimien valilla esiintyy.

3.2 Tutkimusmenetelmat

Tasséa osiossa kuvataan tutkimuksessa kaytetyt analyysimenetelmat sekd miten aineis-
toa on tarkasteltu ja kasitelty koneoppimismallien kouluttamista varten. Luku koostuu mal-
lien arvioinnissa kaytettyjen menetelmien ja mittareiden esittelysta seka tutkivasta data-
analyysista, jossa aineistoa analysoidaan ennen varsinaista mallinnusta.

3.2.1 Analyysimenetelmat

Té&ssa tutkimuksessa hyddynnetdan kvantitatiivisia analyysimenetelmiéd koneoppimismal-
lien arvioimiseksi ja tulosten vertailuun. Menetelmat keskittyvat erityisesti mallien ennus-
tetarkkuuteen, virheiden mittaamiseen sekd muuttujien valisten riippuvuuksien arviointiin.
Mallien suorituskykya arvioidaan yleisesti kaytetyilla regressioanalyysin virhemittareilla,
joita ovat mm. keskimaarainen absoluuttinen virhe (MAE), neliéllinen keskimaarainen vir-
he (RMSE) ja selitysaste (R?). Nailla mittareilla pyritadn kuvaamaan mallin kykya selittaa
kustannusten vaihtelua ja tuottaa luotettavia ennusteita. Mittareiden avulla voidaan ver-
tailla eri mallien ennustekykya ja tunnistaa ne mallit, jotka soveltuvat parhaiten kehitt&ja-
kustannusten ennustamiseen tarkasteltavassa kontekstissa.

Analyysimenetelmat tukevat sekd datan esikasittelya ettd koneoppimismallien optimoin-
tia. Ne varmistavat, ettd mallien kouluttamiseen kaytettéava aineisto on mahdollisimman in-
formatiivista, laadukasta ja rakenteeltaan sellaista, ettd se soveltuu luotettavasti koneop-
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Kuva 3.1. Korrelaatiokertoimen mittari [20]

pimismallien kouluttamiseen. Nain voidaan parantaa mallien ennustetarkkuutta ja pienen-
taa virheiden seka ylisovittamisen riskia.

3.2.2 Tutkiva data-analyysi

Tutkiva data-analyysi (Exploratory data analysis, EDA) on yksi analyysiprosessin alkuvai-
heista, jonka tavoitteena on muodostaa kokonaiskuva aineiston rakenteesta, ominaisuuk-
sista ja laadusta [13]. EDA:n avulla pyritddn ymmartamaan muuttujien jakaumia, tunnista-
maan mahdollisia poikkeamia sek& havaitsemaan muuttujien valisia riippuvuuksia, jotka
voivat olla merkityksellisid myéhemman mallinnuksen kannalta [19]. Liséksi tutkiva data-
analyysi mahdollistaa aineistoon liittyvien ongelmien, kuten puuttuvien arvojen tai epéa-
johdonmukaisuuksien, tunnistamisen jo ennen varsinaista koneoppimismallien koulutus-
ta [13].

Tassa tutkimuksessa EDA:ta hyddynnetaan erityisesti olennaisten piirteiden tunnistami-
seen sekd arvioimaan, onko aineisto rakenteeltaan riittdvan yhtendinen ja laadukas ko-
neoppimismallien kouluttamista varten. Tavoitteena on ymmartaa, mitka tyétehtévéakort-
tien ominaisuudet vaikuttavat kehittdjien kustannuksiin ja mitkd muuttujat voivat olla en-
nustamisen kannalta tarpeettomia ja saattavat huonontaa ennusteita.

Lineaarisen riippuvuuden mittaamiseen kaytetdén usein Pearsonin korrelaatiokerrointa,
joka saa arvoja valilla [—1, 1]. Kertoimen etumerkki ilmaisee riippuvuuden suunnan: po-
sitiivinen arvo kuvaa samansuuntaista ja negatiivinen arvo vastakkaissuuntaista yhteytta
muuttujien valilla. Kertoimen itseisarvo kuvaa puolestaan lineaarisen riippuvuuden voi-
makkuutta siten, ettd arvot lahelld 1 tai —1 viittaavat vahvaan yhteyteen ja arvot lahella
nollaa heikkoon tai olemattomaan riippuvuuteen. Pearsonin korrelaatiokertoimen tulkin-
taa havainnollistetaan kuvassa 3.1.

On kuitenkin tarked& huomioida, etta korrelaatiokerroin on herkké poikkeaville havainnoil-
le, mika voi vaikuttaa tulosten luotettavuuteen erityisesti vinosti jakautuneissa aineistois-
sa. Tasta syysta EDA-vaiheessa korrelaatioita on syyta tarkastella seka kohdemuuttujaan
(kustannukset) ndhden etta selittdvien muuttujien kesken. Jalkimmainen on tarkeaa mul-
tikollineaarisuuden havaitsemiseksi: jos kaksi selittajaa korreloi vahvasti keskenaan, nii-
den yhtaaikainen kayttd voi heikentdd mallin parametrien tulkintaa ja lisata ennusteiden
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varianssia.

Tutkivassa data-analyysissa hyddynnetdan useita visualisointimenetelmia, kuten korre-
laatiomatriiseja, hajontakuvioita ja histogrammeja, jotka tukevat tilastollista tarkastelua
ja helpottavat tulosten tulkintaa. Visualisoinnit auttavat havaitsemaan datan rakenteessa
piilevia trendeja ja mahdollisia poikkeamia, joita ei pelkkien numeeristen tunnuslukujen
perusteella havaita. Yhteenvetona EDA tuottaa kokonaiskuvan aineiston rakenteesta ja
laadusta, tunnistaa mallinnusta haittaavat piirteet (kuten. poikkeamat ja korrelaatiot) seka
ohjaa esikasittelya ja muuttujien valintaa vahent&en ylisovittamisen riskia. Talla tavoin se
parantaa ennustettavuutta ja tukee myéhempaa mallien arviointia systemaattisilla mitta-
reilla. [13]

3.3 Koneoppimisalgoritmit

Tybhdn on valittu muutama koneoppimisalgoritmi datan analysoimiseen ja ennustami-
seen: lineaarinen regressio, satunnaispuut, satunnaismetsa seka gradienttitehostus. N&-
ma& algoritmit ovat valvottuja oppimismenetelmia, ja ne on valittu niiden suosion ja tehok-
kuuden vuoksi. Lineaarinen regressio ja satunnaispuut ovat yksinkertaisia koneoppimis-
malleja, kun taas satunnaismetsa ja gradienttitehostus ovat monimutkaisempia, jotka pys-
tyvat kasittelem&éan suuria datamaarid ja monimutkaisia ongelmia. Kaikki edelld mainitut
mallit ovat hyvin tuettuja ja dokumentoituja koneoppimiskirjastoissa, mika tekee niiden
kaytosta helppoa. Seuraavaksi perehdytdan naiden algoritmien tarkempiin ominaisuuk-
siin ja kayttétapauksiin.

3.3.1 Lineaarinen Regressio

Lineaarinen regressio on yksi suosituimmista koneoppimisalgoritmeista. Se on yksinker-
tainen tapa mitata kahden muuttujan riippuvuuksia. Menetelmassé oletetaan, ettd muut-
tujien suhde on lineaarinen, eli kun yhden muuttujan arvo muuttuu, se merkitsee myds
toisen muuttujan muutosta. Mallin kuvaaja on suora, ja sen matemaattinen muoto on:

y=a+ fix; +€ (3.1)

missé y on selitettdvd muuttuja, x; ovat selittdvid muuttujia, 5; ovat mallin parametreja
ja e on virhetermi. Koneoppimisessa lineaarista regressiota kaytetédan erityisesti valvotus-
sa oppimisessa ennustamiseen ja mallintamiseen. Mallia kaytetdan esimerkiksi asunnon
hintojen ennustamiseen suhteessa sijaintiin ja pinta-alaan, myynnin kehityksen mainos-
budjetin perusteella tai lampétilan ennustamiseen ajan ja sijainnin perusteella. Kun kay-
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tetdan useita selittdvia muuttujia, mallin kaava on:

y:ﬁO+ﬁ1$1+/B2x2+~-~+ﬁnxn+€7 (32)

Epaluotettavuutta kuitenkin tdhan algoritmiin tuo, kun otetaan huomioon liian monta en-
nustavaa muuttujaa [21]. Mallin luotettavuutta ja toimivuutta arvioidaan mittareilla, kuten
selitysasteella %, joka kertoo, kuinka hyvin malli selittda datan vaihtelua seké virhemit-
tareilla (RMSE, MAE).

3.3.2 Paatéspuumenetelmat

Paatéspuuoppiminen on koneoppimismenetelma, jossa rakennetaan paatdéspuu opetusai-
neiston perusteella, jotta voidaan oppia haluttu saantd tai malli. Sitd voidaan kayttaa
joko jatkuvalle (regressio) tai kategoriselle vasteelle. Padatéspuu muodostaa selittavien
muuttujien perusteella paattelysaantdja, joiden avulla havaintojen muodostama muuttuja-
avaruus jaetaan osiin. [22]

Paatéspuita voidaan kayttaa yksittaisind malleina, mutta niiden tehokkuutta voidaan pa-
rantaa yhdistdmalld useita puita yhdeksi kokonaisuudeksi, eli metséksi. Kaksi yleisinta
menetelmaa tallaisten yhdistelmamallien luomiseksi ovat satunnaistaminen ja tehostami-
nen (boosting). [11] Tassa osiossa selitetdan ensin, mita yksittéiset paatéspuut ovat ja
miten niité rakennetaan. Sen jélkeen esitelldan kaksi yhdistelmamallia: satunnaismetsa
ja gradienttitehostus.

Paatoéspuut

Paatéspuu (engl. decision tree) on valvotun oppimisen malli, joka koostuu juurisolmus-
ta (root node), valimuotoisista solmuista (intermediate nodes) ja lehtisolmuista (leaf no-
de). Jokainen solmu siséltaa joko testin ja haarautumisen johonkin syétteen parametriin
tai lopullisen vastauksen (lehtisolmun). Paatéspuun toiminta alkaa juurisolmusta, jossa
suoritetaan ensimmainen testi syétedatan perusteella. Se on yleensa sellainen muuttuja
(feature), joka parhaiten erottaa eri luokat toisistaan. Puun haaroja seurataan vastaamalla
solmuissa oleviin testeihin sydtteen avulla, kunnes saavutetaan lehtisolmu, joka sisaltaa
lopullisen ennusteen tai paatéksen.

Lopullinen malli, jonka pa&atéspuualgoritmi tuottaa, voidaan esittda vuokaaviona, joka ku-
vaa puun rakenteen ja paatoksenteon kulun. Kuvassa 3.2 on R. Bali et al. kirjasta Practical
Machine Learning with Python esimerkki, jossa kuvataan Titancin matkustajien selviyty-
misen ennustamista. Paatdéspuu arvioi matkustajan selviytymisen todennékdisyyksia eri
ominaisuuksien perusteella. [13]

Paatéspuu on helposti tulkittava malli, silld sen avulla voidaan seurata polkua tuntemat-
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Kuva 3.2. Esimerkki paéatéspuumallista [13]

toman datapisteen arvojen perusteella. Mallin parametreina toimivat ne muuttujat, joiden
perusteella aineisto jaetaan (esimerkiksi sukupuoli, ik& ja perhesuhteet laivalla), seka nai-
den muuttujien arvot.

Kuvan 3.2 datan tapauksessa, jos henkild oli nainen, malli ennustaa suurella todennakéi-
syydella, ettd han selvisi hengissa. Sen sijaan miespuoliset lapset, joiden ika oli alle 9
vuotta ja 6 kuukautta, ovat mallin mukaan todennakdisesti menehtyneet.

CART-algoritmi

CART (engl. Classification and regression trees) on yksi tunnetuimmista algoritmeista
paatdspuun rakentamiseen, jonka kehitti Breiman ym. vuonna 1984. Algoritmi rakentaa
paatdspuun jakamalla aineiston rekursiivisesti kahteen osaan sellaisten muuttujien ja ar-
vojen perusteella, jotka parhaiten erottavat datapisteet toisistaan.

Algoritmi tarjoaa mahdollisuuden seka luokittelu- ettd regressiopuiden rakentamiseen.
Luokitteluongelmassa CART-algoritmi kayttda Gini-indeksia, joka mittaa aineiston epa-
puhtautta, eli sitd, kuinka sekaisin luokat ovat. Regressio-ongelmissa virhemittarina kay-
tetdén taas yleensa pienimman neliGsumman menetelmaa (engl. Least Squares Estima-
tion, LSE) tai pienimméan itseisarvon poikkeamaa (engl. Least Absolute Deviation, LAD).
Regressiossa koulutusdataa jaetaan rekursiivisesti pienempiin osajoukkoihin, tavoitteena
on jakaa tiedot siten, etta jddnndsvahennys kussakin osajoukossa on mahdollisimman
pieni. [23] Jaanndsvahennys kertoo sen, kuinka paljon ennustettujen ja todellisten ar-
vojen keskimaarainen nelidpoikkeama pienenee, kun osajoukko jaetaan. Mitd pienempi
jadnndsvahennys on, sitd paremmin malli sopii dataan.

Regressiossa pyritddn minimoimaan solmujen siséinen varianssi. Jokaisessa vaiheessa
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algoritmi valitsee sen muuttujan ja jakokohdan, joka tuottaa parhaan mahdollisen jaon, ja
jatkaa tata prosessia, kunnes saavutetaan pysaytyskriteeri (esim. maksimi syvyys, mini-
mimaara havaintoja solmussa tai impurity-arvon raja). [24]

CART-algoritmin tuottama puu on bindérinen, eli jokaisessa solmussa on enintdan kaksi
haaraa. Tama tekee mallista yksinkertaisen ja helposti tulkittavan, mutta samalla se voi
olla altis ylisovittamiselle, erityisesti jos puu kasvaa liian syvaksi. Taméan vuoksi CART-
malleja usein karsitaan jalkikateen, jotta mallin yleistettavyys paranee. CART on laajasti
kaytetty algoritmi, ja se toimii perustana monille kehittyneemmille menetelmille, kuten sa-
tunnaismetsalle ja gradienttitehostukselle.[24]

Satunnaismetsa

Satunnaismetsa on koneoppimisalgoritmi, joka hyédyntaa useita paatéspuita tarkemman
ennusteen tuottamiseksi. Algoritmia voidaan kayttaa seka jatkuvien etta kategoristen muut-
tujien ennustamiseen. [22] Satunnaismetsa kayttaa satunnaista |ahestymistapaa paatés-
puiden rakentamiseen: jokainen puu koulutetaan satunnaisesti valituilla objekteilla ja sa-
tunnaisesti valituilla ominaisuuksilla, niin kutsutulla satunnaisella alijoukkomenetelmalla.

Kun kaikki puut on koulutettu, niiden yksittiiset ennusteet yhdistetdan lopulliseksi tu-
lokseksi. Tuloksen voi muodostaa joko enemmistéaanestyksella (luokittelutehtavissa) tai
ottamalla puiden ennusteiden keskiarvo (regressiotehtavissd). Taman lahestymistavan
avulla on mahdollista vdhentdd mallin virhettd, silla se pienentaé yksittaisten mallien en-
nusteiden hajontaa ja parantaa yleistettavyytta [25].

New sample

| l |

Result 1 Result 2 Result 3
| Majority voting / Averaging |

Random forest prediction

Kuva 3.3. Satunnaismetsdn malli [26]

Kuvassa 3.3 havainnollistetaan satunnaismetsan prosessia. Jokainen puu saa satunnai-
sen otoksen datasta ja sen ominaisuuksista ja tekee siitd oman ennusteensa. Lopuksi



20

puiden ennustetulokset yhdistetdan, jolloin saadaan lopullinen ennuste.

Scikit-learn -kirjaston RandomfForestClassifier-luokittelualgoritmi on toteutus satunnais-
metsamenetelmasta, jota kdytetdan kategoristen muuttujien ennustamiseen. Algoritmi ra-
kentaa useita paatéspuita koulutusdatan perusteella ja yhdistaa niiden ennusteet, yleen-
sa enemmistéaanestykselld, lopullisen luokan maarittdmiseksi.

Gradienttitehostus

Gradienttitehostus on koosteoppimismenetelm3, jota kaytetdan seka luokittelu- etté regres-
siotehtavissa. Koosteoppiminen (engl. ensemble learning) tarkoittaa, etta useita yksinker-
taisia malleja (yleensa paatéspuita) yhdistetddn muodostamaan vahvempi ja tarkempi en-
nustemalli. Gradienttitehostus toimii kouluttamalla malleja perakkain siten, ettd jokainen
uusi malli pyrkii korjaamaan edeltdjansa tekemat virheet. Tama tapahtuu optimoimalla
tappiofunktiota, kuten keskineliévirhettd (MSE) tai ristientropiaa (cross-entropy).

Fp=yi—) ry=rp-r ry=r;—7r; Py =N~ TN
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Kuva 3.4. Gradienttitehostuksen periaate [27]

Gradienttitehostuksen toimintaperiaate koostuu useista vaiheista (kuva 3.4). Ensimmai-
sessa iteraatiossa ensimmainen puu (Tree 1) koulutetaan alkuperaisella datalla X ja to-
dellisilla arvoilla y. Se tuottaa ennusteita, joiden perusteella lasketaan virheet. Seuraa-
vassa iteraatiossa toinen puu (Tree 2) koulutetaan samoilla ominaisuuksilla X, mutta sen
tavoitteena on ennustaa edellisen puun virheité r;. Tdma prosessi toistuu jokaiselle puul-
le, jolloin kukin uusi puu keskittyy edellisen mallin virheiden korjaamiseen. Kun kaikki puut
on koulutettu, ennusteet tehdd&dn summaamalla kaikkien puiden kontribuutiot. Lopullinen
ennuste annetaan kaavalla:

Ypred = Y1 TN *xT1+N*xra+ ...+ 0%y,

misséa rq, ro, ..., ry ovat jokaisen puun ennustamat virheet. [27]
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Jotta mallin oppiminen ei olisi liilan nopeaa tai herkkaa yksittéisille virheille, gradienttite-
hostuksessa kaytetdan kutistumista (engl. shrinkage). Tama toteutetaan oppimiskertoi-
men (learning rate) avulla, joka skaalaa jokaisen puun vaikutusta lopulliseen ennustee-
seen. Oppimiskerroin 7 on tyypillisesti valilla 0—1, ja sen avulla varmistetaan, etta yksit-
taisten puiden kontribuutio pysyy hallittuna. Pienempi oppimiskerroin voi parantaa mallin
yleistettévyytta ja vahentaa ylioppimisen riskia, erityisesti kun malliin lisdtaan useita puita.
[27]

3.3.3 Ylioppiminen

Jos mallissa on liikkaa parametreja, se voi johtaa mallin ylioppimiseen. [12] Ylioppiminen
tarkoittaa, ettd malli oppii opetusdatan erityispiirteet niin hyvin, etta sen yleistyvyys heik-
kenee. Talldin opetusdatan syétteiden yhdistdminen opetusdatan tuloksiin ei perustu on-
gelman ratkaisemiseen, vaan enemmankin ndytteiden muistamiseen. Kaytanndssa se
tarkoittaisi samaa kuin jos ihminen opettelisi jonkin yhteenlaskun ulkoa, kuten 1+1=2,
mutta lopulta ei ymmarra sen olevan laskutoimitus. [28] Vaikka parametrien kasvatta-
minen toimisi virheettd opetusdatalle, se voi johtaa epaonnistumiseen muilla naytteilla
ennustamisessa[12]. Ylioppiminen on siten ongelmallista, koska malli ei enda yleisty ta-
pauksiin, joita ei ole mukana opetusaineistossa. [28] (s. 147-148)

Alioppiminen taas tarkoittaa vastakkaista tilannetta ylioppimiseen: mallin kapasiteetti tai
rakenne ei ole riittava jaljittelemaan datan rakennetta. Tasséa tapauksessa virhe on suuri
seka opetus- etta testidatassa. Molemmat yli- ja alioppiminen johtuvat yleensa liian va-
héisesta opetusdatasta, epainformatiivisista piirteista tai epatarkoituksenmukaisesta mal-
livalinnasta. Kaytdnndssa jokainen malli toimii todellisessa tilanteessa huonommin kuin
kehityksen aikana kaytetylla aineistolla, mik& korostaa huolellisen validoinnin merkitysta.
Kuva 3.5 havainnollistaa yli- ja alioppimista suhteessa tasapainotilanteeseen.

Underfitting X Balanced Overfitting

Kuva 3.5. Yli- ja alioppiminen verrattuna tasapainotilanteeseen [29].
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3.4 Kaytetyt tyokalut

Tassa tydssa hyddynnetdan Python-ohjelmointikielta tyétehtavakorttiaineiston esikasitte-
lyyn, analysointiin seka kustannusennusteiden mallintamiseen. Python soveltuu erityisen
hyvin data-analytiikkaan sen selkedn syntaksin, laajan kirjastoekosysteemin ja vahvan
yhteensopivuuden tilastollisten sekd koneoppimismenetelmien kanssa. Ty6ssa kaytetyt
keskeiset kirjastot tukevat datan koko analyysiputkea raakadatan kasittelystd mallien ar-
viointiin ja tulosten visualisointiin.

Aineiston kasittely toteutetaan paaosin pandas-kirjaston DataFrame-rakenteen avulla.
Pandas perustuu taulukkomuotoiseen datamalliin, joka vastaa relaatio- ja tilastotieteen
perinteisia havainto—muuttuja-rakenteita. Kirjasto tarjoaa tehokkaat ja vektorisoidut ope-
raatiot datan suodattamiseen, yhdistdmiseen, ryhmittelyyn ja aggregointiin, mik& mahdol-
listaa suurtenkin aineistojen systemaattisen kasittelyn. Liséksi pandas tukee puuttuvien
arvojen hallintaa, aikaleimadatan késittelya sekd useita tiedostomuotoja, minka ansios-
ta Excel-muotoisen kustannusaineiston lukeminen ja analyysitulosten taulukoiminen on
suoraviivaista. [30]

Tutkivassa data-analyysissa hyédynnetddn matplotlib-kirjastoa ja sen seaborn-kirjastoa.
Matplotlib tarjoaa matalan tason kirjaston erilaisten kuvaajien rakentamiseen. Seaborn
puolestaan laajentaa matplotlibin toiminnallisuutta tarjoamalla tilastollisesti informatiivi-
sia visualisointeja, kuten jakaumakuvia, hajontakuvioita ja korrelaatiomatriiseja. Lisaksi
Seaborn integroituu hyvin pandas-kirjaston kanssa. [31] Visualisointien kautta pystytaan
havainnollistamaan datan rakenteellisia ominaisuuksia, kuten muuttujien jakaumia, riip-
puvuussuhteita sekd mahdollisia poikkeamia datassa.

Koneoppimismallien rakentaminen ja testaus toteutetaan scikit-learn-kirjaston avulla. Scikit-
learn on yksinkertainen ja tehokas ty6kalu ennustavaan datan analysointiin. Se perus-
tuu modulaariseen ja yhdenmukaiseen mallirajapintaan, jossa kaikkien mallien opetus-
ja ennustusvaiheet noudattavat fit—predict-periaatetta. Tama mahdollistaa erilaisten al-
goritmien systemaattisen vertailun saman prosessin sisélla. Kirjasto sisaltda laajan va-
likoiman regressiomalleja, kuten lineaarisia regressioita sekd puupohjaisia menetelmia,
joiden avulla voidaan mallintaa muuttujien valisia suhteita ja tuottaa ennusteita datan pe-
rusteella. [32] Mallien suorituskykya voidaan arvioida yleisesti kaytetyilla regressiomitta-
reilla, kuten keskimaaraisella absoluuttisella virheelld (MAE), keskimaaraisella nelibvir-
heelld (MSE) ja selitysasteella (R?), seka ristiinvalidoinnin avulla, jolla pyritaén varmista-
maan mallien yleistettavyys.

Tydn toteutusymparistona kaytetédén pilvipohjaista Databricks-alustaa, joka on rakennettu
Apache Sparkin paélle. Databricks mahdollistaa datan varastoinnin, kasittelyn ja analy-
soinnin samassa ymparistdssa ja pystyy kasittelemaan skaalautuvia laskentoja suurille-
kin aineistoille. Alusta soveltuu hyvin seka tutkimukselliseen (exploratiiviseen) analyysiin
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ettd tuotantotasoiseen datankasittelyyn samassa alustassa. Ymparist6 tukee skaalautu-
vaa datan esikasittelya, koneoppimismallien rakentamista seka toistettavien dataputkien
toteutusta. Lisédksi databricksin notebook-tyékalu mahdollistaa koodin, dokumentaation ja
analyysitulosten yhdistdmisen samaan kokonaisuuteen. Tama selkeyttaa analyysien ke-
hittAmista seka tekee tydsta toistettavamman ja helposti seurattavan. [33]

3.5 Ennustemallien suorituskyvyn mittarit

Tulosten analysoinnissa kaytetdan kolmea keskeista mittaria, joilla mitataan mallien suo-
rituskykya [13]:

+ Selitysaste (R?)
» Keskimaarainen absoluuttinen virhe (MAE)

* Neliéllinen keskimaarainen virhe (RMSE)

Kaikki kolme mittaria ovat koneoppimismalleissa yleisesti kaytettyja, mutta ne kuvaavat
mallin suorituskykya eri ndkdkulmista.

Selitysaste (R?) kertoo, kuinka hyvin malli selittdd kohdemuuttujan vaihtelua verrattuna
yksinkertaiseen vertailukohtaan, jossa jokaiselle havainnolle ennustetaan kohdemuuttu-
jan keskiarvo. R2-arvo vaihtelee tyypillisesti valilla 0—1, jossa 1 tarkoittaa taydellista se-
litystd ja O tarkoittaa, ettd malli ei ole yhtddn parempi kuin keskiarvoennuste. Keskiar-
voennusteella tarkoitetaan, etta sen sijaan ettad kaytettaisiin ennustemalleja, havainnoille
ennustetaan kustannus aiempien kuukausien keskiarvon perusteella. Negatiivinen arvo
puolestaan tarkoittaa, ettd malli ennustaa huonommin kuin pelkka keskiarvo, mika viit-
taa siihen, ettei malli ole oppinut datan rakenteesta oikein. Tama voi johtua esimerkiksi
ylisovittamisesta tai liian vahaisesté datasta. Selitysasteen kaava on:

R2—1_ > (i —9)°
>im (Ui —Y)?

jossa y; on todellinen arvo, ; mallin ennuste ja y kohdemuuttujan keskiarvo.

Keskimaarainen absoluuttinen virhe (MAE) mittaa mallin ennusteen keskiméaaraista poik-
keamaa todellisista arvoista absoluuttisena virheend. MAE on hyvin samankaltainen kuin
MSE, mutta toisin kuin MSE, MAE ei neli6i virheitd, joten se on vahemman herkka yk-
sittaisille suurille poikkeamille. MAE on myd&s helposti tulkittavissa, koska se on samassa
yksikdssa kuin kohdemuuttuja (esim. euroina), ja se kertoo, kuinka paljon ennuste keski-
maarin poikkeaa todellisesta arvosta. MAE:n kaava on:

1 n
MAFE = = -
n;lly ¥il
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jossa n on havaintojen maéra, y; todellinen arvo ja ¢, ennustettu arvo.

Nelidjuurinen keskinelidvirhe (RMSE) mittaa ennustevirheen suuruutta ja painottaa suu-
ria virheita voimakkaasti. RMSE perustuu keskineliévirheeseen (MSE), mutta ottaa siité
nelidjuuren, jolloin mittarin yksikkd on sama kuin kohdemuuttujalla (esim. euroina). Tama
tekee RMSE:sta helpommin tulkittavan kuin MSE:n, jonka yksikkd on nelidity (esim. €2).
Mita pienempi RMSE, sita tarkempi malli.

RMSE:n kaava on:

n

1 .
RMSE = (| =3 (5= §,)2

i=1

jossa n on havaintojen maara, y; todellinen arvo ja ¢, ennustettu arvo. [13]
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4. TOTEUTUS

Tassé luvussa kuvataan tydn toteutusvaiheet, jotka muodostavat pohjan ennustemallien
rakentamiselle. Aluksi kasitelladn dataldhteiden yhdistamisprosessia, eli kaydaan lapi, mi-
ten kustannus- ja tyétehtavéatiedot yhdistettiin yhdeksi aineistoksi. Taman jalkeen késitel-
laan aineiston puhdistus ja esikasittely, mukaan lukien korrelaatioanalyysi ja muuttujien
valinta. Lopuksi esitelldan koneoppimismallien toteutus: valitut algoritmit, niiden koulutus-
menetelmat, hyperparametrien valinta seka tiimikohtainen lahestymistapa mallien raken-
tamisessa.

4.1 Datalahteiden yhdistaminen yhdeksi aineistoksi

Tutkimuksen aineisto muodostui kahdesta paaasiallisesta lahteesta: kustannustiedoista
ja ty6tehtavatiedoista. Ennen naiden yhdistadmistd molemmat I&hteet esikasiteltiin, jotta
mallin koulutukseen tarvittavat tiedot saatiin koottua yhtendiseen muotoon. Lopputulok-
sena syntyi taulukkomuotoinen tiedosto, joka toimii ennustemallien koulutusaineistona.

Kustannustiedot kerattiin konsulttiyrityskohtaisista taulukoista, joissa oli eritelty tydmaa-
rat ja niihin liittyvat kustannukset tiimi- ja henkil6kohtaisella tasolla kuukausittain. Koska
kehitystiimeissa saattoi olla kehittdjia useista eri yrityksista, tiimikohtaiset kuukausittaiset
tunnit ja kustannukset laskettiin yhteen useista Iahdetiedostoista.

Ty6tehtavakorttien tiedot haettiin Azure DevOpsin workitems -rajapinnan kautta suoraan
Databricks-ymparistdon, jossa ne tallentuivat tehtdvakohtaisina riveind. Tata aineistoa
taytyi myds suodattaa ja puhdistaa, etta se oli yhtendinen kustannustietojen kanssa seka
soveltui mallin koulutukseen. Tata varten laadittin komentosarja (script), joka rajasi tie-
dot tiimikohtaisesti ja sisallytti vain ulkopuolisten kehittajien tekemat tydtehtavakortit, jotka
olivat siirtyneet valmis-tilaan. Lis&ksi huomioitiin vain vuodesta 2024 alkaen valmistuneet
tehtavat, jotta aineisto vastaisi kustannustietoja ajallisesti.

Kun molemmat datalahteet olivat esikésiteltyja, ne yhdistettiin kuukausikohtaisesti kehi-
tystiimien mukaan. N&in saatiin yhtendinen aineisto, jota voitiin kayttdd ennustemallien
rakentamiseen. Kuvassa 4.1 on esitetty datalahteiden yhdistamisprosessin.

Taulukossa 4.1 on esitetty aineiston selittdvat muuttujat seka selitettavd muuttuja. Jokai-
nen muuttuja on numeerinen, mika helpottaa mallien sovittamista ja vahentaa tarvetta
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Tehtavadata

\msuodalus ulkoisiin
hittgjiin, summattu

tyohtehtavat ja

|3pimenoajat
I{ehitystiimeiﬂéin\
Kustannusdatalémﬂ-ieeﬁ//’,

yhdistaminen

Yhtenadinen aineisto

Kustannusdata

Kuva 4.1. Dataldhteiden yhdistdmisen prosessi

Muuttuja Kuvaus

Kuukausi Uniikki muuttuja jokaisesta kuukaudesta

Epic Valmistuneiden Epic-tehtavien maara

Feature Valmistuneiden Feature-tehtavien maéara

Kaikki Kokonaismaara valmistuneista tytehtavakorteista (feature
+ epic)

Lapimenoaika | Summa tehtavakortin kestosta
Kapasiteetti Tiimin kehittadjamaara

Kustannus Kehittdjien tuntityémaaraéan perustuva kustannus, joka toi-
mii ennustemallien kohdemuuttujana

Taulukko 4.1. Tutkimuksen aineiston muuttujat ja niiden kuvaukset

kategoristen muuttujien kasittelylle. Muuttujat kuvaavat tiimin toimintaa ja resursseja kuu-
kausitasolla.

4.2 Aineiston puhdistus

Kun aineisto on kerétty ja yhdistetty, sitd taytyy edelleen esikasitelld, jotta se olisi ra-
kenteellisesti yhtendinen ja soveltuisi ennustemallien koulutukseen. Esikasittelyvaiheessa
suoritettiin tutkiva data-analytiikka: poistettiin tarpeettomat sarakkeet, tdydennettiin puut-
tuvat arvot ja varmistettiin, ettd kaikki muuttujat olivat numeerisessa muodossa. Nain luo-
tiin pohja, joka mahdollistaa mallien tehokkaan ja virheettdoman koulutuksen.

Ennustemallit koulutetaan tiimikohtaisesti, silla tiimien kaytannét tehtavien seurannassa
ja tehtévien ominaisuudet eroavat toisistaan. Nama erot tekevat aineistosta keskendan
vertailukelvotonta, ja tiimikohtainen I&hestymistapa varmistaa, ettd malli oppii kunkin tii-
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Data columns (total 32 columns):

Column Hon-MNull Count Dhype
month 24 non-null datetimebd[ns]
month_id 21 non-null floated
epic_TRL 9 non-null floated
feature TRL 18 mon-null floated
all ticket=z TRL 21 non-null floated
tyomaara_TRL 17 non-null floated
kapasiteetti TRL | 19 non-null floated
Cost_TRL 19 mon-null floated
epic_SKV 18 non-null floated
feature_SKV 19 non-null floated
all tickets_SKV 23 non-null floated
tyomaara_SKV 28 non-null floated
kapasiteetti SKV 16 mon-null floated
Cost_SKV 19 non-null floated
epic_KvH 8 non-null floated
feature_ KVH 16 non-null floated
all tickets_ KWH & non-null floated
tyomaara_KVH 7 non-null floated
kapasiteetti KMH 18 non-null floathd
Cost_KVH 19 non-null floated
epic_SME & non-null floated
feature_SME 16 mon-null floated
all_tickets SME 19 non-null floated
tyomaara_SME 16 non-null floated
kapasiteetti SME 19 mon-null floated
Cost_SME 19 mon-null floated
epic_ICTI 18 non-null floathd
feature_ICTI 28 non-null floated
all tickets ICTI 23 non-null floated
tyomaara_ICTI 28 non-null floated
kapasiteetti ICTI 16 mon-null floated
31 Cost ICTI 19 non-null floated
dtypes: datetimeB4d[ns](1), floate4({31}
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Kuva 4.2. Aineiston muuttujat listattuna. Non-Null Count -sarake kuvaa, kuinka monessa
havainnossa muuttujalla on arvo. Mitd pienempi arvo, sitd enemméan muuttujasta puuttuu
havaintoja.

min omista toimintatavoista eika vaéaristy muiden tiimien eroavaisuuksien vuoksi.

Kuvassa 4.2 on esitetty koulutusaineiston rakenne seké ei-nolla-arvojen méara per sara-
ke. Punaisella on laatikoitu yhden kehitystiimin selittavat ja selitettavat muuttujat. Kuten
kuvasta voidaan havaita, timien tehtavien seuraamisessa on huomattavia eroja. Esimer-
kiksi KVH-tiimi ei kayta lainkaan Epic -tyyppisia tehtavia, mink& vuoksi Epic-sarakkeen
ei-nolla-arvojen maara on nolla. Epic-tehtavien vahaisempi esiintyvyys verrattuna muihin
sarakkeisiin selittyy silld, ettd Epic edustaa laajempaa kokonaisuutta, joka koostuu useis-
ta Feature-tehtavista. Taméan vuoksi yhden kuukauden aikana ei valttamatta valmistu yh-
tdan Epic-tehtavaa, vaikka pienempia Feature-tehtavia valmistuisi useita.

Aineiston esikasittelyvaiheessa keskityttiin mydés muuttujien vélisten korrelaatioiden tar-
kasteluun, jotta ymmarrettaisiin paremmin datan rakenne ja muuttujien valiset riippu-
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Kuva 4.3. Pairplot havainnollistaa muuttujien vélisid korrelaatioita ja mahdollisia poikkea-
via havaintoja.

vuudet. Tavoitteena oli tunnistaa ne muuttujat, jotka korreloivat vahvimmin kustannus-
ten kanssa, silla kustannus toimii ennustemallien kohdemuuttujana. Korrelaatioanalyysin
avulla voitiin poistaa muuttujia, joilla ei ollut merkittavaa yhteytta kustannuksiin, ja liséksi
valttaa sellaisia, jotka voisivat heikentad mallin suorituskykya tai aiheuttaa ylioppimista.

Kuvassa 4.3 on esitetty pairplot-kuvaaja, joka havainnollistaa muuttujien valisia korrelaa-
tioita, ryhmittymi& ja poikkeavia havaintoja. Pairplotin avulla voidaan tarkastella hajonta-
kaavioita muuttujaparien valilla ja arvioida, miten kukin muuttuja suhteutuu kustannuksiin.
Tama on erityisen hyddyllistd mallin suunnitteluvaineessa, silla se paljastaa mahdollisia
lineaarisia tai epalineaarisia yhteyksia, jotka voivat vaikuttaa mallin ennustekykyyn. Li-
saksi pairplot auttaa tunnistamaan poikkeavia havaintoja, jotka voivat vaaristdd mallin
oppimista, ja antaa visuaalisen kasityksen muuttujien jakaumista.

Kuvassa 4.4 puolestaan on lampdkartta, joka antaa kokonaiskuvan korrelaatioiden voi-
makkuuksista varisavyjen ja korrelaatiokertoimien avulla. Ldmpdékartan avulla voidaan
nopeasti tunnistaa muuttujat, joilla on vahva yhteys kustannuksiin, sek& havaita mahdol-
linen multikollineaarisuus, joka voi heikentdd mallin suorituskykya. Esimerkiksi, jos kak-
si selittdvdd muuttujaa korreloivat keskendan erittdin voimakkaasti, niiden yhtaaikainen
kayttd voi johtaa mallin epavakauteen.

Molemmat visualisointitavat tukevat aineiston rakenteen ymmartamista ja auttavat tunnis-
tamaan vahvasti korreloivat muuttujat, mika on oleellista mallin koulutusaineistoa muo-
dostettaessa. Naiden analyysien perusteella voidaan tehda perusteltuja paatbdksia siita,
mitk& muuttujat sisallytetdan lopulliseen malliin ja mitka jatetadn pois. Tama vaihe on kriit-
tinen, silla se vaikuttaa suoraan mallin tarkkuuteen, yleistettdvyyteen ja tulkittavuuteen.

Kun esikasittely, puhdistus ja tutkiva analytiikka oli suoritettu, aineistosta jai jaljelle vain
ennustamisen kannalta oleellisimmat muuttujat. Nain varmistettiin, ettd koulutusaineisto
on optimoitu mallin suorituskyvyn ja tulkittavuuden kannalta.

4.3 Mallien rakentaminen

Kaikki koulutus- ja esikasittelyvaiheet toteutettiin Pythonilla Databricks-ymparistéssa. Ty6-
hén valittiin nelja koneoppimismallia: lineaarinen regressio, paatdspuu, satunnaismetsa ja
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Kuva 4.4. SKV -tiimin ldmpdkartta. Ldmpdkartta ndyttdd korrelaatioiden voimakkuudet
varisdvyjen avulla, mikad helpottaa yhteyksien tunnistamista.

gradienttitehostus. Aineisto jaettiin koulutus- ja testidataan 80/20-suhteella.

Mallien parametrit riippuivat tiimikohtaisista eroista, silld muuttujien korrelaatiot kustan-
nuksiin vaihtelivat tiimien valilla. Taulukossa 4.2 on esitetty korrelaatiokertoimet kustan-
nusten ja selittdvien muuttujien valilld. Ennustemalleihin otettiin ensisijaisesti mukaan
muuttujat, joilla oli riittAvan vahva yhteys kohdemuuttujaan (tdssd tydssa kaytetty raja-
arvo on > 0.5), jotta malliin siséllytettaisiin vain ennustamisen kannalta merkittavat tekijat.
Kaikkia néiden ehtojen mukaisia muuttujia ei otettu kuitenkaan mukaan, koska osa niis-
ta kuvaa kaytanndssa samaa asiaa.Mikali kaksi selittdvda muuttujaa korreloi keskenaén
hyvin voimakkaasti, niiden samanaikainen kayttd voi tuoda malliin paallekkaisyytta ja vai-
keuttaa tulkintaa. Erityisesti lineaarisissa malleissa tama voi nakya kertoimien epavakau-
tena (multikollineaarisuus), ja pienessé aineistossa se voi myos liséta ylioppimisen riskia.
Téaman vuoksi vahvasti toisiinsa liittyvistd muuttujista valittiin malliin vain toinen, kuten esi-
merkiksi kuvasta 4.4 voidaan huomata, ettéd feature- ja all_tickets-muuttujat korreloi
vahvasti toisiinsa nahden (R%=0.88).

Koulutus toteutettiin Pythonin scikit-learn -kirjaston avulla. Paatéspuu-, satunnaismetsa-
ja gradienttitehostusmallien suorituskykya saadettiin hyperparametreilla, jotka vaikuttavat
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Tiimi Epic | Feature | Kaikki | Lapimenoaika | Kapasiteetti | Kuukausi
Kehitystiimi 1 (SKV) | 0.41 | 0.66 0.53 | 0.28 0.71 0.14
Kehitystiimi 2 (KVH) | - 0.56 0.56 | 0.07 0.88 0.16
Kehitystiimi 3 (SME) | 0.38 | 0.65 0.62 | 0.34 0.75 0.52
Kehitystiimi 4 (TRL) | 0.47 | 0.62 0.62 | 0.43 0.54 0.2
Kehitystiimi 5 (ICTIl) | 0.37 | 0.6 0.59 | 0.41 0.37 -0.37

Taulukko 4.2. Tiimien korrelaatiokertoimet kustannusten ja muuttujien valill4.

mallin rakenteeseen ja oppimisprosessiin. Hyperparametrit valittiin kokeellisesti siten, et-
ta ne tasapainottivat mallin tarkkuuden ja ylisovittamisen riskin. Paatéspuussa kaytettiin
enimmaissyvyytta max_depth arvolla 3, mika rajoittaa puun monimutkaisuutta ja estaa lii-
allista ylisovittamista. Satunnaismetsassa enimmaissyvyys asetettiin arvoon 10, ja malliin
sisallytettiin 100 puuta n_estimators, mikd parantaa ennusteen vakautta ja vahentaa
satunnaisuutta. Lisdksi satunnaismetsassa kaytettiin parametria min_samples_split =
2, joka maarittdad vahimmaismaaran havaintoja solmun jakamiseen ja mahdollistaa riit-
tavan tarkkuuden ilman liiallista mallin kasvua. Gradienttitehostuksessa puiden syvyys
rajoitettiin arvoon 3, ja oppimisnopeus learning_rate asetettiin arvoon 0,1, mika var-
mistaa, etta jokainen uusi puu korjaa edellisen virheitd hallitusti. Hyperparametrien arvot
on koottu taulukkoon 4.3, jossa esitetdéan kullekin mallille kaytetyt keskeiset parametrit.

Koneoppimismalli | max_depth | n_estimators | min_samples_split | learning_rate
Paatdspuu 3 - - -
Satunnaismetsé 10 100 2 -
Gradienttitehostus | 3 - - 0.1

Taulukko 4.3. Kéytetyt hyperparametrit eri koneoppimismalleissa
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5. TULOKSET

Tassé luvussa esitelldan koneoppimismallien koulutuksesta saatuja tuloksia ja arvioidaan
niiden ennustekykyd. Tuloksia tarkastellaan tiimikohtaisesti ja vertaillaan eri mallien vah-
vuuksia ja heikkouksia. Tulokset esitetddn seka taulukoiden ettd visualisointien avulla, ja
analyysissa hyédynnetédan keskeisia mittareita, kuten selitysastetta seka virhemittareita.
Lisaksi mallien ennusteita verrataan ihmisten tekemiin arvioihin kuukausittaisista kustan-
nuksista.

5.1 Mallien suorituskyky ja vertailu

Mallien suorituskykyé arvioitiin 80/20-koulutus- ja testijaolla. Arviointimittareina kaytettiin
selitysastetta R? seka virhemittareita MAE ja RMSE. Selitysaste laskettiin seké koulutus-
ettd testidatalle, mutta MAE ja RMSE laskettiin vain testidatalle. R? kuvaa, kuinka hyvin
malli selittdd kohdemuuttujan vaihtelua, kun taas MAE ja RMSE kuvaavat ennustevirhetta
euroissa (pienempi arvo on parempi). Taulukko 5.1 esittelee mallien suorituskykymittarit
ja kdytetyt parametrit tiimeittain.

Tulokset osoittavat, ettd mallien suorituskyky vaihteli huomattavasti eri tiimien valilla. KVH-
tiimissa useat mallit tuottivat selvasti positiivisia ja korkeimmat testidatan selitysasteen
arvot (R? = 0.73-0.88) seké pienemmit virhearvot tarkastelluista timeista. Erityisesti li-
neaarinen regressio tuotti KVH-timissa parhaan testidatan selitysasteen arvon (R? =
0.877) ja pienimméat virhearvot (MAE = 3 464 ja RMSE = 4 209).

Osassa tiimeista testidatan suorituskyky jai hyvinkin heikoksi. SKV-tiimissa kaikkien mal-
lien testidatan R2-arvot olivat negatiivisia, miké tarkoittaa, ettd SKV-timissad mallit ei-
vat testiaineistossa parantaneet ennustetta verrattuna yksinkertaiseen keskiarvoennus-
teeseen. SME-timiss& vain lineaarinen regressio saavutti lievasti positiivisen R2-arvon
(R? = 0.024), mutta virhemittarit pysyivat korkeina.

ICTI-tiimissa kaikkien mallien R (testi)-arvot olivat positiivisia (n. 0.44—0.53), ja virhemit-
tarit olivat keskendan melko samalla tasolla (MAE n. 11 900-13 300 ja RMSE n. 14 200-
15 500). Parhaan testisuorituskyvyn ICTI-tiimissé saavutti satunnaismetsa (R? = 0.531,
MAE = 11 908 ja RMSE = 14 191), mutta erot muihin malleihin jaivat melko pieniksi. TRL-
tiimiss& paatdspuu ja gradienttitehostus tuottivat pienimmat virhearvot testiaineistossa ja



32

Taulukko 5.1. Mallien suorituskyky tiimeittdin. R* raportoitu opetus- ja testiaineistosta,
MAE ja RMSE testiaineistosta.

Tiimi Malli Parametrit R? (opetus) R? (test) MAE (€) RMSE (€)
ICTI Lineaarinen regressio feature 0.170 0.505 12294 14 572
ICTI Paatéspuu feature 0.471 0.440 13341 15 502
ICTI Satunnaismetsa feature 0.494 0.531 11908 14 191
ICTI Gradienttitehostus feature 0.561 0.521 12116 14 339
KVH Lineaarinen regressio kapasiteetti, all_tickets 0.770 0.877 3 464 4209
KVH P&atéspuu kapasiteetti, all_tickets 0.942 0.790 5167 5511
KVH Satunnaismetsa kapasiteetti, all_tickets 0.927 0.802 5044 5345
KVH Gradienttitehostus kapasiteetti, all_tickets 0.949 0.728 5537 6 271
SKV Lineaarinen regressio kapasiteetti, feature 0.755 -0.512 9979 13 456
SKV Paatdéspuu kapasiteetti, feature 0.885 -0.797 8172 14 673
SKV Satunnaismetsa kapasiteetti, feature 0.889 -0.690 7 869 14 228
SKV Gradienttitehostus kapasiteetti, feature 0.907 -0.830 9 056 14 805
SME Lineaarinen regressio kapasiteetti, feature 0.678 0.024 11719 14 483
SME P&atéspuu kapasiteetti, feature 0.849 -1.625 19553 23 755
SME Satunnaismetsa kapasiteetti, feature 0.880 -0.912 17 211 20 274
SME Gradienttitehostus kapasiteetti, feature 0.907 -1.887 20 161 24 913
TRL Lineaarinen regressio kapasiteetti, feature 0.606 -0.119 10021 12 045
TRL Paatéspuu kapasiteetti, feature 0.890 0.438 7 634 8 539
TRL Satunnaismetsa kapasiteetti, feature 0.923 0.178 8 782 10 326
TRL Gradienttitehostus kapasiteetti, feature 0.994 0.437 7720 8 548

niden R2-arvot olivat ldhes samat (R? ~ 0.44). Paatéspuun tulokset olivat MAE = 7
634 ja RMSE = 8 539, ja gradienttitehostuksella MAE = 7 720 ja RMSE = 8 548. Satun-
naismetsan testisuorituskyky jai TRL-timissé heikommaksi (R? = 0.178), ja lineaarisen
regression 122 oli negatiivinen (R? = —0.119), mik& nakyy myds suurempina virhearvoi-
na.

Kuvassa 5.1 visualisoidaan testidatan selitysasteet tiimeittdin ja malleittain [ampdkartta-
na. Lampokartassa vérisdvy kuvaa R?-arvon suuruutta: mitd vinredmpi solu on, sita pa-
remmin malli selittdd kohdemuuttujan vaihtelua testiaineistossa. Vastaavasti punaisem-
mat savyt viittaavat heikompaan selitysasteeseen. Kun katsotaan testin R2? keskiarvoa
mallityypeittdin, lineaarinen regressio suoriutui keskimaérin parhaiten.

Kuva 5.2 havainnollistaa opetus- ja testidatan selitysasteen eroa tiimeittain ja malleittain.
Useissa tapauksissa opetusdatan R2-arvot olivat selvasti testidatan arvoja korkeampia,
mika viittaa siihen, ettd malli sovittuu opetusdataan hyvin, mutta yleistyy heikommin tes-
tiaineistoon. Erityisesti SKV- ja SME-tiimeissa testidatan R2 on useilla malleilla negatii-
vinen, kun taas KVH-tiimissa testisuorituskyky sailyy korkeana kaikilla malleilla. ICTI-
tiimissa kaikkien mallien testiaineiston R2-arvot ovat positiivisia, ja yleistymisero (opetus—
testi) on keskimaarin pienempi kuin niissa tiimeissé, joissa testiaineiston selitysaste on



33

Lineaarinen regressio  Paidtéspuu  Satunnaismetsd Gradienttitehostus

ICTI 0.51 0.44 0.53 0.52
KVH 0.88 0.79 0.80 0.73
SKV -0.51 -0.80 -0.69 -0.83
SME 0.02 -1.63 -0.91 -1.89
TRL -0.12 0.44 0.18 0.44

Kuva 5.1. Testiaineiston selitysasteet (R?) tiimeittdin ja malleittain. Positiiviset arvot (vih-
red) viittaavat parempaan yleistyvyyteen, kun taas negatiiviset arvot (punainen) tarkoitta-
vat, ettd malli suoriutuu heikommin

negatiivisen puolella. TRL-tiimissa opetus-testi-ero vaihtelee mallin mukaan: parhaiksi
osoittautuneilla malleilla testisuorituskyky pysyy selvasti positiivisena, kun taas heikom-
min suoriutuvalla mallilla ero korostuu.

Tulokset osoittavat, ettd ennustemallien suorituskyky ja yleistettavyys ovat vahvasti tiimi-
kohtaisia. Sama mallityyppi voi tuottaa yhdessa tiimissa pienia ennustevirheita, mutta toi-
sessa tiimissa virheet voivat olla selvasti suurempia. Taman takia mallien suorituskykya
on olennaista tarkastella tiimin sisalla, eiké vertailla virhearvoja suoraan eri tiimien valilla.

Kuvissa 5.3a ja5.3b esitetyt MAE- ja RMSE-arvot havainnollistavat naité tiimikohtaisia
eroja. Koska tiimien kustannustasot ja kustannusten vaihtelu eroavat toisistaan, suurempi
virhearvo ei aina tarkoita heikompaa mallia. Joissakin tiimeissé kustannukset vaihtelevat
huomattavasti enemman, jolloin my6s ennustevirheet ovat suurempia. Tasta syysta MAE-
ja RMSE-mittareita tulkitaan tassa ty0ssa suhteellisina mittareina mallien valilla saman
tiimin sisalla.

Tiimikohtaiset erot nakyvat seka selitysasteessa (Kuva 5.1) etta virhemittareissa: ICTI-
ja KVH-tiimissa mallit ovat kesken&én lahella toisiaan, kun taas TRL-tiimissa paatdéspuu
ja gradienttitehostus erottuvat selkeammin muista. Tiimikohtaiset erot kertovat, ettd mal-
lin soveltuvuus kustannusennustamiseen riippuu seka kaytetysta mallista etta siita, miten
saannénmukaisesti ja ennustettavasti kustannukset kyseisessa tiimissa vaihtelevat. Siksi
mallien arviointi kannattaa tehda tiimikohtaisesti, ja tarvittaessa myds kaytettavat muuttu-
jat ja esikasittely pitda sovittaa tiimin dataan.

5.2 Yleistettavyys ja mallien luotettavuus

Mallien luotettavuutta voidaan arvioida testiaineiston virhemittareiden (MAE ja RMSE)
avulla seka tarkastelemalla opetus- ja testisuorituskyvyn valistd eroa (Kuva 5.2). Luotet-
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Kuva 5.2. Selitysaste (R*) opetus- ja testiaineistossa tiimeittéin ja malleittain. Sininen pis-
te kuvaa opetusdatan R?-arvoa ja punainen piste testidatan R?-arvoa. Pisteiden vélinen
erotus havainnollistaa mallin yleistymiseron (opetus—testi).
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(b) MAE (testi) timeittdin ja malleittain.

Kuva 5.3. Virhemittarit testiaineistossa tiimeittain ja malleittain. Pienempi arvo tarkoittaa
parempaa ennustetarkkuutta.

tava malli tuottaa testidatassa pienid virheitd ja sailyttdd suorituskykynsa suhteessa yk-
sinkertaisempiin menetelmiin. Ylioppimisen riski puolestaan korostuu tilanteissa, joissa
malli nayttda suoriutuvan hyvin opetusdatassa, mutta testidatan suorituskyky heikkenee
selvasti.

Mallin ylioppiminen voidaan huomata téssa tydssa parin havainnon kautta. Useissa ta-
pauksissa opetusdatan selitysaste oli selvasti parempi kuin testidatan selitysaste, mika
viittaa siihen, ettd mallit oppivat osin koulutusdatan piirteitd. Liséksi monimutkaisemmat
mallit eivat tuottaneet pienempié testivirheitd kuin yksinkertaisemmat menetelmat kaikis-
sa tiimeissd. TAma heikentad monimutkaisten mallien kaytdnnén luotettavuutta tédssa ai-
neistossa, koska parempi sovitus koulutusdataan ei siirry vastaavaksi parannukseksi tes-
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tidatassa.

MAE ja RMSE toimivat hyvin arvioimaan luotettavuutta. MAE kuvaa ennustevirhettd, kun
taas RMSE korostaa yksittéaisten suurten virheiden vaikutusta. Kustannusennustamisen
nakékulmasta RMSE on informatiivinen erityisesti silloin, kun halutaan minimoida suur-
ten poikkeamien riskia, kun taas MAE kuvaa ennusteen keskimaaraista tarkkuutta. Nai-
den mittareiden samansuuntainen kayttaytyminen tukee tulkintaa mallin vakaudesta, kun
taas suuri ero MAE:n ja RMSE:n valilla voi viitata siihen, ettd mallin ennusteet sisaltavat
ajoittain suuria virheita.

5.3 Vertailu kohdeorganisaation kustannusarvioihin

Ennustemallien kaytannon hyotya arvioitiin vertaamalla mallien tuottamia kustannusen-
nusteita kohdeorganisaation asiantuntijan tekemiin kuukausittaisiin kustannusarvioihin.
Asiantuntijan arviointitieto perustui miten tiimien sen hetkiset kehittajaresurssoinnit on al-
lokoitu tiimien tuoteomistajien kanssa. Kustannusarvio muodostettiin kehittdjakohtaisesti
hyédyntamalla kehittdjan tuntihintaa ja arvioimalla, kuinka monta ty0paivaa ja tyétuntia
kehittdja kuukaudessa tekee. Tybtunnit jaettiin tiimeille sovittujen allokaatioiden mukai-
sesti, minka jalkeen tiimikohtainen kustannusarvio saatiin summaamalla kyseiselle tiimille
kohdistetut kustannusosuudet. Koska seka asiantuntija-arvio ettd mallien ennusteet olivat
saatavilla samoille kuukausihavainnoille, niita voitiin vertailla samoilla virhemittareilla.

Vertailu tehtiin kahdelle kuukaudelle, joille toteutuneet kustannukset olivat saatavilla da-
tan mallinnuksen jalkeen. Arvioinnin apuna kaytettiin MAE ja RMSE mittareita, jotta tilan-
netta saatiin mahdollisimman hyvin havainnettua.

Taulukko 5.2. Kohdeorganisaation kustannusarvion ja ennustemallin vertailu kahden to-
teutuneen kuukauden perusteella. Lyhenteet: lineaarinen regressio (LR), gradienttitehos-
tus (GB)

Tiimi Malli MAE arvio€ MAE malli€ RMSE arvio€ RMSE malli€
ICTI LR 20 146 9989 20 890 10 636
KVH LR 8 756 6 054 11 685 6120
SKV LR 1164 2 333 1 646 2 333
SME LR 4 504 12 941 4 508 13 883
TRL GB 19 954 2 995 25 549 4103
Keskiméaarin 10 905 6 862 15 803 8 551

Taulukko 5.2 esittda virhearviot tiimeittain kahden kuukauden osalta. Tulosten perusteel-
la TRL-, KVH- ja ICTI-timeissad ennustemalli on l&hempéané toteutuneita kustannuksia
kuin kohdeorganisaation arvio, kun taas SKV- ja SME-tiimeissa kohdeorganisaation arvio
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MAE kahden kuukauden toteumilla (kuukaudet 1-2)
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Kuva 5.4. MAE kahden kuukauden toteumilla (kuukaudet 1-2): kohdeorganisaation kus-
tannusarvio vs. ennustemalli

osuu toteumaan paremmin kuin ennustemalli. SKV-tiimissa kuitenkin erot ennusteiden
valilla ovat pienid, ja molemmat arviot ovat virheen suuruudeltaan lahes samalla tasolla.
Keskim&arin kuitenkin ennustemalli oli tarkempi kuin kohdeorganisaation kustannusarvio
kahden toteutuneen kuukauden perusteella.

Kuvassa 5.4 visualisoidaan pylvasdiagrammina absoluuttiset virheet (MAE) organisaa-
tion arviolle seka ennustemallille. Tasta kuvasta voidaan havainnollistaa, missa timeissa
ennustemalli tuo eniten lisdarvoa ja missa taas manuaalinen arvio toimii paremmin. Kos-
ka vertailu perustuu toistaiseksi kahteen toteumakuukauteen, tuloksia tulkitaan suuntaa-
antavina.
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6. POHDINTA JA JATKOKEHITYS

Tasséa luvussa tarkastellaan tyon keskeisida havaintoja, toteutusta ja tuloksia, tuodaan
esiin tydssa ilmenneitd haasteita ja rajoitteita. Lisaksi luvussa pohditaan tyén merkitys-
ta ja esitetdan kehitysideoita seka mahdollisia jatkotoimenpiteita.

Tydn tavoitteena oli analysoida ulkoisten kehittdjien kustannuksia suhteessa valmistunei-
siin tydtehtavakortteihin ja rakentaa ennustemalli, jonka avulla voidaan arvioida tulevien
ty6tehtévien kustannuksia. Tallainen malli voisi tarjota merkittdvaa lisdarvoa yrityksen
budijetoinnille ja resursoinnille.

6.1 Keskeiset haasteet

Tydn aikana ilmeni useita merkittavia haasteita, jotka liittyivat seka datan kasittelyyn etta
mallinnukseen. Ensimmainen keskeinen ongelma oli aineiston kerddminen ja esikasittely.
Dataa jouduttiin hakemaan useista eri lahteistd ja yhdistimaan kustannustiedot tybtehta-
vatietoihin manuaalisesti. Tama prosessi oli tydlas ja altis virheille, silla pienikin puuttuva
kustannus tai tydtehtava saattaa vaaristda koulutusdataa merkittédvasti. Manuaalinen tyd
hidasti analyysia ja lisési inhimillisen virheen riskia, mika korostaa automatisoitujen da-
taintegraatioiden tarvetta.

Toinen merkittdva haaste liittyi aineiston kokoon ja laatuun. Kaytettavisséd oleva dataa
oli niukasti, mikd heikensi mallien yleistettavyytta. Pieni aineisto tarkoitti, ettd yksittaiset
poikkeamat vaikuttivat mallien suorituskykyyn huomattavasti. Liséksi validointi oli vaikeaa:
testidatan erottaminen vei suuren osan aineistosta, jolloin mallien arviointi ei ollut luotet-
tavaa. TAma rajoitti mahdollisuuksia kayttdd monimutkaisempia algoritmeja, jotka vaati-
vat suuria datamaaria. Mallinnuksen osalta haasteita aiheutti ylioppimisen riski. Pienessa
aineistossa mallit oppivat helposti koulutusdatan yksityiskohtia, mutta eivat toimineet uu-
della datalla. TAma nakyi erityisesti paatéspuissa ja gradienttitehostuksessa, joissa kou-
lutusdatan selitysasteet olivat korkeita, mutta testidatan tulokset olivat heikkoja tai jopa
negatiivisia. Monimutkaiset mallit, kuten satunnaismetsa ja gradienttitehostus, eivat tuot-
taneet merkittéavasti parempia tuloksia kuin yksinkertaisemmat menetelmét. Syvaoppimi-
nen, kuten neuroverkot, olisi ollut liian raskasta ja epavakaata nain pienelld aineistolla.

Haasteet vaikuttivat myds tulosten luotettavuuteen. Aineiston vahyyden ja epatasaisuu-
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den takia ennusteet ovat suuntaa-antavia, eivatka riita tallaisena paatdksenteon pohjaksi
ilman laajempaa dataa. Ennen mallien kayttéénottoa on siis varmistettava datan katta-
vuus ja eheys seka luotettava validointi riittdvan suurella testijoukolla.

Nama haasteet osoittavat, ettd keskeinen osuus ennustemallien rakentamisessa paatok-
senteon tueksi on hallita datan eheyttd ja prosessien luotettavuutta. Ne korostavat, etta
datan keruun ja kasittelyn laatu vaikuttaa suoraan mallien suorituskykyyn ja tulosten tul-
kittavuuteen. Lisaksi ne tuovat esiin, ettd pienet aineistot ja manuaaliset vaiheet lisdavat
epavarmuutta ja rajoittavat mallien kdytanndn sovellettavuutta. Kun haasteet tunnistetaan
ja ymmarretdan, voidaan paremmin arvioida mallien soveltuvuutta kustannusten ennus-
tamiseen ja suunnitella kehitysaskeleet, jotka parantavat prosessien luotettavuutta tule-
vaisuudessa.

6.2 Jatkokehitys

Kuten haasteissa todettiin aineiston koon olevan liian pieni, tulisi koulutusdatan kokoa
kasvattaa yleistettavyyden ja parempien tulosten saavuttamiseksi. Suurempi aineisto mah-
dollistaa luotettavamman testauksen ja validoinnin, mikd vahentaa ylioppimisen riskia.
Laajempi aineisto voisi sisaltda pidemman aikavélin kustannustietoja seka tarkempia tie-
toja tyOtehtavien ominaisuuksista, kuten kompleksisuus, arvioitu tydmaéara ja prioriteetti.

Datan kasittelya voitaisiin jatkossa toteuttaa myds eri tavalla. Nykyinen kuukausitasoinen
aggregointi voi peittaa yksittaisten tyétehtavien kustannusrakenteen ja ajalliset riippuvuu-
det. Vaihtoehtoisesti dataa voidaan kasitelld tyétehtévéatasolla, jolloin jokainen havain-
to vastaa yksittaista ty6td. Tama mahdollistaisi mallin, jossa huomioitaisiin tyétehtavien
ominaisuudet, kuten kesto, tyyppi ja kehittdjan profiili. Lisaksi voidaan tutkia sekvenssi-
pohjaisia menetelmid, jotka mahdollistavat ajallisten riippuvuuksien huomioimisen datas-
sa (esim. LSTM- tai Transformer-verkot), jolloin mallit voivat oppia kustannusten kehitysta
ajan yli.

Kun aineistoa saadaan kasvatettua, voidaan harkita syvadoppimisen menetelmia, kuten
neuroverkkoja, erityisesti jos datassa on monimutkaisia ei-lineaarisia riippuvuuksia. Li-
sédksi luonnollisen kielen kasittely (NLP) tarjoaa kiinnostavia mahdollisuuksia: tyétehtéva-
korttien tekstikuvauksista voidaan louhia tietoa, jotka selittaisi kustannuksia. Esimerkiksi
sen avulla voidaan arvioida, onko tydtehtéavakortti teknisesti haastava tai siséltdadko se
paljon epaselvyyksia, mika voi vaikuttaa tydmaaraan. Tata varten voidaan hyddyntaa esi-
koulutettuja kielimalleja (esim. BERT, GPT), jotka tuottavat semanttisia piirteita tekstista.

Jatkokehityksessa voidaan myds tutkia hybridimalleja, joissa yhdistetdan strukturoitu da-
ta (kustannukset, kehittajatiedot) ja tekstidata (tydtehtavakorttien kuvaukset). Tama voi-
si parantaa ennustetarkkuutta merkittavasti. Lisdksi voidaan kehittdd automaattisia put-
kistoja datan kerddmiseen ja esikasittelyyn, jotta manuaalinen tyé vahenee ja virheriski
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pienenee. Integraatiot projektinhallintajarjestelmien ja kustannusseurannan valilla voisivat
tuottaa yhtendisen ja ajantasaisen aineiston ilman kasin tehtéavia yhdistelyja.

Kéytanndn nakdkulmasta olisi hyddyllista rakentaa ennustemallien ymparille kayttoliitty-
ma tai visualisointindkyma, joka havainnoi kustannusarviot helposti luettaviksi. T&ma voi-
si tukea paatdksentekoa budjetoinnissa ja resursoinnissa. Jatkossa voidaan myds tutkia,
miten ennustemallit integroituvat osaksi yrityksen projektinhallintaprosesseja, jolloin kus-
tannusarviot péivittyvat automaattisesti uusien tikettien ja kehittajatietojen perusteella.
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7. YHTEENVETO

Taman diplomityén tavoitteena oli analysoida ulkoisten kehittdjien kustannuksia suhtees-
sa heidan toteuttamiinsa tyétehtavakortteihin seké arvioida koneoppimismenetelmien so-
veltuvuutta tulevien kustannusten ennustamiseen. Aihe oli liiketoiminnallisesti merkityk-
sellinen, silla luotettava kustannusarviointi tukee budjetointia, resursointia ja kehitystyén
ohjausta. Tydn tulokset osoittavat kuitenkin, etta kaytettavissa olevan datan ominaisuudet
tuovat merkittavia rajoitteita ennustemallien luotettavalle hyédyntamiselle.

Tydn keskeisimmét haasteet liittyivat datan keruuseen, esik@sittelyyn ja aineiston niuk-
kuuteen. Datan kokoaminen useista lahteistd vaati paljon manuaalista ty6ta, mika lisasi
virheriskid ja heikensi aineiston eheytta. Lisaksi pieni ja epatasainen aineisto vaikeutti
luotettavaa validointia ja lisasi ylioppimisen riskia, mink& vuoksi monimutkaiset koneop-
pimismallit eivat tuottaneet yksinkertaisempia menetelmid parempia tuloksia. Naiden ra-
joitteiden vuoksi ennustemallit jaivat kokeiluluonteisiksi, ja niiden tuottamat arviot olivat
suuntaa-antavia. TAma korostaa sita, ettd kustannusennustamisen onnistuminen riippuu
ensisijaisesti datan laadusta, eheydesta ja kattavuudesta, ei pelkastaan valitun mallin mo-
nimutkaisuudesta.

Jatkokehityksen kannalta keskeisiksi kehityskohteiksi tunnistettiin koulutusdatan kasvat-
taminen, datan kasittelyn automatisointi ja tarkemman, esimerkiksi tydtehtavatasoisen
aineiston hyédyntaminen. Laajempi ja laadukkaampi data mahdollistaisi kehittyneempien
mallien, kuten syvaoppimisen ja NLP-menetelmien, hyddyntdmisen seka luotettavamman
ennustamisen. Lisaksi voitaisiin tarkastella hybridimalleja, automaattisia dataputkistoja ja
visualisointitydkaluja, jotka tukisivat kustannusten hallintaa ja padatéksentekoa kaytannés-
sd. Nain voidaan syventaa ymmarrysta siita, millaiset tehtavat tyypillisesti aiheuttavat kus-
tannuksia ja parantaa edellytyksia jatkossa kehitettavien ennustemallien hyédyntamiselle.

Vaikka ennustemallien suorituskyky jai rajalliseksi, ty®d tuotti arvokasta ymmarrysta sii-
ta, mitka tekijat ovat yhteydessa kustannuksiin ja miten kustannukset jakautuvat eri tii-
mien ja tyon tekemisen kaytanteiden valilla. Tyd osoittaa, ettd kustannusennustamisen
kehittdmisessad datan laatu on hyvin tarkeéssa roolissa. Tama diplomity6 tarjoaa lahtéta-
son nykytilan arviointiin sekd selkeét kehityssuunnat, joihin panostamalla ennustemallien
ka&ytanndn hyotyd voidaan kasvattaa tulevissa jatkotdissa.
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