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ABSTRACT 

Juhani Larikka: Analysis of a ship hull response history 
Master’s thesis 
Tampere University 
Master’s Degree Programme in Civil Engineering 
May 2026 
 

This master’s thesis analyses full-scale strain gauge data measured from the hull of a cruise 
ship with the objective of forming a reliable characterization of the structure’s stochastic response 
history, assessing hull fatigue damage and modelling extreme responses. In addition, the thesis 
develops a compression method based on harmonic components for efficient storage of meas-
urement data 

The theoretical background for the computational process is presented, covering statistics, 
signal processing and fatigue theory. Statistical methods are used to refine the observed re-
sponse history and model it as a continuous function. For a response history modeled using a 
probability distribution, a corresponding fatigue damage distribution can be defined. Fatigue dam-
age was calculated using the Palmgren–Miner rule. A peaks-over-threshold model was employed 
to determine structural extreme responses. 

The case study focused on a cruise ship for which there were over two years of measured 
strain gauge data. A computational process was developed for processing strain gauge data to 
determine the structural fatigue damage and extreme responses. Fatigue damage was assessed 
by modeling the stress history using a probability distribution and calculating the corresponding 
fatigue damage. In the analysis of extreme responses, focus was on the largest observed stress 
amplitudes. Based on those amplitudes on the maximum stress peaks expected over the struc-
ture’s lifetime were estimated. 

To improve the efficiency of measurement data processing, a compression algorithm based 
on harmonic components was developed. This algorithm enables long measurement periods to 
be stored and measurement data to be transferred more efficiently. Evaluation of the algorithm 
demonstrated that it is well suited for signal compression in fatigue analysis. 

The results of the thesis provide a comprehensive overview of the response history of the 
cruise ship hull, as well as the corresponding estimates of fatigue damage and extreme re-
sponses. The developed computational process was found to be functional and suitable for the 
analysis of large measurement datasets; however, due to the limitations, assumptions, and lack 
of data in this study, the results cannot be directly applied to practical design work. 

 
Keywords: Response history, fatigue damage, harmonic components 
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1. JOHDANTO 

Risteilylaivan runko altistuu elinikänsä aikana vaihtuva-amplitudiselle dynaamiselle kuormituk-

selle, joka aiheutuu pääasiassa vallitsevista aalto-olosuhteista ja aluksen liikkeistä merellä. Nämä 

kuormitukset aiheuttavat laivan rakenteisiin vaihtelevia jännitystiloja, joiden seurauksena runko 

väsyy. Erityisesti risteilyalusten kaltaisissa väsymiskriittisissä rakenteissa luotettava tieto raken-

teen todellisesta jännityshistoriasta on välttämätöntä turvallisen ja taloudellisen rakennesuunnit-

telun tueksi. 

Venymäliuskatäysmittakaavamittaukset mahdollistavat rakenteen vasteen reaaliaikaisen seuraa-

misen todellisissa käyttöolosuhteissa. Tällainen mittausdata on luonteeltaan stokastista ja aineis-

ton laajuus tuo omia haasteitaan datan käsittelyyn ja analysointiin. Tästä syystä on tarpeen ke-

hittää menetelmät sekä mittausdatan redusointiin että sen analysointiin. Redusointi tulee toteut-

taa siten, että venymäliuskojen tuottaman signaalin perusominaisuudet säilyvät, mutta datan 

määrää vähennetään. Kirjallisuuskatsauksen perusteella risteilylaivan rungon täysmittakaavais-

ten venymäliuskamittausten analysointia useiden vuosien mittaushistorialla ei ole käsitelty aiem-

massa tutkimuskirjallisuudessa. 

1.1 Tausta 

Rakenteen väsymisvaurio on yksi keskeisimmistä vauriomuodoista dynaamisesti kuormitetuille 

teräsrakenteille. Merellisessä ympäristössä risteilyalukset kohtaavat vaihtelevia aallokkoja, joiden 

aiheuttamien vaihtuvien kuormitusten tarkka määrittely on haastavaa johtuen niiden stokastisesta 

luonteesta. 

Väsymisanalyysissä jännityshistoria muutetaan tyypillisesti jännityssykleiksi, joiden perusteella 

voidaan arvioida väsymisvauriota S-N-käyrien ja Palmgren-Minerin vauriosummasäännön avulla.  

Rakenteen äärivasteanalyysillä pyritään arvioimaan rakenteessa esiintyvien harvinaisten, mutta 

mitoituksen kannalta ratkaisevien jännityshuippujen taso ja esiintymistodennäköisyys. 

1.2 Tavoitteet 

Tämän diplomityön päätavoitteena on analysoida risteilylaivan rungon täysmittakaavaista veny-

mäliuskamittausaineistoa ja arvioida sen perusteella rakenteen väsymiskestävyyttä sekä äärivas-

teita. Työssä luodaan myös menetelmä pitkäkestoisen mittausdatan käsittelyyn ja redusointiin. 

Keskeiset tutkimuskysymykset ovat: 
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• Kuinka täysmittakaavavenymäliuskadataa voidaan redusoida siten, että väsymisanalyy-

sin tulokset pysyvät riittävän tarkkoina ja millaiset redusointimenetelmät soveltuvat par-

haiten laivan jännityshistoriaan? 

• Kuinka hyvin rainflow-analyysin tulokset vastaavat toisiaan täydellä ja redusoidulla ai-

neistolla? 

• Mikä on laivan äärivastejakauma ja väsymisvauriojakauma? 

Työn tavoitteen ei ole kehittää uusia väsymislaskennan teoreettisia malleja, vaan soveltaa jo ole-

massa olevia menetelmiä todelliseen mittausaineistoon. 

1.3 Tutkimuksen ja aineiston rajaus 

Tutkimuksessa käytettävä aineisto koostuu risteilylaivan rungosta mitatusta täysmittakaavaisesta 

venymäliuskadatasta. Venymäliuska-anturit on asennettu alukseen sen valmistuksen yhteydessä 

ja ovat tuottaneet dataa jatkuvasti. Työssä tarkastellaan valittuja mittauspisteitä, joiden katsotaan 

edustavan rungon väsymiskriittisiä rakenteita. 

Väsymisanalyysi rajoittuu lineaariseen väsymislaskentaan, jossa väsymisvaurio määritetään S-

N-käyrien ja Palmgren-Minerin säännön mukaan. Materiaalin plastisoitumista, halkeamien kas-

vua tai korroosion vaikutuksia ei tarkastella. Äärivasteanalyysi perustuu mitatun vastehistorian 

tilastolliseen käsittelyyn. 

Työssä tarkastellaan yhden risteilylaivan mittausdataa yhden mittauspisteen osalta, eikä tuloksia 

yleistetä muihin alustyyppeihin tai mittausjärjestelmiin. 

1.4 Työn rakenne 

Työssä on kaksi päävaihetta. Ensimmäisessä vaiheessa suoritetaan kirjallisuuskatsaus, jossa 

tarkastellaan väsymisen, signaalinkäsittelyn ja tilastollisten menetelmien teoriaa. Toisessa vai-

heessa toteutetaan tapaustutkimus, jossa kirjallisuuskatsauksen perusteella luodaan prosessi ve-

nymäliuskadatan väsymis- ja äärivastetarkastelua varten. Mittausdatan tallentamista varten kehi-

tetään pakkausalgoritmi, joka mahdollistaa mittausdatan kustannustehokkaan säilytyksen ja siir-

tämisen. 

Kirjallisuuskatsaus koostuu luvusta 2, jossa käsitellään tilastollisia menetelmiä ja todennäköisyys-

jakaumia, sekä luvusta 3, jossa esitellään tämän työn kannalta keskeiset signaalinkäsittelyn me-

netelmät. Väsymisanalyysin teoria ja laskentamenetelmät kuvataan luvussa 4. Luvussa 5 esitel-

lään risteilylaivan runkorakennetta, kuormituksia ja mittausjärjestelmää. 

Varsinainen väsymis- ja äärivasteanalyysi suoritetaan luvussa 6, jossa kuvataan kehitetty lasken-

taprosessi vaiheittain. Luvussa 7 esitetään tapaustutkimuksen tulokset ja niitä arvioidaan luvussa 

8, sekä esitetään jatkotutkimuskohteet. Työ päättyy yhteenvetoon kappaleessa 9. 

  



3 
 

2. TILASTOLLINEN ANALYYSI 

Tässä luvussa käsitellään mitatun satunnaissignaalin tilastollisia ominaisuuksia, sekä yleisesti ti-

lastollisia menetelmiä, joita hyödynnetään mittausdatan analysoinnissa. Koska työssä tarkastel-

tava signaali on stokastinen, sen analysointi edellyttää tilastollisten menetelmien käyttöä (Van 

Etten, 2005). Stokastiselle ilmiölle on ominaista, että yksittäisten havaintojen välillä ei ole deter-

minististä riippuvuutta, vaan ne määräytyvät todennäköisyysjakauman mukaisesti. 

2.1 Satunnaissignaalin perusominaisuudet 

Stokastiselle signaalille 𝑋(𝑡) kertymäfunktio 𝐹𝑥 tietyllä ajan hetkellä 𝑡1 määritellään kaavalla 

 𝐹𝑋(𝑥1; 𝑡1) ≜ P{X(t1) ≤ x1}. [1] 

Kertymäfunktio ilmaisee todennäköisyyden, että satunnaismuuttuja 𝑋(𝑡1) saa arvon, joka on pie-

nempi tai yhtä suuri kuin 𝑥1. (Van Etten, 2005) 

Tiheysfunktio 𝑓𝑥 on kertymäfunktion derivaatta muuttujan 𝑥1 suhteen 

 
𝑓𝑋(𝑥1; 𝑡1) ≜

𝜕𝐹𝑋(𝑥1; 𝑡1)

𝜕𝑥1

, [2] 

joka kuvaa, kuinka todennäköisyys jakautuu satunnaismuuttujan arvojen ympärille. Tiheysfunktio 

ei itse ole tapahtuman todennäköisyys, vaan sen avulla voidaan laskea todennäköisyyksiä integ-

roimalla halutulta arvoalueelta. (Van Etten, 2005) 

Odotusarvo kuvaa satunnaismuuttujan keskimääräistä arvoa ja se määritellään tiheysfunktion 

avulla seuraavasti  

 
E[𝑋(𝑡1)] ≜ ∫ 𝑥1𝑓𝑋(𝑥1; 𝑡1)𝑑𝑥1, [3] 

jossa 𝑥1 on satunnaismuuttujan arvo. Odotusarvo antaa yleiskuvan signaalin tasosta ja on yksi 

keskeisimmistä tilastollisista tunnusluvuista (Lessard 2006, s.52). Diskreetille satunnaismuuttu-

jalle odotusarvo on muotoa 

 
E(𝑋) = ∑ 𝑥𝑖𝑝𝑖

𝑁

𝑖=1

, [4] 

jossa 𝑝𝑖 = 𝑃{𝑋 = 𝑥(𝑖)}. (Naess & Moan 2006, s. 146) 

Satunnaismuuttujan varianssi kuvaa satunnaismuuttujan hajontaa keskiarvonsa ympärillä. Se 

lasketaan jatkuvalle satunnaismuuttujalle kaavalla (Lessard 2006, s. 52) 

 
𝑠2 ≜ ∫ [𝑥 − E(𝑋)]2𝑓𝑋(𝑥)𝑑𝑥

∞

−∞

, [5] 
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jossa 𝑠 on keskihajonta. Diskreetille satunnaismuuttajalle varianssi lasketaan summalausekkeella 

(Naess & Moan 2006, s. 147) 

 

𝑠2 = lim
𝑁→∞

{
1

𝑁
∑ 𝑥𝑖

2

𝑛

𝑖=1

− (
1

𝑁
∑ 𝑥𝑖

𝑛

𝑖=1

)

2

}. [6] 

Autokorrelaatiofunktio kuvaa, kuinka hyvin signaali korreloi itsensä kanssa eri aikaväleillä. Se 

mittaa signaalin arvojen riippuvuutta aikavälin Δ𝑡 yli, ja se määritellään 

 RXX(t1, t2) ≜ E[𝑋(𝑡1)𝑋(𝑡2)], [7] 

jossa E on signaalin odotusarvo (Van Etten, 2005). Diskreetille tapaukselle autokorrelaatiofunktio 

tulee muotoon 

 
RXX(t, t + ∆𝑡) =

1

𝑁
∑ 𝑥𝑖(𝑡)𝑥𝑖(𝑡 + ∆𝑡)

𝑁

𝑖=1

, [8] 

jossa 𝑥𝑖(𝑡) on signaalin arvo ajan hetkellä 𝑡 (Naess & Moan 2006, s. 152).  

2.2 Stationaarisuus 

Stokastinen prosessi on stationaarinen, jos mitkään sen tilastolliset ominaisuudet eivät riipu 

ajasta. Tämän työn kannalta riittää, että prosessi on vain heikosti stationaarinen. Heikosti stati-

onaarinen tarkoittaa, että prosessin odotusarvo ja autokorrelaatiofunktio eivät riipu ajasta. Pro-

sessi on heikosti stationaarinen, jos 

 
E[𝑋(𝑡1)] = E(𝑋) = lim

𝑁→∞

1

𝑁
∑ 𝑥𝑖𝑝𝑖

𝑁

𝑖=1

,  [9] 

ja 

 
R𝑋𝑋(𝑡1, 𝑡1 + ∆𝑡) = RXX(∆𝑡) = lim

𝑁→∞

1

𝑁
∑ 𝑥𝑖(𝑡1)𝑥𝑖(𝑡1 + ∆𝑡)

𝑁

𝑖=1

, [10] 

kaikilla ∆𝑡 välin pituuksilla. Heikosta stationaarisuudesta seuraa, että odotusarvo ja autokorrelaa-

tiofunktion arvo riippuvat vain aikavälistä Δ𝑡. (Lessard 2006, s. 49–54)  

2.3 Todennäköisyysjakaumat 

Työn kannalta olennaisia todennäköisyysjakaumia ovat jatkuvat, positiiviset todennäköisyysja-

kaumat. Kirjallisuuden perusteella käytettävät jakaumat ovat Gammajakauma, Log-normaalija-

kauma ja Weibull-jakauma. Nämä jakaumat soveltuvat hyvin vastehistorian mallintamiseen, 

koska ne kuvaavat positiivisia arvoja ja pystyvät mallintamaan epäsymmetrisesti jakautuneita ha-

vaintoaineistoja. 
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2.3.1 Gammajakauma 
Gammajakauma on jatkuva todennäköisyysjakauma, jota käytetään usein mallintamaan positiivi-

sia satunnaismuuttujia, kuten elinikää tai kuormituksen kestoa. Gammajakaumaa noudattavan 

satunnaismuuttujan 𝑋 tiheysfunktio on muotoa 

 
𝑓(𝑥; 𝛼, 𝛽) =

𝛽𝛼

Γ(𝛼)
𝑥𝛼−1𝑒−𝛽𝑥;    𝛼, 𝛽, 𝑥 > 0, [11] 

jossa gammafunktio Γ(𝑦) on 

 
Γ(𝑦) = ∫ 𝑡𝑦−1𝑒−𝑡𝑑𝑡;  

∞

0

  𝑦 > 0 [12] 

ja 𝛼 on muotoparametri ja 𝛽 on asteparametri. Gammajakauman odotusarvo ja varianssi ovat 

E(X) = α/β ja 𝑉𝑎𝑟(𝑋) = 𝛼/𝛽2. (Beichelt 2016, s. 75) 

Gammajakauman kertymäfunktio on  

 
𝐹(𝑥; 𝛼, 𝛽) = ∫

𝛽𝛼

Γ(𝛼)
𝑡𝛼−1𝑒−𝛽𝑡

𝑥

0

;    𝛼, 𝛽, 𝑥 > 0. [13] 

Kuvassa 1 on esitetty gammajakauman tiheysfunktio ja kertymäfunktio skaala- ja muotoparamet-

rien eri arvoilla. 

 

Kuva 1. Gamma-jakauman tiheys- ja kertymäfunktiot. 

 

Kun muotoparametria 𝛼 kasvatetaan, jakauman painotus siirtyy muuttujan 𝑥 suuriin arvoihin. 

Gammajakauman sovelluksiin kuuluu muun muassa luotettavuusanalyysi sekä hydrologisten- 

että luonnonilmiöiden mallintaminen (Bury 1999, s.208). Ominaisuuksiensa takia jakauma sovel-

tuu hyvin tässä työssä käytettäväksi. 

2.3.2 Log-normaalijakauma 
Log-normaalijakauma on jatkuva todennäköisyysjakauma, jossa satunnaismuuttujan 𝑋 logaritmi 

noudattaa normaalijakaumaa. Toisin sanoen satunnaismuuttuja 𝑋 noudattaa log-normaalija-

kaumaa, jos 
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 ln 𝑋 ~𝒩(𝜇, 𝑠2), [14] 

jossa 𝜇 on satunnaismuuttujan 𝑋 logaritmin odotusarvo ja 𝑠2 on satunnaismuuttujan 𝑋 logaritmin 

varianssi. Log-normaalijakauman tiheysfunktio on 

 
𝑓(𝑥; 𝜇, 𝜎) =

1

√2𝜋𝑠𝑥
𝑒

−
(ln 𝑥−𝜇)

2𝑠2

2

 ;    𝑥, s > 0, −∞ < 𝜇 < ∞, 
[15] 

Ja log-normaalijakauman kertymäfunktio on 

 
𝐹(𝑥; 𝜇, 𝜎) = Φ (

ln 𝑥 − 𝜇

𝑠
) ;    𝛽, 𝜃, 𝑥 > 0, 

[16] 

jossa Φ on normaalijakauman kertymäfunktio. 

Log-normaalijakauman odotusarvo ja varianssi ovat E(X) = 𝑒𝜇+𝑠2/2 ja 𝑉𝑎𝑟(𝑋) = [𝐸(𝑋)]2(𝑒𝑠2
− 1). 

(Beichelt 2016, s. 83–84) 

Kuvassa 2 on esitetty log-normaalijakauman tiheysfunktion ja kertymäfunktion muotoja muoto- ja 

skaalaparametrien eri arvoilla. 

 

Kuva 2. Log-normaalijakauman tiheys- ja kertymäfunktiot. 

Log-normaalijakaumaa käytetään laajasti insinööritieteissä, koska sen otosavaruus on positiivi-

nen, ja sen epäsymmetrinen muoto kuvaa luontevasti monia stokastisia ilmiöitä (Bury 1999, 

s.154).   

2.3.3 Weibull-jakauma 
Satunnaismuuttuja 𝑋 on Weibull-jakautunut, kun sen tiheysfunktio on  

 
𝑓(𝑥; 𝛽, 𝜃̆) =

𝛽

𝜃̆
(

𝑥

𝜃̆
)

𝛽̆−1

𝑒
(

𝑥

𝜃̆
)

𝛽̆

 ;    𝛽, 𝜃̆, 𝑥 > 0, 
[17] 

jossa 𝛽 on muotoparametri ja 𝜃̆ on skaalaparametri. Weibull-jakauman kertymäfunktio on muotoa 

 
𝐹(𝑥) = 1 − 𝑒

(
𝑥

𝜃̆
)

𝛽̆

 ;    𝛽, 𝜃̆, 𝑥 > 0. 
[18] 
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Weibull-jakauman odotusarvo ja varianssi ovat 

 
E(X) = 𝜃̆Γ (

1

𝛽
+ 1) 

[19] 

ja   

 

𝑉𝑎𝑟(𝑋) = 𝜃̆2 (Γ (
2

𝛽
+ 1) − (Γ (

1

𝛽
+ 1))

2

). 

[20] 

(Beichelt 2016, s. 77)  

Kuvassa 3 on esitetty Weibull-jakauman tiheysfunktio ja kertymäfunktio muoto- ja 

skaalaparametrien eri arvoilla. 

 

Kuva 3. Weibull-jakauman tiheys- ja kertymäfunktiot. 

Weibull-jakaumaa on muotonsa takia yleisesti käytetty mallintamaan materiaalin lujuuden ja kom-

ponenttien eliniän tilastollista jakautumista (Bury 1999, s.332). 

2.4 Parametrien estimointi 

Todennäköisyysjakaumasovitteiden parametreille on estimoitava arvot satunnaisotoksesta saa-

dun havaintoaineiston perusteella. Parametrien estimoinnilla tarkoitetaan menetelmiä, joilla ja-

kauman tuntemattomat parametrit arvioidaan havaittujen mittausten perusteella. Tässä työssä 

tarkastellaan yleisesti käytettyä estimointimenetelmää: suurimman uskottavuuden estimointia. 

Kun tiheysfunktion 𝑓(𝑥; 𝜃) kuvaamalle satunnaismuuttujalle halutaan estimoida jakaumapara-

metri 𝜃, parametrin arvoa estimoidaan havaintojen perusteella. Estimaattori muodostetaan funk-

tiona havainnoista. Tällöin estimaattori on mikä tahansa funktio 

 𝜃̂ = 𝑊(𝑋1, … , 𝑋𝑛), [21] 

missä 𝑋𝑖 ovat satunnaisia havaintoja. Estimaattori on siis satunnaismuuttuja, koska se riippuu 

satunnaisista havainnoista 𝑋𝑖. Havaintoarvojen toteuduttua, estimaattori saa numeerisen arvon, 

jota kutsutaan estimaatiksi. (Casella & Berger 2002, s.311–312) 



8 
 

2.4.1 Suurimman uskottavuuden estimointi 

Suurimman uskottavuuden menetelmä perustuu siihen, että havaintoainestoa pidetään tunnetun 

todennäköisyysjakauman realisaationa ja parametriarvot valitaan siten että uskottavuusfunktio 

saa maksimiarvon. Uskottavuusfunktio 𝐿 määritellään seuraavasti, 

 
𝐿(𝜃1, … , 𝜃𝑘; 𝑥1, … , 𝑥𝑛) = ∏ 𝑓(𝑥𝑖; 𝜃1, … , 𝜃𝑘)

𝑛

𝑖=1

. 
[22] 

Estimaattorit 𝜃 ratkaistaan yhtälöstä 

 𝜕

𝜕𝜃𝑖

𝐿(𝜃; 𝑥) = 0, 𝑖 = 1, … , 𝑘. 
[22] 

Estimaattori on suurimman uskottavuuden estimaattori 𝜃̂, kun se maksimoi uskottavuusfunktion 

𝐿. (Casella & Berger 2002, s.315–316) 

2.5 Jakaumasovitteiden arviointi 

Jakaumasovitteita arvioidaan sekä graafisesti että numeerisesti. Tavoitteena on tunnistaa parhai-

ten havaintoaineistoa kuvaava jakaumasovite. Graafisten menetelmien avulla voidaan tulkita so-

pivuutta nopeasti, mutta menetelmä ei ole kovin tarkka ja sen tuloksia on hankala vertailla. Nu-

meerisella arvioinnilla jakaumasovitteen sopivuudelle saadaan tarkka ja vertailukelpoinen arvo. 

2.5.1 Todennäköisyystiheysvertailu 
Jakaumasovitteita voidaan vertailla graafisesti esittämällä satunnaisotosta vastaava todennä-

köisyystiheyshistogrammi ja jakaumasovitteet yhdessä. Esimerkki vertailusta on esitetty kuvassa 

4. 

 

Kuva 4. Jakaumasovitusten arviointi todennäköisyystiheysvertailulla. 
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Todennäköisyystiheysvertailu antaa hyvän kuvan jakaumasovitteiden sopivuudesta alueella, 

jossa havaintoja on paljon, mutta etenkin suurilla arvoilla graafinen vertailu on vaikeaa. (Niemelä 

2022, s. 14–15) 

2.5.2 Kvantiili-kvantiili kuvaaja 
Kvantiili-kvantiili kuvaaja (engl. quantile-quantile plot, QQ-kuvaaja) on graafinen menetelmä, jolla 

arvioidaan, kuinka hyvin empiirinen aineisto noudattaa teoreettista jakaumaa. Tässä kappaleessa 

QQ-kuvaaja esitellään (Dodge 2008, s.437–439) perusteella. Kuvaajassa aineiston empiiriset ha-

vainnot järjestetään suuruusjärjestykseen pystyakselille. Vastaavat teoreettisen jakauman kvan-

tiilit vaaka-akselille. Suuruusjärjestyksessä oleville satunnaisotoksen arvoille lasketaan kvantiilia 

𝑄𝑝𝑖
 vastaava todennäköisyys 𝑝𝑖 seuraavasti 

 
𝑝𝑖 =

𝑖

𝑛 + 1
, 𝑖 = 1, … , 𝑛. 

[23] 

Teoreettinen kvantiili lasketaan käyttäen jakauman käänteistä kertymäfunktiota 

 𝑄𝑖 = 𝐹−1(𝑝𝑖), [24] 

Kuvassa 5 on esitetty kuvassa 4 esitettyjen jakaumasovituksien QQ kuvaajat. 

 

Kuva 5. Kvantiili-kvantiilikuvaajat. 

Jos havaittu aineisto seuraa oletettua jakaumaa, pisteiden tulisi asettua likimain suoralle 𝑦 = 𝑥. 

Verrattuna todennäköisyystiheysvertailuun, QQ-kuvaaja mahdollistaa jakaumasovitteen sopivuu-

den arvioinnin suurilla havaintoarvoilla. 

2.5.3 Neliöllisen poikkeaman keskiarvovirhe 
Satunnaisotoksen ja teoreettisen mallin välinen poikkeama voidaan esittää numeerisesti neliölli-

sen poikkeaman keskiarvovirheen (engl. root mean square error, RMSE) avulla. RMSE:n yleinen 

määritelmä on  

 

RMSE = √
1

𝑁
∑(𝐻𝑀,𝑖 − 𝐻𝐸,𝑖)

2
𝑁

𝑖=1

 [25] 

jossa 𝑁 on vertailtavien arvojen lukumäärä, 𝐻𝑀,𝑖 empiirinen havainto ja 𝐻𝐸,𝑖 on teoreettisen mallin 

vastaava arvo. RMSE voidaan esittää myös prosenttimuodossa suhteuttamalla se mitattujen ar-
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vojen keskiarvoon. Kun teoreettista tiheysfunktiota vertaillaan havaintoaineistosta laadittuun to-

dennäköisyystiheyshistogrammiin, 𝐻𝑀,𝑖 on kutakin histogrammin pylvästä vastaava todennä-

köisyystiheys ja 𝐻𝐸,𝑖 on samaa väliä vastaava teoreettisesta jakaumasta laskettu arvo. (Niemelä 

2022, s. 16) 

2.6 Ääriarvot 

Rakenteen äärivastetta analysoidaan ääriarvoteorian avulla. Ääriarvoteoria tarjoaa työkaluja ra-

kenteen suunnitellun eliniän suurimpien vasteiden mallintamiseen ja ennustamiseen. Ääriarvo-

analyysi tarvitsee edellisen kappaleen mukaista parametrien estimointia. Ääriarvoanalyysissä tar-

kastellaan riippumattomien satunnaismuuttujien 𝑋1, … , 𝑋𝑛, jotka noudattavat jakaumaa 𝐹, maksi-

miarvojen 𝑀𝑛 tilastollista käyttäytymistä. 𝑀𝑛 on maksimiarvo 𝑛-pituiselle prosessille. Maksimiar-

vojen 𝑀𝑛 jakauma voidaan johtaa arvoille 𝑛  

 P{𝑀𝑛 ≤ 𝑧} = P{𝑋1 ≤ 𝑧, … , 𝑋𝑛 ≤ 𝑧} [26] 

                                   = P{𝑋1 ≤ 𝑧} × … × P{𝑋𝑛 ≤ 𝑧} [27] 

 = {𝐹(𝑧)}n [28] 

Jakaumalle 𝐹 voidaan estimoida jakaumaparametrit, mutta haasteena on, että jakaumatyyppiä ei 

tunneta. (Coles 2001, s.45) 

Tässä työssä ääriarvojen mallintamiseen käytetään kynnysarvomallia. Myös asymptoottista ja 

lohkomaksimimallia kokeiltiin, mutta niiden todettiin tuottavan heikkoja tuloksia empiirisen datan 

kanssa. Tämän työn kontekstiin kynnysarvomalli sopii hyvin, sillä se on tehokas, kun saatavilla 

on koko aikasarja (Coles 2001, s.74). 

Kynnysarvomalli perustuu tietyn kynnysarvon 𝑢 ylittävien havaintojen tarkasteluun. Tässä kappa-

leessa kynnysarvomalli esitellään lähteen (Coles 2001, s.74) mukaan. Olkoon 𝑋1, 𝑋2, … , 𝑋𝑛 sarja 

riippumattomia ja identtisesti jakautuneita satunnaismuuttujia, jotka ovat jakautuneet kertymä-

funktion 𝐹 mukaisesti. Ääriarvojen stokastista käyttäytymistä voidaan kuvata ehdollisella toden-

näköisyydellä 

 
P{𝑋 > 𝑢 + 𝑦|𝑋 > 𝑢} =

1 − 𝐹(𝑢 + 𝑦)

1 − 𝐹(𝑢)
, 𝑦 > 0, 

[29] 

jossa 𝑦 kuvaa kynnysarvon 𝑢 ylittävää osuutta. Kynnysarvon 𝑢 ollessa riittävän suuri, ääriarvoja-

kaumaa voidaan kuvata funktiolla 

 

H(y; 𝜉, 𝜎̃, 𝜇𝐺) = 1 − (1 +
𝜉𝑦

𝜎̃
)

−
1
𝜉

, 𝑦 > 0, (1 +
𝜉𝑦

𝜎̃
) > 0, 

[30] 

jossa 𝜉 ja 𝜇𝐺 ovat jakaumaparametreja ja  

 𝜎̃ = 𝜎𝐺 + 𝜉(𝑢 − 𝜇𝐺). [31] 
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Kaavan 30 jakaumaa 𝐻 kutsutaan yleistetyksi Pareto jakaumaksi (engl. generalized Pareto dis-

tribution, GP-jakauma). Jatkossa jakaumasta käytetään nimeä GP-jakauma.  

Kynnysarvon valinta perustuu kahteen päämenetelmään. Ensimmäinen on keskimääräisen yli-

tyksen kuvaaja (engl. mean residual life plot, MRL-kuvaaja). Toinen menetelmä on parametrien 

stabiiliustarkastelu. 

MRL-kuvaaja kuvaa kynnysarvon ylitysten keskimääräistä kokoa kynnysarvon funktiona. Kun GP-

jakauma on pätevä tietyn kynnysarvon 𝑢 yläpuolella, niin odotusarvo 

 

 𝐸(𝑋 − 𝑢|𝑋 > 𝑢) [32] 

 

on lineaarinen kynnysarvon 𝑢 suhteen. MRL-kuvaajan piirtoa varten jokaiselle kynnysarvolle 𝑢 

muodostetaan MRL-piste 

 

𝑒(𝑢) =
1

𝑛𝑢

∑(𝑥(𝑖) − 𝑢)

𝑛𝑢

𝑖=1

, 
[33] 

jossa 𝑥(1), … , 𝑥(𝑛) koostuu 𝑛𝑢:sta havainnosta, jotka ylittävät kynnysarvon. Kuvaajaan piirretään 

lisäksi luottamusvälit kynnysarvon tulkitsemisen avuksi. MRL-kuvaajaa voi olla haastava tulkita. 

Kynnysarvolle 𝑢 etsitään arvoa, jolla keskimääräinen jäännös tasoittuisi. Kuitenkin liian suurella 

kynnysarvolla kynnysarvon ylittävien arvojen määrä jää hyvin pieneksi, jolloin mallin luotettavuus 

kärsii. Kuvassa 5 on esitetty esimerkki keskimääräisestä jäännöskuvaajasta. Vaaleansinisellä 

piirretty alue kuvaa 95 % luottamusväliä. 

 

Kuva 6. Kynnysarvomallin keskimääräinen jäännös kuvaaja. 
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Parametrien stabiiliustarkastelu täydentää MRL-kuvaajaa kynnysarvon valinnassa. Sen tarkoituk-

sena on varmistaa, että GP-jakauman parametrit käyttäytyvät teorian mukaisesti valitun kynnyk-

sen yläpuolella. Tarkastelun mukaan GP-jakauma pätee kynnysarvon 𝑢 yläpuolella, jos paramet-

rien stabiiliuskuvaajat lähestyvät jotain tiettyä vakioarvoa. 

 

Kuva 7. Kynnysarvomallin jakaumaparametrien stabiiliuskuvaajat. 

Kynnysarvomallin mukaiset ääriarvot esitetään paluutasoina. GP-jakaumalle parametreilla 𝜎 ja 𝜉 

ylitystodennäköisyys kynnysarvolla 𝑢 on 

 
P(𝑋 > 𝑥|𝑋 > 𝑢) = [1 + 𝜉 (

𝑥 − 𝑢

𝜎𝐺

)]
−1/𝜉

. 
[34] 

Yhtälöstä 34 seuraa 

 
P(𝑋 > 𝑥) = 𝜁𝑢 [1 + 𝜉 (

𝑥 − 𝑢

𝜎𝐺

)]
−1/𝜉

, 
[35] 

jossa 𝜁𝑢 = Pr (𝑋 > 𝑢) eli todennäköisyys kynnysarvon 𝑢 ylitykselle. Tästä seuraa, että paluutaso 

𝑥𝑚, jossa 𝑚 on kynnysarvon ylittävien havaintojen lukumäärä, voidaan johtaa kaavasta 35 

 
𝜁𝑢 [1 + 𝜉 (

𝑥𝑚 − 𝑢

𝜎𝐺

)]
−1/𝜉

=
1

𝑚
, 

[36] 

josta ratkaistaan 𝑥𝑚 

 𝑥𝑚 = 𝑢 +
𝜎𝐺

𝜉
[(𝑚𝜁𝑢)𝜉 − 1]. [37] 

Tämä pätee riittävän isolla 𝑚 arvolla ja kun 𝜉 ≠ 0. 
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3. SIGNAALINKÄSITTELY 

Venymäliuskamittausten tuottamaa dataa käsitellään signaalinkäsittelyn keinoin tarkoituksena 

muuntaa mittausdata sellaiseen muotoon, että siitä voidaan luotettavasti tunnistaa väsymiselle 

olennaiset ilmiöt, kuten jännityssyklit. Signaalinkäsittelyllä on keskeinen rooli työssä toteutettavan 

signaalin pakkausalgoritmin toteutuksessa. Algoritmin toiminta on esitelty tarkemmin luvuissa 6 

ja 7. 

3.1 Fourier-muunnos ja spektrianalyysi 

Edellä esitetyt menetelmät käsittelevät mitattua dataa aikatasossa. Se ei kuitenkaan riitä kaikkien 

haluttujen ominaisuuksien löytämiseen. Tarvitaan siis menetelmä signaalin muuttamiseen aika-

tasosta taajuustasoon. Aikatasosta taajuustasoon muuntamiseen on erilaisia keinoja, mutta tässä 

työssä keskitytään nopeaan Fourier-muunnokseen (engl. Fast Fourier Transform), lyhennettynä 

FFT. FFT on tehokas algoritmi diskreetin Fourier-muunnoksen (engl. Discrete Fourier Transform, 

DFT) laskemiseen (Rao, Kim & Hwang, 2010, s.41). FFT-algoritmista on useita erilaisia toteutuk-

sia, mutta tämän työn kontekstissa käytetään Cooley-Tukey FFT algoritmia. DFT:n perusidea on 

esittää signaali sinimuotoisten komponenttien summana: 

 
𝑋[𝑘] = ∑ 𝑥[𝑛]𝑒−𝑖2𝜋𝑘𝑛/𝑁 ,

𝑁−1

𝑛=0

 𝑘 = 0, 1, … , 𝑁 − 1 
[38] 

jossa 𝑥[𝑛], 𝑛 = 0, 1, … , 𝑁 − 1 on signaali tasaisin näytteenottovälein ja 𝑁 on näytteiden määrä 

(Rao, Kim & Hwang, 2010, s.5). Suora DFT-laskenta vaatii 𝒪(𝑁2) operaatiota, mikä on raskasta 

suurille datamäärille. FFT vähentää vaaditut operaatiot 𝒪(𝑁 log 𝑁) tasolle hyödyntämällä Cooley-

Tukey-algoritmia, joka jakaa laskennan rekursiivisesti parillisiin ja parittomiin osiin: 

 𝑋[𝑘] = 𝐸[𝑘] + 𝑊𝑘𝑂[𝑘], [39] 

 𝑋[𝑘 + 𝑁/2] = 𝐸[𝑘] − 𝑊𝑘𝑂[𝑘] [40] 

ja 

 𝑊𝑘 = 𝑒−𝑖2𝜋𝑘/𝑁 , [41] 

missä 𝐸[𝑘] ja 𝑂[𝑘] ovat Fourier-muunnokset parillisista (engl. even) ja parittomista (engl. odd) 

näytteistä. (Bekele 2016, s.1) 

Fourier-muunnoksen taajuusresoluutio voidaan laskea kaavalla 

 
𝑓0 =

𝑓𝑠

𝑁
, 

[42] 

missä 𝑓𝑠 on näytteenottotaajuus.  Pidempi ikkuna eli suurempi 𝑁 parantaa resoluutiota mutta lisää 

laskentaa. Fourier-muunnoksen oletuksena on, että tutkittavaa signaalilla on periodi 𝑁, eli 
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 𝑥(𝑛) = 𝑥(𝑛 + 𝑙𝑁), 𝑙 ∈ ℤ. [43] 

Jos tämä jaksollisuus ei toteudu, syntyy spektrivuotoa, mikä heikentää taajuuserottelua. Vuotoa 

voidaan vähentää käyttämällä ikkunointifunktiota, joka pienentää epäjatkuvuutta ikkunan reu-

noilla, mutta samalla heikentää amplituditarkkuutta. (Rao, Kim & Hwang, 2010, s.8) 

Kuvassa 8 on havainnollistettu aikatason ja taajuustason välinen yhteys. 

 

Kuva 8. Muunnos aikatason ja taajuustason välillä (mukaillen Lessard 2006, 
s.126). 

Tarkastellaan Fourier-muunnoksen toimintaa esimerkkisignaalilla, joka koostuu kahdesta kom-

ponentista 

 x1(t) = 2 sin(2𝜋 + 50𝑡), [44] 

 
𝑥2(t) =

1

2
sin(2𝜋 + 120𝑡) 

[45] 

sekä normaalijakautuneesta kohinasta 

 𝑛(𝑡)~𝒩(0, 0.04). [46] 

Esimerkkisignaali on siis muotoa 

 𝑥(𝑡) = 𝑥1(𝑡) + 𝑥2(𝑡) + 𝑛(𝑡) [47] 

ja se on esitetty kuvassa 9. 
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Kuva 9. Esimerkkisignaali 𝑥(𝑡). 

Koska esimerkkisignaali sisältää kaksi sinimuotoista komponenttia ja kohinaa, sen spektrissä 

odotetaan näkyvän selkeät piikit taajuuksilla 50 𝐻𝑧 ja 120 𝐻𝑧, jotka vastaavat komponentteja 𝑥1(𝑡) 

ja 𝑥2(𝑡). Kohina 𝑛(𝑡) puolestaan jakautuu tasaisesti koko taajuusalueelle muodostaen valkoisen 

kohinan spektrin. 

 

Kuva 10. FFT-tulos esimerkkisignaalille. 

 

Kuvassa 10 on esitetty esimerkki signaalin Fourier-analyysin tulos. Fourier-muunnoksen avulla 

signaalista saadaan esiin sen taajuussisältö, eli mitkä sinimuotoiset komponentit muodostavat 

mitatun signaalin. Tämä taajuustason esitys on hyödyllinen myös signaalin jatkokäsittelyssä, ku-

ten pakkaamisessa. Kun signaalin energia on keskittynyt vain rajattuun joukkoon taajuuskom-

ponentteja, voidaan alkuperäinen aikatason signaali esittää kompaktimmin valikoimalla vain mer-

kittävimmät harmoniset komponentit. 
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3.2 Signaalin pakkaus harmonisilla komponenteilla 

Signaalin pakkaamisen tavoitteena on pienentää tallennettavan tai analysoitavan datan määrää, 

ilman että menetetään signaalin kannalta oleellista informaatiota. Pakkaus voidaan toteuttaa 

useilla eri tavoilla riippuen signaalin luonteesta ja analyysin tavoitteista. Tässä työssä signaalin 

pakkaus suoritetaan harmonisten komponenttien avulla. 

3.2.1 Harmoniset komponentit 
Harmoniset komponentit esitellään lähteen (Lessard 2006, s. 127–129) mukaan. Fourier-analyy-

sin perusajatus on esittää aikatason signaali 𝑥(𝑡) sinimuotoisten harmonisten komponenttien 

summana, jolloin kunkin komponentin taajuus on kokonaislukukerrannainen perustaajuudesta 𝑓0. 

Yleinen trigonometrinen esitys on 

 
𝑥(𝑡) = 𝑎0 + ∑[𝑎𝑛cos(𝑛𝜔0𝑡)

∞

𝑛=1

+ 𝑏𝑛 sin(𝑛𝜔0𝑡)], 
[48] 

jossa 𝑎0 on vakiokomponentti eli signaalin keskiarvo, 𝑎𝑛 on kosinikomponentin amplitudi, 𝑏𝑛 on 

sinikomponentin amplitudi ja 𝜔0 = 2𝜋𝑓0 on peruskulmataajuus. Yhdistämällä kertoimet 𝑎𝑛 ja 𝑏𝑛, 

trigonometrinen esitys voidaan muuttaa amplitudi-vaihe-muotoon 

 
𝑥(𝑡) = 𝑎0 + ∑ 𝑐𝑛cos(𝑛𝜔0𝑡 + 𝜑𝑛)

∞

𝑛=1

, 
[49] 

jossa 

 
 𝑐𝑛 = √𝑎𝑛

2 + 𝑏𝑛
2,     𝜑𝑛 = tan−1

𝑏𝑛

𝑎𝑛

. 
[50] 

 

Tässä 𝑐𝑛 on 𝑛:nnen harmonisen komponentin amplitudi ja 𝜑𝑛 sen vaihe. 

Kun signaali on amplitudi-vaihe-muodossa, kukin harmoninen komponentti voidaan määrittää kol-

men parametrin avulla: taajuus 𝑛𝜔0, amplitudi 𝑐𝑛 ja vaihe 𝜃𝑛. Näin muodostettu esitys signaalista 

on hyvin kompakti ja se tarjoaa yksikäsitteisen kuvan signaalin taajuusrakenteesta. Tämä para-

metrinen esitys mahdollistaa signaalin tallentamisen huomattavasti alkuperäistä aikasarjaa kom-

paktimmassa muodossa. Käytännössä signaali voidaan korvata joukolla harmonisia komponent-

teja. Koska signaalin energia keskittyy usein vain muutamiin matalimpiin harmonisiin komponent-

teihin, merkittävä osa datasta voidaan jättää pois ilman, että signaalin kannalta olennaista infor-

maatiota menetetään. 

3.2.2 Signaalin segmentointi 
Koska tarkasteltava signaali ei ole koko havaintojakson aikana täysin jaksollinen tai stationaari-

nen, harmonisiin komponentteihin perustuva pakkaus suoritetaan käytännössä segmentoimalla 

signaali lyhyempiin osiin, jotka voidaan olettaa lokaalisti jaksollisiksi. Segmentointi mahdollistaa 
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sen, että kunkin aikavälin taajuusrakenne voidaan mallintaa erikseen ja näin ottaa huomioon sig-

naalin ajallinen vaihtelu. 

Alkuperäinen signaali 𝑥(𝑡) jaetaan 𝐾 peräkkäiseen segmenttiin pituudella 𝑇𝑠𝑒𝑔, jolloin segmentti 

𝑘 on 

 𝑥(𝑘)(𝑡) = 𝑥(𝑡 + 𝑘𝑇𝑠𝑒𝑔), 𝑡 ∈ [0, 𝑇𝑠𝑒𝑔[, 𝑘 = 0,1, … , 𝐾 − 1. [51] 

Jokaiselle segmentille suoritetaan Fourier-analyysi erikseen. Segmentin 𝑘 amplitudi-vaihe esitys 

on 

 
𝑥(𝑘)(𝑡) = 𝑐0

(𝑘)
+ ∑ 𝑐𝑛

(𝑘)
cos(𝑛𝜔0𝑡 + 𝜑𝑛

(𝑘)
)

∞

𝑛=1

, 
[52] 

Segmenttikohtainen parametrisoitu esitys muodostaa pohjan signaalin myöhemmälle rekonstruk-

tiolle. 

3.2.3 Pakatun signaalin tallennus 
Segmentille 𝑘 määritetyt harmonisten komponenttien parametrit voidaan tallentaa parametrivek-

toriin 

 
{𝑛𝜔0, 𝑐𝑛

(𝑘)
, 𝜑𝑛

(𝑘)
}

𝑛=0

ℋ

, 
[53] 

jossa ℋ on valittu harmonisten komponenttien määrä. Käytettävä segmentin pituus 𝑇𝑠𝑒𝑔 ja kom-

ponenttien määrä ℋ valitaan tapauskohtaisesti. Parametrivektorin lisäksi täytyy tallentaa meta-

tiedot, kuten segmentin pituus 𝑇𝑠𝑒𝑔 ja indeksi 𝑘 ja näytteenottotaajuus. 

3.3 Signaalin rekonstruktio 

Rekonstruktion tavoitteena on palauttaa signaali aikatasoon niistä parametreista, jotka tallennet-

tiin luvun 3.2 mukaisesti kullekin segmentille. Rekonstruktio seuraa suoraan Fourier-sarjasta, 

jossa jokainen harmoninen komponentti muodostaa osasumman. Olkoon segmentti 𝑘 määritelty 

aikavälillä 𝑡 ∈ [0, 𝑇𝑠𝑒𝑔]. Tällöin rekonstruoitu segmentti 𝑥̂(𝑘)(𝑡) on 

 

𝑥̂(𝑘)(𝑡) = 𝑐0
(𝑘)

+ ∑ 𝑐𝑛
(𝑘)

cos(𝑛𝜔0𝑡 + 𝜑𝑛
(𝑘)

)

ℋ(𝑘)

𝑛=1

, 

[54] 

 jossa ℋ(𝑘) on segmentille tallennettujen harmonisten komponenttien määrä. Koko signaali muo-

dostetaan liittämällä segmentit peräkkäin 

 𝑥̂(𝑡) = 𝑥̂(𝑘)(𝑡 + 𝑘𝑇𝑠𝑒𝑔), 𝑡 ∈ [0, 𝑇𝑠𝑒𝑔[, 𝑘 = 0,1, … , 𝐾 − 1. [55] 

Rekonstruktion tarkkuutta arvioidaan kappaleessa 7.3. 
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3.4 Huippuarvot 

Myöhemmässä vaiheessa venymäliuskojen mittausdatasta pyritään tunnistamaan syklejä. Tätä 

varten signaalista on kuitenkin ensin löydettävä huippu- ja laaksoarvot. Huippuarvoilla tarkoite-

taan paikallisia maksimi- ja minimiarvoja, joissa mitatun signaalin ensimmäinen derivaatta vaihtaa 

etumerkkiä. Nämä pisteet edustavat kuormituksen käännöspisteitä, joiden perusteella voidaan 

määrittää rakenteen kuormitussyklit. (ASTM E1049-85 2023, s.1) 

Huippuarvojen tunnistamiseen käytetään tapauskohtaisesti erilaisia menetelmiä ja menetelmän 

valinta vaikuttaa suoraan mitatusta signaalista määritettävien jännityssyklien määrään ja ominai-

suuksiin. Yleinen haaste huippuarvojen tunnistamisessa on pienten, väsymisvauriota aiheutta-

mattomien, vaihteluiden suuri määrä, joka voi johtaa hyvin suureen jännityssyklien määrään ilman 

merkittävää vaikutusta rakenteen väsymisvaurioon. Standardi ASTM E1049-85 (2023) tarjoaa 

vaihtoehdoksi keskijännityksen ylittävän huippuarvolaskennan (engl. mean crossing peak coun-

ting), jossa huippuarvojen tunnistus sidotaan signaalin keskitason ylityksiin. Tämän seurauksena 

saman keskijännitystason ylitysvälin sisällä esiintyvät pienet paikalliset vaihtelut eivät muodostu 

erillisiksi huippuarvoiksi, eivätkä siten omiksi kuormitussykleikseen. Toinen vaihtoehto on pienten 

amplitudien kuormitusvaihteluiden suodattaminen. Tällöin saman hystereesivälin sisällä esiinty-

vät pienet vaihtelut eivät muodostu erillisiksi huippuarvoiksi, eivätkä siten jännityssykleiksi. 

(ASTM E1049-85 2023, s.2) 

Kuvassa 11 on esitetty kaikki huippuarvot huomioiva huippuarvolaskenta esimerkkisignaalille. 

 

Kuva 11. Kaiken jännitysvaihtelun huomioiva huippuarvolaskenta. 

Kuvassa 11 punaiset renkaat merkitsevät huippuja, mustat X-merkit laaksoja ja vaaka viiva sig-

naalin keskiarvoa. Kuvassa 12 on esitetty keskikuormituksen ylittävä huippuarvolaskenta. 
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Kuva 12.  Keskijännityksen ylittävä huippuarvolaskenta. 

Kuvia 11 ja 12 vertaamalla huomataan, että menetelmän valinnasta riippuen suuri määrä dataa 

voi jäädä huomiotta. 

 

Kuva 13. Keskijännityksen ylittävä huippuarvolaskenta hystereesisuodatuksella. 

Kuvissa 12 ja 13 huomataan hystereesisuodatuksen vaikutus, kun pienet keskijännityksen ylittä-

vät heilahdukset jäävät huomioimatta. Suodattimen kynnyksen valinnassa on tärkeää valita sel-

lainen arvo, ettei olennaista dataa jää huomioimatta. 
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4. VÄSYMINEN 

Eurokoodi 3: Teräsrakenteiden suunnittelu. Osa 1–9: Väsyminen määrittelee väsymisilmiön seu-

raavasti: ”Vaihtuvista jännityksistä aiheutuva rakenneosassa tapahtuva säröjen ydintyminen ja 

kasvu.” (SFS-EN 1993-1-9 2006, s.7). Väsymisvaurio voi syntyä jännitystasoilla, jotka jäävät sel-

västi materiaalin myötörajan alapuolelle. Tämä tekee ilmiöstä tärkeän mitoitusperusteen pitkäai-

kaiselle dynaamiselle kuormitukselle altistuville rakenteille. Väsymisvaurio alkaa usein materiaa-

lin pinnalta, jossa jännityskeskittymät, pinnankarheus, korroosio tai hitsausvirheet voivat edistää 

särön ydintymistä. Mikrosärön eteneminen riippuu materiaalin mikrorakenteesta (Schijve 2009, 

s.13–21). 

Väsymistä voidaan tarkastella kahdessa pääkategoriassa: myötöväsymisenä ja jännitysväsymi-

senä. Myötöväsymisellä (engl. low-cycle fatigue, LCF) tarkoitetaan ilmiötä, jossa kuormitus ylittää 

materiaalin myötörajan, mutta jää murtolujuuden alapuolelle. Tällöin syntyy makroskooppista 

plastista deformaatiota ja murtuminen tapahtuu suhteellisen pienellä kuormitussyklimäärällä. Jän-

nitysväsymisellä (engl. high-cycle fatigue, HCF) tarkoitetaan tilannetta, jossa murtuminen tapah-

tuu vasta hyvin suuren kuormitussyklimäärän jälkeen, ilman makroskooppista plastisoitumista. 

Tällöin materiaalissa esiintyy vain paikallisia mikroskooppisia plastisia muodonmuutoksia. (Outi-

nen, Salmi & Vulli 2007, s. 368–369) 

4.1 S-N-käyrät 

Rakenteen väsymiskestävyys määritetään S-N-käyrän (engl. stress-life curve) avulla. S-N käyrät 

muodostetaan laboratoriossa suoritettujen väsymiskokeiden perusteella (DNV-GL 2025, s. 37). 

Jännitysamplitudi Δ𝜎 esitetään suhteessa murtoon johtaneiden kuormitussyklien määrään 𝑁𝑓 

(Dowling 2012, s.422).  

S-N-käyrä kuvaa materiaalin väsymiskäyttäytymistä jännitysamplitudin ja kuormitussyklien mää-

rän välillä. Se on yksi yleisimmistä menetelmistä rakenteen väsymiskestävyyden arviointiin 

Väsytyskokeiden perusteella saatuun pistejoukkoon sovitetaan käyrä, usein log-log-asteikolla. 

Yleinen matemaattinen esitys S-N-käyrälle on 

 log 𝑁𝑓 = log 𝐾 − 𝑚 log Δ𝜎, [56] 

missä 𝐾 ja 𝑚 ovat materiaalikohtaisia vakioita (DNV-GC-0129 2025, s.38). Käytännön suunnitte-

lussa käytetään usein standardoituja luokittelukäyriä, joissa on huomioitu epävarmuustekijät ku-

ten hitsaus, rakenteen geometria ja ympäristöolosuhteet. 

Kuvassa 14 on esitetty S-N-käyrät pohjamateriaalista, pinnan viimeistelystä ja levyn vapaasta 

reunasta riippuen. Käyrät on määritetty standardin mukaisilla parametreilla. 
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Kuva 14. S-N-käyrät ilmassa eri pohjamateriaaleille (mukaillen DNV-GC-0129 
2025, s.39). 

X-akseli esitetään logaritmisena kuormitussyklien 𝑁 suuren lukumäärän takia. Perinteisistä S-N-

käyristä poiketen DNV:n käyrissä ei ole vaihtolujuutta, sillä hitsatuilla rakenteilla ei oleteta olevan 

jännitystasoa, jonka alapuolella murtumaa ei koskaan tapahtuisi. Tämä johtuu hitsien jännitys-

keskittymistä sekä mahdollisista valmistusvirheistä (DNV-RP-C203 2014, s.26).  

4.2 Rainflow-laskenta 

Mitatun epäsäännöllisen jännityshistorian perusteella väsymisvaurion laskemiseksi täytyy ensin 

määrittää jännityssyklit. Tämä tehdään rainflow-laskennalla, joka on yleisin menetelmä jännitys-

syklien laskemiseen (Dowling 2012, s.471).  Menetelmä on kuvattu ASTM standardissa E1049-

85 (2023). 

Mitattu jännityshistoria pelkistetään huippu- ja laaksoarvoiksi kappaleessa 3 esitetyin keinoin. 

Nämä ovat pisteitä, joissa kuormituksen suunta vaihtuu. Rainflow-algoritmi tunnistaa näistä pis-

teistä jännityssyklit vertaamalla peräkkäisiä jännitysvälejä. Algoritmin perusperiaate on, että pie-

nemmät välisyklit sisältyvät suurempiin sykleihin, ja ne poistetaan laskennasta. Jäljelle jäävät to-

delliset hystereesisilmukat, jotka vastaavat materiaalin väsymiskäyttäytymistä. (Dowling 2012, 

s.471–472)  
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Kuva 15. Jännityssyklin tunnistamisen periaate (Dowling 2012, s.471).   

Kuvassa 15 on esitetty rainflow-laskennan perusperiaate syklien tunnistamiseen. Alkuperäisessä, 

yksinkertaistetussa rainflow-laskennassa jännityshistoria järjestetään niin, että se alkaa joko mak-

simihuipusta tai minimilaaksosta (ASTM E1049-85 2023, s.7). Yksinkertaistetussa rainflow-las-

kennassa oletetaan, että tietty kuormitushistorian segmentti toistuu, ja rainflow-laskennan tulos 

on identtinen jokaiselle toistolle (ASTM E1049-85 2023, s.6) 

Standardissa määritetään myös muunnos alkuperäisestä rainflow-laskennasta, jossa jännityshis-

torian uudelleen järjestämistä ei tehdä. Menetelmässä huippu- ja laaksoarvot luetaan järjestyk-

sessä piste kerrallaan. Kun luettuja pisteitä on kolme, algoritmi vertailee yhtä sykliä kerrallaan, 

kahden vaihteluvälin perusteella. Kuvan 15 perusteella, algoritmi lukee pisteet X, Y ja Z ja tarkas-

teltavat vaihteluvälit ovat X-Y ja Y-Z. Algoritmi laskee vaihteluvälin kokonaiseksi tai puolikkaaksi 

sykliksi standardissa määriteltyjen sääntöjen mukaan. (ASTM E1049-85 2023, s.5) 

4.3 Väsymisvaurio 

Vaihtelevan kuormituksen rakenteeseen aiheuttama väsymisvaurio lasketaan Palmgrenin-Mi-

nerin säännön avulla. Se on yksinkertaisin ja yleisimmin käytetty malli kumulatiivisen väsymis-

vaurion laskemiseen. Todellisissa rakenteissa, jotka altistuvat stokastiselle kuormitukselle, Palm-

grenin-Minerin säännön on todettu olevan tarpeeksi tarkka. (Outinen, Salmi & Vulli 2007, s. 395–

396) 

Palmgrenin-Minerin säännön matemaattinen muoto on 

 

 

𝐷 = ∑
𝑛𝑖

𝑁𝑖

,

𝑛𝑡𝑜𝑡

𝑖=1

 [57] 

missä 𝑛𝑖 on kuormitussyklien määrä jännitystasolla 𝜎𝑖, 𝑁𝑖 on kuormitussyklien määrä murtoon S-

N-käyrän perusteella jännitystasolla 𝜎𝑖 ja 𝐷 on väsymisvauriosumma (DNV-GL 2025, s. 55). 
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Kuva 16. Vaihtelevien jännitystasojen aiheuttaman vaurion laskenta (mukaillen 
Dowling 2012, s. 469). 

Kuvassa 16 on esitetty epäsäännöllisen jännityshistorian aiheuttaman vaurion määrittämistä. 

Summa 𝐷 = 1 tarkoittaa, että rakenteen elinikä on lopussa (Dowling 2012, s.468). Palmgrenin-

Minerin sääntö ei ota huomioon jännityssyklien järjestystä aikatasossa. Tämän takia tulokset ovat 

huonoja, jos kuormitus pienenee tai suurenee tasaisesti ajan mukana (Outinen, Salmi & Vulli 

2007, s. 396). 
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5. RISTEILYLAIVA 

Tapaustutkimuksen kohteena on risteilylaiva. Risteilylaivojen suunnittelussa hyödynnetään kan-

sainvälisesti tunnustettuja luokitusstandardeja. Näistä keskeisimpiin kuuluu DNV (Det Norske Ve-

ritas), joka on maailman johtavia luokituslaitoksia ja yksi merkittävimmistä toimijoista meriteolli-

suuden teknisen standardoinnin alalla. 

5.1 Risteilylaivan runko 

Risteilylaivan runko muodostaa aluksen kantavan rakenteen, jonka tärkein tehtävä on varmistaa 

riittävä lujuus ja jäykkyys vaihtelevissa merialueiden kuormitusolosuhteissa. Käytännössä rungon 

materiaalina on lähes aina teräs, mutta ylempien kansien rakenteissa voidaan käyttää alumiinia 

painon vähentämiseksi. 

Rungon perusrakenne koostuu poikittaisista jäykisteistä, pitkittäisistä jäykisteistä, kansista, laipi-

oista ja pilareista. Näiden rakenneosien sijoittelu perustuu sekä lujuus- että tilankäyttövaatimuk-

siin. Tyypillisesti poikittaisten jäykisteiden väli vastaa matkustajahyttimoduulin leveyttä ja pilarit 

sijoitetaan joka toiselle jäykistelinjalle. Pilarilinjat pyritään jatkamaan yhtenäisinä aluksen pohjasta 

yläkansiin asti, mikä takaa rakenteen jatkuvuuden. 

Pitkittäislujuus on rungon kriittisin ominaisuus. Aluksen on kestettävä taivutusmomentti ja leik-

kausvoima, jotka syntyvät eri kuormitustilanteissa. Laivat suunnitellaan niin, että alus ei elinkaa-

rensa aikana kohtaa sellaisia olosuhteita, joita se ei kestä. 

Rungon muodon vuoksi nosteen aiheuttama voima on suurimmillaan keskilaivalla, mikä aiheuttaa 

taipumaa: tyypillisesti risteilylaiva on hogging-tilassa (keskilaiva nousee), kun taas aaltojen vai-

kutuksesta voi syntyä sagging-tilanne (keskilaiva painuu). Nämä on esitetty kuvassa 17. (Mano, 

Okada & Yamamoto 2009, s. 20) 
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Kuva 17. Aaltojen aiheuttama pystysuora taivutus (Mano, Okada & Yamamoto 
2009, s. 20) . 

Rakenteiden suunnittelussa kriittisiä kohtia ovat suuret aukot, kuten portaikot ja parvekkeet, eri-

tyisesti leikkausvoiman maksimien lähellä (aluksen päätyneljännekset). Aukkojen sijoittelussa 

vältetään päällekkäisyyksiä erikansilla, ja kulmat pyöristetään jännityskeskittymien välttämiseksi. 

Hyvin suunniteltu rungon yleisjärjestely on paras tae rakenteiden lujuudelle ja väsymiskestävyy-

delle. (Aarnio 2023, s.105–108) 

5.2 Risteilylaivan rungon kuormitukset 

Laivan olleessa merellä, runkoon kohdistuu monenlaisia eri suuruusluokkien kuormia. Nämä 

kuormat aiheuttavat runkoon muodonmuutoksia ja jännityksiä. Rungon suunnittelussa on tärkeä 

tuntea kuormitus mahdollisimman tarkasti. (Mano, Okada & Yamamoto 2009, s. 17) 

Kuormitukset voidaan jaotella kolmeen pääluokkaan: 

• Pitkittäiset kuormat 

• Poikittaiset kuormat 

• Paikalliset kuormat 

Risteilylaivan rungon kuormitukset määritellään DNV:n standardin DNV-RU-SHIP Part 3 Chapter 

4 avulla, jossa esitetään yksityiskohtaiset vaatimukset eri kuormitustyypeille, kuten hydrostaatti-

selle paineelle, aaltokuormille sekä lastin (tässä tapauksessa matkustajien) ja painolastiveden 

vaikutuksille. Kuormitustyypit jaetaan staattisiin ja dynaamisiin kuormiin (DNV-RU-SHIP Pt.3 Ch.4 

2024, s.34). 

Pitkittäiset kuormat vaikuttavat rungon kokonaislujuuteen ja pitkänomaisen muotonsa takia laiva 

käyttäytyy palkkimaisesti globaalien muodonmuutosten näkökulmasta. Laiva voidaan mallintaa 
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palkkirakenteena, johon kohdistuu taivutusmomenttia, leikkausvoimaa ja vääntöä. (Mano, Okada 

& Yamamoto 2009, s. 20) 

Staattiset pitkittäiset kuormat syntyvät rungon painon ja nosteen epätasapainosta tyynessä ve-

dessä. Esimerkiksi epäsymmetrinen lastaus voi aiheuttaa staattisen vääntömomentin, kun taas 

painon ja nosteen ero pituussuunnassa aiheuttaa staattisen taivutusmomentin ja leikkausvoiman. 

(Mano, Okada & Yamamoto 2009, s. 20) 

Dynaamiset pitkittäiskuormat ovat aaltojen aiheuttamia. Laivan ollessa aallon harjalla, runkoon 

aiheutuu ”Hogging”-taivutusmomentti ja leikkausvoima, aallon pohjalla aiheutuvaa taivutusmo-

menttia kutsutaan ”Sagging”-momentiksi (Mano, Okada & Yamamoto 2009, s. 20).  

Taivutusmomentin ja leikkausvoiman suuruuden laskemiseen löytyy ohjeet DNV:n standardista. 

 

Kuva 18. Aaltokuormasta johtuva taivutusmomenttijakauma (mukaillen Mano, 
Okada & Yamamoto 2009, s. 21). 

Kuvassa 18 on esitetty laivan rungon taivutusmomenttijakauma laivan pituuden suhteen. Väsy-

miseliniän kannalta pitkittäiset kuormat ovat kaikista merkittävimpiä, koska ne aiheuttavat suurim-

mat jännitysvaihtelut laivan runkoon 

 

5.3 Risteilylaivan rungon mittaus 

Laivan runkoon on sijoitettu useita venymäliuskoja, joiden avulla mitataan rakenteen paikallisia 

venymiä ja niistä johdettuja jännityksiä aluksen operoinnin aikana. Venymäliuskat ovat olennai-

nen osa rungon pitkäaikaista väsymismonitorointia, ja niiden avulla voidaan muodostaa käsitys 

rakenteen todellisesta vastehistoriasta merellä. Mittauspisteiden sijainnit on määritetty lujuuslas-

kentamallin perusteella. Mittauspisteissä esiintyy suuria jännitysvaihteluita rungon globaalista tai-

vutuksesta. Mallinnuksen perusteella nämä pisteet ovat edustavia rungon väsymisen kannalta. 
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Jokaiseen mittauskohtaan on asennettu kaksi venymäliuskaa vierekkäin siten, että niiden mit-

taustuloksista voidaan laskea keskiarvo. Keskiarvoa pidetään kyseisen mittauskohdan mitattuna 

arvona. Kahden anturin käyttö samassa kohdassa mahdollistaa mittausvirheiden pienentämisen. 

Lisäksi kahden vierekkäisen anturin käyttö parantaa järjestelmän luotettavuutta pitkäkestoisessa 

mittauksessa. 

Vaikka venymäliuskojen sijoittelu, mittauspisteiden lukumäärä ja mittausjärjestelmän toiminta 

ovat keskeinen osa tämän työn taustaa, työn julkisen luonteen vuoksi rungon mittausjärjestelyitä 

ei voida kuvata tarkemmin. Tässä työssä keskitytään mittausdatasta tehtävään analyysiin ja sen 

menetelmiin, ei itse mittausjärjestelmään. 
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6. RISTEILYLAIVAN RUNGON VASTEHISTORIA-
ANALYYSI 

Rungon vastehistoria-analyysin tavoitteena on määrittää rakenteen väsymiselinikä, sekä suurim-

mat rakenteessa esiintyvät jännitykset. Lisäksi työn osana kehitetään datan pitkäaikaistalletuk-

seen soveltuva pakkausalgoritmi. Analyysin lähtöaineistona käytetään mittausdatan perusteella 

tunnistettuja jännityssyklejä. Ne muodostavat niin kutsutun rainflow-histogrammin.  

Vastehistoria-analyysi toteutetaan kahdessa vaiheessa: ensin suoritetaan väsymistarkastelu, ja 

sen jälkeen äärivastetarkastelu. Vastehistoria-analyysin lisäksi todennetaan pakkausalgoritmin 

toiminta. Todentamista varten mittaussignaali pakataan ja rekonstruoidaan, jonka jälkeen re-

konstruoidulle signaalille tehdään uudestaan väsymis- ja äärivastetarkastelu. Alkuperäisen sig-

naalin ja rekonstruoidun signaalin analyysien tuloksia vertailemalla saadaan kuva pakkausalgo-

ritmin tarkkuudesta ja sen vaikutuksesta analyysin tuloksiin. 

Työssä keskitytään edellä mainittujen prosessien toteuttamiseen ja niiden toimivuuden arviointiin. 

Useissa vaiheissa käyttäjän on valittava analyysin vaiheisiin sopivat parametrit, ja työssä arvioi-

daan myös näiden valintojen vaikutusta lopputuloksiin. Valittuja parametreja varioimalla niille py-

ritään löytämään sopivat arvot. 

Risteilylaivan mittausjärjestelmä tuottaa dataa jatkuvasti ja tätä työtä tehdessä dataa on saatavilla 

hieman yli kahden vuoden ajalta. Laskentaohjelma rakennetaan niin, että tuloksia on mahdollista 

täydentää myöhemmin, kun dataa on saatavilla enemmän. 

Työssä analyysin tuloksia esitellään yhden venymäliuskan osalta, vaikka analysoitavia liuskoja 

on useita. Analysointiprosessi on samanlainen jokaisen venymäliuskan tuloksille, mutta käytet-

tävä S-N-käyrä tulee valita mittauspistekohtaisesti. Yhden mittauspisteen tulosten analysointi an-

taa kattavan kuvan tässä työssä kehitettävästä prosessista. Jotta työn tulokset voidaan esittää 

julkisesti, on ne skaalattu dimensiottomaan muotoon. 

6.1 Datan käsittely 

Datan käsittely toteutetaan Python ohjelmointikielellä käyttäen vapaasti saatavilla olevia kirjas-

toja. Käytetyimmät Python-kirjastot tässä työssä ovat NumPy ja SciPy. NumPy tarjoaa tehokkaan 

tietorakenteen ja mahdollistaa nopean laskennan, kun taas SciPy laajentaa tätä tarjoamalla laa-

jan valikoiman tieteellisiä algoritmeja ja työkaluja, kuten optimointia, integrointia, interpolointia, 

tilastollisia menetelmiä sekä signaalinkäsittelyä. SciPy rakentuu NumPy:n päälle, mikä tekee näi-

den kirjastojen yhteiskäytöstä tehokasta. Molemmat kirjastot ovat avoimen lähdekoodin projek-

teja, joita kehittää laaja kansainvälinen yhteisö, ja niiden luotettavuus perustuu vertaisarvioituihin 

algoritmeihin, kattavaan testaukseen ja dokumentointiin. SciPy:ä pidetään de facto -standardina 

Pythonin tieteellisessä käytössä, ja sitä käytetään laajasti tutkimuksessa ja teollisuudessa. (Vir-

tanen et al., 2020) 
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Ensimmäinen käsittely mittausdatalle tehdään heti mittausjärjestelmässä. Venymäliuskojen mit-

taama venymä kerrotaan materiaalikohtaisella kimmomoduulilla. Näin saadaan tulokseksi jänni-

tys, jota järjestelmä tallentaa. Tämä sisältää oletuksen, että mitattava rakenne säilyy kimmoisella 

alueella, eikä plastisoitumista tapahdu. Mittaustulokset kootaan taulukoksi, jossa jokaista liuskaa 

vastaa yksi sarake ja yhdellä rivillä on aina yhden mittaushetken arvot. 

Varsinainen datan käsittely ja analysointi suoritetaan Databricks-ympäristössä, joka tarjoaa pilvi-

pohjaisen alustan suurten datamäärien hallintaan ja laskentaan. Databricks mahdollistaa Python-

koodin ajamisen yhdessä muiden työkalujen kanssa, ja se tukee NumPy- ja SciPy-kirjastojen 

käyttöä. Tämä yhdistelmä tarjoaa joustavan ja skaalautuvan ratkaisun hyödyntäen avoimen läh-

dekoodin tieteellisiä kirjastoja modernissa big data -infrastruktuurissa.  

Seuraavaksi suoritetaan huippu- ja laaksoarvojen etsintä luvussa 3.4esitetyllä tavalla. Venymä-

liuskadatasta tulkitut huippu- ja laaksoarvot kuvaavat aaltojen aiheuttamia kuormitussyklejä lai-

van rungossa. Huippuarvojen etsintä tehdään SciPy:n signaalinkäsittelykirjaston find_peaks-

funktiolla. Kuvassa 19 on havainnollistettu huippu- ja laaksoarvojen etsintää. 

 

Kuva 19. Esimerkki huippuarvojen tunnistamisesta. 

Huippu- ja laaksoarvoista määritetään rakenteen jännityssyklit- sekä amplitudit käyttäen vapaasti 

saatavilla olevaa rainflow pakettia Pythonille. Tämän algoritmin luotettavuus varmistettiin vertaa-

malla sen tuloksia matlabin rainflow-funktion tuloksiin ja tulokset olivat identtiset samalle jänni-

tyshistorialle. 
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Kuva 20. Rainflow-laskennan tulos tarkasteltavalle venymäliuskalle. 

Rainflow-laskennan tulokset on esitetty kuvassa 20 histogrammina. Y-akseli on asetettu logarit-

miseksi jännitysamplitudin ylä- ja alapäiden syklimäärien suurten erojen takia ja se on muutettu 

syklimäärien sijaan kuvaamaan syklien esiintymistiheyttä. Jännityshistorian kuvaamista kokeiltiin 

myös vaihtoehtoisella syklienlaskentamenetelmällä, jossa tarkasteluun otettiin mukaan kaikki jän-

nitysvaihtelut. Kuvassa 21 on esitetty tämä vaihtoehtoinen huippuarvojen tunnistus käyttäen sa-

maa esimerkkisignaalia kuin kuvassa 19. 

 

Kuva 21. Esimerkki kaiken jännitysvaihtelun huomioivasta huippuarvojen tunnistuk-
sesta. 

Kaiken jännitysvaihtelun huomioivalla lähestymistavalla oli tavoitteena tutkia, onko keskijännityk-

sen ylittävän huippuarvolaskennan käyttö perusteltua. Kuvassa 22 on esitetty rainflow-laskennan 

tulokset samalle datalle, kuin kuvassa 20. 
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Kuva 22. Kaiken jännitysvaihtelun huomioiva syklienlaskenta. 

Kuvia 20 ja 22 vertaamalla huomataan, että pienien syklien esiintymistiheydessä on huomattava 

ero. Vertailemalla näissä kuvissa esitettyjen jännityssyklien aiheuttamaa väsymisvauriota, voi-

daan todeta, että pienen jännitysvaihtelun olevan sen suhteen merkityksetön. Väsymisvauriosum-

mien laskentaan käytettiin DNV:n SN-käyrää suurlujuusteräksille (DNV 2025, s.179). 

Kaiken jännitysvaihtelun huomiointi aiheuttaa haasteita jännityshistorian kuvaamisessa tilastollis-

ten jakaumien avulla, sillä pienten syklien suhteessa suuri määrä muuttaa jakauman muotoa si-

ten, etteivät yleisesti käytetyt jakaumat kuvaa sitä. Väsymisvaurion kannalta merkittäviä syklejä 

ovat keskisuuren alueen syklit, joten analyysin tarkkuuden kannalta on oleellista, että valittu ja-

kauma kuvaa niitä hyvin. 

Kun käytetään keskijännityksen ylittävää huippuarvolaskentaa, histogrammista poistuu pienten 

syklien suuri piikki ja tilastollisen jakauman sovite paranee väsymisvaurion kannalta merkitsevien 

syklien osalta. Pienten jännitysvaihteluiden vaikutus on tarkasteltava tapauskohtaisesti, koska 

myös pieni jännitysvaihtelu voi aiheuttaa väsymisvauriota, jos rakenteen keskijännitys on suuri, 

tai kyseessä on alhaisemman väsymiskestävyysluokan detalji (Niemelä 2022, s.45) 

6.2 Väsymistarkastelu 

Rainflow-laskennan perusteella saadulle jännityshistorialle sovitetaan luvun 2.3 mukaiset toden-

näköisyysjakaumasovitteet, Gamma-, Log-normaali- ja Weibull-jakaumat. Jakaumien sopivuutta 

arvioidaan liuskakohtaisesti ja jokaiselle liuskalle valitaan paras jakaumasovite. Jakaumasovit-

teen avulla jännityshistoria voidaan esittää jatkuvana funktiona. 

Jakaumasovitteet ja niiden sopivuuden arviointi tehdään SciPy:n tilastollisten menetelmien kirjas-

ton funktioilla. Jakaumaparametrit arvioidaan fit-funktiolla. Fit-funktio perustuu suurimman uskot-

tavuuden estimointiin. Tarkasteltavan venymäliuskan tulosten jakaumasovitusten arviointi on 

esitettynä kuvassa 23. 



32 
 

 

Kuva 23. Jakaumasovitteet havaitulle jännityshistorialle. 

Jännityshistorian painottuminen 0 − 0.7𝜎 𝜎𝑟𝑒𝑓⁄  alueelle aiheuttaa haasteita tilastollisten jakaumien 

sovittamiselle. Koska sovitettavien jakaumien tulee kuvata yhtä aikaa sekä jyrkkä huippu että 

laajalle ulottuva häntä, parametrien estimointi on herkkää pienillekin muutoksille. Näistä syistä eri 

jakaumien kyky kuvata jännityshistoriaa vaihteli merkittävästä. Jakaumien sopivuutta arvioitiin 

kvantiili-kvantiilikuvaajien avulla. Kvantiili-kvantiili kuvaajat on esitetty kuvassa 24. 

 

Kuva 24. Jakaumasovitteiden kvantiili-kvantiili kuvaajat. 

Kvantiili-kvantiilikuvaajien lineaarisuuden perusteella tarkasteltavaa jännityshistoriaa kuvaa par-

haiten log-normaalijakauma. Gamma- ja Weibull-jakaumilla on vaikeuksia kuvata rainflow-histo-

grammin suurimpia havaintoarvoja. Myös log-normaalijakauma aliarvio suurimpia jännityssyklejä, 

mutta antaa kuitenkin niistä parhaan kuvan. QQ-kuvaajat on laadittu kappaleessa 2.5.2 esitetyn 

teorian mukaan toteutetulla Python-koodilla. 
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Kuva 25. 𝑙𝑜𝑔10 RMSE jännitysvaihteluvälivyöhykkeittäin. 

Kuvassa 25 on esitetty jännitysvaihteluvälivyöhykkeittäin RMSE kullekin jakaumatyypille. Suurien 

jännitysamplitudien pienen esiintymistiheyden takia RMSE on esitetty logaritmina. Kuvan 25 luvut 

kertovat siis, kuinka monta kymmenpotenssia jakaumasovitteen tiheysfunktio eroaa empiirisestä 

esiintymistiheydestä. Myös tämän perusteella Log-normaalijakauma sopii parhaiten havaittuun 

dataan. 

Log-normaalijakauman avulla esitetty jännityshistoria toimii lähtötietona väsymisvaurion ja väsy-

miseliniän määrittämiseen. S-N-käyrät oletetaan tässä työssä yhdeksi tarvittavaksi lähtötiedoksi 

eikä niiden oikeellisuuteen oteta kantaa. Työssä käytetään DNV:n S-N-käyrää korkealujuusteräk-

sille, jotta työn tulokset voidaan esittää julkisesti. Standardoitu S-N-käyrä toimii viitearvona, jonka 

avulla väsymisvaurio voidaan laskea tähän työhön riittävällä tarkkuudella. 

Todennäköisyyssovitteen kuvaaman vastehistorian ja rakenteen S-N-käyrän avulla määritetään 

väsymisvauriojakauma käyttäen Palmgren-Minerin sääntöä kaavan 57 mukaan. Tässä työssä vä-

symisvaurion laskemiseen hyödynnetään Pylife-ohjelmistokirjastoa, joka tarjoaa valmiin ja nu-

meerisesti vakaan Python toteutuksen väsymisvaurion laskentaan. Alla kuvassa 26 on esitettynä 

log-normaalijakaumalla mallinnettua jännityshistoriaa vastaava väsymisvauriojakauma. 
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Kuva 26. Jännityshistoria ja sitä vastaava väsymisvaurio. 

Mittaustulosta vastaava väsymisvaurio on hyvin pieni. Osaltaan sitä selittää mittausjakson aikana 

olleet rauhalliset sääolosuhteet, joissa laivaa on operoitu. Analyysin tuloksena saadaan jännitys-

historia ja sitä vastaava väsymisvauriojakauma. Tuloksia tarkastellaan luvussa 7. 

6.3 Äärivastetarkastelu 

Äärivastetarkastelu toteutettiin kynnysarvomallilla. Äärivasteen määrittämisen lähtötietona käy-

tettiin venymäliuskakohtaista rainflow-analyysin tuloksena saatua todennäköisyystiheyshisto-

grammia, joka on esitetty kuvassa 27. Kynnysarvomallissa äärivasteiden mallintaminen perustuu 

suurimpiin jännityshuippuihin.  

 

Kuva 27. Jännityshistorian todennäköisyystiheyshistogrammi. 
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Tarkasteltavana olevan venymäliuskan rainflow-analyysi sisältää 3,8 miljoonaa jännityssykliä. 

Datan perusteella määritettiin luvun 2.6 mukaan keskimääräinen jäännös- ja GP-jakauman para-

metrien stabiilisuuskuvaajat kynnysarvoilla 𝑢 = 0.5𝜎 𝜎𝑟𝑒𝑓⁄ … 2.25𝜎 𝜎𝑟𝑒𝑓⁄ , joiden perusteella arvioi-

tiin paras arvo kynnysarvolle 𝑢. Kuvassa 28 on esitetty keskimääräinen jäännös kynnysarvon 

suhteen, ja kuvassa 29 on esitetty parametrien stabiiliuskuvaajat. 

 

Kuva 28. Keskimääräinen jäännös. 

 

 

Kuva 29. GP-jakauman parametrien stabiiliuskuvaajat. 
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Kuvissa 28 ja 29 vaaleansininen alue kuvaa 95 %:n luottamusväliä keskimääräiselle jäännökselle, 

sekä parametrien stabiiliuskuvaajien estimaattoreille. Kynnysarvon valinnassa käytettiin apuna 

luottamusvälien leveyden tarkastelua ja lisäksi luottamusvälin leveyden käyttäytymistä analysoi-

tiin sovittamalla käyrään bilineaarinen malli. Bilineaarisen sovituksen avulla voidaan havaita, 

missä kohdin luottamusvälin kasvu muuttuu olennaisesti jyrkemmäksi. Kuvissa 30–32 on esitetty 

bilineaarinen sovitus luottamusvälin leveydelle, sekä bilineaarisen sovituksen taitepiste. 

 

Kuva 30. Luottamusvälin leveys keskimääräiselle jäännökselle. 

 

Kuva 31. Luottamusvälin leveys GP-jakauman skaalaparametrille. 
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Kuva 32. Luottamusvälin leveys GP-jakauman muotoparametrille. 

Kuvissa 30–32 sininen viiva kuvaa kuvien 27 ja 28 luottamusvälin leveyttä. Bilineaarisen mallin 

taitepisteet asettuvat välille 1,579 𝑢 𝜎𝑟𝑒𝑓⁄  − 1,640 𝑢 𝜎𝑟𝑒𝑓⁄  . Tämän ja kuvaajan tasaantumisen pe-

rusteella kynnysarvoksi valitaan 𝑢 = 1,640 𝑢 𝜎𝑟𝑒𝑓⁄ . Tämä on esitetty punaisella pystysuoralla kat-

koviivalla kuvissa 33–34.  

 

Kuva 33. Kynnysarvoa vastaava keskimääräinen jäännös ja valittu kynnysarvo. 
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Kuva 34. Kynnysarvoa vastaavat jakaumaparametrit ja valittu kynnysarvo. 

Kynnysarvo 𝑢 = 1,640 𝑢 𝜎𝑟𝑒𝑓⁄  vastaa empiiristä kvantiilia 𝑄̂0.999 ja kynnysarvon ylittäviä havaintoja 

on 639 kappaletta. Kynnysarvon kvantiilin perusteella havaintoaineistossa dataa on liian vähän. 

Aineiston lähemmin tarkastellen huomataan, että lähes kaikki kynnysarvon ylittävät syklit ovat 

peräisin yhden vuorokauden ajanjaksolta, jolloin laiva operoi tavanomaista kovemmassa aallo-

kossa. Kynnysarvomallin mukainen GP-jakaumasovite on tehty SciPy:n fit-funktiolla ja sovitusta 

arvioitiin QQ-kuvaajalla. 

 

Kuva 35. Kynnysarvomallin GP-jakaumasovitteen arviointi. 
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Kuvan 35 QQ-kuvaajan lineaarisuuden perusteella GP-jakaumasovitteen voidaan todeta olevan 

hyvä. Vertailun vuoksi toteutettiin myös asymptoottisen ääriarvomallin mukainen ääriarvoana-

lyysi. Alla kuvassa 36 on esitetty GEV-jakaumasovitus ja sen arviointi asymptoottiselle mallille. 

Asymptoottinen malli on toteutettu Niemelän (2022 s.20–22) mukaan. 

 

Kuva 36. Asymptoottisen ääriarvomallin GEV-jakaumasovitteen arviointi. 

Kuvasta 36 nähdään, että GEV-jakauma ei pysty kuvaamaan suurimpia jännityshuippuja, jolloin 

arvioitu äärivaste jää huomattavasti todellista matalammaksi. Kynnysarvomallia ja asymptoottista 

ääriarvomallia voidaan vertailla myös paluujaksokuvaajan avulla, joka on esitetty kuvassa 37. 

 

Kuva 37.  Paluujaksokuvaaja. 
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Kuvan 37 perusteella asymptoottinen ääriarvomalli antaa huomattavasti pienemmän paluutason 

pidemmillä paluujaksoilla verrattuna kynnysarvomalliin. Kynnysarvomalli myös mukailee dataa 

paremmin. Asymptoottisen mallin jakaumasovite painottuu todennäköisyystiheyshistogrammin 

huippukohdan ympärillä, mutta se kuvaa suurimpia jännityshuippuja hyvin epäkonservatiivisesti. 

Molemmissa ääriarvomalleissa haasteena on datan vähyys suurien amplitudien osalta. 

Niemelän (2022, s.55) mukaan äärivaste 𝜎𝑧,𝑚 paluujaksolla 𝑚 voidaan määrittää GP-jakauma-

sovitteen estimaattoreiden avulla. Äärivasteen määrittämiseen tarvitaan kynnysarvon ylitystoden-

näköisyys 𝜁𝑢̂, joka lasketaan rainflow-histogrammin datapisteiden määrän 𝑛 ja kynnysarvossa 

huomioitujen datapisteiden 𝑘𝑢 mukaan 

 
𝜁𝑢̂ =

𝑘𝑢

𝑛
. [58] 

Äärivasteen laskemiseksi paluujaksoksi asetetaan rakenteen suunniteltu vähimmäisväsymisikä 

𝑁𝑑, jolloin äärivaste on 

 
𝜎𝑧,𝑚 = 𝑢 +

𝜎

𝜉

̂
[(𝑁𝑑𝜁𝑢̂)

𝜉̂
− 1], [59] 

jossa 𝜎̂ ja 𝜉 ovat kynnysarvomallin GP-jakauman estimaattorit. Äärivastetta arvioidaan tarkemmin 

luvussa 7.2. 

6.4 Pakkausalgoritmin toiminta 

Työn mittausaineistoa käytetään pakkausalgoritmin toteuttamisen apuna. Ensin aineisto paka-

taan ja sen jälkeen puretaan. Näin voidaan vertailla algoritmin vaikutuksia analyysin tarkkuuteen. 

Algoritmin kaksi valittavaa parametria ovat segmentin pituus 𝐿 ja harmonisten komponenttien 

määrä 𝑛𝑐. Segmentin pituudeksi valittiin 2 minuuttia, koska se on tarpeeksi lyhyt, jotta signaali on 

sen jaksolla heikosti stationaarinen, mutta se on kuitenkin tarpeeksi pitkä, ettei käsiteltäviä seg-

menttejä ole liikaa, joka pidentäisi laskenta-aikaa. laskenta-ajan pituus riippuu käytettävissä ole-

vista laskentaresursseista, joten sitä ei tässä työssä kommentoida. Algoritmin pakkaussuhde 

määritetään kappaleessa 7.3. 

Harmonisten komponenttien määrälle tarkasteltiin kolme eri vaihtoehtoa: 50, 100 ja 150 kompo-

nenttia. Valituilla parametreilla havaintoaineisosta valittiin koko 10 kuukauden ajanjakso algorit-

min toiminnan tarkasteluun. Tämä ajanjakso on vertailulle otollinen, sillä se sisältää useita erilai-

sia sääolosuhteita ja kuormitustilanteita. Pakatulle ja puretulle signaalille tehtiin luvun 6.2 mukai-

nen rainflow-analyysi, jonka tuloksista laskettiin väsymisvaurio. Tässä tarkastelussa ei tehty tilas-

tollista jakaumasovitetta, vaan tarkasteltiin suoraa rainflow-histogrammia. Rainflow-histogrammin 

vertailukohtana oli alkuperäisen signaalin tulokset tarkastelujakson ajalta. Lisäksi algoritmin toi-

mintaa vertailtiin äärivasteanalyysin avulla. Äärivaste laskettiin signaalille pakkaamisen ja purka-

misen jälkeen luvun 6.3 mukaan ja saatuja tuloksia vertailtiin alkuperäiseen. 
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7. TULOKSET 

Laivan rungon vastehistoria-analyysin tulokset esitellään kolmessa osassa. Kaksi ensimmäistä 

osaa muodostavat rungon vastehistorian tarkastelun kokonaisuuden. Väsymistarkastelussa tu-

lokset sisältävät jännityshistoriaa kuvaavan jakaumasovitteen arvioinnin ja sen perusteella mää-

ritetyn väsymisvaurion esittelyn. Äärivasteen osalta tarkastellaan kynnysarvomallin mukaisia tu-

loksia. Kolmantena tarkastellaan pakkausalgoritmin parametrivalintoja algoritmin tehokkaan toi-

minnan varmistamiseksi. 

7.1 Väsymistarkastelu 

Väsymisanalyysi tehtiin yhden venymäliuskan perusteella. Käsiteltäväksi liuskaksi valittiin väsy-

misvaurion kannalta merkittävin. Venymäliuskan rainflow-analyysin tulokset ja siihen tehty ja-

kaumasovitus sekä sen arviointi on esitetty tässä kappaleessa. Jakaumasovitteen sopivuus on 

arvioitu pääasiassa QQ-kuvaajan lineaarisuuden perusteella.  

Rainflow-analyysin perusteella muodostettu histogrammi osoitti, että mittauspisteessä väsymis-

vaurion kannalta merkittävät keskisuuret ja suuret jännitysamplitudit jäivät vähäisiksi. Jakauma-

sovitteiden välillä suurimmat erot havaittiin juuri keskisuurten ja suurten jännitysamplitudien vä-

lillä. Pienillä jännitysamplitudeilla gamma- ja Weibull-jakaumat tuottivat hyvän sovituksen, mutta 

suuremmilla amplitudeilla niiden estimoimat arvot jäivät selvästi liian pieniksi. Myös Log-normaa-

lijakauma aliarvioi suuria amplitudeja, mutta se toimii kuitenkin jokseenkin hyvin. 

 

Kuva 38. Log-normaalijakaumalla mallinnettu jännityshistoria ja sitä vastaava väsy-
misvaurio. 
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Kuvassa 38 on esitetty jännityshistoriaa parhaiten kuvaava log-normaalijakauma. Log-normaali-

jakauman sopivuus havaittuun jännityshistoriaan näkyy kuvassa 23. Sekä todennäköisyystiheys-

vertailu että kuvan 24 QQ-kuvaajat osoittivat sen sopivammaksi kuin Gamma- ja Weibull-ja-

kaumat. Suurin väsymisvaurio aiheutui noin 0,7𝜎 𝜎𝑟𝑒𝑓⁄  kohdalla, joka on esitetty kuvassa 38 pu-

naisella pystyviivalla. Väsymisvaurio summa oli 𝐷 = 2,39 ∗ 10−3. 

7.2 Äärivastetarkastelu 

Äärivasteen määrittämiseen kynnysarvomalli todettiin parhaaksi menetelmäksi kappaleessa 6.3. 

Kuvassa 39 on kynnysarvomallin mukaiset äärivasteet eri paluujaksoille. 

 

Kuva 39. Kynnysarvomallin mukainen paluutasokuvaaja. 

Paluujaksona käytettiin rakenteen suunnitteluelinikää 𝑁𝑑 = 108 sykliä. Mittauspisteen äärivas-

teeksi paluujaksolla 𝑁𝑑 saatiin 3,7𝑧 𝜎𝑟𝑒𝑓⁄ . Tämä tarkoittaa, että laskettu äärivaste 3,7𝑧 𝜎𝑟𝑒𝑓⁄  esiin-

tyy rakenteen suunnitellun eliniän aika ainakin kerran, tai todennäköisyys sen esiintymiselle on 

1/𝑁𝑑.  

Äärivasteen suuruuteen vaikutti merkittävästi valittu kynnysarvo. Kynnysarvon valintaa vaikeutti 

suurten jännitysamplitudien puute jännityshistoriassa, eikä äärivasteen vakiintumista kynnysar-

von suhteen pystytty varmentamaan. 
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Kuva 40. Äärivaste kynnysarvon suhteen. 

Kuvassa 40 on esitetty kynnysarvon vaikutus laskettuun äärivasteeseen. Suurempia kynnysar-

voja ei voitu käyttää, sillä kynnysarvon ylittäviä jännityssyklejä olisi silloin liian vähän GP-jakauma-

sovituksen parametrien luotettavaan estimointiin.  

7.3 Pakkausalgoritmin parametrien valinta 

Pakatun ja puretun signaalin rainflow-analyysin tuloksia ja niistä laskettuja väsymisvaurioita ver-

tailtiin alkuperäisen signaalin vastaaviin tuloksiin. Kuvassa 41 on esitetty eri parametrivalintojen 

tuottamat rainflow-histogrammit.  

 

Kuva 41. Rekonstruoitujen signaalien rainflow-histogrammit. 
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Kuva 42. Suhteellinen virhe alkuperäisen ja rekonstruoidun signaalin syklimäärien 
välillä. 

 

Kuva 43. Rekonstruoitujen signaalien väsymisvaurio. 

 

Kuva 44. Suhteellinen virhe rekonstruoidun ja alkuperäisen signaalin väsymisvau-
riossa. 

Kuvan 41 rainflow-histogrammit säilyivät saman muotoisina ja niiden tarkempia eroja analysoitiin 

suhteellisen virheen avulla, joka laskettiin 

 
𝑒𝑟 =

|𝑛𝑎𝑙𝑘𝑢𝑝𝑒𝑟ä𝑖𝑛𝑒𝑛,𝑖 − 𝑛𝑟𝑒𝑘𝑜𝑛𝑠𝑡𝑟𝑢𝑜𝑖𝑡𝑢,𝑖|

𝑛𝑎𝑙𝑘𝑢𝑝𝑒𝑟ä𝑖𝑛𝑒𝑛,𝑖

∙ 100%, [60] 

jossa 𝑛𝑎𝑙𝑘𝑢𝑝𝑒𝑟ä𝑖𝑛𝑒𝑛 on alkuperäisen histogrammin pylvään 𝑖 syklimäärä ja 𝑛𝑟𝑒𝑘𝑜𝑛𝑠𝑡𝑟𝑢𝑜𝑖𝑡𝑢 on rekonst-

ruoidun histogrammin pylvään 𝑖 syklimäärä.  

Kuvassa 42 on esitetty suhteellinen ero alkuperäisen ja rekonstruoidun signaalin syklimäärien 

välillä. Suurimmat erot eri vaihtoehdoissa muodostuivat keskisuuriin ja suuriin amplitudeihin, mikä 

näkyi väsymisvauriossa.  

Kuvan 43 väsymisvaurion muodossa huomataan rekonstruktion vaikutus keskisuuriin ja suuriin 

jännitysamplitudeihin. Kuvassa 44 on laskettu suhteellinen virhe alkuperäisen ja rekonstruoidun 

signaalin rainflow-histogrammeja vastaaville väsymisvaurioille. Tässä korostuu kuvassa 43 ha-

vaittu virhe. 
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Kuvan 43 mukaisen rainflow-histogrammin väsymisvauriolle on laskettu summa, ja summan suh-

teellinen ero alkuperäiseen signaaliin laskettiin jokaiselle rekonstruktiolle. Tulokset on esitetty 

taulukossa 1. 

 Rekonstruoidun signaalin väsymisvauriosumman arviointi 

𝐓𝐬𝐞𝐠 = 𝟏𝟐𝟎𝒔, 𝒏𝒄 = 𝟏𝟓𝟎 𝐓𝐬𝐞𝐠 = 𝟏𝟐𝟎𝒔, 𝒏𝒄 = 𝟏𝟎𝟎 𝐓𝐬𝐞𝐠 = 𝟏𝟐𝟎𝒔, 𝒏𝒄 = 𝟓𝟎 

𝐷 = 1,832 ∙ 10−3 𝐷 = 1,811 ∙ 10−3 𝐷 = 1,685 ∙ 10−3 

−0,22% −1,30% −8,18% 

 

Väsymistarkastelun kannalta parhaaksi vaihtoehdoksi osoittautui harmonisten komponenttien 

määrä 𝑛𝑐 = 100. Suhteellinen virhe väsymisvauriossa oli −1,30%. Harmonisten komponenttien 

määrä 𝑛𝑐 = 50 muodosti huomattavasti suuremman suhteellisen virheen, kun taas harmonisten 

komponenttien määrä 𝑛𝑐 = 150 antoi tarkemman tuloksen, mutta vastaavasti laskenta-aika sekä 

tallennettavien datapisteiden määrä kasvoi harmonisten komponenttien määrän suhteessa.  

Komponenttien määrän valintaa tutkittiin myös äärivasteen osalta. Kolmella eri komponenttimää-

rällä rekonstruoiduista signaaleista määritettiin äärivaste kynnysarvomallin mukaisesti, koska se 

todettiin dataan parhaiten soveltuvaksi kappaleessa 6.3. 

 

Kuva 45. Rekonstruoitujen signaalien todennäköisyystiheyshistogrammit. 

 

Kuva 46. Rekonstruoitujen signaalien keskimääräiset jäännökset. 
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Kuva 47. Rekonstruoitujen signaalien kynnysarvomallin jakaumaparametrit. 

 

Kuva 48. Luottamusvälien leveydet kynnysarvon arviointiin. 

Todennäköisyystiheyshistogrammien muodoista huomataan, että komponenttien määrän vähen-

tyessä todennäköisyystiheyshistogrammin huippu kasvaa pienten syklien kohdalla, tämä johtuu 

suurten havaintojen määrän vähenemisestä. 

Kuvien 46 ja 47 perusteella muodostettiin 95 %:n luottamusvälin leveyden kuvaaja suhteessa 

kynnysarvoon ja siihen tehtiin bilineaarinen sovitus, nämä on esitetty kuvassa 48. Kynnysarvo 

arvioitiin bilineaarisen sovituksen taitepisteen ja kuvien 46 ja 47 kuvaajien tasaantumisen perus-

teella. 
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Kynnysarvoksi valittiin edellä esitetyn arvioinnin perusteella 𝑢 = 1,640 𝑢 𝜎𝑟𝑒𝑓⁄ . Tämä on sama 

kynnysarvo kuin alkuperäiselle datalle valittu kynnysarvo. Eri komponenttimäärille rekonstruoi-

duille signaaleille kynnysarvon arvioita voisi tarkentaa vielä hieman, mutta vertailun mahdollista-

miseksi valitaan sama kynnysarvo. Kuvassa 49 on esitetty kynnysarvomallin mukainen keskimää-

räinen jäännös eri rekonstruktioille ja kuvassa on esitetty valittu kynnysarvo. 

 

Kuva 49. Kynnysarvon valinta keskimääräisen jäännöksen perusteella. 

Pakkausalgoritmien parametrien valintaan käytettävässä alkuperäisessä datasarjassa valitun 

kynnysarvon ylittäviä havaintoja jäi 572. Alla taulukoituna on eri parametrivaihtoehtojen ylitysten 

määrät sekä suhteellinen ero alkuperäiseen. 

 Algoritmin parametrien vaikutus ylitysten määrään 

𝐓𝐬𝐞𝐠 = 𝟏𝟐𝟎𝒔, 𝒏𝒄 = 𝟏𝟓𝟎 𝐓𝐬𝐞𝐠 = 𝟏𝟐𝟎𝒔, 𝒏𝒄 = 𝟏𝟎𝟎 𝐓𝐬𝐞𝐠 = 𝟏𝟐𝟎𝒔, 𝒏𝒄 = 𝟓𝟎 

𝑛𝑦𝑙𝑖𝑡𝑦𝑘𝑠𝑒𝑡 = 567 𝑛𝑦𝑙𝑖𝑡𝑦𝑘𝑠𝑒𝑡 = 553 𝑛𝑦𝑙𝑖𝑡𝑦𝑘𝑠𝑒𝑡 = 509 

−0,87% −3,32% −11,01% 

 

Valitun kynnysarvon perusteella jokaiselle rekonstruktiolle muodostettiin kynnysarvomallin mu-

kaiset GP-jakaumasovitukset. Niiden sopivuutta arvoitiin QQ-kuvaajilla.  
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Kuva 50. Rekonstruktioiden GP-jakaumasovitukset ja niiden arviointi. 

Kuvan 50 QQ-kuvaajien lineaarisuuden perusteella GP-jakaumasovitukset onnistuivat. Jokaiselle 

rekonstruoidulle datasarjalle tehtiin vielä paluutasokuvaajat äärivasteen arvioimista varten. Ääri-

vaste laskettiin 108 syklille luvun 6.3 mukaan. Paluutasokuvaajat on esitetty kuvassa 51. Vertailun 

helpottamiseksi eri rekonstruktioiden paluutasokuvaajat on esitetty samassa kuvaajassa alkupe-

räisen datan paluutason kanssa. 

 

Kuva 51. Eri rekonstruktioiden paluutasokuvaajat. 
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Kuvasta 51 huomataan, että kynnysarvomallin mukaisesti määritetty äärivaste laskee huomatta-

vasti harmonisten komponenttien määrän vähentyessä. Suhteellinen ero äärivasteiden 𝑧𝑚/𝜎𝑟𝑒𝑓 

välillä on esitetty taulukossa 3. 

 Äärivastevertailu 

𝑳 = 𝟏𝟐𝟎𝒔, 𝒏𝒄 = 𝟏𝟓𝟎 𝑳 = 𝟏𝟐𝟎𝒔, 𝒏𝒄 = 𝟏𝟎𝟎 𝑳 = 𝟏𝟐𝟎𝒔, 𝒏𝒄 = 𝟓𝟎 

𝑧𝑚 𝜎𝑟𝑒𝑓⁄ = 3,40 𝑧𝑚 𝜎𝑟𝑒𝑓⁄ = 3,34 𝑧𝑚 𝜎𝑟𝑒𝑓⁄ = 3,22 

−10,4% −11,1% −15,0% 

 

Eri komponenttivaihtoehtojen pakkaussuhteet laskettiin vertaamalla alkuperäisen datasarjan ko-

koa pakattujen sarjojen kokoon. Näin saatu pakkaussuhde kertoo, kuinka monta kertaa pienempi 

pakattu signaali on alkuperäiseen verrattuna. Tulokset on esitetty taulukossa 4. 

 Rekonstruktioiden pakkaussuhteet 

𝑳 = 𝟏𝟐𝟎𝒔, 𝒏𝒄 = 𝟏𝟓𝟎 𝑳 = 𝟏𝟐𝟎𝒔, 𝒏𝒄 = 𝟏𝟎𝟎 𝑳 = 𝟏𝟐𝟎𝒔, 𝒏𝒄 = 𝟓𝟎 

33: 1 50: 1 100: 1 

 

Pakkaussuhteet osoittivat, että harmonisten komponenttien määrä vaikutti siihen lineaarisesti. 

Rainflow-histogrammien ja äärivasteen vertailu kuitenkin osoitti, että harmonisten komponenttien 

määrän vähentäminen vaikutti eniten signaaliin suurimpiin jännitysamplitudeihin. Erot korostuivat 

etenkin äärivasteen määrittämisessä. Parametrivalinta perusteellaan tarkemmin kappaleessa 

8.3. 
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8. JOHTOPÄÄTÖKSET 

Kirjallisuuskatsauksessa esitellyn teorian pohjalta rakennettu analyysiprosessi osoittautui toimi-

vaksi ja kokonaisvaltaiseksi menetelmäksi risteilylaivan rungon stokastisen vastehistorian tarkas-

teluun. Prosessi vastasi johdannossa esitettyihin tutkimuskysymyksiin ja mahdollisti täysmitta-

kaavaisen mittausdatan systemaattisen käsittelyn, tilastollisen analyysin sekä väsymisvaurion ar-

vioinnin. Työn teoreettinen osuus tarjosi selkeät perusteet käytetyille laskentamenetelmille ja loi 

pohjan tapaustutkimuksessa toteutetulle analyysille. 

Osana kokonaisuutta työssä kehitettiin myös menetelmä venymäliuskojen mittaaman signaalin 

pakkaamiseen. Pakkausalgoritmi suunniteltiin erityisesti työn aineiston ominaisuuksia vastaa-

vaksi ja sen parametrien valinta perustui sekä teoreettisiin vaatimuksiin että aineiston käytännön 

rajoitteisiin. Ratkaisu mahdollistaa mittausdatan pitkäaikaistallennuksen huomattavasti alkupe-

räistä kompaktimmassa muodossa, kuitenkin siten, että signaalin merkittävät ominaisuudet säily-

vät analysointikelpoisina. 

Kirjallisuuskatsauksen esittämien menetelmien avulla vastehistoria muunnettiin muotoon, joka 

soveltuu sekä väsymis- että äärivasteanalyysiin. Mittausdataa kuvattiin tilastollisilla jakaumasovi-

tuksilla, joiden avulla jännityshistoria kyettiin esittämään jatkuvana funktiona. Jakaumasovitusten 

sopivuutta arvioitiin kolmella eri menetelmällä. 

8.1 Väsymistarkastelu 

Laivan rungon vastehistoriasta saatiin hyvä kokonaiskuva venymäliuskojen mittaustulosten ana-

lysoinnilla. Vastehistorian analysointiin kehitettiin ohjelma, joka mahdollistaa väsymislaskennan 

käyttäjän valitsemilla S-N-käyrillä. Tilastollisten jakaumien sovittaminen dataan muodostui han-

kalaksi empiiristen havaintojen jakauman voimakkaasti epäsymmetrisen muodon takia. Kolmesta 

tarkastellusta jakaumasta log-normaalijakauma kuvasi jännityshistoriaa parhaiten etenkin keski-

suurten amplitudien alueella, joilla on suuri merkitys väsymisvaurion kertymisessä. 

Sekä gamma- että Weibull jakauma aliarvioivat keskisuuria ja suuria amplitudeja, mikä heikensi 

niiden sopivuutta erityisesti väsymisen kannalta merkittävällä alueella. Log-normaalijakauman so-

vitus ei ollut täydellinen, mutta sen sopivuus oli selvästi kahta muuta jakaumaa parempi käytettä-

vissä olleeseen dataan. 

Väsymisvauriosumma analysoidulle venymäliuskalle oli huomattavan pieni, mikä vastaa mittaus-

jakson aikana vallinneita pääsääntöisesti rauhallisia sääolosuhteita. Väsymistarkastelun voidaan 

katsoa tuottaneen hyvän arvion jännityshistorian aiheuttamasta laskennallisesta väsymisvau-

riosta ja osoittaneen, että kehitetty laskentaprosessi soveltuu laivan rungon täysmittakaavaisen 

jännityshistorian käsittelyyn. 
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8.2 Äärivastetarkastelu 

Äärivastetarkastelussa kynnysarvomalli osoittautui parhaaksi käytettävissä olevaan dataan, 

koska se mahdollisti äärivasteen mallintamisen jännityshistorian suurimpien havaintojen perus-

teella. Kynnysarvon vaikutusta laskennalliseen äärivasteeseen tarkasteltiin herkkyysanalyysillä 

ja valittu kynnysarvo todettiin käytettävissä olevan datan suhteen sopivaksi. Äärivasteen määrit-

tämistä pitää tarkentaa, kun saatavilla on pidempi mittausjakso, joka sisältää enemmän suuria 

jännitysamplitudeja. 

Äärivasteen mallintamisen haasteena oli datan vähyys suurien jännitysamplitudien osalta, eikä 

äärivasteesta voitu muodostaa luotettavaa arviota. Datan vähyys näkyi myös kynnysarvon mää-

rittämisessä. Vaikka käytettävissä ollut mittausjakso oli kohtalaisen pitkä, suurin osa siitä oli ope-

rointia rauhallisissa sääolosuhteissa, eikä rakenteeseen täten muodostunut suuria jännityksiä. 

8.3 Datareduktio 

Harmonisiin komponentteihin perustuva pakkausalgoritmi osoittautui toimivaksi pitkän mittausda-

tan tallennettavien datapisteiden määrän vähentämisessä. Käytettävissä olevalla datalle par-

haiksi algoritmin parametreiksi osoittautui 100 harmonista komponenttia ja 2 minuuttia pitkä seg-

mentti. Nämä parametrit tuottivat tarpeeksi tarkan rekonstruktion käytettävissä olevalle datalle 

väsymistarkastelun osalta, mutta äärivasteen analysoinnissa virhettä oli melko paljon. Tämä se-

littyy, sillä että äärivaste määritetään jännityshistorian suuimpien amplitudien perusteella, ja näi-

den tarkka rekonstruointi edellyttää huomattavasti suurempaa harmonisten komponenttien mää-

rää kuin väsymistarkastelu. Parametrivalinnassa pitää huomioida niiden sopivuus kyseessä ole-

vaan signaaliin sekä pakkauksen tavoitteet. 

Pakkausalgoritmin vahvuutena voidaan pitää sitä, että se tuottaa systemaattisen ja analysoita-

vissa olevan signaalirakenteen ilman aineiston tilastollisen muodon merkittävää vääristymistä. 

Jatkokehityskohteena tässä työssä luotu kokeellinen algoritmi pitäisi toteuttaa tuotantokelpoi-

sena, niin että sitä voidaan ajaa mittausjärjestelmässä. Käytännössä tämä tarkoittaa algoritmin 

uudelleen kirjoittamista sellaisella ohjelmointikielellä, joka mahdollistaa Pythonia paremman suo-

rituskyvyn erityisesti FFT-laskennan kannalta. Esimerkiksi ohjelmointikielet C tai C++ mahdollis-

taisi merkittävästi nopeamman käsittelyn ja mahdollistaisi algoritmin liittämisen osaksi mittausjär-

jestelmää. 
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9. YHTEENVETO 

Tässä diplomityössä analysoitiin risteilylaivan rungon täysmittakaavaisia venymäliuskamittauksia 

tavoitteena muodostaa luotettava kuva rakenteen vastehistoriasta, arvioida rungon väsymisvau-

riota sekä mallintaa sen äärivasteita. Lisäksi työssä kehitettiin harmonisiin komponentteihin pe-

rustuva pakkausalgoritmi mittausdatan tallennusta varten. Työ yhdisti signaalinkäsittelyn, tilastol-

lisen analyysin ja väsymislaskennan menetelmät yhtenäiseksi analyysiprosessiksi. Työn tavoit-

teet saavutettiin ja siinä asetettuihin tutkimuskysymyksiin vastattiin. 

Kirjallisuuskatsauksessa esitettiin työn kannalta oleelliset tilastolliset menetelmät, kuten todennä-

köisyysjakaumat, parametrien estimointimenetelmät sekä jakaumasovitusten arviointi. Lisäksi 

esitettiin pakkausalgoritmia varten tarvittavat signaalinkäsittelyn menetelmät. Väsymisteoriaa esi-

teltiin erityisesti väsymisvaurion laskentaan ja jännityssyklien tunnistamiseen liittyen. 

Tapaustutkimus toteutettiin risteilylaivan stokastisen vastehistorian perusteella. Mittausdata esi-

käsiteltiin ja siitä tunnistettiin rainflow-laskennalla jännityssyklit. Havaituille jännityssykleille tehtiin 

kirjallisuuskatsauksen mukaiset todennäköisyysjakaumasovitukset. Jakaumasovitus mahdollisti 

väsymisvaurion esittämisen jatkuvana funktiona. Väsymisvaurio määritettiin Palmgren-Minerin 

säännön avulla ja sen perusteella saatiin arvio rakenteeseen aiheutuneesta väsymisvauriosta 

tarkastellulla mittausjaksolla. 

Äärivasteet analysoitiin venymäliuskamittausdatasta kynnysarvomallin avulla. Myös asymptoot-

tista ääriarvomallia kokeiltiin, mutta se ei soveltunut käytettävissä olevaan dataan. Kynnysarvo-

malli osoittautui toimivammaksi, sillä se kykeni kuvaamaan suurimpien jännitysamplitudien tilas-

tollista rakennetta. Äärivasteanalyysin tarkkuutta rajoitti suurten jännitysamplitudien vähäinen 

määrä, minkä vuoksi laskennallisesta äärivasteesta ei voitu tehdä tarkempia johtopäätöksiä. Ää-

rivastetarkastelun tulokset korostavat tarvetta pidemmälle mittausjaksolle. 

Työssä kehitetty harmonisiin komponentteihin perustuva pakkausalgoritmi osoittautui tehok-

kaaksi menetelmäksi vähentää tallennettavan datan määrää ilman väsymisanalyysin kannalta 

merkittävää informaation menetystä. Pakkausalgoritmin todettiin heikentävän äärivasteanalyysin 

tarkkuutta. Työssä arvioitiin myös pakkausalgoritmille valittavia parametreja ja parametrivalinto-

jen todettiin olevan mittaussignaalista ja tavoitteista riippuvaisia. 

Tapaustutkimuksen tulokset loivat kattavan yleiskuvan rungon vastehistoriasta ja sen perusteella 

arvioidusta väsymisvauriosta. Äärivasteanalyysin tulokset jäivät epävarmoiksi ja niitä täytyy tar-

kentaa, kun mittausdataa on saatavilla enemmän. Tapaustutkimus mahdollisti myös analyysipro-

sessin validoinnin. Tuloksia ei kuitenkaan työn rajauksien ja mittausjaksolla vallinneiden sääolo-

suhteiden vuoksi voida suoraan käyttää mitoitukseen. Suurien jännitysamplitudien vähäinen 

määrä mittausjaksolla oli työn keskeisin epävarmuustekijä. 

Työssä muodostettu laskentaprosessi tarjoaa vahvan pohjan tulevalle kehitystyölle. Mittausdatan 

tilastollinen mallintaminen parantaa väsymisanalyysin tarkkuutta ja mahdollistaa äärivasteiden 
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luotettavamman arvioinnin. Jatkossa prosessia voidaan laajentaa tarkemmilla lähtötiedoilla sekä 

täydentää niillä tekijöillä, jotka rajattiin tämän työn ulkopuolelle. Merkittävin jatkotutkimuskohde 

liittyy laskentaprosessin tarkentamiseen pidemmillä mittausjaksoilla sekä pakkausalgoritmin jal-

kauttamiseen mittausjärjestelmään. 
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