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Tilauspohjaisissa liiketoimintamalleissa asiakassuhde jatkuu niin kauan kuin asiakas kokee
palvelun hyodylliseksi tai jatkaa palvelun kaytdn myéhemmin uudelleen. Asiakaspoistuma tapah-
tuu, kun asiakas lopettaa tilauksensa. Tama voi johtua monesta syysta kuten asiakas voi vaihtaa
kilpailijan palveluun tai tuotteeseen, taloudellisesta syysta, tyytymattdmyydesta tai yritys voi myds
itse lopettaa asiakkuuden. Asiakaspoistuma on naille tilauspohjaisille liiketoimintamalleille kes-
keinen haaste. Tastd syysta asiakaspoistuman ennakoiminen naille yrityksille on erittain tarkea
ja hyddyllinen. Asiakaspoistuman ennakointi tehdaan erilaisilla data-analytiikan ja ennustemallien
avulla. Tastd aiheesta on tehty paljon tutkimusta, mutta ennakointi ja mallien toiminta selitetaan
tutkimuskirjallisuudessa usein teknisesti tai liian yksityiskohtaisesti tietyn ennustemallin nakdékul-
masta. Tassa tydssa keskitytdan siihen, miten asiakaspoistuma ennakointia tilauspohjaisissa pal-
veluissa voidaan ymmartaa tutkimuskirjallisuuden perusteella. Tavoitteena on luoda selkea ja yk-
sinkertainen kokonaiskuva.

Ty0 toteutetaan systemaattisena kirjallisuuskatsauksena ja aineisto perustuu aiemmin julkais-
tuihin tieteellisiin l&hteisiin. Tydssa kaydaan lapi, millaista asiakasdataa ennakoinnin hyédyntami-
sessa kaytetaan, millaisia analyysimenetelmia siihen kaytetdan, seka millaisia haasteita ja rajoit-
teita niissa erityisesti esiintyy tutkimuskirjallisuudessa. Menetelmia ei kuitenkaan kayda lapi tek-
nisesti tai matemaattisesti, vaan tarkoituksena on ymmartaa kokonaisuutta ja miten niitd hyddyn-
netaan.

Kirjallisuuden mukaan asiakaspoistuman ennakointi katsotaan yleensa jatkuvaksi prosessiksi,
jossa asiakkaan kayttaytymisen muutoksia halutaan tunnistamaan ajoissa. Asiakaspoistuman en-
nakoinnissa hyddynnetty dataa liittyy esimerkiksi asiakkaan kayttaytymisen muutokseen, palve-
lun kayttéon, maksamiseen, sopimukseen, asiakaspalveluihin ja asiakaspalveluun. Naihin muut-
tujiin liittyva data voi antaa varhaisia merkkeja asiakaspoistumasta. Tulosten perusteella enna-
koinnista saatava hyoty ei perustu vain ennustemallien tarkkuuteen, vaan myos siihen onko mallit
ymmarrettdvid ja pystyykd niitd implementoida ajoissa. Samalla myds ennakoinnissa esiintyy
haasteita ja rajoitteita, kuten datan laatu, epatasapainoiset aineistot, seké vaikeuksia soveltaa
tutkimuksen tuloksia eri tapauksiin

Avainsanat: Asiakaspoistuma, tilauspohjaiset palvelut, ennakointi, ennustaminen, data-
analytiikka, koneoppiminen, ennustemalli, liiketoiminta malli, yritys, tuote
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TEKOALYN KAYTTO OPPINAYTTEESSA

Opinnaytteessani on kaytetty tekoalysovelluksia:

O Ei
Kylla

lImoitukseni mukaan olen kayttanyt opinnaytteessani tutkielmaprosessin aikana seuraa-
via tekoalysovelluksia: ChatGPT 5.1, ChatGPT 5.2, Scopus Al

Tekoalysovellusten nimet ja versiot: OpenAl ChatGPT 5.1 ja 5.2, Scopus Al,

Kayttotarkoitus: Tekoalya kaytettiin tyon prosessissa vain tyokaluna. Kaikki sisallot on
tuotettu itse ja tekoaly kaytettiin tydn rakenteen tukena. Tekoaly kuten ChatGPT 5.1 ja
ChatGPT 5.2 kaytettiin sanojen ja lauseiden tarkistamiseen ja hiomiseen. Se siis auttoi
muotoilemaan sanoja ja lauseiden rakenteita paremmin. Esimerkiksi yleinen prompt on
ollut ” Voitko tarkistaa, mita kieliopillisia virheitad 16ydat, ja voisitko antaa parannusehdo-
tuksia?” Kirjoitus prosessi eteni niin, etta artikkelit luettiin ja niistéd poimittiin tekstia itse,
ja niiden perusteella kirjoitettiin tekstia itse. Tekoaly tarkasti, jos lauseet olivat hankalia
ja antoi ehdotuksia lauseen korjaamiseen. Naitd ehdotuksia hyddynnettiin ja korjailtiin.
Tahan auttoi myos Wordin oma kielitarkistus. Myos opinnaytteen eri lukujen ideoinnissa
kaytettiin tueksi tekoalya, mutta kaikki sisallét ovat itse tuottamia. Scopus Al kaytettiin
I&hteiden etsinndssa ja lukemisessa, ja sen jalkeen myos lahteet luettiin itse, ja arvioitiin,

onko sopiva vai ei.
Osiot, joissa tekoalya on kaytetty: 1.1,3.1,3.2,3.3,4.1,4.2,5.1.5.2,5.3,5.4,6.1,6.2,6.3

Olen tietoinen siita, ettéd olen taysin vastuussa koko opinnaytteeni sisalléstd, mukaan
lukien osat, joissa on hyddynnetty tekodlya, ja hyvaksyn vastuun mahdollisista eettisten

ohjeiden rikkomuksista.



ALKUSANAT

Aiheeseen herasi kiinnostus seuraamalla omaa kulutusta arjessa. Tasta alkoi pohdiske-
lua siita, ettad voiko asiakkaiden poistumista yrityksista ennakoida, ja voiko datasta I6ytaa

varhaisia merkkeja siita, ettd asiakas aikoo lopettaa palvelun kayton

Haluan erityisesti kiittdad ohjaajaani paljon tuesta ja neuvoista tyon tekemisen aikana.
Kiitos my0s niistda kommenteista, jotka auttoivat parantamaan tekstin luettavuutta ja te-

kemaan tydsta johdonmukaisemman.
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1. JOHDANTO

Taman kandidaatintydn aiheena on asiakaspoistuman ennakoinnin ymmartadminen ti-
lauspohjaisissa palveluissa. Tyo tarkastelee, miten asiakaspoistuma voidaan ennakoida
tilauspohjaisissa palveluissa data-analytiikan ndkdkulmasta ja millaisia analyysimenetel-

mia tutkimuskirjallisuudessa kaytetaan.

Tavoitteena on koota aiheesta selkea ja yksinkertainen kokonaisuus, silla tutkimuskirjal-
lisuudessa tata aihetta kasitellddn usein teknisesti. Aiheesta ilman tarkempaa perehty-
mista voi olla vaikea ymmartaa, mita asiakaspoistuman ennakoinnilla oikeasti tarkoite-
taan kdytannossa ja mihin tuloksia kaytetdan. Tassa johdantoluvussa kdydaan lapi tut-
kimuksen tausta ja rajaus, esitetdan tydlle tutkimuskysymykset ja tavoitteet seka avataan

tyon rakenne.

1.1 Tutkimuksen tausta

Tilauspohjaiset palvelut ja tuotteet ovat yleistyneet monilla toimialalla digitalisaation an-
siosta. Monet tallaiset palvelut toimivat niin, etta niistd maksetaan toistuvasti tietyn ajan
valein ja asiakkaat paattavat talldin uudelleen, aikovatko he palvelun kaytt6a vai ei. Lii-
ketoimintamallin kannattavuus syntyy asiakassuhteen jatkuvuudesta, eika perinteisella
tavalla yksittaisiin ostoksiin. Kaikki palvelun kayttddnottajat eivat jaa aktiivisiksi kaytta-
jiksi, koska palvelu ei integroidu kaikkien arkeen. (Libai et al., 2025) Naissa tilanteissa
yrityksille on tarkeaa tunnistaa asiakkaat, jotka ovat vaarassa lopettaa palvelun tai tuot-
teen kayton. Yrityksille ei riita, etta asiakaspoistuma tunnistetaan vasta jalkikateen. Pois-
tumaa ei luokitella usein yhtena tapahtumana, koska asiakkaat voivat l1ahted eri syista.
Yritykset voivat vaikuttaa osaan syista suoraan, kun taas osa syista jaa niiden vaikutus-
vallan ulkopuolelle (Braun ja Schweidel, 2011). Tama tekee asiakaspoistumasta vaikea
ennakoida, koska kaikki poistumat nakyvat asiakaspoistumana, mutta niiden taustasyyt

voivat olla eri.

Yrityksille asiakaspysyvyyden nakokulmasta on keskeista ennakoida asiakaspoistumaa.
Uusien asiakkaiden hankinta on myos selvasti kallimpaa kuin nykyisten asiakkaiden sai-
lyttdmista. Kirjallisuudessa poistuman ennustamiseen kaytetaan erilaisia menetelmia,

joilla tunnistetaan varhaisia merkkeja tulevasta poistumasta. Naiden poistuman taustalla



voi olla monenlaisia tekijoita, kuten tyytymattomyys tai kilpailutilanne, mika tekee enna-
koinnista helposti haastavaa. (Vafeiadis et al., 2015) Tahan liittyy se, miksi data-analy-
tiikka, koneoppiminen, syvaoppiminen, tekodly ja erilaiset mallit tulevat keskusteluun.
Asiakassailyttdminen on monille tilauspohijaisille yrityksille iso haaste, ja kirjallisuudessa
tata aihetta on tutkittu paljon erityisesti ennakoinnin nakokulmasta. Kaikkiin asiakaspidon
johtamisen haasteisiin ei ole kuitenkaan I6ydetty yhtenisia ratkaisuja (Ascarza et al.,
2018a). Tilauspohjaisissa liiketoimintamalleissa asiakkaiden pysyvyys liittyy kuitenkin

usein siihen, miltd palvelu tuntuu kaytéssa pitkalla aikavalilla (Cao et al., 2025).

1.2 Tutkimuksen rajaus

Tama kandidaatintyd toteutetaan systemaattisena kirjallisuuskatsauksena, eli siis ai-
neisto kerattiin systemaattisella tiedonhaulla valituista tietokannoista, joita esitetaan 2.2
luvussa. TyOssa ei keratd omaa empiirista aineistoa, eika tehda uusia ennustemalleja tai
omia laskelmia. Tarkoituksena on koota ja jasentada sitd, mita tutkimuskirjallisuudessa

kerrotaan asiakaspoistuman ennakoinnista tilauspohjaisissa liiketoimintamalleissa.

Tyon rajaus on tilauspohjaisiin liiketoimintamalleihin, silld niisséa asiakassuhde jatkuu
toistuvina tilausjaksoina ja poistuma nakyy suoraan siina, jatkuuko palvelun tai tuotteen
kaytto ja maksaminen. Valitut aineistot voivat kuitenkin olla semmoisia, joissa asiakas-
poistumaa tarkastellaan yleisemmin. Nama aineistot otetaan mukaan, koska havainnot

sopivat tilauspohjaiseen kontekstiin ja tukevat myos taman tyon aiheen nakokulmaa.

Tassa tyossa kuvataan, millaista asiakasdataa tutkimuskirjallisuudessa hyddynnetaan
ennakoinnissa. Tyossa kaydaan lapi ennakointiin hyddynnettyja analyysimenetelmia
yleisella tasolla. Niita ei kuitenkaan seliteta teknisesti eikd matemaattisesti tassa tyossa.
Huomio on enemmankin siind, mihin niitd kaytetaan ja miten niiden tuottamaa tietoa voi-

daan hybédyntaa poistuman ennakoinnissa.

1.3 Tutkimusongelma ja tutkimuskysymykset

Tassa kandidaatintydssa selvitetdan, miten asiakaspoistumaa voidaan ennakoida tilaus-
pohjaisissa palveluissa data-analytiikan ja erilaisten ennustemenetelmien avulla. Tutki-
musongelmana on se, ettd asiakaspoistumaa halutaan tunnistaa ennen kuin asiakas-
poistumaa ehtii tapahtua. Tata varten yritykset tarvitsevat sopivaa dataa, ymmarrysta ja
ennustemallien kohdistamista, jotta ennakoinnista on oikeasti hyotya. Tyossa paatutki-
mus tarkastelee tata kokonaisuutta, ja apututkimuskysymykset auttavat tdsmentamaan

sita.



Paatutkimuskysymys:

e Miten data-analytilkkaa voidaan hyddyntaa asiakaspoistuman ennakoinnissa ti-

lauspohjaisissa liiketoimintamalleissa?
Apututkimuskysymykset:

o Millaista asiakasdataa tutkimuksissa kaytetaan asiakaspoistuman ennakointiin ti-

lauspohjaisissa liiketoimintamalleissa?

e Millaisia menetelmia tutkimuksissa hyddynnetaan ennakoinnissa, ja mihin tarkoi-

tuksiin niita kaytetaan?

o Mitka ovat tarkeimmat haasteet ja rajoitteet, jotka vaikeuttavat ennusteiden kayt-

toa kaytanndssa tilauspohjaisissa liiketoimintamalleissa?

1.4 Tutkimuksen tavoitteet

Taman tyon aiheesta on tehty paljon tutkimuksia kirjallisuudessa, mutta ne lahestyvat
aihetta usein teknisesti ennustemallien nakdkulmasta. Tydn tavoitteena on muodostaa
selked ja yksinkertainen kokonaiskuva asiakaspoistuman ennakoinnista tilauspohjai-
sissa liiketoimintamalleissa data-analytiikan nakokulmasta. Tavoitteena on myos koota

tutkimuskirjallisuudesta keskeiset asiat yhteen ja selittaa ne kaytannonlaheisesti.

Ty06ssa ei kehitetd uutta ennustemallia tai testata menetelmia empiirisesti, vaan tarkoitus
on tarkastella ilmiota kirjallisuuteen perustuvan analyysin avulla. Taman lisaksi tavoit-
teena on myds tarkastella, miten ennakointi onnistuu, mihin sita hyédynnetaan, millaista
asiakasdataa siihen kaytetaan ja millaisia analyysimenetelmia ennakoinnin tukena kay-
tetaan. Tyon tavoitteena on myos tuoda esiin tutkimuskirjallisuudessa ennakointiin liitty-

vid haasteita ja rajoitteita.

1.5 Tyon rakenne

Tama kandidaatinty0 koostuu kuudesta paaluvusta. Luvut etenevat yleisesta taustasta
kohti asiakaspoistuman ennakointia tilauspohjaisissa liiketoimintamalleissa data-analy-
tiikkan avulla. Ty6 rakentuu kolmen keskeisen teeman ymparille, jotka ovat asiakaspois-
tuma, tilauspohjainen likketoimintamalli ja data-analytiikka. Naiden valinen suhde on esi-
tetty kuvassa 1. Kuva toimii tdman tyon viitekehyksena ja auttaa hahmottamaan, mista

nakokulmista tama tyo rakentuu.



Asiakaspoistuma

Data-analytiikan
merkitys
asiakaspoistuman
ennakoimisessa
tilauspohjaisissa
palveluissa.

anallyjiaitiﬁi(a ja Tilauspohjainen
koneoppimism liiketoimintamalli
alleja

Kuva 1. Teoreettinen viitekehys: data-analytiikka, asiakaspoistuma, tilauspohjai-
nen liiketoimintamalli ja yhteinen merkKitys ennakoissa

Ensimmainen luku kasittelee tydn taustaa, tutkimusongelmaa ja tutkimuskysymyksia,
tydn rajausta, tydn rakennetta ja tutkimusongelmaa. Toinen luku kasittelee, miten tdman
tyon tutkimusmenetelma toteutetaan ja miten aineiston haku ja valintakriteeri tehtiin. Kol-
mas ja neljas luku muodostavat tyon teoreettisen taustan, jossa kasitellaan asiakaspois-
tumaa, tilauspohjaisia palveluita ja data-analytiikkaa. Tassa ty0ssa sana data-analytiikka
kaytetdan kattoterming, ja koneoppiminen ja ennustemenetelmat kuuluvat sen alakasit-
teisiin. Viidennessa luvussa yhdistetaan keskeiset teemat yhteen ja tuodaan aiheesta
synteesia. Eli luku analysoi, mita tutkimukset kertovat asiakaspoistuman ennakoinnista
tilauspohjaisissa palveluissa, miten ennusteita voidaan kayttaa kaytannossa ja mitka te-
kijat rajaavat niiden hyotya. Kuudennessa luvussa esitetdan tydén yhteenveto. Kuva 1

esittaa tyon teoreettisen viitekehyksen.



2. TUTKIMUSMENETELMA JA AINEISTO

Tassa luvussa kuvataan, miten kirjallisuuskatsaus toteutettiin ja milla perusteilla tutki-
musaineisto valittiin. Tarkoitus on tehda prosessista selkea. Luku kuvaa, mista lahteet

tulivat, miten ne rajattiin ja miten aineistosta koottiin taman tyon kannalta tarkeat teemat.

Luku etenee vaihe vaiheelta. Ensin luku kay lapi kirjallisuuskatsauksen toteutuksen. Sen
jalkeen luku kuvaa aineiston haun, kaytetyt tietokannat ja valintakriteerit. Lopuksi luku

esittelee haun tulokset tiivistetysti taulukossa.

21 Kirjallisuuskatsauksen toteutus

Tassa tutkimuksessa kaytetaan kirjallisuuskatsausta tutkimusmenetelmana. Kirjallisuus-
katsaus sopii tahan tutkimukseen, koska tavoitteena on ymmartaa aiempaa tutkimusta
asiakaspoistuman ennakoinnista tilauspohjaisissa palveluissa. Tydssa ei kerata uutta ai-

neistoa, vaan tutkimus perustuu aiemmin julkaistuihin tieteellisiin l1ahteisiin.

Kirjallisuuskatsaus tehtiin vaiheittain. Ensin maariteltiin tutkimusongelma ja tutkimusky-
symykset. Naiden pohjalta suunniteltiin tiedonhaku. Seuraavaksi aineistoa haettiin eri
tietokannoista. Hakutuloksia rajattiin, jotta mukaan saatiin vain tutkimuksen kannalta so-

pivat lahteet.

Finnkin kirjallisuuskatsauksen mallia hyddynnettiin tadssa tyossa. Mallia kaytettiin erityi-
sesti tiedonhaun suunnittelussa, lahteiden valinnassa ja aineiston tarkastelussa. Kaikkia
vaiheita ei toteutettu erillisind osioina, mutta perusajatus jarjestelmallisesta katsauksesta
ohjasi koko prosessia (Fink, 2019). Valitut artikkelit luettiin huolellisesti, ja niista etsittiin
yhteisia teemoja, kuten ennustamisen ajoitus, datan merkitys ja mallien haasteet ja ra-
joitteet. Kirjallisuuskatsaus muodostaa perustan tyon myohemmille luvuille ja auttaa ym-

martdmaan, miten asiakaspoistumaa kasitellddn tutkimuskirjallisuudessa.

2.2 Aineiston haku ja valintakriteeri

Tutkimusaineisto haettiin systemaattisella haulla useista tieteellisista tietokannoista.
Kaytettyja tietokantoja olivat ScienceDirect, ProQuest, Scopus, Emerald Insight, IEEE
Xplore, SSRN, ResearchGate. Naiden tietokantojen avulla I16ydettiin laaja ja monipuoli-
sia ainestoja. Aineistojen etsimiseen kaytettiin useita hakusanoja, jotka liittyivat asiakas-
poistumaan, tilauspohjaisiin palveluihin ja data-analytiikkaan. Naitd hakusanoja muokat-
tiin tietokannan mukaan, jotta haku tuotti mahdollisimman sopivia tuloksia. Kaytetyt ha-

kulausekkeet ja esimerkkeja valituista artikkeleista on esitetty taulukossa 1.



Taulukko 1.

Aineiston haku ja valintakriteeri

Tietokanta | Hakulausekkeet Muut rajaukset | Tulokset | Valittu
ScienceDi- | ("Customer churn" OR Churn) | Kieli: Englanti 328 5
rect AND ("subscription services" VUOSI: 2008—
OR subscription) AND (Data- 2025
analytics OR Machine-lear-
ning) AND (Framework AND | Rajattu ver-
taisarvioitu
management)
("machine learning" AND 284 1
"customer churn prediction")
ProQuest (customer churn prediction) | Kieli: Englanti 479 4
AND  (subscription business |\, ... 5qpg_
model) 2025
("Customers Would Rather 12 1
" Rajattu:ver-
Leave ")
taisarvioitu
("types of churn" AND "Pre- | Kieli: Englanti 14 1
diction model") VUoSi: 2008—
2025
Scopus (Churn AND Subscription) OR | Kieli: Englanti 533 11
("churn prediction” AND "Data VUOSI: 2008—
mining")) 2025
Emerald In- | ("customer churn prediction") | Kieli: Englanti 101 1
sight Vuosi:  2008—
2025
"(subscription-based pro- 48 3

ducts" OR "Subscription-ba-

sed business")

Rajattu: Journal

articles




Tietokanta | Hakulausekkeet Muut rajaukset | Tulokset | Valittu
IEEE Xplore | ("Churn prediction Model” OR | Kieli: Englanti 22 3
”"Churn prediction”) Vuosi: 2008

2025
("Customer churn Prediction” | Raja: Open ac- | 113 1
AND Framework) cess only
SSRN ("Causes of churn" OR | Kieli: Englanti 13 2
Cause of Churn® OR "churn |\~ ..o60g
analysis") 2025
Rajattu: Boolean
search
Re- ("customer  attrition"  and | Ei rajattu 100 1
searcGate | "churn" and "Customer beah-
viour)

Hakua rajattiin kielen ja julkaisuajankohdan perusteella. Mukaan otettiin vain englannin-

kieliset julkaisut vuosilta 2008—2025. Suurin osa aineistoja, olivat kuitenkin 2010 jalkeen.

Aineistoon valittiin vertaisarvioidut artikkelit, konferenssijulkaisut, vaitoskirjat ja tieteelli-

set kirjat. Aineistoja ei haluttu kuitenkaan rajata niin paljon, koska kirjallisuudessa data-

analytiikka, asiakaspoistuman, tilauspohjaisten palveluiden sanat vaihtelivat paljon. Ta-

man takia artikkelit luettiin ja valikoitiin teeman sopimisen perusteella. Lahteiden valinta

tehtiin vaiheittain. Ensin tarkasteltiin otsikoita ja tiivistelmia. Selvasti aiheen ulkopuolelle

jaavat julkaisut ei otettu mukaan. Sen jalkeen jaljelle jdaneet lahteet luettiin tarkemmin.

Lopulliseen aineistoon valittiin ne julkaisut, jotka kasittelevat asiakaspoistuman enna-

kointia tilauspohjaisissa palveluissa tai data-analytiikan ja koneoppimismallin kaytto6a

téssa yhteydessa.




3. ASIAKASPOISTUMA JA TILAUSPOHJAINEN
LIKETOIMINTAMALLI

Tama luku tarkastelee asiakaspoistumaa ilmiona tilauspohjaisissa liiketoimintamal-
leissa. Luvun tarkoitus on muodostaa selkedn teoreettinen selityksen asiakaspoistu-
masta. Eli miksi sita syntyy ja miksi poistuma on haaste tilauspohjaisille liiketoimintamal-

leille.

Luku kasittelee asiakkaan kayttaytymisen ja liikketoiminnan nakokulmaa. Paatarkoituk-
sena on tuoda ilmion luonnetta esiin ja kuvata sita ensin yleisesti ilmiona. Taman jalkeen
tarkastelemme tilauspohjaisten palveluiden piirteitd, jotka vaikuttavat poistuman synty-
miseen ja tulkitsemiseen. Viimeisena luku kasittelee asiakaspoistuman vaikutuksia eri-

tyisesti tilauspohjaisissa liiketoiminnoissa.

3.1 Asiakaspoistuma ilmiona

Asiakaspoistumalla (customer churn) tarkoitetaan tilannetta, jossa asiakas lopettaa jon-
kin yrityksen palvelun tai tuotteen kayttamisen, eika uusi tilaustaan tai siirtyy toisen pal-
veluntarjoajan asiakkaaksi. Asiakaspoistuma voidaan maaritella KPl-mittariksi (Key per-
formance indicator) (Katelaris ja Themistocleous), ja prosenttiosuutena kaikista asiak-
kaista, jotka lopettavat palvelun tai tuotteen kaytdn tietyn ajanjakson aikana (Mouli et al.,
2024).

Kaikki asiakkaat, jotka ottavat palveluiden tai tuotteiden kaytt6dn eivat muutu yrityksen
aktiiviseksi kayttajiksi. Palvelun omaksujan ja kayttajan valilla erona on se, etta kaikki
palveluiden omaksujat eivat integroi sitd osaksi arkea, ja osa lopettaa kokonaan palvelun
kayton. (Libai et al., 2025) Yritykset keskittyivat erityisesti niihin asiakkaisiin, jotka anta-
vat varoitus merkkeja mahdollisesta tulevasta poistumasta kuten tyytymattomyydesta.
Naitad asiakkaita, joiden poistumasta saadaan tietoa, kutsutaan nakyvaksi poistumaksi
(overt churn). Suurin osa asiakkaista ei kuitenkaan anna mitaan merkkeja ennen tuot-
teen tai palvelun lopettamista. Naita poistumia kutsutaan hiljaiseksi poistumaksi (silent
churn). Naissa asiakas lopettaa palvelun tai tuotteen kayttamisen ilman reklamaatiota tai
yhteydenottoa yritykseen. (Ascarza et al., 2018b) Talaat ja Aljadani (2025) mukaan,
asiakaspoistuma voidaan jakaa vapaaehtoiseen (voluntary) ja tahattomaan (involuntary)
poistumaan. Tahaton poistumassa asiakassuhde paattyy yrityksen toimesta. Kun taas

asiakkaan omaa paatosta lopettaa palvelun tai tuotteen kayttdé sanotaan vapaaehtoiseksi



poistumaksi. Vapaaehtoinen poistuma voidaan taas uudestaan jakaa satunnaiseen pois-
tumaan (inadvertent churn) ja tarkoitukselliseen poistumaan (deliberate churn). Naista
tarkoituksellisella poistumalla tarkoitetaan tilannetta, jossa asiakas siirtyy tietoisesti kil-
pailevan palveluntarjoajan asiakkaaksi. Satunnainen poistuma johtuu asiakkaan henki-
I6kohtaisista elamantilanteen muutoksista, kuten esimerkiksi kuolemasta tai muutto toi-
seen alueeseen, jossa palvelu ei ole saatavilla. (Talaat ja Aljadani, 2025) Poistuma voi
olla my6s proaktiivinen (proactive churn). Tassa yritys tekee tietoisesti strategisia paa-
tOksia palveluiden suuntauksesta ja voi esimerkiksi paattaa jatkaa asiakassuhteita vain

joissain asiakassegmenteissa. (Van de Port et al., 2025)

Useat tekijat voivat vaikuttaa asiakaspoistumaan. Naitd ovat muun muassa hintaan liit-
tyvat huolet, tyytymattémyys tuotteeseen tai huonot asiakaskokemukset (Anudeep et al.,
2024). Katelaris ja Themistocleous (2017) mukaan kolme keskeista asiakaspoistuman
syyta kirjallisuudessa ovat heikko asiakaspalvelukokemus, palvelun kayton alkuvaikeu-
det (onboarding), seka yrityksen heikko asiakassuhteen rakentaminen ja yhteydenpito

asiakkaaseen.

Tyypit Syyt

« Palveluun / Tuotteeseen tyytymattdomyys

+ Vapaaehtoinen poistuma (Voluntary

churn) « Hinta

« Tahaton poistuma (involuntary churn) « Kilpailu

« Yrityksien strateginen paatoksesta « Heikko asiakaskokemus

poistuma (Proactive churn) Asiakaspoistuma

« Palveluun / Tuotteeseen kaytén

« Hiljainen poistuma (Silent churn) alkuvaikeudet

« Nakyva poistuma (Overt churn) «+ Heiko asiakassuhteen rakentuminen

Ulottovuudet

!

« Poistuman
todennakoisyys

+ Poistuman ajankohta

« Poistuman riski

Kuva 2. Asiakaspoistuman kuvaus (mukaillen Anudeep et al., 2024; Katelaris ja
Themistocleous, 2017; Talaat ja Aljadani, 2025; Tsai et al., 2019).

Kuvassa 2. kuvataan asiakaspoistumaa yleisesti ilmiona, jossa kerrotaan yleiset syyt,
tyypit ja sen ulottuvuudet. Se havainnollistaa, kuinka monitahoinen ilmié asiakaspois-

tuma on. Tsai et al. (2019) mukaan poistuman riski, todennakdisyys ja ajankohta ovat
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kolme keskeista ulottuvuutta, joiden kautta asiakaspoistumaa voidaan jasentaa. Kaikki

poistumatyypit eivat ole yhta helposti ennakoitavissa.

3.2 Tilauspohjaiset palvelut ja sen erityispiirteet

Tilauspohjaisessa palvelumallissa kannattavuus perustuu kestaviin asiakassuhteisiin
(Libai et al., 2025). Asiakas maksaa palvelusta tai tuotteesta saanndllisin valein, yleisim-
min joko kuukausittain tai vuosittain. Maksu voi siis kertyd myds silloin, kun tilauksen
kayttd on vahaista. (Sharma ja Sijariya, 2024) Tilaus on yrityksen ja asiakkaan valinen
sopimus toistuvista ostoista (Nansubuga ja Kowalkowski, 2024). Siina asiakas sitoutuu

ostamaan palvelun tai tuotteen tietyksi ajaksi (McDonald et al., 2024).

Aiemmin tilauspohjaiset palvelut olivat tyypillisia erityisesti media-, energia- ja televies-
tintdalalla. Nykyaan kuitenkin myos perinteiset tuotekeskeiset yritykset hyodyntavat niita.
Naissa vyrityksissa tilauspohjainen malli on usein tarked niiden kasvun kannalta.
(Nansubuga ja Kowalkowski, 2024) Internet ja verkkokauppa ovat vaikuttaneet mallin
leviamisessa, silla niiden avulla palvelut ovat helpommin saatavilla (Sharma ja Sijariya,
2024). Autoalan yritykset kuten BMW ja Tesla tarjoavat nykyaan ajoneuvoille lisdominai-
suuksia tilausmaksuilla, kuten lammitettyja penkkeja ja ajotiloja. Myds koulutuksen pal-
velut kuten Coursera ja Futurelearn, viihteen suoratoistopalvelut kuten Netflix ja Para-
mount+ seka henkilokohtaisen hygienian palvelut kuten Dollar Shave Club kayttavat ti-
lauspohjaista mallia. Perinteiset jasenyyspalvelut palvelut kuten kuntosalit ovat myos
siirtyneet osittain verkkoon ja tarjoavat digitaalisia tilauspalveluita kuten Apple Fitness.
Myds ohjelmistoyritykset kuten Salesforce ja Adobe hyddyntavat SaaS (Software as a
Service) -mallia ja ovat saaneet paljon tuloja tilausten avulla. Naiden liséksi, personoidut
tilaukset ovat myos yleistyneet. Niissa asiakas saa saanndllisesti tuotteita, jotka on va-
littu aiempien valintojen tai mieltymysten perusteella. Myds fyysisia tuotteita myydaan
nykyaan tilauspohjaisesti, esimerkiksi Nespresso toimittaa kahvia saanndllisesti kotiin.
(McDonald et al., 2024)

Markkinat ovat siirtyneet kertaluonteisesta myynnista enemman tilauspohjaisiin malleihin
tarjoamalla asiakkaille jatkuvaa arvoa (Van de Port et al., 2025). Nain tdama malli voi sitoa
pitkdaikaisia asiakassuhteita (Sharma ja Sijariya, 2024). Esimerkiksi SaaS palveluissa
kayttajat paasevat joustavasti palveluun ja voivat kayttdad palvelua tarpeen mukaan.
Mutta, tilauksen luonteen takia se voi laskea vaihtokustannuksia (switching costs). Nain
asiakkaan on siis helpompi vaihtaa toiseen palveluun. Siksi asiakkaan tilauksen uusimi-
nen (renewal) nousee tarkeaksi haasteeksi ja asiakaspoistuman riski kasvaa. (Cao et
al., 2025)
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Tilauspohjaiset tuotteet eroavat monista muista tuoteryhmista. Niitd ostetaan harvem-
min, esimerkiksi kerran vuodessa, ja vaihtoehtoja saattaa olla vahemman. Erilaiset so-
pimukset ja niiden m&araaikaisuus vaikuttavat siihen, miten asiakkaat vertailevat eri
vaihtoehtoja ja tekevat sen perusteella valintoja. (McDonald et al., 2024). Asiakassuh-
teen hoito vaatii pitkdjanteisyytta. Vuorovaikutus ja asiakaskokemus rakentuu vahitellen
toistuvien kontaktien kautta. Yritykset pyrkivat tuottamaan arvoa ja tarjoamaan raataloi-
tyja ratkaisuja. Hinta ja koettu arvo vaikuttavat siihen, haluaako asiakas jatkaa palvelun
kayttéa (Sharma ja Sijariya, 2024).

Perinteisissa sanomalehti tilauksissa asiakas ei voi lopettaa kesken sopimuskauden.
Poistuma maaritelldadn sen mukaan, uusiiko asiakas tilauksensa kauden paatyttya
(Coussement ja Van den Poel, 2008). Digitaalisissa verkkolehdissa tama tilanne on taas
toisin. Monet julkaisijat ovat lisdnneet tilausmalleja, koska mainonta ei yksin luo pitkaai-
kaisia suhteita kayttajiin. Verkkolehdilla on usein useita tulolahteita, ja tilaajien pysymi-
nen onkin heille tarkeda. (Belchior et al., 2024) Telekommunikaatio- ja pankkiala perus-

tuvat my0s pitkaaikaisiin asiakassuhteisiin ja jatkuvaan palveluun.

Asiakas tilaa palvelun
Asiakas sitoutuu palveluun sdannéllisin valein.

7 ~.

Asiakaskokemuksen parantaminen Palvelun kaytto
Yritys kayttad dataa asiakaskokemuksen parantamiseen. Asiakas kayttaa palvelua saanndllisesti.

Tilauspohjaisen palvelun toiminta

Asiakassuhteen uusiminen Tulojen kertyminen
Asiakas uusi tilauksensa, jatkaen suhdetta. Yritys kera tuloja sdannéllisistd maksuista.

\ /

Asiakassuhteen ylldpito
Yritys yllapitaa asiakassuhdetta toistuvien kontaktien kautta.

Kuva 3. Tilauspohjaisten palveluiden toiminnan selitys

Kuva 3 havainnollistaa, miten tilauspohjainen asiakassuhde etenee vaiheittain ja miksi
asiakassuhteen ylldpito ja uusiminen ovat mallissa keskeisid. Mallin luonne vahvistaa

asiakkaan sitoutumista ja uskollisuutta, mika voi nostaa asiakkaan elinkaariarvoa ja
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tuoda saanndllisia tuloja yrityksille (Anudeep et al., 2024). Koska asiakas maksaa palve-
lusta toistuvasti, yrityksen tulot ovat vakaampia ja ennustettavampia (Lindstrom et al.,
2023)

3.3 Asiakaspoistuman vaikutus tilauspohjaisessa liiketoimin-
nassa

Libai et al. (2025) mukaan asiakaspoistuma vaikuttaa merkittavasti tilauspalvelun kas-
vuun ja sita kautta myos tulojen muodostumiseen. Joissakin sektoreissa poistuma voi
vaihdella vuodessa jopa 2040 % valilla (Mehdi et al., 2025). Koska liiketoimintamalli
turvautuu vahvasti asiakkaiden toistuviin maksuihin (Lindstrom et al., 2023), asiakassuh-
teen paattyminen tarkoittaa yritykselle tulojen vahentymista (Haddadi et al., 2024). Tama
tekee mallista myds herkan ulkoisille muutoksille. Talléin kayttdjamaara voi laskea esi-
merkiksi silloin, kun talous heikkenee (Libai et al., 2025). Asiakaspoistuman taloudelliset
vaikutukset nakyvat suoraan kustannuksissa. Tutkimuskirjallisuuden mukaan, uusien
asiakkaiden hankkiminen maksaa enemman kuin nykyisten asiakkaiden sailyttdminen
(Verbeke et al., 2012; A. Hammood et al., 2025; Abdalla et al., 2025; Wen et al., 2022).
Pitkaaikaiset asiakkaat ovat yritykselle arvokkaita. He tuottavat enemman voittoa, eivat
vaihda helposti kilpailijalle ja voivat tuoda uusia asiakkaita suosittelujen kautta. Siksi pie-
nikin parannus sailyttdmisessa voi kasvattaa voittoa (Verbeke et al., 2012). Suoratoisto-
palveluiden (OTT platform) kayttdjilla on usein useimpia tilauksia yhta aikaa kaytdssa,

mika lisda todennakoisyytta lopettaa jokin niistd (Mohan ja Jadhav, 2022).

Suuri asiakaspoistuma nostaa myds markkinointi ja asiakashankintakustannuksia, silla
yrityksen taytyy korvata lahteneitd asiakkaita (Gani Joy et al., 2024). Asiakaspoistuma
vaikuttaa my0s siihen, miten asiakassuhteiden pituutta ja arvoa arvioidaan. Asiakaspois-
tuma voi johtua monesta syysta. Osaan niista yritys ei voi itse vaikuttaa. Tama vahentaa
sita hyotya, jota asiakassailyttamisen toimet tuottavat. Poistumalla on myos epasuoria
vaikutuksia yrityksen tulevaisuuden menestyksen kannalta. Esimerkiksi tyytyvaiset asi-
akkaat vaikuttavat siihen, jatkavatko he tilausta, mutta myos siihen, etta suosittelevatko
he palvelua muille. (McDonald et al., 2024) Asiakaspoistuman vahentadminen voi pienen-
taa uusien asiakkaiden hankintaan liittyvia kuluja ja samalla myos suojata nykyisia tuloja.
Korkea asiakkaiden sailyminen tukee kannattavuutta ja vakaata kasvua (Anudeep et al.,
2024). Koska tilauksen lopettaminen ja toiseen palveluun vaihtaminen on usein helppoa,
asiakaspysyvyys nousee keskeiseksi tekijaksi liiketoiminnan kasvun kannalta. Tilauksen
uusiminen onkin yksi tilauspohjaisen liiketoimintamallin keskeisimmista haasteista. (Cao
et al., 2025)
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4. DATA-ANALYTIIKKA

Tama luku johdattelee data-analytiikkaa yleisesti, seka siihen liittyvia tietoja mita tarvi-
taan asiakaspoistuman ennakoinnissa. Luvun tavoite on tuoda esiin, miten asiakasdataa
voidaan hyddyntaa asiakaspoistuman ymmartadmisessa ja sen ennakoinnissa. Kaydaan
myos yleisesti 1api, millaisia analytiikan menetelmia tutkimuskirjallisuudessa on kehitetty

tata tarkoitusta varten.

Tybssa termia data-analytiikka kaytetdan laajana kattotermind, ja koneoppiminen ja sy-
vaoppiminen ja muut analyysimenetelmat kuuluvat sen alakasitteisiin. Alussa kuvataan
data-analytiikka yleisella tasolla taman tyon nakokulmasta. Taman jalkeen kasitellaan
my0s, miten asiakasdata kerataan ja miten sita hyodynnetaan poistumassa. Luvussa 4.3
esitetdan tutkimuskirjallisuudessa esiintyneita ennustemalleja ja millaista data siina kay-

tetdan. Luvun lopussa kerrotaan myos mallien tulkittavuudesta ja selitettavyydesta.

4.1 Data-analytiikka yleisesti

Data-analytiikalla tarkoitetaan tassa tyossa asiakasdatan hyddyntamista niin, etta asiak-
kaisiin liittyvasta datasta tunnistetaan asiakaskayttaytymisen merkkeja ja arvioidaan tu-
levaa kayttaytymista, kuten asiakaspoistumaa (Mamun, 2025). Data-analytiikka voi olla
kuvailevaa, ennakoivaa tai toimintaan ohjaava (Nalchigar ja Yu, 2018). Eli se ei siis tar-
koita vain menneiden tapahtumien raportointia. Hyvan ennustemallin avulla on mahdol-
lista tunnistaa poistuman liittyvia riskeja ennen asiakassuhteen paattymista. (Nalchigar
ja Yu, 2018; Tsai et al., 2019; Wen et al., 2022) Nalchigar ja Yu (2018) mukaan koneop-
pimismallit ovat myos ennakoivia analytiikalle vaihtoehtoja. Koneoppimismallien avulla
pystyy kasitella suuria datamaaria ja tunnistaa monimutkaisia kayttaytymismalleja. Sa-
malla niiden muuttujien valilla pystyy muodostaa yhteyksia, joita perinteisilla menetel-
milla on vaikeampaa havaita (Haddadi et al., 2024). Tutkimuskirjallisuudessa asiakas-
poistuman ennustamisesta on tullut yksi koneoppimisen keskeisimmistd sovelluskoh-
teista (Manzoor et al., 2024). Tasta syysta ennustemallien rakentaminen vaatii huolellista
menetelmien valintaa. Mallit pitdd sovittaa kaytettdvaan dataan ja liiketoimintaymparis-

to6on huolellisesti (Coussement ja Van den Poel, 2008).
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4.2 Datan keraaminen ja hyodyntaminen

Asiakkaiden aiempi kayttaytymismalli auttaa yrityksia ymmartamaan tulevia asiakaspois-
tumia ja niiden ennakointia (Anudeep et al., 2024). Asiakasdataa kerataan systemaatti-
sesti ja monipuolisesti eri Iahteista, jotta asiakkaasta muodostuu kokonaiskuva. Asiakas-
poistuma voi johtua monesta eri syist3, ja siihen vaikuttaa monet eri tekijat samanaikai-
sesti. Ne liittyvat esimerkiksi seka kayttaytymiseen etta transaktioihin. (Mamun, 2025)
Tutkimuksissa hyddynnetaan erilaisia muuttujia poistuman riskin arviointiin. Ostotapah-
tumat ja maksuhistoria ovat tarkeita, samoin demografiset taustatiedot. Myds muut asia-
kassuhteeseen liittyvat tiedot auttavat tunnistamaan toistuvia kuvioita ja arvioimaan pois-
tumisriskia. (Haddadi et al., 2024).

Jatkuva asiakassuhde keraa arvokasta dataa, joka auttaa ymmartamaan asiakkaita
(Nansubuga ja Kowalkowski, 2024). Digitalisaatio mahdollistaa sen, etta tata kertyy jat-
kuvasti palvelua kayttaessa. Eri jarjestelmat keraavat, tallentavat ja analysoivat sita au-
tomaattisesti (Lindstrom et al., 2023). Koska data kertyy jatkuvasti, se tukee ennakoivaa
analyysia, jossa poistuman riskia voidaan tarkastella ennen asiakassuhteen paattymista
(Tsai et al., 2019).

Keratty data voidaan jaotella erilaisiin ryhmiin muun muassa kayttaytymiseen liittyvaan
dataan, tapahtumapohjaisiin dataan, transaktiodataan ja demografiseen dataan. Kayt-
taytymisdata kuvaa esimerkiksi sitd, miten usein asiakas kayttaa palvelua, kuinka aktii-
vinen han on tai miten han on asiakastuen kanssa vuorovaikutuksessa. Transaktiodata
sisaltaa tietoja muun muassa maksuista, laskutuksesta ja tilauksen kestosta. Se siis ker-
too asiakassuhteen taloudellisesta puolesta. (Talaat ja Aljadani, 2025) Demografinen
data taas sisaltda muun muassa ian, asuinalueen ja palvelun kayttoon liittyvia tietoja.
Naiden muuttujien avulla tehdyt ennusteet ovat kuitenkin usein heikompia kuin kayttay-
tymisdataan perustuvat ennusteet. (Haddadi et al., 2024; Verbeke et al., 2012). Koska
poistuma voi tapahtua monesta eri syista, ennustemallien on tarkeda arvioida naiden
kokonaisuutta (Mehdi et al., 2025)

4.3 Keskeiset ennustemallit

Asiakaspoistuman ennakoinnissa ennustemallit ovat keskeisia, ja niilla yritys pyrkii tun-
nistamaan ne asiakkaat etukateen, jotka todenndkdisesti lopettavat asioinnin. Kaytan-
ndssa tdma tarkoittaa, ettd asiakkaat luokitellaan poistuviksi tai ei-poistuviksi aiemman
ostohistorian ja kayttdytymisdatan perusteella. (Khodabandehlou ja Zivari Rahman,
2017) Ennuste ei ole kuitenkaan varma paatds, vaan enemmankin todennakodisyyteen

perustava arvio (Tsai et al., 2019).
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Tutkimuskirjallisuuden mukaan asiakaspoistuman ennakoinnissa on hyddynnetty monia
erilaisia koneoppimisen menetelmia. Yleisimmat menetelmat ovat muun muassa logisti-
nen regressio, paatdspuut, tukivektorikoneet, ensemble-menetelméat kuten satunnais-
metsa ja Boosting-mallit. (Haddadi et al., 2024) Nama menetelmat pystyvat kasittele-
maan monta eri muuttujia samaan aikaan. Ne loytavat myos monimutkaisia yhteyksia
asiakasdatassa (Manzoor et al., 2024). Logistinen regressio on helposti tulkittava ja toi-
mii hyvin demografisten ja kayttaytymistietojen kanssa. Paatéspuut ja saantdépohjaiset
menetelmat taas tuottavat selkeitd, ymmarrettavia malleja, joiden avulla yritys voi suo-
raan tunnistaa poistumiseen johtavia tekijoita. Tukivektorikone pyrkii Ioytamaan selkean
rajan, joka erottaa eri asiakasryhmat toisistaan. Satunnaismetsa ja boosting-menetelmat
yhdistavat useita malleja ennustarkkuuden parantamiseksi. (Verbeke et al., 2012) Eli siis
koneoppimisen merkitys poistuman ennustamisessa korostuu erityisesti, silloin kun asia-
kasdataa on laajaa ja monimuotoista (Valluri, 2019).

Taulukko 2.  Yleisimmét ennustemenetelmét (mukaillen Valluri, 2019; Mamun,
2025; Verbeke et al., 2012).

Menetelma (suomi, englanti) Tyypillisia muuttujia (esimerkkeja)

o . o _ Asiakassuhteen kesto, kayttoaktiivisuus,
Logistic regression / Logistinen regressio _ _ o
demografiset tiedot, maksuhistoria

. L Palvelun kaytto, asiakkaan ominaisuu-
Decision trees / Paatéspuut . . )
det, asiakaspalvelukontaktit, reklamaatiot

Kayttaytymisdata, transaktiodata, asia-

Random Forest / Satunnaismetsa (RF) kaSVuorovaikutUS, historiallinen kaytto

Yhdistetty kayttaytymisdata, taloudelliset

Boosting ja ensemble learning, Gradient muuttujat, palvelun kayttémallit

boosting) / Boosting-menetelmat

Support Vector Machine / Tukivektori- Kayttoprofiilit, palvelukohtaiset ominai-

kone (SVM) suudet, demografiset tekijat
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Menetelma (suomi, englanti) Tyypillisia muuttujia (esimerkkeja)

Moniulotteinen kayttaytymisdata, kayttoti-

Survival analysis, hazard models / Sel- . ,
heys, sitoutumisen muutokset

viytymisanalyysi

Neural networks / Neuroverkot Moniulotteinen kayttaytymisdata, kayttoti-

heys, sitoutumisen muutokset

k-lahimman naapurin menetelma (k- Kayttotiedot, taloustiedot, demografiset
Nearest Neighbors, kNN) tiedot
Naive Bayes / Bayesverkot (Naive Demografiset tiedot, kayttohistoria, ta-
Bayes, Bayesian Networks) pahtumafrekvenssi

Taulukossa 2 on koottu asiakaspoistuman ennakointia varten yleisimmin kaytetyt kone-
oppimisen menetelmat, seka niihin liittyvia tyypillisid muuttujia (Mamun, 2025; Valluri,
2019; Verbeke et al., 2012). Taulukossa esitettyjen menetelmien piirteiden valinta riippuu

palvelutyypista ja aineistosta, joten taulukko kuvaa siis yleisia esimerkkeja.

4.4 Mallien toimivuuteen vaikuttavat tekijat

Asiakaspoistuman ennakointiin on kehitetty paljon erilaisia analyysimenetelmia, mutta
mallien toimivuus ei kuitenkaan ole yksiselitteinen. Mallien suorituskykyyn vaikuttavat
kaytetyt muuttujat, nilden muodostamistapa ja arviointimittarit. Tuloksia pitaa aina tulkita

suhteessa kaytettyyn aineistoon. (Mamun, 2025)

Asiakaskayttaytymisen muuttuminen ajan myo6ta on tarkea tekija ennustemallien toimi-
vuuden kannalta. (Ascarza et al., 2018a) Koska ennustemallit perustuvat historialliseen
dataan, ne heijastavat menneita kayttaytymismalleja eivatka valttamatta ennusta tulevia
muutoksia oikein (Valluri, 2019). Eli siis sama kayttaytymismerkki voi tarkoittaa eri asiaa
riippuen ajankohdasta ja asiakasryhmasta. Esimerkiksi joissakin tapauksissa kayton va-
heneminen voi ennustaa poistumaa, mutta toisissa tilanteissa poistuma voi olla vain va-

liaikaista. (Ascarza et al., 2018b) Nama tekijat vaikuttavat siihen, pystyvatkdé mallit sai-
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Iyttdmaan tarkkuutensa pitkalla aikavalilla, silld asiakaskayttdytyminen muuttuu jatku-
vasti (concept drift). Tama heikentda erityisesti mallin tarkkuutta ja ennustettavuutta.

Tama heikentaa erityisesti mallin tarkkuutta ja ennustettavuutta. (Mehdi et al., 2025)

Mallien toimivuus riippuu paljon siita, millaisia muuttujia siis analyysissa kaytetdan. Ne
perustuvat aina mitattavaan dataan. Ongelmana on se, etta kaikki poistuman vaikuttavat
syyt eivat ndy datassa. (Verbeke et al., 2012) Esimerkiksi tyytymattdémyys, kilpailijan
houkuttelevuus tai henkilokohtaiset elamantilanteet jaavat datasta pilooon (Valluri,
2019). Jos muuttujat valitaan myds vaarin tai puutteellisesti, ennusteet voivat johtaa har-
haan. Tama voi tapahtua, vaikka malli toimisi teknisesti hyvin ja tarkasti (Mehdi et al.,
2025). Muuttujien rajallisuus on yksi keskeinen syy siihen, miksi asiakaspoistuman en-
nakointi on epavarmaa (Hammood et al., 2025). Ei ole olemassa vain yhta toimivaa me-
netelmaa (Verbeke et al., 2012), eika |6ydy mallia, joka toimisi yhtad hyvin kaikissa tilan-
teissa (Mamun, 2025). Kaytetty data, asiakastyyppi ja toimiala vaikuttavat vahvasti sii-
hen, mika menetelma toimii parhaiten. Siksi eri tutkimuksissa parhaat tulokset saavute-

taan eri menetelmilld (Manzoor et al., 2024).

Datan esikasittelylla (data preprocessing) on iso merkitys mallien toimivuudelle. Tama
esikasittely voi koostua useasta vaiheesta kuten, puuttuvien arvojen kasittelysta, datan
yhdistamista eri lahteista tai datan muuntamista. Myds tarkeimpien muuttujien valinta
kuuluu tahan. (Haddadi et al., 2024) Ominaisuussuunnittelu (feature engineering) auttaa
malleja taas havaitsemaan olennaiset kayttaytymisen muutokset paremmin kuin pelkka
raakadata. Mallin tuloksiin vaikuttaa muun muassa se mita menetelma valitaan, miten

data valmistellaan ja millaisia muuttujia lopulta rakennetaan. (Mohan ja Jadhav, 2022)

4.5 Mallien tulkittavuus ja selitettavyys

Tulkittavuus ja selitettdvyys kertovat siitéa, miten hyvin mallin toimintaa ja yksittaisia en-
nusteita pystyy perustelemaan. Korkean suorituskyvyn koneoppimismallit ja syvaoppi-
mismallit ovat usein monimutkaisia. Niitd kutsutaan mustiksi laatikoiksi (black-box mo-
del), koska niiden sisaista paatoksentekoa on vaikea seurata. Ennusteiden tulkinta on
haastavaa erityisesti silloin, kun tuloksia kayttavat ihmiset eivat ole teknisia asiantunti-
joita. (Manzoor et al., 2024; Mehdi et al., 2025) Mallien tulkittavuus ndhdaan siksi kirjal-
lisuudessa tarkedna kysymyksenad, ja se korostuu erityisesti monimutkaisten syvaoppi-

mismenetelmien yhteydessa. (Haddadi et al., 2024)

Mustan laatikon ongelmaa voidaan lieventaa selitysmenetelmilla. Niiden avulla mallin
tuottamaa ennustetta voidaan avata jalkikateen mallista riippumatta. SHAP (SHapley

Additive exPlanations) ja LIME (Local Interpretable Model-agnostic Explanations) ovat
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esimerkkeja tallaisista menetelmista. Ne kertovat, mitkd muuttujat vaikuttivat yksittaiseen
ennusteeseen ja mihin suuntaan. (Mamun, 2025; Manzoor et al., 2024) Lapinakyvyys
voidaan rakentaa jo mallivalintavaiheessa valitsemalla yksinkertaisempia menetelmia
(Belchior et al., 2024).
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5. ASIAKASPOISTUMAN ENNAKOINTI TI-
LAUSPOHJAISISSA PALVELUISSA

Tassa luvussa kootaan yhteen kirjallisuuskatsauksen keskeiset havainnot. Aiemmat lu-
vut kuvasivat ilmiota ja sita, millaista dataa ja analytiikkaa ennakoinnissa kaytetaan. Nyt
keskitytaan siihen, mita tutkimukset yhdessa kertovat asiakaspoistuman ennakoinnista

tilauspohjaisissa palveluissa.

Ensin kuvataan ennakoinnin perusrakenne ja se, miten ennakointi yleensa jasennetaan
tilauspalvelun ndkdkulmasta. Sen jalkeen tarkastellaan datan roolia. Millaiset datalahteet
ja muuttujat nousevat esiin ja miksi ne ovat tarkeita. Seuraavaksi kdydaan lapi menetel-
mien merkitys, mita malleilla tehdaan ja miten ennuste pyritaan hyodyntamaan paatok-

sentekoon. Lopuksi nostetaan esiin keskeiset haasteet ja rajoitteet.

5.1 Ennakoinnin rakenne

Asiakkaan kayttaytymisessa tapahtuvat muutokset voivat antaa merkkeja poistumisris-
kistd. Nama merkit tulevat usein jo ennen asiakassuhteen paattymista. (Zhang et al.,
2016) Ennakoinnin merkitys on suuri tilauspohjaisissa palveluissa, koska poistumalla on
suora haitallinen vaikutus yrityksen tulovirtaan (Haddadi et al., 2024). Asiakaskayttayty-
mista seurataan jatkuvasti ajan kuluessa ja etsitddn muutoksia, jotka voivat viitata asi-
akkaanpoistumisriskiin (Lindstrém et al., 2024). Ennustemallit voivat myds oppia jatku-
vasti uudesta datasta, jolloin niiden suoritus paranee ajan myota. Ennakointi on siis jat-

kuva prosessi eika kertaluonteinen tapahtuma. (Mamun, 2025)

Tavoitteena ei ole havaita poistumaa jalkikateen, vaan muodostaa tilannekuva jo ennen
asiakassuhteen paattymista (Talaat ja Aljadani, 2025). Tama erottaa ennakoinnin pel-
kasta reagoinnista. Reagoinnissa huomio kohdistuu helposti vasta siihen vaiheeseen,
kun asiakas on jo lahella poistumista. (Gani Joy et al., 2024) Kirjallisuudessa ennakointi
rakentuu monissa tapauksissa luokittelutehtavaksi. Tilauspalveluissa poistuma voidaan
usein maaritella selkeasti, esimerkiksi tilauksen paattymisena. Ennustamisen kaytannon
tavoitteena on siis tunnistaa riskiasiakkaat mahdollisimman aikaisessa vaiheessa, jotta

toimintaa jaa aikaa. (Mamun, 2025).

Tsai et al. (2019) esittavat viitekehyksen, jossa poistumisriski, todennakoisyys ja ajan-
kohta yhdistetdan asiakaspoistuman matriisiksi. Matriisin avulla yritys pystyy tunnista-

maan ne asiakkaat, joilla on samanaikaisesti korkea riski, korkea todennakoisyys ja lyhyt
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aika poistumiseen. Kun nama kolme ulottuvuutta yhdistetaan, yritys pystyy kohdista-
maan toimenpiteet juuri niihin asiakkaisiin, joihin kannattaa reagoida nopeimmin. (Tsai
et al., 2019)

Kirjallisuudessa ennakoinnin tuotos esitetddn usein asiakkaan poistuman todennékoisyytené tai
riskipisteend. Kyse on siis arviosta siitd, ketkd asiakkaat ovat todennikdisid poistumassa. (Ta-
laat ja Aljadani, 2025; Tsai et al., 2019) Mallien arvioinnissa tarkastellaan usein eri kynnysar-
voja, jotta tulokset sopivat kéytettdvissd oleviin resursseihin ja tavoitteisiin. (Mamun, 2025) Osa
tutkimuksista liittdd tuotokseen myds liiketoiminnallisen vaikutuksen. Ennustetta arvioidaan tél-
16in kannattavuuden kautta, esimerkiksi odotetun maksimivoiton (EMP) tai asiakkaan elinkaa-

riarvon (CLV) mittareilla (Mehdi et al., 2025; Talaat ja Aljadani, 2025).

Datan seuranta ja signaalit

Jatkuva
asiakaskdyttdytymisen
seuranta

l Ennusteen tuctos ja arviointi

Kayttaytymismuutosten Poistuman todennakoéisyys
tunnistaminen / Riskipisteet

l l

Merkki kasvavasta
poistumisriskistad

|

Luokittelu: Riskiasiakas vs.
Pysyva asiakas

v

Ennakoiva asiakashallinta

Varhainen tunnistaminen

v

Ennakointiprosessi l l

(Luokittelutehtava)

= . . Ennakoivat toimenpiteet
Liiketoiminnallinen ennen suhteen paattymista
vaikutusarvio (CLV, EMP)

Ennustemallin analyysi

L

Jatkuva oppiminen uudesta
datasta

Kuva 4. Asiakaspoistuman ennakoinnin rakenne tilauspohjaisissa palveluissa

Kuva 4:ssa on koottu siihen vaikuttavat tekijat kirjallisuuskatsauksen perusteella. Kirjal-
lisuudessa ennakoinnin tuottama arvo liitetddn usein siihen, miten hyvin analytiikan ta-
voitteet sidotaan liiketoiminnan tavoitteisiin, ja miten ennusteita voidaan hyédyntaa paa-
toksenteon tukena muun muassa riskiasiakkaiden tunnistamisessa ja kohdentamisessa
(Nalchigar ja Yu, 2018; Verbeke et al., 2012).

5.2 Datan rooli ennakoinnissa

Kirjallisuudessa toistuu samoja dataryhmia eri alojen valilla, mutta yksittaiset muuttujat

vaihtelevat palvelutyypin mukaan. Relevantti data riippuu toimialasta ja siita, millainen
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asiakaspoistuman luonne eri palveluissa on (Valluri, 2019). Yritykset hyddyntavat usein
asiakkuudenhallintajarjestelmiin (CRM) kertynytta historiallista dataa asiakaskayttayty-
misen ymmartamiseen (Katelaris ja Themistocleous, 2017). Tama on keskeinen ha-
vainto, koska se tarkoittaa kaytanndssa sita, ettd datan keruu pitda suunnitella palvelu-

kohtaisesti eika yleisen mallin mukaan.

Kontekstin merkitys nakyy siina, millaisia datalahteita eri tilauspalveluissa korostetaan.
Teleoperaattorit nojaavat usein kayttéon, laskutukseen ja asiakasvalituksiin. Ohjelmisto-
palveluissa taas sopimukset, asiakastuki, maksuhairiot ja asiakastyytyvaisyys ovat kes-
keisia. Suoratoistopalveluissa katselukayttdytyminen ja sisaltémieltymykset nousevat
keskiton, jolloin kayttaytymisdata on ydinasemassa. (Verbeke et al., 2012; Sanches et
al., 2025; Gani Joy et al., 2024) Taulukossa 3 kootaan yleisimmat dataryhmat ja esi-
merkkeja muuttujista, jotka tulevat esiin eri toimialoilla.

Taulukko 3.  Kirjallinen katsaus dataryhmista ja niiden kéytté eri aloilla (mukail-
len (Ascarza et al., 2018b; Valluri, 2019)

Dataryhma Esimerkkeja muuttujista Toimialalla

Tunnesisaltd sahkoposteissa, asia- .
. Lo . Teleoperaattoriala,
Asiakastyytyvaisyys kaspalvelupuhelut, kayttotrendit, .
. sanomalehtiala,
valitukset

L . Aiemmat uusimiset, kayttoaste, .
Kayttaytymistavat L . Teleoperaattoriala
palvelun kayttomallit

_ Lisapalvelut, Irtisanoutumiseen liit-
Vaihtokustannus . o Teleoperaattoriala
tyvat merkit, hinnoittelu

) . . . Teleoperaattoriala
. o Ik&, sukupuoli, demografia, asiak- . .
Asiakkaan ominaisuudet pankkiala, energia-
kuuden kesto |
ala

Suorapostitus, vastaus suoramark- .
L o _ Sanomalehti, ra-
Markkinointi kinointiin, aiemmat kampanijat, _
. _ hoituspalveluala
asiakashankintakanava.

Naapurin poistuma, sosiaalisten
Sosiaalinen verkosto kontaktien maara, yhteydet, sosi- | Teleoperaattoriala

aalinen sidonnaisuus
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Dataryhma Esimerkkeja muuttujista Toimialalla

. . o . Pankki, Teleope-
Historiallinen Aiemmat uusimiset, kayttoaste _
raattoriala

Ascarza et al. (2018b) mukaan ennakoivia tekijoita 16ytyy asiakastyytyvaisyydesta, pal-
velun kaytosta, hinnoittelusta ja markkinointikontakteista. Joissakin tapauksissa mukaan
tulevat myos sosiaalisen verkoston tekijat, kuten asiakkaan yhteydet muihin asiakkaisiin.
(Ascarza et al., 2018b) Kun dataryhmia yhdistetaan, ennustearvo syntyy usein kahdesta
nakokulmasta, asiakkaan omasta toiminnasta ja asiakassuhteen kontekstista. Pelkka
historiallinen data ei aina riitd tuottamaan tarkkaa arviota poistuman riskista. (Katelaris
ja Themistocleous, 2017) Myds eri poistuman tyypit vaativat erilaisten muuttujien huomi-

oimista, joten datan keruu pitéda suunnitella harkitusti ja kohdentaa oikein. (Valluri, 2019).

Mamun (2025) tuo esiin, ettéd poistuman ennakoinnissa hyddynnetdan yha enemman
rakentamatonta dataa, kuten arvostelutekstit, tukikeskustelut ja avoimet kommentit.
My0s sosiaalista dataa ja verkostoja kaytetaan ja niista voidaan 16ytaa varoitusmerkkeja,
joita pelkkd numeerinen kayttddata ei paljasta. Mamun (2025) mukaan aineistot jakau-
tuvat kahteen eri datan saatavuuteen, jotka ovat yritysdata ja avoimet vertailuaineistot.
Yritysten oma transaktiotason data ndhdaan edelleen ennakoinnin normina. Avoimia
data-ainestoa kaytetaan kuitenkin vertailuun ja toistettavuuden tukena. Yritysdata on kui-

tenkin usein lahempana todellista toimintaymparistéa. (Mamun, 2025)

5.3 Menetelmien rooli ennakointiin

Kirjallisuuden mukaan asiakaspoistuman ennakoinnin hyoty syntyy siita, ettd ennusteita
voi kayttaa riskiasiakkaiden priorisointiin ja resurssien kohdentamiseen. Yritys pystyy
paattdmaan, keihin asiakkaisiin reagoidaan ja milloin toimenpiteet toteutetaan. (Verbeke
et al., 2012; Tsai et al., 2019; Talaat ja Aljadani, 2025) Ennakoinnin tarkoitus ei ole siis
tehda samoja toimenpiteita kaikille asiakkaille, eikd kaikki asiakkaat ole yrityksille yhta
kannattavia. Ennusteen arvo riippuu siita, osuuko kohdistaminen oikeisiin asiakkaisiin ja
johtaako se jarkeviin toimenpiteisiin. (Ascarza et al., 2018b) Ennusteiden hyédyntaminen
vaatii siksi systemaattista lahestymistapaa. Pienikin ero poistuman tunnistamisessa voi

vaikuttaa siihen, ketka asiakkaat jaavat ilman toimenpiteitad (Sanches et al., 2025).
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Menetelmavalinnassa keskeistad on, ettd millaista kayttdarvoa ennuste tuottaa paatok-
senteolle (Mamun, 2025). Ennakoinnissa pelkkd ennusteen tarkkuus ei yksin riitd mit-
taamaan analytiikan hyotya (Ascarza et al., 2018b). Tama on keskeista tilanteissa, joissa
suurin osa asiakkaista ei poistu palvelusta. (Khodabandehlou ja Zivari Rahman, 2017).
Jos mallin tulosta ei voi selittaa, yritys saa vain listan riskipisteista (Ascarza et al., 2018b)
Asiakaspoistuman taustalla voi olla todellisuudessa useita erilaisia syita, vaikka ennus-
temalli arvioisi riskin samantasoiseksi. Eli siis saman riskiluokan asiakkaat voivat tarvita
erilaisia toimenpiteita, joten ilman ymmarrysta poistuman syistd ennustetta on vaikea
hyddyntaa. (Ascarza et al., 2018a) Siksi paatdksentekijat valitsevat usein yksinkertai-
semman mallin, vaikka se olisi hieman epatarkempi. (Mamun, 2025) Menetelman valinta
kytkeytyy kaytanndssa suorituskyvyn ja tulkittavuuden tasapainoon (Valluri, 2019). Siksi
paras menetelma riippuu aina datasta, palvelutyypista ja siitd, mihin ennustetta kayte-
tdan. (Coussement ja Van den Poel, 2008; Katelaris ja Themistocleous, 2017) Taman
takia tutkimukset usein tukevat kaytantoa, jossa useita malleja vertaillaan keskenaan
ennen kayttdonottoa. Nain valittu menetelma sopii seka aineistoon ettd ennakoinnin ta-
voitteeseen. (Vafeiadis et al., 2015; Valluri, 2019)

Menetelmien merkitys kasvaa silloin, kun poistumaa edeltavat merkit ovat pienia ja kayt-
taytymisessa tapahtuu vain huomaamattomia muutoksia. Perinteinen raportointiin pe-
rustuva analytiikka ei valttamatta havaitse niita. (Valluri, 2019) Kun ennakointi perustuu
asiakkaan kayttaytymisen seurantaan, ajallinen ulottuvuus nousee tarkeaksi. Menetel-
man arvo nakyy siind, miten hyvin se tunnistaa muutoksia ennen asiakassuhteen paat-
tymista. (Sanches et al., 2025) Syvaoppimismallit ovat monissa tutkimuksissa suoriutu-
neet paremmin kuin perinteiset koneoppimismallit, erityisesti silloin kun tarkastellaan ly-
hyempia aikajaksoja ja ajallista kayttaytymisdataa. Konvoluutioneuroverkot (convoluti-
onal neural networks, CNN) ja pitkan ja lyhyen aikavalin muistin verkot (long short-term
memory, LSTM) ovat esimerkkeja tallaisista menetelmista. (Talaat ja Aljadani, 2025)
Kéaytanndssa tulkittavuus voi heikentya silloin, kun aineisto on suuri. Selittdminen ja mal-
lin hallinta muuttuvat talldin vaikeammaksi (Anudeep et al., 2024). Mallin rakenteen li-
saksi myos se, miten organisaatio vie analytiikkaa kaytantoon, vaikuttaa tulkittavuuteen.
(Mamun, 2025) Pienempi mutta hyva muuttujajoukko helpottaa mallin tulkintaa. Samalla
se vahentdad muuttujien valisia riippuvuuksia, jotka vaikeuttavat tulosten selittdmista.
(Belchior et al., 2024)

Menetelmien kayttokelpoisuus rakentuu myas siita, millaisia muuttujia mallille annetaan.
Suurempi muuttujamaara ei automaattisesti tuota parempaa tulosta. Mallin toimivuus

riippuu siitd, kuinka hyvin muuttujat selittdvat poistumaa. Asiakastuen yhteydenottojen
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maara saattaa ennustaa poistumaa paremmin kuin postinumero. Tama korostaa piirre-
valinnan (feature selection) merkitysta datan kasittelyssa. (Verbeke et al., 2012) Riski-
asiakkaiden tunnistamisessa kayttéarvoa voidaan vahvistaa jakamalla asiakkaita eri ris-
kitasoihin. Toimenpiteet voidaan talldin toteuttaa riskin mukaan ja paatéksenteko tukee
kustannustehokkuutta. (Haddadi et al., 2024; Ullah et al., 2019)

Pelkké mallien tarkkuus ei
riité epétasapainoisessa
aineistossa, koska se voi
peittaa riskiasiakkaiden
tunnistamisen

Ei yhta parasta mallia,
rinnakkaiset mallit
ennen kayttdonottoa

Muuttujien selitysvoima
tarkeampi kuin maara

{ Yleinen kirjallisuushavainto ]
Ajalliset piirteet, esim
yvéoppiminen voi iimeisesté i
/ hyotyé ajallisesta kulunut aika, kayton b
/ tiedosta, esim CNN ja harventuminen —
LST™ s iota N o ~ / Selitettavyys lisaga »,
| o Salfelivyyg liman selitysta ennuste] | luottamusta ja auttaa | | SHAP ja LIME tukevat
\ kayttokelpoisuuden ==+ I | -
‘ Ajallinen i I n e jaé riskipisteeksi e e || posthoc selitysta
Kaytaytymi [ Menetelmien rooli =" / i
Ajoitus ja varhainen ayn.:ggt-?im?sn n { N . | u toimet
tunnistaminen ratkaisee, | asiakaspoistuman |
liian myshaan ei ehdi \  ennakoinnissa & pe
‘ vaikuttaa \ ) Syyt Juihinkvui vaikuttaa vs
(— o e | ei voi vaikuttaa, muuten
I\ y;léng:ag g;t:‘il; :syﬂly """ resursseja kohdistuu
| ( Toimii paremmin kun Vahvemmat mallit ja - L <\ tehottomasti
\ dataonlaajaja  |"*""  monimutkaisuus y ) \ N g
monimuotoinen — . Perusmallit ja baseline g ~
B rooli { \
\ " Haittana heikompi B N N e !
’ I9piniyvyys, - N V[ iskitasot ja | ' toimenpiteet tulee |
i, ! N { i e 1 = priorisointi ja monpreet
| Al SR Tulkittavuus lisaa | || ryhmittely tukevat eo o Bl oo T peeee eriyttad riskitason
\_jaaga joskus " - kustannustehokkuutta| mukaan
valitaan vaikka g e, selkays b J ‘\_
ennustetarkkuus olisi lenats }
hieman heikompi AN /

Paatokset syntyvat )
vasta kun ennuste
|muutetaan toi minnaksi’

Kuva 5. Menetelmien rooli asiakaspoistuman ennakoinnissa tilauspohjaisissa pal-
veluissa, synteesi kirjallisuudesta

Kuva 5 kokoaa kirjallisuudesta keskeisen havainnon. Menetelmien rooli asiakaspoistu-
man ennakoinnissa on ennen kaikkea paatdksenteon tukeminen, eika pelkka tekninen
luokittelu riitd. Kuviossa nakyy myds tasapaino ennustesuorituskyvyn ja tulkittavuuden
valilla. Paatdksentekijat saattavat suosia lapinakyvampia malleja, vaikka ennustetark-
kuus olisi hieman heikompi. Syyna on se, etta tama helpottaa tulosten perustelua ja kayt-
téonottoa (Mamun, 2025). Menetelmien vertailussa perusmallit toimivat usein vertailu-
kohtana. Monimutkaisemmat mallit voivat tuoda lisdarvoa, mutta ne vaikeuttavat tulosten
avaamista organisaatiolle. (Valluri, 2019) Ennusteen kaytannéllinen arvo syntyy siis sil-
loin, kun malli tuottaa seka riittavan tarkan tunnistamisen etta sellaisen tuloksen, joka
voidaan kytkea toimenpiteisiin ja kohdentamiseen (Verbeke et al., 2012; Tsai et al.,
2019). Kuvassa osoitetaan myds, ettd ienempi mutta hyva muuttujajoukko helpottaa mal-
lin tulkintaa. Samalla se vahentaa muuttujien valisia riippuvuuksia, jotka vaikeuttavat tu-

losten selittamista. (Belchior et al., 2024)
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5.4 Haasteet ja rajoitteet

Asiakaspoistuman ennakointi tilauspohjaisissa palveluissa ei ole koskaan taysin varmaa.
Ennuste perustuu aiempaan dataan, mutta asiakkaan kayttaytyminen ja paatds voivat
muuttua nopeasti. (Tsai et al., 2019) Kaytanndssa malli voi luokitella asiakkaan poistu-
vaksi, vaikka jatkaakin, tai malli saattaa jattdd huomaamatta asiakkaan, joka oikeasti
poistuu. Nama virheet korostuvat tutkimuskirjallisuudessa. Ne voivat ohjata toimenpiteita
vaarille asiakkaille tai vaaraan aikaan. (Tsai et al., 2019) Kirjallisuudessa korostuu myos
se, ettd mallin kyky I6ytaa oikeat riskiasiakkaat voi heikentya. Jos esimerkiksi mallin
herkkyys eli kyky tunnistaa todellisia poistuvia asiakkaita laskee, moni riskiasiakas saat-
taa jaada ilman toimenpiteitd. (Sanches et al., 2025) Taulukko 2 kokoaa yleisimmat
haasteet ja rajoitteet yhteen. Se nayttaa jokaiselle haasteelle, mihin se kaytannossa vai-
kuttaa asiakaspoistuman ennakoinnissa. Mukana on myds se, miten tutkimuksissa naita

haasteita yleensa kasitellaan.

Taulukko 4.  Haasteet ja rajoitteet asiakaspoistuman ennakoinnissa tilauspoh-
Jaisissa palveluissa.
Haaste Vaikutus ennakointiin Miten kirjallisuus kasittelee

Tasapainotus, SMOTE,
ADASYN, mutta voi lisata ko-
hinaa (Haddadi et al., 2024;
Talaat ja Aljadani, 2025)

3 _ Riskiasiakkaita jaa 16yty-
Luokkaepatasapaino - o
_ matta, malli ndyttda hyvalta,
(class imbalance) ) o
vaikka ei 16yda poistumaa

Paivitys, ajalliset piirteet, dy-

Kayttaytymisen Malli vanhenee, samat merkit

naaminen seuranta
(Anudeep et al., 2024; Mehdi
et al., 2025)

muuttuvuus, (con- eivat tarkoita samaa eri

cept drift) ajassa

Tunnistetaan vaikutettavat vs

Piirteiden rajallisuus

Todelliset syyt eivat ndy da-
tassa, oikeat merkit voi puut-

tuvat

ei vaikutettavat syyt, kaikki
poistuma ei ndy kaytoksessa
(Braun ja Schweidel, 2011;
Ascarza et al., 2018b)

Kontekstisidonnai-

suus ja yleistetta-

VYYS

Sama malli ei toimi eri palve-

luissa samalla tavalla

Tapauskohtainen vertailu,
suljetut aineistot heikentavat
yleistysta (Hammood et al.,

2025; Talaat ja Aljadani,
2025)
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Haaste Vaikutus ennakointiin Miten kirjallisuus kasittelee

Kannattavuusnakokulma,

Mittarit vs liiketoi- Tekninen suoritus ei kerro, hyétymittarit vs tarkkuusmit-
minta-arvo tuottaako malli hyotya tarit (Mehdi et al., 2025; Ta-

laat ja Aljadani, 2025)

_ | Selitettdvyys, sidosryhmien
) L Musta laatikko (black box) voi . L .
Tulkittavuus ja kayt- | =~~~ ymmarrys, saantelypainetta
- jaada kayttamatta, luottamus | =~ .
toonotto joillain aloilla (Mamun, 2025;

heikkenee
Nalchigar ja Yu, 2018)

Yksi yleisimmista haasteista on dataan liittyva luokkaepatasapaino (Haddadi et al.,
2024). Poistuvia asiakkaita on usein paljon vdhemman kuin pysyvia. Eli talléin malli saat-
taa nayttaa hyvalta yleiselld tarkkuudella, vaikka se ei tunnistaisi riskiasiakkaita hyvin.
(Talaat ja Aljadani, 2025; Haddadi et al., 2024) Tata yritetdan korjata tasapainottamalla
dataa. Ylanaytteistaminen on tahan yksi keino. Naihin I0ytyvat eri menetelmid muun mu-
assa SMOTE ja ADASYN, joissa luodaan keinotekoisia havaintoja poistuvien ryhmaan.
(Haddadi et al., 2024) Tasapainotus tuo kuitenkin omat ongelmansa. Kirjallisuudessa
tuodaan esiin, etta se voi lisata kohinaa ja heikentaa mallin luotettavuutta. Eli tama rat-
kaisu voi siis tuoda mukanaan uuden riskin (Haddadi et al., 2024). Kaikki mallit eivat
myoskaan hyody tasta tasapainotuksesta samalla tavalla. Joillakin suorituskyky voi jopa
heikentya (Abdalla et al., 2025).

Toinen iso rajoite on se, ettd data ei aina paljasta poistumaa selkeasti. Kaikki poistumat
eivat nay kayttaytymisen muutoksina. Merkit saattavat siis puuttua kokonaan tai olla
heikkoja. (Ascarza et al., 2018b) Poistumisen syyt eivat mydskaan aina ole sellaisia,
joihin yritys pystyy vaikuttamaan (Braun ja Schweidel, 2011). Kirjallisuus korostaakin
sita, etta pitaa erottaa vaikutettavissa olevat syyt niista, joihin ei voi vaikuttaa. Resurssit
saattavat muuten kulua tehottomasti (Braun ja Schweidel, 2011). Jos erilaisia poistuma-
tyyppeja ei eroteta kunnolla, ongelma kasvaa. Tama voi johtaa vaaraan tulkintaan ja se

voi johtaa helposti vaaraan kohdentamiseen. (Valluri, 2019; Abdalla et al., 2025)

Asiakkaan kayttaytyminen muuttuu ajan myéta. Kirjallisuus tuo taman selvasti esiin. Mo-
net ratkaisut nojaavat kuitenkin muuttumattomiin piirteisiin, jolloin kayttaytymisen muu-
tokset jadvat huomaamatta. (Anudeep et al., 2024) Kayttaytymisen muuttuvuus voi myos
aiheuttaa tilannetta, jossa ennustettavan muuttujan tilastolliset ominaisuudet muuttuvat
ajan kuluessa eli tapahtuu concept drift. Talldin historialliseen dataan perustuva malli voi

siis vanhentua ja sita taytyy paivittda. (Mehdi et al., 2025) Mallien kdytanndn toteutus on
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myos usein tyolasta. Datan keruu, puhdistus ja piirteiden rakentaminen, eli ominaisuus-
suunnittelu (feature engineering), vie paljon aikaa ja resursseja, ja tulokset voivat riippua
paljon naiden pohjalta. (Talaat ja Aljadani, 2025) Tama vaikuttaa suoraan paatoksente-
koon, jossa datan laatu vaikuttaa analyysin laatuun, analyysin laatu tulosten laatuun ja

tulosten laatu lopulta paatosten laatuun (Vafeiadis et al., 2015).

Tulosten yleistettavyys on usein rajoitettua. Tutkimustulokset ovat vahvasti tilannekoh-
taisia. Eli siis sama malli ei toimi samalla tavalla eri palveluissa, ja my06s aineiston vaih-
tuminen vaikuttaa siihen. (Hammood et al., 2025) Osa tutkimuskirjallisuus kayttaa suljet-
tuja yritysaineistoja, tama voi heikentaa toistettavuutta merkittavasti. Koska tuloksia on
vaikea yleistdd, tutkimuskirjallisuudessa tdma nostetaan esiin ongelmana. Tutkimuk-
sissa mallin suorituskykya mitataan usein teknisilla mittareilla. Tarkkuus (accuracy), F1-
pistemaara ja AUC-ROC ovat tyypillisia. Liiketoiminnan kannalta olisi kuitenkin oleelli-
sempaa ymmartaa, miten ennakointi vaikuttaa kannattavuuteen. (Talaat ja Aljadani,
2025) Nama tekniset mittarit eivat kerro suoraan liiketoimintavaikutuksesta. Kirjallisuu-
dessa tuodaankin esiin, etta arviointiin tarvitaan myos kannattavuuteen liittyvia mittareita
(Mehdi et al., 2025).

Ennakoinnin hyotyja rajoittaa se, miten toimenpiteet toteutetaan ja miten niiden vaiku-
tukset arvioidaan. Kirjallisuuden mukaan asiakassailyttamisen liittyvat toimet pitaisi arvi-
oida systemaattisesti. Tahan yksi tapa on kontrolliryhmat. Ne ovat asiakkaita, joita ei
kohdisteta toimenpiteilld. He toimivat vertailukohtana. Muuten jaa epaselvaksi, johtuuko
muutos oikeasti toimenpiteista vai jostain muusta (Ascarza et al., 2018a). Yritykset voivat
myoOs kohdistaa etuja asiakkaille, jotka eivat olisi poistuneet ilman toimenpiteitda, mika

heikentaa kustannustehokkuutta. (Ascarza et al., 2018b)

Mallien kayttédnottamisen paatdkseen vaikuttaa myds niihin luottamuksen puute. Esi-
merkiksi musta laatikko mallit (black box models) voivat olla vaikeita perustella, ja se voi
heikentaa luottamusta ja estaa kayttda paatdksenteossa. Selitettavyys korostuu myos
erityisesti saannellyilld aloilla. Sdadokset voivat vaatia, ettd paatdkset perustellaan sel-
keasti (Mamun, 2025). Sidosryhmat eivat myoskaan aina ymmarra, miten analytiikka tu-
kee strategisia tavoitteita. Ennakointi saattaa talloin jaada irralliseksi kaytannon toimin-
nasta (Nalchigar ja Yu, 2018).
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6. YHTEENVETO JA PAATELMAT

Tama luku kokoaa tyon tarkeimmat havainnot tyon aiheen nakokulmasta. Tarkoitus on
vastata mita kirjallisuus kertoo asiakaspoistuman ennakoinnista tilauspohjaisissa palve-
luissa kokonaisuutena. Samalla luvussa sidotaan tulokset tutkimuskysymyksiin ja tekee

niista selkeat johtopaatdkset

Luku etenee niin, etta ensin kdydaan lapi tarkeimmat I16ydokset. Sen jalkeen arvioidaan,
mita ne tarkoittavat kaytannossa ja millaisia johtopaatoksia niista voidaan tehda. Lopuksi

esitetdan ehdotuksia jatkotutkimukselle.

6.1 Tutkimuksen keskeiset I6ydokset

Tama tyon paatutkimuskysymys oli, miten data-analytiikkaa voidaan hy6dyntaa asiakas-
poistuman ennakoinnissa tilauspohjaisissa liiketoimintamalleissa. Tahan kirjallisuus vas-
taa melko selkeasti. Ennakointi ei ole kertaluonteinen analyysi, vaan jatkuva prosessi,
jota pitaa yllapitaa koko asiakassuhteen ajan (Mamun, 2025; Talaat ja Aljadani, 2025).
Tama johtuu siita, etta tilauspohjaisessa mallissa asiakas tekee jatkamispaatoksen tois-
tuvasti, joten poistumisriski pitda tunnistaa ennen kuin asiakassuhde ehtii paattya (Ma-
mun, 2025; Cao et al., 2025). Tsai et al. (2019) jasentavat ennakoinnin kolmen ulottu-
vuuden kautta, jotka ovat poistumisriski, todennakoisyys ja ajankohta. Tata jdsennysta
ei kuitenkaan sellaisenaan 10ydy muista lahteista, vaikka ajoituksen tarkeys nousee esiin
my6s Mamunilla (2025) seka Talaat ja Aljadanilla (2025). Keskeista on myos se, etta
kirjallisuuden perusteella ennakoinnin arvo ei synny pelkastad mallista. Kdytannossé arvo
syntyy siita, miten ennuste kytketdan toimenpiteisiin ja miten riskiasiakkaat tunnistetaan
ajoissa (Verbeke et al., 2012; Nalchigar ja Yu, 2018; Ascarza et al., 2018b). Kuvassa 4

havainnollistetaan, miten tdma prosessi etenee kirjallisuuden perusteella.

Ensimmaisena apututkimuskysymyksena oli, millaista asiakasdataa tutkimuksissa kay-
tetaan asiakaspoistuman ennakointiin tilauspohjaisissa liiketoimintamalleissa. Tahan kir-
jallisuus antaa melko yhtenaisen vastauksen. Kayttaytymisdata on ennustamisen kan-
nalta tarkeinta, ja demografinen data tuottaa yksindan heikompia tuloksia (Haddadi et
al., 2024; Verbeke et al., 2012). Poistumariskin merkit eivat myéskaan useimmiten ra-
kennu yksittaisista tapahtumista. Ne ovat yleensad muutoksia ajan kuluessa, syista kuten
kaytdon harvenemista tai asiakaspalvelukontaktien lisdantymista (Zhang et al., 2016). El

poistumaan johtava prosessi alkaa usein jo kauan ennen kuin asiakas tekee lopullisen



29

paatoksen. Ascarza et al. (2018b) nostavat kuitenkin esiin nakékulman, jota muissa lah-
teissa kasitelladn vahemman. Heidan mukaansa suuri osa asiakkaista lahtee hiljaisesti
ilman mitaan havaittavia merkkeja, jolloin kayttaytymisdatakaan ei aina riita. Relevantti
data riippuu my6s toimialasta ja palvelutyypistd, eikd yhta yleistd datamallia voi soveltaa
kaikkialle (Valluri, 2019). Verbeke et al. (2012), Sanches et al. (2025) ja Gani Joy et al.
(2024) vahvistavat taman kaytannon esimerkeilla eri aloilta. Esimerkiksi suoratoistopal-
veluissa katselukayttaytyminen on keskeista, kun taas ohjelmistopalveluissa sopimus-
tiedot ja tukidata kertovat usein enemman. Taulukossa 3 on koottu ndma dataryhmat

toimialoittain.

Toinen apututkimuskysymys oli, millaisia menetelmia tutkimuksissa hyodynnetaan en-
nakoinnissa ja mihin tarkoituksiin niitd kaytetaan. Kirjallisuus on tassa melko yksimieli-
nen siing, ettd yhta parasta menetelmaa ei yksinkertaisesti ole (Verbeke et al., 2012;
Valluri, 2019; Mamun, 2025; Manzoor et al., 2024). Useat tutkimukset suosittelevatkin,
etta eri menetelmia vertaillaan keskenaan ennen kayttoonottoa, jotta 16ydetaan juuri ky-
seiseen aineistoon sopiva ratkaisu (Vafeiadis et al., 2015; Valluri, 2019). Syvaoppimis-
mallit, erityisesti LSTM ja CNN, ovat osoittautuneet toimiviksi erityisesti silloin, kun ajal-
linen kayttaytymisdata on keskeista (Talaat ja Aljadani, 2025). Tarke& havainto on myds
se, etta tulkittavuus nousee kirjallisuudessa lahes yhta tarkeaksi kuin ennustetarkkuus.
Mamun (2025) ja Manzoor et al. (2024) korostavat, etta ilman selitettavyytta ennuste jaa
helposti kayttamatta, vaikka se teknisesti toimisi hyvin. Ascarza et al. (2018a) mukaan,
saman riskiluokan asiakkaat voivat poistua taysin eri syista, mika tekee toimenpiteiden
kohdistamisesta vaikeaa ilman, ettd ymmarretdan poistuman taustasta. Kuvassa 5 esi-

tetaan menetelmien rooli kokonaisuutena.

Lopulta viimeinen apututkimuskysymys oli se, etta mitka ovat tarkeimmat haasteet ja
rajoitteet, jotka vaikeuttavat ennusteiden kaytt6a tilauspohjaisissa liiketoimintamalleissa.
Kirjallisuudessa nousee esiin useita toistuvia haasteita. Luokkaepatasapaino on yksi
yleisimmista, ja se mainitaan monessa lahteessa (Haddadi et al., 2024; Talaat ja Al-
jadani, 2025; Abdalla et al., 2025). Kaytanndssa tama tarkoittaa sita, etta poistuvia asi-
akkaita on niin vahan, etta malli voi nayttaa hyvalta yleisella tarkkuudella, mutta ei tun-
nista riskiasiakkaita oikeasti kunnolla. Kayttaytymisen muuttuvuus eli concept drift on
myds ongelma, josta kirjallisuudessa ollaan laajasti yhta mieltd. Mehdi et al. (2025),
Anudeep et al. (2024) ja Ascarza et al. (2018a) toteavat kaikki, etta historialliseen dataan
perustuva malli vanhenee, koska asiakkaan kayttaytyminen muuttuu ajan myaéta. Piirtei-
den rajallisuudesta kirjallisuudessa on myds selkea yhteinen mieltd. Todelliset poistu-
man syyt eivat aina nady datassa ollenkaan (Valluri, 2019; Braun ja Schweidel, 2011;
Ascarza et al., 2018b). Braun ja Schweidel (2011) sekd Ascarza et al. (2018b) kertovat
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my0s, etta vaikutettavissa olevat ja ei-vaikutettavissa olevat poistumatyypit pitéda erottaa
toisistaan, muuten resursseja kohdistetaan tehottomasti. Ascarza et al. (2018a) nostavat
esiin myos kontrolliryhmien merkityksen. llman vertailuryhmaa ei voi tietaa, johtuuko asi-
akkaan jaaminen oikeasti toimenpiteista vai jostakin ei syysta. Nama haasteet on kayty

taulukossa 4:ssa syvallisemmin lapi.

6.2 Tulosten analyysi

Tutkielma voidaan pitda onnistuneena, silla kirjallisuudessa annettiin melko yhtendisen
kuvan ennakoinnista, asiakaspoistumasta, tilauspohjaisista palveluista ja data-analytii-
kasta. Lopulta I6ydettiin tutkimuskirjallisuudesta, etta millaista dataa ennakoinnissa kay-
tetdan, miten ennakointi prosessi tapahtuu, mitka ovat tyypillisia aloja ja mitka haasteet
ja rajoitteet niissa esiintyy. Ne eroavat kuitenkin toisistaan siind, millaista dataa ne pai-
nottavat ja miten ne maarittelevat poistuman. Tama vaikuttaa siihen, kuinka suoraan tu-

loksia voi verrata keskenaan.

Kuitenkin selkeana huomiona aineistosta on se, etta suurin osa tutkimuksista kasittelee
ennustemenetelmat ja mallit teknispainotteisesti. Eli mallien logiikka, arviointitavat ja tu-
losten esitystapa kuvataan usein yksityiskohtaisesti. Tama olettaa lukijaa paljon aiempaa
osaamista tai aiheesta perehtyneisyyttd. Kadytanndssa tama tarkoitti sita, ettd pelkka ar-
tikkeleiden lukeminen ei riittanyt. Sisalto piti ensin purkaa auki ja tulkita. Vasta sen jal-
keen siita pystyi kirjoittamaan yksinkertaisesti. Tama oli yksi tydn haastavimmista osista.
Haaste nakyi myos erityisesti siina, etta eri tutkimukset kayttavat eri termeja. Eli samoja
asioita saatettiin kuvata eri termeilla. Varsinkin asiakaspoistuman maarittelyssa tama oli

keskeinen haaste.

TyOssa kaytetyt aineistot vertailtiin keskenaan ja tavoitteena olikin koota selkea ja yksin-
kertainen kokonaiskuva, mita tassa tydssa lopulta tehtiin. Alkuperaiset tekstit olivat kui-
tenkin keskenaan erilaisia. Niita oli valilld vaikea verrata toisiinsa. Taulukot ja kuvat aut-
toivat tassa. Tyo rajautui tahallisesti pois teknisista yksityiskohdista. Tama auttoi keskit-
tymaan aiheen yleiskuvan esittdmiseen. Tassa tydssa tarkeinta ei ollut siis kertoa, mika
malli on paras, vaan tarkeana oli ymmartaa, millaisilla aineistoilla ja tavoilla ennakointia
on tehty, miten tuloksia on tarkoitus kayttaa ja mitka tekijat usein vaikeuttavat hyodynta-

mista kaytannossa.
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6.3 Jatkotutkimusehdotukset

Jatkotutkimus voisi keskittyd enemman mallien vertailusta ja siitd, miten konteksti vai-
kuttaa tuloksiin. Kirjallisuudessa kaytetdan monenlaisia koneoppimisen ja syvaoppimi-
sen malleja ja niista raportoidaan usein tarkkuuslukuja. Tutkimuksia on kuitenkin vaikea
verrata keskenaan niiden kontekstien erojen takia. Olisi hyddyllista tutkia samoja malli-
tyyppeja useassa tilauspohjaisessa ymparistdssa. Nain voitaisiin katsoa perusteellisem-
min, milloin tarkkuus oikeasti paranee ja milloin se jda vain paperille, kun ymparisto

muuttuu.

Toinen selkea jatkotutkimuksen suunta liittyy niihin tekijoihin, jotka eivat ndy datassa ol-
lenkaan tai eivat pdddy mukaan malleihin. Moni tutkimus nojaa siihen, mita jarjestelmista
saadaan ulos. Kayttd, maksut ja asiakastuki ovat tyypillisid esimerkkeja. Kaytdnnossa
asiakkaan paatokseen vaikuttaa kuitenkin usein asioita, joita on vaikea mitata suoraan
muun muassa tottumukset, elamantilanne, vaihtoehtoiset palvelut tai yleinen tyytymatto-

myys, joka ei ndy asiakaspalvelukontaktina.

Jatkotutkimus voisi tarkastella, mitad puuttuvia tekijéitd ennakoinnissa jaa usein ulkopuo-
lelle. Olisi mielenkiintoista ymmartaa, miten niiden puuttuminen vaikuttaa mallien tulok-
siin ja selityksiin. TAman lisaksi jatkotutkimus voisi katsoa tarkemmin, miten mallien tark-
kuus suhteutuu kaytannon hyotyyn. Pelkka tarkka malli ei viela auta, jos se ei kerro syyta
tai jos tulosta ei pystyta kayttamaan toimenpiteisiin. Olisi myOs kiinnostavaa vertailla,
milloin yksinkertaisempi malli riittda, milloin Al (Artificial Intelligence), syvaoppiminen tai
monimutkaisempi [&hestymistapa tuo lisdarvoa, ja millaisissa tilanteissa se vain tekee

tuloksista vaikeammin selitettavia.
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