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Tässä kandidaatintyössä selvitettiin, kuinka vahvistusoppimista voidaan hyödyntää te-
koälyagentin toteuttamisessa padel-peliin, jossa tehokas suoriutuminen edellyttää pelaa-
jien välistä yhteistyötä. Tavoitteena oli rakentaa tekoäly, joka kykenee tekemään tilan-
nekohtaisia ja tiimipohaisia päätöksiä nopeasti muuttuvassa peliympäristössä. Agenttien
koulutus toteutettiin Unity ML-Agents -alustalla käyttäen MA-POCA-algoritmia, joka mah-
dollistaa useiden agenttien yhteistoiminnan keskitetyn kriitikon avulla. Koulutusympäristö,
havaintotiedot, toimintotilat ja palkitsemislogiikka suunniteltiin padelin sääntöjen ja pelidy-
namiikan pohjalta.

Tulokset osoittivat, että self-play menetelmällä koulutetut agentit oppivat nopeammin
ja kehittyivät monipuolisemmiksi kuin ilman self-playta koulutetut agentit. Ne pystyivät
pelaamaan pidempiä ja hallitumpia palloralleja sekä tekemään strategisesti järkeväm-
piä päätöksiä. Oppimisen onnistumisen kannalta palkkiorakenteen huolellinen suunnitte-
lu osoittautui keskeiseksi tekijäksi.

Tutkielmassa käsitellään myös tekoälyn ja koneoppimisen keskeisiä peruskäsitteitä,
erityisesti vahvistusoppimisen taustateoriaa, kuten Markovin päätösprosesseja, syväop-
pimista ja multi-agent menetelmiä. Lisäksi työssä vertaillaan kehitettyä lähestymistapaa
perinteisiin sääntöpohjaisiin tekoälyratkaisuihin ja esitetään jatkokehitysmahdollisuutena
vahvistusoppimisen yhdistäminen influence map -tekniikkaan agenttien taktisen päätök-
senteon tukemiseksi.

Avainsanat: tekoäly, vahvistusoppiminen, padel, self-play, MA-POCA, agentti, neuroverk-
ko

Tämän julkaisun alkuperäisyys on tarkastettu Turnitin OriginalityCheck -ohjelmalla.
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Tämä kandidaatintyö on tehty osana Tampereen yliopiston informaatioteknologian kandidaattioh-
jelmaa. Työ on toteutettu toimeksiantona pelialan yritykselle, jonka tavoitteena oli tutkia tiimi-
työhön kykenevän tekoälyn kehittämistä padel-peliympäristössä. Työn aihe syntyi yhdistämällä
pitkäaikainen kiinnostukseni peleihin ja tekoälyyn, ja erityisesti siihen, kuinka kehittyneet tekoä-
lymenetelmät voivat toimia dynaamisissa ja kilpailullisissa peliympäristöissä.

Haluan kiittää opinnäytetyöni ohjaajaa hänen antamistaan neuvoista ja tuesta työn aikana. Kiitos
myös toimeksiantajayritykselle arvokkaasta yhteistyöstä ja mahdollisuudesta työskennellä aidon
pelikehityshaasteen parissa.
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LYHENTEET JA MERKINNÄT

agentti tekoälyohjelma, joka toimii ympäristössä ja oppii päätöksiä
palkkioiden perusteella

AI Artificial Intelligence (tekoäly)

DQN Deep Q-Network

gradienttilaskeuma (gradient descent) optimointimenetelmä, joka säätää neuroverkon painoja vir-
heen suunnan ja suuruuden mukaan pienentääkseen ennus-
tusvirhettä

havainto agentin mittaama tieto ympäristön tilasta

huomioverkko neuroverkkoarkkitehtuuri, joka painottaa syötteitä päätök-
senteossa

influence map pelitekoälyn työkalu, jolla mallinnetaan vaikutusalueita ja
arvioidaan alueellista etua päätöksenteossa

jakso agentin toiminta ympäristössä yhdestä aloitustilanteesta
päättymiseen

MA-POCA Multi-Agent Posthumous Credit Assignment

MARL Multi-Agent Reinforcement Learning (usean agentin vah-
vistusoppiminen)

MDP Markovin päätösprosessi

ML Machine Learning (koneoppiminen)

neuroverkko kerroksittain järjestetty laskennallinen malli, joka oppii pai-
nojen kautta syötteiden ja päätösten välisen yhteyden

NN Neuroverkko (neural network)

palkkio agentille annettava arvo, joka ohjaa oppimista

PPO Proximal Policy Optimization

päätösstrategia agentin oppima malli siitä, mitä toimintoa käyttää missäkin
tilassa

ReLU Rectified Linear Unit

RL Reinforcement Learning (vahvistusoppiminen)

self-play oppimismenetelmä, jossa agentti pelaa itseään vastaan pa-
rantaakseen strategiaansa
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tila tilanne tai positio, jossa agentti on ympäristössä tietyllä
hetkellä

toiminto agentin suorittama päätös tai liike tilanteessa

vastavirta-algoritmi (backpropagation) menetelmä, jossa neuroverkko oppii säätämällä painojaan
laskemalla virheen vaikutuksen taaksepäin verkon kerrok-
sissa

ympäristö simuloitu maailma, jossa agentti toimii ja vuorovaikuttaa
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1. JOHDANTO

Tekoäly (AI) on muuttanut merkittävästi digitaalisen viihteen ja pelinkehityksen kenttää. Erityisesti
vahvistusoppimisen (Reinforcement Learning, RL) kaltaiset menetelmät ovat tuoneet uudenlaisia
mahdollisuuksia oppivien ja sopeutuvien pelibottien kehittämiseen. Perinteisistä sääntöihin perus-
tuvista ratkaisuista on siirrytty kohti algoritmeja, jotka kykenevät itsenäiseen päätöksentekoon ja
strategiseen käyttäytymiseen vuorovaikutteisissa ympäristöissä.

Pelit tarjoavat erinomaisen testialustan tekoälyn tutkimukselle, sillä ne sisältävät monimutkaisia
sääntöjärjestelmiä, reaaliaikaisia päätöksiä ja monia eri toimintastrategioita. Vahvistusoppimisen
soveltaminen pelillisiin ympäristöihin on johtanut menestyksekkäisiin tekoälyratkaisuihin esimer-
kiksi Go-, Dota 2- ja StarCraft II -peleissä, joissa tekoälyagentit ovat pystyneet päihittämään
maailman parhaat pelaajat [9, 12].

Tässä kandidaatintyössä tarkastellaan, kuinka vahvistusoppimista voidaan hyödyntää padel pelin
tekoälyagenttien toteuttamisessa. Työn tavoitteena on kehittää agentteja, jotka oppivat toimimaan
järkevästi dynaamisessa ja tiimityötä vaativassa pelissä. Erityistä huomiota kiinnitetään koulu-
tusympäristön realistisuuteen, havaintojen ja toimintotilojen mallinnukseen, sekä tehokkaan palk-
kiorakenteen suunnitteluun.

Työssä hyödynnetään Unity ML-Agents -kehystä, jonka avulla simuloidaan padel-peli ja koulu-
tetaan agentit käyttäen usean agentin vahvistusoppimismenetelmää. Algoritmiksi valitaan MA-
POCA (Multi-Agent Posthumous Credit Assignment), joka on suunniteltu erityisesti yhteistyötä
vaativiin tehtäviin ja tukee dynaamisia tiimikokoonpanoja [3].

Luvussa 3 perehdytään tekoälyn ja koneoppimisen perusteisiin, ja luvussa 4 käsitellään vahvis-
tusoppimisen teoriaa ja sovelluksia tarkemmin. Tämän jälkeen esitellään agenttien koulutusme-
netelmä, arvioidaan oppimistuloksia ja verrataan lähestymistapaa perinteiseen sääntöpohjaiseen
tekoälyyn.
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2. TUTKIMUSMENETELMÄT

Tämä kandidaatintyö on toteutettu soveltavana tutkimuksena toimeksiantona pelialan yrityksel-
le. Työssä kehitettiin ja koulutettiin tekoälyagentteja padel-tyyppiseen peliympäristöön käyttäen
vahvistusoppimista.

Tutkimusmenetelmäksi valittiin kokeellinen lähestymistapa, jossa eri mallinnusratkaisuja testattiin
Unity ML-Agents -alustalla. Koulutusympäristön suunnittelu, havaintojen määrittely, toimintotilat
sekä palkitsemislogiikka optimoitiin iteratiivisesti.

Menetelmän tarkoituksena oli kehittää käytännössä toimiva ja yhteistyökykyinen agentti dynaa-
miseen pelitilanteeseen. Käytetty lähestymistapa yhdistää koneoppimisen teoriaa ja käytännön
pelinkehitystä.

Algoritmien valintaa ohjasi erityisesti se, miten ne soveltuvat usean agentin yhteistoimintaan,
minkä vuoksi MA-POCA valittiin käyttöön.
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3. TEKOÄLYSTÄ YLEISESTI

Tekoäly (AI) tarkoittaa tietokonejärjestelmää, joka kykenee suorittamaan tehtäviä, jotka normaalisti
edellyttävät inhimillistä älykkyyttä, kuten päätöksentekoa, oppimista, ongelmanratkaisua ja kielen
ymmärtämistä [8, 13].

3.1 Klassinen tekoäly videopeleissä

Perinteisesti peleissä tekoäly on toteutettu sääntöpohjaisesti: kehittäjä määrittelee etukäteen peli-
logiikan ja päätöksenteon säännöt. Esimerkiksi shakkiohjelmat käyttävät etukäteen ohjelmoituja
sääntöjä ja heuristiikkoja pelitilanteiden arvioimiseen ja siirtojen tekemiseen [2, 8].

Tällaiset järjestelmät voivat olla erittäin tehokkaita tietyissä rajatuissa tilanteissa, mutta niiltä
puuttuu kyky sopeutua uusiin tai muuttuneisiin pelitilanteisiin, koska ne eivät opi kokemuksesta
[13].

3.2 Koneoppiminen

Koneoppiminen (ML) on tekoälyn osa-alue, jossa tietokone opetetaan parantamaan suorituskyky-
ään datan avulla ilman erillistä ohjelmointia [4, 7]. Oppiminen perustuu matemaattisiin malleihin,
jotka havaitsevat datasta trendejä ja rakenteita.

Koneoppiminen mahdollistaa esimerkiksi kuvantunnistuksen, käännöksen, suosittelujärjestelmät ja
autonomiset ajoneuvot. Se voidaan jakaa kolmeen pääkategoriaan: valvottu oppiminen, valvomaton
oppiminen ja vahvistusoppiminen.

3.2.1 Ohjattu oppiminen

Ohjatussa oppimisessa mallille annetaan esimerkkejä, joissa jokaiselle syötteelle on annettu oikea
vastaus. Malli oppii ennustamaan oikean vastauksen myös uusille syötteille [7].

Esimerkki: Kuvantunnistus, jossa opetusaineistossa on kuvia kissoista ja koirista. Malli oppii
erottelemaan eläimet opetusdatan pohjalta ja pystyy luokittelemaan uusia kuvia oikeaan luokkaan.
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3.2.2 Ohjaamaton oppiminen

Valvomattomassa oppimisessa dataa ei ole merkitty, ja mallin tehtävänä on löytää rakenteita,
ryhmittelyjä tai poikkeavuuksia ilman opettajaa [1].

Esimerkki: Asiakassegmentointi verkkokaupassa, jossa algoritmi ryhmittelee käyttäjät ostokäyt-
täytymisen perusteella ilman ennalta määrättyjä luokkia.

3.2.3 Neuroverkot

Neuroverkot ovat koneoppimisen malleja, jotka on rakennettu matkimaan ihmisaivojen toiminta-
periaatteita. Ne koostuvat toisiinsa kytketyistä yksiköistä, joita kutsutaan neuroneiksi. Jokainen
neuroni saa syötteen, painottaa sen ja lähettää tuloksen seuraavalle kerrokselle.

Yksinkertaisessa neuroverkossa on kolme pääosaa:

• Syötekerros, joka vastaanottaa dataa ympäristöstä (esimerkiksi pallon sijainti tai nopeus).

• Piilokerrokset, joissa tapahtuu varsinainen laskenta ja kuvioiden tunnistus.

• Ulostulokerros, joka tuottaa lopullisen päätöksen tai toiminnon (esim. mihin suuntaan liik-
kua tai lyödä).

Verkko oppii säätämällä painokertoimia eri kerrosten välillä. Tämä tapahtuu vastavirta-algoritmin
(backpropagation) avulla, jossa verkon tekemää ennustetta verrataan oikeaan vastaukseen. Ennus-
tuksen ja oikean vastauksen erotuksesta lasketaan, miten paljon kukin paino vaikutti lopputulok-
seen. Näiden tietojen perusteella painoja säädetään siten, että verkko tekee jatkossa tarkempia
ennusteita. Optimointi tapahtuu tyypillisesti gradienttilaskennan (gradient descent) menetelmiä
hyödyntäen [4].

Kuva 3.1. Yksinkertaistetun neuroverkon rakenne: syöte-, piilo- ja ulostulokerros.

3.2.4 Syväoppiminen

Syväoppiminen (deep learning) on koneoppimisen osa-alue, jossa käytetään useista kerroksis-
ta koostuvia neuroverkkoja. Näiden avulla voidaan oppia monimutkaisia säännönmukaisuuksia
suuresta määrästä raakadataa [4].
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Syviä neuroverkkoja käytetään muun muassa kuvantunnistuksessa, puheentunnistuksessa ja kie-
lenkäsittelyssä. Niiden kyky käsitellä moniulotteista dataa on tehnyt niistä keskeisen teknologian
modernissa tekoälyssä.

Syväoppiminen toimii myös perustana monille muille koneoppimisen lähestymistavoille, kuten
syvävahvistusoppimiselle (deep reinforcement learning), jota käsitellään tarkemmin luvussa 4.

Kuva 3.2. Syvän neuroverkon rakenne.
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4. VAHVISTUSOPPIMINEN JA TAUSTATEORIA

Vahvistusoppiminen (reinforcement learning, RL) on koneoppimisen paradigma, joka kykenee
optimoimaan peräkkäisiä päätöksiä. RL matkii tapaa, jolla ihmiset oppivat - oppiminen tapahtuu
vuorovaikutuksessa ympäristön kanssa yrityksen ja erehdyksen kautta [10].

4.1 Vahvistusoppimisen peruskäsitteet

Agentti (agent) on tietokoneohjelma, joka oppii tekemään päätöksiä kokemustensa perusteella.
Ympäristö (environment) on maailma, jossa agentti toimii. Tila (state) kuvaa nykyistä tilannetta,
jossa agentti on. Havainto (observation) on agentin mittaama tilannekuva, ja sen perusteella agentti
suorittaa toiminnon (action). Agentti saa tekemistään toiminnoista palkkion (reward), joka toimii
oppimisen ohjaajana[10].

Toimintotila (action space) tarkoittaa mahdollisia toimintoja, joista agentti voi valita. Toimintotiloja
on kahta tyyppiä:

• Diskreetti: rajallinen joukko mahdollisia toimintoja (esim. liiku vasemmalle/oikealle)

• Jatkuva: toimintojen arvot ovat liukuvia (esim. nopeus välillä 0.0–1.0)

Päätösstrategia (policy) ohjaa agentin toimintaa eri tilanteissa. Tavoitteena on löytää optimaali-
nen päätösstrategia, joka maksimoisi pitkän aikavälin palkkion. Esimerkiksi Q-Learning on yksi
menetelmä tähän tarkoitukseen [10].

Jakso (episode) on agentin suorittama yksittäinen tehtävä ympäristössä, esimerkiksi pelin alku ja
loppu. Oppiminen tapahtuu näiden jaksojen toistuessa.

Kuva 4.1. Vahvistusoppimisen palaute-sykli. Agentti tekee toiminnon, on vuorovaikutuksessa ym-
päristön kanssa, saa palkkion ja tekee havaintoja. Näiden perusteella agentti päivittää toiminta-
strategiaansa..
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4.2 Markovin päätösprosessi (MDP)

Markovin päätösprosessi (MDP) on matemaattinen malli, jota käytetään kuvaamaan päätöksente-
kotilanteita, joissa toimija (agentti) tekee päätöksiä vaiheittain muuttuvassa ympäristössä. MDP:tä
käytetään laajasti vahvistusoppimisessa, koska se tarjoaa muodollisen tavan mallintaa agentin ja
ympäristön välistä vuorovaikutusta.

MDP koostuu viidestä peruselementistä:

(𝑆, 𝐴, 𝑃, 𝑅, 𝛾)

missä:

• 𝑆 on joukko mahdollisia tiloja (states), joissa agentti voi olla.

• 𝐴 on joukko mahdollisia toimintoja (actions), joita agentti voi suorittaa.

• 𝑃(𝑠′ |𝑠, 𝑎) on siirtymätodennäköisyys – todennäköisyys siirtyä tilasta 𝑠 tilaan 𝑠′ toiminnon 𝑎

seurauksena.

• 𝑅(𝑠, 𝑎) on palkkiofunktio, joka määrittää, kuinka paljon palkkiota agentti saa tehdessään
toiminnon 𝑎 tilassa 𝑠.

• 𝛾 on diskonttaustekijä (0 ≤ 𝛾 ≤ 1), joka määrittää, kuinka paljon tulevia palkkioita paino-
tetaan nykyhetkeen verrattuna.

MDP olettaa, että seuraava tila riippuu vain nykytilasta ja tehdystä toiminnosta. Tämä yksinker-
taistus tekee siitä käyttökelpoisen mallin oppiville agenteille [10].

Käytännössä MDP mahdollistaa agentin suunnittelemisen siten, että se maksimoi pitkän aikavälin
kumulatiivisen palkkion tekemällä valintoja vaiheittain, ottaen huomioon sekä välittömät että
tulevat vaikutukset.

4.3 Perinteinen tekoäly vs. vahvistusoppiminen

Perinteinen tekoäly perustuu sääntöihin ja käsin tehtyihin päätöspuihin, eikä se kykene oppimaan
uusia toimintamalleja. Vahvistusoppiminen taas mukautuu ja kehittyy kokemuksen kautta, mikä
tekee siitä erittäin soveltuvan peleihin kuten padel, joissa ympäristö on monimutkainen ja muuttuva
[13].

4.4 Vahvistusoppimisen edut ja käyttötarkoitukset

Vahvistusoppiminen mahdollistaa sellaisten monimutkaisten ongelmien ratkaisemisen, joita sään-
töpohaiset järjestelmät eivät kykene hallitsemaan. Se mukautuu muuttuvaan ympäristöön kokemuk-
sen kautta ja on erityisen tehokas yhdistettynä syväoppimiseen (deep learning), jolloin voidaan
kehittää älykkäitä ja mukautuvia tekoälyagentteja [5].

Sovelluskohteita ovat muun muassa:
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• suosittelujärjestelmät

• robotiikka ja automaatio

• talouden simulointi

• pelilliset ympäristöt (kuten aiemmin esitetty)

4.5 Syväoppiminen vahvistusoppimisessa

Syväoppimista (deep learning) hyödynnetään vahvistusoppimisessa erityisesti silloin, kun tiloja
tai toimintotiloja on erittäin paljon tai ne ovat jatkuvia. Tällöin neuroverkkoja käytetään arvon-
funktioiden (value function) tai toimintastrategioiden (policy) mallintamiseen, mikä mahdollistaa
päätöksenteon monimutkaisissa ympäristöissä [10].

Tällöin puhutaan syvävahvistusoppimisesta (deep reinforcement learning), jossa yhdistyvät neu-
roverkkojen esityskyky ja vahvistusoppimisen periaatteet. Tunnettuja esimerkkejä tällaisista algo-
ritmeista ovat Deep Q-Network (DQN) ja Proximal Policy Optimization (PPO), joita on esitelty
laajemmin mm. teoksessa [5].

Myös tässä työssä hyödynnetty algoritmi perustuu syvään neuroverkkoon. Se käyttää huomioverk-
koja (attention networks), jotka ovat eräs neuroverkkoarkkitehtuurin muoto ja soveltuvat hyvin
tilanteisiin, joissa usean agentin toimintaa täytyy koordinoida. Kyseinen algoritmi esitellään tar-
kemmin luvussa 5.5.

4.6 Usean agentin vahvistusoppiminen (MARL)

Usean agentin vahvistusoppiminen (multi-agent reinforcement learning, MARL) tutkii tilanteita,
joissa useat agentit oppivat samanaikaisesti ja vaikuttavat toistensa toimintaan. Toisin kuin yksit-
täisen agentin oppimisessa, MARL-ympäristöt ovat dynaamisempia ja monimutkaisempia, koska
jokaisen agentin päätökset voivat muuttaa muiden toimintaedellytyksiä [5].

MARL-menetelmät voivat olla kilpailullisia, yhteistyöhön perustuvia tai näiden yhdistelmiä. Pa-
del on esimerkki ympäristöstä, jossa agenttien on tehtävä yhteistyötä oman tiiminsä sisällä, mutta
samalla kilpailtava toista tiimiä vastaan. Tämä luo oppimistilanteen, jossa vaaditaan sekä koordi-
noitua toimintaa että kykyä mukautua vastustajan strategioihin. Tällöin tarvitaan algoritmeja, jotka
tukevat yhteispeliä ilman suoraa viestintää agenttien välillä ja joissa yksittäinen agentti toimii koko
joukkueen etua tavoitellen.

Tässä työssä hyödynnetään MA-POCA-algoritmia, joka on kehitetty erityisesti tällaisiin yhteis-
työpohjaisiin MARL-skenaarioihin. Sen toimintaperiaate ja valintaperusteet esitellään tarkemmin
luvussa 5.5.

MARL-lähestymistapoja on sovellettu menestyksekkäästi erityisesti peleissä ja simulaatioympä-
ristöissä, joissa useiden toimijoiden välinen strateginen vuorovaikutus on keskeisessä roolissa [12].
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4.7 Itseään vastaan pelaaminen (self-play)

Itseään vastaan pelaaminen (self-play) on oppimismenetelmä, jossa agentti harjoittelee pelaamalla
omia kopioitaan tai aiempia versioitaan vastaan. Menetelmä mahdollistaa oppimisen ilman ul-
koista ohjaajaa ja tarjoaa tasapainoisen, jatkuvasti kehittyvän harjoitteluympäristön [5, 10]. Tämä
tekee siitä erityisen käyttökelpoisen ympäristöissä, joissa optimaalinen strategia riippuu muiden
toimijoiden käyttäytymisestä, kuten padelissa.

Self-play-menetelmät ovat olleet keskeisessä roolissa useissa huipputason tekoälysaavutuksissa,
kuten AlphaGo:ssa [9] ja StarCraft II agenttien kehityksessä [12]. Näissä sovelluksissa agentit ovat
parantaneet strategista käyttäytymistään toistuvien itseensä kohdistuvien otteluiden kautta.

Tässä työssä self-play-oppiminen toteutettiin osana Unity ML-Agents alustaa, joka mahdollistaa
dynaamisen vastustajan vaihdon eri oppimisversioiden välillä. Agentit pelasivat eri iteraatioita vas-
taan. Tämä mahdollisti tasapainoisen harjoitteluympäristön, jossa agentit altistuivat monipuolisille
tilanteille ilman ulkoista opetusta.
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5. AGENTTIEN KOULUTUS PADEL-PELIIN

5.1 Koulutusympäristön rakentaminen

Koulutusympäristön tulee olla mahdollisimman todenmukainen verrattuna todelliseen käyttöym-
päristöön.

Tässä työssä koulutusympäristö mallinnettiin padel-kentän mittojen ja sen virallisten sääntöjen mu-
kaisesti[11]. Ympäristöön kuuluu kenttä, kaksi joukkuetta, joissa kummassakin on kaksi pelaajaa.
Pelaajat voivat liikkua ainoastaan omalla kenttäpuoliskollaan. Myös pallo on osa ympäristöä.

5.2 Agentin havainnot

Agentille on määriteltävä olennaiset havainnot (observaatiot), joiden perusteella se voi oppia toi-
mimaan. Tässä työssä agentti sai seuraavat havainnot:

• etäisyys ja suunta pallosta agenttiin

• etäisyys ja suunta kentän keskipisteeseen

• etäisyys ja suunta omaan tiimikaveriin

• pallon nopeus (𝑥, 𝑦, 𝑧)

• agentin oma nopeus

• arvo, joka ilmaisee voiko agentti lyödä palloa

• etäisyydet ja suunnat vastustajiin

5.3 Toimintotilat

Agentin päätökset muodostuvat toimintotilan (action space) pohjalta. Tässä työssä käytettiin yh-
distelmää diskreeteistä ja jatkuvista toimintotiloista:

Diskreetit toiminnot:

• Pystysuuntaliike (0 = ei liiku, 1 = eteenpäin, 2 = taaksepäin)

• Vaakasuuntaliike (0 = ei liiku, 1 = vasemmalle, 2 = oikealle)

• Lyöntivalinta (0 = ei lyö, 1 = lyö)

Jatkuvat toiminnot:
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• Lyönnin suunta (𝑥- ja 𝑦-akselilla, arvot [−1, 1])

• Lyönnin nopeus (arvot välillä [0.1, 1])

5.4 Palkintojen määrittely

Palkkiorakenteen suunnittelu on kriittinen osa agentin oppimista. Epäoptimaaliset palkkiot voivat
johtaa vääränlaiseen käyttäytymiseen.

Tässä toteutuksessa palkkiot määriteltiin seuraavasti:

• onnistunut lyönti: +0.02

• sääntöjen vastainen lyönti: −1

• pisteen voittaminen: 1 − kuluneet stepit
maksimi stepit

• oman joukkuelaisen lyöntialueella oleminen: −0.02

Tavoitteena oli kannustaa agentteja lopettamaan piste mahdollisimman nopeasti, jotta ne kehittäi-
sivät tehokkaita strategioita.

5.5 Vahvistusoppimisalgoritmin valinta

Koska padelia pelataan pareittain, oli tärkeää valita vahvistusoppimisalgoritmi, joka tukee yhteis-
työtä agenttien välillä. Perinteiset yksittäisagentin algoritmit, kuten PPO, keskittyvät vain yksilön
suorituksen optimointiin, eivätkä huomioi tiimikaverin toimintaa. Tämän vuoksi päädyttiin käyttä-
mään MA-POCA algoritmia (Multi-Agent Posthumous Credit Assignment) [3], joka on suunniteltu
nimenomaan usean agentin yhteistoimintaa varten.

MA-POCA hyödyntää keskitettyä kriitikkoa, joka arvioi kaikkien tiimin agenttien toimintaa yh-
dessä. Käytännössä tämä tarkoittaa, että arviointi ei perustu vain yksittäisen agentin näkökulmaan,
vaan kriitikko ottaa huomioon myös tiimikaverin tilan ja toimet. Tämä on erityisen tärkeää pade-
lissa, jossa kentällä tapahtuvat asiat vaikuttavat aina molempiin pelaajiin. Keskitetty kriitikko on
toteutettu neuroverkkona.

MA-POCA sopii padelin kaltaiseen peliin myös siksi, että se osaa käsitellä tilanteita, joissa yk-
sittäisen toiminnon vaikutus näkyy vasta useamman vaiheen jälkeen. Esimerkiksi hyvä syöttö voi
johtaa pisteeseen vasta myöhemmässä vaiheessa rallia. Tällaiset tilanteet ovat vaikeita mallintaa
ilman tiimipohjaista lähestymistapaa.

Lisäksi MA-POCA on osa Unity ML-Agents -ympäristöä, jota käytettiin agenttien kouluttamiseen.
Tämä teki toteutuksesta käytännössä sujuvamman ja mahdollisti valmiiden työkalujen hyödyntä-
misen.
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Kuva 5.1. MA-POCA havainnollistus kuva.

5.5.1 Neuroverkon rakenne

Käytetty neuroverkko koostui kahdesta täysin yhdistetystä (fully connected) piilokerroksesta, joissa
kummassakin oli 512 neuronia. Aktivointifunktiona toimi oletusarvoinen ReLU [4].

Etäisyys ja suunta palloon

Etäisyys ja suunta kentän keskipisteeseen

Etäisyys ja suunta tiimikaveriin

Pallon nopeus (x,y,z)

Agentin oma nopeus

Saa lyödä?

Etäisyydet ja suunnat vastustajiin

Layer 1
(512 neuronia)

Layer 2
(512 neuronia)

Pystysuuntaliike

Vaakasuuntaliike

Lyökö?

Lyönnin suunta (x,y)

Lyönnin nopeus

Kuva 5.2. Padel-agentin neuroverkon rakenne: kaksi piilokerrosta, jotka vastaanottavat havaintoja
ja tuottavat toimintopäätöksiä.

5.5.2 Hyperparametrit

Seuraavat hyperparametrit määrittelivät agentin oppimisen luonteen. Jokaisella parametrilla on
oma vaikutuksensa oppimisen tehokkuuteen, vakauttamiseen ja sopeutumiseen:
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• batch_size: 2048 Kuinka monta tilanne-esimerkkiä käytetään yhdellä oppimiskierroksella.
Suurempi arvo vakauttaa oppimista mutta hidastaa päivityksiä.

• buffer_size: 20480 Kuinka monta tapahtumaa (havainto, toiminto, palkkio) säilytetään op-
pimista varten. Riittävä koko estää muistin ylikuormittumisen ja säilyttää monipuolisen
kokemuspohjan.

• learning_rate: 0.0003 Määrittää kuinka suuria painopäivityksiä tehdään. Liian suuri arvo
voi aiheuttaa epävakautta, liian pieni hidastaa oppimista.

• beta: 0.005 Säätelee entropiarangaistusta: mitä suurempi arvo, sitä enemmän agentti toimii
satunnaisesti - edistää tutkimista (exploration).

• epsilon: 0.2 PPO-algoritmin leikkauskerroin, joka rajoittaa liiallista muutosta toimintapoli-
tiikassa. Auttaa pitämään oppimisen vakaana.

• gamma: 0.99 Diskonttaustekijä, joka määrittää kuinka paljon tulevia palkkioita arvostetaan
suhteessa nykyhetkeen. Lähellä 1, koska pelissä strategiset pitkän aikavälin päätökset ovat
tärkeitä.

• lambd: 0.95 Generalized Advantage Estimation -parametri, joka tasapainottaa harhaa ja
varianssia arvioitaessa tulevia hyötyjä.

Itseään vastaan pelaaminen (self-play) mahdollisti monipuolisemman harjoittelun. Se määritettiin
seuraavasti:

• save_steps: 20000 – agentin versio tallennetaan

• swap_steps: 10000 – vastustajamalli vaihtuu

• team_change: 200000 – joukkueet vaihtuvat

• initial_elo: 1200 – aloitustaso ELO-järjestelmässä
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6. AGENTIN OPPIMISEN ARVIOINTI JA VERTAILU

Tässä luvussa arvioidaan kehitetyn padel-agentin oppimisprosessia vertaamalla self-play-menetelmällä
koulutettua agenttia perinteisin keinoin koulutettuun agenttiin sekä sääntöpohjaiseen ratkaisuun.

6.1 Agentin oppiminen self-playlla

Self-play-menetelmällä opetettu agentti (A1) oppi merkittävästi nopeammin kuin agentti, jota
opetettiin ilman self-playta (A2), koska se sai jatkuvasti harjoitella vaihtelevia pelitilanteita itseään
vastaan. Alkuvaiheessa (n. 8 miljoonaan steppiin asti) molemmat agentit etenivät suunnilleen
samassa tahdissa, mutta sen jälkeen A1-agentin oppiminen kiihtyi.

Noin 10 miljoonan stepin kohdalla A1-agentin pelit kestivät keskimäärin 25 % kauemmin. Tämä
kertoo siitä, että agentti oppi paremmin puolustamaan ja pidentämään palloralleja.

Kuva 6.1. Kumulatiivinen palkkio self-play-agentilla A1 (oranssi) vs ilman self-playta A2 (sininen).
Self-play-agentti kehittyi tasaisemmin ja saavutti korkeammat palkkiot.

On huomionarvoista, että self-play-agentin (oranssi käyrä) kumulatiivinen palkkio alkoi laskea noin
15 miljoonan stepin jälkeen. Tämä ei viittaa suorituskyvyn heikkenemiseen, vaan siihen, että agentti
oppi pidentämään palloralleja merkittävästi – pelit saattoivat kestää erittäin pitkään ilman pisteiden
päättymistä. Koska palkkioiden suuruus riippui myös rallin kestosta, pitkät erät johtivat pienempiin
palkkioihin, vaikka agentti pelasi erittäin taitavasti. Tämä näkyy myös episodien pituuden kasvuna
kuvassa 6.2.
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Kuva 6.2. Episodien pituudet ajan kuluessa: Self-play-agentti oppi tuottamaan pidempiä ja halli-
tumpia pelitilanteita.

Huomio: Unity ML-Agents ohjelmistossa oli pieni visuaalinen bugi, joka antoi väärän mittaustu-
loksen 500 000 stepin välein. Tulos ei vaikuttanut johtopäätöksiin.

6.2 Agentin oppiminen ilman self-playta

A2-agentti, jota ei opetettu pelaamaan itseään vastaan, jäi merkittävästi jälkeen A1-agentista.
Oppiminen oli hitaampaa, ja agentti ei saavuttanut yhtä korkeaa suoritustasoa. Ilman self-playta
agentti ei saanut tarpeeksi vaihtelevaa harjoittelua, eikä se kehittynyt monipuoliseksi vastustajaksi.

6.3 Toteutus perinteisin menetelmin

Perinteinen lähestymistapa tekoälyn ohjelmointiin peleissä perustuu sääntöihin ja heuristiikkoihin.
Tällöin agentti ei opi tai mukauta toimintaansa, vaan noudattaa ennalta määriteltyjä toimintamalleja
eri tilanteissa.

Esimerkiksi padel-ympäristössä agentin käyttäytymistä voisi ohjata seuraavilla säännöillä:

• Jos pallo lähtee vastustajan mailasta, tekoäly arvioi sen suunnan ja nopeuden, ja pyrkii
liikkumaan siihen kohtaan kenttää, johon pallo todennäköisesti osuu.

• Puolustustilanteessa agentti sijoittuu kenttäpuoliskonsa takaosaan parantaakseen reagointi-
kykyään.

• Hyökkäystilanteessa agentti pyrkii sijoittumaan lähemmäs verkkoa voidakseen painostaa
vastustajaa nopeilla lyönneillä.

• Kun agentti on lyöntietäisyydellä, se palauttaa pallon kenttään esimerkiksi suuntaamalla
lyönnin kulmaan tai nopeana iskuna verkon yli.

Tällainen sääntöpohjainen toteutus toimii hyvin yksinkertaisissa skenaarioissa, mutta sillä on mer-
kittäviä rajoitteita. Erityisen vaikeaa on määrittää, mikä olisi paras paikka pallon suuntaamiseen:
tähän vaikuttavat vastustajan sijainti, reagointikyky, edellisen lyönnin laatu sekä pelin tilanne. Nä-



16

mä tekijät muodostavat monimutkaisen päätöksentekotilanteen, johon perinteiset menetelmät eivät
kykene mukautumaan tehokkaasti.

Tämän vuoksi vahvistusoppiminen on selvästi parempi lähestymistapa. Se mahdollistaa agentin
jatkuvan sopeutumisen ja strategisen päätöksenteon kehittymisen vuorovaikutteisen oppimisen
kautta.

6.4 Kohdatut haasteet

Merkittävä haaste oli palkkiorakenteen suunnittelu. Alkuperäiset palkkiot johtivat ei-toivottuun
käyttäytymiseen: agentit keskittyivät pallon pallotteluun mahdollisimman pitkään sen sijaan, että
olisivat pyrkineet voittamaan pisteitä.

Tätä ongelmaa ratkottiin muuttamalla pisteen voittamisesta saatavaa palkkiota muotoon:

Palkkio = 1 −
(︃
kuluneet stepit
maksimi stepit

)︃
Tämän ansiosta agentit alkoivat suosia pisteen nopeaa voittamista, mikä johti kehittyneempiin ja
strategisiin pelitapoihin. Kun agentti kehittyi tarpeeksi hyväksi, se saattoi kuitenkin jatkaa peliä
loputtomiin.

6.5 Jatkokehitys: Vahvistusoppimisen ja influence mapin
yhdistäminen

Tulevaisuudessa haluaisin tutkia, kuinka vahvistusoppimista voidaan yhdistää influence map me-
netelmiin, joita on perinteisesti käytetty pelikehityksessä hahmojen taktisen sijoittumisen ohjaa-
miseen[6].

Influence map on ruudukkomuotoinen kenttä, jossa eri alueilla on numeerisia arvoja. Nämä arvot
kuvaavat esimerkiksi uhkaa, suojaa tai mahdollisuutta. Ajatuksena on, että agentti voisi käyttää
tällaista karttaa päätöksenteon tukena, esimerkiksi arvioidakseen, mihin suuntaan kannattaa liikkua
tai mihin palloa kannattaisi lyödä.

Yhdistämällä vahvistusoppimisen itseohjautuvan strategian kehitykseen ja influence mapin tarjoa-
maan taktiseen kontekstitietoon, voidaan mahdollisesti parantaa agentin päätöksenteon älykkyyttä
ja pelillistä uskottavuutta erityisesti tiimipohjaisessa ympäristössä kuten padelissa.

Tämä yhdistelmä voisi myös helpottaa agentin selitettävyyttä: influence map antaa visuaalisesti
havainnollisen tavan ymmärtää, miksi agentti tekee tiettyjä päätöksiä tietyissä tilanteissa.
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7. YHTEENVETO

Tässä kandidaatintyössä tutkittiin vahvistusoppimisen (reinforcement learning, RL) hyödyntämistä
padel-pelin tekoälyn kehittämisessä. Tavoitteena oli rakentaa agentteja, jotka kykenevät strategiseen
päätöksentekoon dynaamisessa ja tiimipohjaisessa peliympäristössä.

Toteutuksessa käytettiin Unity ML-Agents -alustan MA-POCA-algoritmia, joka mahdollisti usei-
den agenttien yhteistoiminnan keskitetyn kriitikon avulla. Agentit koulutettiin itsenäisesti oppimaan
optimaalisia toimintamalleja padel-pelin tilanteissa.

Keskeiset löydökset:

• Self-play osoittautui tehokkaaksi menetelmäksi – agentit oppivat nopeammin ja kehittivät
pidempiä, hallittuja palloralleja.

• MA-POCA-algoritmi tuki tiimityötä ja mahdollisti päätöksenteon, jossa yksittäisen agentin
toiminta optimoitiin koko joukkueen kannalta.

• Palkitsemisstrategia vaikutti ratkaisevasti agentin oppimiskäyttäytymiseen. Huonosti suun-
nitellut palkkiot johtivat ei-toivottuihin tuloksiin.

Työn tavoitteet saavutettiin tässä tutkimusvaiheessa. Kehitetty tekoäly osoitti kykenevänsä op-
pimaan järkevää, tilannesidonnaista ja yhteistyöhön perustuvaa toimintaa padel-pelissä. Vahvis-
tusoppiminen osoittautui lupaavaksi ja joustavaksi menetelmäksi, joka ylittää perinteiset sääntö-
tai heuristiikkapohjaiset ratkaisut oppimiskyvyssään ja mukautuvuudessaan.

Työ ei kuitenkaan ole vielä valmis kokonaisuudessaan. Seuraavassa vaiheessa tutkimus keskittyy
vahvistusoppimisen ja influence map -menetelmän yhdistämiseen, jonka tavoitteena on parantaa
edelleen agenttien taktista sijoittumista ja pelin ymmärrystä.
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