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Tässä kandidaatintyössä tutkitaan objektintunnistusmallien optimointia resurssirajoitteisissa
mikrokontrolleriympäristöissä hyödyntäen koneoppimismallien suorittamista pienitehoisilla laitteil-
la (engl. Tiny Machine Learning, TinyML) ja FOMO-algoritmia (faster objects, more objects). Työn
tavoitteena on selvittää, kyettäisiinkö kevennettyä objektintunnistusmallia käyttää sulautetuissa
sovelluksissa, joissa laitteen suorituskyky, muistikapasiteetti ja energiankulutus ovat tiukasti rajat-
tuja.

Käytännön osuudessa FOMO-malleja koulutettiin Edge Impulse -alustalla käyttäen osajouk-
koa PASCAL VOC -kuva-aineistosta, jossa keskityttiin vain autojen tunnistamiseen. Mallin suun-
nittelussa tutkittiin eri syöteresoluutioita ja skaalausmenetelmiä, ja arvioitiin näiden vaikutuksia
tunnistustarkkuuteen. Koulutuksen jälkeen Edge Impulse -alustan työkaluja hyödyntäen arvioi-
tiin mallien suorituskykyä ja resurssivaatimuksia, kuten päättelylatenssia, RAM-muistin (engl. ran-
dom access memory) käyttöä ja flash-muistin tarvetta, erityisesti STM32U545-sarjan Cortex-M33-
mikrokontrolleriprofiilille.

Tuloksissa havaittiin, että 8-bittinen kvantisointi pienensi mallien muistijalanjälkeä merkittäväs-
ti ja nopeutti päättelyä jopa kymmenkertaisesti ilman olennaista heikkenemistä tunnistustarkkuu-
dessa. Parhaimman kompromissin konfiguraatiolla (resoluutio 96 × 96, FOMO alpha 0,1, int8) saa-
vutettiin noin 197 ms latenssi (vastaten noin 5 kuvaa sekunnissa 160 MHz kellotaajuudella), RAM-
muistin käyttö alle 123,9 kB ja flash-muistitarve noin 77,4 kB, mikä osoittaa mallin soveltuvuuden
reaaliaikaisiin mikrokontrollerisovelluksiin. Työ osoittaa, että FOMO-algoritmi yhdistettynä kvanti-
sointiin ja huolelliseen optimointiin tarjoaa käyttökelpoisen ratkaisun objektintunnistukseen reuna-
laitteilla.

Johtopäätöksenä voidaan todeta, että resurssitehokkaan TinyML-mallin rakentaminen mikro-
kontrollerille on mahdollista nykyisillä työkaluilla, kunhan mallin konfiguraatiot ja esikäsittelyvaiheet
suunnitellaan ympäristön rajoitteet huomioiden. Tulevaisuudessa mielenkiintoisia jatkotutkimusai-
heita ovat muun muassa adaptiiviset skaalausmenetelmät ja moniluokkainen tunnistus.

Avainsanat: objektintunnistus, mikrokontrollerit, TinyML, FOMO, Edge Impulse

Tämän julkaisun alkuperäisyys on tarkastettu Turnitin OriginalityCheck -ohjelmalla.
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TEKOÄLYN KÄYTTÖ TÄSSÄ TYÖSSÄ

Opinnäytteessäni on käytetty tekoälysovelluksia:

□ Ei

□× Kyllä

Ilmoitukseni mukaan olen käyttänyt opinnäytteessäni tutkielmaprosessin aikana seuraa-

via tekoälysovelluksia:

Sovellus Versio

ChatGPT GPT-4o

ChatGPT GPT-4o mini

Tekoälyn käyttötarkoitus

Tekoälyä käytettiin kandidaatintyön kirjoittamisen apuna tekstin laadun parantamisessa.

Sen päätehtävä oli muokata ja selkeyttää tekstiluonnoksia parantaen rakennetta, suju-

vuutta ja tiiviyttä. Tekoäly toimi editoinnin ja kääntämisen tukena, ei itsenäisenä sisällön-

tuottajana.

Osiot, joissa tekoälyä on käytetty

Tekoälyä hyödynnettiin avustavasti luvuissa 1-6 tekstin muokkauksessa ja selkeyden ra-

kentamisessa.

Riskien tiedostaminen

Olen tietoinen siitä, että olen täysin vastuussa koko opinnäytteeni sisällöstä, mukaan lu-

kien osat, joiden tuottamisessa on hyödynnetty tekoälyä, ja hyväksyn vastuun mahdolli-

sista tästä seuranneista eettisten ohjeiden rikkomuksista.
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LYHENTEET JA MERKINNÄT

API engl. application programming interface, ohjelmointirajapinta
CNN engl. convolutional neural network, konvoluutioneuroverkko
CPU engl. central processing unit, keskusprosessori
FOMO engl. faster objects, more objects, objektintunnistusalgoritmi keski-

pisteiden avulla
FPS engl. frames per second, kuvataajuus
FPU engl. floating point unit, liukulukuyksikkö
GPU engl. graphics processing unit, grafiikkasuoritin
IoT engl. Internet of Things, esineiden internet
LiteRT engl. Lite Runtime, TFLite-teknologian seuraaja/laajennus
MCU engl. microcontroller unit, mikrokontrolleri
MLaaS engl. Machine Learning as a Service, koneoppiminen palveluna
MLOps engl. machine learning operations, koneoppimisen operatiiviset toi-

minnot
NPU engl. neural processing unit, neuroverkkokiihdytin
PTQ engl. post-training quantization, kvantisointimenetelmä (koulutuk-

sen jälkeinen kvantisointi)
QAT engl. quantization-aware training, kvantisointimenetelmä (kvanti-

sointi huomioitu koulutuksessa)
R-CNN engl. region-based convolutional neural network, aluepohjainen

konvoluutioneuroverkko (objektintunnistusalgoritmi)
RAM engl. random access memory, keskusmuisti
ReLU engl. rectified linear unit, yleisesti käytetty aktivointifunktio neuro-

verkoissa
RGB engl. red green blue, punainen-vihreä-sininen väriavaruus
ROI engl. region of interest, mielenkiintoalue kuvankäsittelyssä
SIMD engl. single instruction, multiple data, arkkitehtuuri, jossa yhdellä

käskyllä suoritetaan rinnakkaisia operaatioita datasekvenssille
SRAM engl. static random access memory, staattinen RAM
SSD engl. single shot multibox detector, objektintunnistusalgoritmi
TFLite engl. TensorFlow Lite, TensorFlow-kehys reunalaskentaan
TFLM engl. TensorFlow Lite for Microcontrollers, TFLite-kirjasto mikro-

kontrollereille
TinyML engl. Tiny Machine Learning, pienitehoisten laitteiden koneoppimi-

nen
TPU engl. tensor processing unit, Googlen kehittämä suoritinyksikkö
YOLO engl. you only look once, objektintunnistusalgoritmi
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FN engl. false negatives, väärin negatiiviseksi luokiteltujen eli tunnista-

matta jääneiden positiivisten tapausten määrä
FP engl. false positives, väärien positiivisten tapausten määrä
S positiivisen liukulukuarvon skaalauskerroin
TP engl. true positives, oikein positiiviseksi luokiteltujen tapausten

määrä
x liukulukuarvo välillä [a, b]

xq kvantisoitu 8-bittinen kokonaislukuarvo
Z nollapiste
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1. JOHDANTO

Esineiden ja ilmiöiden automaattinen tunnistaminen digitaalikuvista on keskeinen osa ny-

kyaikaista konenäköä. Objektintunnistuksella on lukuisia sovelluksia, kuten ympäristön

hahmotus robotiikassa, valvontajärjestelmät, liikenteen seuranta sekä älypuhelinten ja

IoT-laitteiden visuaaliset toiminnot. Vaikka viime vuosien kehitys syväoppimisen alueella

on mahdollistanut erittäin tarkkoja ja tehokkaita objektintunnistusmalleja, näiden mallien

laskennallinen monimutkaisuus ja resurssitarpeet ovat usein esteenä kevyille, pienitehoi-

sille laitteille, kuten mikrokontrollereille.

Tiny Machine Learning (TinyML) -ala pyrkii ratkaisemaan tämän haasteen mahdollista-

malla koneoppimismallien ajamisen suoraan näissä resurssirajoitteisissa laitteissa. Ti-

nyML tavoittelee paikallista, energiatehokasta ja matalan viiveen päättelyä ilman jatkuvaa

pilviyhteyttä. Objektintunnistuksen toteuttaminen TinyML-ympäristössä vaatii erityisen ke-

vyitä ja optimoituja algoritmeja.

Tämän kandidaatintyön tavoitteena on tutkia objektintunnistuksen optimointia resurs-

sirajoitteisilla mikrokontrollereilla hyödyntämällä TinyML-lähestymistapaa ja FOMO-

algoritmia. Työ keskittyy arvioimaan FOMO-mallin soveltuvuutta ja suorituskykyä käytän-

nön sulautetussa ympäristössä, jossa tärkeimpiä arviointikriteerejä ovat laskennallinen

tehokkuus, energiankulutus sekä tunnistustarkkuus. Työssä keskitytään arvioimaan,

miten erilaiset mallin konfiguraatiot ja optimointitekniikat, erityisesti 8-bittinen kvantisoin-

ti, vaikuttavat FOMO-mallin tunnistustarkkuuteen, päättelynopeuteen eli latenssiin ja

resurssien (RAM- ja flash-muistin) käyttöön mikrokontrollerialustalla.

FOMO-malleja koulutetaan ja optimoidaan Edge Impulse -alustalla käyttäen PASCAL

VOC -dataa autojen tunnistamiseen. Mallien suorituskykyä ja resurssitarpeita estimoi-

daan Cortex-M33-mikrokontrolleriprofiilille vaihtelemalla syötekuvan parametreja ja ver-

tailemalla kvantisoimattomia ja 8-bittiseksi kvantisoituja malleja.

Luvussa 2 esitellään TinyML:n ja mikrokontrollereiden tausta, erityisesti niiden rajoitteet

ja sovelluskenttä. Luku 3 käsittelee syväoppimismalleja konenäössä ja erityisesti objek-

tintunnistusalgoritmeja, päätyen FOMO-malliin. Luvussa 4 kuvataan toteutus, kehitys-

ympäristö ja käytetyt menetelmät. Luvussa 5 esitetään ja analysoidaan eri mallivariant-

tien tulokset. Lopuksi luvussa 6 esitetään yhteenveto ja johtopäätökset sekä mahdolliset

jatkotutkimusaiheet.
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2. TINYML: KONEOPPIMINEN

MIKROKONTROLLEREILLA

Koneoppiminen eli tapa, jolla tietokone oppii tekemään ennusteita tai tunnistamaan mal-

leja datasta, on perinteisesti tukeutunut vahvasti suurten palvelinkeskusten laskentate-

hoon. Nykyään on kuitenkin selvä suuntaus hajauttaa laskentaa, erityisesti koneoppimi-

sen päättelyä, lähemmäs datan syntypaikkaa. Tätä kehityssuuntaa kutsutaan reunalas-

kennaksi (engl. edge computing), ja sen äärimmäinen muoto on koneoppimisen suorit-

taminen suoraan mikro-ohjaimissa. Tämä kehitys on mahdollistanut uudenlaisia sovel-

luksia, jotka ovat sekä energiatehokkaita että täysin itsenäisiä - esimerkiksi anturit, jotka

toimivat ilman verkkoyhteyttä paristolla kuukausia tai jopa vuosia.

Tässä luvussa tarkastellaan koneoppimisen toteuttamista laitteissa, joiden resurssit – ku-

ten laskentateho, muisti ja virrankulutus – ovat erittäin rajalliset. Aluksi vertaillaan kolmea

laskentaympäristöä: pilvipalvelut (engl. Cloud ML), reunalaskenta (engl. Edge ML) ja mik-

rokontrollerit (TinyML). Tämän jälkeen keskitytään TinyML-tekniikkaan, sen toimintaperi-

aatteisiin, vaatimuksiin ja käyttökohteisiin.

2.1 Laskentaympäristöt: Pilvestä mikrokontrolleriin

Erilaiset laskentaympäristöt eroavat toisistaan suorituskyvyn, viiveen, tietoturvan ja ener-

giankulutuksen osalta. Näiden erojen ymmärtäminen auttaa hahmottamaan, miksi Ti-

nyML eli koneoppiminen mikrotason laitteissa vaatii erityisiä optimointikeinoja ja lähes-

tymistapoja.

Pilvilaskenta hyödyntää tehokkaita palvelinkeskuksia, joissa suuria koneoppimismalleja

koulutetaan ja ajetaan käyttäen erityisiä laskentayksiköitä. Näitä ovat esimerkiksi grafiik-

kasuorittimet (engl. graphics processing unit, GPU), jotka ovat monipuolisia ja laajalti käy-

tettyjä sekä grafiikan käsittelyyn että yleiseen laskentaan, ja joiden tekoälysuorituskykyä

viimeaikainen tensor-ydinten kehitys on parantanut [1]. Toinen esimerkki on Googlen ke-

hittämät tensorisuorittimet (engl. tensor processing unit, TPU), jotka ovat erikoistuneet

syväoppimiseen ja tarjoavat ylivertaista nopeutta ja energiatehokkuutta suurten mittakaa-

vojen tekoälysovelluksiin [2].

Pilvilaskenta mahdollistaa erittäin suuren laskentatehon ja joustavan skaalautuvuuden.
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Palveluntarjoajat, kuten Amazon SageMaker, Google Cloud AI ja Microsoft Azure, tarjoa-

vat käyttövalmiita ympäristöjä koneoppimisen kehittämiseen (engl. Machine Learning as a

Service, MLaaS). Pilvilaskennan haittapuolia ovat kuitenkin riippuvuus verkkoyhteydestä

sekä mahdollinen suuri viive, mikä on ongelma erityisesti reaaliaikaisissa sovelluksissa.

[3]

Reunalaskenta siirtää laskentaa lähemmäs datan lähdettä. Esimerkiksi älyanturit, yhdys-

käytävät tai paikalliset sulautetut järjestelmät voivat käsitellä dataa ilman jatkuvaa yhteyttä

pilveen. Tämä vähentää viivettä ja parantaa tietoturvaa, kun dataa ei tarvitse siirtää lait-

teen ulkopuolelle. Laitteet, kuten NVIDIA Jetson Nano tai Intel NUC, kykenevät ajamaan

optimoituja koneoppimismalleja paikallisesti. Reunalaskenta onkin tehokas ratkaisu so-

velluksille, jotka vaativat nopeaa reagointia ja rajattua tiedonsiirtoa. [4]

TinyML edustaa tämän kehityksen äärilaitaa, jossa koneoppimismallit suoritetaan suo-

raan pienikokoisilla ja erittäin vähävirtaisilla mikrokontrollereilla (engl. microcontroller unit,

MCU). Tämä mahdollistaa tekoälyn tuomisen täysin itsenäisiin, paristokäyttöisiin laittei-

siin, kuten puettaviin antureihin tai ympäristön tilaa seuraaviin sensoreihin, ilman tarvetta

yhteydelle pilveen tai edes reunalaitteeseen.

Kuva 2.1 havainnollistaa näiden kolmen lähestymistavan eroja suorituskyvyn, laitteistore-

surssien ja tyypillisten algoritmien suhteen. Siinä missä pilvipalvelut hyödyntävät graafisia

suoritinyksiköitä, tensoriprosessoreita ja valtavaa muistia, TinyML nojaa mikrokontrollerei-

hin, joilla on hyvin rajallinen määrä keskusmuistia (engl. random access memory, RAM)

ja laskentatehoa. Tästä huolimatta myös näissä pienissä järjestelmissä voidaan ajaa esi-

merkiksi konvoluutioneuroverkkoja (engl. convolutional neural networks, CNN), kunhan

ne on optimoitu ja kvantisoitu huolellisesti. Konvoluutioneuroverkoista kerrotaan tarkem-

min luvussa 3.

Kuva 2.1. Kerrostettu lähestymistapa TinyML:n suhteen, muokattu lähteestä [5].

Seuraavassa alaluvussa syvennytään TinyML:n käsitteeseen ja sen merkitykseen mik-

rokontrolleripohjaisissa järjestelmissä. Tarkastelussa ovat TinyML:n perusajatus, siihen
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liittyvät teknologiat sekä syyt, miksi sen rooli kasvaa tulevaisuuden älykkäissä ja energia-

tehokkaissa sulautetuissa sovelluksissa.

2.2 TinyML konseptina mikrokontrollereille

TinyML viittaa koneoppimismallien suorittamiseen erittäin rajoitetuilla laitteilla, kuten mik-

rokontrollereilla. Näiden laitteiden tehonkulutus on tyypillisesti milliwattien (mW) luokkaa

tai jopa vähemmän, ja ne priorisoivat energiatehokkuutta ja pientä kokoa [6]. Mikrokont-

rollerit ovat pieniä integroituja piirejä, jotka sisältävät tyypillisesti prosessoriytimen (engl.

central processing unit, CPU), pienen määrän sisäistä SRAM-muistia (engl. static ran-

dom access memory) sekä ohjelmakoodille tarkoitetun flash-muistin. Yleisemmin mikro-

ohjainten prosessorit toimivat kellotaajuusalueella 1 MHz – 400 MHz [7, s. 68]. Jotkin

prosessorit ajavat jopa 1 000 MHz kellotaajuudella, mutta tällöin virrankulutus kasvaa

huomattavasti [5]. RAM-muistin määrä on satoja kilotavuja ja flash-muisti muutamia me-

gatavuja [8].

TinyML:n keskeinen tavoite on siis mahdollistaa koneoppimisen päättely (inferenssi) erit-

täin vähän virtaa kuluttavilla laitteilla. Tämä ylittää perinteiset tehorajoitukset, jotka ovat

aiemmin estäneet koneoppimisen laajamittaista hajauttamista [9]. Kun mallin päättely ta-

pahtuu suoraan laitteella, lähellä antureita, saavutetaan merkittäviä etuja: tiedonsiirtoon

liittyvä viive pienenee, yksityisyys paranee ja langattoman tiedonsiirron aiheuttamat ener-

giakustannukset voidaan välttää [10]. Vertailun vuoksi mobiililaitteiden tehonkulutus on

satoja milliwatteja, kun TinyML tavoittelee alle milliwatin lukemia [11].

Mikrokontrollerit ovat myös kustannustehokkaita; joitakin malleja on saatavilla kuluttaja-

hintaan alle eurolla, mikä tekee niistä sopivia suurten volyymien massatuotantoon [11].

Niiden käyttö on jatkuvassa kasvussa, ja markkinoiden arvon arvioitiin vuonna 2024 ole-

van kymmeniä miljardeja dollareita [12][13]. Yleisyys näkyy esimerkiksi auto- ja kulutuse-

lektroniikan sovelluksissa, joissa mikrokontrollerit toimivat täsmätehtävissä suoritustehon

rajoitteista huolimatta.

Yksi merkittävimmistä TinyML:n eduista on mahdollisuus ajaa koneoppimistehtäviä pai-

kallisesti ilman jatkuvaa pilviyhteyttä. Tämä vähentää viiveitä sekä kaistanleveysvaatimuk-

sia, mikä on erittäin tärkeää reaaliaikaisissa ja turvallisuuskriittisissä sovelluksissa [14]. Li-

säksi energiankulutus pienenee merkittävästi, sillä tiedonsiirto langattomassa sensorilait-

teessa voi kuluttaa jopa 40 % langattoman sensorilaitteen kokonaisenergiankulutuksesta

[15]. Näin ollen mitä enemmän dataa prosessoidaan paikallisesti laitteella, sitä parempi

on myös laitteen akunkesto.

TinyML:n ydinajatuksena on sovittaa koneoppimismallit tiukkoihin laskenta- ja muistira-

joitteisiin. Tämä tehdään optimointitekniikoilla, kuten kvantisoinnilla (engl. quantization) ja

karsinnalla (engl. pruning), jotta malli mahtuisi laitteen sisäiseen SRAM- ja flash-muistiin
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[6]. Kun malli mahtuu näihin muistialueisiin, laitteen ei tarvitse hyödyntää ulkoisia muisti-

hakuja, kuten dynaamista keskusmuistia, mikä on iso etu perinteiseen, raskastehoisem-

paan koneoppimiseen verrattuna [9].

Kuvassa 2.2 on havainnollistettu TinyML:n kolmiyhteyttä, jossa laitteisto, ohjelmistot sekä

algoritmit toimivat tiiviissä yhteistyössä. Tätä kokonaisuutta pyritään optimoimaan siten,

että mikrokontrolleripohjaiset järjestelmät pystyvät suorittamaan inferenssiä mahdollisim-

man tehokkaasti.

Kuva 2.2. Esimerkki TinyML-kokonaisuudesta, jossa laitteisto, ohjelmisto ja algoritmit yh-
distyvät, muokattu lähteestä [5].

Yleinen TinyML:n työnkulku sisältää useita keskeisiä vaiheita, joiden tavoitteena on saa-

da koneoppimismallit toimimaan resurssirajoitteisella laitteella, kuten mikrokontrollerilla.

Vaikka prosessia kuvataan eri lähteissä hieman eri tavoin, siinä on tunnistettavissa yhtei-

siä elementtejä. Kuvassa 2.3 havainnollistetaan erästä esimerkkiä tyypillisestä TinyML-

työnkulusta. Siinä harmaalla taustalla esitetyt vaiheet suoritetaan yleensä tehokkaammal-

la laitteistolla, kuten tietokoneella tai pilvipalvelussa, kun taas valkoisella taustalla kuvatut

toiminnot tapahtuvat itse kohdelaitteella [16].
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Kuva 2.3. Esimerkki TinyML työnkulusta, mukaillen lähdettä [16].

Työnkulku voidaan yleisesti kuvata seuraavilla päävaiheilla:

1. datan keruu

2. mallin koulutus

3. mallin optimointi ja pakkaaminen

4. mallin muuntaminen

5. käyttöönotto ja päättely

6. iterointi.

Ensiksi kerätään relevanttia dataa sovelluksen käyttötarkoituksen mukaisesti. Tämä da-

ta voi olla peräisin erilaisista sensoreista, kuten lämpötila-, ääni- ja kiihtyvyysantureista.

Tämän jälkeen koulutetaan koneoppimismalli kerätyllä datalla, mikä tapahtuu yleensä te-

hokkaammalla laitteistolla tai pilvipalvelussa resurssirajoitusten vuoksi. Koska koulutet-

tu malli on usein liian suuri ja raskas mikrokontrollerille, se täytyy optimoida ja pakata.

Tähän käytetään tekniikoita kuten kvantisointia, karsintaa ja arkkitehtuurin keventämistä.

Tavoitteena on pieni ja tehokas malli, joka säilyttää riittävän tarkkuuden. Optimoitu malli

muunnetaan sitten mikrokontrollerin ymmärtämään muotoon käyttämällä sopivia työka-

luja ja kirjastoja, kuten TensorFlow Lite Microa (TFLM), joka voi tuottaa mallista esimer-

kiksi C-kielisen taulukon [7, s. 129]. Lopulta muunnettu malli otetaan käyttöön lataamalla

se mikrokontrollerin muistiin, minkä jälkeen laite voi suorittaa päättelyä reaaliaikaisella

sensoridatalla paikallisesti. Viimeinen vaihe on iterointi, jossa prosessiin voidaan palata

mallin parantamiseksi saadun palautteen tai uuden datan perusteella. [7, s. 69-70]

Tehokas laitteiston ja ohjelmiston yhteissuunnittelu on keskeistä TinyML:ssä. Vaikka

TinyML on vielä kehittyvä ala ja siihen liittyy haasteita, kuten tarkkuuden säilyttäminen

optimoinnista huolimatta sekä resurssi- ja energiarajoitteiden hallinta, se mahdollistaa
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koneoppimisen tuomisen monenlaisiin IoT- ja sulautettuihin laitteisiin [10]. TinyML-

ratkaisujen toteuttaminen edellyttää syvällistä ymmärrystä kohdelaitteiston rajoituksista.

Seuraavassa alaluvussa tarkastellaan tarkemmin mikrokontrollerien tyypillisiä resurssi-

ja suorituskykyrajoituksia ja niiden vaikutuksia koneoppimissovelluksiin.

2.3 Mikrokontrollerien resurssi- ja suorituskykyrajoitukset

Mikrokontrollerit tarjoavat houkuttelevan alustan energiatehokkaille ja itsenäisille älyso-

velluksille, mutta niiden käyttö koneoppimismallien, erityisesti objektintunnistuksen, suo-

rittamiseen tuo mukanaan merkittäviä teknisiä haasteita. Rajoitukset liittyvät ennen kaik-

kea laitteiston laskentatehoon, muistiin ja energiankulutukseen. Näillä tekijöillä on suora

vaikutus siihen, minkä tyyppisiä koneoppimismalleja voidaan käyttää, miten nopeasti ja

tarkasti ne toimivat sekä kuinka monimutkaisia tehtäviä niillä voidaan ratkaista.

Laskentatehon rajallisuus on yksi keskeisimmistä esteistä. Mikrokontrollerin prosessorin

kellotaajuus on tyypillisesti vain muutamia kymmeniä megahertsejä, mikä on murto-osa

nykyaikaisten tietokoneiden tai pilvipalvelinten laskentatehosta [8]. Tämän seurauksena

laskennallisesti raskaat mallit, kuten perinteiset YOLO- (you only look once) tai aluepoh-

jaiset konvoluutioverkot (engl. region-based convolutional neural network, R-CNN), eivät

ole suoraan toteutettavissa ilman kevennyksiä [17].

Muistikapasiteetti on toinen kriittinen rajoite. RAM-muisti on yleensä hyvin rajallinen - mo-

nissa mikrokontrollereissa alle 256 kilotavua (kB) – mikä estää suurien mallien, syväop-

pimisen vaatimien ominaisuuskarttojen tai korkearesoluutioisten syötekuvien käsittelyn.

Flash-muisti, johon malli tallennetaan, on usein vain 1–2 megatavua (MB), mikä rajoittaa

käytettävän neuroverkon rakenteellista monimutkaisuutta. Lisäksi mikrokontrollerit eivät

yleensä käytä käyttöjärjestelmää, mikä tarkoittaa, että ohjelmiston on hallittava suoraan

kaikkia laitteen resursseja. [8]

Toisaalta mikrokontrollerien etuna on erittäin alhainen virrankulutus, usein vain mikro- tai

milliwattien luokkaa. Tämä mahdollistaa pitkän toiminta-ajan paristo- tai akkukäytössä,

mutta samalla rajaa käytettävissä olevaa prosessointitehoa [8]. Käytännössä tämä tar-

koittaa, että vain optimoidut ja mahdollisimman kevyet koneoppimismallit ovat realistisesti

toteutettavissa.

Objektintunnistuksen näkökulmasta nämä rajoitukset edellyttävät useita kompromisseja.

Mallin on oltava kompaktin kokoinen ja optimoitu muistinkäytön suhteen [18][6]. Pienet ja

yksinkertaistetut mallit, kuten Tinier-YOLO tai FOMO, ovatkin tyypillisiä ratkaisuja. Näillä

saavutettu tunnistustarkkuus ei välttämättä yllä suuriin järjestelmiin verrattuna, mutta ne

toimivat luotettavasti rajoitetussa ympäristössä. Kompromissi mallin koon ja tarkkuuden

välillä on usein väistämätön [8].

Inferenssiaika eli mallin suoritusnopeus voi jäädä hitaaksi laskentatehon rajallisuuden
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vuoksi. Esimerkiksi µYOLO -malli Cortex-M7-pohjaisella mikrokontrollerilla kykenee pro-

sessoimaan vain noin 3,5 kuvaa sekunnissa (engl. frames per second, FPS) 128 × 128

pikselin RGB (punainen-vihreä-sininen) -kuvilla [19]. Tällaisessa tilanteessa mallin no-

peus riittää yksinkertaisiin reaaliaikaisiin sovelluksiin, mutta ei monimutkaisiin tai suurta

kaistanleveyttä vaativiin tehtäviin. Lisäksi pienemmän syöttökuvan käyttäminen säästää

muistia ja nopeuttaa prosessointia, mutta voi samalla alentaa tunnistustarkkuutta [19].

Perinteiset syväoppimismallit, kuten ResNet [20] tai täysikokoinen YOLO, vaativat usein

gigatavuja RAM-muistia ja suurta tallennustilaa, mikä tekee niiden käytön mikrokontrol-

lereilla käytännössä mahdottomaksi ilman merkittäviä optimointeja [21]. Mikrokontrolle-

reiden tyypilliset resurssit (2 kB – 512 kB RAM ja 32 kB – 2 MB flash) eivät riitä tähän,

minkä vuoksi esimerkiksi mallin kvantisointi, kerrosten yksinkertaistaminen tai tehokkaat

inferenssikirjastot ovat välttämättömiä.

Näiden eroavaisuuksien hahmottamiseksi taulukkoon 2.1 on koottu vertailu kolmen eri

laskentaympäristön – pilvipohjaisen, reunalaskentaan perustuvan ja mikrokontrollerin –

välillä. Taulukossa pyritään osoittamaan, kuinka laskentaresurssit, viive ja tehonkulutus

eroavat toisistaan. Taulukko toimii pohjana valittaessa sopivaa laskenta-alustaa halutun

suorituskyvyn ja energiatehokkuuden välillä.

Taulukko 2.1. Tyypilliset resurssi- ja suorituskykyrajat eri laskentaympäristöissä, koottu
lähteistä [22][5].

Ominaisuus Cloud ML Edge ML TinyML

Energiankulutus 50 – 1 000 W 10 – 100 W 1 – 300 mw

Keskusmuisti (RAM) ≥ 2 GB 1 – 32 GB ≤ 512 kB

Tallennustila ≥ 2 TB
Useita gigatavuja

tai teratavuja
≤ 2 MB (flash)

Viive ≥ 10 ms 0,70 – 350 ms 0,18 – 300 ms

Esimerkki käyttökohde
Suuret kielimallit

(LLM)

Konenäkö,

robotiikka

Kuvien luokittelu,

liiketunnistus

Taulukon 2.1 perusteella voidaan ymmärtää, miksi perinteiset koneoppimismallit vaativat

sovittamista ennen kuin ne voidaan siirtää mikrokontrollerialustalle. Rajoitteet eivät tar-

koita, että koneoppiminen olisi mahdotonta – mutta se vaatii erityisiä optimointitekniikoita,

joita käsitellään tarkemmin seuraavassa alaluvussa.
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2.4 TinyML:n optimointimenetelmät ja työkalut

Kuten edellisessä alaluvussa todettiin, objektintunnistuksen toteuttaminen mikrokontrol-

lerialustoilla on haastavaa laitteistoresurssien rajallisuuden vuoksi. Resurssien rajallisuus

– erityisesti muistin, laskentatehon ja tehonkulutuksen osalta – edellyttää, että käytettävät

koneoppimismallit ovat kevyitä, tehokkaita ja huolellisesti optimoituja. Jotta koneoppimi-

sen suorittaminen olisi mahdollista, on kehitetty joukko optimoivia menetelmiä ja ohjel-

mistotyökaluja, joiden avulla pystytään tuottamaan suorituskykyisiä mutta kevyitä malleja

myös pienimpiin järjestelmiin.

Yksi tärkeimmistä ja yleisimmin käytetyistä optimointitekniikoista on kvantisointi. Kvanti-

soinnissa mallin numeerista tarkkuutta vähennetään muuntamalla sen parametrit, kuten

painot, ja laskennan välitulokset, kuten aktivoinnit, korkeamman tarkkuuden esitysmuo-

dosta (tyypillisesti 32-bittinen liukuluku, float32) matalamman tarkkuuden esitysmuotoon,

yleensä 8-bittiseksi kokonaisluvuksi (int8) [5].

Kvantisointi tuo merkittäviä etuja TinyML-ympäristöissä. Ensinnäkin siirryttäessä 32-

bittisestä liukulukuesityksestä 8-bittiseen kokonaislukuesitykseen mallin muistijalanjälki

voi pienentyä jopa neljäsosaan alkuperäisestä. Toiseksi, kokonaislukulaskenta on

huomattavasti nopeampaa ja energiatehokkaampaa kuin liukulukulaskenta, erityisesti

mikrokontrollereilla, joista usein puuttuu erillinen liukulukuyksikkö (engl. floating point

unit, FPU) [8].

Yleinen tapa toteuttaa float32-int8 -muunnos on affiininen (engl. affine) kvantisointi [23].

Siinä liukulukuarvo x välillä [a, b] kuvataan 8-bittiselle kokonaislukualueelle käyttäen line-

aarista muunnosta, joka määritellään skaalauskertoimen S (positiivinen float32) ja nolla-

pisteen Z (int8) avulla [24]. Kvantisointikaava on muotoa

xq =
⌊︂x
S
+ Z

⌉︂
, (2.1)

missä xq on kvantisoitu 8-bittinen kokonaislukuarvo, joka saadaan pyöristämällä lause-

ke lähimpään kokonaislukuun. Skaala S määrittää liukulukualueen laajuuden suhteessa

kokonaislukualueeseen, ja nollapiste Z varmistaa, että liukulukuarvo 0 voidaan esittää

tarkasti myös kvantisoituna, mikä on tärkeää monissa neuroverkkokerroksissa [24]. Alu-

een [a,b] ulkopuoliset arvot tyypillisesti leikataan (engl. clipping) lähimpään esitettävissä

olevaan arvoon [23]. Vaikka muitakin menetelmiä on olemassa, kuten absoluuttisen mak-

simin kvantisointi, affiininen kvantisointi on laajalti käytetty ja hyvin määritelty tapa hallita

tarkkuuden ja arvoalueen välistä suhdetta muunnoksessa.

Kvantisointi voidaan toteuttaa pääasiassa kahdella tavalla: niin sanottu post-training

quantization (PTQ), joka suoritetaan jo valmiiksi koulutetulle mallille, ja quantization-

aware training (QAT), jossa kvantisointi otetaan huomioon jo koulutusvaiheessa. Jälkim-
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mäinen voi säilyttää tarkkuuden paremmin [25]. Esimerkiksi TinyissimoYOLO-malli on

koulutettu QAT-menetelmällä nimenomaan 8-bittistä kvantisointia varten [17].

Toinen keskeinen optimointimenetelmä on mallin karsinta, jossa verkosta poistetaan vä-

hämerkityksisiä painoja. Karsinnan tavoitteena on vähentää laskennan määrää ja mallin

kokoa ilman merkittävää suorituskyvyn heikkenemistä [5]. Harventaminen (engl. spar-

sity) taas vähentää tarpeettomia yhteyksiä verkon sisällä. Kun harvennus tehdään ra-

kenteellisesti (engl. structured sparsity), se voi tehostaa myös mikrokontrollerin SIMD-

laskentayksiköiden käyttöä [16].

Monet optimoidut verkot on suunniteltu keveiksi arkkitehtuureiksi alusta alkaen. Esimerk-

kinä voidaan mainita µYOLO ja TinyissimoYOLO, jotka on suunniteltu erityisesti muisti-

rajoitteisiin ympäristöihin. TinyissimoYOLO toimii alle 0,5 MB muistijalanjäljellä ja tukee

kvantisointia sekä CNN-kiihdyttimiä. Malli on saavuttanut jopa 180 kuvan sekuntinopeu-

den (engl. frames per second, FPS) ja erittäin alhaisen energiankulutuksen (vain 196 µJ

per kuva) MAX78000-mikrokontrollerilla [17]. Tällaiset tulokset osoittavat, kuinka pitkälle

kevyiden mallien optimointi on edennyt.

Myös mallin kompressio kuuluu olennaisiin työkaluihin. Sen tavoitteena on pienentää mal-

lin tiedostokokoa säilyttäen samalla laskennallista suorituskykyä. TensorFlow tarjoaa tä-

hän tarkoitukseen Model Optimization Toolkit -työkalupaketin, joka sisältää lisäksi kvanti-

sointia ja karsintaa tukevia työkaluja [8].

Lopuksi, operaattoritasoiset optimoinnit voivat parantaa merkittävästi suorituskykyä. Näi-

hin kuuluu esimerkiksi operaattorifuusio (engl. operator fusion), jossa useita peräkkäi-

siä laskentaoperaatioita yhdistetään yhdeksi, tehokkaammin toteutettavaksi operaatioksi.

Tämä vähentää muistiliikennettä ja mahdollistaa nopeamman inferenssin. [16]

Voidaan siis todeta, että TinyML ei perustu vain kevyisiin malleihin, vaan vaatii kokonais-

valtaista optimointia aina verkon rakenteesta ja koulutuksesta matalan tason toteutukseen

asti. Vain tällaisella monikerroksisella optimointiketjulla voidaan saavuttaa tasapaino tark-

kuuden, suorituskyvyn ja resurssitehokkuuden välillä, mikä on edellytys koneoppimisen

siirtämiselle mikrokontrollereille.

Jotta voidaan ymmärtää, miten tällainen optimointi konkretisoituu käytännössä, seuraa-

vassa luvussa syvennytään koneoppimismallien rakenteeseen, objektintunnistuksen me-

netelmiin sekä FOMO-algoritmin erityispiirteisiin resurssirajoitteisessa ympäristössä.
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3. SYVÄOPPIMINEN, OBJEKTINTUNNISTUS JA

FOMO-ALGORITMI

Syväoppiminen on koneoppimisen osa-alue, jossa käytetään useita kerroksia sisältäviä

neuroverkkoja datasta oppimiseen. Näiden mallien erityinen vahvuus on kyky oppia piir-

teitä suoraan raakadatan pohjalta ilman käsin tehtyä ominaisuuksien määrittelyä. Juuri

tämä tekee niistä erittäin tehokkaita visuaalisissa tehtävissä, kuten kuvien luokittelussa ja

objektien tunnistamisessa.

Konenäkö – eli tietokoneen kyky tulkita ja ymmärtää kuvia – on yksi tärkeimmistä so-

velluksista syväoppimisen kentällä. Syväoppimismallit, erityisesti konvoluutioneuroverkot,

ovat mahdollistaneet valtavan harppauksen eteenpäin automaattisessa kuvankäsittelys-

sä. Näitä samoja menetelmiä voidaan nykyään soveltaa myös pienitehoisissa järjestel-

missä, kuten mikrokontrollereissa, kunhan mallit on optimoitu oikein.

Tässä luvussa perehdytään siihen, miten syväoppiminen toimii konenäön ja objektintun-

nistuksen taustalla. Aluksi esitellään tyypillinen konvoluutioneuroverkkojen rakenne ja toi-

mintaperiaatteet. Tämän jälkeen tarkastellaan erilaisia objektintunnistusalgoritmeja, ja lo-

puksi arvioidaan niiden soveltuvuutta sulautettuihin ja resurssirajoitteisiin ympäristöihin.

3.1 Konvoluutioneuroverkkojen rakenne

Konvoluutioneuroverkot ovat keskeinen rakennuspalikka nykyaikaisessa konenäössä ja

objektintunnistuksessa. Ne ovat erityisen tehokkaita visuaalisen tiedon käsittelyssä, sil-

lä ne kykenevät oppimaan kuvista suoraan erilaisia piirteitä – kuten reunoja, muotoja ja

rakenteita – ilman tarvetta erikseen määritellyille ominaisuuksille. TinyML-sovelluksissa

konvoluutioneuroverkkoja joudutaan usein keventämään ja optimoimaan, mutta niiden pe-

rusrakenne säilyy samana.

Konvoluutioneuroverkko rakentuu tyypillisesti useista peräkkäisistä kerroksista, jotka kä-

sittelevät ja muuntavat syötedataa vaiheittain kohti lopullista tavoitetta, kuten kuvan luo-

kittelua tai objektien paikannusta. Kuva 3.1 havainnollistaa tätä yleistä kerrosrakennetta.
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Kuva 3.1. Konvoluutioneuroverkon tyypillinen kerrosrakenne, perustuu lähteeseen [26].

Verkon käsittely alkaa syötekerroksesta, johon kuva tuodaan numeerisessa muodossa,

esimerkiksi värikuva (RGB) kolmiulotteisena matriisina (korkeus × leveys × värikanavat).

Tätä seuraavat konvoluutiokerrokset, jotka käyttävät pieniä suodattimia (esimerkiksi 3 × 3)

havaiten kuvalta paikallisia rakenteita, kuten reunoja ja kulmia. Konvoluutiotoiminta perus-

tuu pisteittäiseen kertolaskuun ja summaukseen, joita suoritetaan liu’uttamalla suodatin-

ta kuvan yli. Näin syntyvät ominaisuuskartat (engl. feature maps), jotka paljastavat kuvan

olennaisia piirteitä. [27]

Jokaisen konvoluutiokerroksen jälkeen käytetään aktivointifunktiota, kuten ReLU (engl.

rectified linear unit), joka muuttaa negatiiviset arvot nolliksi. Tämä tuo verkkoon epäline-

aarisuutta, jonka ansiosta se kykenee oppimaan myös monimutkaisempia ja abstraktim-

pia ilmiöitä [28].

Pooling-kerrokset seuraavat usein konvoluutiota. Ne pienentävät ominaisuuskarttojen

spatiaalista kokoa esimerkiksi max poolingin avulla, joka valitsee kunkin alueen suurim-

man arvon. Tämä vähentää laskentaa, suodattaa kohinaa ja tekee mallista vähemmän

herkkää pienille muutoksille kuvassa. [27]

Lopuksi täysin yhdistetyt (engl. fully connected) kerrokset kokoavat opitut piirteet yhteen

ja muodostavat ennusteen. Tämä vaihe toimii eräänlaisena päättelykerroksena, jossa pai-

kallisesti opitut piirteet yhdistyvät globaaliksi näkemykseksi kuvan sisällöstä. Toisin kuin

konvoluutiokerrokset, täysin yhdistetyssä kerroksessa jokainen neuroni on kytketty kaik-

kiin edellisen kerroksen aktivointeihin, mikä johtaa tyypillisesti suureen parametrimäärään

ja laskennalliseen kuormitukseen. [27]

3.2 Objektintunnistustaminen

Objektintunnistus on keskeinen osa konenäköjärjestelmiä. Sen tavoitteena on paikantaa

kuvassa esiintyvät kohteet ja määrittää, mihin luokkiin ne kuuluvat. Tunnistusprosessi

koostuu tyypillisesti kahdesta osasta: kohteen sijainnin arvioinnista sekä sen luokittele-

misesta johonkin ennalta määriteltyyn kategoriaan. Aiemmin nämä tehtävät toteutettiin

pitkälti käsin suunnitelluilla piirteiden erottelumenetelmillä, mutta syväoppimisen ja erityi-

sesti konvoluutioneuroverkkojen käyttöönotto on mullistanut kentän. Nämä menetelmät

mahdollistavat entistä tarkemmat, automaattiset opittavat ratkaisut ilman tarvetta erillisel-

le piirteiden suunnittelulle.
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Nykyaikaiset objektintunnistusmenetelmät voidaan jakaa pääasiassa kahteen ryhmään:

kahden ja yhden vaiheen algoritmeihin. Kahden vaiheen mallit tunnistavat ensin mah-

dolliset kohdealueet ja suorittavat vasta sen jälkeen luokituksen. Yhden vaiheen mallit

taas yhdistävät nämä toiminnot ja käsittelevät koko kuvan yhdellä kertaa. Näillä lähesty-

mistavoilla on omat vahvuutensa ja rajoituksensa – erityisesti, kun tunnistusta halutaan

toteuttaa resurssirajoitteisessa ympäristössä, kuten mikrokontrollerilla. Seuraavaksi tar-

kastellaan molempia lähestymistapoja hieman tarkemmin.

3.2.1 Kahden vaiheen objektintunnistusmallit

Kahden vaiheen menetelmät, kuten R-CNN, Fast R-CNN, Faster R-CNN ja Mask R-CNN,

perustuvat vaiheittaiseen tunnistusprosessiin. Ensin algoritmi tuottaa kuvalta joukon eh-

dotuksia mahdollisista kohdealueista (engl. region proposals). Näiden alueiden sisältämät

kuvan osat syötetään seuraavaksi syväoppivaan luokittelijaan, joka määrittää kunkin alu-

een luokan sekä sen tarkan sijainnin rajauslaatikon (engl. bounding box) avulla. [29][30].

Tämän tyyppinen jaottelu mahdollistaa tarkemman lopputuloksen, koska ensimmäises-

sä vaiheessa voidaan karsia epätodennäköiset kohteet ja keskittyä vain lupaavimpiin eh-

dotuksiin [29]. Esimerkiksi Faster R-CNN on osoittautunut tehokkaaksi tilanteissa, jois-

sa kohteet ovat päällekkäin tai visuaalisesti samankaltaisia. Monimutkaiset kohtaukset tai

luonnolliset ympäristöt ovat tyypillisiä sovelluksia, joissa kahden vaiheen menetelmät lois-

tavat [31][32]. Niiden sisäinen rakenne – esimerkiksi konvoluutiokerrokset ja ROI (engl. re-

gion of interest) -poolaus – mahdollistavat tarkan sijainnin arvioinnin ilman että lähistöllä

olevat objektit menevät sekaisin.

Tarkkuuden vastapainona on kuitenkin suurempi laskennallinen kuormitus. Kahden vai-

heen mallit vaativat enemmän muistia ja prosessointiaikaa, koska jokainen ehdotus käsi-

tellään erikseen [29][30]. Tämä tekee niistä usein liian raskaita mikrokontrolleripohjaisiin

järjestelmiin, joissa resurssit ovat tiukasti rajattuja. Reaaliaikaisuus kärsii helposti, ja pro-

sessin eri vaiheet kasvattavat viivettä [32]. Jotkin uudet mallit, kuten MimicDet, pyrkivät

tuomaan kahden vaiheen mallien etuja myös kevyisiin järjestelmiin, mutta usein tämä li-

sää edelleen rakenteellista monimutkaisuutta [31].

Yhteenvetona voidaan todeta, että kahden vaiheen algoritmit ovat järkevä valinta tilan-

teissa, joissa tunnistustarkkuus on tärkeämpää kuin suoritusnopeus – kuten lääketieteel-

lisessä kuvantamisessa tai satelliittikuvien analyysissä [29]. Mikäli laitteen laskentateho ja

virrankulutus eivät ole ongelma, ne tarjoavat erinomaisen suorituskyvyn erityisesti haas-

tavissa kohteissa. Jos taas painopiste on keveydessä ja nopeudessa, esimerkiksi su-

lautetuissa järjestelmissä, yksivaiheiset menetelmät voivat olla käytännöllisempi valinta

[31][30][32].
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3.2.2 Yhden vaiheen objektintunnistusmallit

Yhden vaiheen menetelmät (engl. one-stage), kuten YOLO (engl. you only look once),

SSD (engl. single shot multibox detector) ja RetinaNet, suorittavat koko tunnistusproses-

sin kerralla [29][30]. Ne ennustavat sekä kohteiden sijainnit että luokat suoraan yhdellä

syväoppimismallin läpikululla. Koska erillistä alue-ehdotusvaihetta ei tarvita, nämä algo-

ritmit ovat merkittävästi kevyempiä ja nopeampia [31][32].

Yhden vaiheen menetelmät hyödyntävät konvoluutioneuroverkkojen tuottamia ominai-

suuskarttoja havaitakseen kohteet suoraan kuvan eri alueilta. Tämä mahdollistaa erittäin

korkeat käsittelynopeudet – erityisesti YOLO-sarjan uusimmissa versioissa, jotka voivat

prosessoida kymmeniä tai jopa satoja kuvia sekunnissa [29]. Lisäksi niiden rakenne

tukee monikokoisten objektien havaitsemista käyttämällä useita eri mittakaavoja (engl.

multi-scale), mikä on parantanut huomattavasti aiempien mallien kykyä havaita pieniä ja

päällekkäisiä kohteita [33].

Eräs yhden vaiheen menetelmien haasteista liittyy siihen, että ne tuottavat suuren mää-

rän ehdotuksia – joista valtaosa on negatiivisia. Tämä voi heikentää mallin tarkkuutta,

erityisesti harvinaisten tai vaikeasti havaittavien objektien kohdalla. Ratkaisuna tähän on

käytetty esimerkiksi RetinaNetin focal loss -häviöfunktiota, joka painottaa vaikeampia ha-

vaintoja ja parantaa tuloksia epätasapainoisissa luokkajakaumissa [32].

Kokonaisuutena yhden vaiheen algoritmit ovat kuitenkin vakiinnuttaneet asemansa en-

sisijaisena valintana monissa käytännön sovelluksissa. Nopeus, yksinkertaisuus ja pie-

nempi resurssitarve tekevät niistä erityisen houkuttelevia sulautettuihin ja vähän virtaa

kuluttaviin laitteisiin – kuten TinyML-pohjaisiin mikrokontrollereihin. Ne eivät välttämättä

saavuta aivan samaa tarkkuutta kuin kahden vaiheen menetelmät, mutta suorituskyky on

useimmissa käyttökohteissa riittävä ja huomattavasti energiatehokkaampi [31][30].

3.2.3 Suorituskyvyn ja resurssivaatimusten vertailu

Vertailtaessa näitä kahta lähestymistapaa suorituskyvyn ja resurssivaatimusten näkökul-

masta havaitaan selkeitä eroja. Kahden vaiheen menetelmät tarjoavat korkeamman tun-

nistustarkkuuden, koska ne käyttävät vaiheittaista hienosäätöä. Yhden vaiheen mene-

telmät ovat taas nopeampia, koska ne eivät vaadi erillistä alue-ehdotusvaihetta. Kahden

vaiheen menetelmät vaativat enemmän laskentatehoa ja muistia, kun taas yhden vaiheen

menetelmät ovat resurssitehokkaampia ja sopivat paremmin mikrokontrolleripohjaisiin jär-

jestelmiin. [30]

Koska mikrokontrollerit ovat yleensä hyvin resurssirajoitteisia, yhden vaiheen menetelmät,

kuten YOLOv5 tai SSD, voivat olla parempia vaihtoehtoja, erityisesti kun käytetään kevyi-

tä malleja, kuten Tinier-YOLO tai MobileNet-pohjaisia SSD-malleja [34]. Kaiken kaikkiaan
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näiden algoritmien valinta perustuu sovelluksen vaatimuksiin tarkkuudesta, suoritusky-

vystä ja energiatehokkuudesta. Kahden vaiheen mallit tarjoavat paremman tarkkuuden,

kun taas yhden vaiheen mallit, kuten YOLO ja FOMO, korostavat nopeutta ja soveltuvat

siksi mikrokontrollerialustoille varsin hyvin.

3.3 Algoritmin valinta pienitehoiseen ympäristöön

Kun objektintunnistus toteutetaan pienitehoisella mikrokontrollerilla, algoritmilta vaaditaan

ennen kaikkea keveyttä ja tehokkuutta. Suorituksen aikainen laskentakuorma sekä muis-

tinkäyttö on pystyttävä pitämään kurissa, jotta järjestelmä toimii luotettavasti rajallisilla re-

sursseilla. Tästä syystä kevennetyt yhden vaiheen mallit, kuten Tiny YOLO tai MobileNet-

pohjainen SSD, ovat usein luonteva lähtökohta: ne eivät sisällä erillistä ehdotusvaihetta, ja

niiden painot voidaan kvantisoida esimerkiksi 8-bittisiksi ilman merkittävää suorituskyvyn

heikkenemistä [17][19].

Viime aikoina erityistä huomiota on saanut Edge Impulsen FOMO-algoritmi, joka on kehi-

tetty juuri tällaisia rajoitettuja ympäristöjä varten. FOMO eroaa perinteisistä algoritmeis-

ta siten, ettei se tuota objektille perinteistä rajauslaatikkoa, vaan arvioi kuvan ruudukon

jokaisen solun kohdalla todennäköisyyden, että solu sisältää objektin keskipisteen (engl.

centroid) [35]. Tämä lähestymistapa vähentää huomattavasti sekä laskentaa että muistin-

kulutusta, ja silti säilyttää kyvyn tunnistaa useita objekteja yhdestä kuvasta. Koska mallin

ei tarvitse arvioida kohteiden tarkkoja rajoja, vaan ainoastaan niiden sijaintia, se sopii

erityisesti tilanteisiin, joissa objektien koko on melko yhtenäinen, eikä niiden ääriviivo-

jen tarkka määrittely ole välttämätöntä [36]. Esimerkiksi pysäköintipaikkojen täyttöasteen

arviointi mainitaan olevan hyvä sovelluskohde tälle lähestymistavalle.

Kuva 3.2 havainnollistaa perinteisen rajauslaatikkopohjaisen objektintunnistuksen ja

FOMO-algoritmin centroid-pohjaisen lähestymistavan välistä eroa. Siinä missä rajauslaa-

tikkopohjainen malli pyrkii määrittelemään kohteen tarkan ulkoreunan, FOMO keskittyy

paikantamaan kohteen keskipisteen ennalta määritetyssä ruudukossa.
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Kuva 3.2. Bounding box -pohjainen (vas.) ja centroid -pohjainen (oik.) objektintunnistus
[37].

FOMO on suunniteltu äärimmäisen kevyeksi. Sen luvataan toimivan jopa alle 200 kilo-

tavun RAM-muistilla ja silti saavuttaa kymmenien kuvien sekuntinopeuden esimerkiksi

Cortex-M7-pohjaisella mikrokontrollerilla tai Raspberry Pi -alustalla ilman erillistä rauta-

kiihdytystä. Koulutusvaihetta yksinkertaistaa mallin tukeutuminen keskipisteisiin; laatikko-

merkinnät voidaan tarvittaessa kääntää sisäisesti keskipisteiksi, eikä koulutusdatan mer-

kitsemistä tarvitse muuttaa, mikäli se on tehty rajauslaatikkopohjaisena. [35]

FOMO-mallin toiminta perustuu lämpökarttojen (engl. heat map) käyttöön objektien kes-

kipisteiden ennustamisessa. Malli ei ennusta suoraan rajauslaatikoita, vaan se luo kul-

lekin objektiluokalle oman todennäköisyyskartan eli lämpökartan. Tässä kartassa kunkin

solun arvo edustaa mallin luottamusta sille, että kyseisen luokan objektin keskipiste si-

jaitsee juuri siinä solussa [36]. Objektit paikannetaan etsimällä näistä kartoista paikalli-

sia todennäköisyyshuippuja. Koska jokainen solu toimii itsenäisenä luokittelijana, malli ei

suoraan kykene erottamaan objekteja, joiden keskipisteet sattuvat samaan soluun, vaik-

ka korkeampi resoluutio voi auttaa tässä [36]. Vaikka rajauslaatikoita ei ennusteta, ne

voidaan tarvittaessa lisätä keskipisteiden ympärille visualisointia varten. Kuva 3.3 havain-

nollistaa esimerkkiä tällaisista lämpökartoista. Mallin täysin konvoluutionaalinen rakenne,

joka perustuu usein MobileNetV2-arkkitehtuuriin, tekee siitä myös joustavan syötekuvan

koon suhteen. Esimerkiksi 8:1 kuva-lämpökartta-suhteella 96 × 96 pikselin kuva tuottaa

12 × 12 kartan ja 320 × 320 pikselin kuva 40 × 40 kartan, mikä mahdollistaa erikokoisten

kuvien käsittelyn ja pientenkin kohteiden tunnistamisen [36].
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Kuva 3.3. Piirretty havainnollistus miten lämpökartat tuotetaan objektiluokille, perustuu
lähteeseen [36].

Vaikka FOMO tarjoaa merkittäviä etuja keveydessä ja nopeudessa, sen soveltuvuuteen

liittyy rajoituksia. Mikäli sovellus vaatii tarkkaa tietoa objektien koosta tai kohteet esiinty-

vät usein limittäin siten, että niiden keskipisteet ovat hyvin lähellä toisiaan, perinteisempi

rajauslaatikkopohjainen malli – kuten kevennetty YOLO-variantti – voi olla parempi va-

linta [35]. Tässä työssä tärkeimpinä vaatimuksina ovat kuitenkin pieni muistinkulutus ja

nopea päättelynopeus, joihin FOMO tarjoaa erinomaisen kompromissin. Se vastaa hyvin

mikrokontrolleriympäristön tiukkoihin resurssirajoitteisiin tarjoten suorituskyvyn, joka on

kilpailukykyinen monien muiden optimoitujen yksivaiheisten mallien kanssa.
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4. FOMO-MALLIN TOTEUTUS JA ARVIOINTI EDGE

IMPULSESSA

Edellisessä luvussa tarkasteltiin objektintunnistuksen algoritmeja ja perusteltiin FOMO-

mallin valintaa resurssirajoitteiseen mikrokontrolleriympäristöön. Tämä luku keskittyy va-

litun FOMO-mallin käytännön toteutukseen ja sen suorituskyvyn arviointiin. Aluksi esitel-

lään lyhyesti tunnetuimpia kehitysympäristöjä ja työkaluja. Tämän jälkeen kuvataan yk-

sityiskohtaisesti, miten FOMO-mallit suunniteltiin, koulutettiin ja validoitiin käyttäen osaa

PASCAL VOC -datasetistä. Lopuksi selostetaan testausprosessi ja tapa, jolla mallien suo-

rituskykyä ja resurssivaatimuksia arvioitiin kohdelaitteistolle.

4.1 Kehitysympäristöt, työkalut ja laitteistoalustat

Koneoppimismallien kehittäminen reunalaskentaan vaatii erikoistuneita työkaluja ja kehi-

tysympäristöjä. Markkinoilla on tarjolla useita ratkaisuja, jotka pyrkivät helpottamaan tätä

prosessia tarjoamalla tukea mallien optimointiin, koodin generointiin ja laitteistointegraa-

tioon. Seuraavaksi esitellään joitakin keskeisimpiä tähän tarkoitukseen kehitettyjä työka-

luja ja perustellaan tässä työssä tehdyt valinnat.

Yksi merkittävimmistä kehyksistä on Googlen kehittämä avoimen lähdekoodin Ten-

sorFlow Lite (TFLite) [38]. Se on TensorFlow’n kevennetty versio, joka on suunniteltu

koneoppimismallien päättelyyn reunalaitteilla, kuten mobiililaitteilla, sulautetuilla Linux-

järjestelmillä ja mikrokontrollereilla. TFLite pyrkii vastaamaan reunalaskennan tyypillisiin

haasteisiin, kuten latenssiin, yksityisyyteen, verkkoyhteyden tarpeeseen, mallin kokoon

ja virrankulutukseen [5]. Sen keskeisiä ominaisuuksia ovat tuki useille alustoille ja

ohjelmointikielille (esimerkiksi C++, Python ja Java) sekä tehokas mallimuunnin TFLi-

teConverter, joka muuntaa TensorFlow-mallit optimoituun .tflite-muotoon [38]. TFLite

sisältää myös työkaluja mallien optimointiin, kuten kvantisointiin, josta mainittiin tässä

työssä alaluvussa 2.4, hyödyntäen TensorFlow Model Optimization Toolkitia [8]. On

tärkeää huomata, että TensorFlow Lite -teknologiaa kehitetään nykyään LiteRT (Lite

Runtime) -nimen alla, joka laajentaa tuen myös muille kehyksille, kuten PyTorchille [39]

ja JAXille [40]. TFLite-kirjastot ja API:t (Application Programming Interface) ovat edelleen

käytössä ja yhteensopivia. API on joukko määrittelyjä ja protokollia, jotka mahdollistavat

eri ohjelmistojen tai sovellusten kommunikaation [41]. Ne tarjoavat tavan ohjelmistoille



19

käyttää toisten ohjelmistojen toimintoja.

Erityisesti mikrokontrollereille suunnattu TFLiten osa on TensorFlow Lite for Microcontrol-

lers (TFLM), jota kutsutaan nykyään myös nimellä LiteRT for Microcontrollers [38]. Tä-

mä avoimen lähdekoodin C++11-kirjasto on optimoitu erittäin pienille, tyypillisesti ARM

Cortex-M -sarjan mikrokontrollereille, joissa on vain kilotavuja muistia [8][42]. TFLM:n

ydinajuri on kompakti – esimerkiksi Cortex-M3:lla sen koko voi olla vain 16 kB. Se ei

vaadi käyttöjärjestelmää tai standardikirjastoja, ja se käyttää tehokasta staattista muis-

tinvarausta [42]. TFLM keskittyy ainoastaan mallin päättelyyn, ei koulutukseen laitteessa.

Sen käyttöönotto vaatii usein yhdistämistä mikrokontrollerikohtaisiin kehitysympäristöihin,

joiden avulla ohjelma käännetään ja ladataan laitteelle [8].

Laitteistovalmistajat tarjoavat myös omia työkalujaan. Esimerkiksi STMicroelectronicsin

X-Cube-AI on STM32Cube-laajennuspaketti, joka on suunniteltu tekoälymallien optimoin-

tiin ja C-koodin generointiin erityisesti STM32-mikrokontrollereille. Se tukee TensorFlow

Lite-, Keras- ja ONNX-muotoisia malleja ja osaa hyödyntää STM32-piirien mahdollisia

neuroverkkokiihdyttimiä (engl. neural processing unit, NPU). X-Cube-AI tarjoaa myös työ-

kaluja kvantisointiin, muistinhallintaan ulkoisiin muisteihin sekä mallin validoimiseen ja

suorituskyvyn mittaamiseen suoraan kohdelaitteistolla. Valmistajan mukaan se voi tar-

jota merkittäviä etuja suoritusajassa ja muistinkäytössä verrattuna yleiskäyttöisempään

TFLM-kirjastoon. Työkalu on saatavilla osana STM32CubeMX-ympäristöä, komentorivil-

tä ja pilvipalveluna. [43]

Kokonaisvaltaisempaa lähestymistapaa koko TinyML-kehitysprosessiin tarjoavat selain-

ja pilvipohjaiset alustat. Tässä työssä käytetty Edge Impulse sanotaan olevan yksi johta-

vista koneoppimistoimintoalustoista (engl. machine learning operations, MLOps) TinyML-

sovelluksiin [8]. Se tarjoaa integroidun ympäristön, joka kattaa koko työnkulun datan ke-

räämisestä ja esikäsittelystä mallin suunnitteluun, kouluttamiseen, optimointiin, testauk-

seen ja lopulta käyttöönottoon kohdelaitteella (esimerkki alustan yleisnäkymästä liitteessä

A). Edge Impulse pyrkii tekemään koneoppimisesta helpommin lähestyttävää tarjoamalla

käyttäjäystävällisen graafisen käyttöliittymän ja vähentämällä tarvittavan koodin määrää.

Alusta tukee laajaa valikoimaa laitteistoja, mukaan lukien monia mikrokontrollereita, ja

se antaa arvion mallin suorituskyvystä sekä resurssien käytöstä valitulla kohdealustalla

jo kehitysvaiheessa. Valmiit mallit voidaan viedä optimoituina C++ -kirjastoina, Arduino-

kirjastoina tai jopa valmiina laiteohjelmistona tietyille kehitysalustoille. Edge Impulse on

suunnattu erityisesti reaaliaikaisten reunalaskentasovellusten, kuten objektintunnistuk-

sen, kehittämiseen, ja sen helppokäyttöisyys sekä laaja ominaisuusvalikoima tekevät siitä

tehokkaan työkalun tässä työssä toteutettavan mallin suunnitteluun ja arviointiin.
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4.2 Mallin suunnittelu ja arviointi Edge Impulsessa

Tässä alaluvussa kuvataan, kuinka objektintunnistusmalli rakennettiin ja arvioitiin Edge

Impulse -alustan avulla. Käsiteltäviä osa-alueita ovat datan valmistelu, koneoppimisen

putken määrittely, skaalausmenetelmät, mallin arkkitehtuuri ja koulutusparametrit.

Käytännön kokeiluissa hyödynnettiin osajoukkoa laajemmasta PASCAL VOC -kuva-

aineistosta [44], joka sisälsi yhteensä 1 283 kuvaa. Näihin oli valmiiksi merkitty 2 076

objektin sijainti ja luokka rajauslaatikoilla. Tässä työssä keskityttiin vain yhden luokan

(auton) tunnistamiseen. Tämä rajaus tehtiin yksinkertaisuuden vuoksi sekä siksi, että

auton tunnistaminen on relevantti ja yleistettävissä oleva sovellusesimerkki monille reu-

nalaitteille, kuten liikenteen seurantalaitteille. Lisäksi se mahdollisti resurssivaatimusten

keskittyneemmän tarkastelun mikrokontrolleriympäristössä.

Kuvia jaettiin kahteen osaan: 83 % (1 055 kuvaa) käytettiin mallin koulutusdatana ja lo-

put 17 % (228 kuvaa) jätettiin testidataan mallin lopullista suorituskyvyn arviointia var-

ten. Edge Impulse jakaa koulutusdatan edelleen siten, että 20 % käytetään validointiin.

Validointijoukkoa hyödynnetään mallin kehityksen aikana suoriutumisen seuraamiseen ja

parhaan malliversion valintaan.

Mallin kehitys Edge Impulse -alustalla perustuu niin kutsuttuun impulssiin, joka kuvaa ko-

ko koneoppimisen prosessin datan esikäsittelystä lopulliseen mallinrakennukseen (ku-

vakaappaus impulssin suunnittelunäkymästä liitteessä B). Se koostuu tyypillisesti kol-

mesta päävaiheesta: syöte-, prosessointi- ja oppimislohkosta (input, processing ja lear-

ning block ). Tässä työssä syötelohkona käytettiin kuvadataa, jonka resoluutiota varioi-

tiin kokeellisesti. Kokeilussa testattiin kolmea eri syötekuvaresoluutiota (64 × 64, 96 × 96

ja 160 × 160) sekä kahta värisyvyyttä (RGB-värikuva ja harmaasävykuva). Kuvan koon

muuttamiseen hyödynnettiin kaikkia tarjolla olevia skaalausvaihtoehtoja: Squash, Fit lon-

gest axis ja Fit shortest axis.

Squash venyttää tai litistää kuvan haluttuun kokoon säilyttämättä alkuperäistä kuvasuh-

detta. Fit longest axis säilyttää alkuperäisen kuvan niin, että pidempi sivu vastaa koh-

dekokoa, jolloin syntyy tyhjiä täytealueita. Fit shortest axis toimii päinvastoin: lyhyempi

sivu sovitetaan kohdekokoon, jolloin kuva rajautuu. Prosessointilohkona toimi Edge Im-

pulsen valmis kuvakäsittelylohko, joka normalisoi pikseliarvot välille 0-1 ja muunsi kuvat

joko RGB- tai harmaasävyformaatiksi valitun konfiguraation mukaan. Kuva 4.1 havain-

nollistaa eri skaalaustapojen vaikutusta esimerkkikuvaan, kun tavoitekoko on 160 × 160

pikseliä.
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(a) Alkuperäinen kuva, jonka resoluutio
on 334 × 500. (b) Squash-skaalaus.

(c) Fit longest axis -skaalaus. (d) Fit shortest axis -skaalaus.

Kuva 4.1. Esimerkki kuvan skaalaustavoista tavoitekokoon 160 × 160.

Kuten kuvan 4.1 esimerkki osoittaa, skaalaustavalla on merkittävä vaikutus siihen, mi-

ten malli lopulta “näkee” syötekuvan. Squash-menetelmä 4.1b vääristää objektin muotoa,

kun taas Fit longest axis 4.1c lisää täytepikseleitä ja Fit shortest axis 4.1d leikkaa osia

alkuperäisestä kuvasta pois. Vaikka kokeissa eri skaalaustapojen vaikutus mallin tunnis-

tustarkkuuteen jäi suhteellisen vähäiseksi, niiden ymmärtäminen oli olennainen osa mal-

lin kehitystyötä. Tulevaisuudessa voisi olla hyödyllistä tutkia adaptiivisia menetelmiä, jotka

ottavat huomioon kuvan sisältämien objektien sijainnin ja koon.

Oppimislohkona toimi Edge Impulsen tarjoama objektintunnistustoiminnallisuus. Mallin
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ytimenä käytettiin erityisesti reunalaskentaan optimoitua FOMO-arkkitehtuuria, joka pe-

rustuu kevennettyyn MobileNetV2-verkkoon. FOMO:sta on saatavilla kaksi versiota, joita

erottaa MobileNetin alpha-parametri. Tässä työssä käytettiin pienempää ja kevyempää

versiota (alpha = 0.1), mikä sopii hyvin mikrokontrollerien rajattuihin resurssirajoihin.

Koulutuksessa epochien eli koulutuskierrosten määrä asetettiin 20:een ja oppimisnopeus

(engl. learning rate) oli 0.01, jotta eri mallikokoonpanojen tulokset olisivat vertailukelpoi-

sia. Lisäksi hyödynnettiin datan augmentointia, jonka avulla harjoitusdataa monipuolistet-

tiin synteettisesti esimerkiksi käännöillä, rajauksilla ja peilauksilla. Tämä auttaa ehkäise-

mään ylioppimista ja parantaa mallin yleistämiskykyä, kuten esimerkiksi artikkelissa [45]

korostetaan. Batch size eli kerralla käsiteltävien kuvien määrä oli 32.

Koulutus suoritettiin Edge Impulsen pilvipalvelussa. Alusta seurasi mallin kehittymistä va-

lidointidatan avulla jokaisen epochin jälkeen, mikä mahdollisti parhaan malliversion tal-

lentamisen automaattisesti (esimerkki koulutusnäkymästä liitteessä C). Tämä toimii myös

suojana ylioppimista vastaan, eli estää tilanteen, jossa malli oppii liiaksi koulutusdatan yk-

sityiskohtia ja menettää kykynsä yleistää [46]. Koulutuksen lopuksi Edge Impulse tuottaa

automaattisesti sekä 32-bittisen liukulukuversion että 8-bittisen kvantisoidun version mal-

lista, joiden suorituskykymetriikat, kuten F1-arvo, latenssi ja muistinkäyttö, analysoidaan

tarkemmin luvussa 5.

4.3 Testaus- ja validointiprosessi

Kuten luvussa 2 on todettu, TinyML-sovellusten kehityksessä on kriittistä arvioida koneop-

pimismallien suorituskykyä ja resurssien käyttöä jo varhaisessa vaiheessa. Mikrokontrol-

lerien rajalliset laskenta-, muisti- ja energiaresurssit edellyttävät, että mallien soveltuvuus

voidaan varmistaa ennen käyttöönottoa, ja että erilaisia suunnitteluratkaisuja voidaan ver-

tailla tehokkaasti. Estimointivaihe auttaa tunnistamaan mahdolliset pullonkaulat ja ohjaa

optimointia oikeaan suuntaan.

Tässä kandidaatintyössä suorituskyky- ja resurssiestimaatit kerättiin pääosin Edge Im-

pulse -alustan tarjoamien työkalujen avulla. Alustan Deployment-osio sisältää toiminnal-

lisuuden, joka analysoi koulutetun mallin ja sen tarvitsemat ajonaikaiset kirjastot, ja tuot-

taa arvion toiminnasta valitulla kohdelaitteistolla. Estimoinnin ensisijaisena kohdeprofiilina

käytettiin STM32U545RE-mikrokontrolleria, jossa on ARM Cortex-M33 -prosessoriydin ja

160 MHz:n kellotaajuus. Lisäksi kellotaajuuden vaikutusta mallin suorituskykyyn arvioitiin

toistamalla estimoinnit valituilla konfiguraatioilla myös 80 MHz:n taajuudella.

Edge Impulse raportoi kullekin alaluvussa 4.2 kuvatulle mallivariantille kolme keskeistä

metriikkaa: latenssin, RAM-muistin käytön ja flash-muistin käytön. Latenssi kuvaa koko

impulssin päättelyaikaa millisekunteina (ms), mukaan lukien mahdollinen datan esikäsit-

tely ja itse neuroverkon suoritus. RAM-muistin käyttö kertoo suurimman tarvittavan kes-
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kusmuistin määrän kilotavuina (kB) päättelyn aikana, ja arvio perustuu alustan RAM Op-

timized -tilaan. Flash-muistin käyttö taas kertoo ohjelmamuistin tarpeen kilotavuina, si-

sältäen sekä mallin painot ja rakenteen että ajonaikaisen kirjaston. Näiden metriikkojen

avulla voidaan arvioida, mahtuuko koko sovellus kohdelaitteeseen.

Koska kvantisointi on keskeinen optimointikeino resurssirajoitteisissa ympäristöissä, Ed-

ge Impulse tuotti automaattisesti jokaisesta mallista sekä alkuperäisen float32-version et-

tä kvantisoidun int8-version. Latenssi-, RAM- ja Flash-arviot kerättiin talteen molemmista

versioista, mikä mahdollisti kvantisoinnin vaikutusten vertaamisen luvussa 5 esiteltävissä

tuloksissa.

Käytännössä estimointi eteni siten, että kunkin mallikonfiguraation koulutuksen jälkeen

Edge Impulsen Deployment-näkymässä valittiin kohdeprofiiliksi Cortex-M33. Tämän jäl-

keen alustan tuottamat arviot latenssista, muistinkäytöstä ja kvantisoinnin vaikutuksista

dokumentoitiin analyysia varten. On kuitenkin tärkeää huomioida, että kyseessä ovat työ-

kaluun perustuvat estimaatit, eivätkä ne välttämättä vastaa täysin todellista suorituskykyä

fyysisellä laitteistolla. Poikkeamat voivat johtua esimerkiksi kääntäjän optimointiasetuk-

sista tai samanaikaisista taustaprosesseista. Tästä huolimatta nämä arviot tarjoavat ar-

vokasta tietoa eri mallien suhteellisesta tehokkuudesta ja ohjaavat suunnitteluratkaisujen

valintaa.

Seuraavassa luvussa 5 esitetään ja analysoidaan testauksen tulokset. Luvussa havai-

taan, miten eri FOMO-mallikonfiguraatiot suoriutuivat tunnistustehtävässä ja millaisia re-

surssivaatimuksia ne asettivat mikrokontrollerialustalle.



24

5. TULOKSET: FOMO-MALLIN SUORITUSKYKY JA

RESURSSIVAATIMUKSET

Tässä luvussa esitetään ja analysoidaan kokeellisten testien tulokset, jotka saatiin eri

FOMO-mallikonfiguraatioiden kouluttamisesta ja optimoinnista Edge Impulse -alustalla.

Tarkastelun kohteena ovat erityisesti mallien tunnistuskyky (F1-arvo ja recall), päättely-

nopeus (latenssi) sekä resurssien käyttö (RAM ja flash) kohdelaitteella STM32U545RE.

Tulosten pohjalta arvioidaan eri konfiguraatioiden soveltuvuutta TinyML-ympäristöön ja

tunnistetaan keskeisiä kompromisseja tarkkuuden, nopeuden ja resurssitehokkuuden vä-

lillä.

5.1 Mallien tunnistussuorituskyky

Objektintunnistusmallin suorituskyvyn arvioinnissa pelkkä yleinen tarkkuus (engl. accu-

racy) voi olla harhaanjohtava, erityisesti objektintunnistuksessa, jossa tausta voi dominoi-

da dataa. Siksi tässä työssä käytetään tarkempia mittareita: recall-arvoa ja F1-arvoa.

Recall-arvo mittaa, kuinka suuren osan todellisista positiivisista tapauksista (työn tapauk-

sessa oikeista autoista) malli tunnistaa. Se lasketaan kaavalla

Recall =
TP

TP + FN
, (5.1)

missä TP on oikein positiiviseksi luokiteltujen tapausten määrä (engl. True Positives) ja

FN on väärin negatiiviseksi luokiteltujen eli tunnistamatta jääneiden positiivisten tapaus-

ten määrä (engl. False Negatives). Korkea recall-arvo on kriittinen, kun väärien negatii-

visten (löytämättä jääneiden kohteiden) minimointi on tärkeää. [47]

F1-arvo puolestaan yhdistää recall-arvon ja tarkkuuden (engl. precision). Tarkkuus mittaa

mallin tekemien positiivisten ennusteiden oikeellisuutta eli sitä, kuinka suuri osa positiivi-

seksi väitetyistä tapauksista todella oli positiivisia. Se lasketaan kaavalla

Precision =
TP

TP + FP
, (5.2)

missä FP on väärien positiivisten tapausten määrä (engl. False Positives). F1-arvo laske-
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taan näiden harmonisena keskiarvona

F1 = 2× Precision×Recall

Precision+Recall
, (5.3)

ja se antaa tasapainotetun kuvan mallin kokonaissuorituskyvystä yhtenä lukuna välillä 0-

1. Se on erityisen hyödyllinen epätasapainoisille datamäärille tai kun sekä tarkkuus että

recall-arvon optimointi on tärkeää. [47]

Nämä mittarit antavat tarkemman kuvan mallin kyvystä tunnistaa kohteita luotettavas-

ti. Tässä alaluvussa tarkastellaan eri mallikonfiguraatioiden tunnistuskykyä testidatalla,

käyttäen pääasiallisina mittareina F1-arvoa ja recall-arvoa kohdeluokalle auto. Lisäksi ra-

portoidaan testaustarkkuusprosentti. Taulukossa 5.1 esitetään int8-kvantisoitujen mallien

tulokset ja taulukossa 5.2 vastaavat tulokset float32-malleille.

Taulukko 5.1. Kuvan skaalaustavan, koon ja värisyvyyden vaikutus int8-kvantisoidun
FOMO-mallin tunnistussuorituskykyyn. Metriikat: F1-arvo validointijoukolle (V F1 i8) ja
testijoukolle (T F1 i8), Recall testijoukolle (T Rec. i8) sekä testituloksen tarkkuus pro-
sentteina (T Acc% i8). Kaikki metriikat on laskettu kohdeluokalle (’auto’, ei tausta), paitsi
testidatan tarkkuus. Tulokset esitetty pareittain RGB / Harmaasävy (GS).

Kuvan koko Skaalaus
V F1 i8

(RGB/GS)

T F1 i8

(RGB/GS)

T Rec. i8

(RGB/GS)

T Acc % i8

(RGB/GS)

64x64 Fit longest 0,52 / 0,51 0,48 / 0,50 0,47 / 0,51 21,1% / 22,8%

64x64 Fit shortest 0,47 / 0,48 0,47 / 0,45 0,50 / 0,46 21,9% / 17,7%

64x64 Squash 0,52 / 0,48 0,52 / 0,47 0,50 / 0,47 26,3% / 20,2%

96x96 Fit longest 0,53 / 0,50 0,50 / 0,53 0,53 / 0,57 20,2% / 23,7%

96x96 Fit shortest 0,47 / 0,47 0,47 / 0,48 0,41 / 0,48 23,1% / 22,7%

96x96 Squash 0,47 / 0,50 0,55 / 0,53 0,53 / 0,57 26,8% / 21,5%

160x160 Fit longest 0,58 / 0,53 0,58 / 0,54 0,62 / 0,64 27,6% / 24,6%

160x160 Fit shortest 0,52 / 0,44 0,51 / 0,54 0,67 / 0,38 25,5% / 17,6%

160x160 Squash 0,43 / 0,46 0,49 / 0,50 0,47 / 0,60 25,4% / 18,4%
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Taulukko 5.2. Kuvan skaalaustavan, koon ja värisyvyyden vaikutus float32-liukuluvun
FOMO-mallin tunnistussuorituskykyyn. Metriikat: F1-arvo validointijoukolle (V F1 f32) ja
testijoukolle (T F1 f32), Recall testijoukolle (T Rec. f32) sekä testituloksen tarkkuus pro-
sentteina (T Acc% f32). Kaikki metriikat on laskettu kohdeluokalle (’auto’, ei tausta), paitsi
testidatan tarkkuus. Tulokset esitetty pareittain RGB / Harmaasävy (GS).

Kuvan koko Skaalaus
V F1 f32

(RGB/GS)

T F1 f32

(RGB/GS)

T Rec. f32

(RGB/GS)

T Acc % f32

(RGB/GS)

64x64 Fit longest 0,52 / 0,50 0,49 / 0,49 0,49 / 0,50 21,5% / 22,8%

64x64 Fit shortest 0,48 / 0,48 0,46 / 0,45 0,49 / 0,47 21,9% / 17,2%

64x64 Squash 0,50 / 0,50 0,52 / 0,47 0,50 / 0,48 26,3% / 21,1%

96x96 Fit longest 0,53 / 0,50 0,49 / 0,53 0,53 / 0,57 21,5% / 21,5%

96x96 Fit shortest 0,46 / 0,48 0,48 / 0,48 0,42 / 0,46 23,6% / 22,2%

96x96 Squash 0,49 / 0,50 0,56 / 0,53 0,54 / 0,59 27,6% / 22,4%

160x160 Fit longest 0,58 / 0,53 0,57 / 0,55 0,63 / 0,62 28,5% / 24,1%

160x160 Fit shortest 0,52 / 0,45 0,50 / 0,42 0,65 / 0,39 22,7% / 18,5%

160x160 Squash 0,43 / 0,47 0,50 / 0,50 0,49 / 0,62 25,9% / 18,9%

Tarkasteltaessa kuvan skaalaustavan vaikutusta taulukon 5.1 int8-tuloksista huomataan,

ettei mikään kolmesta tavasta erotu johdonmukaisesti parhaana kaikissa koko × värisy-

vyys -yhdistelmissä. 96 × 96 harmaasävymallilla Squash ja Fit longest tuottivat parhaan

testijoukon F1-arvon 0,53, kun taas Fit shortest antoi 0,54 160 × 160 mallissa. RGB-

malleilla 96 × 96 sekä 64 × 64 koossa Squash oli jälleen paras F1-arvolla mitattuna (0,55

ja 0,52). Skaalaustavan vaikutus näyttää siis vaihtelevan jonkin verran, mutta erot F1-

arvoissa eivät olleet valtavia useimpien konfiguraatioiden sisällä, pysyen tyypillisesti muu-

taman prosenttiyksikön haarukassa.

Verrattaessa kuvakoon vaikutusta taulukossa 5.1, resoluution kasvattaminen 64 × 64:stä

96 × 96:een näyttää parantavan F1-arvoa ja recall-arvoa useimmissa tapauksissa. Esi-

merkiksi harmaasävykuvilla ja Squash-skaalauksella F1-arvo nousi 0,47:stä 0,53:een.

Kasvatus 96 × 96:sta 160 × 160:een ei kuitenkaan tuonut enää yhtä selvää parannusta

F1-arvoon, ja joissakin tapauksissa se jopa hieman laski. Tämä voi viitata siihen, että

käytetyllä FOMO MobileNetV2 alpha 0,1 -mallilla 96 × 96 resoluutio tarjoaa jo hyvän kom-

promissin, eikä suurempi resoluutio välttämättä enää paranna merkittävästi tunnistusky-

kyä tällä mallikoolla ja epoch-määrällä.

Värisyvyyden vaikutusta tarkasteltaessa RGB-mallit saavuttivat int8-kvantisoituna usein

hieman korkeamman F1-arvon kuin vastaavat harmaasävymallit samalla koolla ja skaa-
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laustavalla. Esimerkiksi 160 × 160 Fit longest -tapauksessa RGB-mallin F1-arvo oli 0,58

ja harmaasävymallin 0,54. Ero ei kuitenkaan ollut johdonmukainen kaikissa tapauksis-

sa; 96 × 96 Fit longest -mallilla harmaasävyversion F1-arvo oli 0,53 ja RGB-mallin 0,50.

Vaikuttaa siis siltä, että väritiedon hyöty vaihtelee konfiguraatiosta riippuen.

Int8-kvantisoinnin vaikutus tunnistussuorituskykyyn voidaan arvioida vertaamalla taulu-

kon 5.1 ja taulukon 5.2 tuloksia. Havaitaan, että F1-arvon ja recall-arvon tulokset ovat

yleisesti ottaen hyvin samankaltaisia molemmilla kvantisointitasoilla tässä tarkasteluta-

pauksessa. Joissakin tapauksissa int8-malli tuotti jopa hieman paremman F1- tai recall-

arvon testidatalla kuin float32-vastineensa. Tämä vahvistaa käsitystä, että 8-bittinen kvan-

tisointi voidaan usein toteuttaa vain vähäisellä tai olemattomalla vaikutuksella mallin var-

sinaiseen tunnistuskykyyn, mikä tekee siitä erittäin tehokkaan optimointikeinon TinyML-

sovelluksiin.

Numeeristen tulosten lisäksi mallin toimintaa voidaan havainnollistaa laadullisesti esi-

merkkikuvilla testidatasta. Seuraavat kuvat 5.1–5.3 näyttävät esimerkkejä auton keski-

pisteiden tunnistuksesta. Punaiset ympyrät ja tekstit kuvaavat mallin tekemiä tunnistuksia

ja niiden luottamusarvoja. Rajauslaatikot kuvaavat taas alkuperäisiä annotaatioita.

Kuva 5.1. Esimerkki onnistuneesta auton keskipisteen tunnistuksesta FOMO-mallilla tes-
tikuvasta.

Kuva 5.1 osoittaa mallin toimivan odotetusti selkeässä tilanteessa, jossa kohde on hyvin

näkyvissä. Vertailun vuoksi skaalattu ja alkuperäinen kuva on liitetty yhteen. Malli paikan-

taa auton keskipisteen tarkasti ja korkealla luottamusarvolla.
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Kuva 5.2. Onnistunut auton keskipistetunnistus (luottamusarvo 0,98) matalaresoluutioi-
sesta (64 × 64) ja epätarkasta testikuvasta.

Haastavammistakin olosuhteista huolimatta, kuten kuvan 5.2 matalaresoluutioisessa nä-

kymässä, malli pystyy edelleen tunnistamaan auton keskipisteen korkealla varmuudella,

mikä osoittaa sen hyvää sietokykyä kuvanlaadun heikkenemistä vastaan.

Kuva 5.3. Esimerkki useammasta tunnistuksesta matalaresoluutioisessa (64 × 64) testi-
kuvassa.

Kuva 5.3 puolestaan havainnollistaa tilannetta, jossa malli tekee useita tunnistuksia, mu-

kaan lukien virheellisen. Se löytää oikein kuvassa olevan auton luottamuksella 0,80, mut-

ta tuottaa samalla väärän positiivisen tunnistuksen kasvillisuuteen luottamuksella 0,89.

Tällaiset virheet heikentävät mallin tarkkuutta ja siten myös F1-arvoa.
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Laadullinen tarkastelu auttaa ymmärtämään paremmin numeeristen mittareiden taustalla

olevaa käytännön suorituskykyä ja mallin mahdollisia heikkouksia tietyntyyppisissä kuvis-

sa. Kokonaisuutena tunnistuskyky valitulla FOMO alpha 0,1 -mallilla vaikuttaa kohtuulli-

selta ottaen huomioon TinyML-ympäristön asettamat tiukat resurssirajoitteet.

5.2 Reaaliaikaisuus ja resurssien kulutus

Tässä alaluvussa analysoidaan eri mallikonfiguraatioiden vaatimia laskennallisia resurs-

seja: päättelyn nopeutta (latenssi) sekä muistin käyttöä (RAM ja flash). Tulokset perustu-

vat Edge Impulsen tuottamiin estimaatteihin Cortex-M33 -kohdealustalle (160 MHz kello-

taajuus, ellei toisin mainita), ja on koottu taulukkoon 5.3.

Taulukko 5.3. Kuvan skaalaustavan, koon ja värisyvyyden vaikutus estimoituun latenssiin
(ms) ja resurssien käyttöön (RAM kB, Flash kB) sekä int8- että float32-malleilla. Estimaa-
tit laskettu Cortex-M33 @ 160 MHz -kohdeprofiilille Edge Impulsessa. Tulokset esitetty
pareittain RGB / Harmaasävy (GS).

Kuvan koko Skaalaus

Lat. i8

(RGB/GS)

(ms)

RAM i8

(RGB/GS)

(kB)

Flash i8

(RGB/GS)

(kB)

Lat. f32

(RGB/GS)

(ms)

RAM f32

(RGB/GS)

(kB)

Flash f32

(RGB/GS)

(kB)

64 × 64 Fit long 125 / 100 71,0 / 70,9 77,4 / 77,2 1 154 / 1 085 188,0 / 188,0 79,0 / 78,4

64 × 64 Fit short 110 / 135 71,0 / 70,9 77,4 / 77,2 1 166 / 625 188,0 / 188,0 79,0 / 78,4

64 × 64 Squash 124 / 120 71,0 / 70,9 77,4 / 77,2 1 211 / 1 073 188,0 / 188,0 79,0 / 78,4

96 × 96 Fit long 359 / 269 123,9 / 123,8 77,4 / 77,2 4 205 / 2 430 399,7 / 399,7 79,0 / 78,4

96 × 96 Fit short 296 / 305 123,9 / 123,8 77,4 / 77,2 2 801 / 1 605 399,7 / 399,7 79,0 / 78,4

96 × 96 Squash 197 / 194 123,9 / 123,8 77,4 / 77,2 2 523 / 13 84 399,7 / 399,7 79,0 / 78,4

160 × 160 Fit long 733 / 662 291,3 / 291,2 77,4 / 77,2 7 630 / 6 914 1 000 / 1 000 79,0 / 78,4

160 × 160 Fit short 553 / 781 291,3 / 291,2 77,4 / 77,2 12 140 / 7 082 1 000 / 1 000 79,0 / 78,4

160 × 160 Squash 756 / 733 291,3 / 291,2 77,4 / 77,2 4 578 / 7 001 1 000 / 1 000 79,0 / 78,4

Taulukosta 5.3 nähdään selvästi int8-kvantisoinnin dramaattinen vaikutus erityisesti la-

tenssiin ja RAM-muistin käyttöön. Float32-mallien latenssit vaihtelevat noin 600 millise-

kunnista (64 × 64 Fit short GS) yli 12 sekuntiin (160 × 160 Fit short RGB), kun taas vas-

taavien int8-mallien latenssit ovat vain 100–781 millisekunnin luokkaa. Tämä tarkoittaa

tyypillisesti yli kymmenkertaista nopeutta int8-malleille. Myös arvioitu RAM-muistin tar-

ve putoaa merkittävästi: esimerkiksi 96 × 96-koossa float32-mallit vaativat noin 400 kB

RAM-muistia, kun int8-mallit tarvitsevat vain 124 kB. Flash-muistin säästö kvantisoinnilla

on pienempi, noin 1–2 kB, mikä johtuu siitä, että suurin osa flash-muistista kuuluu ajonai-

kaiseen kirjastoon eikä itse mallin painoihin tässä tapauksessa.

Kellotaajuuden vaikutusta tutkittiin ajamalla estimaatit uudelleen 80 MHz taajuudella muu-

tamille malleille. Odotetusti kellotaajuuden puolittaminen noin kaksinkertaisti mallien la-
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tenssit verrattuna 160 MHz tuloksiin, kun taas RAM- ja flash-muistin käyttö pysyi ennal-

laan. Tulokset esitetään taulukossa 5.4.

Taulukko 5.4. 80 MHz:n kellotaajuuden vaikutus latenssiin.

Kuvan koko Skaalaus
Latenssi int8

(ms)

Latenssi float32

(ms)

64 × 64 Squash 269 2 303

96 × 96 Squash 525 8 962

160 × 160 Fit long 1231 13 909

Kuvan koon kasvattaminen nostaa odotetusti resurssivaatimuksia. Int8-malleilla siirty-

mä 64 × 64:stä 96 × 96:een noin kaksinkertaistaa latenssin ja RAM-tarpeen. Siirtymä

96 × 96:sta 160 × 160:een kasvattaa latenssia ja RAM-tarvetta edelleen noin kaksinker-

taisesti. Int8-malleilla latenssien tulokset vaihtelevat RGB-kuvien ja harmaasävykuvien

välillä. Yleisesti RGB-kuvien laskelmointiin menee enemmän aikaa. RAM-muistin ero

on vain 0,1 kB. flash-muistilla ero on 0,2 kB. Kuvan skaalaustavalla ei näyttäisi olevan

merkittävää tai johdonmukaista vaikutusta resurssien käyttöön tai latenssiin tämän datan

perusteella.

Soveltuvuutta kohdelaitteistolle (STM32U545RE, profiili: Cortex-M33 160 MHz, budjetti:

274 kB RAM / 512 kB flash) arvioitaessa voidaan todeta, että kaikki testatut int8-mallit

mahtuvat flash-muistiin (max. 98 kB ≤ 512 kB). RAM-muistin osalta 64 × 64 ja 96 × 96 -

kokoiset int8-mallit (max. 124 kB) alittavat selvästi 274 kB budjetin. Suurimmat 160 × 160

int8-mallit (max. 291,3 kB) sen sijaan ylittävät asetetun RAM-budjetin. Reaaliaikaisuuden

kannalta pienimmät 64 × 64 int8-mallit (latenssi 100–135 ms) ovat nopeimpia ja voisivat

soveltua sovelluksiin, joissa vaaditaan noin 7–10 kuvaa sekunnissa. Keskikokoiset 96 × 96

int8-mallit (latenssi 194–359 ms) mahdollistavat noin 3–5 kuvan sekuntinopeuden. Suu-

rimmat 160 × 160 int8-mallit (latenssi 553–781 ms) ovat selvästi hitaampia, soveltuen vain

noin 1-2 kuvan sekuntinopeuteen. Float32-mallit ovat järjestään liian hitaita ja muistisyöp-

pöjä tälle kohdealustalle ilman jatko-optimointeja.

5.3 Tulosten yhteenveto

Tässä kandidaatintyössä tutkittiin FOMO-pohjaisen objektintunnistusmallin suorituskykyä

ja resurssivaatimuksia vaihtelemalla syötekuvan kokoa, värisyvyyttä ja skaalaustapaa,

sekä vertailemalla int8-kvantisoidun ja float32-liukulukumallin eroja Edge Impulse

-alustan tuottamien estimaattien perusteella Cortex-M33-kohdeprofiililla.
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Keskeinen havainto oli int8-kvantisoinnin merkittävä hyöty: se pienensi arvioitua latens-

sia yli kymmenkertaisesti ja RAM-muistin tarvetta yli puolella verrattuna float32-malleihin,

ilman että tunnistuskyvyssä (F1-arvo, recall-arvo) tapahtui merkittävää tai johdonmukais-

ta heikkenemistä testijoukolla. Tämä korostaa kvantisoinnin välttämättömyyttä TinyML-

sovelluksissa.

Kuvan koon kasvattaminen paransi yleensä hieman tunnistuskykyä (erityisesti siirtymä

64 × 64, 96 × 96), mutta samalla kasvatti merkittävästi latenssia ja muistinkäyttöä. Suurin

160 × 160-resoluutio ei enää tuonut selvää parannusta F1-arvoon käytetyllä FOMO alp-

ha 0,1 -mallilla, mutta sen resurssivaatimukset ylittivät jo asetetun RAM-budjetin. RGB-

kuvien käyttö paransi tunnistuskykyä joissakin tapauksissa verrattuna harmaasävykuviin,

mutta lisäsi samalla latenssia ja muistinkäyttöä. Kuvan skaalaustavalla oli vain vähäinen

vaikutus tuloksiin tässä kokeiluasetelmassa.

Parhaan kompromissin suorituskyvyn ja resurssien välillä tässä työssä tarjosi 96 × 96-

kokoinen RGB-malli int8-kvantisointina, käyttäen Squash-skaalaustapaa. Se saavutti kor-

keimman F1-arvon testidatalla (0,55) RGB-vaihtoehdoista, piti latenssin kohtuullisena

(197 ms, ∼ 5 fps) ja mahtui selvästi asetettuihin RAM- ja flash-rajoihin. Jos hieman pa-

rempaa tarkkuutta kaivataan ja latenssi/resurssit sallivat, 160 × 160 Fit long RGB-malli

(int8 Test F1=0,58) voisi olla harkinnan arvoinen, mutta sen RAM-käyttö ja hitaus ovat

selvästi suurempia.

Vaikka tässä työssä keskityttiin latenssin ja muistinkäytön estimointiin, on syytä muis-

taa, että mikrokontrollerisovelluksissa myös alhainen tehonkulutus on kriittinen vaatimus.

Saadut tulokset, erityisesti kvantisoinnin merkittävä vaikutus laskenta-ajan lyhenemiseen

ja muistinkäytön vähenemiseen, ovat lupaavia myös energiatehokkuuden kannalta, sillä

nopeampi ja vähemmän muistia käyttävä päättely tarkoittaa yleensä lyhyempää aktiivista

aikaa.

Tulokset osoittavat, että FOMO-algoritmi on potentiaalinen ratkaisu objektintunnistukseen

mikrokontrollereilla, mutta optimaalisen konfiguraation löytäminen vaatii huolellista tasa-

painottelua kuvan resoluution, värisyvyyden ja mallin koon välillä suhteessa käytettävissä

oleviin resursseihin ja sovelluksen nopeusvaatimuksiin. On myös syytä muistaa, että nä-

mä tulokset perustuvat Edge Impulsen estimaatteihin. Todellinen suorituskyky fyysisellä

laitteistolla voi vaihdella, ja se tulisi validoida erillisillä mittauksilla varsinaisessa käyttöön-

otossa.



32

6. YHTEENVETO

Tämän kandidaatintyön tavoitteena oli tutkia objektintunnistuksen optimointia ja toteutus-

mahdollisuuksia resurssirajoitteisilla mikrokontrollereilla hyödyntäen Tiny Machine Lear-

ning (TinyML) -periaatteita. Työssä perehdyttiin TinyML-kentän taustaan, mikrokontrol-

lerien rajoitteisiin, keskeisiin optimointitekniikoihin sekä erilaisiin objektintunnistusalgo-

ritmeihin. Erityistä huomiota kiinnitettiin reunalaskentaan optimoituun FOMO-algoritmiin.

Työn kokeellisessa osassa suunniteltiin, koulutettiin ja arvioitiin erilaisia FOMO-pohjaisia

(MobileNetV2 alpha 0.1) malleja Edge Impulse -pilvialustalla käyttäen PASCAL VOC -

kuva-aineiston osajoukkoa, jossa tunnistettavana kohteena oli auto. Kokeiluissa varioitiin

systemaattisesti syötekuvan resoluutiota (64 × 64, 96 × 96, 160 × 160), värisyvyyttä (RGB

ja harmaasävy) sekä kuvan skaalaustapaa. Mallien suorituskykyä (F1-arvo, recall) ja re-

surssien käyttöä (latenssi, RAM, flash) arvioitiin Edge Impulsen tuottamien estimaattien

avulla Cortex-M33-pohjaiselle STM32U545RE-kohdeprofiilille, vertaillen sekä float32- et-

tä int8-kvantisoituja malleja.

Työn keskeisin tulos oli havainto int8-kvantisoinnin merkittävistä hyödyistä TinyML-

ympäristössä. Kvantisointi pienensi mallien arvioitua latenssia yli kymmenkertaisesti

ja RAM-muistin tarvetta yli puolella verrattuna vastaaviin float32-malleihin. Tämä no-

peuden ja muistitehokkuuden parannus saavutettiin ilman merkittävää heikennystä

mallien tunnistuskyvyssä, mitattuna F1-arvolla ja recall-arvolla testidatalla. Esimerkiksi

parhaimmillaan 96 × 96 RGB-mallilla saavutettiin noin 0.55 F1-arvo testidatalla, kun

int8-mallin latenssi oli noin 200-360 ms ja RAM-käyttö noin 124 kB. Tulokset osoittivat

myös odotetusti, että kuvan resoluution kasvattaminen paransi hieman tunnistuskykyä,

mutta samalla lisäsi huomattavasti latenssia ja muistinkäyttöä, kun taas väri-informaation

(RGB vs. harmaasävy) vaikutus sekä tarkkuuteen että resursseihin oli vähäisempi ja

konfiguraatiosta riippuvainen. Kuvan skaalaustavalla oli vain pieni vaikutus.

Nämä tulokset osoittavat, että FOMO-algoritmi yhdistettynä int8-kvantisointiin on vartee-

notettava lähestymistapa objektintunnistuksen toteuttamiseksi STM32U545RE-tasoisilla

mikrokontrollereilla, kunhan mallin konfiguraatio valitaan huolellisesti resurssirajoitteet ja

sovelluskohteen vaatimukset huomioiden. Erityisesti 96 × 96-resoluution RGB-malli int8-

kvantisointina tarjosi tässä työssä parhaan kompromissin kohtuullisen tunnistuskyvyn,

nopean päättelyajan (mahdollistaen noin 3-5 kuvaa sekunnissa) ja alhaisen muistinkäy-

tön välillä, mahtuen hyvin tyypillisiin mikrokontrollerien muistirajoihin. FOMO:n centroid-
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pohjainen lähestymistapa soveltuu erityisesti kohteiden paikantamiseen ja laskemiseen

tilanteissa, joissa tarkka rajauslaatikko ei ole välttämätön. On kuitenkin muistettava, että

työn tulokset perustuvat Edge Impulsen generoimiin estimaatteihin, ja todellinen suoritus-

kyky fyysisellä laitteistolla voi poiketa näistä arvoista.

Tämän työn pohjalta voidaan antaa suosituksia vastaavien TinyML-projektien toteuttami-

seen. Ensinnäkin, int8-kvantisointia kannattaa hyödyntää aina kun mahdollista sen tarjoa-

mien merkittävien nopeus- ja muistihyötyjen vuoksi. Toiseksi, sopiva syötekuvan resoluu-

tio tulee valita huolellisesti tasapainotellen tunnistustarkkuuden ja resurssienkulutuksen

välillä – liian suuri resoluutio voi ylittää laitteiston rajat ilman vastaavaa tarkkuushyötyä.

Kolmanneksi, FOMO-algoritmi on hyvä valinta, kun prioriteettina on nopeus ja pieni koko,

ja kohdeobjektien sijaintitieto on riittävä. Työ osoittaa myös Edge Impulse -alustan kal-

taisten työkalujen hyödyllisyyden TinyML-kehityksessä nopeaan prototyypitykseen ja eri

vaihtoehtojen vertailuun.

Tämä kandidaatintyö onnistui tavoitteessaan tutkia objektintunnistuksen optimointikeinoja

ja arvioida FOMO-algoritmin soveltuvuutta mikrokontrollereille simulaatioiden ja estimaat-

tien avulla. Työ tarjoaa perusteltuja näkemyksiä eri parametrien vaikutuksesta ja osoittaa

TinyML-tekniikoiden potentiaalin. Jatkotutkimusaiheina olisi ensiarvoisen tärkeää validoi-

da esitetyt estimaatit ajamalla optimoitu malli fyysisellä STM32U545RE-kehitysalustalla ja

mittaamalla todellinen latenssi, RAM- ja flash-muistin käyttö sekä erityisesti virrankulutus.

Lisäksi järjestelmän toimintaa voitaisiin testata integroimalla siihen kameramoduuli re-

aaliaikaisen kuvadatan syöttämiseksi. Muita mielenkiintoisia jatkokehityskohteita olisivat

FOMO-mallin vertaaminen muihin kevyisiin objektintunnistusmalleihin (kuten MobileNet

SSD tai Tiny YOLO) samalla alustalla, mallin optimointi karsintatekniikoita hyödyntäen se-

kä sovelluksen laajentaminen useamman objektiluokan tunnistamiseen. Nämä askeleet

veisivät ymmärrystä käytännön TinyML-objektintunnistusjärjestelmien suorituskyvystä ja

rajoitteista vielä pidemmälle.
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