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Koneoppiminen on teknologiana hyvin lupaava valmistavan teollisuuden kayttotarkoituksiin.
Ala on kuitenkin kehittynyt viime vuosina nopeasti tutkimuspuolella, mutta tuotantokayttédn paa-
tyneitd sovelluksia on syntynyt niukasti. Taman kandidaatintydn tavoitteena oli tutkia parhaita ta-
poja hyddyntda koneoppimista valmistavassa teollisuudessa seka selvittda parhaita toimintata-
poja koneoppimisen kayttédnoton edistdmiseksi organisaatiossa.

Tutkimus toteutettiin kirjallisuuskatsauksena hyddyntaen lahteina tieteellisia julkaisuja. Tutki-
muksessa on nelja osaa. Ensimmaisessa osassa esitellaan aihetta ja tutkimusmenetelmia, kay-
daan lapi tydn rakennetta ja perustellaan tutkimuksen tarkeytta. Toisessa osassa tutustutaan ko-
neoppimiseen ja koneoppimismallien kouluttamiseen teoreettiselta pohjalta. Kolmannessa
osassa perehdytaan tieteellisen tutkimuksen avulla koneoppimisen parhaisiin sovellustapoihin,
kayton esteisiin ja toimintatapoihin, joilla voidaan edistda koneoppimisen hyddyntamista valmis-
tavan teollisuuden yrityksissa. Neljdnnessa osassa tydn tulokset kootaan yhteen ja niiden pohjalta
pyritddn vastaamaan tutkimuskysymyksiin seka tunnistamaan mahdollisia jatkotutkimustarpeita
ja pohditaan tutkimuksen toteutusta kriittisesti.

Koneoppimisella viitataan ohjelmiin, joita ei ole tehty kokonaan ohjelmoijan toimesta, vaan ne
kayvat lapi koulutusvaiheen, jonka aikana ne oppivat sdantdja opetusdatasta. Tutkimuksissa ko-
neoppimismallien suorituskyky on ollut hyva rajatuissa ongelmissa, joita ei kuitenkaan ole ollut
mahdollista ratkaista perinteisen ohjelmoinnin keinoin. Esimerkiksi konenakd ja ennusteiden te-
keminen moniulotteisen datan pohjalta ovat tallaisia ongelmia.

Tutkimuksessa usein esiintyvia kayttdkohteita ovat ennustava huolto, laadunvalvonta, tuotan-
nonohjaus seka toimitusketjun hallinta. Koneoppimisella pystytdan teoriassa ratkaisemaan monia
ongelmia, joihin yleensa tarvittaisiin ihmisen harkintaa. Kéytdnndssa organisaatioissa on kuiten-
kin monia taloudellisia, organisatorisia, strategisia, teknologisia ja laillisia ongelmia kayttdédnoton
esteina. Jarjestelmallisellda kayttdonoton Iahestymisella ja onnistuneella muutosjohtamisella mo-
net esteet ovat poistettavissa.
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TEKOALYN KAYTTO OPINNAYTTEESSA

Opinnaytteessani on kaytetty tekoalysovelluksia:
O Ei
Kylla

lImoitukseni mukaan olen kayttanyt opinnaytteessani tutkielmaprosessin aikana
seuraavia tekoalysovelluksia:

ChatGPT 40, ChatGPT 4.5, ChatGPT 04-mini-high
Kayttotarkoitus:
Hakusanojen etsiminen ja arvioiminen, kielentarkistus, rakenteen ideointi ja
palautteen pyytaminen.
Osiot, joissa tekoalya on kaytetty:
Koko tyd. Mikdan kohta tydssd ei kuitenkaan sisalla tekodlysovelluksen

kirjoittamaa tekstia, vaan koko tyd on minun itse kirjoittama.

Olen tietoinen siita, ettd olen taysin vastuussa koko opinnaytteeni sisalléstd, mukaan
lukien tekoalylla tuotetut osat, ja hyvaksyn vastuun mahdollisista eettisten ohjeiden
rikkomuksista.



ALKUSANAT

Tekodly aiheena kiinnosti minua jo ennen tyon aloittamista, mutta tarkempi ndkékulman tarken-
taminen vei aikaa ja tarkka aihe ehti muuttua muutamaan otteeseen tyoprosessin aikana. Kone-
oppimisen hyédyntaminen valmistavassa teollisuudessa valikoitui lopulta tyon aiheeksi, silla se
yhdisteli tuotantotalouden ja tekoalyn sivuaineopintojani, jotka olivat muuten tuntuneet melko eril-
lisiltd kokonaisuuksilta. Taman tyon avulla sain yhdistettya oppimaani, minka uskon seka paran-
taneen itse ty6ta, mutta myds olleen minulle henkildkohtaisesti tarkeaa juuri kahden muuten eril-
lisen aihepiirin yhdistamiseksi.

Tahdon kiittaa laheisiani, jotka ovat tukeneet minua tydn tekemisen aikana, seka lehtori Tommi
Mahlamakead, joka auttoi minua suuntaamaan ty6tani oikeaan suuntaan. Erityiskiitokset haluan
esittaa tyoni ohjaajalle Ulla Saarelle, joka oli aina nopeasti saatavilla, pysyi kannustavavana ja
varasi aikaa kahdenkeskeisiin tapaamisiin, vaikka tyoni venyikin alkuperaisesta aikataulusta.

Tampereella 29.4.2025
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1. JOHDANTO

Digitalisaation my6ta yritykset keraavat nykyisin paljon dataa omasta toiminnastaan ja
asiakkaistaan, minkd paremmassa hyédyntamisessa koneoppimisella on paljon potenti-
aalia. Koneoppimisen keskeinen hyoty on kyky kasitelld suuria informaatiomaéria ja 16y-
taa taysin uusia kuvioita, joiden avulla voidaan luoda uutta ymmarrysta, tehostaa toimin-

taa ja avustaa paatdksentekoa (Moradi & Dass, 2022).

Teollista liiketoimintaa on muovannut menneisyydessa useamman kerran uudet tekno-
logiat, kuten sahko, langaton viestinta, tietokone ja internet. Ne ovat helpottaneet datan
keraamista, kasittelya tai siitdmista, mutta paatdksenteko on aina ollut ihmisten vas-
tuulla. Koneoppiminen on ensimmainen teknologia, joka pystyy monissa tapauksissa te-
kemaan paatoksia itsenaisesti tai hyvin vahaisellad valvonnalla. (Paschen, Wilson & Fer-
reira, 2020) Esimerkiksi jo vuonna 2012 tekoalyjarjestelmat kykenivat tunnistamaan lii-
kennemerkkeja kuvista kaksi kertaa luotettavammin kuin ihmiset ja lukemaan kasin kir-
joitettua tekstia lahes yhta hyvin (Ciregan, Meier ja Schmidhuber, 2012). Nykyiset jarjes-
telmat suoriutuvatkin jo monista vastaavista tehtavistd huomattavasti ihmista paremmin.
Jarjestelmien kyky tehda paatoksia vahentaa tyontekijoiden tydkuormaa, minka takia

sen onnistunut hyddyntdminen toiminnassa voi olla hyvinkin arvokasta.

Termeja tekodaly (engl. artificial intelligence) ja koneoppiminen (engl. machine learning)
kaytetaan kirjallisuudessa valilla samoista ja valilla eri asioista. Kdmaraisen (2023) mu-
kaan tekoaly on kuitenkin kattotermi useille teknologioille ja koneoppiminen kuuluu taten
tekoalyn alle. Tata maaritelmaa kaytetaan tassakin tyossa. Eri tekoalyn alle kuuluviin
teknologioihin ei perehdytd sen enempaa, silla tdama tyo keskittyy koneoppimiseen. Ko-
neoppimisella viitataan ohjelmiin, joita ei ole tehty kokonaan ohjelmoijan toimesta, vaan
ne kayvat lapi koulutusvaiheen, jonka aikana ne oppivat sdantéjad opetusdatasta
(Kamarainen, 2023).

1.1 Tutkimuksen tavoitteet ja tutkimusmenetelma

Ty0 toteutettiin, koska koneoppiminen on nopeasti kehittyva uusi teknologia, jolla on pal-
jon potentiaalia valmistavan teollisuuden sovelluksissa. Parhaat toimintatavat koneoppi-

misen hyddyntamisessa eivat kuitenkaan ole viela vakiintuneita, joten tassa tyossa pyri-



tdén vastaamaan siihen, mitd tdmanhetkinen tutkimus nostaa tarkeimmiksi asioiksi ko-
neoppimisen onnistuneessa hyddyntdmisessa. Ensin aihetta Idhestytdan teoreettiselta
pohjalta tieteellisissa tutkimuksissa esiintyvien hyodyntamistapojen kartoittamisella,
minka jalkeen pyritdan selvittdmaan, mika on paras tapa lahestya koneoppimisen kaytén

lisdamista valmistavan teollisuuden yrityksissa.
Tutkimuskysymyksiksi muodostuivat:
- Miten koneoppimista voidaan hyédyntaa valmistavassa teollisuudessa?

- Milld tavoilla koneoppimisen kayttddnottoa voidaan tukea valmistavassa teolli-

suudessa?

Tutkimus tehtiin kirjallisuuskatsauksena ilman empiirista tutkimusta. Aineisto koottiin en-
sisijaisesti hakemalla artikkeleita Scopus-tietokannasta. Hakusanoina kaytettiin koneop-
pimiseen ja teolliseen toimintaan liittyvia englanninkielisitéa termeja. Aihepiirin tieteellisia
kirjoja etsittiin Tampereen yliopiston yllapitamasta Andor-tietokannasta. Tulososaan va-

littujen Scopus-artikkeleiden hakutermit on kuvattu taulukossa 1.

Taulukko 1: Hakutermeja tulososassa

Tulosten maara

Hakusana (valittu maara) Valitut artikkelit
"machine learning” 104 (3) Lazzaro et al. 2024
AND ("industry 4.0" OR manufacturing Manta-Costa et al. 2024

OR industrial) Ordek et al. 2024

AND applications

AND ("predictive maintenance” OR "qua-
lity inspection” OR "quality control” OR
"anomaly detection” OR "production plan-
ning” OR “production scheduling”)

AND (review OR survey OR framework)

"machine learning” OR "artificial intelli- 110 (3) Awaisi et al. 2024
gence Cannas et al. 2024
AND ("industry 4.0" OR manufacturing Rakholia et al. 2024

OR industrial) OR factory OR factories

AND ("economic impact" OR "return on in-
vestment" OR "ROI" OR "financial ana-
lysis" OR "mone*” OR "business case"
OR "cost-benefit" OR "best practice*”)




Lahteiden laatua arvioitiin Julkaisufoorumin luokitusta kayttden. Tutkimuksen lahteina
kaytettiin vahintaan tason 1 lehdissa julkaistuja tieteellisia artikkeleita, lukuun ottamatta
muutamia tulososion ulkopuolella kaytettyja 1ahteita, jotka sisalsivat taustoituksen kan-
nalta tarkeaa tietoa. Naidenkin lahteiden kohdalla laatua arvioitiin tarkastelemalla julkai-
sijan muita t6ita ja tiedon yhtenaisyyttd muiden julkaisujen kanssa. Hakutuloksia karsittiin
aluksi otsikoiden mukaan, minka jalkeen luettiin jaljelle jaaneiden artikkeleiden abstraktit.
Jos lahde vaikutti edelleen tutkimukseen soveltuvalta, arvioitiin artikkelin soveltuvuutta
sisaltda silmailemalla ja tuloksia tarkastelemalla. Valitut artikkelit luettiin lopulta koko-
naan ja niihin palattiin aina tarvittaessa. Helmenkasvatusmenetelmalla (Schlosser et al.,
2006) valittiin lisaksi kolme artikkelia: Babic et al. (2021), Bertolini et al. (2021) ja Usuga

Cadavid et al. (2020). Kaikki naistakin olivat Julkaisufoorumin tason 1-2 artikkeleita.

Ongelmia lahteiden valinnassa aiheutti alan nopea viimeaikainen kehitys, minka takia
monet lahteet vain muutamankin vuoden takaa sisalsivat jo vanhentunutta tietoa esimer-
kiksi koneoppimisen kyvykkyyksista tai vaadittavista resursseista. Alan termisto ei myos-
kaan ole vield vakiintunutta. Lahteitd valittiin pddasiassa vain vuosilta 2024 ja 2025, jotta

tutkimus olisi mahdollisimman ajantasainen.

1.2 Tutkimuksen rakenne

Tutkimuksen toisessa osassa tarkastellaan koneoppimista teoreettiselta pohjalta. Aluksi
kaydaan lapi koneoppimismallien oppimisprosessia, minka jalkeen tutustutaan koneop-
pimisen oppimisparadigmoihin. Taman osion tavoitteena on antaa lukijalle riittava tekni-
nen ymmarrys kolmannen osan tuloksien tulkintaa varten. Kolmas osa on tutkimuksen
tulososa, jossa kaydaan lapi tutkimuskirjallisuudessa esiintyvia koneoppimisen hyédyn-
tamistapoja valmistavassa teollisuudessa seka parhaita toimintatapoja teknologian hyo-

dyntdmisen edistamiseksi.

Neljannessa osassa tulokset kootaan yhteen ja vastataan tutkimuskysymyksiin niiden
perusteella. Lopuksi pohditaan tutkimusta ja tuloksia kriittisesti ja esitetddn mahdollisia

jatkotutkimussuuntia.



2. OPPIVAT KONEET

Alan Turing esitti vuonna 1950 artikkelissaan Computing machinery and intelligence
idean koneista, jotka voisivat oppia kokeilun, palkintojen ja rangaistusten avulla ilman
erillistd ohjelmointia. Han haaveili tulevaisuuden koneiden osaavan pelata shakkia, ha-
vainnoida ymparistoa ja puhua englantia. Monien mielesta hanen ideansa olivat varmas-
tikin ylioptimistisia, mutta nyt 75 vuotta myéhemmin tietokoneiden kyvykkyydet ovat ylit-

taneet hanen haaveensakin.

Turingin idean ja tietokoneiden kehityksen innoittamana tekoalyn ja koneoppimisen tut-
kiminen alkoi 1950-luvulla, mutta sen aikaiset tietokoneet olivat laskentateholtaan riitta-
mattomia. Ajoittain aihepiirin tutkimus on kiihtynyt tietokoneiden ja algoritmien kehityttya,
mutta joka kerta kehitys on pysahtynyt teknologian jaddessa vajaaksi odotuksista. Teko-
alyn tutkimus onkin koostunut lisaantyneen kiinnostuksen ajanjaksoista ja niiden valiin
jaavista hiljaisemman kehityksen ajoista. Naitd ajanjaksoja kutsutaan yleensa tekoaly-
kevaiksi ja -talviksi. (Duan, Edwards ja Dwivedi, 2019) 2010-luvun alkupuolella alkanut
tamanhetkinen tekoalykevat on seurausta naytdénohjaimien (engl. graphics processing
unit, GPU), tallennustilan halpenemisen ja neuroverkkoihin perustuvien koneoppimis-
mallien kehityksesta (Sevilla et al., 2022). Lisaksi Googlen vuonna 2017 kehittdma neu-
roverkkojen Transformer-arkkitehtuuri (Vaswani et al., 2017) mahdollisti ChatGPT:n kal-

taisten suurten kielimallien luomisen.

Koneoppimisen perusideana on datan ja algoritmien avulla saada aikaiseksi malleja, joi-
den avulla voidaan ratkaista ongelmia, joiden ratkaiseminen on niiden monimutkaisuu-
den vuoksi vaikeaa perinteisen saantdépohjaisen ohjelmoinnin keinoin (Kumar, Rani ja
Singh Khangura, 2023). Koneoppimista on siis yksinkertaisimmillaan parhaiten datapis-
teiden sijoittumista kuvaavan suoran sovituksen l6ytaminen. Monimutkaisimmillaan ko-
neoppimista ovat nykyaikaiset suuret kielimallit, jotka kykenevat ymmartdmaan ja luo-

maan aanta, tekstia ja kuvia lahes yhta hyvin kuin aihealueen asiantuntijat.

2.1 Mallien koulutus

Itse oppiminen tapahtuu kolmivaiheisessa prosessissa, jota voidaan pitdd samankaltai-
sena ihmisten oppimisprosessiin verrattuna. Ensin koneoppimismalli tekee paatdksen
datan pohjalta. Toisessa vaiheessa paatdsta arvioidaan hukkafunktion (engl. loss func-
tion) perusteella. Hukkafunktio laskee jollakin tavalla, kuinka vaarassa ennuste tai luo-

kittelu on. Lopuksi mallia sdadetaan niin, ettd sen paatos olisi samalla datalla vahemman



vaarassa eli hukkafunktion arvo olisi pienempi. (Kumar, Rani ja Singh Khangura, 2023)
Ihmiset oppivat samankaltaisesti arvioimalla omia paatoksia ja oppimalla niista niin, etta

paatdkset johtaisivat useammin haluttuihin lopputuloksiin tulevaisuudessa.

Mallin paatoksenteko tarkoittaa joko jonkin ennusteen tekemista tai luokittelua datan
pohjalta. Malli yrittaa siis 16ytaa kuvioita datasta ja tehda paatdksia siita, mita tulosteen
pitaisi olla. (Kumar, Rani ja Singh Khangura, 2023) Esimerkiksi aiemmin mainitussa li-
neaarisessa regressioanalyysissa ennuste olisi suoran yhtalé datapisteiden perusteella
tai suuressa kielimallissa seuraava sanan osa perustuen aiemmin esiintyneisiin sanojen
osiin.

Jotta voidaan oppia, on oltava jokin tapa arvioida tehtyja paatdksia. Mallin tekemaa paa-
tosta verrataan parhaaseen mahdolliseen paatékseen hukkafunktion avulla. Hukkafunk-
tio laskee jollakin tavalla tehdyn ja parhaan mahdollisen paatdéksen erotuksen. (Kumar,
Rani ja Singh Khangura, 2023) Lineaarisessa regressioanalyysissa hukkafunktiona voi-
taisiin kayttaa esimerkiksi keskinelidvirhetta (engl. mean squared error), joka kertoo
kuinka suuri datapisteiden ja suoran valisten etaisyyksien nelié on keskimaarin. Suurten
kielimallien tapauksessa hukkafunktion on oltava hieman edistyneempi, silla kielen mo-
nimutkaisuuden vuoksi virheen arviointi ei ole mydskaan yksiselitteista. Yksinkertaisissa
ongelmissa, joiden ratkaisu voidaan saada selville muutamalla tuhannella arvauksella,
saattaa virhe sisaltda pelkastaan yhden luvun, kun taas monimutkaisissa ongelmissa

virhe lasketaan vektorina, jolloin silla on seka suuruus etta suunta.

Kun paatdksen virheen arviointiperusteet on maaritetty, voidaan muuttaa mallin para-
metreja (engl. parameters) niin, ettd paatdkset johtavat pienempaan hukkafunktion ar-
voon (Kumar, Rani ja Singh Khangura, 2023). Suoraa sovittaessa parametreja olisivat
kulmakerroin ja vakiotermi, joita voidaan ongelman yksinkertaisuuden vuoksi saataa ar-
vaamalla. Suurissa kielimalleissa parametreja voi olla satoja miljardeja, joten arvaa-
malla sadataminen ei ole mahdollista. Koulutusalgoritmit kuitenkin mahdollistavat saata-
misen, silld hukkafunktion ilmoittama virhe sisaltdéd myds suunnan. Tata kolmivaiheista
koulutusprosessia toistetaan, kunnes mallin suorituskyky ei enda parane (Kumar, Rani

ja Singh Khangura, 2023). Koulutusprosessin eteneminen on esitetty kuvassa 1.



. Mahdollinen
Syédte Koulutusdata — Tuloste
Malli Paatos
Tehtavat muutokset Virhe

Koulutus-
algoritmi

Kuva 1: Koneoppimismallin koulutusprosessi

2.2 Oppimisparadigmat

Yleensa oppimistavat jaetaan neljdan luokkaan: ohjattu oppiminen, ohjaamaton oppimi-
nen, osittain ohjattu oppiminen ja vahvistusoppiminen. (Kumar, Rani ja Singh Khangura,
2023) Paradigmat viittaavat enemman datan tyyppiin kuin itse koneoppimismalleihin,
silld datan luonne maarittda, millaista uutta tietoa siitéd voidaan tuottaa. Tassa tydssa ei
syvennyta tarkemmin siihen, miten koneoppimismallit kasittelevat dataa, silla teollisuus-
sovellusten kannalta keskeisempaa on, millaista dataa prosessista on saatavilla ja mita
sen avulla voidaan saavuttaa, ei niinkdan mallien tekninen toteutus. Oleellista on kuiten-
kin tietaa, ettd mallit ovat aina kyseiseen kayttotarkoitukseen raataloityja, eikd samaa
mallia pysty usein sellaisenaan soveltamaan eri kayttétarkoituksiin. Oppimisparadigmat

on esitelty taulukossa 2.

2.2.1 Ohjattu oppiminen

Ohjattu oppiminen (engl. supervised learning) on koulutusta datalla, joka sisaltaa syot-
teen ja halutun tulosteen. Mallin tavoitteena on luoda tuloste sy6tteen perusteella ja al-
goritmi kouluttaa sita tahan suuntaan. (Kumar, Rani ja Singh Khangura, 2023) Esimer-
kiksi laadunvalvontaa suorittava malli voitaisiin kouluttaa tuotteesta keratylla datalla, joka
on luokiteltu sen mukaan, onko tuote laatuvaatimukset tayttava vai viallinen, sekd mika

vikatyyppi siina on. Koulutusvaiheen jalkeen malli osaa ennustaa pelkan tuotteesta ke-



ratyn datan avulla lapaiseeko tuote laadunvalvonnan tai mika vika siind on. Ohjatun op-
pimisen ongelmat jaotellaan edelleen regressio- ja luokitteluongelmiin (Kumar, Rani ja
Singh Khangura, 2023).

Regressio on arvojen ennustamista niita selittavien muuttujien perusteella. Syéte voi si-
saltda sekd numeerisia, ettd kategorisia muuttujia, joiden perusteella malli luo jatkuvan
yhden tai useamman numeron tulosteen. (Kumar, Rani ja Singh Khangura, 2023) Esi-
merkiksi tuotteen kysynnan ennustaminen on regressiotehtava, jossa muuttujat sisaltai-
sivat tietoa kysyntaan vaikuttavista asioista, kuten saasta, myynnin asiakastapaamisista,

vuodenajasta tai asiakkaiden markkinatilanteesta.

Luokittelun tavoitteena on jaotella sy6te ennalta maariteltyihin luokkiin. Kuten regressi-
ossa, syobte voi sisaltdd numeerisia ja kategorisia muuttujia, mutta tuloste on diskreetti
eli jaettu luokkiin. (Kumar, Rani ja Singh Khangura, 2023) Teollisuudessa luokittelua voi-
taisiin kayttaa esimerkiksi vikatyyppien tunnistamiseen kuvien perusteella, koneongel-
mien tunnistamiseen sensoridatan avulla tai trukkien vapaana olon tunnistamiseen val-

vontakamerakuvan perusteella.

2.2.2 Ohjaamaton oppiminen

Ohjaamattomassa oppimisessa (engl. unsupervised learning) kaytetty data ei sisalla ha-
luttua tulostetta, vaan tavoitteena on 16ytaa datasta yhteyksia tai ryhmitella sitd (Kumar,
Rani ja Singh Khangura, 2023). Esimerkiksi asiakkaiden ostoskayttaytymisestd on mah-
dollista 16ytdd samankaltaisia asiakassegmentteja tai usein yhdessa ostettuja tuotteita.
Ohjaamattoman oppimisen ongelmat on yleensa jaoteltu ryvastykseen (engl. clustering)
ja yhteyksien etsimiseen (engl. association) (Kumar, Rani ja Singh Khangura, 2023), jolle

ei ole vakiintunutta suomenkielista termia.

Ryvastyksessa tavoitteena on ryhmitelld samankaltaiset datapisteet yhteen niiden omi-
naisuuksien perusteella. Mahdollisista datassa esiintyvista ryhmista tai luokista ei ole
etukateen tietoa, vaan tavoitteena on I0ytaa rakennetta ilman tata tietoa. Ryhmittely ta-
pahtuu jonkinlaisen samankaltaisuusmittarin perusteella. Yksinkertaisimmillaan saman-
kaltaisuutta voidaan mitata pisteiden etaisyydelld toisistaan, mutta yleensd perusteet
ovat monimutkaisempia ja tehokkaampia. (Kumar, Rani ja Singh Khangura, 2023) Aiem-

min mainittu asiakassegmenttien 16ytdminen on ryvastysongelma.

Yhteyksien etsiminen on tyypillisesti transaktiodatalle tehtavaa kasittelya, jonka tavoit-
teena on 10ytaa mitka tapahtumat esiintyvat usein yhdessa tai vaihtoehtoisesti, mitka

tapahtumat esiintyvat usein yksin (Kumar, Rani ja Singh Khangura, 2023). Asiakkaiden



ostoskayttaytymista tutkittaessa voitaisiin siis saada esimerkiksi selville, ettd tomaattipy-

reen ja sailykeananaksien kanssa ostetaan usein myos pitsajuustoraastetta.

Koska ohjaamattomassa oppimisessa tavoitteet eivat ole tarkasti maariteltyja ihmisen
toimesta, on saatujen tuloksien tulkitseminen usein haastavaa. Loydetyt ryhmat tai yh-
teydet saattavat olla niin moniulotteisia ja intuition vastaisia, etta niiden esittaminen hel-
posti ymmarrettavassa muodossa voi olla mahdotonta. Taman vuoksi sidosryhmat saat-

tavat suhtautua tuloksiin skeptisesti. (Kumar, Rani ja Singh Khangura, 2023)

2.2.3 Osittain ohjattu oppiminen

Osittain ohjattu oppiminen (engl. semi-supervised learning) yhdistelee ohjatun ja ohjaa-
mattoman oppimisen menetelmia tavoitteena saavuttaa molempien menetelmien hyodtyja
ilman molempien haittoja. Osittain ohjatulla oppimisella voidaan saavuttaa hyvia tuloksia
silloin, kun syotedataa on paljon saatavilla, mutta haluttuja tulosteita on olemassa vahan
ja niitd on kallista tuottaa. Aluksi mallia voidaan kouluttaa syo6te-tuloste-pareilla ohjatun
oppimisen menetelmin, minka jalkeen koulutusta voidaan jatkaa ohjaamattoman oppimi-
sen menetelmilld. TAman menetelman onnistunut soveltaminen on ohjattua ja ohjaama-
tonta oppimista vaikeampaa mallien monimutkaisuuden vuoksi, mutta silld voidaan saa-

vuttaa joissakin tilanteissa hyvia tuloksia. (Kumar, Rani ja Singh Khangura, 2023)

2.2.4 Vahvistusoppiminen

Vahvistusoppiminen (engl. reinforcement learning) on koulutustapa, jossa malli oppii ko-
keilemalla ja algoritmi palkitsee tai rankaisee mallia koulutuksen aikana sen mukaan,
kuinka hyvin se suoriutuu halutun mittarin perusteella. Mallille annetaan sy6tteena tietoa
ymparistosta, jossa se toimii ja tulosteena malli antaa siltd pyydettyja arvoja, joilla se voi
vaikuttaa palkitsemisalgoritmin mittaamaan asiaan. (Kumar, Rani ja Singh Khangura,
2023) Esimerkiksi navigaattori saattaisi etsia parasta reittid kokeilemalla ja palkitsemis-
algoritmi voisi palkita lyhyttd matka-aikaa ja rangaista suurta kdannosten maaraa. Vah-
vistusoppiminen sopii hyvin tehtaviin, joissa tavoitteena on jonkin mitattavissa olevan

asian optimointi.



Taulukko 2: Koneoppimisen oppimisparadigmat

(Kéamarainen, 2023; Kumar, Rani ja Singh Khangura, 2023)

Paradigma Vahvuudet Heikkoudet Kayttokohteita
Ohjattu oppi- | Hyva suorituskyky luokit- | Vaatii halutun tulosteen | Regressio
minen tglu-ﬂ ja regressiotehtd- | sisaltdvaa dataa Luokittelu
vissa
Ohjaamaton | Hyva Idytdmaan ryhmia | Tulokset vaikeita tulkita | Asiakassegmenttien
oppiminen ja yhteyksia tunnisteetto- | ja toimintaperiaate vai- | 16ytaminen
masta datasta kea ymmartaa Poikkeuksien tunnista-
minen
Transaktiodatan analy-
sointi
Osittain  oh- | Kaiken koulutusdatan ei | Teknisesti vaikea toteut- | Luokittelu
jattu oppimi- | tarvitse sisaltda tulos- | taa R .
egressio
nen tetta, mutta tulokset ovat . .
N . L Saattaa tehda vaikeasti
l[&hes yhta hyvia ohjatun o
o huomattavia virheita
oppimisen kanssa
Vaatii hieman syote-tu-
lostepareja
Vahvistusop- | Hyva I0ytamaan par- | Saattaa optimoida halut- | Optimointi
piminen haan toimintatavan mo- | tua asiaa ei-toivotulla ta-
nimutkaisessa ymparis- | valla
t0ssa

2.3 Koneoppimisen haasteita

Vaikka koneoppiminen onkin tehokas teknologia ja teoriassa melko yksinkertaista kayt-
taa, on sen kaytannon soveltamisessa monia ongelmia. Uutta sovellusta kehittdessa tar-
vitaan koulutusdataa, jota usein joko ei ole riittdvasti saatavilla, se on hyvin yksipuoleista
tai muuten huonolaatuista (Kumar, Rani ja Singh Khangura, 2023). Kuvitellaan esimer-
kiksi tilanne, jossa tuotteista on keratty laatudataa monta vuotta, mutta sing aikana kay-
tetty raaka-aine on vaihtunut, laadun mittaustapaa on muutettu, kaikki tyontekijat eivat
ole tehneet kirjauksia I0ydetyista virheista ja valillda osa antureista ovat olleet viallisia tai
poissa kaytosta. Tallaisella datalla mallin kouluttaminen on Idhes varmasti mahdotonta,

ainakin ilman tyolasta datan siivousta.

Kun on saatu paljon laadukasta dataa, paastaan kouluttamaan mallia. Oikean malliark-
kitehtuurin valitseminen jokaiseen tehtdvaan on kuitenkin vaikeaa, silla usein monet eri-
laiset arkkitehtuurit soveltuvat tehtavan ratkaisemiseen, mutta niiden valilla on silti suuria

eroja siind, kuinka hyvin ne tehtavasta suoriutuvat. Koulutusvaiheessa on myds varot-
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tava mallin ylioppimista (engl. overfitting), jossa malli oppii koulutusdataa ulkoa sen si-
jaan, etta se opettelisi datasta I0ytyviad saantdja. Ylioppineen mallin tunnistaa siita, etta
se suoriutuu todella hyvin koulutusdatalla testattaessa, mutta uudella datalla tulokset
ovat huonoja. Ylioppimisen vastakohta on alioppiminen (engl. underfitting), jolloin malli
taas oppii vain osan datan saannoista, eikd sen suorituskyky ole kovin hyva.
(Kamarainen, 2023)

Koulutetun mallin kayttdonottoa ennen on kuitenkin huomioitava viela monia asioita.
Jotta yrityksen toimintaan paastaan tekemaan muutoksia, on sidosryhmille osoitettava
muutoksen tuovan parannuksia. Ongelmana monissa koneoppimismalleissa on kuiten-
kin se, etta niiden toimintaperiaatetta ja tulosteita voi olla hyvin vaikeaa tulkita, varsinkin
jos aihepiirista ei ole kattavaa osaamista. Mallien toimivuutta tositilanteissa voi myos olla

vaikeaa arvioida ennen niiden kayttéonottoa. (Kumar, Rani ja Singh Khangura, 2023)

Koko toiminta vaatii lisaksi riittavia resursseja, osaamista ja tietosuojan huomioimista.
Datan kerdaminen, kasittely, mallien luonti, koulutus ja kayttédnotto vaativat ymmarrysta
seka yrityksen toiminnan luonteesta, etta itse koneoppimisesta. (Rakholia et al., 2024)
Osaamisen lisaksi tarvitaan laskentatehoa, jotta malleja voidaan kouluttaa. Monien mal-
lien kayttd ei vaadi koulutuksen jalkeen suuria maaria laskentatehoa, mutta osa vaatii
sitd varten suunniteltuja tietokoneita. Arkaluontoista dataa kasitellessd myds tietosuoja
on huomioitava, jolloin esimerkiksi suuri osa pilvipalveluista rajautuu pois. (Kumar, Rani

ja Singh Khangura, 2023) Ongelmia on koottu taulukkoon 3.



11

Taulukko 3: Yleisid ongelmia koneoppimissovelluksien kehittémisessé

Ongelma-alue

Ongelma

Esimerkki

Data

Datan puute

Dataa ei ole keratty tai sitd on keratty vain
valilla

Puolueellinen data

Osaa vikatyypeistd on kirjattu paremmin
kuin toisia

Huonolaatuinen data

Dataa keratty viallisesta anturista

Malli

Mallin valinta

Monia ongelmia voi ratkoa useammalla eri-
laisella mallilla, mutta eri mallien suoritusky-
kya ei voi tietda tarkkaan ennen koulutusta

Koulutuksen onnistu-

minen

Ylioppiminen, alioppiminen tai epdonnistu-
nut piirteiden valinta

Mallin tulkinta

Mallien toimintaa on usein vaikea ymmartaa
ja tulosteita voi olla vaikeaa esittda

Rajalliset resurssit

Laskenta

Joidenkin mallien koulutus tai kaytto vaativat
paljon laskentaa, mika vaatii suuria rahallisia
investointeja

Osaaminen

Teollisen prosessin ymmarrys ja koneoppi-
misen osaaminen pitdd yhdistda onnistu-
neesti

Turvallisuus

Luotettavuus

Mallien pitda olla riittdvan luotettavia, jotta
niitd voidaan ottaa osaksi toimintaa

Tietosuoja

Koulutusdata voi sisaltaa arkaluontoista tie-
toa
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3. KONEOPPIMISEN HYODYNTAMINEN VALMIS-
TAVASSA TEOLLISUUDESSA

Koneoppimista pystytdan teoriassa soveltamaan valmistavassa teollisuudessa kaikki-
alla, missa jonkin tiedon pohjalta pitéa tehda ennusteita tai paatoksia. Viimeisten 10-15
vuoden aikana koneoppimista on alettu hyédyntdad monissa valmistavan teollisuuden
prosesseissa, joissa silla on saatu olemassa olevia prosesseja tehokkaammiksi tai luo-
tua kokonaan uusia tapoja toteuttaa asioita esimerkiksi robotiikan avulla (Kumar, Rani ja
Singh Khangura, 2023).

Manta-Costa et al. esittavat valmistavan teollisuuden koneoppimissovelluksia tutkivassa
artikkelissaan (2024) viisi keskeista tapaa, joilla valmistavassa teollisuudessa hyédyn-
netdan koneoppimista: ennustava huolto (engl. predictive maintenance, PdM), poikkeuk-
sien tunnistaminen (engl. anomaly detection), tuotannonohjaus, laadunvalvonta seka ih-
misten ja robottien vuorovaikutus. Ordek et al. (2024) puolestaan luokittelevat tavat nel-
jaan kategoriaan: huoltojen hallintaan, laadunvalvontaan, tuotannonohjaukseen ja toimi-
tusketjun hallintaan. Awaisi, Ye ja Sampalli (2024) nostavat kolme merkittavaa kayttotar-
koitusta valmistavassa teollisuudessa: ennustava huolto, koneiden valvonta ja tuotannon

optimointi.

Koska ihmisten ja robottien vuorovaikutus on melko epamaarainen aihe, siihen ei tassa
tydssa paneuduttu. Ennustavalla huollolla ja huoltojen hallinnalla seka tuotannonohjauk-
sella ja tuotannon optimoinnilla viitataan artikkeleiden sisallon perusteella samoihin asi-
oihin, joten niita kasiteltiin yhdessa. Poikkeuksien tunnistamisella ja koneiden valvon-
nalla viitataan menetelmiin, joita hyddynnetaan ennustavassa huollossa ja laadunval-
vonnassa, joten niitd ei mydskaan kasitelld erikseen. Jaljelle jaivat nelja tarkasteltavaa
kayttdtarkoitusta: ennustava huolto, laadunvalvonta, tuotannonohjaus ja toimitusketjun

hallinta.

3.1 Ennustava huolto

Ennustava huolto pyrkii ennustamaan trendeja, mallintamaan kayttaytymista ja 16yta-
maan korrelaatioita, jotta huoltoprosesseja pystytddn paremmin suunnittelemaan. Ta-
voitteena on vahentaa koneiden hairidaikaa, laskea kustannuksia seka lisata hallintaa,
laatua ja tuotantoa. (Manta-Costa et al., 2024) Perinteisesti huolto on tehty ennaltaeh-

kaisevasti joko ajan mukaan eli tiettyna paivana esimerkiksi tehdasseisokkien aikaan,
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idn mukaan eli laitteen kayttdian perusteella tai jonkin muun ehdon mukaisesti, esimer-
kiksi kayttétuntien perusteella. Naitd paatdksia tehdessa on kuitenkin valittava pidem-
man kayttéian ja hajoamisriskin valilta. Ennustavassa huollossa huoltoja tehtaisiin ide-
aalitilanteessa vain koneen todellisen kunnon mukaan, mikd vahentaisi turhaa huoltoa
liian aikaisen huollon takia seka koneiden rikkoutumisia liian my®dhaisen huollon takia.
Pidemman kayttoian ja hajoamisriskin valilla ei jouduttaisi valitsemaan, silla huolto teh-
taisiin aina siina vaiheessa, kun se on tarpeellista. (Lazzaro, D’Addona ja Merenda,
2024) Tuotantoprosessissa syntyva data ei sisalla syote-tuloste-pareja, joten paaasiassa
ennustavan huollon mallit koulutetaan ohjaamattoman ja osittain ohjatun oppimisen me-
netelmilld (Manta-Costa et al., 2024).

Vaiheet ennustavan huollon kayttdonottoon eivat ole viela vakiintuneet, mutta Lazzaro,
D’Addona ja Merenda (2024) esittavat kolme asiaa, jotka pitdd huomioida. Ensimmainen
on kaikkien ennustettavan jarjestelman kriittisten muuttujien tunnistaminen. Tahan vaa-
ditaan kattavaa ymmarrysta jarjestelman toiminnasta, tavoitteista ja sen roolista osana
laajempaa kokonaisuutta. Toinen artikkelissa tunnistettu asia on naiden muuttujien mit-
taaminen. On oltava antureita, joilla voidaan jatkuvasti mitata jarjestelman toimintaa,
mika mahdollistaa vikaantumisesta viittaavien muutosten havaitsemisen. Viimeisena on
itse ennusteiden ja paatosten tekeminen. Monet viat ovat sellaisia, etta niiden ilmaantu-
minen on mahdollista havaita poikkeavasta anturidatasta ennen kuin jarjestelma on viela
kokonaan hajonnut. Tama mahdollistaa huollon suunnittelun ja osien hankinnan ennen
kuin vika pahenee tuotannon keskeyttdmisen vaativaan tilaan. Esimerkiksi hajoamassa
oleva laakeri saattaisi lammetd enemman kuin normaalisti, pitda poikkeavaa aanta ja
nostaa sita pyorittavan moottorin virrankulutusta. Tama muutos anturidatassa voitaisiin

havaita eika vikaa huomattaisi vasta laakerin hajotessa ja tuotannon keskeytyessa.

3.1.1 Ennustavan huollon haasteet

Iso osa ennustavan huollon tutkimuksesta keskittyy laitteiden hajoamisajan ennustami-
seen kontrolloiduissa olosuhteissa (Manta-Costa et al., 2024). Kaytanndn ongelmat jaa-
vatkin helposti huomioimatta, silléd kontrolloidut olosuhteet ovat melko erilaisia oikeasta
tuotantoymparistdsta. Manta-Costa et al. (2024) esittda kolme merkittavaa kaytannon
ongelmaa. Ensimmainen ongelma on data: tuotantoprosessista kerattyd dataa ei valtta-
matta ole koulutusta varten riittavasti saatavilla ja data yleensa sisaltaa vain vahan vika-
tiloja, koska niitd osataan perinteisinkin menetelmin valttaa varsin hyvin. Toiseksi ennus-
tusprosessi on kaytadnndssa aina rakennettu nykyisen tuotantoprosessin paalle, mista
seuraa ongelmia sujuvan integraation ja tulevaisuuden paivitysmahdollisuuksien kanssa.

Kolmas esitetty ongelma on resurssien puute, koska mallit vaativat jatkuvaa yllapitoa.
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Esimerkiksi koneeseen tehdyt saadot voivat vaikuttaa mallin toimivuuteen, jos se luokit-
telee uudella tavalla toimivan koneen vialliseksi. Naiden muutosten tekeminen vaatii

osaavaa tydvoimaa.

3.2 Laadunvalvonta

Koneoppimisen avulla pystytdan suorittamaan laadunvalvontaa kerddmalld dataa val-
mistettavasta tuotteesta. Koneiden suorittama laadunvalvonta on monissa tilanteissa no-
peampaa, luotettavampaa ja helpompaa kuin ihmisen suorittama valvonta. Vaikka dataa
tuotteesta voidaan kerata lukemattomilla tavoilla, kamerapohjaiset laadunvalvontasovel-
lukset ovat suosituimpia niiden helppouden ja edullisuuden vuoksi. Automatisoitu laa-
dunvalvonta my6s mahdollistaa jokaisen tuotteen tarkistamisen hidastamatta ja lisaa-

matta vaiheita tuotantoon. (Manta-Costa et al., 2024)

Ordek et al. (2024) listaavat seitseman kykya koneoppimisalgoritmeille laadunvalvon-
nassa: asiantuntijoiden korvaaminen paremmalla suorituskyvylla, laatuongelmien aikai-
nen tunnistaminen, moniulottuvuuksisen datan tulkinta, laadun parantaminen, hyva suo-
riutuminen viallisten tuotteiden tunnistamisessa, erilaisten tuotantoteknologioiden
kanssa toimiminen ja luonnollisten virheiden erottaminen vakavista virheista. Babic et al.
(2021) l6ydosten mukaan koneoppimispohjaiset laadunvalvontasovellukset suoriutuvat
ihmisia selkeasti paremmin ja ovat nykyaan suhteellisen edullisia ottaa kayttoon. Monet

yritykset eivat kuitenkaan viela hyddyntaneet tallaisia jarjestelmia.

Babic et al. (2021) mukaan kameroilla dataa kerdava ja kuvia analysoiva laadunvalvonta
oli yleisin kaytdssa oleva teknologia. Kuvadataa on helppoa kerata ja sen kasittelyyn oli
olemassa vakiintuneita kaytantdja teollisuuden ulkopuolella. Teollisuudessa kasittelyta-
vat eivat kuitenkaan olleet viela vakiintuneita ja kaytettavat ohjelmistot seka vioista ke-
rattava tieto eivat olleet yhtenaisia tutkimusten valilla. Osassa heidan analysoimissaan
tutkimuksissa jarjestelma tuotti hyvin vahan tietoa laadusta, kun taas osassa se kertoi
vian tarkan sijainnin, koon ja tyypin. Laadunvalvontaa voidaan toteuttaa vain poikkeamia
etsimalla ohjaamattoman oppimisen keinoin tai tarkkoihin vikatyyppeihin luokittelemalla

ohjatun oppimisen ja osittain ohjatun oppimisen keinoin (Manta-Costa et al., 2024).

3.2.1 Laadunvalvonnan haasteet
Laadunvalvonnan haasteet ovat hyvin samankaltaisia kuin ennustavan huollon haasteet,
silld laadunvalvonnassa tavoitteena on 16ytaa vikoja tuotteesta, kun taas ennustavassa

huollossa etsitdan vikoja koneista, joten prosesseissa on paljon yhtalaisyyksia. Keskei-
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nen ero on kuitenkin se, ettd vianetsinnan kohde vaihtuu koko ajan sekd& samalla ko-
neella saatetaan tehda useita eri tuotteita, jolloin samojen antureiden pitda soveltua laa-

jemmin eri kayttotarkoituksiin.

Nopeus ja tuotteiden vaihtuvuus nostetaan Manta-Costa et al. (2024) artikkelissa kes-
keisiksi ongelmiksi. Nopeuden takia mallin pitaa kyeta kasittelemaan dataa vahintaan
yhta nopeasti kuin tuotantolinjalla etenee tuotteita, mikéd on haastavaa suurien mallien
tai hyvin nopeiden linjastojen kanssa. Kyky vaihtaa uusiin tuotteisiin lyhyen ajan sisalla,
kun koneella valmistetaan eri tuotteita sek& pidemmalla aikavalill, kun tuotteisiin tulee
paivityksia, vaatii jatkuvaa mallien kehittdmista. Babic et al. (2021) mainitsee jatkuvan
kehittamistarpeen lisaksi kamerapohjaisten jarjestelmien ongelmaksi erilaisten tuottei-
den kuvaamisen, silla esimerkiksi tummaa mattapintaista tuotetta taytyy kuvata hyvin

erilaisella valotuksella ja kameran asetuksilla kuin vaaleaa ja kiiltavaa esinetta.

3.3 Tuotannonohjaus

Yksittaisten prosessien tasoa ylempana tuotannonohjauksessa koneoppimista voidaan
hyédyntaa prosessien ohjaamisessa ja valvonnassa, varastonhallinnassa ja materiaali-
virtojen ohjaamisessa, aikataulutuksessa ja aika-arvioiden luomisessa. Monet tuotan-
nonohjauksen tehtavat ovat vahvistusoppimisen avulla ratkaistavia ongelmia, silla niissa
on selk3 tavoite ja rajatut toimintamahdollisuudet. Esimerkiksi automaattitrukkien reitti-
valintojen automatisointi tapahtuu vahvistusoppimisen menetelmilla. (Usuga Cadavid et
al., 2020)

Ordek et al. (2024) nostaa erityisesti aikataulutuksessa saavutettavat hyddyt esille. Si-
muloimalla pystytaan saavuttamaan hyvia tuloksia, mutta nekin ovat yleensa saantopoh-
jaisia, jolloin niiden kyvykkyydet ovat rajallisemmat. Vahvistusoppimista hyddyntamalla
pystytddn huomioimaan useita tavoitteita, kuten tuotantokustannukset, lapaisyaika, ta-
sapainoinen tydkuorma ja joustavuus, mika vaatisi sdantépohjaiselta jarjestelmaltd mo-

nimutkaista laskentaa.

3.3.1 Tuotannonohjauksen haasteet

Jotta tehtaasta voidaan koota riittavasti dataa tuotannonohjausta varten, vaaditaan pal-
jon infrastruktuuria. Koneoppimismalli on myds vaikeaa saada huomioimaan koko-
naisuus, josta tuotannonsuunnittelijalla yleensa olisi hyva ymmarrys. (Manta-Costa et

al., 2024) Ordek et al. (2024) analysoimista tutkimuksista yhdessak&an ei ollut koko tuo-
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tannonsuunnittelua annettu koneoppimismallille oikeassa tehtaassa. Tama viittaisi sii-
hen, etta rajatuissa suunnitteluongelmissa mallit toimivat hyvin, mutta tuotannonsuunnit-

telijan tehtavaa on vaikea korvata.

3.4 Toimitusketjun hallinta

Toimitusketjun hallinnassa keskeisessa osassa on ajantasaisen tiedon ja ennusteiden
saatavuus. Rakholia et al. (2024) mukaan koneoppimisalgoritmit voivat analysoida va-
rastotasoja, tehda kysyntaennusteita ja huomioida logistiset haasteet tuotannonsuunnit-
telussa, varastonhallinnassa ja jakelussa. Nailla keinoilla voitaisiin saavuttaa parannuk-
sia asiakastyytyvaisyyteen, vahentdd varaston loppumisia ja lyhentda toimitusaikoja.
Bertolini et al. (2021) jakoivat toimitusketjun hallinnan sovellukset mallinnukseen ja koor-
dinointiin, kysynnan ennustamiseen ja varastonhallintaan. Kaytannossa kaikissa kuiten-
kin koneoppimista hyddynnettiin toimittajien ja asiakkaiden ja materiaalivirtojen mallinta-

miseen ja tulokset olivat perinteisia menetelmid hieman parempia.

3.4.1 Toimitusketjun hallinnan haasteet

Analysoiduissa artikkeleissa ei mainita erityisesti toimitusketjun hallintaa koskevia haas-
teita, mutta aiemmin mainitut dataa, mallien valintaa ja luotettavuutta koskevat ongelmat

vaikuttavat myos toimitusketjun hallintaa varten tehtyihin sovelluksiin.

3.5 Esteita koneoppimisen kayttoonottoon

Koneoppiminen on lupaava teknologia, mutta sen hyédyntdminen valmistavassa teolli-
suudessa ei ole vield kovin laajaa. Cannas et al. (2024) tunnistivat 22 estetta tekoalyso-
vellusten kayttdonottoon toimitusketjussa viidesta kategoriasta: taloudelliset, organisa-
toriset, strategiset, teknologiset ja lailliset syyt. Tutkimuksen 16ydokset ovat tarkemmin

esitetty taulukossa 4.
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Taulukko 4: Cannas et al. (2024) tunnistamat esteet tekodlysovellusten kdytto6n-

ottoon teollisuudessa (mukaillen lahteestd Cannas et al. 2024)

Kategoria

Esteet

Taloudelliset esteet

Korkeat investointikustannukset, oman padoman puute ja ulkoisen
rahoituksen saamisen vaikeus

Investointien taloudellisten hyétyjen epaselvyys, kokemuksen
puute teknologiaan investoinnista

Investointipaatoksia tukevien riskienhallintatydkalujen puute

Organisatoriset esteet

Osaavan tyévoiman puute

Yrityksen sisdinen kulttuuri ei tue teknologista edistymista

Muutosvastaisuus

Tietdmyksenhallintajarjestelmien ja sidosryhmien yhteistyon puute

Strategiset esteet

Muutoksien vaikeus ja heikko muutosjohtaminen

Teknologiastrategian puuttuminen ja heikko lIahestymistapa kayt-
té6nottoon

Ylimman johdon sitoutumisen puute

Lean-tuotannon ja jatkuvan kehittdmisen puute

Sidosryhmien heikko sitoutuminen

Huono teknologian ymmarrys ja sen strategisen tarkeyden ym-
martamattémyys

Tutkimuslaitosyhteistydn puute

Huonot tutkimus- ja kehittdmistoiminnan kaytannot

Teknologiset esteet

Huono IT-infrastruktuuri

Eri laitteiden ja teknologioiden integraatio-ongelmat

Haluttu teknologia on vield uusi

Tiedonjakamisen vastustus

Huonolaatuinen data

Lailliset esteet

Tietoturvan lainsdadannoén puute

Standardien ja sdaddksien puute datan omistajuuden ja tekijanoi-
keuksien osalta

3.6 Parhaat toimintatavat koneoppimisen hyoédyntamiseen val-
mistavassa teollisuudessa

Esteet antavat suuntaa sille, mitd kannattaa tehda, jos koneoppimista haluaa hyddyntaa

toiminnassa. Rakholia et al. (2024) myds ehdottavat oman tutkimuksensa lopussa par-

haita toimintatapoja tekoalyteknologioiden hyodyntamiseen. Heidan tutkimuksessansa

eriteltiin 10 asiaa: laadukkaan datan saatavuuden varmistaminen, eri alojen osaajien yh-

teistydn tukeminen, tietoturvan priorisointi, aloitus pienilld kokeiluilla ennen laajempaa
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kayttddnottoa, koulutuksen tarjoaminen henkilostdlle, eettisten ongelmien huomioimi-
nen, saadosten ja lainsadadannon seuraaminen, paikallisen ja pilvilaskennan yhdistely,
teknologian suorituskykyindikaattoreiden maarittely ja seuraaminen seka palaute- ja
seurantajarjestelmien kehittaminen. Mikaan naista ei vaikuttaisi suoraan Cannas et al.
(2024) tunnistamiin taloudellisiin esteisiin, mutta hyvat kdytannét ja osaamisen kartoitta-
minen auttaisivat niihin epasuorasti, silla taloudellisen hyddyn ja riskien arviointi helpot-

tuisi, mika taas parantaisi rahoituksen saamisen mahdollisuuksia.

Manta-Costa et al. (2024) esittivat suunnitteluperiaatteita teollisuustekoalylle. He mainit-
sevat tydssaan laajalti samoja asioita kuin Rakholia et al. (2024) ja Cannas et al. (2024),
mutta tydssa korostetaan erityisesti kestavyyden ja standardoinnin puute. Kestavyydella
tutkimuksessa viitataan kaytantoihin, jotka mahdollistavat teknologian yllapidon ja kehit-
tamisen tulevaisuudessa ja standardoinnilla kaytanteiden ja datan yhtenaistamiseen
seka yrityksen, ettd koko toimialan sisalla. Taulukossa 5 on eritelty parhaita toimintata-

poja koneoppimisen hyddyntamiseen teollisuudessa.

Taulukko 5: Parhaita toimintatapoja koneoppimisen hyédyntdmiseen teollisuu-

dessa.

Toimintatapa Miksi kannattaa tehda
Jarjestelmallinen datan kerdaminen ja Mahdollistaa mallien koulutuksen ilman,
tallentaminen ettd dataa tarvitsee kerata tai kasitella

paljoa
Henkiloston yhteistyo ja koulutus Vahentaa muutosvastaisuutta

Tukee kehitysta

Lisaa luottamusta

Eettisten ongelmien huomioiminen Lisaa luottamusta

Lisaa lapinakyvyytta

Tietoturvan huomioiminen Lisaa luottamusta

Estaa tietovuotoja

Palautejarjestelmien kayttoonotto Tukee jatkuvaa kehittamista
Auttaa ongelmakohtien l6ytamisessa

Yllapitoon panostus Varmistaa teknologian luotettavuuden tu-
levaisuudessa

Mahdollistaa jatkuvan kehittamisen

Datan ja toimintatapojen standardointi Helpottaa teknologian laajaa kayttdonot-
toa

Helpottaa koulutusta
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4. PAATELMAT

Taman tutkimuksen tavoitteena oli tarkastella koneoppimisen hyédyntamisen nykytilaa
valmistavan teollisuuden yrityksissa ja tunnistaa hyvia toimintatapoja koneoppimisen
kayttoonoton edistamiseksi. Naiden kahden kysymyksen ohjaamana saatiin parempi
ymmarrys siita, mitd koneoppimisella voidaan saavuttaa ja mita yritykset voivat tehda
hyotyjen saavuttamiseksi. Tutkimuksen merkittavimmat tulokset kdydaan lapi tassa osi-

0ssa ja ne ovat esitetty taulukossa 6.

4.1 Tutkimuksen tulokset

Tutkimuksen alussa tutkimusta ohjaamaan valittiin kaksi tutkimuskysymysta: miten ko-
neoppimista voidaan hyédyntaa valmistavassa teollisuudessa, ja milla tavoilla koneop-
pimisen kayttddnottoa voidaan tukea valmistavassa teollisuudessa? Ensimmaiseen ky-
symykseen vastauksena tunnistettiin nelja asiaa: ennustava huolto, laadunvalvonta, tuo-
tannonohjaus ja toimitusketjun hallinta. Ennustava huolto on koneiden kunnon mallinta-
mista anturidataa analysoimalla, jolloin vikaantumiset on mahdollista ennustaa. Tama
vahentaa turhaa huoltamista seka koneiden rikkoutumisia optimoimalla huollot todellisen

tarpeen mukaisiksi. (Lazzaro, D’Addona ja Merenda, 2024; Manta-Costa et al., 2024)

Koneoppimispohjainen laadunvalvonta on tuotteiden laadun mallintamista anturidataa
analysoimalla. Sen avulla voidaan tehda laadunvalvonnasta nopeampaa, kattavampaa
ja tarkempaa. (Babic, Farahani ja Wuest, 2021; Manta-Costa et al., 2024; Ordek, Borgi-

anni ja Coatanea, 2024)

Tuotannonohjauksessa koneoppiminen on paaasiassa vahvistusoppimisen menetelmia
hyddyntaen tehtya optimointia. Sita voidaan hyddyntaa aikataulujen, materiaalivirtojen ja
kaluston kayton suunnittelussa huomioiden halutut tavoitteet. (Usuga Cadavid et al.,
2020; Manta-Costa et al., 2024; Ordek, Borgianni ja Coatanea, 2024)

Toimitusketjun hallinnassa koneoppimista voidaan hyédyntaa ennusteiden tekemisessa,
varastoiden optimoinnissa ja logistiikkasuunnittelussa, mika parantaa toimitusvarmuutta
ja vahentaa hukkaa. (Bertolini et al., 2021; Rakholia et al., 2024)

Toiseen kysymykseen on monia vastauksia, jotka kuitenkin kaikki liittyvat organisaation
tapaan mahdollistaa koneoppimista, eikd itse koneoppimisen tekniseen toteutukseen.
Keskeisimmat 10ydokset olivat jarjestelmallinen datan hallinta, monialainen yhteistyo,

pienet kokeilut ennen tuotantosovelluksia, palaute ja seuranta, eettisyys ja tietoturva
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seka standardointi. Ongelmat koneoppimisen hyddyntamisessa eivat usein johdu tekno-
logian puutteista, vaan ne liittyvat enemman osaamiseen ja organisaation tapaan toteut-
taa asioita. Hyvilld kaytanteilld ja johtamistavalla voidaan mahdollistaa koneoppimisen
kayttoonottoa valmistavan teollisuuden yrityksissa. (Cannas et al., 2024; Manta-Costa et
al., 2024; Rakholia et al., 2024)

Taulukko 6: Tutkimuksen tulokset

Tutkimuskysymys Keskeiset I6ydokset Keskeiset ldhteet
Manta-Costa et al. (2024)
. . . Ennustava huolto, L D’Add &
Miten koneoppimista voidaan azzaro, ona
hyddyntaa valmistavassa laadunvalvonta, Merenda (2024)

teollisuudessa? tuotannonohjaus ja )
' toimitusketjun hallinta Ordek et al. (2024)

Rakholia et al. (2024)

Jarjestelmallinen datan Rakholia et al. (2024)
hallinta, monialainen

yhteistyd, pienet kokeilut, Cannas et al. (2024)

palaute ja seuranta, eettisyys )
ja tietoturva, standardointi Manta-Costa et al. (2024)

Milla tavoilla koneoppimisen
kayttdonottoa voidaan tukea
valmistavassa
teollisuudessa?

4.2 Tutkimuksen arviointi ja jatkotutkimustarpeet

Tulososaan valittiin laadun varmistamiseksi vain Julkaisufoorumin tason 1-3 JUFO-luo-
kituksen omaavissa lehdissa julkaistuja tieteellisia artikkeleita. Artikkeleita I0ytyi run-
saasti, mutta on mahdollista, etta tarkeita artikkeleita jai tydn ulkopuolelle, sillda koneop-
piminen on nopeasti kehittyva ala, eika termistd ole siksi viela vakiintunutta. Tama asia
kuitenkin tiedostettiin jo hakuja tehdessa, minka takia monia eri hakutermeja testattiin
ennen lopullisten lausekkeiden valintaa. Tutkimuskysymykset olivat melko laajoja, mika
osaltaan vaikeutti tyon rajaamista, mutta haut eivat lopulta tuottaneet lilan suuria tulos-

maaria tarkkaa lapikayntia varten.

Koneoppimisen hyédyntamistapojen suhteellisen hyédyn vertailu oli saatavilla olevan ai-
neiston avulla vaikeaa, silla kvantitatiivista tietoa saavutetuista hyddyista oli saatavilla
todella niukasti. Yksi hyva jatkotutkimuskohde olisi eri hyodyntamistapojen kvantitatiivi-
nen vertailu, jotta organisaatioissa pystyttaisiin kayttdamaan resursseja kaikkein hyodylli-
simpiin kohteisiin. Toinen jatkotutkimustarve on aiheen tapaustutkimukset, joissa tarkas-
tellaan taloudellista puolta. Teollisuuden tapaustutkimuksia koneoppimissovelluksista

kylla 16ytyy, mutta saavutettuja taloudellisia hyotyja eriteltiin hyvin harvoin. Alun perin
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tutkimuksen tavoitteena oli tehda analyysia juuri eri menetelmien taloudellisesta hyo-
dysta investointien kannalta, mutta tutkimusta oli saatavilla niin vahan, etta taloudellista

vertailua ei ollut mahdollista tehda.
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