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Tämän tutkimuksen kohteena oli verkkokaupan tuotteiden luokittelu generatiivisen tekoälyn 
avulla. Tavoitteena oli selvittää, miten tekoälyä voidaan hyödyntää tuotteiden, tarkemmin tapet-
tien, luokitteluun. Lisäksi tutkittiin, onko tapettien tiettyjen tuoteattribuuttien, värin, tyylin, kuosin 

ja kuva-aiheen, luokittelu mahdollista täysin automatisoida tekoälyn avulla, sekä onko valittu 
teknologia sopiva ja tarpeeksi kypsä varsinaiseen tuotantokäyttöön verkkokauppayrityksessä.  

Tutkimus toteutettiin suunnittelutieteen periaatteiden mukaisesti projektina, jonka lopputulok-

sena syntyi tietotekniikka-artefakti eli sovellus, joka vastasi kohdeorganisaatiossa havaittuun 
tarpeeseen. Tutkimuksen lähtökohtana oli organisaation tarve tehostaa ja automatisoida tuote-
tietojen täydentämistä tuotteille. Tutkimus alkoi ongelman tunnistamisesta ja perustelusta, jota 

seurasi ratkaisun tavoitteiden määrittely. Tämän jälkeen suunniteltiin ja kehitettiin sovellusarte-
faktia iteratiivisesti sekä testattiin sovellusta tapettiaineistolla. Tämän jälkeen arvioitiin aineistolla 
saatuja tuloksia. 

Lopputuloksena projektista syntyi generatiivista ja multimodaalista tekoälymallia, Google 
Geminiä, hyödyntävä sovellus, joka luokittelee tapetteja määriteltyihin luokkiin tuotekuvien pe-
rusteella. Saatujen tulosten perusteella ohjelma sekä valittu tekoälymalli soveltuvat niille asetet-

tuun tehtävään hyvin. Gemini noudattaa sille annettuja ohjeita ja kykenee tuottamaan luotetta-
vasti määrämuotoista dataa, jota voidaan helposti hyödyntää ohjelmallisesti. Tutkimuksessa 
noin 95 prosenttia sovelluksen tuottamista tuotetiedoista katsottiin oikeiksi. Tätä ei pidetty vielä 

tarpeeksi hyvänä tuloksena täysautomaatiolle, mutta sovellus voitiin ottaa organisaatiossa tuo-
tantokäyttöön siten, että käyttäjät tarkistavat sovelluksen tuottamat  tuotetiedot. 
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ABSTRACT 

Maria Heikkola: Classif ication of  E-Commerce Products Using Generative AI 
Master’s thesis 

Tampere University 
Master’s Programme in Computer Sciences  
April 2025 

 

The aim of  this study was to classify e-commerce products using generative AI. The re-
search problem was to study how AI can be used to classify products and specif ically wallpa-
pers. Furthermore, it was studied whether it is possible to fully automate the classif ication of  cer-

tain product attributes, including color, style, pattern, and image subject , and if  the chosen tech-
nology is suitable for and mature enough for production use in an e-commerce company.  

The research was conducted as a project following the principles of  design science research. 

The end product was an IT-artifact or a piece of  sof tware meeting the needs of  the target organ-
ization. The starting point for the research was the organization’s need to automate and in-
crease the ef f iciency of  enriching products with product information. The research started with 

def ining the problem, followed by defining the objectives of  a solution. After that, the artifact was 
designed and developed iteratively and tested using the research material. Then the research 
results were evaluated.  

The end result of  the project was a program that utilizes the generative and multimodal AI-
model, Google Gemini, to classify wallpapers into predef ined classes based on product images. 
Based on the research results, the program and the chosen AI-model are both suitable for the 

given task. Gemini follows the given instructions well and can produce structured data reliably. 
The data can then be easily used programmatically. Approximately 95 percent of  the results 
produced by the program were considered correct in the study. This was not considered good 

enough for full automation, but the program was taken into production in the target organization 
with the users verifying the product information produced by the program. 

 

 
Keywords: AI, generative AI, e-commerce 
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TEKOÄLYN KÄYTTÖ OPINNÄYTTEESSÄ 
 
Opinnäytteessäni on käytetty tekoälysovelluksia:  

 

☐  Ei  

☒  Kyllä 

 
 

Ilmoitukseni mukaan olen käyttänyt opinnäytteessäni tutkielmaprosessin aikana seuraavia 

tekoälysovelluksia: 
 
Tekoälysovellusten nimet ja versiot: Google Gemini 1.5 Pro 

 
 
Käyttötarkoitus: Tutkielmassa tarkasteltiin tekoälyn soveltuvuutta verkkokaupan tuotteiden 

luokitteluun, ja tutkielman käytännön osuudessa toteutettiin tekoälyä hyödyntävä sovellus.  
 

 

Osiot, joissa tekoälyä on käytetty: Luku 5. Tekoälyä hyödynnettiin toteutetussa sovellukses-
sa tuotteiden luokitteluun. 
 

 
Olen tietoinen siitä, että olen täysin vastuussa koko opinnäytteeni sisällöstä, mukaan lukien 
osat, joissa on hyödynnetty tekoälyä, ja hyväksyn vastuun mahdollisista eettisten ohjeiden 

rikkomuksista. 
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1. JOHDANTO 

Nykypäivänä verkkokaupalla on merkittävä rooli kaupankäynnissä, ja voidaan olettaa, 

että sen rooli tulee vielä ennestään kasvamaan tulevina vuosina. Verkkokaupat kilpai-

levat keskenään samoista asiakkaista enemmän kuin perinteiset kivijalkaliikkeet, sillä 

asiakkaiden sijainnilla ei ole verkkokaupoille suurta merkitystä, kun tilaukset tyypillisesti 

postitetaan kotiin. Kovassa kilpailutilanteessa verkkokauppojen täytyy pystyä erottau-

tumaan muillakin tekijöillä kuin hinnalla ja valikoimalla. Yksi näistä tekijöistä on sivuston 

käyttäjäkokemus. Verkkokaupan käyttäjäkokemus muodostuu esimerkiksi siitä, miten 

hyvin asiakas löytää haluamansa tuotteen ja tarvittavat tuotetiedot sekä siitä, miten 

helppo tuote on ostaa. 

Oikean tuotteen löytämistä verkkokaupassa auttavat hakutoiminto, tuotekategoriat se-

kä erilaiset rajaukset tuoteominaisuuksien perusteella eli niin kutsutut filtterit. Jos verk-

kokaupalla on todella suuri tuotevalikoima, niin yksityiskohtaisten tuotetietojen lisäämi-

nen ja ylläpito on kuitenkin hyvin aikaa vievää. Tämän tutkielman tavoitteena onkin tut-

kia, miten tuotetietojen täydentämistä voitaisiin helpottaa ja manuaalista työtä vähentää 

tekoälyn avulla. Tavoitteena on rakentaa generatiivista tekoälyä hyödyntävä ohjelma, 

joka luokittelee verkkokaupassa myytäviä tapetteja värin, tyylin, kuvion ja kuva-aiheen 

mukaan ennalta määriteltyihin luokkiin tuotekuvien perusteella. Tutkimuksen teoreetti-

sena viitekehyksenä toimivat tekoälyn ja verkkokaupan käsitteet sekä niihin liittyvä 

aiempi tutkimus. 

Tutkimuskysymykset: 

1. Miten tekoälyä voidaan hyödyntää tuotteiden (tapettien) luokitteluun? 

2. Onko tapettien värien, tyylien, kuosien ja kuva-aiheiden luokittelu mahdollista 
automatisoida täysin tekoälyn avulla? 

3. Onko valittu teknologia sopiva ja tarpeeksi kypsä tuotantokäyttöön? 

Tutkimuskysymyksiin pyritään vastaamaan suunnittelemalla ja toteuttamalla ohjelma, 

joka luokittelee tapetteja. Ensimmäinen kysymys on ylätason tutkimuskysymys, johon 

pyritään vastaamaan tutkimuksen lopuksi. Rakentamalla ohjelman, joka automatisoi 

jonkin prosessin, voidaan todistaa, että prosessi on mahdollista automatisoida (Hevner 

ym. 2004, 84). Tällä tavoin pyritään vastaamaan toiseen kysymykseen. Kolmanteen 

kysymykseen pyritään vastaamaan arvioimalla toteutettua ohjelmaa. 
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Tutkimuksen aihe rajataan tapetteihin ja niiden neljään tuoteominaisuuteen. Tarkoitus 

on testata konseptia, ja jos rakennettava ohjelma osoittautuu käytännön työssä hyödyl-

liseksi, käyttökohteita voidaan laajentaa myöhemmin myös muunlaisiin tuotteisiin ja nii-

den tuotekuviin ja luokitteluun. 

Tutkimusmenetelmänä on suunnittelutiede. Suunnittelutiede on pohjimmiltaan ongel-

manratkaisuparadigma, jossa tutkimuksen lopputuloksena syntyy jokin artefakti, joka 

on luotu ratkaisemaan havaittu organisatorinen haaste. Tyypillisesti tietojärjestelmien 

tehtävä organisaatioissa on parantaa organisaation tehokkuutta ja tuloksellisuutta. 

Suunnittelutieteen perusperiaate on, että tutkittavan ongelman ymmärrys ja sen ratkai-

su syntyvät artefaktia rakennettaessa ja sovellettaessa. (Hevner ym. 2004, 76, 82) 

Suunnittelutieteen prosessi koostuu kuudesta vaiheesta, jotka ovat ongelman tunnis-

taminen ja perustelu, ratkaisun tavoitteiden määrittely, suunnittelu ja kehitys, havainnol-

linen esittäminen, arviointi sekä kommunikaatio (Peffers ym. 2007, 46). Tutkimuspro-

jekti seuraa tätä prosessia. 

Tutkielma on jaettu lukuihin siten, että ensin esitellään aiheeseen liittyvää teoriaa ja 

aiempaa tutkimusta ja sen jälkeen tehtyä työtä. Luvussa 2 käydään läpi generatiiviseen 

tekoälyyn johtavaa teknistä perustaa. Luvussa 3 esitellään tarkemmin kaksi merkittä-

vää generatiivista tekoälymallia, joista toista käytetään tutkimuksen empiirisessä osios-

sa. Luvussa 4 perehdytään verkkokauppaan, verkkokaupan käyttäjä- ja asiakaskoke-

mukseen, navigointiin ja tuotefilttereihin sekä lopuksi aiempaan tekoälytutkimukseen 

verkkokauppa-alalla. Luvussa 5 esitellään tehty tutkimus ja sen tulokset. Luku 6 sisäl-

tää tutkielman yhteenvedon, jonka jälkeen on luettelo tutkielmassa viitatusta kirjallisuu-

desta. 
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2. TEKOÄLY JA KONEOPPIMINEN 

Tässä luvussa käsitellään tekoälyä ja sen kehitystä kohti generatiivista tekoälyä. Lu-

vussa tarkastellaan tekoälyn osa-alueista lähemmin koneoppimista, syväoppimista ja 

generatiivista tekoälyä. Lopuksi pohditaan generatiiviseen tekoälyyn liittyviä haasteita 

ja rajoitteita. 

Tekoäly (engl. artificial intelligence, AI) on viime vuosina paljon keskusteluissa ja medi-

assa esiintynyt termi, joka on kuitenkin melko hankalasti määriteltävissä. Edes tutkijoi-

den keskuudessa sille ei ole syntynyt yhtä yleistä määritelmää, vaan sitä määritellään 

yhä uudelleen alan kehittyessä. Yksi tapa on määritellä termiä sen tyypillisten ominai-

suuksien kautta. Tekoälylle tyypillisiä ominaisuuksia ovat autonomisuus ja adaptiivi-

suus. (Elements of AI 2024b) Voidaan myös puhua tekoälyn eri osa-alueista, joita ovat 

muun muassa koneoppiminen, syväoppiminen ja generatiivinen tekoäly. Kuvassa 1 on 

esitetty nämä osa-alueet suhteessa toisiinsa. 

 

Kuva 1. Generatiivinen tekoäly ja sen lähikäsitteet mukaillen lähdettä (Banh & 
Strobel 2023, 2). 

Seuraavissa alaluvuissa 2.1–2.5 käydään kutakin näistä tekoälyn osa-alueista tarkem-

min läpi alkaen koneoppimisesta ja päättyen generatiiviseen tekoälyyn. 

 

Generatiivinen 
tekoäly

Syväoppiminen

Koneoppiminen

Tekoäly
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2.1 Koneoppiminen 

Koneoppiminen (engl. machine learning) on tekoälyn osa-alue, jossa järjestelmien ta-

voitteena on parantaa suoritustaan kertyvän kokemuksen perusteella (Russell ym. 

2022, 19). Koneoppiminen tarkoittaa käytännössä sitä, että kone havainnoi jotakin da-

taa, rakentaa dataan pohjautuvan mallin ja käyttää mallia ikään kuin hypoteesina maa-

ilmasta tai ohjelmana, joka kykenee ratkaisemaan ongelmia (Russell ym. 2022, 669). 

Kun koneoppimisen lopputuloksena on rajallinen joukko arvoja, kyse on luokittelusta, ja 

kun lopputulos on reaalilukuja, kyseessä on regressio (Elements of AI 2024a; Russell 

ym. 2022, 670). Tässä tutkielmassa on periaatteessa ratkaistavana luokitteluongelma, 

vaikka siihen ei käytetäkään perinteistä koneoppimista. 

Koneoppiminen voidaan jakaa kolmeen luokkaan sen mukaan, millaista palautetta 

syötteiden lisäksi annetaan. Ohjatussa oppimisessa (engl. supervised learning) kone 

saa syöte- ja lopputulospareja ja rakentaa funktion, joka yhdistää syötteet tuloksiin. 

Nämä voivat olla esimerkiksi kuvia ja kuvauksia kuvien aiheesta. Kuva-aihe on tässä 

tapauksessa syötteen luokka. Kun kone saa uuden kuvan, se ennustaa sille sopivan 

luokan. (Russell ym. 2022, 670) Algoritmi oppii siis yhdistämään syötteitä tuloksiin ja 

osaa siten tehdä ennustuksia myös uudelle, ennennäkemättömälle datalle (Banh & 

Strobel 2023, 3). 

Ohjaamattomassa oppimisessa (engl. unsupervised learning) kone oppii tunnistamaan 

säännönmukaisuuksia syötteestä ilman suoraa palautetta (Russell ym. 2022, 671). 

Generatiivinen oppiminen on viime vuosina yleistynyt ohjaamattoman oppimisen muo-

to, jossa generatiivinen malli luo uutta dataa opetusdatan pohjalta (Elements of AI 

2024a). Vahvistusoppimisessa (engl. reinforcement learning) sen sijaan koneelle kerro-

taan, onko se onnistunut vai epäonnistunut tehtävässä. Tämän perusteella se päätte-

lee, mikä johti lopputulokseen ja muuttaa sen perusteella toimintaansa. (Russell ym. 

2022, 671) Joskus puhutaan myös puoliohjatusta koneoppimisesta, joka on ohjatun ja 

ohjaamattoman oppimisen välimuoto (Elements of AI 2024a). Tässä tutkimuksessa 

hyödynnetään esiopetettua generatiivista tekoälymallia. 

Koneoppimisessa data jaetaan opetusjoukkoon ja testijoukkoon. Opetuksessa käyte-

tään opetusdataa, jonka pohjalta koneoppimismalli ennustaa lopputuloksen. Testijouk-

koa käytetään mallin testaamiseen eli sen selvittämiseen, miten hyvin malli on yleistet-

tävissä alkuperäisen opetusjoukon ulkopuolelle. (Elements of AI 2024a) 

Koneoppimisalgoritmeja yhdistää niiden erotteleva luonne. Niiden tavoitteena on datan 

luokittelu, regressio tai klusterointi sekä päätösrajojen määrittely. (Banh & Strobel 

2023, 3) Esimerkkejä perinteisistä koneoppimisalgoritmeista ovat lineaariregressio 
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(engl. linear regression), päätöspuu (engl. decision tree), lähin naapuri (engl. nearest 

neighbor) ja tukivektorikone (engl. support vector machine) (Ray 2019). 

Koneoppimismenetelmien haasteena on ylisovittaminen, jossa varsinkin hyvin jousta-

vat ja adaptiiviset mallit päätyvät opetusdatan perusteella liian tarkkoihin sääntöihin, 

jotka eivät päde kyseisen datajoukon ulkopuolella. Tämän takia esimerkiksi neurover-

kot tarvitsevat hyvin suuren määrän opetusdataa luotettavien ennusteiden luontiin. 

(Elements of AI 2024a) Esimerkiksi vuonna 2023 tuotettiin kymmeniä uusia merkittäviä 

koneoppimismalleja, joista huipputason tekoälymallien, kuten OpenAI:n GPT-4:n ja 

Googlen Gemini Ultran, kouluttaminen kasvoi kustannuksiltaan arviolta kymmenien–

satojen miljoonien dollarien luokkaan (Maslej ym. 2024, 14). 

2.2 Syväoppiminen 

Syväoppiminen (engl. deep learning) tarkoittaa erityisen monimutkaista koneoppimista, 

joka hyödyntää keinotekoisia neuroverkkoja. Syväoppimisessa käytettävät neuroverkot 

muodostuvat useista kerroksista yksinkertaisia ja säädettäviä laskentaelementtejä. Si-

ten syväoppimisessa syötteistä lopputuloksiin pääseminen vaatii useita vaiheita. (Rus-

sell ym. 2022, 801) Syväoppimiskokeita tehtiin jo 1970-luvulla, mutta vasta 2010-luvulla 

syväoppimismetodit löivät kunnolla läpi puheen- ja kuvantunnistuksessa (Russell ym. 

2022, 44). Nykyään syväoppiminen on yleisesti käytetty lähestymistapa muun muassa 

kuvantunnistukseen, konekääntämiseen, puheentunnistukseen sekä puheen- ja kuvan-

tuottamiseen (Russell ym. 2022, 801). 

Syväoppimisen periaatteena on opettaa neuroverkkoja siten, että laskennalliset polut 

ovat pitkiä. Tämä mahdollistaa sen, että syötteen muuttujat voivat olla monimutkaises-

sa vuorovaikutuksessa keskenään. Tällaiset neuroverkkomallit ovat riittäviä kuvaa-

maan reaalimaailman datan monimutkaisuutta monissa ongelmissa. Yksinkertaisem-

mat koneoppimismallit, kuten lineaariregressio tai päätöspuu, eivät mahdollista tällaista 

kompleksisuutta. (Russell ym. 2022, 801) Syvät neuroverkot soveltuvat erilaisen datan 

mallintamiseen, esimerkiksi peräkkäisen datan kuten ihmiskielen tai avaruudellisen da-

tan kuten kuvien mallintamiseen (Feuerriegel ym. 2024). 

Opetusvaiheessa neuroverkolle annetaan useita syötearvoja ja vastaavia lopputulosar-

voja. Kun neuroverkko prosessoi syötevektoria, se suorittaa useita välilaskutoimituksia 

ennen kuin se tuottaa lopputuloksen. Jokaisella tasolla laskettua arvoa voidaan pitää 

syötteen erilaisena representaationa. Jokainen taso muokkaa edellisen tason tuotta-

maa representaatiota ja luo siten uuden. Yksi hypoteesi sille, miksi syväoppiminen toi-

mii niin hyvin kuin toimii, on juuri se, että syöte hajotetaan kokoelmaksi useita suhteelli-
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sen yksinkertaisia muunnoksia, jotka prosessin on melko helppo oppia. (Russell ym. 

2022, 810) 

Syväoppiminen vaatii kuitenkin tehokasta laitteistoa, sillä erikoistuneella laitteistolla 

ajettava syväoppimisalgoritmi voi kuluttaa esimerkiksi 1014–1017 operaatiota sekunnis-

sa tehdessään rinnakkaisia matriisi- ja vektorioperaatioita. Lisäksi syväoppiminen vaatii 

todella suuria määriä opetusdataa. (Russell ym. 2022, 45) 

Nopeiden algoritmien kehittäminen ja tietokoneiden näytönohjaimien rinnakkaiskäsitte-

lyn hyödyntäminen neuroverkkojen opetuksen nopeuttamiseksi ovat olleet merkittäväs-

sä roolissa tutkimusalan viime vuosien kehityksessä (Jackson 2019, xxviii). Toisaalta 

merkittävä osuus viimeaikaisesta koneoppimisalgoritmien kehityksestä on saavutettu 

myös opettamalla malleja aina vain suuremmilla datamäärillä (Maslej ym. 2024, 52). 

Tekoälymallien kasvava riippuvaisuus datasta on johtanut myös huoliin siitä, riittääkö 

opetusdataa tuleville sukupolville järjestelmien skaalaamiseen ja parantamiseen. Arvi-

oiden mukaan ihmisten tuottama teksti- ja kuvadata saattavat käydä vähiin tai jopa lop-

pua tulevina vuosina ja vuosikymmeninä. Tähän on haettu ratkaisua synteettisestä da-

tasta eli tekoälymallien itsensä tuottamasta datasta, jolloin yhden tekoälymallin tuotta-

maa dataa voidaan käyttää toisen tekoälymallin kouluttamiseen. Tähän liittyy kuitenkin 

vielä ratkaistavia haasteita. (Maslej ym. 2024, 52) 

Yksi merkittävä haaste on mallien niin kutsuttu luhistuminen, jossa synteettisellä datalla 

koulutetut mallit menettävät kykynsä muistaa alkuperäisen datan jakautumisen, jolloin 

ne alkavat tuottaa yhä kapea-alaisempia tuloksia. On siis tärkeää hyödyntää jatkossa-

kin ihmisten luomaa dataa mallien koulutuksessa, jotta tulokset säilyvät monipuolisina. 

(Shumailov ym. 2024; Maslej ym. 2024, 52–53) Myös kuvien generoinnissa on havaittu 

tuotettavien kuvien merkittävää laadun heikkenemistä, kun koulutusdata koostuu koko-

naan tai suurelta osin synteettisestä datasta (Alemohammad ym. 2023).  

2.3 Erilaiset neuroverkot 

Neuroverkot koostuvat useista tasoista: syötetasosta, joka on yhteydessä syötedataan, 

tulostasosta, joka tuottaa tulosdatan, sekä näiden välillä olevista piilotetuista tasoista, 

joissa tapahtuu syötteiden ja tulosten välinen laskenta (Russell ym. 2022, 805). Se, mi-

ten syötetasosta päästään tulostasoon, vaihtelee merkittävästi neuroverkon tyypin mu-

kaan. 

Eteenpäin kytketyt neuroverkot (engl. feedforward neural network) ovat neuroverkkoja, 

joiden yhteydet kulkevat vain yhteen suuntaan. Niissä jokainen neuroverkon neuroni 

käsittelee saamansa syötteet ja välittää tuloksen seuraajilleen verkossa. Siten infor-
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maatio kulkee verkon läpi syötetasolta tulostasolle ilman minkäänlaisia silmukoita. 

(Russell ym. 2022, 802) Kuvassa 2 on esitetty yksinkertainen eteenpäin kytketty neu-

roverkko. 

 

Kuva 2. Yksinkertainen eteenpäin kytketty neuroverkko. 

Takaisinkytkeytyvät neuroverkot (engl. recurrent neural networks) eroavat eteenpäin 

kytketyistä verkoista siten, että ne syöttävät joko saamansa välitulokset tai lopulliset tu-

lokset takaisin omiin syötteisiinsä. Tällöin verkon arvot muodostavat dynaamisen järjes-

telmän, jolla on sisäinen tila tai muisti. Takaisinkytkeytyvät neuroverkot soveltuvat esi-

merkiksi peräkkäisen datan käsittelyyn, johon eteenpäin kytketyt neuroverkot eivät so-

vellu, sillä ne pystyvät käsittelemään vain rajatun määrän dataa eivätkä siten tunnista 

kaukaisia riippuvuuksia. (Russell ym. 2022, 802, 824) Kuvassa 3 on esitetty hyvin yk-

sinkertainen takaisinkytkeytyvä neuroverkko. 

 

Kuva 3. Yksinkertainen takaisinkytkeytyvä neuroverkko. 

Konvoluutioneuroverkot (engl. convolutional neural network) alkoivat yleistyä 1990-

luvulla, kun niiden avulla saatiin tunnistettua käsin kirjoitettuja numeroita (Russell ym. 

2022, 44). Niitä hyödynnetäänkin erityisesti kuvantunnistuksessa. Konvoluutioneuro-

verkoissa lähellä toisiaan sijaitsevien dataelementtien oletetaan liittyvän semanttisesti 

toisiinsa, ja siksi dataa käsitellään pieni alue kerrallaan. Konvoluutioneuroverkko sisäl-

tää alueellisesti paikallisia yhteyksiä vähintäänkin alkupään tasoissa sekä painoarvojen 

kaavoja, jotka toistuvat samanlaisena jokaisella tasolla. Painoarvojen kaavaa kutsutaan 

kerneliksi ja prosessia, jossa kerneliä sovelletaan esimerkiksi kuvan pikseleihin, kutsu-

taan konvoluutioksi. Konvoluutioneuroverkon alkupään tasot ovat syötteenä olevan ku-
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van kokoisia, ja jos tavoitteena on luokitella kuva johonkin kategoriaan, niin viimeisen 

tason koko vastaa annettujen kategorioiden määrää. (Russell ym. 2022, 811–814) 

Yllä olevat neuroverkkotyypit perustuvat ohjattuun oppimiseen, jossa jokaiselle opetus-

datan syötteelle täytyy antaa oikea vastaus. Käytännössä tämä tarkoittaa sitä, että ne 

usein tarvitsevat paljon enemmän luokiteltua dataa kuin mitä ihminen tarvitsisi samaan 

tehtävään. Tämä johtaa nopeasti siihen, ettei ohjattu oppiminen sovellu kaikkiin tehtä-

viin. Tästä syystä on kasvanut kiinnostus sellaisia oppimisparadigmoja kohtaan, jotka 

vähentävät riippuvuutta luokiteltuun dataan. Tällaisia ovat esimerkiksi ohjaamaton op-

piminen ja puoliohjattu oppiminen, joista ohjaamaton oppiminen tuottaa tyypillisesti ge-

neratiivisia malleja. (Russell ym. 2022, 826–827) 

2.4 Generatiivinen tekoäly 

Viime vuosina tekoälyn alalla on siirrytty datalähtöisistä tekoälytehtävistä kohti hienos-

tuneempia luovia tehtäviä generatiivisen tekoälyn avulla. Kehitys koneoppimisen ja sy-

väoppimisen alalla on laajentanut perinteisesti datalähtöistä tehtäväkenttää, kuten en-

nustamista, luokittelua ja suosittelua. Syvät generatiiviset mallit ovat muodostuneet sy-

väoppimismallien luokaksi, joka kykenee generoimaan uutta sisältöä olemassa olevan 

datan pohjalta. Ne pystyvät tuottamaan uutta ja realistista sisältöä, kuten tekstiä tai ku-

via, yksinkertaisten käyttäjän antamien syötteiden perusteella. (Banh & Strobel 2023, 

1) 

Perinteisestä tekoälystä poiketen generatiivinen tekoäly tuottaa todennäköisiä ja ei-

toistettavissa olevia tuloksia. Generatiivinen tekoälymalli voi tuottaa yhdelle ja samalle 

syötteelle erilaisen tuloksen eri kerroilla kuitenkin niin, että se vastaa annettua syötettä. 

Toisaalta myös eri syötteillä voidaan saada sama tulos. Datan roolissa on siis merkittä-

vä ero generatiivisen ja perinteisen tekoälyn välillä, kun generatiivinen tekoäly hyödyn-

tää todella suuria datajoukkoja tuottaakseen monimuotoista sisältöä, ja perinteinen te-

koäly prosessoi dataa opetetun algoritmin mukaan. (Banh & Strobel 2023, 4) 

Matemaattisesti katsottuna perinteisen ja generatiivisen tekoälyn eroa voidaan kuvata 

niin, että perinteinen tekoäly käyttää erottelevaa mallinnusta, jossa se pyrkii erotta-

maan datapisteet X erilaisiin luokkiin Y oppimalla niiden väliset päätösrajat. Sen sijaan 

generatiivinen mallinnus pyrkii päättelemään todellista datan jakautumista. Esimerkkinä 

voi olla vaikka syötteiden ja tulosten yhteinen todennäköisyysjakauma P(X, Y). (Feuer-

riegel ym. 2024, 112) Generatiivinen tekoäly käsittelee siis todennäköisyyksiä. 

Generatiivisella tekoälyllä on kaksi pääpiirrettä, jotka niin ikään erottavat sen perintei-

sestä erottelevasta tekoälystä: generatiivisuus ja varianssi. Generatiivisuus viittaa sii-
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hen, että generatiivisen tekoälyn tavoitteena on tuottaa tuloksena artefakteja, eikä pää-

tellä päätösrajoja kuten perinteinen tekoäly. Varianssi viittaa siihen, että generatiivinen 

tekoäly voi tuottaa samalle syötteelle useita mahdollisia vastauksia, joista useampikin 

voi olla oikein. Perinteisen erottelevan tekoälyn sen sijaan odotetaan aina antavan sa-

man vastauksen tietylle syötteelle. (Weisz ym. 2023, 2) 

Generatiiviset tekoälymallit voivat käyttää erilaisia modaliteetteja syötteinä. Unimodaa-

liset mallit generoivat samanlaista dataa kuin ne saavat syötteenä, esimerkiksi tekstistä 

tekstiksi tai kuvasta kuvaksi. Sen sijaan multimodaaliset mallit voivat yhdistää eri syöte- 

ja tulostyyppejä ja generoida esimerkiksi kuvan tekstistä tai toisinpäin. (Banh & Strobel 

2023, 5) Luvussa 3 käsitellään tarkemmin multimodaalisia tekoälymalleja. 

Generatiivisten tekoälymallien toimintaa voidaan parantaa kehittämällä mallille annet-

tavia luonnollisen kielen ohjeita (engl. prompting) mahdollisimman toimiviksi. Syötteitä 

iteroimalla malli voidaan saada toimimaan tarpeisiin nähden paremmin ilman, että itse 

mallia täytyy muuttaa. (Maslej ym. 2024, 148) Syötteen muodostaminen sellaiseksi, et-

tä se johtaa haluttuun lopputulokseen, on usein yrityksen ja erehdyksen prosessi, jossa 

tekstikehotetta muotoillaan uudelleen käyttäen samoja avainsanoja (Banh & Strobel 

2023, 4). Aiheen ympärille on kasvanut myös oma alansa (engl. prompt engineering), 

jossa tutkitaan syötteiden systemaattista rakentamista (Dang ym. 2022, 2). 

Laajoja kielimalleja on myös mahdollista hienosäätää (engl. fine-tuning) eli jälkikoulut-

taa ja säätää pienillä datajoukoilla. Hienosäätö voi parantaa mallin suorituskykyä ja sen 

toimintaa tietyissä tehtävissä. (Maslej ym. 2024, 151) 

2.5 Generatiivisen tekoälyn haasteet ja rajoitteet 

Yksi merkittävimmistä ratkaisemattomista ongelmista generatiivisen tekoälyn parissa 

on hallusinointi (Barassi 2024). Generatiiviset tekoälymallit ovat taipuvaisia hallusi-

noimaan eli tuottamaan sisältöä, joka on joko ristiriidassa olemassa olevan lähteen 

kanssa tai jota ei voida todentaa saatavilla olevista tietolähteistä. Vuonna 2023 kehitet-

ty HaluEval on laajojen kielimallien hallusinaatioiden tunnistamiseen kehitetty arviointi-

työkalu. Sen avulla esimerkiksi ChatGPT:n (gpt-3.5-turbo) todettiin tuottavan 19,5 pro-

sentissa vastauksistaan informaatiota, joka ei ole todennettavissa. Lisäksi kielimalleilla 

on merkittäviä vaikeuksia tunnistaa hallusinaatioita tekstistä. Tämä taipumus tekee kie-

limallien käytöstä riskialtista monissa sovellutuksissa. (Li ym. 2023, 1) Hallusinointitai-

pumukseen vaikuttaa mallien päättelyn perustuminen todennäköisyysalgoritmeille 

(Feuerriegel ym. 2024, 117). 
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Generatiivisen tekoälyn datalähtöisyyden vuoksi datan laadulla on merkittävä rooli sii-

nä, miten hyvin tekoälysovellukset toimivat ja miten käyttökelpoisia ne ovat todellisissa 

käyttökohteissa yritysmaailman kontekstissa. Tekoälymallit ovat alttiita erilaisille en-

nakkoluuloille ja harhoille, jotka kehittyvät pääosin joko mallin opetusvaiheessa tai 

päättelyvaiheessa. Dataharhat syntyvät mallin opetusvaiheessa virheellisestä datasta 

ja johtavat vääristyneisiin tuloksiin. Yleiskäyttöiset ja multimodaaliset laajat kielimallit 

nojaavat erityisen paljon opetuksessa käytettyyn dataan, joka on usein internetistä val-

vomatta hankittua ja jäsentämätöntä dataa. (Banh & Strobel 2023, 7–8) 

Eräs huomattava seikka tekoälymallien käytössä on myös niiden käytöksen muuttumi-

nen, kun niitä esimerkiksi päivitetään. Chen ym. (2024) huomasivat, että GPT-3.5- ja 

GPT-4-mallien käytös muuttui merkittävästi muutaman kuukauden aikavälillä. He arve-

levat, että esimerkiksi mallin tehokkuuden parantaminen jollakin osa-alueella voi ai-

heuttaa odottamattomia sivuvaikutuksia mallin toimintaan muissa tehtävissä. Tutkimuk-

sen aikavälillä molemmat GPT-mallit paransivat suoritustaan joissakin tehtävissä ja 

samaan aikaan huononivat toisissa. (Chen ym. 2024) 

Banh & Strobel (2023) nostavat esiin myös huolen generatiivisten tekoälymallien lä-

pinäkyvyyden puutteesta, potentiaalisesta väärinkäytöstä ja mahdollisista laajemmista 

yhteiskunnallisista vaikutuksista. Lisäksi Feuerriegel ym. (2024) huomauttavat mahdol-

lisista tekijänoikeusrikkomuksista sekä ympäristövaikutuksista. 
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3. MULTIMODAALISET KIELIMALLIT 

Tässä luvussa tarkastellaan generatiivisen tekoälyn piiriin kuuluvia multimodaalisia kie-

limalleja keskittyen erityisesti OpenAI:n GPT-4-malliin ja Googlen Geminiin. Näitä en-

nen esitellään lyhyesti Transformer-arkkitehtuuri, johon molemmat mallit perustuvat. 

Perinteisesti tekoälymallit ovat olleet ominaisuuksiltaan rajattuja siten, että kielimallit 

loistavat tekstinymmärryksessä ja konenäkömallit kuvantunnistuksessa. Viimeaikainen 

kehitys on johtanut kuitenkin vahvojen multimodaalisten mallien, kuten Googlen Gemi-

nin ja OpenAI:n GPT-4:n syntymiseen. Nämä joustavat mallit voivat käsitellä sekä ku-

via että tekstiä. (Maslej ym. 2024, 77) GPT-4 ja Gemini edustavat multimodaalisia laa-

joja kielimalleja, jotka on esikoulutettu miljardien sanojen aineistoilla ja jotka siten voi-

vat vastata vapaan tekstin kyselyihin ilman, että niitä erikseen koulutetaan tiettyyn ai-

heeseen (Bhattacharya ym. 2024, 1). 

Laajoilla kielimalleilla tarkoitetaan sellaisia kielimalleja, jotka on esikoulutettu laajalla 

aineistolla ja miljoonilla parametreilla. Ne pystyvät tuottamaan sisältöä, joka näyttää 

ihmisten kieleltä. Laajat kielimallit käsittelevät syötettä tokenisaation (engl. tokenizati-

on) avulla eli jakamalla tekstin pieniin palasiin, niin kutsuttuihin tokeneihin – sanoihin, 

sanan osiin tai merkkeihin. (Bhattacharya ym. 2024, 2) 

Kielimallien suorituskyky on vahvasti riippuvainen kolmesta tekijästä: mallin paramet-

rien määrästä, opetusdatajoukon koosta sekä opetukseen käytetyn laskennan määräs-

tä. Laajat mallit ovat tehokkaampia kuin pienet mallit, sillä ne saavuttavat saman suori-

tustason vähemmillä optimointivaiheilla sekä käyttämällä vähemmän datapisteitä. (Kap-

lan ym. 2020, 3) 

Multimodaaliset kielimallit hyödyntävät multimodaalista oppimista eli syväoppimista, jo-

ka yhdistää ja hyödyntää monentyyppistä dataa eli modaliteetteja. Nämä voivat olla 

esimerkiksi tekstiä, kuvaa, ääntä tai videota. (Google 2024a, 1) 

3.1 Transformer-arkkitehtuuri 

GPT-4 ja Gemini perustuvat molemmat Vaswanin ym. (2023) kehittämään Transfor-

mer-arkkitehtuuriin, jonka he esittelivät artikkelissaan ”Attention Is All You Need” vuon-

na 2017. Transformer-pohjaiset laajat kielimallit edustavat tällä hetkellä modernin teko-

älyn kehityksen kärkeä (Luger 2024, 1). Transformer on eräänlainen syvä neuroverkko, 
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jonka tehtävänä on ennustaa, mikä merkki (usein sana tai sanan osa) todennäköisesti 

tulee seuraavaksi (Bhattacharya ym. 2024, 2). 

Transformer-arkkitehtuurin tavoitteena on ollut vähentää peräkkäistä laskentaa ja se 

mahdollistaakin suuremman rinnakkaisuuden kuin mihin sitä edeltäneet takaisinkytkey-

tyvät neuroverkot kykenivät (Vaswani ym. 2023, 2). Vaswani ym. (2023, 2) esittävät, et-

tä Transformer on ensimmäinen transduktiomalli, joka nojaa täysin huomiomekanismiin 

(engl. attention mechanism) laskiessaan syötteen ja tuloksen representaatioita käyttä-

mättä lainkaan takaisinkytkeytyviä neuroverkkoja tai konvoluutiota. 

Transformer koostuu enkooderista ja dekooderista. Enkooderi yhdistää syötteen sym-

boliesitysten sekvenssin toiseen sekvenssiin jatkuvia esityksiä. Dekooderi generoi tä-

män sekvenssin perusteella kolmannen sekvenssin symboleita yksi elementti kerral-

laan. Malli hyödyntää aiemmin luodut symbolit lisäsyötteenä aina, kun se generoi seu-

raavaa symbolia. (Vaswani ym. 2023, 2) 

Enkooderi koostuu pinosta identtisiä tasoja, joista jokaisella on kaksi alatasoa. Ensim-

mäinen taso on monipäinen huomiomekanismi ja toinen on yksinkertainen eteenpäin 

kytketty verkko. Monipäinen huomiomekanismi koostuu useista rinnakkaisista huo-

miotasoista. Dekooderi koostuu yhtä lailla pinosta identtisiä tasoja. Dekooderi lisää 

edellisten lisäksi vielä kolmannen alatason, jossa monipäinen huomiomekanismi käsit-

telee enkooderipinon tuloksen. (Vaswani ym. 2023, 3) 

Huomiomekanismi on funktio, joka yhdistää kyselyn ja joukon avain-arvopareja tulok-

seen. Kysely, avaimet, arvot ja tulos ovat kaikki vektoreita. Jokaisen arvon paino laske-

taan kyselyn ja vastaavan avaimen yhteensopivuusfunktiolla, ja tulos lasketaan paino-

tettuna arvojen summana. (Vaswani ym. 2023, 3–4) Huomiomekanismi siis antaa syöt-

teen sanoille erilaisia painotuksia ja auttaa mallia ottamaan kontekstin paremmin huo-

mioon. 

Huomiomekanismit parantavat Transformer-malleja, sillä ne tukevat valikoivan huomi-

on kohdistamista useisiin syöte-elementteihin. Tämä parantaa dekoodauksen tarkkuut-

ta ja laskennan tehokkuutta. Huomiomekanismit painottavat relevanttia informaatiota ja 

parantavat siten koko mallin suorituskykyä. Tämä ratkaisee aiemmilla takaisinkytkeyty-

villä neuroverkoilla ilmenneen ongelman, jossa useiden lauseiden takaiset riippuvuudet 

usein hävisivät. (Luger 2024, 25) 

3.2 GPT-4 

OpenAI:n ChatGPT toi laajat kielimallit yleiseen tietoisuuteen, kun se julkaistiin vuoden 

2022 lopulla. Ratkaiseva tekijä laajassa julkisuudessa oli OpenAI:n idea julkaista ylei-
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seen käyttöön kevyt ja intuitiivinen käyttöliittymä kielimalliin, kun aiemmat laajat kieli-

mallit olivat lähinnä asiantuntijoiden käytössä (Teubner ym. 2023, 96). ChatGPT perus-

tuu GPT (Generative Pre-trained Transformer) -teknologiaan (Bhattacharya ym. 2024, 

1). GPT-mallit on esiopetettu laajalla tekstidatalla ennustamaan tekstistä seuraava sa-

na. Mallien opetukseen on käytetty sekä julkisesti saatavilla olevaa dataa, kuten inter-

netdataa, että kolmansilta osapuolilta lisensoitua dataa. (OpenAI 2023, 2) 

Esiopetuksen jälkeen malleja usein hienosäädetään RLHF-algoritmin eli ihmisen oh-

jaaman vahvistusoppimisen kautta, jotta ne tuottaisivat parempia tuloksia. Lyhenne 

RLHF tulee englannin sanoista reinforcement learning from human feedback. Laajoilla 

tekstiaineistoilla koulutetut kielimallit pystyvät suoriutumaan laaja-alaisista tehtävistä. 

(OpenAI 2023, 42) Kuvassa 4 on esitetty tyypillinen laajan kielimallin opetusprosessi, 

joka hyödyntää RLHF-algoritmia. 

 

 

Kuva 4. RLHF-algoritmin käyttö kielimallin opetuksessa (Feuerriegel ym. 2024, 
115). 

Vuonna 2023 OpenAI julkaisi ensimmäisen laajan multimodaalisen GPT-mallin, GPT-

4:n, joka hyväksyy syötteeksi sekä kuvia että tekstiä ja tuottaa vastaukseksi tekstiä. 

GPT-4 yltää monissa alun perin ihmisille suunnitelluissa akateemisissa ja ammatillisis-

sa testeissä jo ihmisen tasolle, vaikka jääkin vielä useissa tosielämän tehtävissä jäl-

keen ihmisen kyvyistä. Se suoriutuu testeistä merkittävästi paremmin kuin edeltäjänsä 

GPT-3.5. (OpenAI 2023, 1) 

GPT-4-mallin kehityksessä tavoitteena on ollut kehittää syväoppimisinfrastruktuuri sekä 

optimointimetodeja, jotka skaalautuvat ennustettavasti, sillä mallin säätäminen ei ole 

mahdollista hyvin suurilla opetusajoilla. Kyvyistään huolimatta GPT-4-mallilla on samat 

rajoitteet kuin aiemmilla GPT-malleilla. Se saattaa hallusinoida, jolloin se ei anna luo-

tettavaa tietoa, ja se voi tehdä päättelyvirheitä. Lisäksi sillä on rajoitettu konteksti, ja se 

ei opi kokemuksesta. GPT-4 tuntee huonosti sen esiopetusajankohdan jälkeiset tapah-
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tumat syyskuusta 2021 eteenpäin. (OpenAI 2023, 2, 10) Uudemman GPT-4o-mallin 

opetusdata ulottuu lokakuuhun 2023 (OpenAI 2024). 

Tällä hetkellä uusin GPT-malli GPT-4o pystyy käsittelemään 128 000 tokenin konteks-

tia ja tuottamaan 16 384 tokenin vastauksen. Tämä on valtava harppaus alkuperäises-

tä GPT-4-mallista, jolla on 8192 tokenin konteksti. Konteksti tarkoittaa tässä yhden ky-

selyn tokenien enimmäismäärää sisältäen sekä syötteen että vastauksen. (OpenAI 

2024) GPT-4o pystyy siten käsittelemään esimerkiksi laajoja tekstiaineistoja yhdellä 

kyselyllä. 

3.3 Gemini 

Google DeepMindin kehittämä Gemini on multimodaalisten kielimallien perhe, joka jul-

kaistiin vuoden 2023 lopulla. Gemini-kielimallit pystyvät prosessoimaan samanaikaises-

ti monenlaista dataa, kuten tekstiä, kuvia, ääntä ja videota. (Google 2024a, 1) Gemini-

mallit ovat olleet alusta alkaen multimodaalisia, ja ne pystyvät myös tuottamaan kuvia 

käyttämällä diskreettejä kuva-tokeneita (Google 2024a, 3). 

Gemini-malleissa yksi token voi olla yksi merkki, lyhyt sana tai pidemmän sanan osa. 

Keskimäärin yksi token vastaa noin neljää merkkiä. Myös muut syötteet kuin teksti 

muutetaan tokeneiksi. Kuvat vastaavat aina koostaan riippumatta 258 tokenia. (Google 

2024b) 

Gemini-malleista on olemassa kaksi jälkiopetettua varianttia eri tarkoituksiin: chat-

orientoituneet Gemini Apps -mallit sekä ohjelmistokehittäjille suunnatut Gemini API -

mallit, joita voidaan käyttää Google AI Studion tai Cloud Vertex AI:n kautta. API:n kaut-

ta mallit voidaan integroida osaksi erilaisia ohjelmia. (Google 2024a, 1, 20) 

Gemini-mallit pohjautuvat Transformer-dekoodereihin, joita on edelleen kehitetty ja op-

timoitu vakaaseen ja skaalautuvaan oppimiseen sekä toimintaan Googlen Tensor-

prosessoreilla. Gemini 1.0 -mallit tukevat 32 000 tokenin kontekstia. (Google 2024a, 3) 

Gemini-mallit on esiopetettu multimodaalisella ja monikielisellä datajoukolla, joka sisäl-

tää verkossa olevia dokumentteja, kirjoja, koodia, kuvia, ääntä ja videoita (Google 

2024a, 5). 

Alkuvuodesta 2024 julkaistu Gemini 1.5 on mallin kehittyneempi versio. Gemini 1.5 tu-

kee todella suuria, jopa 10 miljoonan tokenin konteksteja ohittaen selvästi muut tämän-

hetkiset laajat kielimallit. Tämä skaala mahdollistaa laajojen multimodaalisten syöt-

teiden prosessoinnin esimerkiksi dokumenttikokoelmien, monituntisten videoiden tai 

useiden päivien mittaisen audion muodossa. Gemini 1.5 Pro ja Flash -mallit ohittavat 
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1.0-mallit monilla mittapuilla, mutta samalla niiden kouluttaminen vaatii merkittävästi 

vähemmän laskentaa. (Gemini Team Google 2024, 1) 

Gemini 1.5 hyödyntää Mixture of Experts -koneoppimistekniikkaa, jossa opittu reititys-

funktio ohjaa syötteet käsiteltäväksi vain osalle mallin parametreja. Tämä mahdollistaa 

mallien parametrien määrän kasvattamisen niin, että syötteestä aktivoitujen paramet-

rien määrä kuitenkin pysyy vakiona. (Gemini Team Google 2024, 5) 

Googlen (2024a, 2) mukaan nykyisten laajojen kielimallien päättelykyky näyttää lupaa-

valta askeleelta kohti yleisiä tekoälyagentteja, jotka pystyvät käsittelemään monimut-

kaisia ja monivaiheisia ongelmia. Kielimallien kyky ”muistaa” asioita on kasvanut 2000-

luvun mallien 5 tokenin kontekstista 2010-luvun takaisinkytkeytyvien neuroverkkojen 

satojen tokenien kontekstiin ja siitä modernin Transformerin satojentuhansien tokenien 

kontekstiin ja nyt jopa miljooniin (Gemini Team Google 2024, 2). Laaja konteksti paran-

taa mallin suoriutumista monissa luonnollisen kielen tehtävissä sekä multimodaalisissa 

tehtävissä, sillä mallit voivat käsitellä uutta, tehtäväkohtaista informaatiota, joka ei ole 

kuulunut niiden opetusdataan (Gemini Team Google 2024, 9). 

Laajojen kielimallien nopean kehityksen kääntöpuolena on yhtä lailla kasvaneet kus-

tannukset. Alkuperäisen Transformer-mallin kouluttaminen vuonna 2017 maksoi noin 

900 Yhdysvaltain dollaria. Tekoäly-yhtiöt eivät yleensä julkista malliensa koulutuskus-

tannuksia, mutta arvioiden mukaan vuonna 2023 GPT-4-mallin kouluttaminen on mak-

sanut noin 78 miljoonaa dollaria ja Gemini 1.0 Ultran kouluttaminen noin 191 miljoonaa 

dollaria. (Maslej ym. 2024, 63) 
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4. VERKKOKAUPPA 

Tässä luvussa käsitellään verkkokauppaa ensin yleisellä tasolla ja sen jälkeen tar-

kemmin verkkokaupan tuotetiedon hallintaa, verkkokaupan käytettävyyttä, käyttäjä- ja 

asiakaskokemusta sekä verkkokaupan navigointia ja tuotefilttereitä navigointielementti-

nä. Lopuksi käydään läpi aiempaa verkkokauppaan liittyvää tekoälytutkimusta. 

Verkkokauppa (engl. electronic commerce tai e-commerce) tarkoittaa tietoverkon väli-

tyksellä tapahtuvaa kaupankäyntiä (Sanastokeskus 2016). Verkkokauppa-ala elää no-

peassa muutoksessa teknologioiden kehittyessä ja kuluttajakäyttäytymisen muuttues-

sa. Uusilla teknologioilla, kuten tekoälyllä, on potentiaalia muuttaa merkittävästi alaa. 

(Singh & Vijay 2024) Toisaalta verkkokauppa-alan kasvu on lisännyt myös kehittynei-

den teknologioiden kysyntää alalla (Zhang ym. 2023, 2188). Innovatiivisuus sekä asia-

kaskokemuksen parantamisessa että toiminnan tehostamisessa on tärkeää verkko-

kaupoille, jotta ne voivat säilyttää kilpailukykynsä alan kasvaessa (Singh & Vijay 2024). 

Suomessa verkkokaupan käyttäjien määrä on kasvanut tasaisesti viime vuosina. 

Vuonna 2023 käyttäjiä oli 2,95 miljoonaa, ja luvun odotetaan kasvavan neljään miljoo-

naan vuonna 2029 (Statista 2024). Vuonna 2023 16–89-vuotiaista suomalaisista 58 % 

oli ostanut jotain verkosta ainakin kerran. 25–34-vuotiaista 81 %, 35–44-vuotiaista 80 

% ja 45–54-vuotiaista 75 % oli ostanut verkosta jotain viimeisen kolmen kuukauden ai-

kana. (Statista 2023) 

Verkkokauppa-alalle ominaisia piirteitä ovat nopea teknologinen kehitys, asiakaskes-

keinen lähestymistapa, datalähtöinen päätöksenteko, globaalit markkinat sekä dynaa-

minen ja kilpailullinen toimintaympäristö (Singh & Vijay 2024). Tällainen ympäristö on 

omiaan myös erilaisten tekoälyratkaisujen käyttöönottoon. 

4.1 Verkkokaupan tuotetiedon hallinta 

Digitaalisen kaupankäynnin yleistyttyä yrityksillä on entistä suurempi tarve tarjota paik-

kansapitävää tuotetietoa useita eri kanavia pitkin. Kun informaatio eri kanavia varten 

tuotetaan erillisissä järjestelmissä, riskinä on, että tieto eri paikoissa on epäjohdonmu-

kaista. Ratkaisuksi tähän ongelmaan monet yritykset ovat ottaneet käyttöön erillisen 

tuotetiedonhallintajärjestelmän (engl. product information management system, PIM). 

PIM-järjestelmän tarkoituksena on, että siellä hallinnoidaan keskitetysti kaikkea asiak-
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kaille suunnattua tuotetietoa. (Battistello ym. 2021) Keskitetystä PIM-järjestelmästä 

voidaan jakaa tuotetieto esimerkiksi useampaan verkkokauppaan, erilaisille myyntialus-

toille ja tuotekatalogeihin. Keskitettyjä PIM-järjestelmiä käyttävät muun muassa verkko-

kauppayritykset, mutta myös tuotteita valmistavat yritykset. PIM-järjestelmiä on käytetty 

ainakin 1990-luvulta lähtien keskittämään tuotetiedonhallintaa ja esimerkiksi lyhentä-

mään tuotteiden markkinoilletuontiaikaa (Rogers 1994). Nämä ovat nykyäänkin keskei-

siä syitä PIM-järjestelmän käytölle.  

Merkittävä osa verkkokaupan tuotetiedon hallinnasta muodostuu tuotekuvausten kirjoit-

tamisesta, erilaisten attribuuttien täyttämisestä tuotteille sekä tuotteiden kategorisoin-

nista ennalta määriteltyihin kategorioihin. Tuotekuvaukset sekä tuoteattribuuteista ja 

kategorioista muodostuvat verkkokaupan filtterit ovat tärkeitä, sillä ne vaikuttavat osal-

taan verkkokaupan käyttökokemukseen sekä lopulta ostopäätöksen tekemiseen (Šte-

faňáková & Krajina 2018, 1041). 

Myös tämän tutkimuksen yhteydessä syntyvät tuotetiedot eli tuotteiden attribuuttiarvot 

syötetään kohteena olevan verkkokaupan tuotetiedonhallintajärjestelmään. Sieltä tiedot 

siirtyvät verkkokauppaan osaksi tuotekuvauksia sekä tuotefilttereiksi. 

4.2 Verkkokaupan käytettävyys, käyttäjäkokemus ja asiakas-

kokemus 

Käytettävyys (engl. usability) viittaa perinteisesti jonkin tuotteen tai järjestelmän käytön 

tehokkuuteen ja hyödyllisyyteen sekä käyttäjän tyytyväisyyteen (Ntoa ym. 2021, 1). 

Käyttäjäkokemus (engl. user experience, UX) on käytettävyyttä laajempi käsite. Käyttä-

jäkokemukseen vaikuttavat käyttäjän ominaisuudet, kuten taipumukset, odotukset, tar-

peet, motivaatio ja tunnetila, järjestelmän ominaisuudet, kuten monimutkaisuus, tarkoi-

tus, käytettävyys ja toiminnallisuus, sekä konteksti tai ympäristö, jossa käyttö tapahtuu 

(Hassenzahl & Tractinsky 2006, 95). 

Käytettävyys ja käyttäjäkokemus keskittyvät käyttäjän vuorovaikutukseen yhden järjes-

telmän, tuotteen tai palvelun kanssa. Kun tutkitaan käyttäjän tai asiakkaan laajempaa 

vuorovaikutusta suhteessa jonkin yrityksen tai brändin järjestelmiin, tuotteisiin tai palve-

luihin, puhutaan asiakaskokemuksesta (engl. customer experience, CX). Asiakasko-

kemuksen käsite tarjoaa kattavamman lähestymistavan käyttäjään yrityksen tai brändin 

asiakkaana. Yritykset ovat enenevissä määrin tietoisia siitä, että asiakaskokemus on 

avainasemassa määriteltäessä menestystä, sillä hyvä asiakaskokemus voi parantaa 

asiakassuhteiden säilyttämistä sekä asiakkaiden kiinnostusta yritystä kohtaan. (Rusu 

ym. 2019, 385–386)  
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Verkkokaupan käyttäjäkokemus muodostuu useista tekijöistä. Sen perusta muodostuu 

saavutettavuudesta ja perustason tukitarpeiden tyydyttämisestä. Näiden täytyttyä käyt-

täjät odottavat vakuuttavaa kokemusta. Yritykset voivat saavuttaa kilpailuedun luomalla 

verkkokauppa-alustoja, jotka herättävät positiivisia tunteita ja tarjoavat kiinnostavia ko-

kemuksia. Verkkokaupat voivat myös menettää merkittäviä määriä potentiaalisia tuotto-

ja huonojen asiakaskokemusten vuoksi. (Bilgihan ym. 2016, 114) 

Positiiviseen verkkokaupan käyttökokemukseen vaikuttavat sivuston helppo löydettä-

vyys, käytön helppous, koettu hyödyllisyys, hedonistiset ja käytännölliset ominaisuudet, 

koettu nautinto, personointi, sosiaalinen vuorovaikutus ja erilaisten laitteiden yhteenso-

pivuus. Positiivinen käyttäjä- ja asiakaskokemus taas johtavat positiiviseen vertaisvies-

tintään sekä jatkuvaan asiakkuuteen. (Bilgihan ym. 2016, 114) 

Koska verkkokauppa-alustoilta puuttuu kivijalkamyymälöille ominainen ihmisten välinen 

vuorovaikutus, sivustolla oleva informaatio voi kuitenkin kuormittaa asiakkaiden tiedon-

käsittelyä. Verkkokaupoissa ei myöskään ole samanlaisia fyysisiä rajoitteita tuotevali-

koiman määrän suhteen kuin kivijalkakaupoissa, mikä lisää tarjolla olevan valikoiman ja 

siten informaation määrää. (Li 2017, 836) Sitä varten verkkokaupoissa on oltava toimi-

va navigointi tuotteiden löytämiseen. 

4.3 Verkkokaupan navigointi ja tuotteiden etsiminen 

Verkkokaupan navigointiin liittyvässä tutkimuksessa on keskitytty muun muassa käyttä-

jäkokemukseen ja päätöksentekoon, katso esimerkiksi (Štefaňáková & Krajina 2018; 

Lim 2023) sekä erilaisiin päätöksenteon avustajiin, esimerkiksi (Kleemann ym. 2021). 

Verkkokauppojen tuotemäärien kasvaessa asiakkaiden on yhä vaikeampi löytää halu-

amiaan tuotteita. Perinteinen ratkaisu tähän on tuotteiden suodattaminen kategorioiden 

ja filttereiden avulla. Niiden avulla käyttäjät voivat määritellä tarkasti, mitä ovat etsi-

mässä. (Kleemann ym. 2021, 499) 

Tuotteiden kategorisoinnilla verkkokauppojen valtavat tuotemäärät saadaan jäsennel-

tyä järkeviin kokonaisuuksiin. Hyvin tehty kategorisointi hyödyttää asiakkaiden lisäksi 

myös kauppaa itseään, sillä kategorisoinnin avulla voidaan kerätä esimerkiksi tarkem-

paa myyntidataa liiketoiminnallisten päätösten tueksi. Kategorisointi parantaa kaupan 

käyttökokemusta helpottamalla tuotteiden löytymistä, mutta lisäksi se voi toimia pohja-

na muille asiakasta palveleville ominaisuuksille, kuten tuotesuosituksille ja tuotehaulle. 

(Chen ym. 2019, 2) 

Tyypillisesti verkkokaupan kategoriat muodostavat hierarkian, jossa ylätasolla ovat laa-

jemmat juurikategoriat, ja niiden alla on hienojakoisempia alakategorioita. Tuotteet ri-
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pustetaan näihin kategorioihin. Kategorioiden lisäksi tuotteilla on niitä kuvaavia attri-

buutteja, jotka voivat vaihdella tuotekategoriasta toiseen. (Chen ym. 2019, 2) Esimer-

kiksi tapeteilla voi olla attribuutteina tyyli ja kuosi, mutta näitä ei ole työkaluilla. Nämä 

tuoteattribuutit voivat toimia verkkokaupassa myös filttereinä, joilla voidaan edelleen ra-

jata kategoriassa näkyviä tuotteita. 

Tuotefilttereiden tarkkuuden kääntöpuolena on se, että käyttäjällä täytyy olla hyvä tun-

temus tuotealueesta ja selkeä käsitys omista tavoitteistaan. Tämän haasteen ratkai-

suksi on kehitetty suosittelualgoritmeja, jotka pyrkivät löytämään asiakkaalle soveltuvia 

tuotteita. Tämä vähentää käyttäjän kognitiivista taakkaa, mutta samalla se vähentää 

käyttäjän mahdollisuutta vaikuttaa tuloksiin. Näiden ääripäiden välille on kehitetty vielä 

kolmas lähestymistapa, dialogipohjaiset avustajat, jotka auttavat asiakasta rajaamaan 

tuotteita kysymällä kysymyksiä. Nämä voivat olla kuitenkin liian yksinkertaisia asiantun-

teville asiakkaille. Onkin hyödyllistä, jos käyttäjä pystyy itse valitsemaan näiden tapojen 

välillä. (Kleemann ym. 2021, 499–500) 

4.4 Tuotefiltterit 

Yksi merkittävistä tekijöistä siinä, mikä erottaa verkkokaupat kivijalkakaupoista, on asi-

akkaan mahdollisuus rajata tuotevalikoimaa (Lim 2023). Tuotefilttereiden avulla käyttä-

jät voivat rajata verkkokaupassa näkyvää tuotelistaa esimerkiksi tuhansista yleisistä 

tuotteista vain muutamiin relevantteihin tuotteisiin (Baymard Institute 2024). Tuotefiltte-

rit voivat siten helpottaa ja tarkentaa tuotehakuja, mikä kaupallisesta näkökulmasta voi 

parantaa myös kaupan konversiota eli sitä, mikä osuus kävijöistä päätyy ostamaan 

kaupasta (Lim 2023). 

Tuotefiltterit voivat olla hyödyllisiä asiakkaille, joilla on jokin selkeä tavoite mielessä, sil-

lä ne auttavat löytämään halutut tuotteet. On kuitenkin mahdollista, että tuotefiltterit 

myös vähentävät ostosten tekemisestä syntyvää nautintoa sellaisilla käyttäjillä, jotka 

toimivat kokeilevien tai hedonististen motiivien pohjalta eli toisin sanoen arvostavat os-

tosten tekemisen kokemuksellisuutta. Filtterit ohjaavat huomiota tuotteiden ominai-

suuksiin ja voivat siten pelkistää ostamisen arkiseksi tuotteiden hankinnaksi, mikä voi 

näillä käyttäjillä vähentää ostohalukkuutta. (Lim 2023) 

Optimaalisten tuotefilttereiden valinnan suhteen on esitetty esimerkiksi, että verkko-

kaupassa tulisi olla koko sivuston laajuiset yleiset tuotefiltterit ja niiden lisäksi filtterit ka-

tegoriakohtaisille tuoteominaisuuksille (Sousa 2024). Tuotefiltterit vaikuttavat osaltaan 

sekä käyttäjäkokemukseen että ostopäätöksen tekoon (Štefaňáková & Krajina 2018, 

1041). Štefaňákován ja Krajinan (2018) tutkimuksessa käyttäjät eivät pitäneet suuresta 
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filtterimäärästä, mutta arvostivat filttereitä, jotka olivat etsittyjen tuotteiden ja ostopää-

töksen kannalta relevantteja. Suuri määrä tuotefilttereitä voi hämmentää käyttäjiä ja ai-

heuttaa informaatioähkyä, mikä haittaa käyttäjäkokemusta ja ostopäätöksen tekemistä 

(Štefaňáková & Krajina 2018, 1042). 

Jos käyttäjät eivät pysty rajaamaan järkevästi tuotelistauksia, he eivät välttämättä löydä 

kaupassa olevia tuotteita. Siten tärkeiden filttereiden puuttuminen voi myös johtaa asi-

akkaiden poistumiseen sivustolta. Sousa (2024) esittää, että tärkeimmät yleisen tason 

tuotefiltterit ovat hinta, arvostelujen keskiarvo, väri, koko ja tuotemerkki, joiden avulla 

suuri osa asiakkaista saa jo rajattua tyydyttävästi tuotevalikoimaa. 

4.5 Tekoälyn hyödyntäminen verkkokauppa-alalla 

Viime vuosina (2018–2023) tehty verkkokauppaan liittyvä tekoälytutkimus voidaan ja-

kaa seuraaviin kategorioihin: tunneanalyysi, suosittelusysteemit, arvosteluväärennös-

ten tunnistaminen, huijausten tunnistaminen, ostokäyttäytymisen ennustaminen, asiak-

kaiden vaihtuvuuden ennustaminen, myynnin ennustaminen, tuoteluokittelu ja kuvan-

tunnistus sekä muut aiheet (Zhang ym. 2023, 2196).  

Yksi merkittävä tutkimusalue on käyttäjäkokemuksen parantaminen personoinnin avul-

la. Personointi voi tarkoittaa esimerkiksi tekoälypohjaisia chatbotteja ja virtuaaliassis-

tentteja, reaaliaikaisia suosituksia tai räätälöityjä tarjouksia ja mainoksia. Nämä tutki-

mustrendit viittaavat personoinnin sekä asiakaskeskeisten strategioiden kasvavaan 

merkitykseen verkkokauppa-alalla. (Zhang ym. 2023, 2207) 

Sharma ja Vishvakarma (2019) tutkivat samankaltaisten tuotekuvien löytämistä syvien 

konvoluutioneuroverkkojen avulla. Heidän mukaansa samankaltaisten tuotteiden löy-

täminen on verkkokaupoille tärkeä ominaisuus, joka voi parantaa käyttäjäkokemusta. 

(Sharma & Vishvakarma 2019, 1) 

Tuotteiden luokittelu yhtä aikaa tehokkaasti ja tarkasti on yksi verkkokauppa-alan haas-

teista. Uusia tuotteita tulee jatkuvasti lisää ja samalla kategoriat muuttuvat. (Zahavy 

ym. 2018, 7873) Useat tutkimukset korostavat tekoälyn roolia tuotteiden luokittelun, ku-

vantunnistuksen ja kategorisoinnin apuna (Zhang ym. 2023, 2205). 

Chen ym. (2019) tutkivat tuotekuvien luokittelua konvoluutioneuroverkon avulla. Verk-

kokaupan tuotteiden luokittelu manuaalisesti on työlästä. Kuviin perustuva automaatti-

nen luokittelu tehostaa työtä ja tekee sen ilman ennakkoluuloja. Tutkimuksessa onnis-

tuttiin tyydyttävästi luokittelemaan tuotteita kuvien perusteella oikeisiin kategorioihin, 

mutta huomautetaan myös, että tämän lisäksi tuoteattribuuttien ennustaminen olisi 
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hyödyllistä, sillä tietoja on usein melko huonosti täytetty tuotteille. (Chen ym. 2019, 2, 

18) 

Oma tutkimukseni täydentää tätä tutkimuskenttää hyödyntämällä tämän hetken uusinta 

käytössä olevaa tekoälyteknologiaa, multimodaalista generatiivista tekoälyä, tutkimus-

ongelmaan, johon viime vuosina on hyödynnetty pääasiassa konvoluutioneuroverkkoi-

hin perustuvia koneoppimismalleja. 
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5. TAPETTIEN LUOKITTELU GEMININ AVULLA 

Tämän tutkimuksen tavoitteena on selvittää, miten hyvin multimodaalinen laaja kieli-

malli soveltuu tapettien luokitteluun, kun aineistona käytetään tapettien kuvia. Tässä 

luvussa kuvataan tehdyn tutkimus- ja kehitystyön kulku lähtötilanteesta valmiiseen so-

vellukseen sekä lopuksi pohditaan saatuja tuloksia. 

Tutkimus toteutettiin suunnittelutieteellisen tutkimuksen vaiheiden mukaisesti. Nämä 

vaiheet on esitetty kuvassa 5. Tutkimuksen lähtökohtana toimi kohdeorganisaatiossa 

havaittu tarve. Ensimmäinen vaihe oli ongelman tunnistaminen ja perustelu. Tätä seu-

rasi ratkaisun tavoitteiden määrittely, jossa ensisijaiseksi tavoitteeksi määriteltiin työ-

lään työvaiheen helpottaminen tekoälyn ja automaation avulla. Tämän jälkeen vuoros-

sa oli varsinainen sovellusartefaktin suunnittelu ja kehitys. Kehitystyötä havainnollistet-

tiin testaamalla sovellusta määritellyllä aineistolla. Seuraavana vaiheena oli testiaineis-

tolla saatujen tulosten arviointi. Tulosten arvioinnista palattiin iteratiivisesti takaisin 

suunnittelu- ja kehitysvaiheeseen, kunnes tuloksiin oltiin tyytyväisiä. Viimeisenä vai-

heena on kommunikaatio eli tämä tutkielma. 

 

Kuva 5. Suunnittelutieteen prosessi mukaillen lähdettä (Peffers ym. 2007). 

Seuraavissa alaluvuissa 5.1–5.4 kuvaillaan tarkemmin lähtötilannetta, tutkimusproses-

sia ja tehtyä työtä. Tuloksia käsitellään alaluvuissa 5.5–5.6.  
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5.1 Lähtötilanne ja vanhan toimintamallin haasteet 

Tutkimus toteutetaan verkkokauppayritykselle, jossa itse työskentelen ohjelmointitehtä-

vissä. Yrityksen verkkokaupassa on myynnissä satojatuhansia tuotenimikkeitä, joista 

tapetteja on useita tuhansia. Yrityksessä työskentelee erillinen tuotehallintatiimi, joka 

vastaa verkkokaupan tuotetietojen ylläpidosta. Tämän tutkielman aiheeksi valikoitui ni-

menomaan tapettien luokittelu, koska niillä on verkkokaupassa käytössä sellaisia tuote-

filttereitä, jotka nykyisellä toimintatavalla tuotehallinnan työntekijöiden täytyy täyttää 

manuaalisesti tuote kerrallaan joko katsomalla tiedot tuotekuvista tai päättelemällä tie-

dot tapetin nimen ja tuotekuvauksen perusteella, jolloin tietojen täyttäminen on erittäin 

aikaa vievää. 

Kyseiset tuotetiedot ovat tapetin väri, tyyli, kuosi ja kuva-aihe, jotka tästä syystä valittiin 

mukaan tähän tutkimukseen. Sen lisäksi, että näiden tietojen täyttäminen tuotteille yksi-

tellen on työlästä ja aikaa vievää, tiedot ovat myös jokseenkin tulkinnanvaraisia, jolloin 

eri tekijät saattavat luokitella tapetteja eri tavalla. Koska generatiivisen tekoälyn luon-

teeseen kuuluu generoidun sisällön varianssi, ei kuitenkaan ole takeita, että senkään 

tekemässä luokittelussa olisi yhtenäistä logiikkaa taustalla esimerkiksi tyylin tai kuosin 

osalta. Siitä huolimatta vertailtaessa alustavia tuloksia muutaman testin perusteella te-

koäly näytti luokittelevan tapetteja vähintään yhtä hyvin kuin ne olivat ihmisten lajitte-

lemina verkkokaupassa. 

Tekoälyn alalajeista nimenomaan generatiivinen tekoäly valittiin sovelluksen taustalla 

toimivaksi teknologiaksi kolmesta syystä. Ensinnäkin se alustavien testien perusteella 

vaikutti antavan hyviä tuloksia ilman, että sitä tarvitsee kouluttaa omalla aineistolla. 

Toinen vaihtoehto olisi ollut kouluttaa omalla aineistolla perinteisempi, esimerkiksi kon-

voluutioneuroverkkoihin perustuva, koneoppimismalli luokittelemaan kuva-aineisto. 

Tämä vaihtoehto hylättiin muun muassa siksi, että omaa aineistoa mallin kouluttami-

seen ei olisi ollut riittävästi hyvän tuloksen aikaansaamiseksi. Toisekseen mallin koulut-

taminen olisi tullut laskelmien mukaan kalliimmaksi kuin esikoulutetun generatiivisen 

tekoälymallin käyttäminen. Koska tavoitteena on saada työkalu todelliseen tarpeeseen 

yrityskäyttöön, on myös kustannusten huomiointi olennaista. 

Kolmantena syynä oli generatiivisen tekoälyn ihmisen toimintaa muistuttava luovuus, 

joka mahdollistaa monimutkaisemman luokittelun annetun ohjeistuksen perusteella se-

kä tilanteen mukaan yhden tai useamman luokan antamisen kuvalle. Ratkottavaa on-

gelmaa määriteltäessä selvisi, että ihmisten tekemänä tapettien luokittelu ei ole täysin 

yksiselitteistä, vaan siinä esiintyy monenlaisia poikkeuksia.  
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Tällainen luova luokittelu ei olisi onnistunut esimerkiksi konvoluutioneuroverkolla, mutta 

generatiivinen tekoälymalli voidaan ohjeistaa huomioimaan myös erilaisia erityissääntö-

jä luokittelussa. Lisäksi sille voidaan antaa myös vapauksia esimerkiksi päättää, mon-

tako luokkaa se millekin kuvalle antaa. Esikoulutetun yleisen kielimallin käyttö mahdol-

listaa myös työkalun helpon skaalauksen tapeteista muiden tuoteryhmien tietojen luo-

kitteluun myöhemmin. 

Yleisistä generatiivisista kielimalleista Googlen Gemini valikoitui tutkittavaksi, koska se 

on alusta alkaen kehitetty multimodaaliseksi malliksi, joka pystyy käsittelemään myös 

kuvadataa, ja koska se on helppo integroida osaksi yrityksen muita tietojärjestelmiä, 

jotka ennestään käyttävät Googlen pilvialustaa. 

5.2 Tutkimusaineisto 

Tutkimusaineistona käytetään kohteena olevan verkkokaupan olemassa olevia tapet-

tien tuotekuvia. Koska Gemini-tekoälymallia ei tarvitse – tai kuva-aineistoa käytettäes-

sä edes voi – itse kouluttaa, testiaineistona voidaan käyttää koko saatavilla olevaa ta-

pettien tuotevalikoimaa. Tekoälymallille annetaan syötteenä linkki tuotekuvaan, joten 

aineistoksi kerätään tuotehallintajärjestelmästä linkit kaikkiin tapettien tuotekuviin.  

Kuva-aineiston koko on 8649 kuvatiedostoa, ja siinä on mukana tavallisia kuviottomia 

tai toistuvasta kuviosta muodostuvia tapetteja sekä valokuva- ja paneelitapetteja. Valo-

kuva- ja paneelitapetit eroavat tavallisista tapeteista siten, että niissä ei tyypillisesti ole 

toistuvaa kuviota, vaan tapetista muodostuu yksi iso kuva seinälle. Geminillä on oltava 

pääsy kuvatiedostoihin, joten linkit voivat olla linkkejä Google Cloud Storage -

pilvitallennuspalveluun tai julkiseen internetiin. Tässä tapauksessa käytetään julkisia in-

ternetlinkkejä. 

Koska käytössä on esikoulutettu tekoälymalli, aineiston osalta ei tarvitse huomioida si-

tä, kuinka iso osuus siinä on mihinkin luokkaan sopivia kuvia. Luokkien osuus aineis-

tosta voi vaihdella suurestikin ilman, että se vaikuttaa luokittelun luotettavuuteen. 

Luokittelua varten tarvittavat luokat pohjautuvat verkkokaupan sisällönhallintajärjestel-

mässä olemassa oleviin attribuuttiarvoihin. Ennestään käytössä olleet luokat kuitenkin 

tarkistettiin ja päivitettiin ennen tässä työssä tehtävää tuotteiden luokittelua, ja siihen 

käytettiin Geminiä kuten itse luokitteluunkin. 

Ennen lopullista luokittelua koko tutkimusaineisto ajettiin kehitettävän ohjelman läpi si-

ten, että Geminille ei annettu ennalta määrättyjä luokkia, vaan se sai luokitella tuotteet 

itsenäisesti 1–2 pääväriin sekä 1–3 tyyliin, kuosiin ja kuva-aiheeseen. Tuloksista las-

kettiin kunkin Geminin antaman arvon esiintymismäärä, ja tätä dataa hyödynnettiin yh-
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dessä yleisen hakusanadatan kanssa päivittämään luokittelussa käytettävät luokat. 

Tämä menettely tarjosi hyvän katsauksen siihen, millainen aineisto kokonaisuudessaan 

on, jotta lopullisesta luokittelusta ei jäänyt merkittäviä luokkia tahattomasti pois. 

5.3 Sovelluksen suunnittelu ja toteutus 

Koska yhtenä tavoitteena oli automatisoida manuaalista työtä, Geminin ympärille piti 

suunnitella sovellus, joka kommunikoi Geminin kanssa ilman, että ihmisen tarvitsee itse 

keskustella tekoälyn kanssa. Sovellusta ja Geminille annettavia syötteitä suunniteltiin, 

kehitettiin ja testattiin iteratiivisesti, kunnes saatiin riittävän hyviä tuloksia tasalaatuisesti 

tuottava versio.  

Geminiä voidaan käyttää ohjelmallisesti API:n kautta, mikä soveltuu hyvin tutkimuksen 

käyttötapaukseen, jossa Geminille annettava tekstisyöte pysyy koko ajan samana ja 

ainoastaan kuva vaihtuu kutsujen välillä. Haasteena oli luoda syöte, joka palauttaa riit-

tävän laadukasta ja määrämuotoista sisältöä, joka voidaan edelleen syöttää tuotteille 

verkkokaupan tuotetietoihin. Generatiiviselle tekoälylle tyypillisesti Gemini palautti yli-

määräistä kuvaavaa tekstiä, kun sitä pyydettiin antamaan lista tapetin ominaisuuksista. 

Vastauksissa oli yleensä ensin lyhyt vapaamuotoinen alustus ja vasta sen perässä 

pyydetty lista. Tällaisen sisällön parsiminen ohjelmallista jatkokäyttöä varten olisi ollut 

melko hankalaa ja epäluotettavaa.  

Gemini kykenee palauttamaan tekstimuotoista sisältöä kuitenkin myös strukturoituna 

rakenteena JSON-muodossa. Kuvailevan tekstisyötteen sijaan Geminille annettiin 

JSON-skeema, jonka mukaan sen piti palauttaa vastaus. Tämä tapa toimi luotetta-

vammin kuin kuvailevan tekstin syöttäminen. Kuvaileva osuus syötteestä sijoitettiin 

JSON-skeeman sisään attribuuttien kuvauksina. Aluksi JSON-skeema annettiin osana 

tekoälymallille annettavaa tekstisyötettä, ”promptia”.  

Gemini ei tällä tavoin kuitenkaan noudattanut ohjeita tarkasti, kuten oli odotettavissa. 

Esimerkiksi, kun sitä pyysi antamaan 1–3 tyyliä tapetille, se saattoi toisinaan antaa vas-

taukseksi esimerkiksi 4–5 tyyliä. Lisäksi se ei täysin pitäytynyt annetuissa arvojoukois-

sa, vaan saattoi palauttaa arvoja annetun arvojoukon ulkopuolelta. Näistä ongelmista 

päästiin kuitenkin täysin eroon antamalla palautettava tietotyyppi sekä JSON-skeema 

Geminille API-parametreina. Ohjelmassa 1 on kuvattu, miten Geminin API:lle voidaan 

antaa generointia ohjaavia parametreja. 
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response = model.generate_content( 
    [ 
        Part.from_uri( 
            url, 
            mime_type="image/jpeg", 
        ), 
        prompt, 
    ], 
    generation_config=GenerationConfig( 
        response_mime_type="application/json", 
        response_schema=json_schema, 
        temperature=0.0, 
    ), 
) 

Ohjelma 1. Konfiguraatioparametrit API-kutsussa. 
 

Ohjelmassa 1 on kuvattu API-kutsu, joka muodostuu kuvan url-osoitteesta ja tiedosto-

tyypistä, tekstisyötteestä eli promptista sekä konfiguraatioparametreista. Tässä para-

metreina on annettu vastauksen haluttu tiedostomuoto, JSON-vastauksen haluttu 

skeema sekä temperature-arvo. 

Geminille on mahdollista syöttää arvo temperature-parametriin, joka määrittelee, miten 

todennäköisiä eli toisin sanoen vaihtelevia tai samankaltaisia vastauksia se antaa. Ma-

talalla arvolla se tuottaa hyvin samankaltaisia vastauksia ja korkealla arvolla se tuottaa 

enemmän vaihtelevia vastauksia. Tässä tapauksessa vastauksiksi haluttiin mahdolli-

simman samankaltaisina toistuvia arvoja, joten temperature-arvo asetettiin pienimmäk-

si mahdolliseksi eli nollaksi. Näin esimerkiksi kaksi eri värivaihtoehtoa samasta tapetis-

ta saavat todennäköisemmin samat tyyli- ja kuosiarvot. 

JSON-skeema määrittelee tarkalleen, minkä muotoisen vastauksen Gemini palauttaa. 

Skeemassa on määritelty kaikki neljä tuoteattribuuttia ja niiden tietotyypit sekä kuvauk-

set. Kuvauksiin on kirjoitettu auki kaikki attribuutteihin liittyvät erityissäännöt ja poik-

keuskäsittelyt. Ohjelmassa 2 on esimerkki yhden attribuutin määrittelystä JSON-

skeemassa. 

"patterns": { 
    "type": "array", 
    "minItems": 0, 
    "maxItems": 2, 
    "items": { 
        "type": "string", 
        "enum": pattern_list 
    }, 
    "description": "A list of patterns present in the wallpaper." 
} 

Ohjelma 2. Esimerkki attribuutin määrittelystä. 
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Attribuutit on määritelty listamuotoisiksi, koska luokat eivät ole toisiaan poissulkevia, 

vaan yksi tuote voidaan luokitella tarvittaessa myös kahteen sopivaan luokkaan – tai ei 

yhteenkään, jos mikään luokka ei sovi tuotteelle. Attribuutin arvojoukko eli luokkien lista 

on tallennettu pattern_list -muuttujaan. Ainoastaan väriä ei määritelty listaksi, koska sii-

hen haluttiin vain pääväri. Attribuuteista väri ja kuosi määriteltiin skeemassa pakollisiksi 

eli niille Geminin olisi palautettava aina jokin arvo. 

Sovelluksen toiminta korkeammalla tasolla on esitetty kuvassa 6. Ympäristö viittaa ku-

vassa esimerkiksi käyttäjiin ja organisaatioon, ja data viittaa kuva-aineistoon. Mallitaso 

käsittää esikoulutetun generatiivisen tekoälymallin, tässä tapauksessa Gemini 1.5 

Pro:n. Mallitaso integroidaan sovellustasoon liittymätason kautta, joka käsittää Gemini 

API:n sekä Vertex AI:n. Sovellustasona toimii tässä työssä rakennettu Python-ohjelma, 

joka hoitaa kommunikaation Geminin kanssa. Käyttäjän tehtävänä on ainoastaan tarjo-

ta ohjelmalle linkit kuva-aineistoon. 

 

 

Kuva 6. Sovellusympäristön kuvaus konseptitasolla mukaillen lähdettä (Banh & 
Strobel 2023). 

Ensimmäisissä iteraatioissa sovellus oli yksinkertaisesti lokaalisti ajettava Python-

skripti. Kun sovelluksen konsepti oli saatu todettua tällä tavoin toimivaksi, sen ympärille 

suunniteltiin ja toteutettiin pilvinatiivi arkkitehtuuri, ja sovellus vietiin tuotantoon Google 

Cloud Platform -pilvialustalle.  
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Sovellus toteutettiin siten, että käyttäjät voivat ladata Google Cloud Storage -

pilvitallennuspalveluun Excel-tiedoston käsiteltävistä tuotteista kuvalinkkeineen. Tämä 

käynnistää automaattisesti sovelluksen, joka lopulta palauttaa muokatun tiedoston, jo-

ka on valmis syötettäväksi sellaisenaan verkkokaupan tuotetiedonhallintajärjestelmään. 

Tähän ratkaisuun päädyttiin, koska sovelluksen käyttäjille Excel-tiedostot ovat jokapäi-

väisessä työssä käytettävä formaatti, ja koska Geminin tuottamia vastauksia ei haluttu 

suoraan syöttää kohdejärjestelmään ilman käyttäjien valvontaa. Kuvassa 7 on esitetty 

sovelluksen pilviarkkitehtuuri. 

 

Kuva 7. Sovelluksen pilviarkkitehtuuri. 

Valmis sovellus toimii Googlen pilviympäristössä. Kun tiettyyn Google Cloud Storage -

pilvitallennuspalvelun kansioon lisätään uusi tiedosto, siitä syntyy Eventarc-tapahtuma, 

joka käynnistää Workflow-prosessin. Workflow saa parametrina tapahtuman käynnis-

täneen tiedoston sijainnin ja metatiedot. Workflow käynnistää edelleen pilvifunktion ja 

välittää tiedoston tiedot sille.  

Pilvifunktio käy lukemassa annetun tiedoston sisällön sekä tiedostoa vastaavan konfi-

guraation eli määritellyn JSON-skeeman Cloud Storagen toisesta kansiosta. Sitten se 

kutsuu näillä tiedoilla Geminin API:a Vertex AI -palvelun kautta ja tallentaa lopuksi tie-

dot takaisin Excel-tiedostoon pilvitallennuspalveluun. 

Googlen toisen sukupolven pilvifunktioilla on 60 minuutin enimmäisajoaika, joten yksi 

funktion ajokerta saattaa ehtiä käsitellä vain osan tiedoston tuotteista. Tällöin Workflow 

käynnistää aina uuden funktion edellisen perään, kunnes kaikki tiedoston tuotteet on 

käyty läpi tai kun asetettu enimmäistuoteraja tulee vastaan.  



29 

 

Tämä toteutustapa mahdollistaa sovelluksen käytön laajentamisen muihinkin tuotteisiin 

kuin tässä työssä käsiteltyihin tapetteihin, sillä JSON-skeeman konfiguraatio on erotet-

tu täysin ohjelmakoodista ja on näin käyttäjien ylläpidettävissä erillisessä tiedostossa. 

Skeemoja voidaan lisätä tarpeen mukaan, ja oikea skeema valitaan kulloinkin annetun 

tiedostopolun perusteella. 

5.4 Sovelluksen testaus ja arviointi 

Suunnittelu on itsessään iteratiivista ja portaittaista. Arviointivaihe antaa tärkeää pa-

lautetta sekä suunnitteluprosessin laadusta että kehitettävästä tuotteesta. Suunniteltu 

artefakti on valmis, kun se täyttää ratkaistavan ongelman vaatimukset ja rajoitukset. 

(Hevner ym. 2004, 85) 

Tietotekniikka-artefakteja voidaan arvioida esimerkiksi niiden toiminnallisuuksien, val-

miusasteen, yhtenäisyyden, tarkkuuden, suorituskyvyn, luotettavuuden, käytettävyyden 

tai organisaatioon soveltuvuuden mukaan (Hevner ym. 2004, 85). Tässä työssä keski-

tytään arvioimaan sovellusta sen tuottaman luokittelun tarkkuuden ja luotettavuuden 

osalta sekä sen kautta sovelluksen soveltuvuutta tarkoitettuun tehtävään organisaa-

tiossa. 

Generatiivisen tekoälyn yhteydessä haasteena on määritellä, mikä on ”hyvä” tai ”oikea” 

tulos, sillä se on subjektiivista ja riippuu kontekstista (Teubner ym. 2023, 96). Vaikka 

tässä työssä tekoälyn tehtävänä oli antaa vastaukseksi vain ennalta määriteltyjä luok-

kia eikä vapaata tekstiä, silti luokittelu on hyvin subjektiivinen asia, kun määritellään 

esimerkiksi, onko tapetti ”romanttinen”. Generatiivisen tekoälyn tuottamia tuloksia arvi-

oitaessa käytetään usein ihmisiä, kuten myös mallien kehityksessä hienosäädettäessä 

niiden antamia tuloksia vahvistusoppimisen avulla (Teubner ym. 2023, 96).  

Tässä tutkimuksessa toteutettavalle luokittelulle ei ollut olemassa valmiiksi oikeita vas-

tauksia, joihin Geminin tuottamia vastauksia olisi voitu suoraan verrata, koska vanhat 

verkkokaupassa käytössä olleet luokat päivitettiin uusiin. Sen vuoksi esitellään kriteerit, 

joiden perusteella tekoälyn tuottamat tulokset käytiin läpi ja jaettiin oikeisiin ja vääriin 

vastauksiin. 

Jokaista neljää käsiteltävää tuoteattribuuttia (tapetin väri, tyyli, kuosi ja kuva-aihe) var-

ten määriteltiin etukäteen halutut luokat, joten luokkiin ei voitu enää sovellusta iteroita-

essa ja testatessa vaikuttaa. Arvot määriteltiin suomenkielisinä nimikkeinä sekä niitä 

vastaavina englanninkielisinä koodeina, joilla ne syötetään verkkokaupan tuotetiedon-

hallintajärjestelmään.  
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Sovelluksessa päätettiin käyttää englanninkielisiä koodeja sellaisenaan luokkina, sillä 

ne näyttivät toimivan siinä muodossa hyvin, koska valtaosa niistä on yksittäisiä englan-

ninkielisiä sanoja. Ohjelmaa kehitettäessä ja testattaessa joitakin arvoja jouduttiin kui-

tenkin muuttamaan, jotta saatiin Geminiltä oikeanlaisia tuloksia kyseisille arvoille. So-

vellus muuttaa nämä arvot lopulliseen tiedostoon takaisin verkkokaupan tuotetiedon-

hallintajärjestelmän käyttämään muotoon. Kun saatuja tuloksia käydään läpi seuraa-

vassa alaluvussa, arvot ovat siinä muodossa, jossa ne on Geminille annettu. 

Kun sovellus alkoi tuottaa pienillä muutaman sadan kuvan testiaineistoilla riittävän laa-

dukkaita vastauksia eikä siinä huomattu enää merkittäviä toistuvia virheitä, koko 8649 

kuvan aineisto ajettiin ohjelman läpi. Sen jälkeen ohjelman tuottamat vastaukset eli 

tuotteiden määritellyt attribuuttiarvot syötettiin sisään verkkokaupan tuotetiedonhallinta-

järjestelmän testiympäristöön. Tämän jälkeen tulokset käytiin läpi yksi attribuutti ja arvo 

kerrallaan.  

Järjestelmän tuotenäkymästä suodatettiin ensin aineistona käsitellyt tuotteet, ja sitten 

valittiin ensimmäisen käsitellyn attribuutin ensimmäinen arvo. Näin saatiin näkymä kai-

kista käsitellyistä tuotekuvista, jotka olivat saaneet tietyn arvon. Tällä tavoin käytiin läpi 

kaikki neljä attribuuttia ja niiden jokainen mahdollinen arvo.  

Tulosten läpikäynti tällä tavalla arvo kerrallaan auttoi erottamaan helposti kuvajoukosta 

poikkeavat kuvat. Kuhunkin arvoon liittyvien tuotteiden määrä oli nähtävissä suoraan 

järjestelmästä, ja väärin luokiteltujen kuvien määrä pystyttiin laskemaan jokaiselle ar-

volle. Väärin luokitellun kuvan määrittäminen ei aina ollut täysin yksiselitteistä, mutta 

kriteereinä käytettiin kolmea asiaa.  

Kuva on väärin luokiteltu, jos siinä on konkreettisesti tunnistettu jokin hahmo toiseksi, 

esimerkiksi kolibri on tunnistettu perhoseksi. Se on myös väärin luokiteltu, jos annettu 

arvo on vain merkityksettömän pieni yksityiskohta kuvassa, esimerkiksi kukkatapetissa 

on yksi tai muutama hyvin pieni perhonen ja kuva-aiheeksi on annettu perhonen. Kol-

manneksi tapetin tyyli tai väri on väärin, jos se selkeästi poikkeaa odotetusta arvosta 

sekä muista kyseisen luokan tapeteista, esimerkiksi tyylin ”Art Deco & Jugend” saanut 

tapetti on moderni kuvatapetti vailla yhteyttä kyseiseen tyylisuuntaan. Näillä periaatteil-

la saatiin seuraavassa alaluvussa 5.5 esiteltävät tulokset. 

5.5 Tulokset 

Tässä luvussa käydään läpi saatuja tuloksia attribuutti kerrallaan. Sen jälkeen pohdi-

taan vielä Geminin kykyä noudattaa annettuja ohjeita. 



31 

 

5.5.1 Tapetin tyyli 
Ensimmäinen käsiteltävä attribuutti on tapetin tyyli. Taulukossa 1 on esitetty tyyliattri-

buutin arvoihin liitettyjen tuotteiden kokonaismäärät ja arvoihin virheellisesti luokiteltu-

jen tuotteiden määrät sekä näiden osuus prosentteina. 

Taulukko 1. Luokittelu tapetin tyylin mukaan. 

Tyyli Kpl Virheellisiä, kpl Virheellisiä, % 

3d 392 0 0 % 

art_deco_jugend 117 14 12 % 

botanical 1389 0 0 % 

children 296 0 0 % 

landscape 1064 15 1 % 

modern 911 0 0 % 

old_time 962 50 5 % 

retro 73 1 1 % 

romantic 1271 2 <1 % 

vintage 476 8 2 % 

Yhteensä 6951 90 1 % 

 

Taulukosta 1 nähdään, että tyyliattribuutille on määritelty kymmenen mahdollista arvoa 

ja näistä jokaiseen on luokiteltu tuotteita. Tuotteita oli yhteensä 8649 ja luokiteltuja ar-

voja 6951, mikä selittyy sillä, että yhdelle tuotteelle oli sallittua antaa 0–2 arvoa. Erityi-

senä ohjeena Geminille annettiin, että yksivärisille tai raidallisille tapeteille ei anneta ol-

lenkaan tyyliä, ja se noudatti tätä ohjetta.  

Kaikkiaan 2820 tuotetta jäi ilman annettua tyyliarvoa ja 1154 tuotetta sai kaksi arvoa. 

2820 tuotetta on noin 33 % aineistosta, mikä on melko paljon. Osittain suuri määrä il-

man arvoja jääneitä tuotteita selittyy yllä mainitulla erityissäännöllä ja osittain sillä, että 

arvojoukko on niin suppea, että valikoimaan jää tapetteja, jotka eivät sovi mihinkään 

arvojoukon arvoista. 

Yleisesti ottaen ohjelma suoriutui tapettien tyylin luokittelusta erinomaisesti, ja ainoas-

taan ”Art Deco & Jugend” -luokka tuotti sille jonkin verran vaikeuksia, sillä se antoi ky-

seisen arvon muutamalle hyvin modernille ja taiteelliselle tapetille. Tämä saattaa johtua 

arvon kirjoitusasusta, joka on annettu suoraan tuotetiedonhallintajärjestelmän arvon kir-

joitusasun mukaisesti alaviivoin eroteltuna (art_deco_jugend). Tässä luokassa virheel-

lisiä arvoja oli 12 %. Arvojen määrässä tarkasteltuna ongelma on kuitenkin pieni.  

Yhteensä virheellisiä arvoja oli 90 kappaletta 6951 arvosta eli 1 %. Jos tarkastellaan 

luokittain virheellisesti luokiteltujen kuvien osuuksia, niin luokissa on keskiarvoltaan 2 

% ja mediaaniltaan 1 % väärin luokiteltuja kuvia, mikä on hyvin vähän. Neljässä luo-

kassa ei ollut lainkaan virheellisesti luokiteltuja arvoja. 
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5.5.2 Tapetin kuosi 
Seuraava käsiteltävä attribuutti on tapetin kuosi. Taulukossa 2 on esitetty kuosiattribuu-

tin arvoihin liitettyjen tuotteiden kokonaismäärät ja arvoihin virheellisesti luokiteltujen 

tuotteiden määrät sekä näiden osuus prosentteina. 

Taulukko 2. Luokittelu tapetin kuosin mukaan. 

Kuosi Kpl Virheellisiä, kpl Virheellisiä, % 

animal 631 2 <1 % 

bird 102 3 3 % 

brick_and_stone 498 21 4 % 

cartoon 190 4 2 % 

city 311 0 0 % 

concrete 317 0 0 % 

dotted 248 19 8 % 

f lower 1465 22 2 % 

forest 221 1 <1 % 

graf f iti 136 1 1 % 

graphic_geometric 1263 9 1 % 

jungle 69 0 0 % 

leaves_and_plants 1406 16 1 % 

map 235 3 1 % 

marble 111 15 14 % 

metal 127 0 0 % 

moomin 36 0 0 % 

oriental 109 1 1 % 

ornament 638 7 1 % 

plain 911 435 48 % 

space 91 0 0 % 

sports 38 0 0 % 

square 166 0 0 % 

star 120 20 17 % 

stripe 295 18 6 % 

text 363 8 2 % 

wood_imitation 584 54 9 % 

YHT 10681 659 6 % 

 

Taulukosta 2 nähdään, että kuosiattribuutille on määritelty 27 mahdollista arvoa ja 

myös näistä jokaiseen on luokiteltu tuotteita. Luokiteltuja arvoja oli yhteensä 10681 eli 

noin parituhatta enemmän kuin tuotteita. Yksikään tuote ei jäänyt kokonaan ilman an-

nettua kuosiarvoa, ja 2032 tuotetta sai attribuuttiin kaksi arvoa. Tuotteita ei jäänyt ilman 

arvoa, koska attribuutti oli merkitty skeemassa pakolliseksi. 

Tässä attribuutissa esiintyy enemmän virheelliseksi luokiteltavia arvoja kuin edellises-

sä. Näistä useisiin arvoihin liittyvät virheet ovat luonteeltaan sellaisia, että arvon aihe 
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esiintyy hyvin pienessä osassa koko kuvaa. Poikkeuksen tekee luokka ”plain”, jonka 

arvoista jopa 48 prosenttia oli virheellisesti luokiteltu. Näistä virheistä valtaosa oli värik-

käitä valokuvatapetteja eli voitaisiin sanoa, että jopa halutun tuloksen vastakohtia, kun 

arvolla haettiin kuviottomia, yksivärisiä tapetteja. Kuitenkin myös halutunlaiset kuvat oli 

luokiteltu oikein tähän luokkaan.  

Kyseinen virheluokittelu tuli esiin jo ohjelmaa kehitettäessä ja testattaessa, mutta siitä 

ei onnistuttu pääsemään eroon edes antamalla lisäohjeita kyseisen arvon käyttämi-

seen, joten virhe jäi myös viimeiseen iteraatioon mukaan. Epävarmaksi jäi, mistä tämä 

räikeä ja yleinen virhe aiheutui, mutta oletettavasti Gemini käytti arvoa sellaisille kuville, 

joille se ei löytänyt paremmin osuvaa luokkaa. Tämä oletus perustuu siihen, että jokai-

selle kuvalle oli annettava jokin arvo attribuutin pakollisuuden vuoksi.  

Kokonaisuutena tarkasteltuna 659 kappaletta 10681 arvosta eli 6 % oli virheellisiä. 

Luokittain tarkasteltuna luokissa on keskiarvoltaan 4 % ja mediaaniltaan 1 % väärin 

luokiteltuja kuvia. Prosenttilukujen erot selittyvät suurilla luokkien välisillä eroilla. Kah-

deksassa luokassa ei ollut lainkaan virheellisesti luokiteltuja arvoja. 

5.5.3 Tapetin kuva-aihe 
Tapetin kuva-aihe-attribuutin tarkoitukseksi määriteltiin toimia kuosin tarkentimena, jolla 

vastataan tarpeeseen suodattaa verkkokaupassa tapetteja tarkempien mutta yleisesti 

käytettyjen hakusanojen avulla. Koska arvojoukko ei ole kaikenkattava, niin suurin osa 

tuotteista jäi tarkoituksenmukaisesti ilman arvoa tässä attribuutissa. Taulukossa 3 on 

esitetty attribuutin arvoihin liitettyjen tuotteiden kokonaismäärät ja arvoihin virheellisesti 

luokiteltujen tuotteiden määrät sekä näiden osuus prosentteina. 
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Taulukko 3. Luokittelu tapetin kuva-aiheen mukaan. 

Kuva-aihe Kpl Virheellisiä, kpl Virheellisiä, % 

beach 210 3 1 % 

bookshelf  37 9 24 % 

butterf ly 227 56 25 % 

car 61 0 0 % 

cat 17 2 12 % 

cloud 122 6 5 % 

conifer 116 0 0 % 

deciduous 89 0 0 % 

deer 32 1 3 % 

dinosaur 15 0 0 % 

disney 11 0 0 % 

disney_frozen 2 0 0 % 

dog 13 0 0 % 

dragonf ly 20 5 25 % 

f lamingo 30 1 3 % 

forest_animals 425 304 72 % 

fox 40 7 18 % 

leopard 71 16 23 % 

marine_life 130 7 5 % 

marvel 2 0 0 % 

monkey 91 2 2 % 

monstera 74 1 1 % 

ocean 180 3 2 % 

palm_tree 360 7 2 % 

parrot 54 0 0 % 

peacock 54 3 6 % 

peony 106 0 0 % 

poppy 68 0 0 % 

rose 279 49 18 % 

swan 45 13 29 % 

unicorn 21 0 0 % 

YHT 3002 495 16 % 

 

Taulukosta 3 nähdään, että kuva-aiheattribuutille on määritelty 31 mahdollista arvoa ja 

jokaiseen on luokiteltu tuotteita. Luokiteltuja arvoja on yhteensä 3002, mikä on odote-

tusti alle puolet aineiston koosta. Aineistosta 6290 tuotetta jäi kokonaan ilman kuva-

aihearvoa ja 646 tuotetta sai kaksi arvoa.  

Tässä attribuutissa esiintyy prosentuaalisesti muttei kuitenkaan määrällisesti eniten vir-

heellisiä arvoja, mikä johtuu pienestä arvojen kokonaismäärästä. 495 kappaletta 3002 

arvosta eli 16 % oli virheellisiä. Luokittain tarkasteltuna luokissa on keskiarvoltaan 9 % 
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ja mediaaniltaan 2 % virheellisesti luokiteltuja arvoja. 12 luokassa ei ollut lainkaan vir-

heellisesti luokiteltuja arvoja.  

Huomattavaa on, että tässä attribuutissa on useita luokkia, joissa virheiden määrä on 

20–30 prosentin tienoilla. Nämä virheet olivat valtaosin sellaisia, joissa Gemini on tun-

nistanut jonkin eläin- tai kasvilajin kuvasta väärin. Esimerkiksi leopardiksi oli luokiteltu 

tiikereitä ja leijonia, joutseneksi kurkia tai ruusuksi magnolioita ja liljoja. Ihmissilmällä 

erot olivat kuitenkin helposti havaittavia, joten ne olivat selkeitä virheitä. 

Yksi tämän attribuutin luokka erottui selvästi muista siinä, että Gemini oli tulkinnut an-

netun koodin eri tavalla kuin oli ollut tarkoitus. Luokka ”forest_animals” sisälsi kuvia se-

kä metsistä että eläimistä, vaikka tarkoitus oli luokitella metsäneläimiä. Sama tulkinta-

virhe ei tapahtunut kuitenkaan esimerkiksi luokan ”palm_tree” kanssa, vaan Gemini kä-

sitteli sen yhdyssanana. Tämä virhe olisi todennäköisesti korjattavissa lisäohjeistuksel-

la, mutta se tuli esille vasta käsiteltäessä koko aineistoa läpi. 

5.5.4 Tapetin pääväri 
Taulukossa 4 on esitetty väriattribuutin arvoihin liitettyjen tuotteiden kokonaismäärät ja 

arvoihin virheellisesti luokiteltujen tuotteiden määrät sekä näiden osuus prosentteina. 
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Taulukko 4. Luokittelu tapetin värin mukaan. 

Väri Kpl Virheellisiä, kpl Virheellisiä, % 

beige 1322 57 4 % 

black 145 3 2 % 

blue 930 51 5 % 

bronze 18 0 0 % 

brown 821 14 2 % 

copper 0 0 
 

dark_gray 29 1 3 % 

gold 85 0 0 % 

gray 1039 14 1 % 

grayscale 797 27 3 % 

green 950 13 1 % 

light_gray 170 21 12 % 

light_red 150 8 5 % 

multicolored 684 23 3 % 

orange 131 0 0 % 

pink 40 3 8 % 

purple 209 2 1 % 

red 215 0 0 % 

rose 44 1 2 % 

silver 61 1 2 % 

turquoise 16 0 0 % 

white 673 70 10 % 

yellow 120 0 0 % 

YHT 8649 309 4 % 

 

Taulukosta 4 nähdään, että väriattribuutille on määritelty 23 mahdollista arvoa ja kaik-

kiin paitsi yhteen on luokiteltu tuotteita. Luokiteltuja arvoja on yhteensä 8649 eli yhtä 

monta kuin aineiston tuotteita. Yksikään tuote ei jäänyt ilman väriarvoa tai saanut kahta 

arvoa, aivan kuten attribuutti oli skeemassa määritelty.  

Kokonaismäärästä 309 kappaletta 8649 arvosta eli 4 % oli virheellisiä. Luokittain tar-

kasteltuna luokissa on keskiarvoltaan 3 % ja mediaaniltaan 2 % virheellisiä arvoja. 

Kuudessa luokassa ei ollut lainkaan virheellisesti luokiteltuja arvoja. 

Valtaosassa luokista virheiden osuus pysyi alle viidessä prosentissa ja virheet olivat 

pääosin melko tulkinnanvaraisia. Esimerkiksi vaaleanharmaaksi oli luokiteltu yksivärisiä 

tapetteja, joissa oli hyvin harmahtava vihreän tai sinisen sävy, mutta jotka erottuivat vä-

rillään selkeästi muista harmaiksi luokitelluista kuvista. Ne olivat myös nimettyjä muuksi 

kuin harmaaksi niissä tapauksissa, joissa väri sisältyi tuotteen nimeen, minkä takia ne 

katsottiin virheiksi. 
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5.5.5 Ohjeiden seuraaminen 
Merkittävä asia generatiivista tekoälyä hyödynnettäessä on seurata sitä, kuinka hyvin 

tekoäly noudattaa sille annettuja ohjeita. Tässä tutkimuksessa Gemini noudatti annettu-

ja ohjeita hyvin siinä vaiheessa, kun Geminille annettava syöte oli kehitetty viimeiseen 

versioonsa. Aiemmissa iteraatioissa tämä tuotti kuitenkin haasteita. 

Merkitsevässä asemassa tässä oli yksi Geminille syötettävä konfiguraatioparametri, 

response_schema. Sen jälkeen, kun JSON-skeema syötettiin Geminille suoraan tämän 

parametrin kautta eikä vapaan tekstin seassa ”promptina”, se noudatti skeemaa täysin. 

Tekstisyötteen mukana annettuna se noudatti skeemaa vain suurimmassa osassa ta-

pauksista muttei aina.  

Skeemassa määriteltiin esimerkiksi attribuuttien arvolistan pituus (0–2), ja tässä Gemini 

ei aina pitäytynyt, kun skeema ei ollut parametrina. Sama toistui itse arvojen kanssa. 

Kun skeema ei ollut parametrina, Gemini palautti välillä arvoja määriteltyjen arvojouk-

kojen ulkopuolelta. 

Esimerkiksi aiemmassa iteraatiossa Geminin palauttamista väriattribuutin arvoista 0,2 

%, tyylin arvoista 2,0 %, kuosin arvoista 0,5 % ja kuva-aiheen arvoista 3,9 % oli virheel-

lisiä arvoja, jotka eivät kuuluneet ollenkaan määriteltyihin attribuuttien arvojoukkoihin. 

Gemini hallusinoi arvojoukkoihin väriattribuutille kolme uutta arvoa, tyylille kuusi uutta 

arvoa, kuosille seitsemän uutta arvoa ja kuva-aiheelle kymmenen uutta arvoa ja palaut-

ti myös näitä arvoja tuotteille. Tästä ongelmasta päästiin täysin eroon hyödyntämällä 

API-parametria skeeman syöttämiseen. 

Tässä tulee esiin yksi Geminin API-version suurimmista hyödyistä, sillä API-

parametreja täysin vastaavaa toiminnallisuutta ei ole saatavilla käyttöliittymäpohjaisia 

Gemini Apps -malleja hyödynnettäessä. Lisäksi tietenkin ainoastaan API-versio on in-

tegroitavissa ohjelmakoodiin. 

5.6 Tulosten arviointi 

Arvioitaessa edellä läpikäytyjä tuloksia voidaan todeta, että konseptitasolla esitetty so-

vellus on toimiva ja että Gemini soveltuu hyvin tässä työssä esitettyyn tehtävään. Ge-

mini seuraa hyvin sille annettuja ohjeita ja kykenee tuottamaan määrämuotoista dataa 

luotettavasti. Kuvien tunnistus- ja luokittelutehtävissä se kuitenkin tekee myös virheitä. 

Taulukossa 5 on esitetty yhteenveto tuloksista. 
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Taulukko 5. Yhteenveto tuloksista. 

Attribuutti Luokkia Arvoja, kpl Virheellisiä, kpl Virheellisiä, % 

Tyyli 10 6951 90 1 % 

Kuosi 27 10681 659 6 % 

Kuva-aihe 31 3002 495 16 % 

Väri 23 8649 309 4 % 

KA 23 7321 388 5,3 % 

 

Taulukosta 5 nähdään, että keskimäärin näillä neljällä tutkitulla attribuutilla oli 23 määri-

teltyä luokkaa, joihin luokiteltiin keskimäärin 7321 arvoa. Luku on hieman pienempi 

kuin aineiston koko, mikä selittyy sillä, että välillä tuotteet jäivät ilman arvoja ja välillä 

saivat yhden sijaan kaksi arvoa. Virheellisiä arvoja oli kaikkiaan keskimäärin 388 eli 5,3 

% attribuuttiarvoista. Tällä tavoin laskettuna voidaan sanoa, että noin 95 % ohjelman 

tuottamista vastauksista oli oikein.  

Virheiden prosenttiosuuksista nähdään, että attribuuttien välillä on kuitenkin merkittäviä 

eroja virheiden määrissä. Attribuuttikohtaisten tulosten perusteella osa näistä virheistä 

saattaa olla vältettävissä paremmin suunnitelluilla luokilla. Ongelman aiheuttivat esi-

merkiksi liian epämääräisesti nimetyt luokat, jolloin virheitä syntyi, kun Gemini tulkitsi 

luokan väärin.  

Toinen ongelma syntyi siitä, että attribuutti oli määritelty pakolliseksi, mutta arvojoukko 

ei vastannut täysin aineiston sisältöä, jolloin Gemini joutui väkisin valitsemaan sopimat-

toman arvon. Nämä molemmat ongelmat aiheuttivat virheitä, jotka eivät johtuneet Ge-

ministä, vaan ovat käyttäjien korjattavissa ja ratkaistavissa. Niinpä oikeiden vastausten 

osuus voisi mahdollisesti olla paremmalla suunnittelulla vielä korkeampi kuin nyt ha-

vaittu.  

Näiden lisäksi tuloksissa esiintyi virheitä, jotka eivät selity muulla kuin Geminin puutteil-

la joko kuvantunnistuksessa tai sisällön generoinnissa. Tällaisia olivat esimerkiksi eri 

eläin- tai kasvilajien sekoittaminen keskenään. Tämä tulos saattaa parantua uusien 

malliversioiden myötä. 

Noin 95 prosenttia luokittelusta oli kuitenkin onnistunutta. Virheiden määrä tuloksissa 

oli sellainen, että ohjelma voidaan ottaa oikeaan työkäyttöön, mutta käyttäjien valvon-

nassa eli suoraa integraatiota ei päädytty tällä tuloksella tekemään.  
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6. YHTEENVETO 

Tämän tutkimuksen tarkoituksena oli selvittää, miten tekoälyä voidaan hyödyntää verk-

kokaupan tuotteiden luokitteluun. Täydentävinä tutkimuskysymyksinä oli, onko tapet-

tien värien, tyylien, kuosien ja kuva-aiheiden luokittelu mahdollista automatisoida teko-

älyn avulla ja onko valittu teknologia sopiva ja tarpeeksi kypsä tuotantokäyttöön yritys-

ympäristössä. Vastauksia tutkimuskysymyksiin selvitettiin suunnittelemalla ja toteutta-

malla ohjelma, joka luokittelee tapetteja värien, tyylien, kuosien ja kuva-aiheiden osalta 

ennalta määriteltyihin luokkiin tuotekuvien perusteella. Toteutettu ohjelma hyödynsi 

luokitteluun generatiivista ja multimodaalista Gemini-tekoälymallia.  

Tutkimus toteutettiin suunnittelutieteen periaatteiden mukaisesti, ja sen lopputuloksena 

syntyi tietotekniikka-artefakti eli tässä tapauksessa tuotteiden luokittelua tekevä ohjel-

ma. Tutkimusprosessi seurasi suunnittelutieteen prosessin vaiheita, ja valittu menetel-

mä soveltui tämän tutkimuksen organisaatiolähtöiseen tutkimusongelmaan hyvin. 

Valittu teknologia eli tutkimuksen tekohetkellä Geminin uusin tekoälymalli osoittautui 

tehtävään sopivaksi työkaluksi tutkimuksessa saatujen tulosten perusteella. Se suoriu-

tui kuvantunnistuksesta hyvin ja toimi parhaiten erilaisten tyylien tunnistamisessa. Se 

palautti vastaukset eksaktisti pyydetyssä muodossa, mikä on hyödyllinen ominaisuus, 

kun vastauksia käsitellään ohjelmallisesti osana automatisoitua prosessia.  

Saatujen tulosten perusteella tapettien värien, tyylien, kuosien ja kuva-aiheiden luokit-

telu on siis mahdollista automatisoida tekoälyn avulla, ja toteutettu ohjelma voidaan ot-

taa tuotantokäyttöön. Virheiden todennäköisyys, noin 5,3 %, on kuitenkin vielä niin 

merkittävä, että vastausten tarkistamiseen tarvitaan ihmistä, eikä täysautomaatio ole 

suositeltavaa tuotantoympäristössä. Saavutettava hyöty on kuitenkin merkittävä täysin 

manuaaliseen prosessiin verrattuna. Ohjelma on suunniteltu ja toteutettu siten, että sen 

käyttöä voidaan helposti kokeilla laajentaa myös uusiin tuoteryhmiin ja tuotetietoattri-

buutteihin, jolloin sen potentiaalinen hyöty kasvaa. 

Tekoälyä voidaan siis hyödyntää tuotteiden luokitteluun siten, että tuotekuvista poimi-

taan tuotetietoja, joita ei muuten ole saatavilla esimerkiksi tekstitietona. Tällöin sääste-

tään aika, joka menisi manuaaliseen tietojen selvittämiseen kuvia katsomalla yksi tuote 

kerrallaan. Tekoälyn tuottamien vastausten tarkistaminen vie jonkin verran aikaa, mutta 

se on silti nopeampaa, koska valtaosa vastauksista on sopivia.  
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Tutkimuksen aineisto rajattiin tapetteihin ja niiden tiettyihin tuoteattribuutteihin. Tulokset 

saattavat olla kuitenkin yleistettävissä muihinkin yleisesti internetissä esiintyviin tai 

muutoin tekoälymallien koulutusaineistoon sisältyneisiin tuotteisiin, joista voidaan ku-

van perusteella poimia tuotetietoja. Tällaisia ovat esimerkiksi muut sisustustuotteet.  

Kun tuotteet ja niistä etsittävät tiedot ovat hyvin yleisiä ja tyypillisiä, tehtävään soveltuu 

tutkimuksessa käytetty yleinen tekoälymalli, jota ei ole varta vasten koulutettu tehtävä-

kohtaisella aineistolla. Tällöin tekoälyn käyttö on myös kustannustehokkaampaa kuin 

jos tekoälymalli pitäisi kouluttaa jokaiseen aineistotyyppiin ja sen luokkiin erikseen. 

Tutkimuksen rajoitteena on huomioitava sen aineiston rajaus yhteen tuoteryhmään se-

kä yhden valitun tekoälymallin, Gemini 1.5 Pro:n, käyttäminen ohjelman toteutuksessa. 

Tuloksia ei siis voida yleistää koskemaan muita tekoälymalleja, kuten esimerkiksi lu-

vussa 3 esiteltyä GPT-4-tekoälymallia. Mahdollinen jatkotutkimusaihe voisikin olla vas-

taavan ohjelman toteuttaminen käyttäen eri tekoälymalleja.  

Tämän tutkimuksen teon aikana huomiota ovat saaneet muun muassa uudet nousevat 

tekoälytoimijat DeepSeek ja Mistral AI, joista kumpikin yhtiö on perustettu vasta vuonna 

2023 (Conroy & Mallapaty 2025; Mistral AI 2025). Tekoälyala on siis isossa murrok-

sessa ja kehitys on nopeaa, joten vastaavan toiminnallisuuden toteuttaminen kokonaan 

eri tekoälyä tai saman tekoälymallin uudempaa versiota hyödyntäen voisi tuottaa hyvin 

erilaisia tuloksia. 
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