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Tassa tydssé tutustutaan lineaariseen regressioanalyysiin tilastollisena analyysime-
netelmand. Tarkoituksena on tarkastella lineaarisen regressiomallin luomisen ja testaa-
misen taustalla olevaa matematiikkaa. Lopuksi teoriaa sovelletaan luomalla jadkiekkope-
laajien tilastojen pohjalta lineaarinen regressiomalli pelaajien vuosipalkoista.

Teoriaosuudessa kasitellaadn regressioanalyysin suorittamista pienimman neliésum-
man menetelman avulla. Tydssa oletetaan lukijan osaavan perusteet lineaarialgebrasta,
eika kaikkia siihen liittyvia kasitteitd avata tai todisteta. Teoriaosuudessa myds tarkastel-
laan mallin testaamista niin kokonaisuuden kuin yksittéisten selittajien osalta.

Tybn soveltavassa osiossa sovelletaan teoriaosuuden matematiikkaa oikeaan aineis-
toon ja verrataan sitd MATLAB:n fitim-komennon tuloksiin. TAman pohjalta luodaan esi-
merkinomaisesti lineaarinen regressiomalli NHL-pelaajien vuosipalkoista ja tarkastellaan,
mitka selittajat vaikuttavat palkkoihin. Lopuksi mallin hyvyytta tarkastellaan tilastollisten
tunnuslukujen avulla, seké arvioidaan mallin todenmukaisuutta ja kayttokelpoisuutta.
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1. JOHDANTO

Regressioanalyysi on tilastotieteessd paljon kiytetty menetelmi. Tutkijat useilla aloilla ovat kiin-
nostuneita siitd, millé tavoin asiat vaikuttavat toisiinsa. Johtopédatoksid niistd riippuvuussuhteista
voidaan tehdd empiiristen havaintojen ja tilastollisen analyysin avulla. Tdhédn analyysiin usein hyvin
soveltuva tyokalu onkin juuri regressioanalyysi, jossa tutkitaan selittdvien muuttujien eli selittdjien
X1,X2,...,X, tilastollista vaikutusta selitettdvdin muuttujaan eli vasteeseen y. Kun tilastollinen vai-
kutus selvitetdin, voidaan sen avulla ennustaa selitettdvin muuttujan kiyttaytymisti eri tilanteissa.
Nykyiin ldhes kaikilla tilasto-ohjelmistoilla voidaan suorittaa regressioanalyysi, ja yhdistettyna

datan kerddmiseen se on erittdin kdyttokelpoinen tyokalu.

Regressiomallit voidaan jakaa kolmeen osaan: yhden selittdjdn lineaariseen malliin, monen selit-
tdjan lineaariseen malliin ja epdlineaariseen malliin. Niistd kahta ensimmaistd késitellddn tassd
tyossid. Ensimmiinen laskennallinen menetelmi regressioanalyysin suorittamiseen oli tiettivéas-
ti pienimmin nelicsumman menetelmi (PNS-menetelm4), jota kuuluisat matemaatikot Adrien-
Marie Legendre ja Carl Friedrich Gauss tutkivat jo 1800-luvun alussa. Silloin mallia sovellettiin

muun muassa taivaankappaleiden kiertoratojen arvioimiseen. [1, s. 2-3]

Lineaarista regressiomallia on mielekisti kdyttdd, kun havaintoparien vililld on korrelaatiota eli
lineaarista riippuvuutta. Kuitenkin korrelaatio on todella harvoin tiydellisti, jolloin kaikkia havain-
topisteitd ei voida yhdistda suoralla viivalla. Talloin kehitetdédn sellainen sovitesuora, joka minimoi
kaikkien pisteiden etdisyyden suorasta. Téhdn kdytetyin menetelmi on pienimmén neliosumman
menetelmd, jossa havaintopisteiden ja sovitesuoran véliset etdisyyksien neliot minimoidaan. [2, s.

367] Tahian tutustutaan tarkemmin alaluvussa 2.2.

Tésséd kandidaatintydssi tutustutaan regressioanalyysiin ja pienimmaén neliosumman menetelméin.
Tyon teoriaosuudessa tarkastellaan 1dhtokohtia regressioanalyysiin sekéd perehdytidin pienimmén
nelidsumman menetelméin lineaarialgebran kautta. Samalla esitelldéin tietokoneohjelmistojen jo-
kaisen tunteman “lineaarinen sovitus” -toiminnon taustalla olevaa matriisilaskentaa. Taméin liséksi
tarkastellaan regressiomallin matemaattista testaamista. Tyon lopussa on soveltava osio, jossa luo-
daan esimerkinomaisesti lineaarinen regressiomalli jddkiekkopelaajien vuosipalkoista seké tutki-

taan eri tilastojen vaikutusta palkan suuruuteen.



2. TEORIA

Tisséd luvussa esitelldédn teoriaa regressioanalyysista, pienimmén neliosumman menetelmaista ja
mallin testaamisesta. Lidhtokohtana regressioanalyysiin voidaan pité4 tilannetta, jossa havaintopis-
teiden vililld havaitaan korrelaatiota eli lineaarista riippuvuutta, mutta halutaan tarkempaa tietoa
muuttujien vilisestd yhteydestd. Lineaarisessa regressioanalyysissa muodostetaan havaintopistei-

siin lineaarinen sovite, jonka avulla voidaan estimoida selitettdvin muuttujan kayttdytymista.

2.1 Lineaarinen regressiomalli

Kuvataan yhden selittdjin lineaarisessa regressiomallissa selitettdvin muuttujan y kiyttdytymista
yhtalolla
y=Ppo+pix+e, 2.1

missi vakioita Bp ja B8 kutsutaan vakiotermiksi ja regressiokertoimeksi ja vakiota e satunnaister-
miksi [3, s. 7].

Satunnaistermin € odotusarvo on 0 ja varianssi on vakio o2, ja se kuvaa sitd muuttujan y vaihtelua,
joka ei ole selitettdvissd muuttujan x vaihtelulla [4, s. 17]. Vakiot By ja 81 ovat tuntemattomia, ja

niille pyritdéin etsimédédn estimaatit eli arviot pienimméin neliosumman menetelmalli.

Tarkastellaan tilannetta, jossa € = 0. Télloin yhtélo (2.1) on suoran yhtdlon muodossa, jolloin
puhutaan matemaattisesta mallista tilastollisen mallin sijaan [3, s. 2]. Todellisuudessa tilastot tai
data eivit juuri koskaan noudata matemaattisia malleja, ja siksi satunnaistermi pidetdin mukana

regressiomallissa.



Lineaarinen regressioanalyysi
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Kuva 2.1. Esimerkkikuva yhden selittdjdn lineaarisesta regressiomallista. Vihredlld on havainnol-
listettu jddnnostd € havainnon ja sovitesuoran vililld.

Maiéritelma 2.1. Usean selittdvidn muuttujan lineaarista regressiomallia kuvataan yht4lol14

y=Bo+pP1x1+...+Pixk +¢€,
missd parametrit 8y, . . ., Bx ovat muuttujiin xi, . . ., xg liittyvid regressiokertoimia ja parametri k
on selittdjien lukumaari [5, s. 9].
2.2 Pienimman neliosumman menetelma

Téssd luvussa tutustutaan lineaarisen regressiomallin regressiokertoimien estimoimiseen pienim-
min neliosumman menetelmilld. Menetelmén tavoitteena on 16ytdéd sellaiset arvot kertoimille
Bo, B1, ..., Bk, etté todellisten mittapisteiden ja sovitesuoran vilisten poikkeamien nelididen sum-
ma minimoituu [2, s. 367]. Kun poikkeamat nelididaan, itseisarvoltaan suuret poikkeamat koros-
tuvat. Seurauksena pienimmén neliGsumman menetelmd muodostaa regressiosuoran, joka ei ole

kovin kaukana yhdestikidn havaintopisteesta [4, s. 19].
Madéritelma 2.2. Lineaarisen regressiomallin sovitesuoran yhtalo
y=PBo+Bixi+...+Prxk
antaa selitettdville muuttujalle estimaatin ¥ joillakin tuntemattomilla kertoimilla Sy, 81, . . . , Bk.

Madéritelméa 2.3. Havainnon y; ja sen estimaatin y vilinen etdisyys € méiritelladn yhtalolla

€ =Yy —Bo—Pixi1 — ...~ BiXik. (2.2)



Etdisyytti kutsutaan myo6s jadnnokseksi.

Madiritelmi 2.4. Méiritellddn jddnndsneliosumma SSg (residual sum of squares) yhtédlolld
SSk = ) (€)’
i=1
n
= Z()’i = Bo = Bixit — ... = Bixix), (2.3)

i=1
missd parametri k on selittdjien lukuméérd ja parametri n havaintoparien lukumiira.
Seuraavaksi etsitiéin kertoimille Sg, Bi, . . ., Bx sellaiset arvot, jotka minimoivat lausekkeen (2.3).

Lineaarialgebran hyodyntaminen PNS-menetelmassa

Jos aineiston havaintoparit toteuttavat suoran yhtdlon, regressiokertoimet By, 51, . . . ja Sx saadaan

ratkaisemalla lineaarinen yhtédloryhmaé, joka voidaan esittdd matriisimuodossa

AX =Yy
eli
y—Ax=0.

Téssd yhtdloryhméssa

I xi1 xi2 -o Xik Bo Y1

I xp1 xp2 o0 Xk Bi y2

A=l Cex=| L iay=| s (2.4)

_1 Xnl Xn2 *°° Xnk] _ﬁk_ | Vn |
missd matriisin A sarakkeet, poislukien ensimméiinen, ovat selittdjien x1, . .., x, arvoja. Vektorin
y alkiot yy, ..., y, ovat selittdjid vastaavia vasteen arvoja. Indeksi n on aineiston havaintopisteiden

lukumaairé ja indeksi k selittdjien lukumadrd. [5, s. 11]

Tilastollisessa analyysissa on kuitenkin hyvin harvoin tilannetta, jossa dataparit noudattavat ma-
temaattista mallia, esimerkiksi suoran yhtdlod. Télloin lineaarisen yhtdloryhmén ratkaisuvektoria
x ei ole. Silloin etsitddn sellainen vektori X, joka on lihimpénd yhtdloryhmén ratkaisua. Tillainen

ratkaisu l0ydetdin, kun kaavan (2.3) mukainen nelidsumma saa pienimmén arvonsa. [6, s. 226]

Miaritelma 2.5. Miiritellddn jaannosvektori yhtalolld
e=y— Ax.

Jadnnosvektoriksi vastaa yhtidlon (2.2) jaannoksistd muodostettua vektoria.



Jos jddnnosvektori e = 0, lineaarisella yhtdloryhmilld on ratkaisu eikéd pienimmén nelidsumman

ratkaisua tarvita.

Maiéritelma 2.6. Pienimmaén neliosumman ratkaisulla tarkoitetaan sellaista vektoria x, joka mini-

moi jadnnosvektorin normin nelion. TAma voidaan kirjoittaa lausekkeena
min(|le||*) = min(|ly — Ax|1*)
X B X y ’

missi etsitddn sellainen vektori X, ettd lauseke minimoituu. Merkitdédn tétd 10ydettyd pienimmén

nelidsumman ratkaisua vektorilla X ja pieninté jaannosvektoria vektorilla ep;p.

Normin miiritelmin mukaisesti
lly — Ax|| = |Ax - y]l,

joten voidaan kéyttdd oikeanpuoleista muotoa, kuten Boyd et al. kiyttéavit kirjassaan [6, s. 228].

Maaritelma 2.7. Merkitddn funktion

f(x) =Ax -yl

minimikohdaksi x = X.

Avataan toinen potenssi

f(x) = lAx —y|?
= (Ax-y)"(Ax -y)
=x"ATAx - 2yTAx +yTy.

Lasketaan gradientti jokaisesta termisté erikseen

Vi(x) = V(x AT Ax) - V(2yT Ax) + V(yy)
=2AT Ax — 2yAT
=2AT (Ax —y)
[6, s. 229, s. 184].

Minimikohdassa x = X funktion gradientti on nolla. Merkitdén tétd yhtilolla
24T (A% -y) =0,

joka voidaan kirjoittaa muodossa
ATAx = ATy.

Pienimmiin nelidsumman ratkaisu saadaan, kun kerrotaan molempia puolia matriisin A” A kiin-
teismatriisilla (A7 A)~!. Tdmi on mahdollista vain, jos matriisi A7 A on kiintyvi, eli matriisin

AT A sarakkeet ovat lineaarisesti riippumattomia. Tilloin myos det AT A # 0.



Matriisin A sarakkeet on méiritelty kaavarivilld (2.4). Sarakkeet ovat lineaarisesti riippuvia vain,
jos jokin selittdjistd on muiden selittdjien lineaarikombinaatio. Téllainen selittdjd kannattaakin
usein poistaa mallista, koska se ei tuo malliin mitdan uutta informaatiota. Voidaan siis todeta, etta
lihes aina det (AT A) # 0, misti seuraa, etti matriisilla AT A on kiznteismatriisi (AT A)~!, jolloin

silld voidaan kertoa yhtdloa puolittain.

Lause 2.8. Olkoon A kokoa nx (k + 1) oleva matriisi jay € R". Yhtiloryhmdn AX =y pienimmdn

neliosumman ratkaisu

= (ATA) ATy, (2.5)
missd
Bo
. |A
X =
Bk
Kertoimia BAO, ,é L ,ék kutsutaan PNS-estimaateiksi.

Tiedetédén, ettd lyhin vektori tason ja pisteen vililld on tasoa vastaan kohtisuora vektori. Téten
pienimmin nelidsumman ratkaisu voidaan myos tulkita sellaisena vektorina X, ettd vektorit AX
ja emin ovat ortogonaaliset. Talloin vektori ey, on matriisin A sarakeavaruutta R(A) vastaan

kohtisuorassa. [7, s. 185-186] Kuva 2.2 havainnollistaa tita hyvin.

Y
e=Y-Y

Yoxg &

Span(X)

Kuva 2.2. Havainnollistava kuva pienimmdn neliosumman menetelmdstd. Matriisi X vastaa tyossd
kéytettyd matriisia A ja vektori  PNS-ratkaisuvektoria X. Vektori e on minimoitu jddnnosvektori,
Jjota merkitddn téssd tyossd vektorilla emin Sininen taso kuvaa matriisin A sarakeavaruutta. [8]

Voidaan my0s merkitd, ettid
AT = (ATA) AT,

Tilloin X = A'b, missd matriisi A™ on matriisin A pseudoinverssi [6, s. 229].



Miaritelma 2.9. Selitettdvin muuttujan y estimaatti y saadaan yhtidlon

9= Bo+Bixi+.. +Brxn (2.6)
mukaisesti, joka voidaan my0s esittdd matriisiyhtdloni

§ = AR 2.7

[5, s. 13]. Kun tidhén yhtél6on sijoitetaan selittdjien x; arvoja, saadaan tulokseksi estimaatti selitet-

tiville muuttujalle.

2.3 Mallin testaaminen

Téssa luvussa tarkastellaan lineaarisen regressiomallin tilastollista testaamista. Ennen luodun mal-
lin kéyttoonottoa on syyti testata, onko saatu malli kdyttokelpoinen. On mahdollista, ettd selittivat
muuttujat eivét selitd vasteen vaihtelua tai selittivit sitd huonosti. Testeilld voidaan myos sel-
vittdd, mitkd muuttujat ovat merkitsevid ja mitkd eivit, joten testit antavat tidrkedd informaatiota

regressiomallista.

A

Havainnon y; ja sen estimaatin y vilinen etdisyys on usean selittdjin tapauksessa mdidritelty
yhtélolla (2.2). PNS-menetelméssid kaikkien ndiden etdisyyksien nelidsumma minimoitiin. TAma
minimoitu jaddnndsvektori

emin =Y -V =Yy — AX
yhtélon (2.7) mukaisesti.

Jadnnosneliosumma on madritelty yhtilolld (2.3). Muutetaan jidnndsneliosumma matriisimuotoon,

jolloin sen laskennallinen méérittiminen on helpompaa. Yhtilo saadaan muotoon

SSR = eminTemin
= (y - A®)"(y - A%)
=yly —gATy. (2.8)

Viimeiselld rivilld kaikkia vilivaiheita ei avata, mutta niihin voi tutustua tarkemmin Myersin et al.
kirjasta [5, s. 18].

Jaannosneliosumma kertoo siis kokonaispoikkeaman havaintopisteiden ja sovitesuoran vililla. Sen
merkitystd ei suoraan matriisimuodosta helposti nde, mutta muoto on erittdin kiyttokelpoinen
laskentaa ajatellen. Jiznnosneliosumman avulla voidaan estimoida jiinndksen varianssia o2, joka

kertoo, kuinka paljon jadannos vaihtelee aineistossa.
Jddnnosneliosumman ja jadnnoksen varianssin suhteesta tiedetdin, ettd

SSr

2
_NX— _
o2 n—-k-1



[2, s. 373]. Talloin odotusarvo

SSR|
E|=X|=n-k-1,
o
josta saadaan ratkaistua varianssi ]
SS
2 R
o =E|———|.
|n—k-1

Huomataan, etti nfi’i 7 on siis varianssin harhaton estimaattori.

Mairitelma 2.10. Jadnnoksen varianssia voidaan estimoida otoksen avulla laskettavalla suureella,

joka miiritellddn kaavalla

SS

2 R

=% 2.
S I’l—k—l ( 9)

[5, s. 18]. Tatd kutsutaan jdfinnoksen otosvarianssiksi.

Sijoitettamalla tdhédn yhtilot (2.3) ja (2.8), saadaan otosvarianssiksi

1 S s s 3
P Z(yi = Bo=Prxit = ... = Prxir)’
i=1

n—k-1
= ;(yTy - xATy)
n—k-1 ’

Regressioanalyysissa varianssin halutaan olevan pieni, koska silloin malli selittié vasteen vaihtelua

paremmin kuin suurella varianssilla.

Miaritelma 2.11. Kokonaisneliosumma (total sum of squares)
n
St =) (i =9,
i=1

missd y on aineiston vasteen y otoskeskiarvo. Kokonaisneliosumma kuvaa havaintojen vaihtelua
keskiarvonsa ympdrilld [4, s. 20] [2, s. 392].

Vektorilaskentaa hyodyntden kokonaisneliosumman yhtaloksi saadaan
$Sr=(y-9"((y - ). (2.10)

Miaritelma 2.12. Mallin selitysosuus (R-squared) mééritellddn yhtilolla

:le_& 2.11)

R2
SSt SSt

[2, s. 393]. Selitysosuus kertoo, kuinka monta prosenttia muuttujan y vaihtelusta voidaan selittda

selittdjien vaihtelulla.



Mité lahempind selitysosuus on arvoa yksi, sitd parempi regressiomalli on. Jifinndsnelidsummalle
vastaava optimaalinen arvo on kaavan (2.11) mukaisesti nolla, jolloin kaikki havaintopisteet ovat
regressiosuoralla. Selitysosuuden avulla paistddn testaamaan sitd, kuinka hyvin malli onnistuu
kuvaamaan selitettdvdn muuttujan vaihtelua. Sen kaavassa ei kuitenkaan huomioida selittéjien
lukumairaa. Talloin selittdjian lisddminen malliin voi kasvattaa selitysosuutta riippumatta selittdjian
merkitsevyydestd. Tastd syystd midritellddn mallille korjattu selitysosuus, joka pienenee, kun

merkitsemattomia selittdjid lisdtdan malliin.

Maiéritelmé 2.13. Mallin korjattu selitysosuus (adjusted R-squared) mééritellddn yhtilolla

> n-1
R“dj_l_(n—k

)(1 - R, (2.12)

missd parametri # on havaintoparien lukuméiird ja k selittdjien lukuméiri. Jos aineiston koko on

suuri verrattuna selittijien lukuméiréin eli (ﬁ) ~ 1, niin R? 4~ RZ%.[5,s. 22-23]

Jos siis aineiston havaintopisteiden maard on suuri, ei ole juurikaan merkitysti, kaytetaanko selity-

sosuutta R? vai korjattua selitysosuutta R> 4 Tastd syystd tassd tyossd kéytetddn selitysosuudesta
adj

yksinkertaista merkintii R2.

Maiéritelma 2.14. Usean selittdjan regressiomallin testauksessa hypoteesit méaaritelldan seuraavas-
ti:

Hozﬂlz...:ﬁk:O
H, : 8; # 0 jollain indeksin i arvolla

Testattava nollahypoteesi siis olettaa, ettd mikddn selittdjistd ei pysty selittdiméin muuttujan y
vaihtelua. Vaihtoehtoinen hypoteesi puolestaan sanoo, ettd vihintdin yksi selittdjistd on merkitseva.
[5,s. 20]

Nollahypoteesia testataan testisuureen

R?/k

a5 yTry .y

~ F(k,n—k—1) 2.13)

avulla [5, s. 20]. Jos malli onnistuu selittiméédn vasteen vaihtelua erittdin hyvin, niin R? ~ 1.
Lausekkeesta ndhdéén, ettd tidlloin nimittdjd ldhestyy nollaa, jolloin F-testisuureen arvo kasvaa.
Vastaavasti jos malli on huono, niin R?> ~ 0. Tilléin osoittaja lihestyy nollaa, jolloin myods F-

testisuureen arvo ldhestyy nollaa.

Nollahypoteesin testaamisessa valitaan jokin merkitsevyystaso @, joka kuvaa todennikoisyyttd
hylétd nollahypoteesi, vaikka se olisikin tosi [2, s. 307]. Merkitsevyystasoksi asetetaan siis etukéteen

jokin pieni luku, esimerkiksi @ = 0,05 = 5% tai @ = 0,01 = 1%.

Madéritelma 2.15. Todennédkdisyytta

Pr=P(Fr k-1 > Fp). (2.14)
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kutsutaan F-testisuureen p-arvoksi ja se lasketaan F-jakaumasta vapausastein k jan — k — 1 [2, s.
315].

Jos p-arvo on suurempi kuin merkitsevyystaso, nollahypoteesi jid voimaan ja todetaan, ettd malli ei
selitd vasteen vaihtelua. Jos taas p-arvo on pienempi, niin nollahypoteesi hylétdan ja vaihtoehtoinen

hypoteesi jdd voimaan. Tilloin vihintdédn yksi selittéjistda on merkitsevi.

Kun mallin yleinen kayttokelpoisuus on selvitetty, usein ollaan kiinnostuneita siitd, mitka selittdjat
ovat mallin kannalta tdrkeimpid. Esimerkiksi jos selittdjan data on vaikeasti saatavilla tai datan
kerddminen on kallista, voidaan olla kiinnostuneita siitd, kuinka tirked selittdja on mallin kannalta

ja voisiko sen poistamista mahdollisesti harkita.

Mairitelmi 2.16. Testattaessa yksittdisen selittdjén x; merkitsevyyttd, vastaavan regressiokertoi-

men S hypoteesit méritellddn seuraavasti:

H()I,BjZO
Hl:,BJ-;&O

[S, s. 24].

Jos nollahypoteesia ei hylita, kerrointa vastaava selittivd muuttujan poistamista mallista kannattaa

harkita. Nollahypoteesia testataan t-testisuurella

B;

SE[;.

to =

missd SE 5, on estimaatin ; keskivirhe, eli se lasketaan yhtélolld

SE Aj = w/SZij.

Tissd vakio s> on méiritelmin 2.10 mukainen jiinnoksen otosvarianssi ja C i = ((ATA)™h jj el

matriisin (A7 A)~! diagonaalialkio rivilti ja sarakkeelta j. [5, s. 24]

T-testisuureeksi saadaan

=2 - i : (2.15)
Vs2Cj; \s2((ATA)TN) 5
Miaritelma 2.17. Todennikoisyytti
pr = P(tq——1 > lto]) (2.16)

kutsutaan t-testisuureen p-arvoksi, joka lasketaan t-jakaumasta vapausasteellan — k — 1 [2, s. 321].

Yhtilo (2.16) saadaan muotoon

P =2 -min(P(ty—x-1 > to), P(th-x-1 < t0)), (2.17)
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missd valitaan ndistd kahdesta todennékdisyydestd pienempi ja kerrotaan se kahdella. Jos t-
testisuure 7y saa negatiivisen arvon, valitaan todennikéisyys P(f,-r—1 < to), eli ettd jakau-
man arvo on pienempi Kkuin f¢. Positiivisella t-testisuureen arvolla taas valitaan todennikoisyys
P(tp_k-1 > to).

P-arvoa verrataan valittuun merkitsevyystasoon a, joka on yksittiisen selittdjdn testaamisessa
usein 5% tai 10% [1, s. 172]. Jos p-arvo on suurempi, nollahypoteesi jad voimaan ja todetaan,
ettd selittdjdd ei pidetd merkitsevidni. Talloin sen poistamista mallista kannattaa harkita. Jos taas
p-arvo on pienempi, oletetaan vaihtoehtoinen hypoteesi todeksi ja todetaan selittdji tilastollisesti
merkitseviksi.
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3. LINEAARISEN REGRESSIOMALLIN
SOVELTAMINEN

Teorialuvussa kisiteltiin matemaattista teoriaa lineaarisen regressioanalyysin taustalla. Nyt nii-
den tietojen pohjalta voidaan ratkaista lineaarisen regressiomallin regressiokertoimille estimaatit
PNS-menetelmall4, tutkia mallin kiyttokelpoisuutta mallin tunnuslukujen avulla ja tutkia yksittdis-
ten selittdjien merkitsevyyttd. Tédssd luvussa sovelletaankin teorialuvun aiheita aineistoon. Ty0s-
sd kdytetddn laskentaan MATLAB:ia ja myOs verrataan matemaattisen laskennan ja MATLAB:n

fitlm-komennon antamia tuloksia toisiinsa.

3.1 Aineiston esittely

Sovellettavaksi aineistoksi on valittu jidkiekkoaiheinen data. Selitettivdanid muuttujana on NHL-
pelaajien keskivuosiansio, AAV (Annual Average Value), joka lasketaan jokaista sopimusta kohden

kaavalla ) )
sopimuksen kokonaisarvo

AAV = - -
sopimuksen pituus

Téssid tyossi tutkitaan, miten muut pelaajan tilastot vaikuttavat keskivuosipalkkaan. Otoksena on
NHL:ssd pisteporssin 198 parasta pelaajaa kaudelta 2024-2025. Tilastot on kerdtty 12.2.2025
mennessi pelatuista otteluista, joten otanta on noin 55 pelattua ottelua. TyOssad kaytetyt selittdjit

on kirjoitettu taulukkoon 3.1.

Taulukko 3.1. Aineiston selittdjdt ja niiden kuvailu.

Selittiji Kuvaus
P/GP tehopisteiden miiré pelattua ottelua kohden
TOI/GP keskiméadrdinen peliaika ottelussa
Signing Age ikd sopimuksentekohetkell&
Length nykyisen sopimuksen pituus vuosina
G60 maalien lukumiird 60 pelattua minuuttia kohden
PM plus-miinus -tilasto
GWG tehtyjen voittomaalien lukumiird
DFF% pelaajan kentilldolon vaikutus vaarallisten
maalipaikkojen suhteeseen

Lihteend P/GP-, TOI/GP- ja GWG-tilastoille on nhl.com [9] ja muille tilastoille puckpedia.com
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[10]. Alkuperiiselle datalle tehdédédn seuraavat muutokset:

1. Yhdistetdédn molempien lidhteiden tilastot samaan taulukkoon.
Poistetaan tuhaterottimena olevat pilkut.

Muutetaan TOI/GP-tilaston alkuperdinen muoto (minuutit:sekunnit) desimaaliluvuksi.

Ll

Vaihdetaan pelaajien jirjestystd niissé tilanteissa, joissa alkuperdinen jdrjestys oli lahteiden
vililla eri.
5. Poistetaan AAV-tilastosta dollarimerkit.

6. Vaihdetaan plusmiinustilaston nimen “+/-” tilalle nimeksi “PM”.

TyOssd muodostetaan aineistosta usean selittdjdn lineaarinen regressiomalli lausekkeen (2.1) mu-
kaisesti, lasketaan regressiokertoimille estimaatit ja tarkastellaan mallin selitysosuutta sekd yksit-

tdisten selittdjien merkitsevyytti.

Lopuksi, mikéli malli todetaan selityskykyiseksi, estimoidaan mallilla NHL:n supertihtilaitahyok-
kadjien Mikko Rantasen ja Mitchell Marnerin sopimusten keskivuosipalkat. Rantasen ja Marnerin
nykyiset sopimukset paittyvit heindkuussa 2025, ja talld paivamaérilld, 3.3.2025, kummallakaan
heistd ei ole jatkosopimusta tehtyni. Yleisessd keskustelussa heidén tulevien sopimustensa keski-

vuosipalkkojen arvioidaan olevan noin 13—14 miljoonaa dollaria.

3.2 Mallin soveltaminen aineistoon

Kun aineistoon on tehty edelld kuvatut muutokset, voidaan aineiston pohjalta luoda lineaarinen
regressiomalli. Tadssd alaluvussa muodostetaan lineaarinen malli tyon teoriaosuudessa esitellyn

matematiikan avulla MATLAB:lla ja verrataan tuloksia MATLAB:n fitlm-komennon arvoihin.
Selittdjien ja vastemuuttujan vilinen korrelaatiokerroin on esitetty taulukossa 3.2.

Taulukko 3.2. Selittdjien ja vastemuuttujan AAV viilinen korrelaatiokerroin.

Selittaja Korrelaatiokerroin

P/GP 0,53330
TOI/GP 0,49764
Signing Age 0,12676
Length 0,75164
G60 -0,06781
PM 0,01203
GWG 0,17208
DFF% 0,12701

Taulukosta 3.2 huomataan, ettd kiinnostavimmat selittdjit korrelaatiokertoimen perusteella ovat
P/GP, TOI/GP ja Length, koska korrelaatiokerroin niiden ja selittdjdn vililld on kauimpana nollasta.

Vihiten mielenkiintoisia ovat taas PM ja G60.



14

Matriisi A muodostetaan kaavarivin (2.4) mukaan. Varmistetaan, ettd matriisi AT A on kadntyva

laskemalla sen determinantti. Determinantti
det(ATA) = 1,453 x 10%,

miki vahvistaa, etti matriisi A7 A on kéintyvi.

Pienimmén nelidsumman ratkaisuvektori saadaan yhtdlon (2.5) mukaan. Vektorin alkioina ovat
PNS-estimaatit, joista saadaan muodostettua lineaarisen sovitteen yhtdlo. PNS-estimaatit on esitetty

taulukossa 3.3.

Taulukko 3.3. Selittdjcit ja niiden B-kertoimien PNS-estimaatit matemaattisesti laskettuna ja MAT-
LAB:n fitlm-komennolla saatuna.

Selittija Laskettu PNS- estimaatti Fitlm-komennon PNS-estimaatti

Bo -5 701 231 -5701 231
P/GP 4 640 795 4 640 795
TOI/GP 99 745 99 745
Signing Age 131 432 131432
Length 672 698 672 698
G60 -743 486 -743 486
PM -22 435 -22 435
GWG -1 143 -1 143
DFF% -2211 -2211

Mallin selitysosuus R? ja korjattu selitysosuus Rfl dj saadaan yhtéloilld (2.11) ja (2.12). F-testisuure
lasketaan yhtdlolld (2.13). Sen p-arvo lasketaan MATLAB:1la F-jakaumasta yhtélon (2.14) mukai-

sesti. Tulokset ndisté on esitetty taulukossa 3.4.

Taulukko 3.4. Selitysosuuden, korjatun selitysosuuden sekd F-testisuureen ja sen p-arvon arvot
matemaattisesti laskettuna ja fitlm-komennolla saatuna.

Tunnusluku ‘ Laskettu arvo Fitlm-komennon antama arvo

R? 0,71364 0,714
R, 0,70309 0,702
J
Fy 58,87775 58,9
PF 0 2,62x10~4

Korjattu selitysosuus on noin yhden prosenttiyksikon pienempi kuin varsinainen selitysosuus,
joten ei ole juurikaan merkitystd, kumpaa arvoa kaytetdén. Todetaan malli selityskykyiseksi, kun
selittdjat pystyvit selittiméin noin 70% vasteen vaihtelusta ja F-testisuureen p-arvo on erittdin
pieni.

Mallin avulla voidaan estimoida pelaajien palkkoja, jos tiedetdédn pelaajien tilastolukemia selittd-
vien muuttujien osalta. Estimoidaan mallin avulla Rantasen ja Marnerin keskipalkat. Estimoinnissa

muodostetaan kahdeksan selittdjdn lineaarisen regressiomallin yhtdlo kaavan (2.6) mukaisesti si-
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joittamalla vakioiden § tilalle taulukon 3.3 PNS-estimaatit. Palkkojen estimaatit ovat taulukossa
3.5. Ne on laskettu kdyttden kuluvan kauden 2024-2025 tilastoja. Signing Age on pelaajan tdmén-
hetkinen ikd. Sopimuksen pituus Length arvioidaan molemmilla olevan maksimipituus kahdeksan

vuotta, mutta lasketaan Marnerille myos estimaatti neljin vuoden mittaisella jatkosopimuksella.

Taulukko 3.5. Estimaatit Mikko Rantasen ja Mitchell Marnerin keskivuosipalkoista.

Pelaaja & sopimuksen pituus AAV

Rantanen & 8 vuotta 9 820 000
Marner & 8 vuotta 10 730 000
Marner & 4 vuotta 8 040 000

Mallin mukaan Marnerin palkka pitkéssd sopimuksessa on noin miljoona dollaria suurempi kuin
Rantasella. Lisidksi lyhyelld sopimuksella palkka olisi matalampi kuin pitkédsséd, mika ei kuulosta

jarkeviltd. Tarkastellaan titi tarkemmin alaluvussa 3.3.

Tarkastellaan mallin yksittéisid selittdjid tarkemmin yhtélon (2.15) mukaisella t-testisuurella ja sen

avulla lasketulla p-arvolla. Nami on esitetty taulukossa 3.6.

Taulukko 3.6. T-testisuure ja sen p-arvo kaikille selittdjille matemaattisesti laskettuna ja fitlm-
komennolla saatuna.

Selittija Laskettu ty Fitlm-komennon Laskettu p; Fitlm-komennon
antama t antama py¢
P/GP 7,22176 7,22176 1,22 x107!! 1,22 x107 1!
TOI/GP 1,78134 1,78134 0,07646 0,07646
Signing Age 4,81737 4,81737 2,98x1076 2,98x107°
Length 12,7013 12,7013 0 4,003x10~%7
G60 -1,79196 -1,79196 0,07473 0,07473
PM -2,26818 -2,26818 0,02445 0,02445
GWG -0,01668 -0,01668 0,98671 0,98671
DFF% -0,15415 -0,15415 0,87765 0,87765

T-testisuureen p-arvojen perusteella voidaan hyviksya tai hyldtd selittdjasd koskeva nollahypoteesi,
joka on esitetty madritelmassd 2.16. Valitaan merkitsevyystasoksi 5%, eli hyviksytdén nollahy-
poteesi kaikille muuttujille, joiden t-testisuureen p-arvo p, > 0,05. Mitd pienempi t-testisuureen
p-arvo on, sitd luotettavampana selittdjii voidaan pitdd. Mallin kannalta luotettavimmat selittéjét

ovat siis P/GP, Signing Age ja Length. Epéluotettavimmat taas ovat GWG ja DFF%.

Tarkasteltaessa taulukon 3.3 PNS-estimaatteja, huomataan, ettd selittijien G60, PM, GWG, ja

DFF% PNS-estimaatit ovat negatiivisia, miki tarkoittaa, etti tilastolukeman kasvaessa keskipalkka
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pienenee. Tami ei kuulosta todellisuutta ajatellen jiarkeviltid. Koska vihiten merkitsevit selittdjat
vaikuttavat myos olevan virheellisid todellisuuteen peilaten, ndiden selittdjien poistaminen on
jarkevaa. Poistaminen tehddidn eliminaatiomenetelmilld (backward elimination). Menetelmassa
selittdjid poistetaan yksi kerrallaan huonoimmasta aloittaen. Tdhén voi tutustua tarkemmin Xinin
et al. kirjasta [1, s. 171].

Aloitetaan poistamalla mallista selittiji GWG. Poistamisen jilkeen mallin R> = 0,714 ja pr =
3 x 107*8, seki selittidjin DFF% p; = 0,87. Seuraavaksi mallista poistetaan selittijia DFF%.
Poistamisen jidlkeen huomataan, ettd edelleenkéén selittdjan poistaminen ei laske selitysosuutta,
vaan R? = 0,714. Vihiten merkitseviksi muuttujiksi jadviat TOI/GP (p; = 0,678) ja G60 (p; =
0, 632). Sovelletaan eliminaatiomenetelmii ja poistetaankin seuraavaksi selittdja G60, vaikka sen
p-arvo onkin hieman parempi kuin selittdjin TOI/GP. Tima tehdéén siitd syystd, ettd selittdjan G60
PNS-estimaatin negatiivisuus vihentdi mallin todenmukaisuutta. Taulukoissa 3.7 ja 3.8 on esitetty

uusi malli eliminaatiomenetelmén suorittamisen jilkeen.

Taulukko 3.7. Selittdjien PNS-estimaatit, t-testisuureen arvot ja niiden p-arvot fitlm-komennolla
saatuna selittdjien eliminaatiomenetelmdn suorittamisen jélkeen.

Selittaja PNS-estimaatti to Pt
Bo -6 948 271 6,23 2,83x107°
P/GP 4104 620 7,55  1,76x10712
TOI/GP 154 370 3,26 0,0013
Signing Age 130 324 4,81 2,98x107°
Length 669 952 12,70 3x107%
PM -25 060 -2,64 0,009

Taulukko 3.8. Mallin selitysosuus, korjattu selitysosuus, F-testisuure ja sen p-arvo fitlm-
komennolla saatuna eliminaatiomenetelmdn suorittamisen jdlkeen.

Tunnusluku Arvo
R? 0,708
R, 0,701
Fy 93,3

PF 1,82 x1074

Taulukoista huomataan, ettd uuden mallin selittéjien t-testisuureiden p-arvot ovat hyvin pienid, joten
selittdjdt todetaan merkitseviksi. Lisdksi mallin selitysosuus on vain alle yhden prosenttiyksikon
pienempi kuin alkuperdisessd mallissa, eli mallit selittdvit vasteen vaihtelua ldhes yhtd hyvin.

Kaiytetddn titd mallia Rantasen ja Marnerin palkkojen uudelleenestimointiin.
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Taulukko 3.9. Estimaatit Mikko Rantasen ja Mitchell Marnerin keskivuosipalkoista

Pelaaja & sopimuksen pituus AAV

Rantanen & 8 vuotta 10 080 000
Marner & 8 vuotta 10 410 000
Marner & 4 vuotta 7 730 000

Kun verrataan taulukoiden 3.5 ja 3.9 tuloksia, huomataan, ettd Rantasen palkka hieman nousi ja

Marnerin hieman laski, mutta isoa muutosta keskipalkoissa ei mallin paivittdminen tehnyt.

3.3 Mallin arviointi

Mallin luomisen jidlkeen ollaan usein kiinnostuneita siitd, kuinka hyvin mallilla kyetiin kuvaa-
maan todellisuutta. Tdssd luvussa tarkastellaan edellisessd luvussa luotua mallia kaytettivyyden
ja mahdollisten ongelmien ndkokulmasta niin yksittdisten selittdjien kuin mallin kokonaisuuden

nakokulmasta.

Mallin selittajien arviointi

Tutkittaessa taulukon 3.2 korrelaatiokertoimia mallin luomisen jilkeen, huomataan, ettei niisti voi
suoraan tehdi johtopditoksia selittdjien merkitsevyydestd. Esimerkiksi plusmiinustilaston PM kor-
relaatiokerroin on kaikista 1dhimpind nollaa, mutta kuitenkin mallissa se todetaan merkitsevéksi.

Lisdksi korrelaatiokertoimen ja PNS-estimaatin etumerkkikin voi olla eri usean selittdjéan mallissa.

Tarkastellaan mallin selittdjien PNS-estimaatteja taulukosta 3.7. PNS-estimaatin arvo kertoo, kuin-

ka paljon keskipalkka muuttuu selittdjan arvon muuttuessa yhdella yksikolla.

1. Selittdja P/GP: vaikutus keskipalkkaan on luonnollinen — mitd enemmén pelaaja tekee pisteiti
ottelua kohti, sitd suurempi on keskipalkka. Selittdjin merkittivyys korostuu erityisesti, kun

otoksena on 198 pistepdrssin parasta pelaajaa.

2. Selittdja TOI/GP: kasvu vaikuttaa myds palkkaan nostavasti. Peliajan nouseminen tarkoittaa

usein myos vastuun kasvamista, miké luonnollisestikin nidkyy usein pelaajan palkassa.

3. Selittdja Signing Age: arvon kasvaessa myos keskipalkka kasvaa. Tamin selittdd NHL:n
sopimusjérjestelma — ensimmadiset kolme vuotta pelataan tulokassopimuksella, jonka AAV
on noin miljoona dollaria. Tamin jidlkeen seura voi tarjota pelaajalle sopimuksen ilman
muiden seurojen kilpailutusta. Kun pelaaja on 27-vuotias tai pelannut NHL:ssd vihintdin
seitsemin vuotta, hdn voi kilpailuttaa sopimuksensa kaikilla seuroilla, jolloin AAV luonnol-
lisesti nousee [11]. Lineaarinen malli ei kuitenkaan ole selittdjdlle Signing Age optimaalinen,
koska malli ennustaa esimerkiksi 50-vuotiaana sopimuksen tekeville pelaajille korkeampaa
palkkaa kuin 27-vuotiaille, miké ei ole realistista. Esimerkiksi logaritminen malli voisi olla

parempi ainakin yksindan selittdjélle Signing Age.

4. Selittdjd Length: PNS-estimaatti on positiivinen, miki tarkoittaa vuosipalkan kasvamista so-
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pimuksen pidentyessé. Todellisuudessa kuitenkin usein samalla pelisuorituksella lyhyempi
sopimus antaa korkeamman keskivuosipalkan kuin pitké, koska seuralle lyhyessd sopimuk-
sessa on pienempi riski. Jos esimerkiksi pelaaja pyytdisi tarjousta vuoden ja kahdeksan
vuoden sopimuksista, on erittiin todennékdistd, ettd vuoden sopimukseen seura pystyy tar-
joamaan korkeampaa vuosipalkkaa. Tima mallin vinouma johtuu osin siitd, ettd parhaille
pelaajille solmitaan suurimmaksi osaksi pitkid sopimuksia, jolloin tilastollisesti niyttaa silti,
ettd pitkd sopimus lisédisi vuosipalkkaa. Myos otoksessa yli 60%:lla pelaajista on vihintdin
viiden vuoden mittainen sopimus, ja vain alle 4%:1la vuoden mittainen sopimus, eli pitkt so-
pimukset ovat yliedustettuina. Vaaristyma nikyy myos taulukossa 3.9 verrattaessa Marnerin

neljin ja kahdeksan vuoden vilisten sopimusten keskipalkkoja.

5. Selittdja PM: estimaatti on negatiivinen, eli mallin mukaan hyvéa plusmiinustilasto vaikuttaa
palkkaan negatiivisesti, miki ei kuulosta jarkeviltd. Koska paremmin palkatut pelaajat teke-
vit kuitenkin paljon tehopisteitd, kuten P/GP-tilastosta ndhdéén, vaikuttaisi mallin mukaan
silté, ettd he ovat my0s kentilld paljon vastustajan tehdessid maaleja. TAmad itse asiassa hyok-
kiyspelivoittoisessa NHL:ssd pitddkin usein paikkansa. Toisaalta myds joukkueen menestys
ja kokonaismaaliero vaikuttavat PM-tilastoon merkittivisti, jolloin huonossa joukkueessa
huippupelaajilla voi olla erittdin huono PM-lukema ja vastaavasti hyvdssé joukkueessa huo-
nommalla pelaajalla hyvd PM-lukema. Myos tilaston painotus on mallissa varsin pieni —
esimerkiksi merkittdvd 20 yksikon ero tilastossa vaikuttaa palkkaan vain noin 500 000 dol-
laria. Mallin tavoitteena on kuitenkin estimoida pelaajille palkkoja, joten ei ole jarkevi,
ettd hyvisti PM-lukemasta "rankaistaan'"pelaajaa. Mallia on syyté tarkastella vield ilman
selittdjad PM.

Mallin kokonaisuuden arviointi

Poistetaan mallista selittdjd PM ja luodaan neljén selittdjdn lineaarinen malli. Tarkastellaan mallin
selitysosuutta kokonaisuudessaan. MATLAB:n fitlm-komennon tulokset ovat esitetty taulukossa
3.10.

Taulukko 3.10. Selitysosuus, korjattu selitysosuus, t-testisuure ja sen p-arvo ilman selittdjic PM.

Arvo
R? 0,698
R, 0,692
Fo 111
pr | 4,73 x107%

Selitysosuuden arvo on noin 70%, eli vain noin prosenttiyksikon matalampi kuin edeltdvissa viiden
selittdjan mallissa, taulukossa 3.8. Mallin selityskyky ei siis juurikaan putoa PM-selittdjdn poiston
myotd, joten tarkastellaan kokonaisuutta tdlld mallilla. Myos F-testisuureen p-arvo on erittéin pieni,

joten nollahypoteesi hylétéén.



19

Tarkastellaan fitlm-komennon antamia arvoja PNS-estimaateista, jotka on esitetty taulukossa 3.11.

Taulukko 3.11. PNS-estimaatit, t-testisuureen arvot ja niiden p-arvot ilman selittdjicd PM.

Selittaja PNS-estimaatti to Pt
Bo -6 764 819 5,99 1,01x1078
P/GP 3705 840 6,99 4,44x10~!
TOI/GP 148 127 3,09 0,002
Signing Age 135 549 495  1,64x107°
Length 682 144 12,79  1,60x10727

PNS-estimaateissa ei ole merkittdvid muutoksia selittdjan poiston jdlkeen. Estimoidaan Rantasen
ja Marnerin palkat talla mallilla. Palkat on esitetty taulukossa 3.12.

Taulukko 3.12. Estimaatit Rantasen ja Marnerin keskivuosipalkoista ilman selittcijéici PM.

Pelaaja & sopimuksen pituus AAV

Rantanen & 8 vuotta 1 020 000
Marner & 8 vuotta 10 400 000
Marner & 4 vuotta 7 600 000

Nyt Marnerin ja Rantasen pitkit sopimukset ovat hieman lahempina toisiaan kuin taulukossa 3.9,

jossa PM-selittdjd oli mukana.

Palkan estimointiin titd neljédn selittdjdn mallia voi kéyttii tietyin rajoituksin. Taulukon 3.12 pitkien
sopimusten estimoidut keskipalkat ovat oikeansuuntaiset, mutta on syytd tarkastella mallia vield
tarkemmin. Testataan mallin toimivuutta vield estimoimalla lyhyen sopimuksen palkka Rasmus
Kuparille, joka on 13.3.2025 kauden pistetilastossa sijalla 546 [9]. Kupari on seuransa 4. ketjun
pelaaja, joka tunnetaan hyvistd peruspelaamisesta, mutta tehopisteitd ei paljoa tule. Oletetaan
sopimus kahden vuoden mittaiseksi ja sopimuksentekoizksi 24 vuotta. Selittdja P/GP = 0, 14 ja
TOI/GP = 10,33 17.3.2025 mennessd pelattujen ottelujen otannalla [9]. Néilld arvoilla AAV =
—98 000 $, joka on selkeisti virheellinen. Toisaalta Kuparin tehdessi 8 vuoden sopimuksen, malli
antaa keskivuosipalkaksi noin 4 miljoonaa dollaria, joka on taas liikaa Kuparin tasoiselle pelaajalle.

Mallia ei siis voi kayttad Kuparin kaltaisten pohjaketjujen pelaajien palkkoihin luotettavasti.

Malli ei myoskddn huomioi muita pelitilastoja pistetilaston liséksi, eli esimerkiksi puolustuspelaa-
jille se ei anna juurikaan arvoa. Toisaalta mallin otosvalinnassa, pistepOrssin 198 parhaassa pelaa-
jassa, puolustuspelaajat ovat aliedustettuina, joten puolustustilastojen puuttuminen on luonnollinen

seuraus tasti.

Malli toimii parhaiten paljon pisteité tekevien pelaajien pitkien sopimusten kohdalla. Mallia voi-

si esimerkiksi kdyttdd noin 27-vuotiaiden tdhtipelaajien pitkdn kilpailutettujen jatkosopimusten
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estimointiin tai noin 22-25-vuotiaiden pelaajien ei-kilpailutettuihin, esimerkiksi 4-6 vuoden mit-
taisiin, sopimuksiin. Toimivuutta parantaisi vield se, ettd sopimuksen péattymisiki rajoitettaisiin
esimerkiksi 38 vuoteen, jolloin yli 30-vuotiaille pelaajille ei voisi enéa tarjota kahdeksan vuoden
sopimusta, niin kuin todellisuudessakaan ei ole tapana. Tdma “ikdrajan” asettaminen laskisi my0s
yli 30-vuotiaiden pelaajien palkkoja sopimuksen pituuden laskiessa, jolloin ikdvuosien tuoma lisa
palkkaan kumoutuu. Téll6in mallia voidaan soveltaa paremmin myos yli 30-vuotiaiden pelaajien
palkkoihin.

Estimoidaan esimerkin vuoksi palkka Patrick Kanelle. P/GP-tilastolukema ja TOI/GP otetaan
mallissa kdytetystd aineistosta, eli kauden 2024-2025 tilastoista 12.2. mennessi pelatuista otteluista.
Signing Age = 36 ja rajoitetaan ikd 38 ikdvuoteen. Tilloin Length = 2. Vuosipalkaksi malli antaa
Kanelle 4 600 000$, miki on hyvi arvio. Kesélld 2024 hin solmi yhden vuoden ja neljdn miljoonan

dollarin arvoisen sopimuksen, joten mallin tulos on hyvin linjassa timin kanssa.
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4. YHTEENVETO JA POHDINTAA

Téssd tyodssi tutustuttiin lineaariseen regressioanalyysiin, sen suorittamiseen pienimmaén neliésum-
man menetelmalld ja mallin tilastolliseen testaamiseen. Teoriaosuudessa kisiteltiin ohjelmistojen
taustalla olevaa matematiikkaa, ja verrattiin laskennallisesti mééritettyja tuloksia MATLAB:n fitlm-
komentoon. Lopuksi mallilla tutkittiin NHL-pelaajien keskivuosipalkkoja ja keskivuosipalkkoihin

vaikuttavia selittdjid.

Luvun 3.2 taulukoissa 3.3, 3.4 ja 3.6 on vertailtu laskennallisia tuloksia ja fitlm-komennon tuloksia.
Taulukosta 3.4 huomataan, etti selitysosuuden R? arvoissa on hyvin pienii eroja, jotka todenni-
koisesti johtuvat pienestd pyoristyksestd fitlm-komennon laskujen aikana. Myds laskettu p p-arvo
eroaa hieman fitlm-komennon arvosta, miké johtuu siitd, ettd MATLAB:n asetuksissa vastauksen
tarkkuus on mééritetty noin 15 desimaaliin, jolloin silld tarkkuudella laskennallinen pr = 0. Ko-
konaisuutta tarkasteltaessa voidaan todeta, ettid fitlm-komennon tulokset ovat seurausta tdsmilleen

samasta matematiikasta, jota teorialuvussa kasiteltiin.

Luvussa 3 tutkittiin NHL-pelaajien keskivuosipalkkoja lineaarisella regressiomallilla. Otokseksi
valittiin 198 parasta pelaajaa NHL:n pistetilastosta kauden 2024-2025 ensimmaisten noin 55 ottelun
otannalla. Aluksi vasteen vaihtelua tarkasteltiin kahdeksan selittéjan mallilla, mutta lopulta t-testien
ja realiteettitarkastelun jilkeen malliin jéi neljd selittdjdd, jotka kykenivit selittimédn noin 70%
keskivuosipalkkojen vaihtelusta. Neljédn selittdjidn poistamisen jélkeen korjattu selitysosuus laski

vain noin 1%-yksikkod, joten mallin selityskyky séilyi likimain samana.

Vaikka lopullinen malli onnistui ennustamaan osan palkoista melko hyvin, 16ydettiin sille myos
puutteita. Esimerkiksi mallissa selittdjidnd on pelitilastoista ainoastaan P/GP- ja TOI/GP-tilastot.
P/GP kertoo ainoastaan hyokkéyspeliosaamisesta ja tuloksen tekemisestd. NHL:ssd on kuitenkin
muitakin merkittivid osaamisalueita, kuten puolustuspelaaminen, alivoimaosaaminen, maalivahti-
pelaaminen ja esimerkiksi joukkueen johtajuus. Téllaisia asioita ei mallissa huomioida ollenkaan,
vaikka oikeissa sopimusneuvotteluissa kaikki ndmai vaikuttavat palkkaan. Malli saattoi jopa ennus-
taa negatiivista vuosipalkkaa nuorelle, erittdin vihan pisteitd tekeville pelaajalle lyhyen sopimuksen
tapauksessa. Tahén yhtend syyna on otos — aineistossa mukana oli NHL:n 198 pistetilaston parasta
pelaajaa, joka on vain alle 25% kaikista NHL:ssé pelanneista pelaajista kaudella 2024-2025. Mallia
voisi siis kehittdd ottamalla malliin mukaan kaikkien NHL-pelaajien tilastot, jolloin myds muita
tilastoja voitaisiin saada malliin luotettavammin. T&dll6in malli myds todenndkoisesti huomioisi
matalan palkkatason pelaajia paremmin. Liséksi on hyvé pohtia, voisiko jokin epélineaarinen malli

olla lineaarista mallia parempi keskipalkkojen ennustamisessa.

Rantasen ja Marnerin arvioituja 13—14 miljoonan dollarin vuosipalkkoja ei tdlld mallilla saavutet-
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tu, vaikka palkkalukemat olivatkin oikeansuuntaiset. Tdhén yhteni syynd varmastikin on NHL:n
palkkakaton nousu, miké nostaa pelaajien palkkoja tulevaisuudessa, ja odotukset on asetettu sen
mukaisesti. Aineiston pelaajadatassa timé palkkakaton nousu ei kuitenkaan vield ndy, vaan sopi-

mukset on tehty vanhan palkkakaton mukaisesti.

Erityisen mielenkiintoinen asia palkkatarkastelussa on se, ettd NHL:n sopimukset ovat usein vuo-
sien mittaisia. Se, ettd tyon aineisto oli kaudelta 2024-2025, mutta osa sopimuksista on saatettu
tehdé esimerkiksi seitsemin vuotta sitten, tarkoittaa, etteivit timén kauden pelisuoritukset kon-
kreettisesti vaikuta vuosipalkkaan ollenkaan. Téssd tydssd voidaankin ajatella, ettd mallilla tarkas-
tellaan kédnteisesti pelisuorituksia aikaisemmin tehtyihin sopimuksiin verrattuna. Palkan asettaa
aina pelaajan suoritustasolle odotuksia, ja verrattaessa pelaajan todellista palkkaa ja mallin es-
timaattia, voidaan tarkastella, onko pelaaja tiyttinyt palkallaan asetetut odotukset. Jos haluaisi
tarkastella itse palkan muodostumiseen vaikuttavia tilastoja, tulisi kerédtyn aineiston selittdjien olla
esimerkiksi kunkin pelaajan sopimuksentekoa edeltdneeltd kaudelta. Talloin ndhtiisiin konkreet-
tisesti, miten pelisuoritteet vaikuttavat toteutuneeseen keskipalkkaan. Tdstd aineistosta voitaisiin
tehda lineaarinen regressiomalli ja mallin avulla estimoida tulevalle kaudelle tehtidvid sopimuk-
sia kuluvan kauden pelitilastoilla. T4lloin mallin selittdjét vaikuttaisivat konkreettisesti palkkaan,
ja mallilla voitaisiin saada parempia ennusteita palkoille. Téllaisen spesifin aineiston 16ytdminen
maksuttomana on kuitenkin haastavaa. Vaikka tehopisteiti tekevien pelaajien palkoille saatiin oi-
keansuuntaisia ennusteita, ei tyossid kdytetty aineisto sovellu edelld mainituista syistd tutkittavaan
ongelmaan optimaalisesti. Sen avulla saatiin kuitenkin kattava esimerkki lineaarisen regressioana-

lyysin soveltamisesta, miké oli tdssé ty0ssd keskeista.
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LIITE A: TYOSSA KAYTETTY MATLAB-KOODI

% Piirretdan kuva 2.1.
x = [1 2 3 4 5];
y = [1 3 6 4 6];

p = polyfit(x, y, 1);

X_ext linspace(min(x) - 1, max(x) + 1, 100);

y_ext = polyval(p, x_ext);

figure;

scatter(x, y, 'bo’, 'filled’); % Siniset pisteet datapisteita

hold on;

plot(x_ext, y_ext, ’r-’, ’LineWidth’, 2); % Punainen viiva regressiosuora
x_val = 3;

y_val = [4, 6];

plot([x_val, x_val], y_val, ’g’, ’LineWidth’, 1.5);
hold on;
musta_pituus = 0.2; % Lisdtddn mustat pienet viivat

plot ([x_val -musta_pituus, x_val+musta_pituus], [y_val(l), y_val(1)],

’k’, ’'LineWidth’, 1.5);

plot ([x_val -musta_pituus, x_val+musta_pituus], [y_val(2), y_val(2)],
’k’, ’'LineWidth’, 1.5);

% Teksti

teksti = ’\epsilon_i’;

x_teksti = x_val-0.25;
y_teksti = mean(y_val);
text(x_teksti, y_teksti, teksti, 'HorizontalAlignment’, ’center’,

’VerticalAlignment’, 'middle’,FontSize=12);

axis ([0 6 0 8]);
grid on;
hold off;

% Otsikot
xlabel (’Selittava.muuttuja_x’, FontWeight='bold’);
ylabel(’Selitettava.muuttuja.y’, FontWeight='bold’);



title(’Lineaarinen_regressioanalyysi’);

grid on;

legend (’Havainnot’, ’'Sovitus’, ’Location’, ’Best’);
hold off;

saveas (gcf, "kuva. jpg’)

% Aineiston analysointi
format long

% Ladataan aineisto MATLAB:iin

data = readtable(’NHLdata.xlsx’, VariableNamingRule='preserve’);

% Tallennetaan havaintoparien ja selittdjien lukumddra

n=198;

k=8;

% Tallennetaan aineistosta muuttujaan y selitettdvan muuttujan arvoiksi
% keskimddardiset vuosipalkat

y=data{:,"AAV"};

% Tallennetaan x-muuttujiin mallissa kdytettdvat selittajat
xl=data{:,"P/GP"};

x2=data{:,"TOI/GP"};

x3=data{:,"Signing Age"};

x4=data{:,"Length"};

x5=data{:,"G60"};

x6=data{:,"PMN"};

x7=data{:,"GWG"};

x8=data{:,"DFF"};

% Tallennetaan selittdjat matriisin sarakkeiksi
X=[x1,x2,x3,x4,x5,x6,x7,x8];

clear corr
% Lasketaan korrelaatiokertoimet selittdjien ja vasteen vdlille

c=corr(X,y);

% Muodostetaan matriisi A lausekkeen 2.4 mukaisesti
A=[ones(n,1),X];

% Varmistetaan, ettd matriisi A7 * A on kaantyva, eli der(AT = A)
% on nollasta poikkeava ja muodostetaan kaanteismatriisi
det(A’*A);

invATA=inv (A’ *A);

% Muodostetaan PNS-ratkaisu kaavan 2.5 mukaisesti, vektorin alkiot ovat
% PNS-estimaatit. (tulo (AT\kA)(—-l)*14T lasketaan komennolla)

x_hat=(A’*A)\A’*y;

% Lasketaan jaannosnelidsumma kaavan 2.8 mukaan
SS_R=y’*y-x_hat "*A’*y;

% Lasketaan kokonaisneliésumma kaavan 2.9 mukaan
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SS_T=(y-mean(y)) ’'*(y-mean(y));

% Lasketaan selitysosuus kaavan 2.11 mukaan
R_squared=1-(SS_R/SS_T);

% Lasketaan korjattu selitysosuus kaavan 2.12 mukaan
adjR_squared=1-((n-1)/(n-k))*(1-R_squared) ;

% Lasketaan F-testisuure kaavan 2.13 mukaan
F_0=(R_squared/k)/((1-R_squared)/(n-k-1));

% Lasketaan p-arvo kaavan 2.13 mukaan
p_f=1-fcdf(F_0,k,n-k-1);

% Lasketaan jaannoksen otosvarianssi kaavan 2.9 mukaan
s_squared=SS_R/(n-k-1);

% lasketaan jokaiselle selittdjdlle t-testisuure kaavan 2.15 mukaan ja

% p-arvo kaavan 2.17 mukaan

for i = 2:(k+1)
% Lasketaan t-testisuureelle arvot
t_0 = x_hat(i) / sqrt(s_squared * invATA(i, i));

% Lasketaan p-arvot
p_t=2*min(1-tcdf(t_0,n-k-1),tcdf(t_0,n-k-1));
end

% Lasketaan verrokkitulokset MATLAB:n fitlm-komennolla
Iml=fitlm(X, y);

% Lasketaan Rantasen ja Marnerin palkoille estimaatit

PNSestl=1ml.Coefficients.Estimate;

pl=find(contains(data.Player, ’Mikko_Rantanen’));

x11 data{pl, "P/GP"};

x21 = data{pl,"TOI/GP"};

x31 = 28;

x41 = 8;

x51 = data{pl,"G60"};

x61 = data{pl,"PM"};

x71 = data{pl,"GWG"};

x81 = data{pl,"DFF"};

P1AAV1 = PNSestl(1)+PNSestl(2)*x11+PNSestl(3)*x21+PNSestl(4)*x31+PNSestl(5)*
x41+PNSestl1(6)*x51+PNSest1(7)*x61+PNSestl1(8)*x71+PNSestl(9)*x81;

p2=find(contains(data.Player, ’Mitchell._Marner’));
x12 = data{p2, "P/GP"};

x22 = data{p2,"TOI/GP"};

x32 = 27;

x42 = 8;

x52 = data{p2,"G60"};

x62 = data{p2,"PM"};
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x72 = data{p2,"GWG"};

x82 = data{p2,"DFF"};

P2AAVl1a = PNSestl(1l)+PNSestl1(2)*x12+PNSest1(3)*x22+PNSestl(4)*x32+PNSestl(5)*
x42+PNSestl1(6)*x52+PNSestl1(7)*x62+PNSestl1(8)*x72+PNSestl1(9)*x82;

% Marnerille lyhyempi sopimus

x42=4;

P2AAV1b = PNSestl(1l)+PNSestl(2)*x12+PNSestl1(3)*x22+PNSestl(4)*x32+PNSestl(5)*
x42+PNSestl1(6)*x52+PNSestl1(7)*x62+PNSestl1(8)*x72+PNSestl1(9)*x82;

% Poistetaan selittdjid eliminaatiolla
X2 = [x1,x2,x3,x4,x5,x6,x8];
fitlm(X2,y);

X3 = [x1,x2,x3,x4,x5,x6];
fitlm (X3, y);

X4 = [x1,x2,x3,x4,x6];
Im2 = fitlm(X4, y);

% Estimoidaan uudella mallilla Rantasen ja Marnerin sopimuksia

PNSest2 = 1lm2.Coefficients.Estimate;

% Rantanen

P1AAV2 = PNSest2(1)+PNSest2(2)*x11+PNSest2(3)*x21+PNSest2(4)*x31+PNSest2(5)*
x41+PNSest2(6) *x61;

x42 = 8;

% Marner

P2AAV2a = PNSest2(1l)+PNSest2(2)*x12+PNSest2(3)*x22+PNSest2(4)*x32+PNSest2(5)*
x42+PNSest2(6) *x62;

% Marner lyhyempi

x42 = 4;

P2AAV2b = PNSest2(1)+PNSest2(2)*x12+PNSest2(3)*x22+PNSest2(4)*x32+PNSest2(5)*
x42+PNSest2 (6) *x62;

% Lasketaan, kuinka moni sopimuksista on vdhintdan 5 vuotta pitkia
length_vec=data.Length;

countl=sum(length_vec>4);

% Lasketaan osuus kaikista pelaajista

countl/n;

% lasketaan, kuinka moni sopimuksista on vain 1 vuoden mittainen
count2=sum(length_vec<2);
count2/n;

% Poistetaan PM mallista
X5 = [x1,x2,x3,x4];
Im3 = fitlm(X5,y);

% Estimoidaan Rantasen ja Marnerin palkat ilman PM-tilastoa
PNSest3 = 1lm3.Coefficients.Estimate;
P1AAV3 = PNSest3(1)+PNSest3(2)*x11+PNSest3(3)*x21+PNSest3(4)*x31+PNSest3(5)*
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x41;
x42 = 8;
P2AAV3a
x42;
x42 = 4;
P2AAV3b = PNSest3(1)+PNSest3(2)*x12+PNSest3(3)*x22+PNSest3(4)*x32+PNSest3(5)*
x42;

PNSest3 (1) +PNSest3(2)*x12+PNSest3(3)*x22+PNSest3(4)*x32+PNSest3(5)*

% Estimoidaan palkka Rasmus Kuparille
x13=0.14;

x23=10.33;

x33=24;

x43=2;
P3AAV

PNSest3 (1) +PNSest3(2)*x13+PNSest3(3)*x23+PNSest3(4)*x33+PNSest3(5)*x43
x43=8;
P3AAV = PNSest3(1)+PNSest3(2)*x13+PNSest3(3)*x23+PNSest3(4)*x33+PNSest3(5)*x43

% Estimoidaan Patrick Kanelle palkka siten, ettd

% Signing Age + Length <= 38

p4ind=find(contains(data.Player, ’Patrick.Kane’));

xl4=data{p4ind, 'P/GP’};

x24= data{p4ind,"TOI/GP"};

x34=36;

x44=2;

P4AAV3 = PNSest3(1)+PNSest3(2)*x14+ PNSest3(3)*x24+PNSest3(4)*x34+PNSest3(5)*
x44;
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