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Tässä tutkimuksessa selvitettiin, kuinka useita konvoluutioneuroverkkoja voidaan käyttää 

tehokkaasti yhdellä Hailo-8L-teköälykiihdyttimellä yhdessä Raspberry Pi 5:n kanssa. Tavoitteena 
oli optimoida järjestelmä, joka mahdollistaa tarkkuutta ja reaaliaikaisuutta vaativat sovellukset, 
kuten älylamppujen käsimerkkiohjauksen. 

Tutkimuksessa käytettiin neljää CNN-mallia (Convolutional Neural Network): PoseModel, 
GazeModel, GestureModel ja KeypointModel. Näiden mallien avulla analysoitiin videosta 
leikattuja kuvia ihmisen asennon, katseen ja käsimerkkien tunnistamiseksi. Mallit kvantisoitiin 
hyödyntämällä TensorFlow Liteä ja Hailo Dataflow Compileria, eli niiden numeerista tarkkuutta 
vähennettiin säilyttäen riittävä laskennallinen tarkkuus. Kvantisoinnin myötä mallien tiedostokoko 
pieneni merkittäväsi, sillä laskennassa käytetyt luvut esitettiin vähemmillä bitteillä. Tämä vähensi 
muistinkäyttöä ja laskennallista kuormitusta, mikä teki mallien suorittamisesta nopeampaa. 
Suorituskykyä mitattiin FPS:n (engl. Frames Per Second) avulla. 

Tulokset osoittivat, että paras suorituskyky saavutettiin, kun yksi suurempi malli (PoseModel) 
suoritettiin NPU:lla ja loput mallit CPU-ytimillä. Tämä toteutus tarjosi tasapainon suorituskyvyn ja 
reaaliaikaisuuden välillä. Kuitenkin simulointityökalut osoittivat, että saavutettu suorituskyky jäi 
alle NPU:n potentiaalin, mikä viittaa mahdollisiin rajoitteisiin ohjelmiston rakenteessa ja 
datankäsittelyssä. Esimerkiksi kameran suljinnopeuden optimointi ja kuvien esikäsittelyvaiheen 
poistaminen voisivat parantaa järjestelmän FPS:ää merkittävästi. 

Vaikka tutkimus ei täysin hyödyntänyt käytössä olevan laitteiston potentiaalia, se tarjoaa 
arvokasta tietoa järjestelmän kehittämiseksi. Työn havainnot auttavat Kava Oy:tä 
tuotekehityksessä optimoimaan järjestelmien suorituskykyä ja tarkkuutta. Lisäksi työ osoittaa, 
kuinka useiden neuroverkkojen käyttö rajallisilla laitteistoresursseilla on mahdollista, vaikka se 
vaatii huolellista ohjelmiston ja laitteiston optimointia. 
 

Avainsanat: Hailo-8L NPU, Raspberry Pi 5, konvoluutioneuroverkot, kvantisointi, frames per 
second (FPS), sulautetut järjestelmät, reaaliaikainen suorituskyky, tekoälykiihdytin, Hailo, 
TensorFlow Lite. 
 
 
Tämän julkaisun alkuperäisyys on tarkastettu Turnitin Originality Check -ohjelmalla. 
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TEKOÄLYN KÄYTTÖ OPINNÄYTTEESSÄ 
 
Opinnäytteessäni on käytetty tekoälysovelluksia: 
 

☐  Ei  
☒  Kyllä 
 
 

Ilmoitukseni mukaan olen käyttänyt opinnäytteessäni tutkielmaprosessin aikana seuraavia 
tekoälysovelluksia: 
 
Chat GPT 
 
Tekoälysovellusten nimet ja versiot: [Listaa tähän kaikki tekoälysovellukset ja niiden versiot, 
joita olet käyttänyt tutkielmaprosessin aikana.] 
 
 
Käyttötarkoitus: [Kuvaa tähän yksityiskohtaisesti, mihin tarkoitukseen ja miten tekoälyä on 
sovellettu opinnäytteeseen tutkielmaprosessin aikana.]  
 
Noin 99 % tekoälystä hyödynnetty tekstin yhtenäistäminen: kirjoitan lähdeviitteitä 
vaatimattomat ajatukseni yhdessä pötkössä ja pyydän tekoälyä tekemään tekstistä 
johdonmukaisempaa. 
 
Noin 1 % hyödynnetty johdannon ideoimiseen. 
 
 
Osiot, joissa tekoälyä on käytetty: [Luettele tähän kaikki opinnäytteen vaiheet ja osiot, joissa 
tekoälyä on tutkielmaprosessin aikana käytetty.] 
 
Kaikissa luvuissa enemmän tai vähemmän. 
 
 
Olen tietoinen siitä, että olen täysin vastuussa koko opinnäytteeni sisällöstä, mukaan lukien 
osat, joissa on hyödynnetty tekoälyä, ja hyväksyn vastuun mahdollisista eettisten ohjeiden 
rikkomuksista. 
 
Allekirjoitan. 
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1. JOHDANTO 

Tässä luvussa esitellään työn motivaatio, tutkimuskysymykset ja niiden tausta. Lisäksi 

luvussa esitellään työn vaiheet ja työn yleiskuva. Luvun tarkoitus on luoda kontekstia 

työn päämäärästä ja yleistä käsitystä seuraavien lukujen sisällöstä. 

1.1 Tekoälyn yleistyminen 

Tekoäly on mahdollistanut merkittäviä muutoksia monilla eri aloilla, erityisesti CNN:ien 

(engl. Convolutional Neural Network) yleistymisen myötä. CNN on syväoppimismalli, 

joka koostuu erityisistä kerroksista, kuten konvoluutio- ja poolauskerroksista. Niiden 

avulla se pystyy tunnistamaan kuvista paikallisia piirteitä, kuten reunoja ja muotoja. 

Tämä tekee CNN:istä tehokkaan analysoimaan visuaalista dataa. Vuonna 2012 Alex 

Krizhevsky, Ilya Sutskever ja Geoffrey Hinton kehittivät AlexNet-nimisen CNN:n, joka 

voitti ImageNet Large Scale Visual Recognition Challenge -nimisen kilpailun 

merkittävällä tuloserolla verrattuna muihin kilpailijoihin. Tämä saavutus teki CNN:istä 

laajasti tunnettuja ja osoitti niiden potentiaalin vaikeissa kuvantunnistustehtävissä. 

Kuitenkin maailman ensimmäinen CNN oli LeNet, jonka kehitti Yann LeCun jo vuonna 

1989. Yleistymisessä kului noin 23 vuotta, pääasiassa prosessointitehon puutteen 

vuoksi. Merkittävä käänne tapahtui, kun GPU (engl. Graphics Processing Unit) otettiin 

käyttöön neuroverkkojen kouluttamisessa. 

GPU:t ovat erittäin tehokkaita rinnakkaislaskennassa, mikä tekee niistä erinomaisia 

työkaluja syvien neuroverkkojen kouluttamiseen. Kun NVIDIA julkaisi CUDA-alustan 

vuonna 2006, GPU:ita voitiin hyödyntää myös yleiskäyttöisissä laskentatehtävissä, 

mukaan lukien neuroverkkojen koulutuksessa. Tämä ratkaisi ongelman, jossa 

perinteiset CPU:t (engl. Central Processing Unit) eivät kyenneet käsittelemään 

neuroverkkojen valtavaa laskentakapasiteetin tarvetta riittävän tehokkaasti. Vaikka 

GPU:t mullistivat neuroverkkojen koulutuksen, ne eivät ole aina paras ratkaisu laitteissa, 

jotka suorittavat tekoälylaskentaa paikallisesti. Esimerkkeinä tällaisista laitteista 

ovat älypuhelimet, IoT-laitteet ja itseohjautuvat ajoneuvot. Niissä prosessointiteho on 

rajallinen ja virrankulutus täytyy pitää alhaisena. Tähän tarpeeseen vastattiin 

kehittämällä NPU (engl. Neural Processing Unit). 
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NPU:t on suunniteltu erityisesti tekoälylaskentaa varten, ja ne pystyvät suorittamaan 

neuroverkkojen monimutkaiset laskutoimitukset huomattavasti nopeammin ja 

energiatehokkaammin kuin CPU:t tai GPU:t. NPU:t mahdollistavat neuroverkkojen 

käytön reaaliajassa ja jopa pienissä laitteissa. Tämä on laajentanut tekoälyn 

sovellusmahdollisuuksia ja mahdollistanut entistä tehokkaampia ratkaisuja myös 

haastavissa laskentaympäristöissä. Näin tekoälyä ja neuroverkkoja voidaan käyttää 

laajemmin ja käytännöllisemmin eri sovellusalueilla. 

1.2 Tutkimuskysymykset 

Alaluvussa 1.1 mainittiin NPU:iden mahdollistavan neuroverkkojen käytön pienissäkin 

tuotteissa. Tutkimuskysymykset ovat lähtöisin Kava oy:n tuotekehityksen alkuvaiheista.  

Kava Oy:n missio on luoda älykotiekosysteemi yksi laite kerrallaan. Laitteiden tulee olla 

kyvykkäitä reaaliaikaisuuteen ja muotoilultaan mahdollisimman pienikokoisia. Tutkimus 

kysymykset perustuvat käsimerkillä ohjattavaan älylamppuun. 

Lampun on tarkoitus toimia vaivattomasti ja automaattisesti, mutta käyttäjän halutessa 

lamppua voi ohjata käsimerkkien avulla. Ohjausjärjestelmän suunnittelun aikana 

päätettiin, että paras prosessi toteuttaa käsimerkkien tunnistus on syöttää videosta 

leikattuja kuvia tekoälylle. Tekoäly suorittaa ihmisen ja hänen asennon tunnistamisen, 

minkä avulla käsi paikannetaan. Kädestä rajataan pienempiä kuvia, joista tunnistetaan 

ohjaus signaalin laukaisevia käsimerkkejä. Jos ohjaussignaali on tosi, niin käteen 

asetetaan avainkohtia, joiden avulla toteutetaan ohjaus. Prosessin on oltava tarkkaa, 

reaaliaikaista sekä luotettavaa eri tilanteissa ja olosuhteissa. CNN:t soveltuvat hyvin 

tähän tehtävään, mutta haasteena on tarkkuuden ja reaaliaikaisuuden optimointi. 

Yhden neuroverkon kouluttaminen tunnistamaan kaikki edellisessä luvussa mainitut 

aspektit heikentävät tarkkuutta. Kun taas useamman neuroverkon käyttö vaatii 

enemmän prosessointitehoa. Reaaliaikaisuus on huono, jos prosessointiteho ei riitä. 

Prosessointitehoa rajoittaa huomattavasti lampun laskentamoduulin pieni koko. Siten 

tuotekehityksessä päädyttiin NPU:n käyttöön, mikä mahdollistaa pienellä 

prosessointiteholla suurtenkin neuroverkkojen käytön. Tämä ratkaisi koon ja 

prosessointitehon haasteet, mutta tarkkuus ei varmasti ole paras mahdollinen yhdellä 

suurella CNN:llä. 

Tässä työssä tutkitaan usean CNN:n käyttöä yhdellä NPU:lla. Tarkoituksena on käyttää 

spesifiä laitteistoa ja ohjelmistoa, jotka esitellään tulevissa alaluvuissa 2.1 ja 2.2. Spesifin 

laitteiston avulla selvitetään vastaus kahteen pääkysymykseen: 
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• Miten yhdellä Hailon NPU:lla pyöritetään useampaa CNN:ää? 

• Miten CNN:ien määrä NPU:lla vaikuttaa järjestelmän nopeuteen? 

Hailo tarjoaa simulointityökalun, jonka avulla voidaan arvioida järjestelmän suorituskykyä 

suuntaa antavasti. Tätä työkalua hyödynnetään työn lopussa vertailukohtana sen 

arvioimiseksi, käytetäänkö NPU:ta optimaalisella tavalla. 

1.3 Tutkimuksen yleiskuva 

Tutkimus tullaan suorittamaan neljässä vaiheessa. Ensin tutustutaan NPU sirun 

valmistajan Hailon dokumentaatioon. Dokumentaation avulla sovelletaan sieltä 

löydettyjä tietoja laitteistoon, mitkä esitellään alaluvuissa 2.1 ja 2.2. Tämän jälkeen 

arvioidaan tuloksien todenmukaisuutta, pätevyyttä ja virhetekijöitä. Lopuksi esitetään 

työn johtopäätös. 

Edellä mainittuja vaiheita dokumentoidaan työhön. Luvussa 2 esitellään 

tutkimusjärjestelyt, laitteet, käytetyt CNN:t ja ohjelmat. Luvun 2 tavoitteena on esitellä 

tutkimuksen alkutilanne ja tarjota riittävä määrä pohjatietoa tutkimuksen 

ymmärtämiseksi. Luvussa 3 esitellään tutkimustuloksia. Luvussa 4 esitetään 

johtopäätökset ja vertaillaan alkutilannetta, sekä kahta mahdollista toteutus vaihtoehtoa. 
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2. TUTKIMUSLAITTEISO, OHJELMISTO JA 
LÄHTÖTILANNE 

Tässä luvussa perehdytään tutkimuksen lähtötilanteeseen, tutkimuslaitteistoon, 

käytettäviin CNN:iin ja ohjelmistoon sekä ohjelmiston asetuksiin. Lisäksi tässä luvussa 

määritellään tehokkuus ja sitä mittaava suure. 

2.1 Laitteisto 

Alaluvussa 1.2 mainittiin spesifi laitteisto. Tämä laitteisto on RPi5 -tietokone (engl. 

Raspberry Pi 5) ja Hailon tekemä Hailo- 8L NPU. RPi5:ssä on Broadcom BCM2712 2,4 

GHz:n prosessori. Prosessori on neliytiminen 64-bittinen Arm Cortex-A76. Jokaisella 

ytimellä on 512 KB:n L2-välimuisti ja 2 MB:n jaettu L3-välimuisti. Lisäksi RPi5:llä on 4GB 

RAM (engl. Random-Access Memory). [1]Tämän lisäksi siihen on liitetty M.2 HAT -

lisälaite, joka mahdollistaa 8L NPU:n hyödyntämisen. Kyseisen NPU:n on mahdollista 

saavuttaa 13 TOPS (engl. Tera Operations Per Second). Kuvassa 1 on esitetty 

tutkimuslaitteisto. 

 

Kuva 1. Tutkimuslaitteisto 

Kuvassa 1 punaisella rajattu alue on RPi5 -tietokonetta, keltaisella merkitty alue on M.2 

HAT -lisälaite ja vihreällä merkitty alue on Hailo-8L NPU. Kuvassa näkyy myös 

alareunassa M.2 HAT+ -tekstin oikealla puolella suorakulmion muotoinen johdin. Tähän 

johtimeen kytkeytyy kamerasensori. Kamerasensorina käytetään Raspberry Pi-camera 
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3:a, jossa on 12 megapikseliä [2]. Pi-camera 3 -moduulia ohjataan Picamera2 -kirjastolla, 

sillä on mahdollista kaapata kuvia jopa 120 FPS:n nopeudella, jos konfiguraatiot ovat 

oikein [3]. Laitteiston suorituskyvyn ja yleisen rakenteen ymmärtäminen tarjoaa tärkeää 

kontekstia tutkimukseen. Suorituskyvyn optimointi rakenteen avulla ei kuitenkaan ole 

tutkimuksen keskiössä, vaan suorituskyvyn optimointi ohjelmiston avulla on. 

 

2.2 Käytettävät konvoluutioneuroverkot 

Työn kannalta on olennaista ymmärtää miten CNN:t saadaan käyttöön osaksi 

ohjelmistoa. Käyttöönotto koostuu pelkistetysti kolmesta vaiheesta: rakennus-, koulutus- 

ja kvantisointivaiheesta. Rakennusvaihe on erityisen tärkeä, sillä verkon arkkitehtuuri 

vaikuttaa parametrien määrään ja lopulliseen tiedostokokoon, jotka puolestaan 

määrittävät laskentatehon ja muistin kulutuksen. Parametrien määrä muodostuu eri 

kerroksista, kuten konvoluutiokerroksista, joissa on painokertoimia ja siirtotermejä, sekä 

täysin kytketyistä kerroksista, joissa parametrien määrä riippuu syöte- ja lähtösolmujen 

määrästä. Näiden kerrosten yhteenlaskettu parametrimäärä määrittää verkon 

laskennalliset vaatimukset ja muistivaatimukset. Siksi arkkitehtuurin huolellinen 

suunnittelu on ratkaisevaa, jotta tasapaino tarkkuuden, tehokkuuden ja resurssien 

kulutuksen välillä saavutetaan. 

 

Tässä työssä hyödynnetään neljää konvoluutioneuroverkkomallia (CNN), jotka 

ovat PoseModel, GazeModel, GestureModel ja KeypointModel. PoseModel perustuu 

valmiiksi rakennettuun, koulutettuun ja kvantisoituun Yolov8s-pose -malliin [4], ja sitä 

käytetään ihmisen asennon tunnistamiseen. Koska PoseModel suorittaa laskennallisesti 

intensiivisen tehtävän, sen koko ja parametrijoukko ovat huomattavasti suurempia kuin 

muilla malleilla. Loput kolme mallia perustuvat MobileNetV3Small-arkkitehtuuriin, johon 

Kava Oy on lisännyt omia kerroksia. MobileNetV3Small on Andrew Howardin ja Google 

AI -tutkijoiden vuonna 2019 kehittämä ja julkaisema malli, joka on optimoitu erityisesti 

resurssirajoitteisille mobiililaitteille [5]. 

Taulukko 1. Tutkimuksessa käytettävät CNN-mallit, niiden pohja-arkkitehtuurit, koot ja 

parametrimäärät. 

Nimi Pohja arkkitehtuuri Koko [MB] Parametrit [kpl] 

PoseModel Yolov8s-pose [4] - 11 600 00 

GazeModel MobileNetV3Small [5] 11,9 948 409 

GestureModel MobileNetV3Small [5] 12,3 976 113 

KeypointModel MobileNetV3Small [5] 13,6 976 308 
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Mallien tehtävät vaihtelevat niiden rakenteen ja koon mukaan. PoseModel tunnistaa 

ihmiset ja analysoi heidän asentonsa, mikä selittää sen suuren koon ja laskennallisen 

vaatimustason. GazeModel tunnistaa, katsooko henkilö 

kameraan, GestureModel havaitsee käsimerkkejä ja KeypointModel määrittää 

avainpisteitä käden liikkeiden seuraamista ja ohjaamista varten. 

Koulutusvaiheessa mallin aiemmin mainittujen parametrien arvoja säädetään 

koulutusdatan avulla, jotta malli oppii sovittamaan funktion, joka ennustaa syötteistä 

niiden vastaavat tulokset. Tämä funktio mahdollistaa ennusteiden tekemisen myös 

sellaisista datapisteistä, joita malliin ei syötetty koulutusvaiheessa. Mallin parametrit 

koostuvat painokertoimista ja siirtotermeistä, jotka määrittävät, miten syöte muokataan 

ennen ennusteen tekemistä. Painokertoimet määräävät, kuinka suuri vaikutus kullakin 

syötteellä on mallin lopulliseen tulokseen, ja ne muuttuvat koulutuksen aikana siten, että 

malli oppii tunnistamaan tärkeimmät piirteet syötteistä. Siirtotermit puolestaan 

mahdollistavat mallin oppimisen myös silloin, kun syötteet eivät suoraan nollaudu, eli ne 

lisäävät joustavuutta oppimisprosessiin. Parametrit säädetään optimoimalla 

painokertoimia ja siirtotermejä siten, että mallin tuottama virhe koulutusdatan osalta 

minimoituu. Parametrit säädetään tietyllä tarkkuudella ja tietyillä rajoilla; esimerkiksi 

painokerroin voi olla välillä -1–1 ja muuttua hyvin pienin askelin, jopa kymmenen 

desimaalin tarkkuudella. Kvantisaatiovaiheessa parametrien tarkkuutta pienennetään 

resurssien säästämiseksi. Esimerkiksi parametriväli -1–1, joka koulutusvaiheessa edusti 

arvoja kymmenen desimaalin tarkkuudella, voidaan kvantisoinnissa pyöristää neljän 

desimaalin tarkkuuteen tai jopa kokonaislukuarvoiksi. Tämä vähentää mallin vaatimuksia 

muistin ja laskentatehon osalta, mutta samalla saattaa heikentää ennustustarkkuutta. 

Kvantisointeja voidaan tehdä useilla eri työkaluilla ja tavoilla. Tässä työssä se 

tehdään TensorFlow Liten ja Hailon avulla, jotka mahdollistavat tehokkaan kvantisoinnin 

sulautettuihin järjestelmiin. 

2.2.1 TensorFlow Lite -kvantisaatio 
 

TensorFlow Lite tarjoaa helppokäyttöisen Python-ohjelmointirajapinnan koulutettujen 

mallien kvantisointiin. Kvantisointi pienentää mallin muistivaatimuksia ja nopeuttaa 

suorittamista, mikä on erityisen hyödyllistä laitteille, joilla on rajalliset resurssit, kuten 

mobiililaitteet ja sulautetut järjestelmät. Kvantisoinnin avulla mallin painot ja aktivoinnit 

muunnetaan tarkkuudeltaan pienemmiksi, esimerkiksi liukuluvuista kokonaisluvuiksi. 

Tämä vähentää laskennan ja tallennuksen vaatimaa tilaa merkittävästi. 
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Kvantisoinnin toteutus TensorFlow Litessa vaatii vain muutaman rivin koodia. 

Oletusasetuksilla prosessi toimii automaattisesti, mutta tarvittaessa voidaan määrittää 

lisäparametreja, kuten ”representative_dataset”, joka tarjoaa pienen otoksen 

esimerkkisyötteitä mallin kvantisoinnin optimointiin. Tämä varmistaa, että mallin tarkkuus 

säilyy myös kvantisoinnin jälkeen. Kvantisoinnin jälkeen CNN-mallit tallennetaan tflite-

tiedostomuotoon, jota voidaan käyttää tehokkaasti CPU:lla tai muilla laitteilla. Taulukko 

alla näyttää kvantisoimattomien ja kvantisoitujen mallien kokovertailun. 

Taulukko 2. Koko vertailu kvantisoimattoman ja kvantisoidun mallin välillä. 

Nimi Koko [MB] Kvantisoitu (tflite) [MB] 

PoseModel - Ei tflite kvantisaatiota 

GazeModel 11,9 3,8 

GestureModel 12,3 3,9 

KeypointModel 13,6 4,3 

Taulukosta 1 nähdään, että tflite kvantisointi prosessi on selkeästi vaikuttanut kaikkien CNN:ien 

kokoon, vähentämättä parametrien määrää. Taulukosta näemme, että GazeModel on 

kvantisoituna noin 68 % pienempi kuin kvantisoimaton. Samoin GestureModel ja KeypointModel 

saavuttavat vastaavat kokovähennykset.  Alaluvussa 2.2 mainittiin, että PoseModel on valmiiksi 

kvantisoitu, mutta se on kvantisoitu HEF tiedostomuotoon. 

2.2.2 Hailo-kvantisaatio 
 

Hailo on siis valmistanut työssä käytetyn NPU:n. Kuten edellisissä luvuissa on käynyt 

ilmi, NPU:t toimivat hieman eri tavalla kuin CPU:t. Täten kvantisaatio tehdään myös eri 

tavalla ja lopputulokseksi ei tulekaan tflite-tiedosto vaan HEF-tiedosto (engl. Hailo 

Executable File). Kaksi suurinta eroavaisuutta ovat ohjelmointirajapinta sekä lopullinen 

laitteisto, jolla mallia käytetään. Alaluvussa 2.2.1 käytettiin TensorFlowta rajapintana ja 

lopullinen käyttölaite on CPU. Nyt käytetään Hailon rakentamaa Python-

ohjelmointirajapintaa, jolla käytetään Hailo Dataflow Compileria ja lopullinen laite on 

Hailon NPU. Dataflow Compilerin dokumentaatiosta löytyy tarkat ohjeet HEF-tiedoston 

käännös prosessista. Prosessikaavio on esitetty kuvassa 2. 
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Kuva 2. Hailo Dataflow Compilerin tarjoama prosessikaavio [6]. 

Kuvassa 2 ensimmäinen vaihe on valmistaa kvantisoitu malli, joka tässä työssä on tflite-

tiedosto. Tämä tiedosto syötetään kääntäjälle, joka palauttaa kaksi tiedostoa: HN- ja 

NPZ-tiedoston [6]. HN on JSON-muotoinen tiedosto, joka kuvaa mallin graafista 

rakennetta ja sisältää sen käytön kannalta oleelliset tiedot Hailo-laitteistolla [6]. NPZ 

puolestaan on Pythonin sanakirjaobjekti, joka sisältää mallin painot ja muut siihen liittyvät 

parametrit [6]. Kolmannessa vaiheessa HN- ja NPZ-tiedostot yhdistetään ja tallennetaan 

tar.gz-tyyppiseen arkistotiedostoon, jota kutsutaan HAR-tiedostoksi (engl. Hailo Archive) 

[6]. HAR-tiedosto kuvaa mallin sen hetkisen tilan ja toimii lähtökohtana 

optimointiprosessille. Seuraavaksi tehdään optimointi, joka muistuttaa TensorFlow Lite -

kvantisaatiota (kpl 2.2.1). Dataflow Compiler vaatii optimointiprosessiin 

esimerkkisyötteitä, aivan kuten niitä voitiin käyttää myös TensorFlow Lite -
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kvantisaatiossa. Toisin kuin TensorFlow Litessä, esimerkkisyötteiden käyttö ei 

kuitenkaan ole vain valinnainen vaihtoehto, vaan se on Dataflow Compilerissa 

optimoinnin minimivaatimus. Esimerkkisyötteiden lisäksi Dataflow Compiler tarjoaa 

lukuisia muita optimointityökaluja, joita voidaan hyödyntää prosessin aikana. 

Optimoinnin jälkeen mallin uusi, optimoitu tila tallennetaan päivitettyyn HAR-tiedostoon. 

Viimeisessä vaiheessa optimoitu HAR-tiedosto muunnetaan HEF-tiedostoksi, joka on 

valmis käytettäväksi Hailo-laitteistolla. 

Dataflow Compilerilla tehty kvantisaatio eroaa TensorFlow Litellä tehtyyn ja se näkyy 

esimerkiksi tiedostokoossa. Eri mallien tiedostokoot ovat koottu taulukkoon 2 alla. 

Taulukko 3. Kokovertailu alkuperäisten ja kvantisoitujen mallien välillä. 

Nimi Koko [MB] Kvantisoitu (HEF) [MB] Kvantisoitu (tflite) [MB] 

PoseModel - 23,4 Ei tflite kvantisaatiota 

GazeModel 11,9 5,0 3,8 

GestureModel 12,3 5,2 3,9 

KeypointModel 13,6 5,4 4,3 

 

Dataflow Compilerilla kvantisoidut mallit ovat merkittävästi pienempiä kuin alkuperäiset. 

GazeModel ja GestureModel ovat noin 58 % pienempiä, ja KeypointModel on 60 % 

pienempi alkuperäiseen kokoon verrattuna. Verrattuna TensorFlow Litella kvantisoituihin 

malleihin, Dataflow Compilerin tuottamat mallit ovat kuitenkin suurempia. GazeModel on 

noin 32 % suurempi, GestureModel 33 % suurempi ja KeypointModel 26 % suurempi 

kuin vastaavat TensorFlow Lite -kvantisoidut mallit. 

2.3 Ohjelmisto 

Tässä työssä ohjelmiston optimointi on suorittamisen keskiössä. Ohjelmointikielenä 

toimii Python, ja käytössä on versio 3.11. Lisäksi työssä hyödynnetään lukuisia valmiita 

kirjastoja, joiden avulla ohjelmointi on helpompaa. Toinen tutkimuskysymyksistä: ”Miten 

CNN:ien määrä NPU:lla vaikuttaa järjestelmän nopeuteen?” rajaa tarkastelun Hailon 

NPU:n ja RPi5:den CPU:n käyttöön. Täten on oleellista ymmärtää Hailon rakentama 

HailoRT, joka vastaa Hailon laitteen käytöstä. Sen avulla voidaan hyödyntää Hailon 

NPU:ta mallien käytössä, hallita käytössä olevien mallien määrää sekä siirtää tietoa 

Hailo-laitteen ja ohjelmiston välillä [7]. HailoRT:tä voi käyttää useammalla eri tavalla. 

Tässä työssä sitä käytetään Pythonin avulla eli hyödynnetään HailoRT:n Python 

ohjelmointirajapintaa. 
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2.3.1 Tehon määritelmä ja mittaus 
 

Tämän työn toinen tutkimuskysymys liittyy tehokkuuteen. Tässä työssä tehokkuus 

määritellään FPS:n avulla (engl. Frames per second). FPS on hyvä mittari tämän työn 

kannalta, sillä sen avulla voidaan arvioida järjestelmän kykyä vastaanottaa, prosessoida 

ja tuottaa tietoa. Lisäksi FPS:n avulla saadaan tietoa järjestelmän viiveistä, mikä on 

erityisen tärkeää reaaliaikaisissa sovelluksissa. Tässä työssä FPS:n mittaamiseen 

käytetään Pythonin Time-kirjastoa. FPS lasketaan kaavalla: 

𝐹𝑃𝑆 =  𝑘𝑢𝑣𝑖𝑒𝑛 𝑚ää𝑟ä𝑘𝑢𝑙𝑢𝑛𝑢𝑡 𝑎𝑖𝑘𝑎 . (1) 

Kuten aiemmin mainittiin, FPS:n avulla voidaan arvioida viiveitä ja reaaliaikaisuutta. 

Esimerkiksi jos FPS on 15, silloin sekunnin aikana käsitellään 15 kuvaa, mikä tarkoittaa, 

että yhden kuvan käsittely vie keskimäärin noin 66,7 millisekuntia. Tämä on tärkeää 

reaaliaikaisissa sovelluksissa, kuten videoanalyysissä tai tekoälypohjaisissa 

päätöksenteoissa, koska alhainen FPS voi aiheuttaa havaittavia viiveitä. Jos esimerkiksi 

käsittelyaika kasvaa liian pitkäksi, järjestelmä voi menettää osan tärkeistä tapahtumista 

tai tuottaa liian hitaan vasteen, mikä vaikuttaa käyttökokemukseen ja järjestelmän 

toimivuuteen. Vastaavasti korkea FPS parantaa reaaliaikaisuutta, mikä mahdollistaa 

sujuvamman ja nopeamman vuorovaikutuksen ympäristön kanssa. 

2.3.2 Lähtötilanne 
 

Lähtötilanteessa pyöritetään PoseModelia NPU:lla. Loput mallit on asetettu RPi5:den 

CPU ytimille siten, että yksi ydin on vastuussa yhden mallin käytöstä. Rakenne on 

havainnollistettu kuvassa 3. 
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Kuva 3. Kaavio lähtötilanteen rakenteesta. 

Kuvan 3 sulkuihin merkityillä numeroilla kuvataan seuraavia toimintoja: 

(1) Kameramoduulilla otetaan 640x640px videota. Video on pohjimmiltaan joukko 

peräkkäisiä kuvia. Nämä kuvat lähetetään NPU:lle ja app_callback() funktiolle. 

(2) NPU vastaanottaa kameramoduulista saadut kuvat ja jos kuvassa näkyy 

ihminen, niin ihmisen kehoon sovitetaan lukuisia pisteitä. NPU:sta ulostuleva 

data on kuitenkin sellaista mihin täytyy tehdä paljon laskentaa, jotta pisteet 

saadaan koordinaatteina ulos. Tämä johtuu siitä, miten PoseModelin 

arkkitehtuuri on suuniteltu. 

(3) NPU:sta saatu data viedään postproc_yolov8_pose() funktiolle, joka tekee 

tarvittavat laskennat. Funktiosta saadaan avainpisteet ja niiden koordinaatit. 

(4) Koordinaatit syötetään app_callback() funktioon, joka kutsuu lukuisia muita 

funktioita, joista yksi on Get_Distance(). Get_Distance() funktio hyödyntää 

koordinaatteja laskeakseen käden ja pään sijainnit. Näiden sijaintien perusteella 

funktio määrittää neliöiden reunojen pituudet siten, että sekä pää että käsi 

mahtuvat kokonaan neliöiden sisälle 

(5) Edellä lasketut reunojen pituudet välitetään Preprocess_Images() funktiolle, 

joka leikkaa niiden avulla alkuperäisestä 640x640 kuvasta kaksi pienempää 

kuvaa, joissa näkyvät käsi ja pää. Nämä pienemmät kuvat muunnetaan 
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datamuotoon, joka soveltuu 

syötettäväksi GazeModelille, GestureModelille ja KeypointModelille. 

(6) Lopuksi Preprocess_Images()-funktion leikkaamat kuvat käsitellään eri ytimillä 

ja malleilla. Päästä leikatut kuvat lähetetään core_3() funktiolle, joka käyttää 

RPi5:n kolmatta CPU-ydintä. Siellä sijaitsee GazeModel, joka analysoi, katsooko 

kuvassa oleva henkilö kohti kameraa. Kuvista, joissa näkyy käsi, lähetetään 

ensin data core_1() funktiolle, joka käyttää RPi5:n ensimmäistä CPU-ydintä. 

Siellä toimii GestureModel, joka analysoi käsimerkkejä. GestureModel käsittelee 

kuvia vain, jos GazeModel on tunnistanut, että henkilö katsoo kameraan. 

GestureModelin tulos käsimerkistä voi olla joko "tosi" tai "epätosi". Jos käsimerkki 

on "tosi", sama kuva kädestä siirretään core_2() funktiolle, joka käyttää RPi5:n 

toista CPU-ydintä. Core_2:ssa toimii KeypointModel, joka analysoi kuvia ja 

sovittaa niihin avainpisteitä. Näitä avainpisteitä voidaan hyödyntää 

jatkolaskennassa ja sovelluksissa. 

Tällä tavalla on saavutettu noin 14 FPS:n nopeus. Kuvassa 4 on esitetty kuvaaja, joka 

näyttää FPS:n käyttäytymistä ajan mittaan alkaen siitä, kun järjestelmä käynnistetään. 

 

Kuva 4. FPS ajan funktiona. 

Kuvassa 4 on esitetty järjestelmän suorituskyvyn vaihtelut (FPS) viidessä 

värikoodatussa vaiheessa. Ennen ensimmäistä vaihetta järjestelmä on käynnistetty ja 

toimii tilassa, jossa ihminen on kuvassa, mutta hän ei katso kohti kameraa. Tässä 
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vaiheessa NPU:lla pyörii PoseModel, ja kolmannella CPU-ytimellä toimii GazeModel, 

joka seuraa pään sijaintia. FPS on tällöin noin 15. 

Ensimmäinen vaihe (pinkki värikoodi) edustaa tilannetta, jossa järjestelmä tunnistaa 

katseen. Tunnistus aktivoi kuvavirran siirtymisen core_1() funktiolle, mikä tarkoittaa, 

että GazeModelin havaitessa katseen, kuvavirtaa kädestä siirtyy ensimmäiselle CPU-

ytimelle, jossa GestureModel analysoi sitä. Tämä lisää laskennallista kuormitusta ja 

aiheuttaa pienen FPS-pudotuksen. 

Toinen ja kolmas vaihe (punainen ja vihreä värikoodi) kuvaavat tilanteita, joissa 

annetaan hetkellinen ohjaussignaali. Käsimerkki on tosi vain lyhyen ajan ja muuttuu 

nopeasti epätodeksi. Näiden hetkien aikana kuvavirta ohjataan myös core_2() 

funktiolle, jossa KeypointModel sovittaa pisteet käsimerkkiin. Näin ollen kaikki neljä 

mallia (PoseModel, GazeModel, GestureModel ja KeypointModel) ovat hetkellisesti 

aktiivisia. Tämä lisää järjestelmän kuormitusta ja johtaa FPS:n laskuun. 

Neljäs vaihe (vaaleansininen värikoodi) edustaa tilannetta, jossa ohjaussignaali pysyy 

totena pidemmän aikaa. Kun kaikki neljä mallia ovat aktiivisia yhtä aikaa pidempään, 

FPS laskee noin 11:een. Tämä johtuu siitä, että järjestelmä käytti useampia malleja 

jatkuvasti, mikä kasvattaa CPU:n ja muistiresurssien kuormitusta. 

Viides vaihe (sininen värikoodi) kuvaa uutta ohjaussignaalia, joka kestää pidempään 

kuin hetkelliset signaalit vaiheissa kaksi ja kolme, mutta on lyhyempi kuin neljännessä 

vaiheessa. Tässäkin tilanteessa FPS laskee noin 11:een, kun useampi malli on yhtä 

aikaa aktiivisena. 

Näiden vaiheiden perusteella voidaan todeta, että järjestelmän FPS vaihtelee 10 ja 16 

välillä. FPS on korkeimmillaan 16, kun järjestelmä tunnistaa ihmisen ilman lisämalleja, 

mutta laskee merkittävästi aina, kun useampia malleja aktivoidaan samanaikaisesti. 

Tämä on odotettavissa, sillä CPU:n laskennallinen ja muistikuormitus kasvaa mallien 

lukumäärän myötä. Jokaisen uuden mallin aktivoituminen allokoi yhden CPU-ytimen 

lisää ja kasvattaa liikkuvien kuvien määrää, mikä lisää järjestelmän kokonaisrasitusta. 
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3. TUTKIMUSTULOKSET 

HailoRT:n avulla on rakennettu ohjelmisto, millä voidaan säätää mallien määrää mitä 

NPU:lla pyörii ja milloin. Se on integroituna Kava Oy:n lampun ohjelmistoon ja CNN:t on 

onnistuneesti muutettu HEF-tiedostoiksi. Valitettavasti Hailo Dataflow Compileria 

käyttäessä muunnosprosessi suoritettiin virheellisesti. Gaze-, Gesture-, ja 

KeypointModelista ei saada todenmukaisia ennustuksia. Tutkimuksen rajaamissa 

kysymyksissä se ei kuitenkaan estä etenemistä. 

3.1 Kaikki mallit NPU:n kautta 

Kun kaikki mallit käytetään NPU:n kautta, järjestelmän rakenne on kuvattu alla olevassa 

kuvassa 5. 

 

Kuva 5. Järjestelmän rakenne, kun kaikki mallit käyttävät NPU:ta. 

Kuvasta 5 tunnistetaan numerot 1–6, jotka kuvaavat prosessin vaiheita. Vaiheet 1–5 ovat 

lähes identtisiä lähtötilanteen (kpl 2.3.2) kanssa. Merkittävä eroavaisuus tulee esiin 

vaiheessa 6, jossa Preprocess_Images() funktion tuottamat kuvat lähetetään kaikki 

NPU:lle. Lisäksi mallien aktivointilogiikka poikkeaa alkuperäisestä siten, että kun 

kuvassa havaitaan ihminen, kaikki mallit aktivoituvat samanaikaisesti. FPS:n 

käyttäytyminen tällaisessa järjestelyssä on havainnollistettu kuvassa 6. 
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Kuva 6. FPS ajan funktiona, kun kaikki mallit käyttävät NPU:ta. 

Kuvassa 6 on punaisella merkitty väli. Tämä väli kuvaa sitä, kun ihminen poistuu kuvasta. 

Tällöin ainoastaan PoseModel on käytössä. Kuvasta nähdään, että FPS on silloin 

tasaisesti hieman yli 15. Muissa kohdissa Pose-, Gaze-, Gesture- ja KeypointModel ovat 

kaikki käytössä, jolloin FPS on noin 11, mutta pienenee hetkellisesti myös 8:an. 

 

3.2 Kaksi mallia NPU:n kautta  

Järjestelmän toiminnan kannalta voidaan järkevästi jakaa CNN mallit kahteen 

toimintakokonaisuuteen. Yksi kokonaisuus on PoseModel ja GazeModel, jotka voidaan 

ajatella tuottavan ehdot ohjaussignaalin syntymiseen. Toinen kokonaisuus on 

GestureModel ja KeypointModel, mitkä tuottavat ohjaussignaalin. Kuvassa 7 on esitetty 

kyseisen toteutuksen rakenne. 
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Kuva 7. Järjestelmän rakenne, kun kaksi mallia käyttää NPU:ta. 

Kuvasta 7 nähdään, että järjestelmän rakenne on hieman muuttunut verrattuna kuvaan 

5 ja 3. Muutos tapahtuu kohdan (4) jälkeen. Kohdassa (5) lähetetäänkin pään kuva 

NPU:lle ja kohdassa (6) lähetetään core_2() ja core_1() funktioille kädestä kuva. 

Kyseisellä asetelmalla on saavutettu kuvan 8 mukainen käytös FPS:lle. 

 
Kuva 8. FPS ajan funktiona, kun kaksi mallia käyttää NPU:ta 

Kuvassa 8 näkyy FPS:n muutokset eri vaiheiden aikana. Ennen ensimmäistä vaihetta 

(pinkki) ihmistä ei ole kuvassa, ja vain PoseModel on aktiivinen. Tässä tilanteessa FPS 
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on noin 16. Vaiheen yksi jälkeen ihminen astuu kuvaan, jolloin PoseModel ja GazeModel 

siirtyvät käyttämään NPU:ta, ja GestureModel alkaa hyödyntää ensimmäistä CPU-

ydintä. Tässä vaiheessa havaitaan FPS:n selkeä pudotus noin 13:een. Vaiheiden kaksi 

(punainen) ja kolme (vihreä) aikana annetaan lyhyitä ohjaussignaaleja, mikä aiheuttaa 

pieniä lisäpudotuksia FPS:ssä. Vaiheessa neljä (vaaleansininen) annetaan pitkä 

ohjaussignaali. Tässä tilanteessa PoseModel ja GazeModel toimivat NPU:lla, kun taas 

GestureModel ja KeypointModel käyttävät CPU-ytimiä. Näiden mallien samanaikainen 

käyttö johtaa uuteen FPS-pudotukseen, joka tasaantuu noin 10:een. Viidennessä 

vaiheessa (sininen) annetaan toinen pitkä ohjaussignaali, mikä on pidempi kuin 

vaiheessa kaksi tai kolme mutta lyhyempi kuin vaiheessa neljä. Tässä havaitaan sama 

trendi kuin vaiheessa neljä ja FPS laskee vastaavalla tavalla. 
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4. SUORITUSKYKYVERTAILU JA TULOSTEN 
ANALYYSI 

Tässä luvussa vertaillaan saatuja tuloksia keskenään ja analysoidaan niitä. Tässä työssä 

on kaksi tutkimuskysymystä: 

• Miten yhdellä Hailon NPU:lla pyöritetään useampaa CNN:ää? 

• Miten CNN:ien määrä NPU:lla vaikuttaa järjestelmän nopeuteen? 

Tutkimuksessa saatiin vastaus molempiin tutkimuskysymyksiin. 

4.1 Tutkimuskysymysten vastaukset 

HailoRT:n avulla yhdellä NPU:lla saatiin pyöritettyä useita CNN-malleja samanaikaisesti. 

Toteutus saatiin toimimaan, vaikka sitä ei olisi tehty optimaalisimmalla tavalla. Prosessi 

vaati CNN-mallin kääntämisen ensin tflite-tiedostoksi ja sen jälkeen HEF-tiedostoksi. 

CNN-mallin kääntäminen tflite-muotoon oli yksinkertainen ja sujui ongelmitta. Sen sijaan 

HEF-tiedoston kääntäminen osoittautui monimutkaisemmaksi. Tämä johtui osittain siitä, 

että dokumentaatio edellytti lukijalta syvällistä ymmärrystä kvantisointiprosessista, 

kvantisoinnin optimoinnista ja CNN-arkkitehtuurista. Vaikka HEF-tiedostot saatiin lopulta 

toimimaan, niiden tarkkuus heikkeni huomattavasti. Esimerkiksi GazeModel saavutti 

tflite-muodossa 98 % tarkkuuden, kun sitä testattiin koulutuskuvilla. Sama malli HEF-

tiedostona saavutti vain 50 % tarkkuuden samoilla koulutuskuvilla. Tästä huolimatta 

tarkkuuden heikkeneminen ei haitannut tutkimusta, koska tutkimuksen fokus oli 

suorituskyvyssä. On kuitenkin tärkeää huomata, että tarkkuutta voidaan parantaa HEF-

käännöksessä optimoinnin avulla. 

Tulokset CNN-mallien määrän vaikutuksesta järjestelmän nopeuteen ovat jopa hieman 

yllättäviä. Vertailussa lähtötilanteen ja tilanteen, jossa kaikki CNN:t käyttävät NPU:ta, on 

huomioitava, että jälkimmäisessä toteutuksessa kaikki mallit ovat koko ajan aktiivisia. 

Kuvassa 6 punaisten viivojen ulkopuolella FPS on noin 11, mikä vastaa kuvassa 4 

vaihetta neljä, jossa FPS on noin 10,5. Tulokset osoittavat, että Hailo-8L NPU ei ole 

optimaalinen neljän CNN-mallin samanaikaiseen pyörittämiseen verrattuna Raspberry 

Pi 5:n CPU:hun. Lisäksi vertailtiin tilannetta, jossa kaksi CNN:ää käyttää NPU:ta ja loput 

CPU:ta; näitä tuloksia voidaan tarkastella kuvissa 8 ja 4. Kuvassa 9 on esitetty näiden 

kahden tilanteen tulokset allekkain selkeyden lisäämiseksi. 
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Kuva 9. FPS vertailu lähtötilanteen ja toteutuksen välillä. 

Kuvissa numeroidut vaiheet ja värikoodatut välit osoittavat CNN-mallien käytön eri 

tilanteissa: 

(1) Pinkin viivan jälkeen: Pose-, Gaze- ja GestureModel ovat aktiivisia. Ylemmässä 

kuvassa PoseModel käyttää NPU:ta ja muut CPU:ta, kun taas alemmassa myös 

GazeModel käyttää NPU:ta. FPS laskee vastaavasti noin 14:ään ja 13:een. 

(2) Punaisten viivojen välissä: Kaikki mallit ovat käytössä. Ylemmässä kuvassa vain 

PoseModel toimii NPU:lla, alemmassa myös GazeModel. Ohjaussignaalin lyhyen 
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keston vuoksi FPS laskee hetkellisesti molemmissa tapauksissa mutta palautuu 

nopeasti. 

(3) Vaaleansinisten viivojen välissä: Tilanne vastaa kohtaa 2, mutta kesto on 

pidempi. FPS laskee ylemmässä tapauksessa 10,5–11:een ja alemmassa noin 

10:een. 

(4) Sinisten viivojen välissä: Vastaava tilanne kuin kohdassa 3, mutta kesto on 

lyhyempi. 

Tulokset osoittavat, että paras toteutus on se, jossa yksi suurempi malli käyttää NPU:ta 

ja loput CPU:ta. Tämä on yllättävää, sillä HailoRT:n simulointityökalun perusteella 

kaikkien mallien yhtäaikaisen käytön NPU:lla olisi pitänyt tuottaa huomattavasti 

korkeampi FPS. Simulaatiot ennustivat PoseModelin ja GazeModelin suorituskyvyksi 

NPU:lla noin 55 FPS ja GestureModelin sekä KeypointModelin yhteiseksi 

suorituskyvyksi jopa 120 FPS. 

Todellisuudessa saavutetut tulokset jäivät selvästi ennusteiden alle, mikä viittaa siihen, 

että suorituskyvyn pullonkaula ei ole pelkästään CNN-mallien käsittelyssä tai laitteiston 

tehossa, vaan jossain muussa järjestelmän osassa. Tulokset tarjoavat arvokasta tietoa 

mahdollisista ongelmakohdista, joita voidaan hyödyntää optimoinnissa ja 

jatkokehityksessä. 

4.2 Virheet, menetelmät ja tulosten todenmukaisuus 

Työn aikana on tehty yksi varma virhe, joka on mainittu useammassa luvussa. Onneksi 

tämä virhe ei vaikuttanut merkittävästi tutkimuksen lopputuloksiin. Kvantisaatioprosessin 

aikana HEF-tiedostoksi tapahtui jotain, mikä johti merkittävään tarkkuuden pudotukseen 

Gaze-, Gesture- ja KeypointModelissa. Tämä virhe on aiheuttanut rajoitteita järjestelmän 

suunnitteluun. Huono tarkkuus tarkoittaa, että tulosten perusteella ei voitu luotettavasti 

suunnitella järjestelmän rakennetta. Tämän seurauksena järjestelmä on jouduttu 

suunnittelemaan siten, että itsetehtyjä HEF-tiedostoja käytettäessä kaikki mallit ovat aina 

aktiivisina samaan aikaan. Tämä ei vastaa järjestelmän toimintaa todellisessa 

käyttöympäristössä, mutta antaa kuitenkin viitteitä järjestelmän suorituskyvystä. 

Suorituskykyä mitattiin FPS:n avulla, mikä on tehtävään sopiva ja informatiivinen mittari. 

Mittaukset toteutettiin järkevällä tavalla, ja Pythonin time -kirjastoa käytettiin luotettavana 

työkaluna ajan mittaamiseen (kts kpl 2.3.1). Kameramoduuli mahdollistaa tarpeeksi 

korkean FPS:n saavuttamisen, ja HailoRT:n simulointityökalun perusteella NPU pystyy 

teoriassa ylittämään työssä saavutetun maksimisuorituskyvyn, joka oli 16 FPS, ainakin 
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kahden mallin yhtäaikaisessa käytössä. Mahdollisia suorituskyvyn heikentäjiä voi olla 

useita. Yksi tekijä voi olla Raspberry Pi Camera -moduulin väärä konfiguraatio. 

Esimerkiksi kameramoduulissa voi olla asetuksena automaattinen suljinnopeuden 

rajoitus, mikä rajoittaa kuvankaappauksen maksiminopeuden 30 FPS:ään. 

Suljinnopeuden automaattinen säätö voi rajoittaa kameran tuottaman 

kuvankaappaustaajuuden, esimerkiksi enintään 30 FPS:ään. Tämä tarkoittaa, että 

kamera ei voi luoda uutta kuvaa nopeammin kuin 33 millisekunnin välein. Kun tähän 

lisätään kuvien esikäsittelyyn ja muihin laskentaprosesseihin kuluva aika, järjestelmän 

lopullinen FPS on aina tätä rajaa alhaisempi. Jos suljinnopeutta voitaisiin nopeuttaa 

esimerkiksi 60 FPS:ään, järjestelmä voisi tuottaa korkeampia FPS-lukuja, vaikka kuvien 

esikäsittely kuluttaisi edelleen aikaa. Tällöin järjestelmän kokonais-FPS voisi olla 

esimerkiksi 49 FPS nykyisen 16 FPS:n sijaan. 

Toinen mahdollinen suorituskyvyn heikentäjä on HailoRT:n Python-rajapinnan 

virheellinen käyttö. Tämä on todennäköinen selitys, sillä HailoRT:n dokumentaatio 

koetaan subjektiivisesti sekavaksi, ja sama havainto vahvistuu objektiivisesti käyttäjien 

palautteen perusteella. Hailon verkkosivustolla on erityinen tukialusta laitteen omistajille, 

jossa toistuvat samat kysymykset, mikä viittaa siihen, että rajapinnan käyttöön liittyy 

yleisesti haastavia ja epäselviä kohtia. Tämä tukee käsitystä, että dokumentaation 

pohjalta rakennettu järjestelmä voi sisältää virheitä. Lisäksi suorituskyvyn pullonkaulat 

voivat liittyä ympäröivän järjestelmän toteutukseen. Esimerkiksi RPi5:n CPU-ytimiä ei 

ehkä hyödynnetä optimaalisesti tai datankäsittelyprosessin rakenne on huono. Tällä 

hetkellä jokainen kuva esikäsitellään ennen kuin se syötetään Gaze-, Gesture- ja 

Keypoint-malleille. Tämä esikäsittely vie aikaa, mikä hidastaa järjestelmän toimintaa. Jos 

CNN:t suunniteltaisiin siten, että ne pystyisivät käsittelemään raakoja kuvia ilman 

merkittävää tarkkuuden heikkenemistä, esikäsittelyyn kuluva aika voitaisiin poistaa. 

Tämä voisi parantaa järjestelmän kokonais-FPS:ää ja yksinkertaistaa 

datankäsittelyprosessia. 

Voidaan todeta, että mittausten osalta virheet ovat minimaalisia ja tulokset ovat 

todenmukaisia suhteessa käytettyyn järjestelmään. Ne eivät kuitenkaan täysin kuvaa 

järjestelmän potentiaalista suorituskykyä. Ohjelmistoa rakentaessa tehdyt valinnat ovat 

johtaneet alle optimaalisiin tuloksiin, mikä rajoittaa saavutettuja tuloksia. On tärkeää 

huomata, että tätä tutkimusta ei tule pitää ohjenuorana Hailo-8L NPU:n ja Raspberry Pi 

5:n käyttöön liittyen monen CNN-mallin optimaalisessa hyödyntämisessä. Tutkimus ei 

kuitenkaan ole hyödytön, sillä sen tarjoamat havainnot ja tulokset antavat Kava Oy:lle 

arvokasta tietoa ja uusia näkökulmia tuotekehityksen jatkamiseen. 
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5. YHTEENVETO 

Tämän tutkimuksen tavoitteena oli selvittää, kuinka useita konvoluutioneuroverkkoja 

voidaan käyttää tehokkaasti yhdellä Hailo-8L NPU:lla RPi5:n kanssa ja kuinka CNN:ien 

määrä vaikuttaa järjestelmän suorituskykyyn. Tutkimus pohjautui Kava Oy:n tarpeisiin 

kehittää älylamppujen käsimerkkiohjausta varten tarkka ja reaaliaikainen 

neuroverkkopohjainen ratkaisu, jossa laitteiston koko ja virrankulutus ovat rajoitettuja. 

Tutkimus suoritettiin käyttämällä PoseModelia, GazeModelia, GestureModelia ja 

KeypointModelia, jotka käsittelevät videosta leikattuja kuvia ihmisen asennon, katseen 

ja käsimerkkien tunnistamiseksi. Mallien suorituskykyä mitattiin FPS:n avulla ja ne 

kvantisoitiin TensorFlow Lite ja Hailo Dataflow Compilerin avulla. Kvantisoinnin 

tavoitteena oli pienentää mallien kokoa ja tehostaa niiden toimintaa rajallisilla 

laitteistoresursseilla. 

Tulokset osoittavat, että optimaalinen ratkaisu saavutettiin, kun yksi suurempi malli 

(PoseModel) pyöri NPU:lla ja loput mallit CPU-ytimillä. Tämä järjestely tarjosi parhaan 

suorituskyvyn ja reaaliaikaisuuden. Simulointityökaluilla saadut tulokset osoittavat, että 

NPU:n suorituskyky useiden mallien yhtäaikaisessa käytössä voisi olla huomattavasti 

korkeampi kuin tutkimuksessa saavutettu. Tämä viittaa siihen, että tutkimuksen aikana 

tehdyt ratkaisut tai virheet, kuten datankäsittelyssä tai ohjelmiston rakenteessa, ovat 

saattaneet rajoittaa järjestelmän todellista potentiaalia. Lisäksi havaittiin, että kameran 

suljinnopeuden optimointi ja kuvien esikäsittelyvaiheen poistaminen voisivat parantaa 

järjestelmän FPS:ää merkittävästi. 

Vaikka tutkimuksessa saavutetut tulokset eivät olleet täysin optimaalisia, ne tarjoavat 

arvokasta tietoa Kava Oy:lle tuotekehityksen jatkamiseen. Tulosten perusteella voidaan 

tarkentaa ohjelmisto- ja laitteistoratkaisuja, jotka mahdollistavat parempia 

suorituskykyominaisuuksia ja tehokkaampaa neuroverkkojen hyödyntämistä 

tulevaisuudessa. 
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