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Kaupunkien vaestdénkasvu tuo mukanaan haasteita, joihin vastaamaan tarvitaan uudenlaisia
ratkaisuja. Alykkaan kaupungin konsepti on luotu vastaamaan naihin haasteisiin erityisesti infor-
maatio- ja viestintateknologian avulla. Yksi suurimmista haasteista liittyy kaupunkien ekologiseen
kestavyyteen eli siihen, kuinka biologista monimuotoisuutta ja ekosysteemeja voidaan sailyttaa
jaihmisen toimintaa sopeuttaa luonnon kantokyvyn rajoihin. Kirjallisuuskatsauksena toteutetussa
tutkielmassa tarkasteltiin tekoalyn mahdollisuuksia ekologisen kestavyyden edistamisessa alyk-
kaissd kaupungeissa ja tuotiin esille myds haasteita, joita tekodlyn kayttéon voi liittyd. Tutkiel-
massa vastattiin siis seuraavaan kysymykseen: "Kuinka tekodly voi parantaa alykkaiden kaupun-
kien ekologista kestavyytta, ja millaisia haasteita sen hyédyntamiseen liittyy?”

Tutkielman lahdeaineisto on keratty ACM Digital Library- ja Tampereen yliopiston kirjaston
Andor-tietokannoista. Lisaksi lahteidenhaussa on kaytetty ScopusAl ja ChatGPT-tekoalytyokaluja
erityisesti hakusanojen |6ytamisen apuna. Lahdeaineistona kirjallisuuskatsausosiossa on kaytetty
vertaisarvioituja tieteellisia artikkeleita.

Tutkielmassa tekoalysovellusten tarkastelu rajattiin alykkaiden kaupunkien energiantuotan-
non- ja kulutuksen, liikenteen seka ymparistén ja jatehuollon osa-alueisiin, jotka vaikuttavat vah-
vasti kaupunkien ekologiseen kestavyyteen. Erityisesti koneoppimisalgoritmit nousevat esille
muun muassa energianhallinnassa, likenteen tehostamisessa seka jatteiden lajittelussa. Haas-
teina kuitenkin nousevat esiin tekoalyn kaytdn omat ymparistdvaikutukset, jotka voivat olla ristirii-
dassa ekologisen kestavyyden tavoittelemisen kanssa. MyOs dataan ja sen keraamiseen liittyvat
haasteet on otettava huomioon tekoalyn kaytossa alykkaissa kaupungeissa. Dataan voi liittya
esimerkiksi sen laatuun liittyvia ongelmia, mutta myds ihmisten yksityisyys tulee ottaa huomioon
dataa keratessa.

Tutkielman tuloksista selviaa, etta tekoalylla on paljon potentiaalia dlykkaiden kaupunkien eko-
logisen kestavyyden edistdmisessa. Tulosten perusteella tekoalyn kehittdmiseen ja kayttdon liit-
tyy myds merkittdvid haasteita, jotka on huomioitava sen kayttdonotossa ja kdytdssa. Teknolo-
gian kehittyessd myods tekoalyn kayttdbmahdollisuudet laajenevat alykkdissd kaupungeissa ja
mahdollisuuksia ekologisen kestavyyden edistamiseen 16ytyy monilta eri osa-alueilta.

Avainsanat: tekoaly, ekologinen kestavyys, alykkaat kaupungit

Taman julkaisun alkuperaisyys on tarkastettu Turnitin Originality Check -ohjelmalla.



TEKOALYN KAYTTO OPINNAYTTEESSA

Opinnaytteessani on kaytetty tekoalysovelluksia:

O Ej
Kylla

limoitukseni mukaan olen kayttanyt opinnaytteessani tutkielmaprosessin aikana seuraavia
tekoalysovelluksia:

Tekoalysovellusten nimet ja versiot: ChatGPT; GPT-40, ScopusAl

Kayttotarkoitus: Tekoalysovelluksia hyodynnettiin tiedonhakuprosessin apuna tunnistamaan
synonyymeja hakusanoille tietokantahakuihin. ScopusAl:n avulla myés I6ydettiin muutamia
I&hteitd tutkielmaan.

Osiot, joissa tekoalya on kaytetty: Tekoalya on hyddynnetty tiedonhaun tukena tutkielman
teon tiedonhakuvaiheissa.

Olen tietoinen siitd, ettd olen taysin vastuussa koko opinnaytteeni sisallésta, mukaan lukien
osat, joissa on hyddynnetty tekoalya, ja hyvaksyn vastuun mahdollisista eettisten ohjeiden
rikkomuksista.
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1.JOHDANTO

Maailman vaestosta 55 % asui kaupunkialueilla vuonna 2022 ja osuuden odotetaan kas-
vavan 70 %:iin vuoteen 2050 mennessa (United Nations, ei pvm.). Vaeston siirtyessa
kaupunkeihin tarvitaan ratkaisuja uudenlaisiin haasteisiin, joita kaupunkien vaeston-
kasvu tuo tullessaan. Vastaamaan naihin haasteisiin on esitetty konsepti "smart city”, eli
niin sanottu alykas kaupunki (Ullah ym., 2020). Euroopan komission (ei pvm.) mukaan
alykas kaupunki on kaupunki, jonka perinteisia toimintoja on tehostettu digitaalisilla rat-
kaisuilla. Naita ratkaisuja kaytetaan alykkaissa kaupungeissa parantamaan kokonaisval-
taisesti asukkaiden elamanlaatua ja tehostamaan niin liikennetta kuin esimerkiksi raken-

nusten lammitystakin (Euroopan komissio, ei pvm.).

Kaupunkialueiden kasvaessa myos niiden ymparistévaikutukset suurenevat. Kaupun-
kien energiankulutus ja paastot lisdantyvat huomattavasti vaesténkasvun mukana (Riffat
ym., 2016). Nain ollen kaupunkien vaikutukset ilmastoon, ymparistdé6n ja ekosysteemei-
hin ovat suuria. Yksi nykyaikaisten alykkaiden kaupunkien keskeisista tavoitteista onkin

edistaa ekologista kestavyyttaan (Yin ym., 2015).

Ekologista kestavyytta voidaan tavoitella monin eri keinoin. Erilaisten teknologioiden
avulla alykkaissa kaupungeissa luodaan uudenlaisia tapoja kestavyyden edistamiseen.
Viime vuosina yksi nopeimmin kehittyvista ja suosiota keraavista teknologioista on ollut
tekoaly. My0s alykkaissa kaupungeissa tekoalyn kayttd on tehostanut esimerkiksi ener-

gia- ja jatehuoltoa seka auttanut vahentdmaan ilmansaasteita (Herath & Mittal, 2022).

Tassa tutkielmassa keskitytdan tarkastelemaan ekologisen kestdvyyden parantamista
tekoalypohjaisten ratkaisujen avulla. Koska ekologiseen kestavyyteen alykkaissa kau-
pungeissa liittyy monta eri osa-aluetta, tdman tutkielman tulosluvuissa on keskitytty so-
velluksiin vain energian, liikenteen sekd ympariston ja jatehuollon osalta. Tuloksissa on
my0s otettu huomioon haasteet, joita tekoalyn kayttéon voi liittyd. Tutkielmassa vasta-

taan siis seuraavaan kysymykseen:

Kuinka tekoaly voi parantaa alykkaiden kaupunkien ekologista kestavyytta, ja millaisia

haasteita sen hyddyntamiseen liittyy?

Luvussa 2 esitelladn tassa tydssa kaytetty tutkimusmenetelma. Luvussa 3 maaritelldan

ekologisen kestavyyden ja alykkaan kaupungin kasitteet seka miten ne liittyvat toisiinsa.



Sen jalkeen, luvussa 4, kaydaan lapi yleisesti tekoadlya ja koneoppimista. Luvussa 5 esi-
telladn erilaisia tekoalypohjaisia ratkaisuja, joita voitaisiin kayttda alykkaissa kaupun-
geissa ekologisen kestavyyden edistamiseen. Luvussa kaydaan lapi myos haasteita,
joita tekoalyn kayttéon ekologisessa kestavyydessa voi liittyd. Luvussa 6 keskustellaan
tutkielman tuloksista ja kasitellaan niista tehtyja johtopaatoksia laajemmin. Luvussa 7

kootaan yhteen tutkielman keskeisimmat tulokset ja johtopaatokset.



2. TUTKIMUSMENETELMA

Tama tutkielma on toteutettu kirjallisuuskatsauksena. Sen tavoitteena on tarkastella eri-
laisia tapoja, joilla tekoalylla voidaan parantaa alykkaiden kaupunkien ekologista kesta-
vyytta seka todeta siihen liittyvia haasteita. Aineistona kirjallisuuskatsausosuudessa kay-
tettiin vertaisarvioituja tieteellisia artikkeleita. Kaikki kaytetyt tieteelliset artikkelit olivat
englanninkielisia kirjallisuuskatsausosuuden eli luvun 5 osalta. Luvun 5 lahteiden osalta
varmistettiin myds, ettd tekoalysovelluksia koskevien artikkelien julkaisuvuosi oli vahin-
taan 2019. Kasitteiden maarittelyyn tutkielmassa kaytettiin myos tatéd vanhempaa lahde-
aineistoa.

Aineistonhakuun kaytettin ACM Digital Library- ja Andor-tietokantoja, joihin tehtiin ha-
kuja kayttden aihepiiriin liittyvia hakusanoja kuten "smart cities”, "artificial intelligence”,
"machine learning” ja "sustainability”. Haussa kaytettiin myos naihin liittyvia termeja ja
synonyymeja kuten “green initiatives” seka "intelligent cities”. Hakusanojen I6ytamisen
tukena kaytettiin ChatGPT- ja Scopus Al -tekoalytydkaluja, jotka tuottivat synonyymeja

jo huomioiduille hakusanoille tai esimerkkeja hakulausekkeista.

Tietokantahakujen lisaksi [ahteidenhaussa hyodynnettiin Scopus Al -tekoalytyokalua eri-
tyisesti kasitteiden maarittelyn apuna. Scopus Al:lle syoétettiin esimerkiksi kehotteet
"What is a smart city?” ja "What is artificial intelligence?”. Tydkalun antamia vastauksia
ei suoraan kaytetty tutkielmassa, vaan sen listaamia lahteitd hyddynnettiin erityisesti lu-

vussa 3, jos ne osoittautuivat sopiviksi tutkielman kasitteiden maarittelyn kannalta.

Sopivan aineiston valikointi tutkielmaan aloitettiin artikkelien otsikoiden perusteella,
jonka jalkeen tutustuttiin artikkelien tiivistelmiin. Mikali artikkeli oli ndiden perusteella so-
piva, se otettiin alustavasti mukaan tutkielmaan. Julkaisun tason tuli kuitenkin olla Tie-
teellisen seurain valtuuskunnan Julkaisufoorumi-luokitukseltaan (JuFo, 2024) vahintaan
tasoa 1, jotta se hyvaksyttiin tutkielmaan Iahdeaineistoksi. Tama toteutui kaikkien tutkiel-
massa kaytettyjen tieteellisten julkaisujen osalta lukuun ottamatta yhta konferenssijulkai-
sua, jolle JuFo-luokitusta ei ollut maaritelty. Aineistoon valikoitui artikkeleita paaosin tie-
totekniikan alan julkaisuista, mutta aiheen monialaisuuden vuoksi tutkielman I&hteista ei
rajattu pois muiden alojen artikkeleita. Yli puolet kirjallisuuskatsausosion lahdeartikke-

leista on kuitenkin julkaistu tietotekniikan alan lehdissa.



3. ALYKKAAT KAUPUNGIT JA EKOLOGINEN
KESTAVYYS

Alykkaalle kaupungille voidaan I6ytaa kirjallisuudesta monta erilaista maaritelmaéa. Ter-
min kaytto alkoi 1990-luvulla, jolloin silla tarkoitettiin erityisesti uuden informaatio- ja vies-
tintateknologian (Information and Communication Technology, ICT) hyddyntamista kau-
pungin toiminnoissa ja infrastruktuurissa (Albino ym., 2015). Alykkaiden kaupunkien ta-
voitteet ja maaritelmat ovat kuitenkin sittemmin laajentuneet. Ullah ja muut (2020) ku-
vaavat alykkaiden kaupunkien tavoitteena olevan hallita tehokkaasti kasvavaa kaupun-
gistumista ja sen mukana tulevaa lisdantyvaa energian- ja resurssienkulutusta. Abbasin
ja muiden (2020) mukaan taas alykkaat kaupungit toimivat kestavina ja teknologisina
kaupunkikeskuksina, jotka tarjoavat tehokkaan resurssienhallinnan avulla asukkailleen

korkealaatuista elamaa.

Alykkaan kaupungin arkkitehtuurilla tarkoitetaan sitd, kuinka kaupungista saadaan aly-
kas kayttamalla erilaisia teknologioita. Sen perustana on datan kerays, siirtdminen ja
prosessointi. (Yin ym., 2015) Paastakseen tavoitteisiinsa alykkdan kaupungin on siis
hyédynnettava tehokkaasti informaatio- ja viestintateknologiaa toiminnoissaan (Ullah
ym., 2020). Naita teknologioita ovat esimerkiksi esineiden internet (Internet of Things,

loT), big data seka pilvipalvelut (Yin ym., 2015).

Esineiden internet eli loT on yksi alykkaiden kaupunkien keskeisimmista teknologioista
(Herath & Mittal, 2022). Se yhdistaa suuren maaran sensoreita ja muita alykkaita esineita
erilaisten verkkoprotokollien avulla. Tama tarjoaa laajamittaista yhteentoimivuutta seka
mahdollistaa uudenlaisten sovellusten kehittamisen. (Vonitsanos ym., 2022) Big datalla
taas tarkoitetaan suurta maaraa dataa, jonka kasittelyyn ja analysointiin vaaditaan uusia,

entista tehokkaampia tekniikoita. (Yin ym., 2015)

Alykkaan kaupungin paamaarana on parantaa kaupungin kestavyytta eri sovellusalu-
eilla. Yksi naista sovellusalueista on ympariston eli ekologisen kestavyyden parantami-
nen. (Yin ym., 2015) Suomen Ymparistdministerion (2023) mukaan ekologisella kesta-
vyydella tarkoitetaan biologisen monimuotoisuuden ja ekosysteemien sailyttamista. Li-
saksi pitkalla aikavalilla silla tarkoitetaan ihmisen toiminnan sopeuttamista luonnon kan-
tokyvyn rajoihin (Ymparistoministeri6, 2023). Alykkaissa kaupungeissa ekologisen kes-
tavyyden edistaminen voi merkitad esimerkiksi uusiutuvan ja vihrean energian kayttoa,

jatteiden kierratysta ja yleisesti paastdjen vahentamista erilaisin keinoin (Yin ym., 2015).



Alykkaalle kaupungille ominaista on, ettéd kestavyyden saavuttamisen keinona painote-
taan teknologista innovaatiota (Vonitsanos ym., 2022). Talla hetkella yksi ajankohtainen
ja mullistava teknologia on tekoaly, joka on myds yksi keskeisista alykkaitd kaupunkeja

edistavista teknologisista tekijoista (Yigitcanlar ym., 2021).



4. TEKOALY JA KONEOPPIMINEN

Tekoaly on viime vuosina noussut esiin teknologiana, joka konkreettisesti vaikuttaa ih-
misten paivittdiseen elamaan (Ullah ym., 2020). Tekoaly on ylakasite, jolla tarkoitetaan
teknologioita ja tietokoneohjelmia, jotka pyrkivat jaljittelemaan ihnmisen alykkyytta ja loo-
gista paattelykykya (Huawei Technologies Co., Ltd., 2023). Alykkaissa kaupungeissa te-
koalyn kayttd voidaan jakaa luonnollisen kielen prosessointiin, puheen- ja kuvankasitte-
lyyn, asiantuntijajarjestelmiin sekd koneoppimiseen (Herath & Mittal, 2022). Tekoalyn
avulla voidaan tehokkaasti kasitella ja analysoida valtavia maaria dataa, jota alykkaissa

kaupungeissa esimerkiksi esineiden internet tuottaa.

Koneoppiminen on tekodlyn yksi osa-alueista ja yksi tdman hetken merkittdvimmista tut-
kimuskohteista tekoalyn alalla (Huawei Technologies Co., Ltd., 2023). Koneoppiminen
antaa systeemille tai ohjelmalle kyvyn oppia koulutusdatasta algoritmien avulla ilman
erillista ohjelmointia haluttuun tehtavaan (Sarker, 2021). Koneoppimisalgoritmit voidaan
yleisesti jakaa kolmeen tyyppiin, jotka ovat ohjattu oppiminen, ohjaamaton oppiminen
seka vahvistusoppiminen (Ullah ym., 2020). Naiden lisaksi puhutaan myds neljannesta
tyypista, puoliohjatusta oppimisesta, joka yhdistaa seka ohjattua ettd ohjaamatonta op-
pimista (Sarker, 2021).

Jako ohjattuun, puoliohjattuun ja ohjaamattomaan koneoppimiseen riippuu siitd, onko
opetusdatassa manuaalisesti merkittyja tunnisteita (Huawei Technologies Co., Ltd.,
2023). Ohjatussa oppimisessa koulutusdata sisaltaa syotearvot ja niita vastaavat ulos-
tuloarvot (Ullah ym., 2020). Taman opetusdatan avulla muodostetaan funktio, joka pys-
tyy tuottamaan uudesta sydtedatasta uusia ulostuloarvoja. Ohjattua oppimista (Supervi-
sed Learning, SL) voidaan kutsua tehtavalahtoiseksi lahestymistavaksi, silla tavoitteena

on usein saada tietyista sydtearvoista tietyt ulostuloarvot (Sarker, 2021).

Ohjaamatonta oppimista (Unsupervised Learning) voidaan kutsua datalahtdiseksi pro-
sessiksi (Sarker, 2021). Siind koulutusdata sisaltaa ainoastaan sydtedataa, johon ei ole
valmiiksi liitetty tunnisteita tai luokittelua (Ullah ym., 2020). Ohjaamatonta oppimista kay-
tetdan tunnistamaan sydtedatasta erilaisia saéannénmukaisuuksia ja rakenteita (Sarker,
2021).

Puoliohjatussa oppimisessa (Semi-supervised Learning, SSL) osa datasta on merkittya
ja osa merkitsematonta (Sarker, 2021). Siind kaytetddn suurempaa maaraa merkitse-

matonta dataa, joka auttaa pienemman merkityn datan oppimisessa (Huawei Technolo-



gies Co., Ltd., 2023). Useissa tilanteissa oppimiseen ei ole kaytettavissa tarpeeksi mer-
kittya dataa, jolloin koulutusdataa tdydennetaan rajattomasti saatavilla olevalla merkit-

semattdémalla datalla (Sarker, 2021).

Vahvistusoppimista (Reinforcement Learning, RL) voidaan kutsua koneoppimisen ym-
paristolahtdiseksi lahestymistavaksi (Sarker, 2021). Sita kaytetdan usein ratkaisemaan
ongelmia, jotka vaativat useamman askeleen paatoksentekoa (Huawei Technologies
Co., Ltd., 2023). Oppiminen perustuu palkintoihin tai rangaistuksiin, joita tekoalyagentit
keradavat tehdessaan valintoja tavoitteenaan maksimoida palkinnot tai minimoida riskit
(Sarker, 2021).

Perinteisessa koneoppimisessa mallin ominaisuudet valitaan manuaalisesti (Huawei
Technologies Co., Ltd., 2023). Kun koulutusdatan maara kasvaa, perinteisen koneoppi-
misen keinot voivat olla riittdmattémia halutun lopputuloksen aikaansaamiseksi. Sy-
vaoppiminen (Deep Learning, DL) on yksi koneoppimisen muodoista, jonka oppimiskyky
suurilla koulutusdatan maarilld on perinteistd koneoppimista parempi (Sarker, 2021).
Sen suhde tekoalyyn ja koneoppimiseen on esitetty kuvassa 1. Syvaoppiminen perustuu
keinotekoisiin syvaneuroverkkoihin, jotka on rakennettu simuloimaan ihmisaivojen neu-
roverkkoja (Huawei Technologies Co., Ltd., 2023). Mallit koostuvat useista prosessointi-
kerroksista. Niita ovat esimerkiksi syote-, piilotetut- seka ulostulokerrokset, joita kayte-

taan datasta oppimiseen. (Sarker, 2021)

Tekoaly

Koneoppiminen

Syvaoppiminen

Kuva 1: Tekoélyn, koneoppimisen ja syvdoppimisen suhde mukaillen ldhteestd Huawei
Technologies Co., Ltd. (2023)



5.TEKOALY ALYKKAIDEN KAUPUNKIEN KESTA-
VYYDEN EDISTAJANA

Tassa luvussa esitelldan, kuinka tekoalya voidaan kayttaa alykkaissa kaupungeissa eko-
logisen kestavyyden parantamiseksi eri osa-alueilla. Lisaksi viimeisessa alaluvussa ku-

vataan myo0s yleisia haasteita liittyen tekodlyn kayttoon alykkaissa kaupungeissa.

5.1 Energia

Kestava energiahuolto on yksi alykkaiden kaupunkien suurimmista haasteista (Abbas
ym., 2020). Kaupunkien energiantarve kasvaa asukasmaarien lisdantyessa, ja samaan
aikaan ekologisen kestavyyden tavoittaminen vaatii fossiilisten polttoaineiden kayton va-
hentamista seka korvaamista uusiutuvilla tai vahapaastoisilla energialahteilla (Rolnick
ym., 2023). Matalapaastoinen ja luotettava energiantuotanto on valttamattémyys ekolo-
gisesti kestavissa alykkaissa kaupungeissa (Batty ym., 2012). Tekoalyn yhdistaminen
perinteiseen energia-alaan on mahdollistanut erilaisten alykkaiden energiamallien kehit-
tamisen, joiden avulla voidaan parantaa energiatehokkuutta, optimoida energiankulu-
tusta ja -tuotantoa seka ennustaa kulutustarpeita ja uusiutuvan energian tuotantoa (He-
rath & Mittal, 2022).

Uusiutuvien energialahteiden kayttd on yksi alykkaiden kaupunkien keskeisista tavoit-
teista ekologisen kestavyyden parantamiseksi. Hyddyntamallad uusiutuvaa energiaa kau-
pungit voivat tehokkaasti pienentaa hiilijalanjalkedan seka korvata silla fossiilisten polt-
toaineiden kayttda. Yksi keskeisistad uusiutuvista energialdhteistd on aurinkovoima, jota
tuotetaan alykkaissa kaupungeissa monipuolisesti niin aurinkopuistoissa kuin paneelien
avulla rakennusten katoillakin. Aurinkoenergian tuotannon vaihtelevuus aiheuttaa kui-
tenkin haasteita sen sahkdverkkoon yhdistamisen kanssa. Nain ollen tuotannon ennus-
taminen on valttdmatonta energian tehokkaan hyddyntadmisen kannalta. (Suanpang &
Jamjuntr, 2024)

Suanpang ja Jamjuntr (2024) vertailevat tutkimuksessaan kahden koneoppimismallin
tarkkuutta ja tehokkuutta aurinkoenergian tuotannon ennustamisessa mikroverkoissa.
Mikroverkot ovat kantaverkkoon yhdistettyja tai siita erillisia sahkoverkkoja, joiden avulla
voidaan muun muassa pienentaa siirtohavidita seka parantaa sahkdverkon joustavuutta
ja energian saannin luotettavuutta. Vertailussa luotiin mallit kayttden Light Gradient
Boosting Machine- (LGBM) ja K Nearest Neigbors (KNN) -algoritmeja, joita koulutettiin

thaimaalaisesta alykkaasta kaupungista keratylla datalla. (Suanpang & Jamjuntr, 2024)



Myoés A T ja muut (2024) pyrkivat tutkimuksessaan ennustamaan aurinkosahkoén tuotan-
toa lyhyelld aikavalilld koneoppimismallien avulla. Tutkimuksen koulutusdata kerattiin
kahdesta aurinkovoimapuistosta Intiassa ja algoritmeina kaytettin Random Forest- ja
Long Short-Term Memory (LSTM) -algoritmeja seka neuroverkkoa (Artificial Neural Net-
work, ANN) (A T ym., 2024).

LGBM-mallin keskeinen hydty aurinkoenergian tuotannon ennustamisessa mikrover-
koissa oli sen erinomainen kyky tunnistaa monimutkaisia rakenteita ja epalineaarisia
suhteita. Sen sijaan KNN-mallin vahvuutena oli mallin yksinkertaisuus ja tulkittavuus.
Suorituskyvyltdan tarkemman LGBM-mallin kouluttaminen kuitenkin vaati enemman ai-
kaa ja resursseja verrattuna yksinkertaiseen KNN-malliin. (Suanpang & Jamjuntr, 2024).
A T:n ja muiden (2024) tutkimuksessa ANN-mallin tarkkuus oli parempi verrattuna Ran-
dom Forest ja LSTM-malleihin arvioituna keskinelidvirheen nelidjuurella (Root Mean
Squared Error, RMSE). Toisaalta LSTM-malli suoriutui tutkimuksen muita malleja pa-

remmin aurinkosahkon tuotannon vaihtelun tarkassa ennustamisessa (A T ym., 2024).

Uusiutuvien energialahteiden integroiminen sahkdverkkoihin vaatii myos verkon stabiili-
suuden joustavaa ja tehokasta hallintaa. Koneoppimista voidaan hyédyntaa hajautettu-
jen sahkoverkkojen kontrollisysteemeissa, joissa mallit oppivat tunnistamaan sahkover-
kon taajuuden vaihteluita ja reagoimaan niihin pitdakseen ylla sahkdverkon tuotannon ja
kulutuksen tasapainoa seka verkon stabiilisuutta. (A T ym., 2024) A T ja muut (2024)
hyodynsivat tutkimuksessaan pinottua luokittelumallia sekd ANN-mallia sahkoverkon
stabiilisuuden luokittelussa. Mallit koulutettiin 60 000 havaintoa sisaltavalla tietoaineis-
tolla, joissa simuloitiin sahkdverkon stabiilisuutta symmetrisessa neljan solmun tahtiver-
kossa. Verkkoon kuului yksi energiantuottajasolmu seka kolme kuluttajasolmua, ja data
sisdlsi 12 ominaisuutta, jotka ovat ratkaisevia sahkdverkon stabiilisuuden maarittami-
sessa. (A T ym., 2024)

Pinottu luokittelumalli, joka hyddynsi puudiagrammia, tukivektorikonetta seka XGBoost
(eXtreme Gradient Boosting) -mallia ja jossa lopulliseen luokitteluun kaytettiin logistista
regressiota, osoittautui ANN-mallia tarkemmaksi sdhkéverkon stabiilisuuden ennustami-
sessa. Useamman algoritmin hyddyntaminen yhdisti jokaisen vahvuuksia, jolloin esimer-
kiksi puudiagrammin avulla valtettiin ylisovittamista ja tukivektorikoneen avulla onnistut-
tiin muita malleja paremmin moniulotteisen datan kasittelyssa. Nain ollen pinottua luokit-
telumallia voitiin pitda mitaan yksittaista mallia luotettavampana ja vakaampana menet-

telytapana sahkoverkon stabiilisuuden luokitteluun. (A T ym., 2024)
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Tekoalyn kayttdé aurinkoenergian tuotannon ennustamisessa mahdollistaa uusiutuvan
aurinkoenergian tehokkaan hyédyntamisen ja samalla se vahentaa riippuvuutta fossiili-
sista polttoaineista (Suanpang & Jamjuntr, 2024). Suuremmassa mittakaavassa teko-
alyn avulla voidaan edistaa kestavan ja itseoptimoituvan energiaverkon kehitysta. Tama
tukee kaupunkien energiariippumattomuutta seka edistaa taloudellista vakautta ja ym-
pariston hyvinvointia. (A T ym., 2024) Koneoppimisen avulla voidaan myo6s edistaa puh-
taiden energiateknologioiden kehitysta (Rolnick ym., 2023), joka johtaa energiantuotan-
non ymparistovaikutusten pienenemiseen seka alykkaiden kaupunkien ekologiseen kes-
tavyyteen. Tassa alaluvussa kuvatut mallit on koottu yhteen taulukkoon 1. Tutkimusten
tehokkaimmin tehtavassaan suoriutuneet mallit on kuvattu taulukossa lihavoituna.

Taulukko 1. Tekoélyn kéyttbkohteita dlykkaiden kaupunkien energiantuotannon ekolo-
gisen kestavyyden parantamiseksi

Kayttokohde Malli Lahde

Aurinkosahkon tuotannon | Light Gradient Boosting | (Suanpang & Jamijuntr,
ennustaminen Machine, K Nearest | 2024)

Neighbors

Artificial Neural Network, | (A T ym., 2024)
Random Forest, Long

Short-Term Memory

Hajautettujen sahkodverk- | Pinottu  luokittelumalli | (A T ym., 2024)
kojen  kontrollisysteemit, | (puudiagrammi, tukivek-
sahkdverkon  stabiilisuu- | torikone, ExtremeGra-
den luokittelu dientBoosting-malli, lo-
gistinen regressio), Artifi-

cial Neural Network

5.2 Liikenne

Kaupunkien liikkenne on yksi merkittdvimmista hiilidioksidipaastdjen lahteistd (Chavhan
ym., 2022). Erityisesti likenneruuhkat aiheuttavat valtettavissa olevia hiilidioksidipaas-
téja (Korecki & Helbing, 2022), silla jatkuvat pysahdykset ja liikkeellelahdot kuluttavat
enemman energiaa verrattuna tasaisesti likkuvaan liikenteeseen (Chavhan ym., 2022).
Ekologisen kestavyyden lisadminen alykkaiden kaupunkien liikennejarjestelmissa vaatii
siirtymistad vdhempipaastaisiin tai paastottomiin likkumisvaihtoehtoihin, mutta sen lisdksi

my®&s liikenteen tehostamista ja liikenneruuhkien minimointia. Alykkaissa kaupungeissa
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tekoalyn avulla pystytddn muun muassa vahentamaan liikkenneruuhkia seka vahenta-

maan ilmansaasteita, joita liikenne aiheuttaa (Herath & Mittal, 2022).

Tieliikenteen paastot suurenevat vakiluvun kasvaessa ja teollisuuden kehittyessa eten-
kin metropolialueilla. Yksi alykkaiden kaupunkien rakenneosista on alykas liikennejarjes-
telma (Intelligent Transportation System, ITS), joka keraa reaaliaikaista dataa liiken-
teesta, hallinnoi liikennetta seka tarjoaa viestintaa ja reittiopastusta liikenteessa oleville
matkustajille. (Chavhan ym., 2022) Erityisesti tekoalyn, koneoppimisen ja syvan vahvis-
tusoppimisen tekniikat ovat tarked osa kaupunkiymparistdn tieliikenteen reaaliaikaista
seurantaa ja arviointia tulevaisuuden alykkaissa liikennejarjestelmissa (Herath & Mittal,
2022).

Chavhan ja muut (2022) suunnittelivat tutkimuksessaan kuljetusajoneuvoille tarkoitetun
niin sanotun ekoliikenne, ajonopeus- ja matka-aikaennustepohjaisen alykkaan liikenne-
jarjestelman (eco-traffic, speed, and travel time prediction-based Intelligent Transporta-
tion System, Eco-TSTTP-ITS), joka perustuu tekoadlyn, moniagenttijarjestelman ja esi-
neiden internetin yhdistelmaan (Artificial intelligence, Multiagent system, Internet of
Things, A-MIT). Tavoitteena oli luoda jarjestelma, jonka avulla kuljetusajoneuvot voivat
vahentaa seka energiankulutustaan etta hiilijalanjalkeaan. Jarjestelma keraa dataa tien-
varsiyksikoiden, GPS:n, tutkien, OBD-systeemin (On-Board Diagnostics) seka erillisen
lyhyen kantaman viestintaprotokollan avulla. Kerattya tietoa kayttaen systeemi voi en-
nustaa Radial Basis Function -neuroverkon (RBF-NN) avulla esimerkiksi ymparistoysta-
vallisen ajonopeuden ja matka-ajan, joilla voidaan valttaa tai vahentaa pysahdyksia mat-
kan aikana. Jarjestelma valittda ennusteet ajoneuvon kuljettajalle ihminen-kone-rajapin-

tamoduulin kautta. (Chavhan ym., 2022)

Eco-TSTTP-jarjestelma koostuu neljasta kerroksesta, infrastruktuuri-, verkko-, palvelu-
ja sovelluskerroksista. Palvelukerroksessa hyddynnetddn RBF-neuroverkkoa, joka te-
kee ennusteet matka-ajasta, likenteesta ja ajonopeudesta. Mallin avulla vahennettiin tai
jopa valtettiin kuljetusajoneuvojen toistuvaa pysahtelya ja liikkeellelahtéd, mika johti
muun muassa hiilidioksidipaastojen, polttoainekulutuksen védhenemiseen ja ajomatkan

lyhenemiseen. (Chavhan ym., 2022)

Myoés Korecki ja Helbing (2022) pyrkivat tutkimuksessaan optimoimaan liikennetta kone-
oppimisen avulla. Tutkimuksessa kaytetdan vahvistusoppimista yhdistettyna analyytti-
seen tietoon. Tatd menetelmaa kutsutaan analyyttisesti ohjatuksi vahvistusoppimiseksi
(Analytically Guided Reinforcement Learning, a-RL). Sen avulla pyritdan tehostamaan

likennetta liikennevalo-ohjauksen kautta. (Korecki & Helbing, 2022)
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Yleisesti vahvistusoppimisessa agentti tutkii ymparist6aan oppiakseen lisaa ja |0ytaak-
seen mahdollisimman optimaalisen ratkaisun. Esimerkiksi epsilon-greedy-algoritmissa
arvo € maarittaa todennakdisyyden sille, etta agentti valitsee satunnaisen toiminnon sen
sijaan, ettd agentti toimisi Q-funktion maarittdman toiminnon mukaisesti. a-RL metodi
laajentaa e-greedy-algoritmia siten, ettd agentti voi valita analyyttisesti maaritellyn toi-
minnon todennakdisyydella a. Tama ohjaa agentin toimintaa suuntaan, jossa sen suori-

tuskyky on todennakdisimmin optimaalista. (Korecki & Helbing, 2022)

Tutkimuksessa kaytetty GuidedLight-agentti vastaa yhden risteyksen liikennevalojen
kontrolloinnista. Agentin tila kuvataan prosenttiosuutena siita, kuinka suuri osa kohti tu-
levien ajoneuvojen kaistoista on ajoneuvojen peitossa. Sen lisaksi saapuvat kaistat on
jaettu kolmeen yhta pitkdan segmenttiin: [&hinna risteysta olevaan, keskimmaiseen seka
kauimpana olevaan. Tila siséltdd myos ajoneuvojen peittoasteen jokaisella risteyksesta
poispain menevalla kaistalla seka risteyksen sen hetkisen vaiheen eli risteyksen eri lii-
kennevalojen signaalien yhdistelman. Agentin mahdolliset toiminnot vastaavat risteyk-
sen eri vaiheita. Sen tavoitteena on minimoida risteyksen paine, eli tasapainottaa sisdan-
ja ulosmenokaistojen ajoneuvomaarat suhteessa kaistojen maksimikapasiteettiin. Kay-
tanndssa tama voidaan saavuttaa maksimoimalla paineen negatiivinen arvo, mika pa-

rantaa liikenteen sujuvuutta ja vahentaa ruuhkia. (Korecki & Helbing, 2022)

Korecki ja Helbing (2022) vertailivat a-RL-mallin lisdksi myés muiden vahvistusoppimis-
mallien tehokkuutta aikaohjauksella seka analyyttisella mallilla toimiviin liikennevalo-oh-
jaukseen. Naita testattiin kayttaen tietokonesimulaatiota. Tutkimuksessa todettiin, etta
yhdistamalla liikennefysiikkaa ja matemaattisia malleja hyddyntava analyyttinen tieto
vahvistusoppimiseen, saatiin aikaan tehokkain ratkaisu liikennevalo-ohjaukseen. (Ko-
recki & Helbing, 2022)

Ekologinen kestavyys alykkdiden kaupunkien liikenteessd vaatii myos siirtymista pois
fossiilisten polttoaineiden kaytosta. Talla hetkelld sahkdiset kulkuneuvot keraavat suo-
siotaan. Ekologisen kestavyyden nakdkulmasta ne vahentavat erityisesti kaupunkien il-
mansaasteiden maaraa. Sahkoisten kulkuneuvojen kaytté on kuitenkin luonut myds uu-
sia haasteita erityisesti kulkuneuvojen litiumakkuihin liittyen. Naita haasteita ovat muun

muassa akkujen turvallisuus, vanheneminen ja kierratys. (Chen ym., 2023)

Chen ja muut (2023) hyddyntavat tutkimuksessa yhdistettya oppimista (Federated Lear-
ning, FL) ja takaisinkytkettyd neuroverkkoa (RNN) sahkoisten kulkuneuvojen litiumakku-
jen jaljella olevan kayttdian arviointiin. Yhdistetyssa oppimisessa kukin paatelaite koulut-
taa paikallista malliaan omalla datallaan ja Iahettaa vain gradienttipaivitykset keskitetylle

palvelimelle, joka paivittaa globaalin mallin yhdistamalla laitteiden paivitykset. Paivitetty
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globaali malli palautetaan laitteille. Tata prosessia toistetaan, kunnes mallin haluttu tark-

kuus saavutetaan. (Chen ym., 2023)

RNN-FL-mallin tarkkuutta verrattiin tutkimuksessa muihin malleihin. RNN-FL-malli saa-
vutti tarkempia tuloksia sahkdisten kulkuneuvojen akkujen jaljella olevan kayttéian arvi-
oinnissa kuin esimerkiksi keskitetysti oppiva RNN-malli sekd konvoluutioneuroverkkoa
(CNN), huomiomekanismia ja LSTM-algoritmia hyédyntava malli. Tarkka akun jaljella
olevan kayttdian arviointi parantaa kayttoturvallisuuden lisaksi myods mahdollisuutta edis-

taa akkujen jatkokayttda muilla toimialoilla seka akkujen kierratysta. (Chen ym., 2023)

Teknologian hyddyntaminen kestavan liikennesysteemin suunnittelussa ja hallinnassa
voi ratkaista likkumisen ja likenteen kasvavia ongelmia (Herath & Mittal, 2022). Alykk&aat
likennejarjestelmat, ja tekoalypohjaiset keinot optimoida kaupunkien liikennetta seka
tehda esimerkiksi sahkoisista kulkuneuvoista kannattavampia, voivat pienentaa tehok-
kaasti liikenteen paastoja ja edistaa alykkaiden kaupunkien liikenteen ekologista kesta-
vyytta. Tassa alaluvussa kuvatut mallit on koottu yhteen taulukkoon 2. Tutkimusten te-

hokkaimmin tehtavassaan suoriutuneet mallit on kuvattu taulukossa lihavoituna.

Taulukko 2. Tekoéalyn kéyttbkohteita liikenteen ekologisen kestavyyden parantamiseksi

Kayttokohde Malli Lahde

Alykas liikennejarjestelma | Radial Basis Function | (Chavhan ym., 2022)

-neuroverkko
Liikennevalo-ohjauksen a-Reinforcement Lear- | (Korecki & Helbing, 2022)
optimointi ning
Litiumakkujen jaljelld ole- | Federated Learning | (Chen ym., 2023)

van kayttéian ennustami- | Recurrent Neural Ner-
nen work, Recurrent Neural
Network, Long Short-Term

Memory

5.3 Ymparisto ja jatehuolto

Alykkaiden kaupunkien on voitava ratkaista laajasti erilaisia ymparistéongelmia. Erityi-
sesti kestava ja toimiva jatehuolto on yksi nykyaikaisten kaupunkien keskeisista kysy-
myksista, silla vaestdnkasvu lisdd myos kaupunkien tuottamien jatteiden maaraa. (He-
rath & Mittal, 2022) Taman lisaksi kaupungistuminen vaikuttaa ymparistoon lisaamalla

myrkyllisten paastdjen maaraa seka edistamalla ilmastonmuutosta. Etenkin lisdantyneen
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teollisuuden ja liikenteen paastot vaikuttavat huomattavasti kaupunkien ilmansaasteiden
maaraan. (Neo ym., 2023) Kaupunkien ilmanlaatu vaikuttaa suoraan ihmisten terveyden
lisdksi muun muassa elidihin ja kasveihin, ilmakehaan ja ekosysteemeihin (Neo ym.,
2023; Varde ym., 2022).

llImanlaadun ennustamisessa alykkaissa kaupungeissa voidaan hyoddyntaa tekoalya.
Neo ja muut (2023) testasivat tutkimuksessaan erilaisten kone- ja syvaoppimismallien
tarkkuutta kaupunkien ilmanlaadun ennustamisessa. Tutkimuksessa tarkasteltiin PM1o-
ja PM2s-hiukkasten, seka otsonin (Os3) ja hiilimonoksidin (CO) pitoisuuksia ilmakehassa.
Ennustamiseen kaytettiin KNN-, tukivektoriregressori- (Support Vector Regressor, SVR),
AdaBoost (Adaptive Boosting) seka Random Forest -koneoppimismalleja ja LSTM- ja
MLP (Multilayer Perceptron) -syvaoppimismalleja. Malleja koulutettiin datalla, jonka pa-
rametreina oli kuusi ilmanlaatuun liittyvda lukemaa, kuten otsoni ja hiilimonoksidipitoi-
suudet, sekd neljd meteorologista parametria, joita olivat tuulen suunta ja voimakkuus

seka ilmankosteus ja lampdtila. (Neo ym., 2023)

Havaintoaineisto oli tuntikohtaista dataa neljaltd eri havaintoasemalta Malesiasta ja se
sisalsi edella mainitut kymmenen eri parametria. Data jaettiin koulutus- ja testiaineistoon.
Malleja arvioitiin RMSE:n seka determinaatiokertoimen (R?) avulla. Tavoitteena oli mini-
moida RMSE ja maksimoida R2. LSTM-malli suoriutui parhaiten testatuista malleista il-
manlaadun ennustamisessa. Parhaiten suoriutuneelle LSTM-mallille suoritettiin myos
piirteiden optimointi (feature optimization) eli mallin tarkkuuteen eniten vaikuttavat tekijat
erotettiin muista parametreista. Nain mallista saatiin entistd tarkempi ja tehokkaampi.
Eniten vaikuttavat parametrit olivat PM1o-, PM25- ja NO2-pitoisuudet seka ilmankosteus

ja tuulen voimakkuus. (Neo ym., 2023)

llmanlaadun ennustamisen lisaksi tekoadlya voidaan hyodyntaa myds jatehuollossa.
Useissa kaupungeissa resurssien kayttdé noudattaa edelleen lineaarista mallia, jossa jate
paatyy kayton jalkeen suoraan kaatopaikalle (Mohammed ym., 2023). Jatteiden sopima-
ton havittdminen tuottaa muun muassa sateilya ja myrkyllisid kaasuja seka edistaa il-
mastonmuutosta (Al Duhayyim ym., 2022). Sen sijaan tehokas jatehuolto, johon alyk-
kaissa kaupungeissa tulisi pyrkia, edistaa resurssien kestavaa kayttda seka ymparistdon

kestavyytta (Belsare ym., 2024).

Esineiden internet ja syvaoppiminen antavat ratkaisuja reaaliaikaiseen datan seurantaan
seka luokitteluun (Al Duhayyim ym., 2022). Al Duhayyim ja muut (2022) esittelevat tutki-
muksessaan niin sanotun keinotekoiseen ekosysteemiin perustuvan optimoinnin seka
parannellun syvaoppimismallin loT-avusteiseen kestavaan jatehuoltoon (“artificial

ecosystem-based optimization with an improved deep learning model for loT-assisted
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sustainable waste management”) eli AEOIDL-SWM-tekniikan. Siind hyédynnetaan loT-
pohjaisten kamerasensoreiden keradmaa dataa erilaisista jatteista. Datan piirreirrotuk-
seen (feature extraction) kaytetdan ResNet-neuroverkkoa (residual neural network). Lo-
pulta data luokitellaan SAE:n (sparse autoencoder) avulla kartonki- lasi-, metalli-, paperi-

ja muovijatteisiin seka muihin jatteisiin. (Al Duhayyim ym., 2022)

Myos Belsare ja muut (2024) sekd Mohammed ja muut (2023) hyddyntavat tutkimuksis-
saan tekodlyratkaisuja jatteiden luokitteluun. Belsaren ja muiden (2024) tutkimuksessa
vertailtin ANN- ja KNN-luokittelumallien suorituskykya jatteiden kuvien kategorisoin-
nissa. Jatteet luokiteltiin kolmeen kategoriaan: kotitalousjatteeseen, terveydenhuollon
jatteeseen seka elektroniikkajatteeseen. Datan kerayksessa raakajatteesta hyodynnet-
tiin loT-teknologiaa ja langatonta sensoriverkkoteknologiaa (Wireless Sensor Network,
WSN). ANN-mallin todettiin olevan KNN-mallia tarkempi luokittelemaan kuvia oikeaan

kategoriaan. (Belsare ym., 2024)

Mybs Mohammedin ja muiden (2023) tutkimuksessa jatteita luokitellaan ANN-mallin
avulla metalli-, kartonki- ja muihin jatteisiin. Tutkimuksessa 2400 kuvan koulutusdata ke-
rattiin manuaalisesti, silla valmista koulutusaineistoa jatteiden kuvista ei 16ytynyt. Koska
yhdella luokittelijalla tehdyt luokittelut osoittautuivat liian epatarkoiksi, yhdistaa malli kol-
men eri piirrevektorin tulokset keskiarvoksi, jonka merkki maarittaa lopullisen luokan.
Luokittelun tarkkuudeksi saatiin lopulta 91,7 %, mutta ANN-mallin kaytto osoittautui las-

kennallisesti kalliiksi. (Mohammed ym., 2023)

Jatteiden lajittelun lisdksi koneoppimismallien avulla voidaan yleisesti tehostaa jatehuol-
toa. Vonitsanos ja muut (2022) ehdottavat tutkimuksessaan uudenlaista arkkitehtuuria,
joka hyddyntaa koneoppimisalgoritmeja alykkaassa jatehuollossa. Ehdotetussa jarjes-
telmassa koneoppimisalgoritmeina kaytetaan paatospuita, Random Forest -algoritmia
seka Naive Bayes -luokittelumallia. Systeemi hyddyntaa Big Data -ohjelmistokehyksia ja
NoSQL-teknologiaa. Sen tarkoituksena on olla oppiva jarjestelma, joka voi tehda paa-
toksia seka jateastioiden paivittaisesta tilasta etta jateastiaan liittyvista tulevaisuuden ti-
lanteista, kuten sen tayttymisen nopeudesta. Liséksi jarjestelma voisi tehda ennusteita
esimerkiksi liikenneruuhkista ja vahentaa jateastioiden tyhjennyksen kuluja tehostamalla

jatteidenkeraysta. (Vonitsanos ym., 2022)

Tekoalylld on monia kayttdmahdollisuuksia alykkaiden kaupunkien ympariston hyvin-
voinnin yllapitdmisessa seka jatehuollossa erityisesti jatteiden lajittelun tehostamisessa.
Alaluvussa kuvatut mallit on koottu yhteen taulukkoon 3. Tutkimusten tehokkaimmin teh-

tavassaan suoriutuneet mallit on kuvattu taulukossa lihavoituna. Tassa alaluvussa mai-
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nittujen sovellusten liséksi tekoalya voidaan hyédyntaa myos esimerkiksi pintaveden laa-
dun monitoroinnissa seka kaupungeissa syntyvien jatemaarien arvioinnissa (Herath &
Mittal, 2022).

Taulukko 3. Tekodélyn kéyttbkohteita ympaéristdn ja jatehuollon ekologisen kestévyyden
edistdmiseen

Kayttokohde Malli Lahde

llimanlaadun  ennustami- | K Nearest Neighbors, Sup- | (Neo ym., 2023)
nen port Vector Regressor,
Adaptive Boosting, Ran-
dom Forest, Long Short-
Term Memory, Multilayer

Perceptron

Jatteiden luokittelu Residual Neural Net- | (Al Duhayyim ym., 2022)
work, Sparse autoenco-

der

Artificial Neural Network, | (Belsare ym., 2024)
K Nearest Neighbors

Artificial Neural Network | (Mohammed ym., 2023)

Jatehuollon tehostaminen | Puudiagrammi, Random | (Vonitsanos ym., 2022)

Forest, Naive Bayes

5.4 Haasteita

Kuten aikaisemmissa alaluvuissa on kaynyt ilmi, tekodlya voidaan hydédyntdd monin eri
sovelluksin alykkaiden kaupunkien ekologisen kestavyyden edistamiseen. Tekoalyn
kayttoon alykkaiden kaupunkien palveluissa ja toiminnoissa liittyy kuitenkin myos useita
haasteita, jotka tulee ottaa huomioon tekoalya kaytettaessa tai sen kayttoonotossa. Niita
ovat esimerkiksi datan keraamiseen ja jakamiseen liittyvat ongelmat, algoritmien moni-
mutkaisuus seka tekoalyjarjestelmien heikko suunnittelu. (Herath & Mittal, 2022) Lis&ksi
tekoalyn kaytolla voi myos olla negatiivisia vaikutuksia ymparistoon. Tekoalymallien kou-
luttaminen voi kestda kymmenia tunteja (Korecki & Helbing, 2022), mika kasvattaa ener-

giankulutusta ja lisdad myds nain ollen hiilidioksidipaastoéja (Yigitcanlar ym., 2021).
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Erityisesti dataan liittyvat ongelmat liittyvat vahvasti myos tekoalyn kayttéén. Haasteet
voivat liittyd esimerkiksi datan luotettavuuteen ja eettisiin kysymyksiin. Datan luotetta-
vuuteen vaikuttaa etenkin sen niin sanottu painotus tai puolueellisuus. (Gilman ym.,
2024) Kerattya dataa on hyvin paljon, ja sita voi olla monenlaisessa muodossa monista
eri lahteistd. Data voi myos sisaltdd monimutkaisia riippuvuuksia. Huonolaatuinen tai
puutteellinen data voi johtaa tekoalyalgoritmien painottumiseen. (Yigitcanlar ym., 2021)
Datan laatu ja algoritmien painottuminen voivat vaikuttaa koneoppimisalgoritmien toimin-
nan oikeudenmukaisuuteen ja algoritmien paatdksenteko voi painottua tiettyihin tulok-
siin. (Gilman ym., 2024)

Tekoalyn kayton eettisena haasteena on myds ihmisten yksityisyyden sailyminen. Alyk-
kaiden kaupunkien ominaisuuksiin kuuluu kuvauksesta riippumatta suurten datamaarien
kerays ja kasittely. Taman datan joukossa on paljon myds ihmisten henkildkohtaista tie-
toa. (Gilman ym., 2024) Lisaksi haasteita tuovat myds paatdksenteon lapindkymatto-

myys sen siirtyessa tekoalylle ja ihmisen vastuun vaheneminen (Yigitcanlar ym., 2021).

Tekoalyn kaytdn haasteena on otettava huomioon myds tekoalyn omat ymparistdvaiku-
tukset. Tekoalyn kouluttamiseen kuluu huomattava maara energiaa, joka osaltaan lisaa
hiilidioksidipaastoja. Kuten Korecki ja Helbing (2022) pohtivat kehittdessaan a-RL-mallia
liikennevalo-ohjauksen tehostamiseen paastbjen vahentamiseksi, etta olisi kyseen-
alaista luoda ongelmaan ratkaisuksi malleja, joiden luominen myds itsessaan voi kasvat-
taa tatd ongelmaa. Malleja kehittaessa on siis kiinnitettava huomiota myos mallien omiin

ymparistovaikutuksiin.
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6. KESKUSTELU

Alykkaissa kaupungeissa painotetaan informaatio- ja viestintateknologiaa kaupungin toi-
minnan tehostamisessa (Ullah ym., 2020). Taman tutkielman tavoitteena oli selvittaa,
kuinka ekologista kestavyytta voidaan edistaa tekoalyn avulla alykkaissa kaupungeissa
seka kartoittaa haasteita, joita tekoalyn kayttoon voi tdssa yhteydessa liittya. Tutkielman
tulosten perusteella tekoalylla ja erityisesti koneoppimisalgoritmien kaytolla on paljon po-
tentiaalia alykkaiden kaupunkien ekologisen kestavyyden edistdmisessa. Toisaalta esille

nousi myds haasteita, jotka tekodlyn kaytdssa tulisi huomioida.

Tutkielman tulosten perusteella mahdollisuuksia tekoadlyn kaytolle 16ytyy uusiutuvien
energialahteiden kayton edistamisessa tuotannon ennusteiden tekemisessa (A T ym.,
2024; Suanpang & Jamjuntr, 2024) seka sahkdverkon kontrollisysteemien tehostami-
sessa (A T ym., 2024). Lisaksi likenteen paastdja voidaan pienentaa alykkaiden liikken-
nejarjestelmien (Chavhan ym., 2022) ja likenteen optimoinnin (Korecki & Helbing, 2022)
avulla. Jatehuollossa koneoppimisalgoritmit voivat muun muassa tunnistaa eri jatelajeja
(Al Duhayyim ym., 2022; Belsare ym., 2024; Mohammed ym., 2023) ja nadin tehostaa
kierratysta. Ympariston hyvinvointia voidaan edistaa tekoalyn avulla esimerkiksi teke-

malla ennusteita kaupunkien ilmanlaadusta (Neo ym., 2023).

Taulukoihin 1, 2 ja 3 on koottu tutkielmassa esille nousseet tekoalysovellukset alykkai-
den kaupunkien energian, liikenteen, ympariston ja jatehuollon osa-alueilla. Nama alyk-
kaiden kaupunkien yksittaiset osa-alueet valikoituivat tutkielmaan, silld ne vaikuttavat
vahvasti kaupunkien ekologiseen kestavyyteen. Tassa tutkielmassa mahdollisista sovel-
lusalueista ja -kohteista kuitenkin esiteltiin vain muutamia. Aiheena ekologinen kesta-
vyys on hyvin laaja alykkaissa kaupungeissakin, joten sovelluskohteita voisi I6ytya paljon
tassa tutkielmassa kasitellyiden aiheiden liséksi. Lisdksi tekoaly- ja koneoppimisteknolo-

gioiden kehittyessad mahdollisuudet kayttaa niitd kestavyyden parantamiseen kasvavat.

Vaikka tekoaly mahdollistaa ekologisen kestavyyden edistamista, on sen tuomat haas-
teet otettava huomioon. Alykkaissa kaupungeissa haasteet liittyvat erityisesti datan ke-
raamiseen ja kasittelyyn (Gilman ym., 2024) sekd mallien kouluttamisen ymparistévai-
kutuksiin (Yigitcanlar ym., 2021). Haasteeksi osoittautui erityisesti keratyn datan laatu.
Huonolaatuisen tai painotetun datan seurauksena riskind nousee esille erityisesti algo-
ritmien painotus tiettyihin tuloksiin. Lisaksi alykkaissa kaupungeissa datan keraamiseen
liittyy myo6s ihmisten yksityisyyden sailyttdmiseen liittyvat haasteet. (Gilman ym., 2024,

Yigitcanlar ym., 2021) Valtava datamaara, jota alykkaissa kaupungeissa analysoidaan,
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voi sisaltaa kaupunkilaisten yksityisia tietoja (Gilman ym., 2024). Tekoalyn kaytén haas-
teiden kartoittaminen laajemmin olisi tarpeellista, jotta sen kokonaisvaikutukset alyk-

kaissa kaupungeissa voitaisiin arvioida.

Tutkielmassa esitellyt tekoalysovellukset kayttivat suurelta osin kone- ja syvaoppimisal-
goritmeja. Erilaisten ennusteiden tekeminen nousi kayttdkohteena esiin niin energian-
tuotannossa kuin ymparistdon liittyvissa sovelluksissa. Esimerkiksi luonnollisen kielen
kasittelyyn liittyvia sovelluksia ei esitelty kirjallisuuskatsauksen aineistossa ollenkaan.
Tulevaisuudessa voisi tutkia myds ihmisten osallistamista ekologisen kestavyyden edis-
tamiseen alykkaissa kaupungeissa tekoalypohjaisten ratkaisujen avulla. Ne voisivat esi-
merkiksi tarjota kayttgjilleen tyokaluja ymparistoystavallisten valintojen tekemiseen ar-

jessa.

Ekologisen kestavyyden tavoittelu alykkaissa kaupungeissa on tarpeellista iimastonmuu-
toksen hillitsemiseksi sekd ymparistdn ja ekosysteemien suojelemiseksi. Tekoalytekno-
logiat voivat tulevaisuudessa olla ratkaisevassa roolissa alykkaiden kaupunkien ekolo-
gisten kestavyyshaasteiden ratkaisemisessa. Tutkielman tulosten perusteella kayttokoh-
teita tekoalylle alykkaissa kaupungeissa |0ytyisi jo monelta eri osa-alueilta. Naiden uu-
sien teknologioiden hyddyntaminen kaytanndssa alykkaissa kaupungeissa kuitenkin

vaatii viela kehitysta ja tutkimustyoéta tulevaisuudessa.
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7.YHTEENVETO

Tassa kirjallisuuskatsauksena toteutetussa tutkielmassa tarkasteltiin tekoalyn hyédynta-
mista alykkaiden kaupunkien ekologisen kestavyyden edistamisessa kaupunkien eri
osa-alueilla. Tutkielmassa tuotiin esiin esimerkkeja tekoalyn kayttokohteista tassa kon-
tekstissa seka lisaksi tarkasteltiin erilaisia haasteita, joita tekoalyn kayttd voi alykkaissa

kaupungeissa luoda.

Tulosten perusteella voidaan todeta, etta tekoalylle 16ydettiin useita eri kayttokohteita
ekologisen kestavyyden parantamisessa. Erilaisia koneoppimisalgoritmeja voidaan hyo6-
dyntaa uusiutuvien energialdhteiden tuotannon ennustamisessa ja sahkdverkkojen sta-
biilisuuden ennustamisessa, jotka edistavat uusiutuvien energialahteiden kayttéonottoa.
Lisaksi tekoalyn avulla voidaan tehostaa liikennetta ja jatehuoltoa sekd tehda ennusteita

ilmanlaadusta.

Tekoalyn kaytolle ja kayttoonotolle I0ydettiin myds haasteita, joista monet liittyivat erityi-
sesti datan keraamiseen ja kasittelyyn. Riskina ovat erityisesti ihmisten yksityisyyden
vaarantuminen seka painottunut data, joka vaarantaa silla koulutetun mallin paatdksen-
teon oikeudenmukaisuuden. Haasteeksi todettiin myos tekoalyn ja koneoppimisen mo-
nimutkaisuus ja paatoksenteon lapinakymattomyys. Lisaksi tekoalylla on myds omia ym-

paristovaikutuksia, jotka sen kaytdssa tulee ottaa huomioon.

Tekoalyn kaytto lisdantyy kaiken aikaa ja silla on paljon potentiaalia myo6s alykkaiden
kaupunkien ekologisen kestavyyden edistdmisessa. Taman tutkielman tuloksissa keski-
tyttiin erityisesti koneoppimismalleihin, mutta potentiaalia voi 16ytya myos muilta tekoalyn
osa-alueilta kuten luonnollisen kielen kasittelyssa. Uusien tekoalyteknologioiden kayt-
téonotossa tulee kuitenkin ottaa huomioon niihin riittyvat riskit ja haasteet, jotta niiden
todellinen hy6ty saadaan oikeudenmukaisesti ja tehokkaasti valjastettua alykkaiden kau-

punkien ekologisen kestavyyden edistdmiseen.
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