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Teknologian jatkuva kehitys ja innovaatiot ovat mullistaneet teollisuuden toimintaympariston
viimeisen vuosikymmenen aikana. Keskustelu tekoalyn ymparilla on kasvanut viime vuosina, ja
uusia sovelluskohteita 16ydetaan jatkuvasti. Koneoppiminen on noussut tekoalyn sovelluskoh-
teista keskeisimmaksi teollisuudessa. Taman kandidaatintydn tavoitteena on selvittda, mita hyo-
tyja koneoppiminen ja big data -analytiikka voivat tuoda teollisuuteen. Tavoite on jaettu kolmeen
osaan, jotka kasittelevat koneoppimisen sovelluskohteita teollisuudessa, teollisuudessa hyddyn-
nettdvid koneoppimisen menetelmia seka keskeisia haasteita koneoppimispohjaisessa big data -
analytiikassa.

Kandidaatinty6 toteutettiin kirjallisuuskatsauksena, jossa lahdeaineisto koostui vertaisarvioi-
duista tieteellisistd julkaisuista. Aineistojen haku tapahtui kolmesta sdhkdisesta tietokannasta ja
aineistoksi rajattiin aihetta kasittelevat julkaisut viimeisen 10 vuoden ajalta.

Tydssa tarkastellaan ensin aiheita big data, esineiden internet ja teollisuus 4.0. Taman jalkeen
tyOdssa keskitytdan koneoppimisen maaritelmaan ja prosessiin, oppimismenetelmiin ja koneoppi-
miseen big data -analytiikassa. Tydn katsausosiossa teoriaosuudet yhdistetdan kokonaisuudeksi
hyoédyntaen tutkimusaineiston 16ydoksia. Tutkimuksen tulokset osoittavat koneoppimisella olevan
monia sovelluskohteita teollisuudessa. Sovelluskohteiksi tunnistettiin muun muassa laadunvar-
mistus, prosessien optimointi, ennakoiva huolto ja vikojen havaitseminen. Tutkimuksessa tunnis-
tettiin myds monia koneoppimisen menetelmia, joita voidaan soveltaa teollisuudessa. Liséksi tun-
nistettiin keskeisimmat haasteet, mita liittyy koneoppimispohjaiseen big data -analytiikkaan. Tu-
lokset voidaan ndhda yleistettdvina koko teollisuuden alalle, mutta sovelluskohteet ja menetelméat
luultavasti vaihtelevat tiettyjen teollisuuden alojen mukaan.
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1. JOHDANTO

1.1 Koneoppiminen teollisuuden muutoksessa

Teknologian jatkuva kehitys ja innovaatiot ovat mullistaneet teollisuuden toimintaympa-
ristdn viimeisen vuosikymmenen aikana (Georgios et al., 2019). Tama on johtanut siihen,
ettd teollisuuden tuotantoprosesseista syntyy valtavia maaria dataa (Marjani et al.,
2017). Datalla ei ole kasittelemattdbmana suurta arvoa, mutta sita analysoimalla ja paa-
toksenteossa hyodyntamisella voidaan saavuttaa merkittavia parannuksia teollisuuden
prosessien optimoinnissa ja tuotannon tehokkuudessa (Misra et al., 2022). Tuotantopro-
sesseista syntyvaa big dataa ei kuitenkaan pystyta analysoimaan perinteisin menetel-

min, vaan tehokkaampia analysointityOkaluja tarvitaan (George et al., 2014).

Keskustelu tekoalyn ymparilld on kasvanut viime vuosina, ja teknologiaa voidaan kutsua
jo megatrendiksi. Myds tutkimuksen maara aiheeseen liittyen on kasvanut paljon ja uusia
tekoalyn sovelluskohteita havaitaan jatkuvasti. Tekoaly on eraanlainen kattokasite, joka
kattaa monia eri osa-alueita. Teollisuudessa tekoalyn sovelluksia on hyodynnetty teolli-
suus 4.0:n synnystad I&htien. Koneoppiminen on noussut tekoalyn osa-alueista domi-
noivaksi teollisuuden kontekstissa. Vaikka termeina tekoalya ja koneoppimista usein
kaytetaan synonyymeina, tarkoitetaan tekoalylla usein koneoppimista, joka on usein te-

koalysovellusten taustalla. (Jan et al., 2023)

Koneoppiminen perustuu algoritmeihin, jotka pystyvat havaitsemaan malleja datasta.
Koneoppimisen avulla tietokoneet pystyvat oppimaan ja parantamaan suorituskykyaan
automaattisesti, ilman eksplisiittistd ohjelmointia. (Jordan & Mitchell, 2015) Tarkkojen
ennustavien mallien muodostamiseen, koneoppimisalgoritmit vaativat paljon dataa. Big
datan avulla koneoppimisalgoritmit pystyvat Ioytamaan hienojakoisempia rakenteita da-
tasta seka tekemaan reaaliaikaisia ja tarkempia ennusteita kuin ennen. (Zhou et al.,
2017)

Tassa tutkimuksessa tarkoituksena on tarkastella, mitd hyotyja koneoppimisen ja big
data -analytiikan hyddyntamiselld teollisuudessa on. Tutkimuksen aiheen merkittavyytta
ja ajankohtaisuutta voidaan perustella tekodlyn eri sovelluksien suosion kasvulla. Tutki-
muksen ajankohtaisuutta lisada teollisuuden yrityksien tarve tehostaa toimintaansa glo-

baalissa toimintaymparistdssa. (Ejsmont et al., 2020).



1.2 Tutkimusongelma ja rajaus

Tekoaly ja sen eri menetelmat, kuten koneoppiminen, ovat viela teknologioina uudeh-
koja. Taten niiden kaikkia eri sovelluskohteita ei viela tiedeta. Tutkimuksen tavoitteena
on tarkastella, millaisia hyo6tyja teollisuuteen koneoppiminen ja big data -analytiikka voi-
sivat tuoda. Tutkimuksessa tarkastellaan myds, mita eri koneoppimisen menetelmia te-
ollisuudessa voitaisiin hyddyntaa ja mitd sen sovelluskohteet voisivat olla. Lisaksi tutki-
taan mita haasteita muodostuu, kun koneoppimista sovelletaan teollisuudessa ja big

data -analytiikassa. Tutkimuksen tavoitteista asetettiin seuraava tutkimuskysymys.

1. Kuinka koneoppimista ja big data -analytiikkaa voidaan hyddyntaa teollisuu-
dessa?

Tutkimuskysymyksen avuksi asetettiin seuraavat alatutkimuskysymykset.
1. Mita sovelluskohteita koneoppimisella on teollisuudessa?
2. Mita eri koneoppimisen menetelmia voidaan hyddyntaa teollisuudessa?

3. Mitka ovat keskeiset haasteet koneoppimisen hyodyntamisessa big data -analy-
tiilkassa?

Tutkimus on rajattu kasittelemaan teollisuuden toimialoja, eika muita aloja kasitella. Tut-
kimuksessa kasitellaan teollisuuden tuottaman big datan analysointia ja kuinka koneop-
pimista voidaan soveltaa siihen. Teollisuuden kasittelyssa keskitytaan kasitteeseen teol-
lisuus 4.0 seka loT -verkostoihin ja niiden tuottamaan big dataan. Tutkimuksessa kasi-
telldadn koneoppimisen sovelluksia ja menetelmia pintapuolisesti, eika esimerkiksi niiden
matemaattisia taustoja tai kaytanndn toteutuksia kasitelld. Koneoppimismenetelmat ja
algoritmit ovat hyvin monimutkaisia ja matemaattisesti vaativia, joten niiden tarkempaan
tarkasteluun ei kandidaatinty6ssa riita laajuus. Tutkimuksessa ei mydskaan keskityta mi-
hinkaan tiettyyn teollisuuden alaan, vaan tutkimuksen tarkoituksena on luoda yleiskuva
tamanhetkisesta tilanteesta. Kasitelldan siis talla hetkelld toimivaksi todettuja koneoppi-
misen sovelluskohteita ja menetelmia teollisuudessa seka tahan asti havaittuja haasteita

koneoppimispohjaisessa big data -analytiikassa.

1.3 Tyodn rakenne

Tama tutkimus koostuu kuudesta eri luvusta. Johdantoluvun lisaksi tydhon sisaltyy tutki-
muksen toteutusta kasitteleva luku, kahdesta luvusta koostuva teoriaosuus, katsaus-
osuus ja paatelmat. Ensimmaisessa teorialuvussa kasitelldan kasitettd big data ja tar-

kastellaan big datan roolia teollisuudessa. Big dataa tarkastellaan sen maaritelméan ja eri



ominaisuuksien kautta. Taman lisaksi kasitelldan big dataan ja teollisuuteen vahvasti yh-

teydessa olevia kasitteita teollisuus 4.0 ja esineiden internet.

Toisessa teorialuvussa kasitellddn koneoppimista eri nakdkulmista ja sen roolia big data
-analytiikassa. Koneoppimista kasitellaan kasitteena seka prosessina. Lisaksi eri kone-
oppimisen oppimistyyleja tarkastellaan tarkemmin. Lopuksi kasitelladn koneoppimista

big data -analytiikan mahdollistajana.

Teoriaisuuden jalkeen siirrytaan lahdeaineiston pohjalta toteutettuun kirjallisuuskatsauk-
seen. Katsaus on jaettu kolmeen lukuun, joissa kasitellddn koneoppimista ja big data -
analytiikkaa teollisuudessa alatutkimuskysymysten avulla. Katsauksen osiot kasittelevat
koneoppimisen sovelluskohteita teollisuudessa, koneoppimisen teollisuudessa hyddyn-
nettdvid menetelmia ja lopuksi keskeisid haasteita koneoppimispohjaisessa big data -

analytiikassa.

Viimeisessa luvussa kasitellaan tydn tuloksia ja esitetdan jatkotutkimusehdotukset. Luku
toimii yhteenvetona tutkimukselle, koostaen tutkimuksen havainnot ja |16ydokset. Tulok-
sia peilataan tutkimuskysymyksiin seka arvioidaan tuloksia muun muassa luotettavuu-
den ja objektiivisuuden nakdkulmista. Lopuksi esitetdan tuloksien tarkastelusta nousseet

jatkotutkimusehdotukset.



2. TUTKIMUKSEN TOTEUTUS

2.1 Tutkimusmenetelma

Tutkimus toteutettiin kirjallisuuskatsauksena kayttaen hyvaksi Finkin (2019) seitseman
kohdan mallia. Mallin eri vaiheet ovat tutkimuskysymysten asettaminen, tietokantojen
valitseminen, hakusanojen ja -lausekkeiden valinta, hakukriteerien valinta, metodologis-
ten kriteerien valinta, kirjallisuuskatsauksen tekeminen ja aineistojen pohjalta synteesin
muodostaminen. Finkin (2019) mallin prosessin vaiheet on esitetty kuvassa 1. Malli va-
littiin, silld se luo helposti seurattavan toimintasuunnitelman kirjallisuuskatsauksen teke-

miselle.

Hakusanojen ja -
lausekkeiden maaritys

Tutkimuskysymysten

n Tietokantojen valinta
asettaminen

Metodologisen rajauksen

A Hakukriteerien maaritys
maaritys

Aineiston lapikaynti

Tulosten syntetisointi

Kuva 1: Kirjallisuuskatsauksen prosessimalli (mukaillen Fink, 2019)

Finkin (2019) mallin prosessi alkaa tutkimuskysymysten asettamisella. Paatutkimusky-
symys valittin vastaamaan tutkimuksen tavoitteisiin. Lisaksi paatutkimuskysymyksen
avuksi asetettiin alatutkimuskysymykset. Paa- ja alatutkimuskysymykset on esitetty lu-
vussa 1.2. Mallin toisessa vaiheessa valitaan tietokannat kirjallisuushakuja varten. Kir-

jallisuuskatsauksen aineistojen hakemiseen kaytettiin tietokantoja Tampereen yliopiston



Andor, Google Scholar seka Scopus Al. Tutkimuksessa hyddynnettiin vain verkosta 16y-

tyvia lahteita, silla verkosta I6ytyvaa kirjallisuutta aiheeseen liittyen 16ytyi runsaasti.

Kolmannessa Finkin (2019) mallin vaiheessa maaritellaan tietokantahakuihin kaytettavat
hakusanat ja -lausekkeet. Kirjallisuushaun tehtiin kayttamalla aiheen keskeisia kasitteita
seka niitd yhdistelemalld muodostettuja lausekkeita. Tutkimukseen etsittiin tietoa kone-
oppimisesta ja sen menetelmista, big datasta ja analytiikasta sekd nykyteollisuudesta.
Hakulausekkeissa kaytettiin myos sanojen tilalla niille vakiintuneita lyhenteita. Esimer-
kiksi koneoppimisesta kaytetty "machine learning” termi lyhennetdan usein muotoon
"ML”. Hakulausekkeita muodostettiin hyddyntdmalla boolen operaattoreita. Osuvia ha-
kutuloksia etsittiin lisaa hyodyntamalla hakusanojen yla- tai alakasitteita. Esimerkiksi tie-
toa koneoppimisesta etsittiin hyddyntadmalla alakasitettd "supervised learning”. Tutki-
muksessa kaytetyt hakulausekkeet seka tulokset ovat esitetty taulukossa 1. Tietokanta-
hakujen tulokset on esitetty eri tietokantojen mukaan. Lisdksi hakukriteerien vaikutus tu-

loksiin on esitetty.

Taulukko 1: Kirjallisuushauissa kédytetyt hakulausekkeet ja tulosten méaérét

Hakulauseke Andor Google Andor ra- Google Scho-

Scholar jattu lar rajattu

“machine 70253 1540000 22485 1100000
learning” AND
“big data”

“machine 49154 279000 18479 78800
learning” AND
“manufactur-

ing” OR “in-
dustry 4.0”
AND “big da-

ta”

“machine 1842 6060 690 6000
learning” AND
“smart manu-
facturing” OR
“industry 4.0”
AND “big data”




AND “process

optimization”

“machine 1847 98800 538 47700
learning” AND
“industry 4.0”
AND “loT”

“machine 59584 19800 19778 17600
learning” AND
“supervised
learning” OR
“semi-super-

vised learning”

“big data” AND | 99379 1349999 21432 850000
“analytics” OR
“big data ana-

lytics”

“big data” AND | 14646271 767000 588544 305000
“industry 4.0”
OR “manufac-

turing”

Finkin (2019) mallin neljannessa vaiheessa asetetiin hakukriteerit kirjallisuushakua var-
ten. Kirjallisuuskatsauksen aineistoksi valittiin vain tieteellisia julkaisuja. Aineistojen tuli
olla myds vertaisarvioituja. Kirjallisuushaussa hakutulokset rajattiin koskemaan vain
vuonna 2014 ja sen jalkeen julkaistuja aineistoja, silla vimeisen 10 vuoden aikana no-
peutuneen teknologisen kehityksen my6éta, vanhempien aineistojen tulokset ja johtopaa-
toksen eivat valttdmatta olisi enda ajankohtaista tietoa tai patevia. Kirjallisuushaut tehtiin
englanninkielisilla hakulausekkeilla, joten lahdeaineisto on vain englanninkielista. Viiden-
nessa Finkin (2019) mallin vaiheessa tehtiin metodologinen rajaus aineistolle, mihin kuu-
luu esimerkiksi tutkimusten uskottavuus ja laajuus. Aineistojen uskottavuutta ja laajuutta
arvioitiin vain silla, ettd ne olivat vertaisarvioituja ja paljon viitattuja, eika sen tarkempaa

metodologista rajausta tehty.

Finkin (2019) mallin mukaan kuudennessa vaiheessa kaytiin lapi aineistoa rajattua ha-

kua kayttaen ja valittiin mahdollisia Iahdeaineistoja tutkimukselle. Aluksi aineistoa valittiin



niiden tutkimukselle relevantin otsikon seka viittausten maaran perusteella. Valinnassa
suosittiin Google Scholarin mukaan useita satoja tai tuhansia viitteita saaneita aineistoja.
Taman jalkeen luettiin aineiston tiivistelma seka johdanto. Jos aineisto vaikutti hyddylli-
selta, se valittiin luettavaksi kokonaan. Aineistoja lukiessa hyddynnettiin myos artikke-
lissa Schlosser et al. (2006) esiteltya helmenkasvatusmenetelmaa, missa l6ydetyista ai-
neistoista etsittiin mahdollisia hyodyllisia uusia lahdeaineistoja esimerkiksi lahdeluettelon
avulla. Lopuksi keratysta aineistosta hylattiin tutkimuksen rajauksiin ja katsaukseen so-
pimattomia julkaisuja. Naita olivat esimerkiksi koneoppimisen algoritmien matemaattisia

taustoja liilan syvallisesti tarkastelevat artikkelit.

Viimeisessa Finkin (2019) mallin vaiheessa tehtiin Iahdeaineiston pohjalta tulosten syn-
tetisointi. Tuloksia pyrittiin k&yttdmaan mahdollisimman monipuolisesti eri [&hteista, jotta
tutkimuksen johtopaatokset antaisivat mahdollisimman objektiivisen ja oikean kuvan tut-

kimuksesta.

2.2 Tutkimusaineisto

Teoriaosioon ja kirjallisuuskatsaukseen hyddynnettavia ldhdeaineistoja kertyi lopulta yh-
teensa 34. Naista lahdeaineistoista 18 kuuluivat kirjallisuuskatsaukseen, ja tutkimuksen
tulokset ovat syntetisoitu naiden pohjalta. Katsauksen lahdeaineistot olivat kaikki ver-
taisarvioituja tieteellisia julkaisuja. Tutkimusaineisto on esitetty liitteessa 1. Liitteessa on
mainittu, kasittelikd julkaisu koneoppimisen sovelluskohteita teollisuudessa, koneoppi-

misen menetelmia vai haasteita koneoppimispohjaisessa big data -analytiikassa.

Liitteesta 1 voidaan nahda useimpien aineistojen kasittelevan koneoppimisen sovelluk-
sia seka menetelmia. Useat aineistot keskittyivat tiettyyn koneoppimisen sovelluskoh-
teeseen ja mainitsivat usein soveltuvia menetelmia. Jotkin aineistot kasittelivat useampia
sovelluskohteita ja usein mainitsivat niihin soveltuvia menetelmia. Noin kolmasosa ai-
neistoista kasitteli haasteita koneoppimispohjaisessa big data -analytiikassa. Aineistojen
voidaan katsoa olleen siis hyvin samankaltaisia, kasitellen monia tutkimuksen aiheeseen

liittyvia nakokulmia.



3. BIG DATA JA NYKYTEOLLISUUS

Tassa luvussa tarkoituksena on luoda teoriapohja kasitteen big data ymmartamiselle
seka tarkastella kuinka big data ilmenee teollisuudessa. Big dataa tarkastellaan sen
maaritelman ja eri ominaisuuksien kautta. Lopuksi tarkastellaan kasitteita esineiden in-

ternet ja teollisuus 4.0.

3.1 Big datan maaritelma

Big data -sovellusten kehittdmisen tarkeys on kasvanut viime vuosina. TAma johtuu siita,
ettd monien eri alojen organisaatiot ovat yha enemman riippuvaisia valtavista tietomaa-
ristd saadusta tietdmyksesta. (Elgendy & Elragal, 2014) Sovellusten kehittdmisen mydéta
nykyajan digitaalisella aikakaudella paatoksentekijoilla hallussa olevan tiedon maara on

noussut valtavaksi (Sagiroglu & Sinanc, 2013).

Big data viittaa massiivisiin data- tai tietokokonaisuuksiin, jotka eroavan perinteisesta
datasta suuruuden, monipuolisuuden ja monimutkaisemman rakenteen myo6ta. Naiden
eroavaisuuksien vuoksi big dataa on vaikeampi tallentaa, analysoida seka visualisoida
jatkoprosesseja ja tuloksia varten. (Sagiroglu & Sinanc, 2013) Datan suuruuden vuoksi
perinteisia datanlouhintamenetelmia tai data-analytiikkaan kehitettyja keskitettyja ana-

lyysiprosesseja ei voida suoraan soveltaa big dataan (Tsai et al., 2015).

Big data maaritellaan usein kolmen ominaisuuden avulla, joita kutsutaan myoés kolmeksi
v:ksi, viitaten ominaisuuksien englanninkielisiin nimiin. Maarittelevat ominaisuudet ovat
datan maara (volume), nopeus (velocity) ja monipuolisuus (variety). (Oussous et al.,
2018) Naiden ominaisuuksien lisaksi jotkin lahteet esittelevat lisdd ominaisuuksia perin-
teisen kolmen v:n lisaksi, joita big datan kuvailuun vaaditaan. Big datan ominaisuuksien
maara vaihtelee sovelluskohteen mukaan. Ominaisuuksia tarkasteltiin 10 lahteen avulla
ja yhteenveto mainituista ominaisuuksista seka mainintojen maarasta on esitetty taulu-
kossa 2. Chen et al. (2013), Oussous et al. (2018) ja Sagiroglu & Sinanc (2013) mainit-
sevat artikkelissaan vain kolme perusominaisuutta. Perusominaisuuksien mukaan El-
gendy & Elragal (2014), L’Heureux et al. (2017) ja Sagiroglu & Sinanc (2013) lisaavat
neljannen V:n todenmukaisuus (veracity). Viidennen V:n arvo (value), mainitsevat Qiu et
al. (2016), Zhou et al. (2017) ja Georgios et al. (2019). Ominaisuuksien lisdaminen nayt-
taa tapahtuvan yleisesti samassa jarjestyksessa. Ensin perusominaisuuksiin lisdtaan to-
denmukaisuus ja sen jalkeen arvo. Tsai et al. (2015) mainitsevat kyselytutkimuksessaan

nykyajan big datan kuvailuun tarvittavan edella mainittujen viiden ominaisuuden lisaksi



patevyyden (validity), vaihtelevuuden (variability), paikan (venue), sanaston (vocabulary)

ja epamaaraisyyden (vagueness).

Taulukko 2: Yhteenveto big datan ominaisuuksista sekd maininnat lahdeai-

neistossa
Ominaisuus Maininnat lahteissa
Maara (volume) 10
Nopeus (velocity) 10
Monipuolisuus (variety) 10

Todenmukaisuus (veracity) 7

Arvo (value) 4
Patevyys (validity) 1
Vaihtelevuus (variability) 1
Paikka (venue) 1
Sanasto (vocabulary) 1

Epamaaraisyys (vagueness) | 1

Taulukosta 2 voidaan nahda kolmen ensimmaisen ominaisuuden olevan laajimmin tun-
nistettuja. Naista datan maara on merkittavin big datan ominaisuus. Big datan sisaltavan
tiedon maaran kertaluokat ovat yleensa tera- tai jopa petatavuissa. Big datan suuruuteen
lisdd myds sen syntyminen monista eri lahteista. Datan maaran massiivisuus tekee pe-
rinteisista datan hallinta, varastointi ja analyysimenetelmista kayttokelvottomia. (Elgendy
& Elragal, 2014; Sagiroglu & Sinanc, 2013) Datan nopeudella voidaan kuvata datan muu-
toksen nopeutta, tai kuinka nopeasti uutta dataa syntyy (Elgendy & Elragal, 2014). Big
datan monipuolisuus puolestaan johtuu sen syntymisesta hajautetuista lahteista seka eri
muodoissa (Oussous et al., 2018). Taman vuoksi tietokokonaisuudet eivat sisalla vain
yhdenlaista dataa, vaan sisaltd voi olla strukturoitua, osittain strukturoitua ja strukturoi-

matonta (Sagiroglu & Sinanc, 2013).

3.2 Esineiden internet ja teollisuus 4.0

Esineiden internet (Internet of Things, 10T) kuvaa toisiinsa kytkettyjen laitteiden verkos-
toa, joka mahdollistaa tiedon kulun fyysisen ja digitaalisen ulottuvuuden valilla automaat-
tisesti ja turvallisesti. 0T -verkostojen laitteet pystyvat kasittelemaan tietoa ja dataa seka
tekemaan reaaliaikaisia autonomisia paatoksia ilman ihmisten osallistumista. (Georgios

et al., 2019) Teollisuudessa syntyva data on peraisin erilaisista sensoriteknologioista,
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jotka perustuvat loT -verkostoihin (Jan et al., 2023). Teollisuudessa toimivia loT -verkos-
toja kutsutaan yleensa nimityksella teollinen esineiden internet (Industrial Internet of
Things, 1loT). lloT tarjoaa ratkaisuja ja toimintoja, joiden avulla voidaan parantaa mah-
dollisuutta prosessien valvontaan ja hallintaan. (Georgios et al., 2019) Tehostamisen ja
optimoinnin taustalla toimivat alykkaiden sensorien, tekoalyn seka data-analytiikan yh-
distelma (Xu et al., 2018).

IloT koostuu lukuisista toisiinsa yhteydessa olevista laitteista, joka mahdollistaa kommu-
nikoinnin laitteiden seka keskitettyjen hallintalaitteiden valilla. Tama laitteista koostuva
verkosto mahdollistaa analytiikan ja paatoksenteon hajauttamisen yhdelta laitteelta mo-
nille eri laitteille. Nain analytiikan laskentatehoa saadaan parannettua, silla voidaan hyo-
dyntdad monien laitteiden yhdistettyd prosessointikapasiteettia tai pilvipohjaisia ratkai-
suja. Analytiikan ja paatdksenteon tehostuminen mahdollistaa reaaliaikaisten reaktioiden

ja muutosten tekemisen. (Georgios et al., 2019)

loT -verkostojen synnyttaman datan laadun sailyminen on haastavaa, silla niista syntyva
data on maarallisesti suurta, nopeaa seka monipuolista. Ratkaisun I0ytaminen tahan on
myo6s haastavaa big datan hallinnan hajautetun luonteen seka reaaliaikaisten datan pro-
sessointi alustojen my6ta. (Mahdavinejad et al., 2018) loT -verkostojen sensoreista syn-
tyva data ei ole aina luotettavaa, usein altistuen niin sanotulle melulle tai kohinalle seka

satunnaisuudelle (Jan et al., 2023).

Esineiden internetin synty on ollut avainasemassa uusien teollisten innovaatioiden syn-
nyssa. Teollisuus 4.0 (Industry 4.0) kasite on luotu vuonna 2011 kuvaamaan neljatta
teollista vallankumousta (Ejsmont et al., 2020). Teollisuus 4.0 pyrkii muuntamaan perin-
teisia teollisuuden aloja alykkaiksi hydédyntamalla innovatiivisia teknologioita, jotka luovat
lisdarvoa koko tuotteen elinkaaren ajan (Frank et al., 2019; Georgios et al., 2019). Nai-
den digitaalisten teknologioiden voidaan keratéd dataa reaaliajassa ja analysoida sita
tuottaen valmistusjarjestelmalle hyodyllista tietoa (Frank et al., 2019). Teollisuus 4.0:n
mahdollistajana ovat toimineet uusien teknologioiden kuten koneoppimisen, kyberfyysis-
ten jarjestelmien, esineiden internetin, pilvipalveluiden ja big datan seka sen analysoin-
nin synty (Frank et al., 2019; Xu et al., 2018).
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Kuva 2: Teollisuus 4.0 ja sen mahdollistavat teknologiat (mukaillen Jan et al.,
2023)

Kuvassa 2 kuvataan koneoppiminen, esineiden internet seka big data ja analytiikka vah-
vasti toisiinsa yhteydessa olevina teknologioina. Teknologioiden paallekkaisyydet kuvaa-
vat uusia mahdollisuuksia, joita teknologioiden yhdistaminen tuo. Kaikkien kolmen eri
teknologian keskella on kuvattu teollisuus 4.0. Ymparilla olevat teknologiat toimivat siis

teollisuus 4.0:n mahdollistajina.
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4. KONEOPPIMINEN JA BIG DATA -ANALY-
TIIKKA

Tassa luvussa kasitelldan koneoppimista eri nakdkulmista seka sen roolia big data -ana-
Iytiikassa. Koneoppimista kasitelladn prosessina, jonka oppimisvaiheeseen keskitytaan
tarkemmin tarkastelemalla koneoppimisen eri oppimistyyleja. Lopuksi kasitelladn kone-

oppimista big data -analytiikan mahdollistajana.

4.1 Koneoppimisen maaritelma ja prosessi

Teollisuudessa dataa analysoimalla voidaan tukea paatoksentekoa. Teollisuudessa syn-
tyvan big datan ominaisuuksien vuoksi, perinteisia analytiikan menetelmia ei aina voida
hyédyntaa. Koneoppimisen kaltaisilla kehittyneilla teknologioilla on nahty olevan suurta
potentiaalia teollisuuden big data -analytiikassa. (Syafrudin et al., 2018) Big data -analy-
tiikassa hyddyntamisen lisaksi, koneoppiminen on myds yksi teollisuus 4.0:n mahdollis-

tavista teknologioista. (Jan et al., 2023)

Koneoppiminen on yksi tekoalyn osa-alueista. Koneoppimisen avulla tietokoneet voivat
oppia ja parantaa suorituskykyaan ilman erityista ohjelmointia (Jordan & Mitchell, 2015).
Koneoppiminen perustuu erilaisiin algoritmeihin, joiden avulla voidaan ratkaista dataan
liittyvid ongelmia (Mahesh, 2019). Hydédyntamalla algoritmeja ja koulutusdataa voidaan
muodostaa ennustavia malleja (Jordan & Mitchell, 2015). Oikeanlainen data ja oikeiden
algoritmien valinta on tarkeaa, jotta mallit toimivat tehokkaasti. Suuret maarat korkealaa-

tuista dataa parantavat koneoppimismallien tarkkuutta. (Kang et al., 2020)

Koneoppimisprosessin vaiheisiin kuuluvat yleensa datan esikasittely, oppiminen ja arvi-
ointivaiheet (Zhou et al., 2017). Koneoppimisprosessia on havainnollistettu kuvassa 3.
Esikasittelyvaiheessa oppimiseen kaytettava data taytyy valmistella hyodynnettavaan
muotoon, silla raaka data ei usein ole tarpeeksi rakenteellista, taydellista tai johdonmu-

kaista hyodynnettavaksi (Jordan & Mitchell, 2015). Esikasittelyvaiheessa data valmistel-

laan siivoamalla, muuntamalla oikeaan muotoon ja yhdistelemalld dataa eri lahteista
(Zhou et al., 2017).

o Mallien valinta ja Mallien ja prosessin
Datan esikasittely J jap

oppiminen arviointi

Kuva 3: Koneoppimisprosessin vaiheet (mukaillen Zhou et al., 2017)
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Koneoppimisprosessin oppimisvaiheessa valitaan sopivat algoritmit ja sdadetdan mallin
parametrit, jotta esikasitellystd datasta saadaan tuotettua haluttuja tuloksia (Jordan &
Mitchell, 2015). Koneoppiminen voidaan jakaa perinteisesti kolmeen luokkaan eri oppi-
mismenetelmien mukaan: ohjattuun oppimiseen, ohjaamattomaan oppimiseen ja vah-
vistusoppiseen (Zhou et al., 2017). Perinteisten luokkien lisaksi jotkin I&hteet kuten Ma-

hesh (2019) ja Niti et al. (2022), esittelevat mukaan osittain ohjatun oppimisen.

Arviointivaiheessa opittujen mallien suorituskyky maaritetdan. Suorituskyvyn maarittami-
sessa tarkastellaan, kuinka kaytetty datakokonaisuus vaikuttaa mallien suorituskykyyn.
Taman lisaksi hyddynnetaan virhearviointia seka tehdaan tilastollisia testeja malleja ar-
vioitaessa. Arvioinnin tuloksien perusteella voidaan tehda muutoksia mallin oppimisalgo-
ritmien parametrien saatamiseen tai valita toisia algoritmeja kaytettavaksi. (Zhou et al.,
2017) Prosessissa voidaan siis menna myds takaisinpain aiempaan vaiheeseen, mikali
muutoksia on tehtava. Prosessin mukautuvuutta on havainnollistettu kuvassa 3 esite-

tyilld prosessissa molempiin suuntiin kulkevilla nuolilla.

Oppimismenetelmien lisdksi koneoppiminen voidaan jakaa kahtia oppimiskohteen mu-
kaan ja sydtedatan mukaan. Oppimiskohteen mukaan koneoppiminen voidaan jakaa
representaatio-oppimiseen (Representation learning) ja tehtadvaoppimiseen (Task lear-
ning). Jako riippuu siitd, onko oppimisen kohteena tiettyjen tehtavien ratkaiseminen syot-
teen avulla vai uusien piirteiden (representaatioiden) I6ytaminen datasta. Representaa-
tio-oppiminen pyrkii I6ytdmaan datasta uusia piirteitd, jotka helpottavat hyodyllisen tie-
don eristamista. Tata voidaan hyddyntaa esimerkiksi luokittelijoiden rakentamista varten.
Tehtavaoppiminen puolestaan keskittyy tehtavien, kuten luokittelun, regression ja klus-

teroinnin suorittamiseen. (Zhou et al., 2017)

Riippuen koulutusdatan saatavuudesta, koneoppiminen voidaan jakaa erdoppimiseen
(Batch learning) ja verkko-oppimiseen (Online learning). Erdoppimisessa koneoppimis-
malli opetetaan kayttdmalla koko koulutusdataa kerralla. Verkko-oppimisessa mallia pai-
vitetdan yksi syote kerrallaan uuden datan saapuessa. Tatd hyddynnetadan erityisesti ti-
lanteissa, missa dataa tuotetaan jatkuvasti, ja jarjestelman tulee sopeutua mahdollisiin
muutoksiin. (Zhou et al., 2017) Verkko-oppimista voidaan kutsua myds nimilla inkremen-
taalinen oppiminen (Incremental learning) ja sekventaalinen oppiminen (Sequential lear-
ning) (L’'Heureux et al., 2017; Qiu et al., 2016).
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4.2 Koneoppimisen oppimismenetelmat

Laajimmin kaytetyt koneoppimismenetelmat ovat ohjatun oppimisen menetelmia (Super-
vised learning) (Jordan & Mitchell, 2015). Ohjattu oppiminen perustuu oppimisjarjestel-
malle syotettavan koulutusdatan kayttdéon, joka sisaltda ennalta maaritettyja esimerkkeja
syote-tulospareista. Tavoitteena on muodostaa funktio, joka kykenee muodostamaan
ennusteen tuloksesta, kun sille sy6tetdan jokin syéte. (Zhou et al., 2017) Ohjatut oppi-
misjarjestelmat muodostavat ennusteensa yleensa kayttden opittua kartoitusta, joka pe-
rustuu sille syétettyyn koulutusdataan (Jordan & Mitchell, 2015). Ohjatun oppimisen al-
goritmit voidaan jakaa kahteen eri luokkaan: regressio- ja luokittelumenetelmiin. Luokat
eroavat niiden mallien tulosteiden osalta. Regressiomenetelmissa tulosteet ovat jatkuvia

muuttujia, kun taas luokittelumenetelmissa tulosteet ovat diskreetteja. (Jan et al., 2023)

Ohjaamaton oppiminen (Unsupervised learning) eroaa ohjatusta oppimisesta syotetyn
datan perusteella. Ohjaamattomassa oppimisessa oppimisjarjestelmalle syotetty data ei
sisalla syote-tulospareja, vaan pelkastaan syotteitd. Syotetty data ei sisalla eksplisiittista
palautetta tai haluttua tulosta. Oppiminen ei siis perustu opitun kartoituksen pohjalle,
vaan ohjaamattomassa oppimisessa tavoitteena on I6ytaa ja analysoida syo6tetysta da-
tasta |0ytyvia rakenteita ja niiden ominaisuuksia. (Zhou et al., 2017) Ohjaamattoman op-
pimisen algoritmit ovat niin sanottuja ryhmittelymenetelmia, joiden avulla samankaltaista
dataa voidaan ryhmitella ja erotella toisestaan. Lisdksi ohjaamattoman oppimisen mene-

telmaksi voidaan tunnistaa dimensioiden, eli muuttujien vahentaminen. (Jan et al., 2023)

Kolmas oppimismenetelma koneoppimisessa on vahvistusoppiminen (Reinforcement
learning, RL). Vahvistusoppimisessa harjoitusdatan sisaltdé on jotain edella mainittujen
harjoitusdatojen valilla. (Zhou et al., 2017) Kuten ohjaamattomassa oppimisessa, oppi-
misjarjestelmalle ei anneta valmiita sy6te-tulospareja, mutta samoin kuin ohjatussa op-
pimisessa, my0s vahvistusoppimisjarjestelma saa palautetta sen aiemmista kokemuk-
sista. Toisin kuin ohjatussa oppimisessa, koulutusdata sisaltda haluttujen tuloksien si-
jaan vain tiedon siita, onko jokin toiminto oikea vai ei. (Jordan & Mitchell, 2015) Vahvis-
tusoppimisessa niin kutsuttuja agentteja, jotka tarkkailevat ymparist6a, suorittavat tehta-
via ja saavat niista palautetta. Agentit ovat tekoalytoimijoita, jotka pyrkivat suorittamaan
tehtdvansa mahdollisimman tehokkaasti. Palautemekanismissa positiiviset eli halutut toi-
met tuottavat agentille palkkioita, kun taas negatiiviset eli ei-halutut toimet tuottavat ran-
gaistuksia. (Kang et al., 2020) Agenttien tavoitteena on siis tehda paatoksia maksi-

moidakseen pitkan aikavalin palkkionsa.

Osittain ohjattu oppiminen (Semi-supervised learning) sisaltdad ominaisuuksia seka oh-

jatusta ettd ohjaamattomasta oppimismenetelmasta (Mahesh, 2019). Osittain ohjatun
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oppimisen algoritmit tyypillisesti pyrkivat parantamaan toisen edella mainitun perinteisen
oppimismenetelman suorituskykya kayttamalla hyvaksi tietoa, joka on yleisesti liitetty toi-
seen menetelmaan. (van Engelen & Hoos, 2020) Osittain ohjatussa oppimisessa kone-
oppimismalli koulutetaan merkitylla datalla, mutta usein data on vain osittain merkittya ja
enimmakseen merkitsematonta. Osittain ohjatussa oppimisessa mallit pystytaan koulut-
tamaan siis molemman tyyppisella datalla. Tama tekee niista tarkempia kuin ohjatun op-
pimisen mallit, silld niiden kouluttamiseen on vain rajattu maara merkittya dataa. Osittain
ohjatussa oppimisessa regressio- ja luokittelumenetelmien lisaksi ryhmittely on todettu
toimivat joissain tapauksissa, mutta tutkimustietoa sen hyddyntdmisesta ei ole paljoa
saatavilla. (van Engelen & Hoos, 2020)

Taulukko 3: Koneoppimisen oppimistyylit ja niiden menetelmét (Jan et al.,
2023; Qiu et al., 2016; van Engelen & Hoos, 2020)

Oppimistyyli Menetelmat

Ohjattu oppiminen Regressio, luokittelu

Ohjaamaton oppiminen Ryhmittely, dimensioiden vahentaminen
Vahvistusoppiminen Mallillinen RL, malliton RL

Osittain ohjattu oppiminen | Regressio, luokittelu, ryhmittely

Koneoppimisen eri oppimistyylit sopivat siis erilaisiin tilanteisiin, riippuen suuresti saata-
villa olevan datan ominaisuuksista seka halutuista tuloksista. Oppimistyylit ja niiden alle
kuuluvat menetelmat on koottu taulukkoon 3. Taulukosta nahdaan, etta eri oppimistyy-
lien menetelmat eroavat toisistaan, lukuun ottamatta osittain ohjattua oppimista, joka yh-

distelee ohjatun ja ohjaamattoman oppimisen menetelmia.

4.3 Big data -analytiikka ja koneoppiminen

Big data -analytiikka on kriittisessa roolissa mahdollistamassa teollisuus 4.0 toimintaa.
Big data -analytiikka tarkoittaa kehittyneiden analytiikkamenetelmien ja -tekniikoiden so-
veltamista suuriin datamassoihin. Big data -analytiikka voidaan myds maarittda proses-
sina, joka kasittda big datan kerdamisen, systematisoinnin ja tarkastelun. Taman pro-
sessin tavoitteena on paljastaa rakenteita ja tietdmysta big datasta. (Nti et al., 2022). Big
datan taloudellinen arvo realisoituu vasta sitd analysoimalla, jolloin siitd voidaan tuottaa
arvokkaita nakemyksia. Perinteisesta datasta big datan erottavat ominaisuudet kuitenkin
vaativat tehokkaat menetelmat big datan varastointiin, prosessointiin ja analysointiin.

Usein tahan pyritaan hyodyntamalla koneoppimis- ja pilvipohjaisia malleja datan tehok-
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kaaseen hallintaan ja analysointiin. (George et al., 2014) Big data muuttaa data-analy-
tiikkaprosessin joka vaihetta datan keruusta paatéksentekoon saakka (Elgendy & Elra-
gal, 2014).

Perinteisessa data-analytiikassa kaytetdan usein ETL-prosessia, joka tulee englannin-
kielisistda sanoista extract, transform ja load. Tassa prosessissa data keratdan ulkoisista
lahteistd, muunnetaan kayttokohdetta varten oikeaan muotoon ja siirretaan tietokantoi-
hin tai tietovarastoihin. Prosessin jalkeen data on siivottua ja valmista kaytettavaksi data-
analyysissa. (Elgendy & Elragal, 2014) Big datan ominaisuuksien vuoksi, big data -ana-

lytiikan prosessi ei ole nain suoraviivainen (Tsai et al., 2015).

Big data -analytiikassa datan esikasittelyn rooli korostuu. Perinteisia datan esikasittely-
menetelmia voidaan hyodyntaa big datan kasittelyyn, mutta big datan suuruus tuo eteen
haasteita. Yksittaiset tietokoneet eivat ole tarpeeksi suorituskykyisid suurten datamas-
sojen kasittelyyn, joten raa’an datan esikasittelyyn hyddynnetdan pilvipohjaisia ratkai-
suja. (Tsai et al., 2015) Esikasittelyvaiheen jalkeen tulee big datan analyyttinen proses-
sointi. Koneoppimisalgoritmit ovat nousseet Nti et al. (2022) mukaan hallitseviksi mene-
telmiksi big datan analysointiin, visualisointiin ja mallinnukseen. Big data tuo monia mah-
dollisia hyotyja koneoppimiselle. Big data tarjoaa koneoppimisalgoritmeille hyvin run-
saasti tietoa, jonka pohjalta algoritmit voivat rakentaa ennustavia malleja. Big dataa hy6-
dyntamalla koneoppimisalgoritmit kykenevat paljastamaan yksityiskohtaisempia ja tar-
kempia rakenteita datasta seka tekemaan nopeampia ja tarkempia ennustuksia kuin en-
nen. Big data myds vahentaa riippuvuutta ihmisten valvonnasta, silla koneoppimisalgo-
ritmit paasevat oppimaan suoraan massiivisista, monimuotoisista ja virtaavista tietolah-
teista. (Zhou et al., 2017)

Koneoppimisen ja big data -analytiikan voidaan siis ndhda olevan vahvasti yhteydessa
toisiinsa. Luvussa tarkasteltiin mitd mahdollisuuksia big data tuo koneoppimiselle ja
kuinka koneoppiminen on osana big data -analytiikkaa. Koneoppimisen soveltaminen
big data -analytiikkaan luo siis uusia mahdollisuuksia. Teknologioiden roolia ja yhteytta
teollisuuteen esiteltiin kuvassa 2, jolloin havaittiin molempien teknologioiden olevan tar-

keassa roolissa teollisuus 4.0:n mahdollistajina.
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5. KONEOPPIMINEN TEOLLISUUDESSA

Tassa luvussa tutkitaan koneoppimisen hyédyntamista teollisuudessa. Edellisissa teo-
rialuvuissa esiteltyja asioita litetdan yhteen ja tarkastellaan koneoppimisen hyédyntami-
sen tilaan lahdeaineistojen avulla. Alaluvuissa kasitellddn ensin koneoppimisen sovel-
luskohteita teollisuudessa, jonka jalkeen tarkastellaan teollisuudessa hyodynnettavia ko-
neoppimisen menetelmia. Lopuksi tarkastellaan koneoppimispohjaiseen big data -ana-

lytiikkaa liittyvia keskeisimpia haasteita ja mahdollisia ratkaisuja niihin.

5.1 Koneoppimisen sovelluskohteet ja hyodyt teollisuudessa

Ekwaro-Osire et al. (2022) tarkastelivat koneoppimisen sovelluskohteita teollisuudessa
hyddyntaen Wuest et al. (2016) I6yddksia. Eraaksi toimivaksi koneoppisen sovelluskoh-
teeksi teollisuudessa todettiin tuotantoprosessien optimointiin liittyvat sovellukset. Naita
I6ydettiin olevan kayttdparametrien ja syottdmateriaalien optimointi (Ekwaro-Osire et al.,
2022). Myds muut lahteet ovat todenneet sovelluskohteiden kuuluvat kahteen eri kate-
goriaan. Artikkelin Weichert et al. (2019) mukaan koneoppimisen hyédyntaminen teolli-
suuden prosessien optimoinnissa voidaan jakaa kahteen osaan: optimointi ilman pro-
sessien parametrien saatamista tuotannon aikana ja optimointi parametreja saatamalla.
Optimointikeinoiksi parametreja saatamatta artikkelissa mainitaan juurisyyanalyysit seka
valmistuksen tulosten ennakointi turhien vaiheiden vahentamiseksi prosessissa. Juuri-
syyanalyysit seka kausaalisuuksien tunteminen prosesseissa on optimoinnin kannalta
valttamatontd (Ekwaro-Osire et al., 2022). Kausaalisuudet voidaan ndhda olevan pro-
sessien optimoinnin perustana. llman niiden ymmarrysta, ei voida olla varmoja saa-

daanko tietylld toiminnalla aikaan haluttua tulosta.

Myds Plathottam et al. (2023) 16ysivat tekoalylla ja koneoppimisella olevan sovelluksia
prosessien optimoinnissa. Sovelluksiksi havaittiin laajempien tuotantoprosessien, kuten
tehtaiden layout-suunnittelussa, sisa- ja ulkoliikenteen hallinnassa seka logistiikassa
(Plathottam et al., 2023). Myds Ekwaro-Osire et al. (2022) tunnistivat logistiikan opti-
moinnin eraaksi koneoppimisen sovellusalueeksi, silld koneoppimisen avulla kyetaan te-
kemaan reaktiivisia paatoksia. Reaktiivisilla paatoksilld voidaan nopeasti vaikuttaa muu-
toksiin toimitusketjuissa. Tilanteita, joissa nopeita paatoksia voitaisiin tarvita, ovat esi-
merkiksi luonnonkatastrofien aiheuttamat katkokset toimitusketjuissa seka nopeat ky-

synnan muutokset.
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Teollisuuden prosesseja voidaan myds optimoida yhdistamalla koneoppimisen menetel-
mia perinteisiin optimointimenetelmiin ja prosessien simulointiin. Yhdistdminen tehdaan
hyoédyntaen digitaalista kaksosta, joka on virtuaalinen jaljennds tuotantolaitoksesta. Te-
koaly- ja koneoppimispohjaisia digitaalisia kaksosia hyédyntamalla simulaatioaikoja voi-
daan pienentdd monia kertaluokkia perinteisiin menetelmiin verrattuna. Tama mahdollis-
taa reaaliaikaisen datan analysoinnin ja prosessien hallinnan. (Plathottam et al., 2023)
Myods Rai et al. (2021) tunnistivat samat hyddyt. He mainitsevat artikkelissaan samoja
digitaalisen kaksosen tuomia hyotyja kuten, reaaliaikainen datan analysointi ja proses-
sien optimointi. Prosessien optimointiin voidaan katsoa kuuluvat monia eri osa-alueita,
joiden suorituskyvyn parantamisella, koko prosessia voidaan tehostaa. Diez-Olivan et al.
(2019) esittelevat koneoppimisen ja simulaatioty6kalujen hyédyntamisen valmistuspro-
sessin toleranssien, materiaalien, kokoonpanomenetelmien ja kappaleiden mittojen op-
timointiin. Prosessien optimointi koneoppimisen ja simulaatioiden yhdistelmalla on siis

hyvin tunnistettu sovelluskohde.

Eras merkittdva koneoppimisen sovelluskohde teollisuudessa on laadunvarmistus. Plat-
hottam et al. (2023) mukaan tekoaly- ja koneoppimismallit ovat nayttaneet lupaavalta
valmistavan teollisuuden laadunvarmistuksessa. Rai et al. (2021) kutsuvat myds ko-
nenakdon perustuvaa osien tarkastusta ja prosessien valvontaa eraaksi merkittavim-
maksi koneoppisen sovelluksista teollisuudessa. Koneoppimisen kanssa integroitu ko-
nenakd mahdollistaa korkealaatuisen jatkuvan prosessien valvonnan laadunvarmista-
miseksi (Rai et al., 2021). Weichert et al. (2019) mainitsema prosessien parametrien
saataminen mahdollistaa parannuksia laatuun. Prosessien parametrien optimointi tar-
koittaa jo kaynnissa olevien prosessien tai toimenpiteiden optimointia, prosessista itses-
tdan syntyvan datan avulla. Prosesseista syntyvaa dataa voidaan tehokkaasti analy-
soida koneoppimisen menetelmin seka analyyttiseen prosessimalliin perustuvilla itseop-
timoituvilla kontrollijarjestelmilla. (Weichert et al., 2019) Laadunvarmistuksen parantami-
seen on siis 10ydetty menetelmia, jotka lahestyvat eri nakdkulmista. Prosessien valvon-
nalla voidaan poistaa tuotantoprosesseista syntyvia virheellisia tuotteita, mutta paramet-
rien optimoinnilla virheellisten tuotteiden syntyminen voitaisiin minimoida. Tehokkuuden

kannalta parametrien optimointi voisi siis olla parempi vaihtoehto.

Tutkimuksessa Ayvaz & Alpay (2021) esiteltiin tuotantolinjastoille suunnitellun syvaoppi-
miseen perustuvan ennakoivan huollon jarjestelm3, joka pystyy ennustamaan laitteiden
seuraavan huollon ajankohdan. Jarjestelma perustuu reaaliaikaiseen 0T -sensoreiden
tuottaman datan analysointiin koneoppimismalleilla. Jarjestelmaa voitaisiin hyddyntaa
vahentamaan tuotantolinjastojen seisauksia, tuotantokapasiteetin vahenemista seka vir-

heellisten tuotteiden syntymista. (Ayvaz & Alpay, 2021) Jarjestelman kaytolla saadut
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hyodyt voidaan myds katsoa prosessien optimoinniksi, silld maksimaalinen tuotantolin-
jojen hyédyntaminen ja tuotantokapasiteetin yllapito tekevat prosesseista tehokkaampia.
Lisaksi tutkimuksessa Ayvaz & Alpay (2021) mainitaan loT -sensoreiden laitteisiin liitta-
misen mahdollistavan tuotantolinjojen suorituskyvyn parantamisen tulevaisuudessa. loT
-sensoreiden integroinnilla tuotantoprosessiin voidaan siis mahdollistaa muitakin hy6-
tyja, kuin mihin alun perin pyrittiin. Jan et al. (2023) toteavat artikkelissaan koneoppimis-
mallien laajan integraation toimivan ennakoivan huollon kontekstissa. Artikkelissa enna-
koivan huollon jarjestelmat perustuvat historiatietoa hyodyntaviin datavetoisiin lahesty-
mistapoihin. Koneoppimisen soveltamisella on Idydetty olevan hydtyja myds energian
saastamisen ja kestdvyyden nakokulmista. Gumz et al. (2022) vertailivat tutkimukses-
saan eri koneoppimisalgoritmien hyddyntamistad energian kulutuksen ennustamisessa.
Tutkimuksessa koneoppimisalgoritmien todettiin olevan hyodyllisid ennusteiden luon-

nissa.

5.2 Teollisuudessa hyodynnettavat koneoppimisen menetel-
mat

Tassa luvussa kasitelldan tutkimusaineiston pohjalta I16ydettyja teollisuudessa sovellet-
tavia koneoppimisen menetelmia. Teollisuuden haasteet, joissa koneoppimista yleensa
sovelletaan, perustuvat usein suureen datamaaraan, mutta vahaiseen tietamykseen. Ta-
man vuoksi teollisuudessa hyédynnettavat koneoppimisen sovellukset ovat paaosin oh-
jatun oppimisen menetelmia. Valmistavassa teollisuudessa tilastollista prosessin oh-
jausta varten kerattava data on usein merkittya, mika lisda ohjatun oppimisen menetel-
mien soveltamisen hydtyja. (Wuest et al., 2016) Teollisuudessa syntyvan datan ominai-
suudet siis ohjaavat vahvasti, mitd koneoppimisen menetelmia voidaan hyddyntaa mis-
sakin tilanteessa. Artikkelin Kang et al. (2020) mukaan ohjatun oppimisen menetelmia
sovelletaan huomattavasti enemman tuotantolinjoja koskevissa prosesseissa kuin oh-
jaamattoman oppimisen menetelmia. Tama johtuu siita, etta tuotantolinjoilta syntyy pal-
jon dataa, mikd mahdollistaa regressio- ja luokittelumenetelmien tehokkaan soveltami-
sen (Kang et al., 2020).

Lee et al. (2018) tutkivat eri koneoppismenetelmien soveltamista metallinvalun laadun-
varmistuksessa. Sovelluskohteeseen toimiviksi artikkelissa havaittiin seuraavat mene-
telmat: paatdéspuut (Decision tree, DT), satunnaismetsat (Random forests RF), neuro-
verkot (Neural network, NN) ja tukivektorikoneet (Support vector machine, SVM). Myds
Kang et al. (2020) havaitsivat tutkimuksessaan samojen menetelmien soveltamisen laa-
dunvarmistuksessa. Eniten tuotantolinjojen laadunvarmistuksessa kaytettavaksi mene-

telmaksi havaittiin neuroverkot, jonka lisdksi vahemmissd maarin toimiviksi todettiin
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myos tukivektorikoneet, satunnaismetsat, paatéspuut, K-lahimmat naapurit (K-nearest-
neighbor, KNN), gradienttivahvistetut paatéspuut (Gradient boosted decision tree,
GBDT) seka konvoluutioneuroverkot (Convolutional neural network, CNN) (Kang et al.,
2020). Myds Plathottam et al. (2023) toteaa artikkelissaan kovoluutioneuroverkkojen toi-
mivat laadunvarmistuksessa jopa paremmin, kuin perinteiset laadunvarmistusmenetel-

mat. Eri Iahteet ovat siis tunnistaneet samoja menetelmia ja sovelluskohteita.

Konvoluutioneuroverkot ja paatdspuut todettiin Glaeser et al. (2021) tutkimuksessa toi-
mivaksi ratkaisuksi prosessien valvontaan ja laitevikojen vahentdmiseen teollisuudessa.
Syafrudin et al. (2018) esittelivat tutkimuksensa johtopaatoksissa hybridimallin enna-
koivaan vikojen tunnistamiseen autoteollisuudessa. Hybridimallissa yhdistyvat
DBSCAN-menetelma (Density-based spatial clustering of application with noise) seka
paatdspuut. Mallin todettiin saavuttavat korkeimman tarkkuuden tutkimuksen muihin
malleihin verrattuna. (Syafrudin et al., 2018) Prosessien valvontaan voidaan Wuest et al.
(2016) tutkimuksen mukaan hyddyntdd myos tukivektorikonetta. Artikkelissa Angelo-
poulos et al. (2020) tarkasteltiin vikojen havaitsemiseen hyddynnettavia menetelmia eri
oppimismuotojen mukaan. Ohjatun oppimisen menetelmista toimivaksi artikkelissa to-
dettiin Weighted-majority voting (WMV), joka yhdistda neuroverkkojen ja tukivektoriko-
neiden hyddyt. Ohjaamattoman oppimisen menetelmistad Extreme leaning machine
(ELM) todettiin parantavan luokittelutarkkuutta 5-10 % perinteisiin luokittelualgoritmei-
hin, kuten tukivektorikoneeseen verrattuna. (Angelopoulos et al., 2020) Prosessien val-
vontaan ja laitevikojen vahentamiseen soveltumia menetelmia on tunnistettu paljon ja

sovelluskohde lopulta maarittelee sen, mitd menetelmia voidaan hyédyntaa.

Artikkelissa Angelopoulos et al. (2020) tarkasteltiin eri koneoppimisen menetelmia enna-
koivassa huollossa. Artikkelissa ohjatun oppimisen menetelmista usean luokittelijan jar-
jestelman (Multiple classifier, MC) todettiin pystyvat luotettavammin ennustamaan tarvit-
tavia huoltoja, kuin perinteiset yksittaiset luokittelijat. Usean luokittelijan jarjestelmat
koostuvat nimensa mukaan usean yksittaisen luokittelijan, kuten SVM ja KNN, yhdistel-
masta. Yksittaisten luokittelijoiden soveltaminen todettiin kuitenkin myos toimivaksi rat-
kaisuksi ennakoivan huollon jarjestelmille. (Angelopoulos et al., 2020) Myds muut lahteet
havaitsivat monien algoritmien yhdistelman olevan yksittaisia tarkempia. Artikkelissa
Ayvaz & Alpay (2021) tutkittiin myds koneoppimisen soveltamista ennakoivaan huoltoon.
Artikkelissa todettiin monien algoritmien yhdistelmasta koostuvan mallin tuottavan yksit-

taisia algoritmeja tarkempia tuloksia.

Tuloksista voidaan nahda ohjatun oppimisen menetelmien olevan laajimmin hyédynnet-

tavissa teollisuudessa. Kaikki muut I6ydetyt menetelmat, lukuun ottamatta DBSCAN ja
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WMV, ovat ohjatun oppimisen menetelmia. Nama l6ydokset vastaavat hyvin luvun en-

simmaisen kappaleen oletuksiin eri oppimistyylien hyédyntamisesta.

Taulukko 4: Aineiston perusteella I6ydetyt koneoppimisen menetelmét

Menetelma Kayttokohde teollisuu- | Lahteet
dessa
Decision tree (DT) Laadunvarmistus (Lee et al., 2018), (Kang
et al., 2020)
Random forest (RF) Laadunvarmistus, laiteviko- | (Ayvaz & Alpay, 2021),

jen vahentdminen, enna- | (Gumz et al., 2022), (Lee
koiva huolto, energian kulu- | et al., 2018), (Kang et al.,

tuksen ennustaminen 2020), (Glaeser et al.,
2021), (Syafrudin et al.,
2018)
Neural network (NN) Laadunvarmistus, energian | (Gumz et al., 2022), (Lee
kulutuksen ennustaminen et al., 2018), (Kang et al.,
2020)
Support vector machine | Laadunvarmistus, proses- | (Angelopoulos et al.,
(SVM) sien valvonta, ennakoiva | 2020), (Lee et al., 2018),
huolto (Kang et al, 2020),
(Wuest et al., 2016)
K-nearest-neighbor (KNN) | Laadunvarmistus, enna- | (Angelopoulos et al,
koiva huolto 2020), (Kang et al., 2020)
Gradient boosted decision | Laadunvarmistus, enna- | (Ayvaz & Alpay, 2021)
tree (GBDT) koiva huolto (Kang et al., 2020)
Convolutional neural net- | Laadunvarmistus, laiteviko- | (Kang et al., 2020), (Plat-
work (CNN) jen vahentaminen hottam et al, 2023),
(Glaeser et al., 2021)
Density-based spatial clus- | Poikkeavuuksien (Syafrudin et al., 2018)

tering of application with | havaitseminen prosessissa
noise (DBSCAN)

Weighted-majority voting | Vikojen havaitseminen (Angelopoulos et al,

(WMV) 2020)

Extreme learning machine | Vikojen havaitseminen (Angelopoulos et al.,

(ELM) 2020)

Multiple classifier (MC) Ennakoiva huolto (Angelopoulos et al.,
2020), (Ayvaz & Alpay,
2021)

Taulukossa 4 on esitetty yhteenveto I6ydetyista koneoppimisen menetelmista, mita 1ah-
deaineiston perusteella voidaan hyédyntaa teollisuudessa. Samalla rivilla on ensin esi-
tetty tunnistettu koneoppimisen menetelma, minka jalkeen on esitetty mahdollinen so-

velluskohde kyseiselle menetelmalle.
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5.3 Haasteet koneoppimispohjaisessa big data -analytiikassa

Tutkimusartikkelien pohjalta voitiin havaita big datan tuomien hyétyjen lisaksi myds sen
aiheuttamia kriittisia ongelmia koneoppimiselle. Tassa luvussa kasitellaan haasteita ko-
neoppimispohjaisessa big data -analytiikassa, keskittyen varsinkin big datan tuomiin on-

gelmiin ja niiden mahdollisiin ratkaisuihin.

Qiu et al. (2016) mukaan eras kriittinen ongelma koneoppimispohjaisessa big data -ana-
lytiikassa on big datan tuoma tietomassojen suuruus. Tietomassojen suuruus johtuu pe-
rinteisesti big datan syntymisesta eri muodoissa ja eri lahteistd (Elgendy & Elragal,
2014). Datamaarien kasvaessa, koneoppimisalgoritmien suorituskyky muuttuu enem-
man riippuvaiseksi sen prosessointiin kaytettavasta arkkitehtuurista (L’'Heureux et al.,
2017). Angelopoulos et al. (2020) artikkelissa todetaan nykyajan moniydinprosessorien
ja ndytdnohjaimien avulla voidaan hyddyntdd nopeaa, rinnakkaisuuteen perustuvaa pro-
sessointia. Naitakin paremmaksi ratkaisuksi artikkelissa esitellaan mahdollisuus kayttaa
FPGA-piireja, jotka tarjoavat etuja reaaliaikaisissa sovelluksissa nayténohjaimiin verrat-
tuna. FPGA-piirit soveltuvat paremmin tilanteisiin, missa vaaditaan alhaista sahkénkulu-
tusta ja joustavuutta eri datatyyppien kasittelyssa. (Angelopoulos et al., 2020) Qiu et al.
(2016) esittelevat mahdollisiksi ratkaisuksi myds pilvipohjaiset laskentaratkaisut, jotka
mahdollistavat koneoppimismallien skaalautuvuuden. Eras ratkaisu ongelmaan on kayt-
taa niin kutsuttua hajautettua koneoppimista, joka ratkaisee algoritmien kompleksisuu-
den. Hajautetussa koneoppimisessa mallia voidaan paremmin skaalata suurille data-

maarille jakamalla oppimisprosessi eri laitteiden valilla. (Zhou et al., 2017)

Teollisuuden kontekstissa liiallinen datan maara ei valttamatta nayttaydy ongelmana.
Jan et al. (2023) toteavat artikkelissaan datan niukkuuden olevan haaste teollisuudessa
kaytettavilla koneoppimismalleille. Datan niukkuus ei valttamatta johdu kaytéssa olevan
datan maarasta, vaan sen ominaisuuksista. Angelopoulos et al. (2020) mukaan teolli-
suudessa kaytettdvat koneoppimismallit karsivat vahaisestd koulutusdatan maarasta,
johtuen syntyvan datan laadusta, kdyhyydesta ja monipuolisuudesta. Myds (Qiu et al.,
2016) havaitsivat on big datan monipuolisuuden oppimisen nakdkulmasta ongelmaksi.
Big data -analytiikassa usein litetdan yhteen monipuolista, eri lIahteista peraisin olevaa
datamassoja, joiden ominaisuudet kuten tyypit, muodot ja mallit eivat ole aina samanlai-
sia. Lisdksi teollisuudessa syntyva data on alttina muun muassa havidille, virheelliselle
merkitsemiselle, luokkien epatasapainolle seka datan heterogeenisyydelle (Angelo-
poulos et al., 2020). Tama monipuolisuus voi tuoda haasteita koneoppimisprosessin da-
tan esikasittely- ja siivoamisvaiheisiin. Koneoppimisalgoritmeja ei ole suunniteltu ymmar-

tamaan montaa erityyppista dataa samanaikaisesti. (L’Heureux et al., 2017) Datan val-
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mistelu ja esikasittely vaatii usein paljon resursseja ihmisen valttamattdman osallistumi-
sen takia. Joidenkin esikasittelyprosessien kaytosta tulee mahdotonta, silla perinteiset
olettamukset datasta eivat pida big dataa kohdalla paikkaansa. Datan monipuolisuuden
tuomia ongelmia voidaan ratkaista oikeanlaisella esikasittelylla, kuten datan normalisoin-
nilla ja suodatuksella. (Zhou et al., 2017) Dataa voidaan myds siivota sekd muokata al-
goritmeja toimimaan monipuolisen datan ja epavarmuuksien kanssa (Angelopoulos et
al., 2020; L’Heureux et al., 2017).

Koneoppimiselle ongelmaksi on havaittu datan nopeus oppimisessa. Monissa big datan
sovelluskohteissa data pitdd saada prosessoitua tarpeeksi nopeasti, jotta sitd voidaan
hyddyntaa ajoissa. Naissa tilanteissa datan arvo perustuu sen tuoreuteen. (Qiu et al.,
2016) Perinteisessa koneoppimisprosessissa hyddynnettava data on ollut saatavilla sa-
malla kertaa, mutta nykyaan useissa konteksteissa hyodynnettavaa dataa syntyy reaali-
aikaisesti ja nopeasti. Koneoppimismallit eivat perinteisesti opi automaattisesti niille re-
aaliaikaisesti syotetysta datasta. (L’'Heureux et al., 2017) Ratkaisuna tdhan koneoppi-
misalgoritmien tulisi tukea inkrementaalista oppimista, missad mallit pystyvat oppimaan
uudesta datasta ilman, ettd koko malli pitaisi opettaa uudelleen. Qiu et al. (2016) esitte-
levat myds inkrementaalisen oppimisen ratkaisuna big datan suureen nopeuteen. Datan
suuri nopeus vaatii myds nopeammat oppimismenetelmat. Artikkelissa Qiu et al. (2016)
esitellaan ELM-menetelm3, jonka avulla haaste voitaisiin ratkaista. ELM-menetelma pe-
rustuu neuroverkkoihin ja menetelman avulla oppimisen nopeutta saadaan kasvatettua

merkittavasti. Lisdksi tarve ihmisten osallistumiselle vahenee. (Qiu et al., 2016)

Big datan tuomat haasteet koneoppimiselle nayttavat mukailevan big datalle maaritettyja
ominaisuuksia. Artikkelissa Qiu et al. (2016) mainitaan big datalle viisi V:ta, jotka ovat
volume, variety, veracity, velocity ja value. Artikkelin mukaan ndma kaikki ominaisuudet
tuovat ongelmia, kun koneoppimista sovelletaan big data -analytiikassa. Sama voidaan
nahda myos muissa artikkeleissa. L’Heureux et al. (2017) artikkelissa big dataa kasitel-
I&an neljan ominaisuuden tai V:n kautta. Mainitut ominaisuudet ovat samat, lukuun otta-
matta arvoa (value). Voidaan siis todeta big datan maarittavien ominaisuuksien tuottavan
haasteita koneoppimispohjaiselle big data -analytiikalle. Aineiston mukaan samoja rat-

kaisuja voidaan kuitenkin hyddyntaa eri ominaisuuksien tuomien haasteiden ratkaisuun.
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Taulukko 5: Aineiston perusteella I6ydetyt haasteet koneoppimispohjaisessa
big data -analytiikassa

Havaittu haaste

Lahteet

Mahdolliset rat-
kaisut haastee-
seen

Lahteet

Tietomassojen suu-
ruus

(Angelopoulos et
al., 2020), (Qiu et
al., 2016),

Rinnakkaisuus,
FPGA, pilvipohjai-
set laskentaratkai-
sut, hajautettu ko-
neoppiminen

(Angelopoulos et
al., 2020), (Qiu et
al., 2016), (Zhou et
al., 2017)

Vahainen koulutus-
datan maara, datan
monipuolisuus, eri-
tyyppinen data

(Jan et al., 2023),
(Qiu et al., 2016),
(L'Heureux et al.,
2017), (Angelo-
poulos et al., 2020)

Datan siivoaminen,
normalisointi ja
suodatus, algorit-
mien muokkaus

(Angelopoulos et
al., 2020), (L’'Heu-
reux et al., 2017),
(Zhou et al., 2017)

Datan nopeus oppi-
misessa

(L'Heureux et al.,
2017), (Qiu et al.,
2016)

Inkrementaalinen
oppiminen, ELM-
menetema

(L'Heureux et al.,
2017), (Qiu et al.,
2016)

Taulukkoon 5 on koottu tutkimusaineiston pohjalta I0ydetyt keskeisimmat haasteet ko-

neoppimispohjaisessa big data -analytiikassa. Samalla rivilld on ensin esitetty havaitut

haasteet lahdeviittausten kanssa, minka jalkeen on esitetty mahdolliset Iahdeaineiston

perusteella |6ydetyt ratkaisut. Samalle riville on yhdistelty samaan kategoriaan tai sa-

masta juurisyysta johtuvia haasteita.
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6. PAATELMAT

Tassa luvussa kasitellaan tydn tuloksia kirjallisuuskatsauksen pohjalta. Tuloksia tarkas-
tellaan arvioimalla, kuinka tutkimuksen alussa asetettuihin paa- ja alatutkimuskysymyk-
siin saatiin vastattua. Tulosten tarkastelun jalkeen arvioidaan tuloksia seka esitetaan jat-

kotutkimusedotukset.

6.1 Tyon johtopaatokset

Tutkimuksen tavoitteena oli selvittaa, mita hyotyja koneoppimisen hyddyntamisella teol-
lisuudessa on ja mitka voisivat olla koneoppimisen sovelluskohteita. Tydn tulokset osoit-
tavat koneoppimisen soveltamisesta olevan hyotya teollisuudessa. Tutkimusaineiston
mukaan koneoppimisen tuomat hyodyt perustuivat sen kykyyn prosessoida massiivisia
maaria dataa, toimien kriittisena osana big data -analytiikkaa ja teollisuus 4.0:n mahdol-
listajana. Koneoppimisen avulla voidaan prosessoida dataa suurempina maarina, seka

nopeammin kuin perinteisten tietokoneohjelmien tai ihmisten avulla.

Tutkimuksen alussa asetettiin paa- ja alatutkimuskysymykset vastaamaan tutkimuksen
tavoitteisiin. Ensimmainen alatutkimuskysymys oli "Mitd sovelluskohteita koneoppimi-
sella on teollisuudessa?”. Loydetyt vastaukset on esitelty luvussa 5.1. Koneoppimiselle
I6ydettiin tutkimusaineiston pohjalta monia sovelluskohteita, kuten tuotantoprosessien ja
logistiikan optimointi, laadunvarmistuksen parantaminen, ennakoiva huolto, resurssien
optimointi ja energian kulutuksen ennustaminen. Havaitut sovelluskohteet seka niihin
sovellettavat koneoppimisen menetelmat ovat esitetty kuvassa 4. Monet kirjallisuuskat-
sauksen lahdeaineistot mainitsivat samoja sovelluskohteita. Koneoppimiselle voidaan
siis katsoa muodostuneen jo hyvaksi koettuja sovelluskohteita teollisuudessa. Lahdeai-
neistot kasittelivat sovelluksia monilla eri teollisuuden aloilla, joten koneoppimisen hyo-
dyntadminen ei ole rajattu vain yksittaisiin teollisuuden aloihin. Vaikka voimme tutkimus-
aineiston perusteella todeta nain, vaihtelevat sovelluskohteet todellisuudessa luultavasti

eri teollisuuden alojen valilla.

Toinen alatutkimuskysymys oli "Mita eri koneoppimisen menetelmia voidaan hyddyntaa
teollisuudessa?”. Vastaukset kysymykseen kasiteltiin luvussa 4.2 ja yhteenveto mene-
telmista on esitetty taulukossa 4, seka yhdistettyna sovelluskohteisiin kuvassa 4. Lahde-
aineiston perusteella tunnistettiin monia koneoppimisen menetelmia, joita on onnistu-
neesti hyddynnetty teollisuudessa. Eniten mainintoja saaneet menetelmat olivat paatds-

puut, satunnaismetsat, tukivektorikoneet, neuroverkot ja konvoluutioneuroverkot. Monet
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menetelmat, kuten aiemmin kasitellyt sovelluskohteet, oli havaittu useammissa |ah-
teissa. Monet lahteet myds mainitsivat samojen menetelmien toimivat samankaltaisissa
sovelluskohteissa teollisuudessa. Monille sovelluskohteille havaittiin monia eri toimivia
menetelmia. Esimerkiksi laadunvarmistukseen havaittiin sopivan monien eri menetel-
mien soveltaminen. Menetelmien valinta sovelluskohteisiin vaihteleekin todennakdisesti

milla teollisuuden alalla toimitaan ja mita prosessin osaa kasitellaan.

Tuotantolaitosten
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Kuva 4: Tutkimusaineistosta havaitut koneoppimisen sovelluskohteet ja me-
netelmat

Kolmas alatutkimuskysymys oli "Mitka ovat keskeisimmat haasteet koneoppimisen hyo-
dyntamisessa big data -analytiikassa?”. Lahdeaineistojen perusteella havaittin monia
haasteita koneoppimisen hyddyntamisessa, niin teollisuuden kontekstissa, kuin yleises-
tikin. Haasteiden mahdollisia ratkaisuja kasiteltin myods eri lahteiden 16ydésten avulla.
Havaitut haasteet ja mahdolliset ratkaisut on esitetty taulukossa 5. Koneoppimisen hyo-
dyntamisen keskeisimpien haasteiden tunnistettiin liittyvan vahvasti big datan ominai-
suuksiin, kuten suuruuteen, monipuolisuuteen ja nopeuteen. Yhdeksi keskeiseksi haas-
teeksi havaittiin myds teollisuuden kontekstissa vahainen koneoppimisalgoritmien kou-
lutusdatan maara. Yleisesti haasteiden havaittiin siis olevan yleisesti universaaleja, ei-

vatka ne liittyneet valttamatta tiettyihin teollisuuden aloihin tai sovelluskohteisiin.



27

Tutkimuksen alussa asetetut alatutkimuskysymykset tukivat laajaa paatutkimuskysy-
mysta "Kuinka koneoppimista ja big data -analytiikka voidaan hyédyntaa teollisuu-
dessa?”. Kuten aiemmissa kappaleissa havaittiin, onnistuttiin alatutkimuskysymyksiin
vastaamaan. Tulosten avulla saatiin muodostettua kuva, kuinka koneoppimista voidaan
hyoédyntaa teollisuudessa. Tulokset keskittyivat koneoppimisen sovellusten ja menetel-
mien tarkasteluun, mutta ne luovat vastauksen myds big data -analytiikan hyédyntami-
selle. Teollisuus 4.0:ssa koneoppimisen sovelluskohteet ovat myo6s big data -analytiikan
sovelluskohteita, joissa koneoppiminen on yksi keskeisimpia menetelmia datan analy-
soinnissa. Lisdksi big data -analytiikkaan liittyvid haasteita ja ratkaisuja koneoppimisen

nakokulmasta havaittiin onnistuneesti.

Yhteenvetona voidaan sanoa tutkimuksen onnistuneen vastaamaan tutkimuskysymyk-
siin. Tutkimuksen tulokset osoittivat koneoppimisen hyddyntadmisen teollisuudessa tuo-
van hyoétyja. Tutkimuksessa havaittiin monia sovelluskohteita sekd menetelmia, joita voi-
daan soveltaa kayttdkohteen mukaan. Koneoppimisen soveltaminen ei mydskaan rajoitu
vain tiettyihin teollisuuden aloihin, vaan sita voidaan soveltaa monissa eri kayttokoh-

teissa ja tilanteissa.

6.2 Tulosten arviointi ja jatkotutkimusehdotukset

Tutkimus toteutettiin systemaattisena kirjallisuuskatsauksena, missa lahdeaineistoja py-
rittiin valitsemaan mahdollisimman objektiivisesti, jotta kaikki mahdolliset nakékulmat tu-
lisi huomioitua. Tutkimukseen valitut Iahdeaineistot olivat kaikki vertaisarvioituja tieteelli-
sia julkaisuja, joten niissa esiteltyja 16yddksia voidaan pitda objektiivisina ja varsin paik-
kaansa pitavina. Katsauksessa kaikkien aineistojen tuloksia pyrittiin hyddyntamaan ta-
savertaisesti. Voidaan kuitenkin todeta, koska tutkimusaineisto koostui vai 18:sta julkai-
susta, ei tutkimus luo kattavaa kuvaa koneoppimisen ja big data -analytiikan hyddynta-

misesta teollisuudessa. TAman vuoksi jatkotutkimusta aiheeseen tulisi tehda.

Tuloksia tarkastellessa voidaan todeta katsaukseen valikoituneiden aineistojen sisalta-
van paljonkin samankaltaisia 16yddksid. Vaikka monet [8hdeaineistoista keskittyivat eri
teollisuuden aloille, olivat 16ydetyt koneoppimisen sovelluskohteet ja menetelmat usein
samoja. Samoihin sovelluskohteisiin, kuten laadunvarmistukseen, todettiin kuitenkin
pystyvan soveltamaan monia eri koneoppimisen menetelmid. Nain voidaan todeta tulos-
ten olevan ainakin jollain tasolla yleistettavia teollisuuden alalla, vaikka hyodynnettavat

menetelmat ja sovelluskohteet tuleekin valita tilannekohtaisesti.

Tutkimusaineiston pohjalta tehdyt I16ydokset kuvaavat koneoppimisen hyodyntamista te-

ollisuudessa viimeisen kymmenen vuoden ajalta. Tulokset siis perustuvat jo todettuihin
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hyotyihin, eikd mahdollisia todistamattomia hyotyja tai sovelluskohteita kasitelty. Tule-
vaisuudessa luultavasti hy6tyjen ja sovelluskohteiden maara vain kasvaa, kun suurempi
osa teollisuudessa toimivista yrityksista alkaa hyddyntdmaan koneoppimista toiminnas-
saan. Tekoaly ja koneoppiminen ovat viela suhteellisen uusia teknologioita ja niiden kaik-
kia mahdollisia sovelluksia ei vield tiedeta. Taten tulevaisuudessa luultavasti kannattaa
suunnatta uusien teknologisen kehityksen mahdollistamiin menetelmiin ja sovelluskoh-
teisiin.

Tutkimuksessa tehtiin katsaus koko teollisuuden toimialalla. Jotkin tutkimuksen I0ydok-
set eivat siis valttdamatta sovi toisille teollisuuden alla toimiville organisaatiolle. Olisikin
mielenkiintoista keskittya vain tiettyyn teollisuuden alaan ja tarkastella koneoppimisen
soveltamista tarkemmin. Nain voitaisiin 10ytaa tarkkoja sovelluskohteita esimerkiksi tie-
tyn tuotantoprosessin vaiheista. Lisaksi olisi mielenkiintoista tarkastella milla eri teolli-
suuden aloilla koneoppimista hyddynnetaan eniten ja miksi nain on. Katsauksen aineis-
tosta suurin osa keskittyi valmistavaan teollisuuteen, missa koneoppimisen soveltami-

nen oli aineiston perusteella laajalti hyddynnettavissa.

Eras tarkea jatkotutkimuksen aihe voisi olla big datan tuomien haasteiden lisdantyminen
ajan kuluessa. Big data on kasitteena viela varsin nuori ja tutkimusaineiston mukaan sen
maara kasvaa koko ajan. Eri yritysten valmiutta koneoppimisen hyddyntamiseen ja big
datan tuomiin haasteisiin vastaamiseen olisi mielenkiintoista tutkia. Katsauksessa ei tar-
kasteltu millaiset yritykset hyédynsivat koneoppimista, joten tutkimus liittyen koneoppi-

mista hyoédyntavien yritysten kokoihin olisi tarpeellinen.
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