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Ohjelmat ovat nykypéivana aiempaa laajempia koodimaédrassd mitattuna, ja tekniikoiden ja
tyokalujen kehityksen ansiosta koodin tuottamisen tehokkuus on myds kasvanut. Ohjelmien yll4-
pidettivyyteen ja muokattavuuteen voidaan vaikuttaa refaktoroimalla ohjelmakoodia. Refakto-
rointitoimien kohteena on hyvien kdyténteiden vastainen koodi, josta kéytetddn ohjelmistokehi-
tyksen alalla yleisesti nimitystd koodihaju. Refaktorointi edellyttdd potentiaalisesti haitallisen oh-
jelmakoodin eli koodihajujen paikantamista ja korjaamista. Koneoppimismenetelmat ovat osoit-
tautuneet tehokkaiksi havaitsemaan koodihajuja ohjelmakoodin joukosta, mutta tutkimuksen mu-
kaan menetelmat tuottavat hajujen tunnistamisessa vaihtelevia tarkkuuksia. Tdma tutkielma pyr-
kii selvittdamadn koneoppimistekniikoiden kayton rajoituksia koodihajujen tunnistamistehtavéssa.

Kirjallisuuskatsauksessa tarkastellaan noin kymmenta vertaisarvioitua artikkelia, jotka keskit-
tyvit koodihajujen tunnistamiseen ohjatun oppimisen menetelmin. Artikkelit on valikoitu aihe-
piiriin liittyvien hakusanojen ja julkaisuvuoden perusteella Tampereen yliopiston Andor-kirjaston
tarjoamista tietokannoista. Koneoppimismenetelmaét ovat kehittyneet viime vuosina nopeaan tah-
tiin, joten 10ydosten ajantasaisuuden vuoksi julkaisujen tuoreus on merkitseva tekija artikkelin
valinnassa.

Loydosten perusteella koneoppimismenetelmien rajoitukset koodihajujen tunnistamisessa liit-
tyvit koodihajujen standardoimisen puutteeseen, kdytetyn algoritmin konfiguroinnin vaikutuksiin
sekd algoritmin koulutusaineiston valmisteluun ja laatuun. My0ds ohjelmakoodin ja sen sovel-
lusalan kontekstilla on vaikutusta algoritmin havaitsemistarkkuuteen. Koneoppimismenetelmien
kayton tehostamiseen ehdotetaan ohjelmistokehitysyhteison kesken jaettavan laajan ja laaduk-
kaan koulutusaineiston koostamista sekd koodihajujen tuntemukseen liittyvén osaamisen jaka-
mista ohjelmistokehittéjien valilla.

Koneoppimismenetelmien rajoituksia kartoittava jdsennys tarjoaa alan opiskelijoille ja am-
mattilaisille kokoavan katsauksen aiheeseen. Kirjallisuuskatsaus on toteutettu melko pienelld ai-
neistolla. Koneoppimismenetelmien rajoituksista koodihajujen tunnistamisessa voisi saada katta-
vamman kuvan kayttdmalld laajempaa aineistoa ja systemaattisempaa tutkimusotetta. Artikkelien
validiteettindkokulmien huomioiminen voisi myds tarkentaa hajujen tunnistamiseen liittyvié 16y-

doksid.
Avainsanat: koodihaju, refaktorointi, koneoppiminen, ohjattu oppiminen
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1 Johdanto

Ohjelmistoalan teknologioita kehitetdén nopealla tahdilla ja ala on jatkuvassa muu-
toksessa. Kuluneen vuosikymmenen yhtend merkittdvimpéna kehityskohteena ovat olleet
koneoppimisen menetelmét ja niiden sovellusalat. My0s ohjelmistokehitystyota tukevien
tyokalujen kehitys on ollut nopeaa, ja ohjelmistokehitystydssd edellytetddnkin olemassa
olevien apuvilineiden kiyttod ja hallintaa. Tallaisia tydkaluja ovat muun muassa testauk-
sen, vianjéljityksen ja refaktoroinnin tyokalut.

Ohjelmat ovat nykypdivina aiempaa laajempia koodiméérissd mitattuna, ja tekniikoi-
den ja tyokalujen kehityksen ansiosta koodin tuottamisen tehokkuus on myd6s kasvanut.
Laajojen kompleksisten ohjelmien tuottaminen ja ylldpito vaatii useissa tapauksissa koo-
din refaktorointia, eli parantelua ja muokkaamista hyvien ohjelmointikdytinteiden suun-
taisesti. Refaktorointitoimien kohteena on hyvien kdytidnteiden vastainen koodi, josta
kdytetddn ohjelmistokehityksen alalla yleisesti nimityksid koodianomalia ja koodihaju.
Koodihajujen tunnistaminen ohjelmakoodin joukosta voi anomaliasta ja ohjelman laajuu-
desta riippuen olla haastavaa ja ty0lastd, ja tehtdvan tueksi onkin kehitetty erityisesti ko-
neoppimisen menetelmiin perustuvia vélineitd. (Abdou & Darwish, 2022, 1-2)

Koneoppimisen menetelmien on osoitettu olevan tehokkaita koodihajujen tunnista-
misessa. Eri algoritmien ja ty6kalujen vililla on kuitenkin eroja niiden tuottamassa tark-
kuudessa. Ne esimerkiksi 10ytdvit eri mairid hyvien kédytdnteiden vastaista koodia, mer-
kitsevit erityyppisid hajuldhteitd ja luokittelevat hajuja eri tavoin. (Al-Shaaby ja muut,
2020, 2341, 2356) Taman tutkielman tavoitteena on selvittdd, millaisia rajoituksia kone-
oppimismenetelmien kdyttoon liittyy. Vastaukset auttaisivat jisentiméain koneoppimisen
menetelmien kdyton nykytilaa ja kartoittamaan niiden mahdollisia kehityskohteita refak-
torointitydn nédkokulmasta.

Tama tutkielma pyrkii vastaamaan kysymykseen ”Millaisia ovat koneoppimismene-
telmien kéyton rajoitukset koodihajujen tunnistamisessa?”. Koneoppimismenetelmia
koodihajujen tunnistamisessa on tutkittu paljon viimeisen kymmenen vuoden aikana uu-
sien tekniikoiden myotd. Useat tutkimukset keskittyvat yhden lahestymistavan tai teknii-
kan mahdollisuuksien selvittimiseen. My0s tekniikoita vertailevia selvityksid on tehty.
(Al-Shaaby ja muut, 2020, 2342, 2363). Kédyton rajoituksia kartoittava jasennys tarjoaisi
alan opiskelijoille ja ammattilaisille kokoavan katsauksen aiheeseen. Loyddsten perus-
teella koodihajujen vialja mairittely, koneoppimisalgoritmin konfiguraatio ja koulutusai-
neiston laatu sekd ohjelmakoodin konteksti vaikuttavat koneoppimismenetelmien kéyt-
to0n ja havaitsemistarkkuuteen koodihajujen tunnistustydssa.

Téssé tutkielmassa kuvataan ensin kaytetty tutkimusmenetelma ja tutkimusprosessin

kulku. Seuraavaksi méadritelldén refaktorointityon ja koodihajujen késitteitd, seka esitel-



ld4n koneoppimisen taustaa ja kdytetyimpien algoritmien toimintaperiaatteita. Myds koo-
dihajujen tunnistamisen muita menetelmia esitelldin laajemman kokonaiskuvan hahmot-
tamiseksi. Tamin jilkeen esitellddn tutkimuskysymykseen vastaavat kirjallisuuden 16y-
dokset. Pohdintaluvussa esitellddn 16ydosten yhteenveto sekéd keskustellaan tutkielman

toteutukseen liittyvistd rajoituksista.

2  Tutkimusmenetelma

Tutkimuskysymykseen etsitdin vastausta kidyttden tutkimusmenetelmind kirjalli-
suuskatsausta. Aihealueeksi rajataan ohjatun oppimisen menetelmaét, koska ne ovat koo-
dihajujen tunnistamisen yhteydessi paljon tutkittuja ja kéytettyjd koneoppimismenetel-
mid (Zhang ja muut, 2024, 11). Koneoppimisalgoritmeja on kuitenkin luokiteltu tutki-
muksessa eri tavoin, ja joissakin tapauksissa tehostetut algoritmit on otettu huomioon tar-
kastelussa ja joissakin tapauksissa ei (Al-Shaaby ja muut, 2020, 2353). Algoritmien luo-
kitteluhaasteiden vilttdmiseksi tarkastelu ei keskity yksittdisiin algoritmeihin, vaan vas-
tauksia etsitddn kartoittamalla koneoppimisen ja koodihajujen tunnistamisen kokonaisku-
vaa.

Kirjallisuuskatsauksen toteuttamisessa kiytetddn Tampereen yliopiston Andor-kir-
jaston tarjoamaa tietokantapalvelua, joka kokoaa yhteen kirjaston tietokannat. Andor-kir-
jaston tietokannat on suunnattu opiskelijoiden ja tutkimuksen kéyttoon ja niiden tarjoa-
mat lehdet ovat tiedeyhteison arvostamia julkaisualustoja. Andor-kirjaston tarjoamat ar-
tikkelit on valittu kirjallisuuskatsaukseen saatavuutensa ja tiedeyhteison arvostuksen pe-
rusteella.

Artikkelit valitaan tarkastelun kohteeksi hakusanojen perusteella. Artikkelien ha-
kusanoina kdytetddn koodihajuihin ja koneoppimiseen liittyvid englanninkielisid késit-
teitd: code smell detection, bad smell detection, bad smell and machine learning, machine
learning and smell detection, code smell and supervised learning, machine learning and
smell prediction, machine learning and smell classification. Hakukriteerind kdytetdan
my0s artikkelin julkaisuvuotta. Tarkastelun kohteeksi valitaan artikkeleita, jotka on jul-
kaistu viimeisen kymmenen vuoden aikana. Koneoppimisen menetelmit kehittyvét talla
hetkelld nopeaan tahtiin, joten 10ydosten ajantasaisuuden vuoksi julkaisujen tuoreus on
merkitseva tekijé artikkelin valinnassa.

Hakusanoilla I0ydetyista artikkeleista valitaan tarkastelun kohteeksi artikkelit, joiden
otsikossa mainitaan koneoppiminen ja koodihajut ja tiivistelmissa késitelldén ohjatun op-
pimisen tekniikoita. Valinnan ulkopuolelle rajataan artikkelit, jotka keskittyvat yksittéi-
sen koodihajun tai koneoppimisalgoritmin tarkasteluun. Myos erilaisia koodihajujen tun-
nistamismenetelmid vertailevat artikkelit rajataan tarkastelun ulkopuolelle. Aineiston
analyysi keskittyy artikkeleissa mainittuihin koneoppimismenetelmien kdyton haasteisiin

ja rajoituksiin.



3 Koodihajut

3.1 Koodihajun miiritelmi ja erilaiset koodihajut

Koodihajut (code smell) ovat hyvien ohjelmointikdyténteiden vastaista koodia. Ne
ovat ohjelmakoodin rakenteellisia piirteitd, jotka heikentévit koodin laatua ja ohjelman
rakennetta. Koodihajut eivét kuitenkaan ole ohjelmointivirheitd, eivitka aiheuta ohjelman
kaatumista, mutta niisti voi seurata ongelmia mydhemmin ohjelmaa muokatessa tai laa-
jennettaessa. Erilaisia koodihajuja voi esiintyéd koodin tasolla osana metodien ja luokkien
toteutusta, sekd arkkitehtuuritasolla liittyen tehtyihin suunnitteluratkaisuihin (design
smell). (AbuHassan ja muut, 2020, 2; AbuHassan ja muut, 2021, 1; Rasool ja Arshad,
2015, 867).

Fowlerin (1999) epédformaaleja koodihajuméiritelmid kéytetddn ohjelmistokehityk-
sessd ja tutkimuksen parissa laajasti. Koodihajujen joukkoon lukeutuu muun muassa dup-
likaattikoodi, metodin argumenttien suuri méérd, rinnakkaiset perinndllisyyshierarkiat,
metodien véliset kutsuketjut ja vihéiselle kaytolle jaava luokka (Fowler ja muut, 1999).
Selkedmmén kokonaiskuvan saavuttamiseksi seuraavaksi kuvataan tarkemmin koodiha-
juja, jotka esiintyvit téssd tutkielmassa.

Dataluokka (data class) ylldpitdé tietorakennetta ja sen késittelyn perustoiminnalli-
suuksia, mutta nojaa vahvasti toisiin luokkiin. Kitkentd on véhdisti ja muut luokat paa-
sevit kidsiksi luokan késittelemadn dataan accessor-metodeilla. (Dewangan ja muut, 2023,
5; Fowler ja muut, 1999, luku 3)

Jumalluokka (large class, god class) keskittyy ohjelman loogikan toteuttamiseen ja
siséltdd paljon instanssimuuttujia ja metodeja. Yksi luokka toteuttaa paljon toiminnalli-
suutta ja on laaja koodimaardssa mitattuna. (Dewangan ja muut, 2023. 6; Fowler ja muut,
1999, luku 3)

Ominaisuuskateudella (feature envy) kuvataan luokkia, jotka hyddyntdvit suuressa
madrin muiden luokkien dataa ja toiminnallisuuksia. Téllaisilla luokilla on paljon acces-
sor-metodeja muihin luokkiin. (Dewangan ja muut, 2023, 6)

Pitkdlld metodilla (long method) tarkoitetaan metodeja, joihin on keskitetty paljon
toiminnallisuutta. Ne ovat kooltaan laajoja, luettavuudeltaan monimutkaisia ja hyodynté-
viét paljon muiden luokkien tarjoamaa dataa. (Dewangan ja muut, 2023, 6)

Fowlerin (1999) mééritelmiin kuuluu 42 erilaista koodihajua, mutta koodihajujen eri-
laiset tulkinnat voivat hankaloittaa hajujen tunnistamista kiytdnnon tydssd. Ohjelmiston
kokonaisuus vaikuttaa sithen, milld tavoin erilaiset koodihajut ilmenevét koodissa. Koo-
dihajun olemassaolon havaitseminen ja hajutyypin tunnistaminen vaatii ohjelmistokehit-

tajaltd arviointikykyé, jota voi kehittdd kokemuksen kautta (Széke ja muut, 2017, 125).



3.2 Koodihajut ja refaktorointi

Refaktorointi on rakenteellisten muutosten tekemistd muuttamatta ohjelman toimin-
nallisuutta. Refaktorointi parantaa ohjelmakoodin ylldpidettivyytti ja ymmarrettavyytta,
sekd mahdollistaa ohjelmakoodin my6hempéad laajentamista (AbuHassan ja muut, 2021,
1; Rasool ja Arshad, 2015, 867; Széke ja muut, 2017, 125). Refaktorointityohon kuuluu
koodihajujen tunnistaminen ja niiden poistaminen (AbuHassan ja muut, 2020, 2).

Koodihajujen poistamiseen ei ole yleispétevid ratkaisuja, vaan hajujen késittely riip-
puu ohjelmakoodista kokonaisuudessaan. Myds ohjelmistokehittdjin kokemuksella on
vaikutusta kdytettyihin ratkaisuihin (Oliveira ja muut, 2019, 137-138). Esimerkiksi dup-
likaattikoodin tapauksessa Fowler ja muut (1999) esittivit, ettd kaksi samanlaista meto-
dia voi yhdistdi eri tavoin. Késittelytapaan vaikuttaa muun muassa, kuuluvatko metodit
samaan luokkaan ja kuinka samankaltaisia niiden toiminnallisuudet ovat. Esimerkiksi
metodien osia voidaan yhdistéda erilliseen metodiin, joka on useamman luokan kaytossa,
tai luokka voi hyddyntédé toisen luokan tarjoamaa metodia. Ohjelma vaikuttaa kokonai-
suudessaan siihen, millaiset ratkaisut auttavat parantamaan sen laatua. (Fowler ja muut,
1999, luku 3)

Refaktorointi vaatii jatkuvaa systemaattista tyGtd ja erikseen varattuja resursseja
(Sz6ke ja muut, 2017, 125) Kéytdnndssd tdma voi tarkoittaa esimerkiksi sitd, ettd ohjel-
mistokehittdjd refaktoroi kirjoittamaansa koodia ennen uuden toiminnallisuuden toteutta-
mista tai katselmointien yhteydessd (Fowler ja muut, 1999, luku 2). Refaktorointi ei kui-
tenkaan kaikissa tapauksissa paranna ohjelmiston laatua tai vihennd mydhempié yllapi-
tokustannuksia ja voi myos saada aikaan uusien koodihajujen syntymistd (; Alshayeb,
2009, 1322-1325; Elish ja Alshayeb, 2011, 1265).

3.3 Koodihajujen tunnistaminen

Koodihajuja voi tunnistaa manuaalisesti tai kdyttden automaattisia tai puoliautomaat-
tisia tyokaluja. Kehitetyt tydkalut ovat usein ympéristo- tai ohjelmointikielispesifeja ja
perustuvat usein koodin staattiseen analysointiin. (Rasool ja Arshad, 2015, 877)

Koodihajujen tunnistamisen menetelmit hyddyntivit erilaisia tekniikoita. Manuaali-
set tekniikat perustuvat ihmisen tekeméadn havainnointitydhon. Manuaaliseen tunnistami-
seen on kehitetty ohjeistoja, joita ohjelmistokehittdjét voivat koodin arviointitydssd hyo-
dyntdd. IThmiskeskeisyyden ansiosta manuaalisilla tekniikoilla kyetddn tunnistamaan oh-
jelmakoodista oleelliset koodihajut ja jattdméaén huomiotta vihemmin merkittavét ohjel-
makoodin ominaisuudet. Thmisen osallisuuden takia ndmaé tekniikat ovat kuitenkin vir-
healttiita, eivitkd sovellu laajojen ohjelmien havainnointiin. (Rasool ja Arshad, 2015,
872)

Metriikoihin perustuvat tekniikat tunnistavat koodihajut ohjelmakoodin joukosta

lahdekoodista laskettujen kvantitatiivisten arvojen perusteella. Nédiden arvojen kynnysar-



vot ohjaavat koodihajujen tunnistamista. Metriikkaperustaiset tekniikat tunnistavat rajoi-
tetusti erilaisia koodihajuja ja tuottavat vaihtelevia tuloksia riippuen asetetuista kynnys-
arvoista. (Rasool ja Arshad, 2015, 872—-876) Metriikoiden ja niiden kynnysarvojen valinta
vaikuttaa metriikkaperustaisten tekniikoiden kykyyn havaita koodihajuja, koska ne eivit
ota huomioon ohjelmistojen kokoa ja sovellusalaa. (Abdou ja Darwish, 2022, 18—19)

Analysointiperustaiset tekniikat muodostavat tiettyjen oireiden tai notaatioiden pe-
rusteella havaitsemisalgoritmin, joka tunnistaa koodista erilaisia koodihajuja. Keskeisti
ndiden tekniikoiden kdytossd on sopivien kynnysarvojen valinta, joka vaatii analysointi-
ja arviointityotd. Néiden tekniikoiden tarkkuus vaihtelee, koska koodihajuihin liittyvid
yhtenevié standardioireita ei ole mééritelty ja samankaltaiset oireet voidaan luokitella eri
tavoin. (Rasool ja Arshad, 2015, 876)

Visuaaliset tekniikat muodostavat ohjelmakoodin pohjalta visualisointeja, joita thmi-
nen arvioi silmédmadrdisesti. Visualisoinnit helpottavat ja nopeuttavat ihmisen arviointi-
tyotd, mutta laajat ohjelmat vaativat toisenlaisten menetelmien hyddyntédmisti. (Rasool ja
Arshad, 2015, 876)

Versiohistorian muutoksiin perustuvia tekniikoita on myds kehitetty. Ohjelman ver-
sionhallintajirjestelmisti erotellaan informaatiota, joka keskittyy erityisesti metodien ja
luokkien vilisiin muutoksiin, joita vertaillaan suhteessa toisiinsa havaitsemisalgoritmin
avulla. Esimerkiksi luokkien vélisid metodikutsuja voidaan tarkastella. Algoritmi hyo-
dyntdd erilaisia heuristiikkoja vertailussaan. (Palomba ja muut, 2015, 462 — 463).

Koneoppimisen tekniikat perustuvat algoritmin kouluttamiseen koulutusaineiston ja
koodihajujen piirteiden avulla. Algoritmi arvioi, missd méérin koodi vaihtelee opitun
mallin ymparilld. Mallin koulutusprosessi, koulutusaineisto sekd koodihajujen vaihtele-
vat madritelmit vaikuttavat merkittdvisti koneoppimistekniikoiden havaitsemiskykyyn.
(Rasool ja Arshad, 2015, 876)

Koodihajujen tunnistamistekniikoiden luokittelu ei ole suoraviivaista, vaan erilaisia
jasennyksid on useampia. Esimerkiksi Rasool ja Arshad (2015) sekd AbuHassan ja muut
(2020) esittavit erilaiset jasennystavat tekniikoiden nimeémiseen ja luokitteluun. Monet
tyokalut yhdistavit myos erilaisia tekniikoita, esimerkiksi tydkalun voidaan katsoa hyo-

dyntdvédn sekd sddntOperustaista tekniikkaa ettd koneoppimista (AbuHassan ja muut,
2020, 11).

4 Koneoppiminen

4.1 Koneoppimisen méairitelma ja erilaiset oppimistyypit
Koneoppimisella tarkoitetaan ongelmaratkaisumenetelmii, jotka perustuvat tietoai-
neiston pohjalta muodostettuun algoritmiin. Prosessissa valmistellaan koulutusaineisto,

jonka ominaisuuksien perusteella muodostetaan statistinen malli, jota voidaan kéytti4 rat-



kaisemaan ongelmia muista aineistoista. Kouluttaminen perustuu koulutusaineiston tie-
toalkioiden ominaisuuksiin eli ominaisuusvektoreihin (feature vector). Vektori voi koos-
tua useammasta tietoalkiota kuvaavasta arvosta tai miireestd. (Burkov, 2019, 3) Aineisto
syotetddn koulutettavalle mallille, joka muodostaa aineistosta abstraktion. Mallin mah-
dollisia rakenteita ovat algoritmimuotoiset matemaattiset yhtilot, graafit ja loogiset lau-
seet. Mallia arvioidaan tuntemattoman testiaineiston avulla, jotta voidaan tehda paitelmid
mallin yleistettdvyydestd. (Chandramouli ja muut, 2018, luku 1.4)

Malleja voidaan muodostaa eri menetelmillé ja ne soveltuvat eri tarkoituksiin. Ohja-
tussa oppimisessa (supervised learning) mallin kouluttamiseen kaytetddn aineistoa, jonka
alkiot ovat merkittyjd tai luokiteltuja. Koulutettua mallia voidaan kiyttidd késitteleméédn
joukkoa vektoreita, joiden perusteella malli paittelee joukon alkioille luokituksen. Oh-
jaamattomassa oppimisessa (unsupervised learning) koulutusaineistoa ei merkitd, vaan
mallin kouluttamisessa pyritddn tuottamaan kiyttdkohteen mukaan arvo tai ominaisuus-
vektori. Tuotettu arvo voi esimerkiksi kuvata, paljonko alkio poikkeaa muista aineiston
alkioista. Lopputuloksena tuotettu vektori voi koostua vain halutuista poimituista ominai-
suuksista. Puoliohjatussa oppimisessa (semi-supervised learning) tavoitteeet ovat samat
kuin ohjatussa oppimisessa, mutta koulutusaineistona kéytetdan merkittyjd ja merkitse-
mattomid tietoalkioita parantamaan oppimistulosta. Vahvistusoppimisessa (reinforce-
ment learning) malli koulutetaan suorittamaan tavoitteiden mukaisia toimintoja itsendi-
sesti. Koulutettava malli suorittaa aineistolle toimintoja ja palkitaan onnistuneista toi-
mista, mikd suuntaa mallin oppimista. (Burkov, 2019, 3 — 4)

Koneoppimismenetelmien sovellusalue on laaja ja menetelmia ja kédyttokohteita ke-
hitetdédn jatkuvasti. Koneoppimismenetelmien kéyttd on vakiintunutta muun muassa ter-
veydenhoidon alalla sekd vakuutus- ja finanssialalla. Koneoppimismenetelmid voidaan
kayttdd yhdessd konenddn avulla diagnosoimaan lddketieteellisid kuvia. Finanssialalla
menetelmid kdytetddn vihentimiin asiakaskatoa analysoimalla ongelma-alueita ja en-

nusteita mahdollisesti ldhtevistd asiakkaista. (Chandramouli ja muut, 2018, luku 1.7)

4.2 Ohjattu oppimisprosessi ja kiytetyimmit luokittelijat

Ohjattu oppiminen perustuu merkittyyn koulutusaineistoon, jonka avulla malli kou-
lutetaan luokittelemaan aineistoa (classification problem) tai ennustamaan jatkuvia arvoja
(regression problem). Ongelman maéérittelyn jélkeen ohjatun oppimisprosessin askelei-
siin kuuluu koulutusaineiston hankinta ja valmistelu. Aineiston valmistelu on keskeinen
osa oppimisprosessia, koska aineiston edustavuus ja laatu vaikuttaa mallin tuottamaan
lopputulokseen. Ohjatussa oppimisessa koulutusaineiston tietoalkiot ovat luokiteltuja ja
koulutettava malli pééttelee tietoalkioiden ominaisuusvektoreiden perusteella luokituk-
seen liittyvdt ominaisuudet. Valmisteluvaihe toteutetaan asiantuntijatyona kdyttden apuna
kokeellisia menetelmid. (Chandramouli ja muut, 2018, luvut 7.3, 7.4; Burkov, 2019, 5—
6)



Ominaisuusvalintaa (feature selection) kéytetdin etsimddn koulutusaineistosta tér-
keimmét ominaisuudet, joiden perusteella aineiston ndytteet voidaan erottaa toisistaan.
Ominaisuusvalintatekniikoiden kiyttd parantaa algoritmin kykyd luokitella naytteitd,
koska luokituksen kannalta epdolennaiset ominaisuudet jitetddn huomiotta. Se myos vé-
hentdd kasiteltdvan datan miiria ja parantaa mallin tulkittavuutta. Ominaisuusvalintatek-
niikoiden kayttd voi myds parantaa mallin tarkkuutta ja yleistettdvyyttd vihentamalla
mallin ylisovittamista. Kéytettyjd tekniikoita ovat esimerkiksi sijoitus- ja suodatusmene-
telmat, jotka perustuvat datan analysointiin. (Jain ja Saha, 2022, 614-616, 623)

Luokitusalgoritmin valintaan vaikuttaa moni tekijd, kuten ongelman luonne ja kiy-
tettdva aineisto. Ongelman ratkaisemiseen madritetdén sopiva oppimisfunktio ja sitd vas-
taava luokittelija. Kiytetyimmat luokittelijat ovat yleiskdyttoisid ja yksinkertaisia ym-
martdd. Lahimmén naapurin menetelméd (k-Nearest Neighbour, kKNN) luokittelee aineis-
toa laskemalla alkioiden vilisii etdisyyksid ja méérittdmalla alkiolle luokan sen ldhimpien
naapurien perusteella. Huomioitavien naapureiden lukuméaérad edustaa arvo k. Malli on
yksinkertainen ja tietyissé tehtdavissd tehokas. Paatospuu-algoritmit jakavat aineistoa pie-
nempiin ryhmiin alkioiden ominaisuuksien perusteella puurakenteen mukaisesti. Aineisto
jaetaan kussakin solmussa sellaisen ominaisuuden mukaan, joka parhaiten erottaa alkioita
toisistaan. Pddtdspuut (decision trees) ovat monikayttoisid, mutta ylioppivat herkisti kou-
lutusaineiston ja laajat puut voivat olla monimutkaisia ymmartda. Satunnaismetsi-algo-
ritmi (Random forest) tuottaa luokitteluja yhdistdmalld usean paatospuumallin. Satun-
naismetsd on sovellettavissa useimpiin luokittelu- ja regressio-ongelmiin. Tukivektori-
kone (Support vector machine, SVM) jakaa aineiston luokkiin perustaen luokituksen al-
kioiden vilisiin etdisyyksiin. Luokkien rajalla olevat ominaisuusvektorit auttavat méérit-
tdmadn alkioiden jakoa. Tukivektorikoneen tuottama tarkkuus on hyvé, mutta luokittelija
sopii vain bindériluokitteluun. (Chandramouli ja muut, 2018, luku 7.5)

Luokittelijan valinnan jélkeen suoritetaan koulutusvaihe. Joissakin tapauksissa luo-
kittelijan kouluttaminen vaatii algoritmin toimintaa ja mallin oppimista ohjaavien para-
metrien madrittdmistd (Chandramouli ja muut, 2018, luku 7.4). Parametrit méiéritetdén
aineiston, luokittelijan ja mallin kdyttokohteen perusteella. Kontrolliparametreja muoka-
taan koulutusvaiheen aikana tarpeen vaatiessa. Hyperparametrit vaikuttavat mallin arkki-
tehtuuriin ja niiden avulla malli voidaan konfiguroida ja spesialisoida tehtdvddnsa. Hy-
perparametrien méadrittiminen voidaan tehdd manuaalisesti iteroimalla tai automaattisesti
erilaisin tekniikoin (hyper-parameter tuning, hyper-parameter optimization). (Yang ja
Shami, 2020, 295-296)

Koulutusvaiheen jalkeen mallin luokitustarkkuutta arvioidaan testiaineiston ja testien
avulla. Mallia koulutetaan tarvittaessa lisdd ja kontrolliparametreja voidaan muokata pa-

remman tarkkuuden saavuttamiseksi. (Chandramouli ja muut, 2018, luku 7.4)



5 Tulokset

5.1 Koodihajujen standardoinnin puute

Koneoppimismenetelmien rajoitukset koodihajujen tunnistamisessa liittyvit koo-
dihajujen médrittelyjen puutteellisuuteen. Alan yhteisossé ei ole yhteisié standardeja koo-
dihajujen mairittelemiseksi ja luokittelemiseksi, minka vuoksi koodihajujen tunnistami-
sessa kéytettyjen algoritmien havaitsemistarkkuus vaihtelee (Arcelli Fontana ja Zanoni,
2017; Azeem ja muut, 2019; Oliveira ja muut, 2022).

Yhtenevien koodihajuluokitusten puuttuessa Oliveira ja muut (2022) ovat tarkastel-
leet yksittdisten ohjelmistokehittdjien vaikutuksia koodihajujen tunnistusprosessissa. He
ovat selvittineet seitsemédn koneoppimistekniikan suorituskykyd kymmenen koodihajun
suhteen kéyttden 63 ohjelmistokehittdjén asettamia mééritelmid néisti koodihajuista. Tu-
losten mukaan tekniikoiden tuottamissa tarkkuuksissa on hajontaa, mika osoittaa yksit-
taiselld ohjelmistokehittdjélld olevan vaikutusta hajujen tunnistamisessa. He kuitenkin ar-
vioivat tekniikoiden kdyton olevan yrityksissd tehokas menetelma koodihajujen tunnista-
miseen, vaikka ohjelmistokehittdjien kokemustausta ja arviot koodihajuista vaihtelevat.
(Oliveira ja muut, 2022, 2-4).

Oliveira ja muut (2022) suosittavat, ettd yhdessd tyoskentelevien ohjelmistokehittd-
jien kannattaisi vertailla méaritelmidédn erilaisista koodihajuista tyon yhtenevin laadun
varmistamiseksi. Jokainen kehittdjd tyoskentelee oman moduulinsa parissa, mika voi joh-
taa yhteisen linjan puuttuessa epitasalaatuiseen hajujen tunnistamiseen ja tyonjdlkeen
(Oliveira ja muut, 2022, 27). Ndiden péédtelmien perusteella yhteisten linjausten puuttu-
minen koodihajujen luokittelussa voi vaikuttaa hajujen tunnistamiseen tekniikoiden tark-
kuutta viahentavisti. Oliveira ja muut ehdottavat, ettd tasaisen laadun varmistamiseksi no-
viiseja voisi kouluttaa kdyttdmalld koneoppimismallia, joka on koulutettu kokeneen ke-
hittdjan nikemysten mukaisesti. Yritys voi my0s luoda yhtenevin méédritelmén koodiha-
jutyypeille ja linjata, minka tyyppisiin hajuihin kussakin projektissa keskitytddn (Oliveira
ja muut, 2022, 32).

Myds Arcelli Fontana ja Zanoni (2017) esittdvét keinoja parantamaan yhteisten koo-
dihajustandardien puutetta. Koodihajujen tunnistusty6 hyd6tyisi yhteisen laajan testidatan
jakamisesta ja kdytostd mallien koulutuksessa. Niin sivuutettaisiin koodihajujen yhtene-
vén luokittelun puutteellisuus ja yksittdisten ohjelmistokehittdjien vaikutus koodihajujen
méidrittimisessd. (Arcelli Fontana ja Zanoni, 2017, 52)

Azeem ja muut (2019) tarkastelevat systemaattisessa kirjallisuuskatsauksessaan ko-
neoppimismenetelmien kdyttod koodihajujen havaitsemisessa. Heidén tulostensa mukaan
tutkimuksella on rajallinen ndkemys koodihajujen luokitteluun koneoppimismenetelmien
kautta, koska erilaisia hajuja on paljon, eikd kaikkia hajuja ole tutkittu tieteen kontekstissa

(Azeem ja muut, 2019, 121-122). Saman huomion ovat tehneet myds Zhang ja muut



(2024, 11). Koodihajujen puutteellisen tuntemuksen voi paitelld jattdvan aukon myds ko-

neoppimistekniikoiden mahdollisuuksien ja rajoitusten arvioimiseen.

5.2 Algoritmin konfiguroinnin vaikutus

Yksittidisen koneoppimisalgoritmin ylivertaisuutta ei ole osoitettu, mutta sen sijaan
on havaittu eri algoritmien menestyvén eri koodihajujen tunnistamisessa (Al-Shaaby ja
muut, 2020; Arcelli Fontana ja Zanoni, 2017; Dewangan ja muut, 2023). Esimerkiksi Al-
Shaabyn ja muiden (2020) tutkimuksessa havaittiin Naivi Bayes -algoritmin (Naive
Bayes) tunnistavan jumalluokan verrokkiluokittelijoita paremmin ja satunnaismetsén tun-
nistavan ominaisuuskateuden muita paremmin (Al-Shaaby ja muut, 2020, 2356). Luokit-
telijan valinnan liséksi algoritmin konfiguraatio voi todetusti vaikuttaa algoritmin kykyyn
havaita koodihajuja (Arcelli Fontana ja Zanoni, 2017; Azeem ja muut 2019; Dewangan
ja muut, 2023).

Azeemin ja muiden (2019) kirjallisuuskatsauksen mukaan ne tutkimukset ovat rapor-
toineet parhaan tarkkuuden hajujen tunnistamisessa, joissa malleihin on luotu riippumat-
tomia muuttujia ja tilannesidonnaisia metriikoita standardimetriikoiden liséksi. Tdmén
perusteella he arvioivat, ettd metriikoiden lisddminen ja muokkaaminen parantaa mallien
kykyd tunnistaa koodihajun aiheuttamia oireita koodista (Azeem ja muut, 2019, 129—
130). My6s Dewangan ja muut (2023) ovat havainneet algoritmien virittdmisen tehosta-
van niiden suorituskykyé. He ovat tarkastelleet neljan luokittelijan kykya havaita ja luo-
kitella hajuja niiden vakavuusasteen mukaan. Myd6s konfiguroituja koneoppimisen tek-
niikoita testattiin ja ne saavuttivat parempia tarkkuuksia, kuin konfiguroimattomat. Algo-
ritmien hyperparametreja viritettiin ruudukkohaun ja satunnaishaun parametrioptimointi-
menetelmilld (Grid Search Parameter Optimization, Random Search Parameter Optimi-
zation). Kumpikaan menetelmistd ei kuitenkaan osoittautunut toista paremmaksi, vaan
jotkut algoritmit saavuttivat paremman tarkkuuden toisella menetelmélla ja toiset algorit-
mit toista menetelméaa kaytettdessd. (Dewangan ja muut 2023, 13) Myos Arcelli Fontana
ja Zanoni (2017) ovat tarkastelleet tehostustekniikoiden vaikutusta luokittelijoiden tark-
kuuteen. Heiddn mukaansa satunnaismetsin ja pdatospuiden luokittelukyky parani, kun
niihin yhdistettiin tehostustekniikoita (Arcelli Fontana ja Zanoni, 2017, 52-53).

Al-Shaabyn ja muiden (2020) mukaan tehostustekniikat eivét kaikissa tapauksissa
paranna algoritmin suorituskykyé, vaan voivat jopa heikentdd sitd (Al-Shaaby ja muut,
2020, 2359). Myos Azeem ja muut (2019) raportoivat samansuuntaisesta 10ydoksesti
(126). Vaihtelevien tulosten perusteella algoritmin konfiguroinnilla on vaikutusta sen
suorituskykyyn, mutta on tapauskohtaista, saavutetaanko silla hyotya hajujen havaitsemi-
sessa. Havaintojen perusteella hyperparametrien optimointitekniikoilla voi olla myds vai-

kutusta konfiguroinnin lopputulokseen.
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5.3 Koulutusasetelman valmistelun vaikutus

Koneoppimismenetelmien hyodynnettdvyyteen voi vaikuttaa koulutusaineiston epa-
tasapainoisuus, joka on tunnustettu haaste koneoppimisessa. Zhangin ja muiden (2024)
systemaattinen kirjallisuuskatsaus keskittyy tarkastelemaan ohjattujen oppimismenetel-
mien tutkimuksia. He raportoivat tutkimusten olevan rajoittuneita aineistokokojen suh-
teen ja kolmasosassa tutkimuksia on kéytetty epdtasapainoisia aineistoja, jotka eivit
edusta koodihajujen esiintyvyyden puolesta tosielimén ohjelmistoja. Nédiden rajoitusten
takia saadut tulokset eivit valttdmaittd ole yleistettdvissd laajamittaisiin ohjelmistoihin.
Useissa tutkimuksissa myos ominaisuuksien valintatekniikoiden tarkastelu on rajoittu-
nutta. Zhangin ja muiden mukaan ominaisuusvalintatekniikoiden systemaattinen tarkas-
telu voisi auttaa tehokkaampien menetelmien kehittdmisessd. (Zhang ja muut, 2024, 11)

Abdou ja Darwish (2022) ovat tarkastelleet aineiston tasapainottamisen vaikutuksia
algoritmien suorituskykyyn. He vertailivat kymmenti luokittelijaa koodihajujen tunnis-
tamisessa ja luokittelussa niiden tyypin ja vakavuuden mukaan. He kayttivit SMOTE-
uudelleenndytteistimistekniikkaa (oversampling algorithm) aineistojen tasapainottami-
seen. Koodihajujen harvinaisempien vakavuustasojen instansseja lisdttiin synteettisesti
parantamaan algoritmien oppimista. Luokittelijoita testattiin dataluokan, jumalluokan,
ominaisuuskateuden ja pitkdn metodin luokittelussa neljéssa tietojoukossa, jotka olivat
samat aineistot kuin Fontanan ja Zanonin (2017) tutkimuksessa. Tulosten mukaan aineis-
ton tasapainotus paransi luokittelijoiden performanssia verrattuna Fontanan ja Zanonin
saamiin tuloksiin. (Abdou ja Darwish, 2022, 27-28).

Myos Khleel ja Nehéz (2023) tutkivat aineiston tasapainottamisen vaikutuksia. Ver-
tailussa oli mukana tukivektorikone, ldhimmain naapurin menetelmi, padtdospuu seka
muita koneoppimisalgoritmeja, joiden havaitsemiskykya tutkittiin jumalluokan, dataluo-
kan, ominaisuuskateuden ja pitkdn metodin suhteen. Tekniikoiden tarkkuutta vertailtiin
huomattavan epétasapainoisessa aineistossa sekéd satunnaisen ylindytteistimisen teknii-
kalla (random oversampling technique) tasapainotetussa aineistossa. Tasapainotusteknii-
kassa valittiin satunnaisia ndytteitd, joiden mééraa aineistossa lisittiin vihemmistéluok-
kien paremman edustavuuden saavuttamiseksi. Tulosten mukaan tekniikoiden suoritus-
kyvyt paranivat muutamalla prosenttiyksik6lld, kun tekniikoita sovellettiin tasapainotet-
tuun aineistoon. Tam4& antaa viitteitd siitd, ettd koulutusaineiston laadulla on vaikutusta
koodihajujen tunnistamisessa. (Khleel ja Nehéz, 2023, 405, 415).

Arcelli Fontana ja muut (2015) ovat vertailleet 16 eri algoritmin suorituskykya neljan
koodihajun tunnistamisessa. Algoritmeja testattiin neljdén testiaineistoon, jotka sisélsivit
jumalluokan, dataluokan, pitkdn metodin ja ominaisuuskateuden hajuinstansseja. Algo-
ritmien kyky tunnistaa hajuja osoittautui hyviksi, kun aineisto sisélsi vain yhden tyyp-
pistd koodihajua. He havaitsivat algoritmien erottelukyvyn vaihtelevan suuremman ai-

neiston suhteen, joka sisélsi kaikkia tutkittuja hajuja. He esittivit aiempien tutkimusten
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suuntaisesti, ettd hajuinstanssien matala esiintyvyys koulutusaineistossa vihentéa algorit-
mien tarkkuutta tunnistamisessa. Tulosten pohjalta he esittdvat ohjelmistokehitysyhteison
hyodyntédmisti testiaineiston kerryttdmisessi. Validoidut ja kéyttokelpoisiksi todetut tes-
tiaineistot voisi jakaa yhteison kesken suuremman koulutusdatan muodostamiseksi. Yh-
distdmailld useamman ohjelmistokehittijén aineistot, yhden kehittijdn nikemysten paino-
arvo koodihajujen luokittelussa viahenisi. Luokittelujen vaihtelu parantaisi testiaineiston
laatua ja auttaisi vihentdmaién algoritmien tekemid virheitd. (Arcelli Fontana ja muut,
2015, 1180-1181)

Jain ja Saha (2022) ovat tarkastelleet ominaisuusvalintatekniikoiden vaikutuksia da-
taluokan, jumalluokan, pitkdn metodin ja ominaisuuskateuden havaitsemisessa. He ovat
vertailleet kuuden eri tekniikan vaikutuksia soveltamalla niitd 32 luokittelijaan, joihin si-
sdltyl muun muassa ldhimmaén naapurin menetelmé, naivi Bayes ja niiden tehostetut ver-
siot. Kdytetyt ominaisuusvalintatekniikat sisdlsivit suodatus- ja kddremetodeja sekéd upo-
tettuja metodeja (filter method, wrapper methd, embedded method). Loyddsten mukaan
tekniikat nopeuttavat koulutusvaihetta ja antavat viitteitd luokittelijoiden suorituskyvyn
parantamisesta (2022, 635). Ominaisuusvalintaprosessin toteuttamisessa on kuitenkin ra-
joituksensa. Luokittelijan parhaan suorituskyvyn mahdollistamiseksi datasta tuotetut
ominaisuuskombinaatiot pitdisi kartoittaa, mikéd on laskennallisesti vaativaa. Lisdksi eri-
laiset ominaisuusyhdistelmit voivat olla optimaalisia eri algoritmeille. (Jain ja Saha,
2022, 614, 616)

5.4 Ohjelmakoodin kontekstin vaikutus

Koneoppimisalgoritmit tuottavat hajujen havaitsemisessa véérid positiivisia tuloksia
(Abdou ja Darwish, 2022; Oliveira ja muut, 2022). Luokittelijat merkitsevit koodiha-
juiksi instansseja, jotka eivit ihmisen arvioinnin mukaan ole huolta-aiheuttavia. Lisdksi
luokittelijoiden on havaittu menestyvén erilaisissa yhteyksissa eri tavoin (Azeem ja muut,
2019; Oliveira ja muut, 2022). Ohjelmakoodin sovellusalalla ja koodiratkaisuilla voi olla
vaikutusta sithen, millaisia koodi- ja suunnittelutason rakenteita voidaan pitdi potentiaa-
lisesti haitallisina hajuina. Ohjelmakoodin konteksti voi vaikuttaa myds luokittelijan va-
lintaan.

Oliveiran ja muiden (2022) vertailemat algoritmit osoittautuivat tarkoiksi tunnista-
maan kehittdjdsensitiivisid hajuja, mutta eri koodihajujen tunnistamistarkkuuksien vililla
osoittautui olevan eroavaisuuksia. Mikdéin algoritmeista ei mydskéddn osoittautunut kaik-
kien hajujen suhteen muita paremmaksi (Oliveira ja muut, 2022, 4). Myds Azeem ja muut
toteavat, ettd luokittelijan valinnalla on joissakin tapaukissa merkittdva vaikutus tarkkuu-
teen, F-arvon suhteen jopa 40 % (2019, 130). Molemmat tutkimusryhmét esittévit, ettd
ohjelmistokehittdjdn kannattaisi arvioida tydssdén tapauskohtaisesti, millaisten hajujen
tarkkailu on relevanttia, ja valita kédytettdvd koneoppimismenetelmé sen mukaan (Azeem

jamuut, 2019, 131-132; Oliveira ja muut, 2022, 4). Lisdksi Oliveiran ja muiden mukaan
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védrien positiivisten tulosten médardad voidaan vahentdd kiyttamalld hajujen havainnointi-
tyossd sellaisia koneoppimismalleja, joita kokenut ohjelmistokehittdji on muokannut.
Ohjelmistokehittdjd voi esimerkiksi sallia tiettyjd hajujen esiintymisen koodissa, jos sen
esiintyminen ei ole haitallista, ja keskittyd ndin paremmin relevantteihin ongelmiin (Oli-
veira ja muut, 2022, 32).

Kuvatut 16ydokset ja suositukset nostavat esiin ihmisen arviointikyvyn merkityksen
refaktorointitydssa. Luokittelijoiden kontekstisidonnaisen tarkkuuden ja vairien positii-
visten luokitusten esiintyvyyden perusteella voidaan péételld ohjelmistokehittdjén arvi-

ointitydn olevan tirked osa koodihajujen tunnistamista.

6 Pohdintaa

Loydosten perusteella koneoppimismenetelmien rajoitukset koodihajujen tunnista-
misessa liittyvét koodihajujen standardoimisen puutteeseen, kdytetyn algoritmin konfi-
guroinnin vaikutuksiin, algoritmin koulutusaineiston valmisteluun seké ohjelmakoodin ja
sen sovellusalan kontekstin vaikutuksiin. Vastaavista rajoituksista on raportoitu osana ko-
neoppimista ja koodihajujen havaitsemista kisittelevid systemaattisia kirjallisuuskatsauk-
sia. Esimerkiksi Azeem ja muut (2019) ovat havainneet koodihajujen standardoinnin ja
tutkimuksen olevan puutteellista, algoritmin konfiguroinnin mahdollistavan paremman
suorituskyvyn ja algoritmin valinnalla olevan mahdollisesti vaikutusta koodihajujen tun-
nistamisprosessissa (Katso luvut 5.1, 5.2, 5.4). Nami tutkimukset eivét kuitenkaan ole
keskittyneet rajoitusten kartoittamiseen ja jdsentdmiseen, vaan tarkastelevat koneoppi-
mismenetelmien kiyton tilaa yleisesti ja arvioivat niiden sovellettavuutta koodihajujen
tunnistamisessa.

Loydosten rajoituksena voidaan pitdd kdytetyn aineiston pientd kokoa ja kéytettya
tutkimusmenetelméé. Téssd kirjallisuuskatsauksessa on tarkasteltu noin kymmenté ver-
taisarvioitua artikkelia, jotka keskittyvét ohjattujen oppimismenetelmien kayttoén koo-
dihajujen tunnistamisessa. Tarkastelun ulkopuolelle on jdtetty yksittdisid koodihajuja ja
yksittdisid algoritmeja késittelevit artikkelit. Systemaattisempi 16ydosten teemoitteluun
keskittyva katsaus ja kirjallisuuden laajempi késittely voi mahdollisesti tarkentaa 16ydet-
tyjd koneoppimismenetelmien rajoituksia ja paljastaa myos lisdéd hajujen tunnistamiseen
vaikuttavia tekijoita.

Kaytetylld aineistolla voi olla vaikutusta tehtyjen havaintojen tarkkuuteen. Useissa
tutkimuksissa on raportoitu algoritmien koulutusaineistojen epitasapainoisuudesta, pie-
nestd koosta ja rajoituksista yleistdd saatuja tuloksia ohjelmistotuotantoon. Ndiden nékd-
kulmien vaikutusta ovat arvioineet esimerkiksi Zhang ja muut (2024) sekd Arcelli Fon-
tana ja Zanoni (2017). Téssi katsauksessa ei ole huomioitu tarkasteltujen tutkimusten va-
liditeettindkokulmia, mikd voi vaikuttaa my6s 16ydettyihin koneoppimismenetelmien ra-

joituksiin.
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Koneoppimismenetelmien rajoituksista koodihajujen tunnistamisessa voisi saada
kattavamman ja yksityiskohtaisemman kuvan systemaattisemmalla tutkimusotteella ja
huomioimalla aineiston kerdémisessd artikkelien validiteettindkokulman. Yksittdisten
koodihajujen ja valikoitujen algoritmien tarkastelu voisi myos tarjota lisdd huomioita ai-
heesta. Tdma katsaus voi kuitenkin tarjota yleiskuvan koneoppimismenetelmien sovellet-
tavuudesta hajujen tunnistamiseen refaktorointity0hon tutustuville ohjelmistoalan no-

viiseille.

7 Yhteenveto

Refaktorointitydn tueksi sovelletaan koneoppimistekniikoita, jotka ovat tehokkaita
tunnistamaan potentiaalisesti haitallista koodia ohjelmakoodin joukosta. Tdma tutkielma
keskittyy tarkastelemaan koneoppimistekniikoiden rajoituksia koodihajujen tunnistusteh-
taviassd, jotka kirjallisten 16ydosten perusteella vaikuttavat liittyvédn koodihajujen méaérit-
telyn puutteellisuuteen, koneoppimisalgoritmin konfiguroinnin vaikutuksiin seké algorit-
min kouluttamiseen kéytettdvédn aineiston laatuun. My06s ohjelmakoodilla ja sen sovel-
lusalan kontekstilla voi olla vaikutusta algoritmin suorituskykyyn ja tarkkuuteen. Paran-
nusehdotukseksi esitetddn ohjelmistokehitysyhteison laajan testatun koulutusaineiston
koostamista, sekd koodihajuihin ja koneoppimisalgoritmeihin liittyvén osaamisen jaka-
mista kokeneempien ja aloittelevien ohjelmistokehittijien vélilla.

Systemaattisempi tarkastelutapa ja laajemman kirjallisen aineiston kdyttd voi paljas-
taa koneoppimistekniikoiden rajoituksista syvempéd ja yksityiskohtaisempaa tietoa.
Tama tutkielma voi kuitenkin auttaa tutustumaan refaktorointityhon ja koneoppimisen

kdyttoon tarjoamalla jisennellyn katsauksen aiheeseen.
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