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Yleistetyt lineaariset mallit tarjoavat joustavan tyokalun erilaisten vakuutusturvien riskimaksura-
kenteen muodostamiseksi. Tassa tutkielmassa perehdytaan yleistettyjen lineaaristen mallien teo-
riaan seka esitetdan, kuinka vakuutettavan riskin vahinkotiheyttd ja keskivahinkoa voidaan mal-
lintaa kayttamalla yleistettyja lineaarisia malleja. Tutkielmassa kaytetty aineisto on vuodelta 2021.

Yleistettyja lineaarisia malleja voidaan kayttdd myods osana koosteoppimismenetelmia. Tut-
kielmassa pyritddn parantamaan perinteisen menetelman ennustetarkkuutta luomalla ensin
useita yleistettyja lineaarisia malleja, joista lopullinen ennuste muodostetaan ottamalla keskiarvo
kaikista yksittaisista ennusteista. Menetelma ei onnistu parantamaan ennustetta testiaineistossa,
kun kaytettdvana mittarina on keskinelidvirhe.

Seuraavassa vaiheessa muodostetaan testiaineistolle riskimaksu vahinkotiheysmallin seka
keskivahinkomallin tulona. Riskimaksun piste-estimaatin lisdksi ndytetaan, kuinka yksittaiselle ris-
kimaksulle voidaan muodostaa ennustevali. Lopuksi esitetdadn simulointimenetelma riskimaksun

varmuuslisdn asettamiseksi.
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1 Johdanto

Vakuutussopimuksen solmimalla vakuutettu siirtdd taloudellista riskid itseltdén vakuu-
tusyhtidlle. Vakuutusyhtid sitoutuu korvaamaan mahdollisesti tulevaisuudessa tapahtu-
van vahingon tehdyn vakuutussopimuksen ehtojen mukaisesti. Vastaavasti vakuutettu
maksaa riskin siirtdmisestéd tai pienentdmisestd vakuutusyhtidlle vakuutusmaksun. Va-
kuutusmaksun suuruus riippuu vakuutettavasta riskisti ja riskin suuruuteen vaikuttavista
tekijoistd. Nama tekijét vaihtelevat vakuutuksenottajilla, ja vakuutusyhtion tavoitteena

onkin asettaa jokaisen vakuutetun vakuutusmaksu riskid vastaavalle tasolle.

Haitallisessa valikoitumisessa puolestaan on kyse epdsymmetrisestd informaatiosta va-
kuutuksenantajan ja vakuutetun vililla. Puutteellisella informaatiolla kasattu hinnoittelu-
rakenne voi johtaa yhtion sisdisiin kannattavuusongelmiin vakuutuskannan muodostuessa
epétasapainoiseksi, kun vakuutettujen vaihtelevia riskiominaisuuksia ei tunnisteta tar-
peeksi tehokkaasti [Zweifel et al. 2021]. Tilannetta voidaan selventéa yksikertaisella esi-

merkilla.

1.1 EsimerkkKki riskitekijoiden vaikutuksesta vahingon odotusarvoon

Olkoot A ja B saman vakuutuskannan kaksi riskeiltdén erilaista ryhméé. Ryhmélle A va-
hinkoja sattuu sata kappaletta tuhatta vakuutusvuotta kohden ja ryhmalle B sattumistiheys
on viisikymmenti kappaletta tuhatta vakuutusvuotta kohden. Molempien ryhmien keski-
vahingon suuruus on yksinkertaisuuden vuoksi tdysin sama, tuhat euroa. Ryhmien vahin-

kojen odotusarvoa merkitidén seuraavasti:

E(A) = vahinkotiheys x keskivahinko = 0.1 x 1000€ = 100€
E(B) = vahinkotiheys x keskivahinko = 0.05 x 1000€ = 50€

Kuvitellaan tilanne, jossa vakuutuskannassa on yhté paljon molempien ryhmien edustajia.

Vakuutetun kannan odotusarvo vahinkomenolle on tdssi tapauksessa:

1 1
E(AjaB) = ZE(A) + 5 E(B) = 0.5 x 100€ + 0.5 x 50€ = 75€



Mikaéli ryhmien erilaista riskid ei tunnistettaisi ja maksu paddyttiisiin asettamaan kaikille
yhtd suureksi (75 €), maksaisi ryhmén B edustajat 25 euroa enemmén kuin heidén vahin-
komenonsa odotusarvo on. Samalla hinnoittelurakenne suosii ryhmén A edustajia asetta-

malla maksun 25 euroa edullisemmaksi ryhmén vahingon odotusarvoon néhden.

1.2 Tyon rakenne

Vakuutustuotteen hinnoittelussa pohjimmiltaan on siis kyse riskien luokittelusta ja riskin
suuruuteen vaikuttavien tekijoiden l0ytdmisestd. Vakuutusmaksussa huomioidaan synty-
vén vahingon odotusarvon lisdksi esimerkiksi vahingon selvittelystd syntyvét kulut. Ran-

talan ja Kivisaaren [2020] mukaan vakuutusmaksu jaetaankin tavallisesti neljddn osaan:
1. Riskimaksu
2. Hoitokulukuormitus
3. Riskilisd
4. Voittomarginaali

Téssi tutkielmassa tarkastellaan riskimaksun muodostamista tilastollisesti mallintamalla.
Kuvatut menetelmét pyrkivit myods huomioimaan tilastollisten mallien epédvarmuutta, jol-
loin lopullinen hinnoittelurakenne voidaan asettaa riittdvén turvaavalle tasolle. Ndin ki-

sitellddn mukautetuin osin myos riskilisdn osuutta vakuutusmaksusta.

Riskimaksun muodostamiseksi on perinteisesti kiytetty yleistettyjd lineaarisia malleja.
Toisessa luvussa kdydién ldpi yleistettyjen lineaaristen mallien teoriapohjaa ja esitel-
1d4n malliperheen rakennetta sekd mallien sovittamiseksi tarvittavien uskottavuusyhta-
16iden johtamista. Lisdksi luvussa toteutetaan iteratiivinen algoritmi mallin parametrien

ratkaisemiseksi.

Kolmannessa luvussa luodaan yleistetyt lineaariset mallit seké vahinkotiheydelle etté kes-
kivahingolle. Mallinnus aloitetaan tekemilld molemmille vastemuuttujille kuvaileva ana-
lyysi. Mallien luomisessa hyodynnetddn tunnettuja mittareita ja tunnuslukuja, mutta teh-
dddn myds ndkyviksi valintojen perustaminen kyseessd olevan aineiston asiantuntija-

osaamiseen.



Neljannesséd luvussa esitelldéin vaihtoehtoinen menetelméd vahinkotiheyden mallinta-
miseksi. Kyseessd on koosteoppimisen sovellus, jonka tavoitteena on luoda aineistosta
useita malleja ennustetarkkuuden seki yleistettdvyyden parantamiseksi. Usean mallin en-
nusteet kerdtddn yhteen kayttdmailla yksinkertaisesti keskiarvoa jokaisen yksittdisen mal-
lin ennusteesta. Menetelmad voisi yhti lailla hyddyntda vahinkotiheyden lisdksi keskiva-

hingon mallinnuksessa.

Viidennessi luvussa yhdistetdin muodostettujen mallien tulokset riskimaksun hinnoitte-
lurakenteeksi. Muodostettu hintarakenne on tehty vain tdmén tyon esitystd varten, eikd se
ole kdytossd yhdenkéddn vakuutusyhtion todellisena riskimaksuna. Lisdksi néytetdén,
kuinka muodostetun riskimaksun piste-estimaatin ohella voidaan tarkastella riskimaksun
epdvarmuuden suuruutta luomalla riskimaksulle ennustevili. Riskimaksun varmuusli-
saksi esitetddn yksinkertaista menettelyd sopivan turvaavuuden varmistamiseksi. Kuu-
dennessa luvussa kiydéddn yhteenvetona tehdyn tutkimuksen vaiheet ja pohditaan jatko-

kehittdmisen mahdollisuuksia.



2 Yleistettyjen lineaaristen mallien perusteet

Riskien luokittelussa, ja siten myos hinnoittelumallin rakentamisessa, tavoitteena on 16y-
tad kuinka vastemuuttuja Y (vahinkotiheys tai keskivahinko) riippuu yhdesti tai useam-
masta selittdvéstd tekijdstd. Lineaarinen regressioanalyysi ei kuitenkaan usein ole kaik-
kein sopivin tilastollinen menetelmi vahinkovakuutusten mallintamiseen, silld siind vir-
heiden oletetaan jakautuvan normaalisesti. Vahinkojen lukuméérd noudattaa diskreettid
todennékoisyysjakaumaa positiivisilla kokonaisluvuilla ja vahinkomeno ei-negatiivista,
usein voimakkaasti oikealle vinoa, jatkuvaa jakaumaa. Néin ollen yleistetyt lineaariset
mallit tarjoavat sopivamman menetelmén vastemuuttujien, vahinkotiheyden seki vahin-
komenon, mallintamiseen laajentamalla lineaarisen regression normaalijakaumaoletuk-

sen muihin eksponentiaalisen jakaumaperheen jakaumiin.
2.1 Yleistetyn lineaarisen mallin rakenne

Yleistetty lineaarinen malli koostuu kolmesta komponentista [Agresti 2019].

1. Satunnaiskomponentti mairittdd riippuvan muuttujan Y ja olettaa sille jonkin to-
dennékoéisyysjakauman. Satunnaismuuttujan Y havaintoyksikko Y; voi olla esi-
merkiksi binddrinen (0 tai 1), jolloin satunnaismuuttujan Y oletetaan noudattavan
binomijakaumaa. Usealla sovellusalalla, kuten esimerkiksi vakuutusyhtion mal-
lintaessa vahinkokappaleita, vastemuuttuja voi saada arvoikseen ei-negatiivisia
kokonaislukuja. Téll6in voidaan olettaa, ettd Y noudattaa esimerkiksi Poissonin
jakaumaa. Toisaalta mallinnettaessa vahinkomenoa saa havaintoyksikkd Y; ei-ne-
gatiivisia jatkuvia arvoja, jolloin on sopivaa olettaa vastemuuttujan noudattavan
gammajakaumaa. Eri havaintoyksikoihin i ja i* liittyvien satunnaismuuttujien Y;

ja Y+ oletetaan olevan toisistaan riippumattomia.

2. Lineaarinen ennustin, joka asettaa selittivat muuttujat x4, X5, ... X, osaksi mallia.

Tédmi komponentti voidaan esittdd muodossa:

Bo + B1xy + -+ Bpxp. (2.1)



3. Linkkifunktio on sellainen funktio g(-), joka yhdistéd selitettdvin muuttujan Y

odotusarvon p mallin lineaariseen ennustimeen:

g) = Bo+ Prxy +--+ Bpxp- (2.2)

Yksinkertaisin vaihtoehto linkkifunktiolle on niin sanottu identiteettilinkki g(u) = p.

Talloin malli voidaan esittdd muodossa:

u= PBo+ Pix1+ -+ Bpxy. (2.3)

Lineaarisessa (tavallisessa) regressiomallissa oletetaan nimenomaan selitettivin muuttu-
jan Y odotusarvon p riippuvan lineaarisesti selittavisté tekijoistd xy, x5, ... X, kaavan (2.3)

mukaisesti.

Yleistetty lineaarinen malli mahdollistaa myds toisenlaisten linkkifunktioiden kayttdmi-
sen. Lukumaérien mallinnuksessa hyddyllinen vaihtoehto on log-linkki g(u) = log (w),
silld p ei voi olla negatiivinen. Téllaista mallia kutsutaan log-lineaariseksi malliksi ja se

on muotoa:

log(w) = Po + frxy + -+ BpXp- (2.4)

2.2 Eksponentiaalinen jakaumaperhe ja uskottavuusfunktiot

Alaluvussa 2.1 oletettiin havaintoyksikdn Y; noudattavan jotakin todenndkdisyysja-
kaumaa. Yleistettyjen lineaaristen mallien tapauksessa todennédkoisyysjakauma on aina
perdisin eksponentiaalisesta jakaumaperheesti. Esimerkiksi Myers et al. [2012] méérittaa
kuinka jakaumaperheen kaikki todenndkdisyysjakaumat, kuten Poisson-jakauma tai gam-

majakauma, voidaan esittdd yleisessd muodossa yhtélon (2.5) mukaisesti

yi6; — b(6;)
fi; 0;,9) = exp {W + c(yi, ¢)}- (2.5)



Parametria 6; kutsutaan luonnolliseksi parametriksi ja parametria ¢p hajontaparametriksi.
a(*), b(*) ja c(*) ovat tiettyja funktioita. Taulukossa 1 on listattu joitakin eksponentiaali-

sen jakaumaperheen todenndkdisyysjakaumia ja niiden parametrit.

Taulukko 1: Eksponentiaalisen jakaumaperheen jakaumia ja parametreja

Jakauma 0 b(0) (0] E(y)
Poisson (L) In u ef 1 m
Normaali (u,02) i 1 92 o’ i
2

1 1
Gamma (p,v) __ —In (—0) Z 1)

U v
Kééanteinen normaali b —V—26 o’ i

(1,0%)

Jokaisella satunnaismuuttujan Y; realisaatioilla y; on todennédkoisyysfunktio f(y;; 6;, ¢).
Havainnon todennékdisyys riippuu siis parametreista 8; ja ¢. Havainnot oletetaan tosis-
taan riippumattomaksi (kts. alaluku 2.1), jolloin niiden yhteistodennékdisyysjakauma

voidaan esittdd yksittdisten todennikoisyysfunktioiden tulona:

yi6; — b(6;)

R c(yi,qb)}. (2.6)

n
L'(0 = (01,04, ...0,), ¢; Y1, V2, s V) = 1_[ eXp{

i=1

Yhtiloa (2.6) kutsutaan uskottavuusfunktioksi. Usein on kuitenkin laskennallisesti hel-

pompi tyostdd edellisen sijaan sen logaritmoitua muotoa:

n

- :0; — b(6;
L@ By ) = 3 PN () 27)

=1

Yhtiloa (2.7) kutsutaan log-uskottavuudeksi. Merkitddn Agrestin [2015] tapaan L; osoit-
tamaan havainnon y; vaikutusta log-uskottavuusfunktioon identiteetin L = ),; L; mukai-

sesti. Talloin on voimassa:



_ yi6; — b(6;)

=y T, 28)

Nyt voidaan yhtdlosti (2.8) johtaa ensimmaéinen ja toinen osittaisderivaatta parametrin 6;

suhteen, yhden havainnon log-uskottavuusfunktiolle:

aL; _yi —b'(6:) 0%L;  —b"(6)
26 a(¢) 867 a(@)

(2.9)

Téssd esityksessd otetaan annettuina Agrestin [2015] tapaan kaksi yleistd uskottavuus-

funktioiden tulosta:

B(%)=0  -g(2k)-5(%) @210
a6) 0202) " \ag/) - '
Yhdistdmaélla tulokset yhtéloistéd (2.9) ja (2.10) johdetaan havainnon y; odotusarvo:

E (yi —b'(6)

T@) =0 jolloin E(y;) = u; = b'(6;). (2.11)

Varianssi puolestaan on:

—b"(6) _ . (yl- - b'(@»)z _ var(y)
a(@) a(@®) a($)?

jolloin

var(y;) = b"(6;)(¢). (2.12)

2.3 Uskottavuusyhtiloiden johtaminen yleistetyille lineaarisille malleille

Alaluvussa 2.1 néytettiin, kuinka linkkifunktio g(-) yhdistdd odotusarvon mallin lineaa-

riseen ennustimeen. Merkitddn matriisimuodossa;:

g(w) =n=Xp. (2.13)



Yhtdlossd (2.13) X on mallimatriisi, vektori B siséltda alkiot fy, ..., B, ja vektori p sisél-

tad alkiot pyy, ..., 4y, Esitetdéin yhtédlon (2.7) log-uskottavuus nyt uudessa muodossa:

_ Cvifi —b(0) | N\
L(B) = ;W + Z c(yi, ). (2.14)

i=1

Merkintd L(B) korostaa, kuinka luonnollinen parametri @ riippuu yleistetyn lineaarisen
mallin parametreista B [Agresti 2015]. Logaritmoidun uskottavuusfunktion osittaisderi-

vaatat voidaan nyt esittdd seuraavasti:

ILB) 0L
0B, L19B;

L

0, kunj =1,..,p. (2.15)

Logaritmoidun uskottavuusfunktion osittaisderivaatan muodostamiseksi voidaan kéyttaa

ketjusdantoa:

aLl _ aLl 691 ayl 6171

= ) (2.16)
dB; 08;0u; 0n; 9p;
Koskan; = 25):1 B;x;j, niin on voimassa:
an;
— = X;j. 2.17

Nyt voidaan yhtéldiden (2.9), (2.11), (2.12) ja (2.17) tulokset sijoittaa yhtdloon (2.16).

Yleistetyn lineaarisen mallin logaritmoitu uskottavuusyhtilo on:

n
aL(B) _ i — .ui)xij ou; _
ap; = var(y;) om;

j=1,..,p. (2.18)



Yhtilo (2.18) voidaan esittdd my0ds matriisimuodossa
X"pvi(y—u) =0, (2.19)

missd D ja V ovat diagonaalimatriiseja:

%1 .
o Var(y,) - 0
D=| : =~ i |jaV= : : .
0 .. On 0 = Var(y,)
onn

2.4 Newton-Raphsonin menetelméa

Alaluvussa 2.3 johdettiin logaritmoitu uskottavuusyhtdld yleistetyille lineaarisille mal-
leille. Tavoitteena on johtaa yhtélostd mallin parametrit f kdyttden sopivaa numeerista
menetelmad, silld usein yhtélolle ei 10ydy suljetun muodon ratkaisua [Agresti 2019].
Newton-Raphsonin menetelmaélld yhtdlot voidaan kuitenkin ratkaista iteratiivisesti funk-
tion maksimikohdan 16ytdmiseksi. Menetelmi perustuu Taylorin sarjakehitelméén, jossa
logaritmoitua uskottavuusfunktiota approksimoidaan jokaisessa iteraation t =1, 2, ... vai-

heessa seuraavasti:

L)~ LB +uOT (B~ B + 5 (B~ B H B~ (220

misséi

’LB) . L)

3B,0 9B,0
= (OL(B) dL(B) 6L(ﬁ))T ja H = Bl: & . Bl: o
Ops " 3Bz " 9By o2L(B) 2°L(B)

0Bp0 B, 9Bp9Bp
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Matriisilla H tarkoitetaan tissd Hessen matriisia. Parametrien f8 ratkaisemiseksi asetetaan

Taylorin sarjana muodostetun uskottavuusyhtdlon osittaisderivaatat nollaksi, josta seu-

raa:
L
a(’f) ~u® + HY(B - BYH =0, (2.21)
ja lopuksi
pE+D = g _ (H(t))_lu(t). (2.22)

Iteraatiot jatkuvat, kunnes perékkéisten kierrosten ¢ ja ¢+ muutos funktion arvossa L(B%)
on riittdvéan pieni. Iteratiivisesti ratkaistun parametrivektorin f suurimman uskottavuu-
den estimaattori B on asymptoottisesti harhaton. Lisiksi estimaattori noudattaa multi-

normaalijakaumaa

B~N{B X"WX)™}, (2.23)

(o)
aT[i

var(yy)’

missd W on diagonaalimatriisi, alkioilla w; =

2.5 Newton-Raphsonin algoritmin toteutus Poisson-regressiolle

Osoitetaan seuraavaksi, kuinka Newton-Raphsonin menetelma estimoi mallin parametrit.
Menetelmékuvaus ja liitteessé 1 esitetty R-koodi noudattelee Liun [2023] toteutusta. Kun
oletetaan vastemuuttujan noudattavan Poissonin jakaumaa, pistetodenndkoisyysfunktio

yhdelle havainnolle on muotoa:

e_”iy_.yi
fOiu) = T (2.24)
/|



-11-

Kun havaintoja on n-kappaletta, voidaan logaritmoitu uskottavuusfunktio esittid seuraa-

vasti:

n n n
L y1, Y2, s Yn) = — Z ui + Z yilog(u;) — Z log(y:) !. (2.25)
i=1 i=1 i=1

Seuraavaksi valitaan linkkifunktio, jolla yhdistetdén mallin lineaarinen ennustin odotus-
arvoon M. Poisson-regressiossa tavallinen valinta on log-linkki, jolloin havainnon i odo-

tusarvo on

p; = exi'B, (2.26)

Yhtdlossd (2.26) i viittaa havaintoon ja x; on vektori alkioilla x;, ..., x;. Yhdistdimélld

yhtdlot (2.25) ja (2.26) saadaan mallin lopullinen logaritmoitu uskottavuusfunktio

n n n
L y1, Y2, s Yn) = — Z e*i'B 4 Z yixi' B — Z log(y)!. (2.27)
i=1 i=1 i=1

Algoritmin toteuttamiseksi méaéritellddan funktion ensimmaéinen ja toinen derivaatta para-

metrivektorin B suhteen. Namé voidaan esittdd matriisimuodossa:

dL 0%L
= XT (v —pXBY jg —_ — _xT
2B X"(y—e*f) ja °f X"wx (2.28)
missd W on
ex1' B 0
: : (2.29)
0 e*n' B

Yhtélossd (2.22) esitetty parametrivektorin B ratkaisu iteratiivisen algoritmin avulla vaa-
tii ensimmadiseen vaiheeseen alkuarvauksen parametrien arvoista. Hardin ja Hilbe [2001]

ehdottavat ratkaisuksi vakiotermimallin kadyttdd. Poisson-regression tapauksessa suurim-
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man uskottavuuden estimaatti vakiotermille f, on logaritmi vastemuuttujan Y keskiar-
vosta. Nyt ensimméisend arvauksena voidaan kéyttdd vektoria B = (B,,0, ...,0)T. Algo-
ritmi tarvitsee my0s tiedon siité, ettd kuinka suuri erotus parametrien arvoissa perakkai-
sissd vaiheissa ¢ ja t+/ sallitaan. Liitteessd 1 toteutettu algoritmi loppuu, kun erotus on

alle 0.00001. Taulukossa 2 havainnollistetaan parametrien muodostuminen eréélle testi-

joukolle.

Taulukko 2: Parametrien arvot jokaisessa iteraation t vaiheessa.

Algoritmin vaihe ¢ Bo b1
Alustus -2.288708 0
1 -0.68560458 -0.03131349
2 -0.6021847 -0.350326
3 -0.58824920 -0.03545305
4 -0.58814531 -0.3545593
5 -0.58814531 -0.3545593



-13-

3 Mallinnusprosessi yleistetyilli lineaarisilla malleilla

Téssd luvussa muodostetaan aidolle esimerkkiaineistolle malli sekd vahinkotiheydelle
ettd keskivahingolle. Keskivahingon mallinnuksessa testiaineistosta poimitaan vain ne
havainnot, joille on maksettu korvausta. Kiytettdvé aineisto on vuodelta 2021 ja sisdltdd

36 765 havaintoa vahinkovakuutusyhtion kotivakuutuksen asiakkaista.

Aineisto jaetaan satunnaisesti kahteen osaan niin, ettd 70 prosenttia havainnoista otetaan
mallien opetusaineistoksi ja loput 30 prosenttia jitetddn valittujen mallien testaamiseksi.
Mallinnus aloitetaan selittdvien muuttujien kuvailevalla analyysilla, jolloin voidaan muo-
dostaa késitys niiden marginaalisesta vaikutuksesta vastemuuttujaan [Agresti 2015]. Ku-

vaileva analyysi tehddan koko havaintojoukolle.

Yleistetyn lineaarisen mallin valinnassa pétee samat periaatteet kuin tavallisessa lineaa-
risessa regressiossa. Tavoitteena on valita malli, joka riittdvén hyvin selittdd tarkastelun
kohteena olevaa ilmiotd tekemadttd kuitenkaan mallista tarpeettoman monimutkaista ja
vaikeasti tulkittavaa. Selittdvien muuttujien valinta ei my6skadn valttaméttd ole aina puh-
taasti tilastotieteellinen [de Jong & Heller 2008]. Tilastollisesti merkitsevd muuttuja voi-

daan esimerkiksi tiputtaa pois mallista litketoiminnallisesta syysté.

Lopullisen mallin valinnassa voidaan kayttii useita eri kriteereiti. Seuraavassa esitellddan

mallien vertailussa kéytettyjd mittareita.
3.1 Akaiken informaatiokriteeri (AIC) ja keskineliovirhe (MSE)

Akaiken informaatiokriteerid voidaan kiyttda kilpailevien mallien vertailussa. Kriteeri
pyrkii hakemaan tasapainon mallin uskottavuuden ja estimoitujen parametrien lukuméé-
rdn vélille. Uuden muuttujan lisédminen malliin kdytdnndssé aina parantaa mallin uskot-
tavuutta, mutta mallin tulisi silti sisdltdd vain merkityksellisimmit muuttujat. Kriteerid
tulkitaan niin, ettd vertaillessa malleja keskenéén, pienempi on parempi. Akaike [1974]

madrittelee kriteerin seuraavasti:

AIC = —21log(L) + 2k. (3.1)

Edelld esitetyssé kriteerissd L on havainnoista estimoitu uskottavuusfunktion arvo ja k

mallin parametrien médrd. Usein mallien ennustevoiman arvioinnissa kdytossd taas on
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keskinelidvirhe (Mean Squared Error, MSE). Mittarin tarkoituksena on arvioida, kuinka
mallin tuottamat ennusteet poikkeavat havaituista arvoista. Pienempi keskineliovirhe on

parempi vertaillessa vaihtoehtoisia malleja. Keskineliovirhe mééritellddn seuraavasti:

_ (i — 371')2
n )

MSE (3.2)

missd y; on havaittu arvo, y; on mallin tuottama ennustus ja n on havaintojen lukumaéra.

3.2 Kuvaileva analyysi vahinkotiheydesti

Mahdollisesti malliin péddtyvid selittdvid muuttujia on yhteenséd seitsemin kappaletta,
joista yksi on vakuutuksenottajan ikd. Muiden kuuden muuttujan nimet on piilotettu tista

esityksestd. Muuttujien luokkien maarét ovat listattuna taulukossa 3.

Taulukko 3: Mahdollisesti selittdvat muuttujat

Muuttuja Luokkien lukuméira
Ika jatkuva muuttuja
Muuttuja 1 5
Muuttuja 2 3
Muuttuja 3 2
Muuttuja 4 3
Muuttuja 5 2
Muuttuja 6 2

Jatkuvan muuttujan vaikutusta jatkuvaan vastemuuttujaan, tissé tapauksessa vahinkoti-
heyteen, on luontevinta tutkia hajontakuviolla [de Jong & Heller 2008]. Kuvassa 1 on

esitetty hajontakuvio vakuutuksenottajan iésté ja vahinkotiheydesta.
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Kuva 1: Hajontakuvio keskimédardisestd vahinkotiheydestd vakuutuksenottajan ian mu-
kaan

Vahinkotiheyden tarkastelu vakuutuksenottajan iin mukaan paljastaa muuttujan epaline-
aarisen luonteen. Mallin valinnassa on siis syyti tarkastella ikdtekijdn tuomista malliin
esimerkiksi toisen tai kolmannen asteen polynomina. Suoritetaan myds marginaalinen

tarkastelu muista muuttujista. Vahinkotiheydet on esitetty taulukoissa 4, 5 ja 6.

Taulukko 4: Muuttujan 1 vahinkotiheys tasoilla 1-5

Muuttujan (1) taso Keskiméiriinen vahinkotiheys
1 0.08684
2 0.10856
3 0.16522
4 0.19682
5 0.30707

Muuttujan 1 tasoilla on luontainen jérjestys. Vahinkotiheydessd on havaittavissa selked
kasvava trendi, kun siirrytdén ylospdin tasolta toiselle. Tasolla 5 vahinkotiheys on kol-

minkertainen tasoon 1 ndhden.
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Taulukko 5: Muuttujien 2 ja 4 vahinkotiheydet tasoilla 1-3

Muuttujan (2 & 4) taso Keskiméiriinen vahin- Keskiméiriinen vahin-
kotiheys (muuttuja 2) kotiheys (muuttuja 4)

1 0.12845 0.10551

0.12463 0.13068

3 0.11601 0.16357

Muuttujan 2 tasojen vililld vahinkotiheys ei vaikuta olevan merkittavésti erilainen. Muut-

tujan 4 tasoilla taas vahinkotiheys kasvaa siirryttiessa tasolta 1 tasolle 3 yli 50 prosenttia.

Taulukko 6: Muuttujien 3, 5 ja 6 vahinkotiheydet tasoilla 1 ja 2

Muuttujan (3,5 & Keskiméiriinen Keskiméiriinen Keskiméiriinen

6) taso vahinkotiheys vahinkotiheys vahinkotiheys
(muuttuja 3) (muuttuja 5) (muuttuja 6)
1 0.10915 0.12796 0.11273
0.31024 0.11609 0.13206

Muuttujan 3 tasojen ero vahinkotiheyksissd on huomattavan suuri, kun taas muuttujien 5

ja 6 tasoilla erot ovat vihemman merkittiva.

3.3 Vahinkotiheyden mallintaminen

Edelld esitettyjen marginaalitarkastelujen avulla voidaan luoda késitys muuttujien vaiku-
tuksesta vahinkotiheyteen. Seuraava vaihe, yleistetyn lineaarisen mallin luominen, aloi-
tetaan valitsemalla vastemuuttujalle sopiva jakauma ja linkkifunktio. Vahinkojen luku-

miirdd mallinnettaessa kiytetddn usein Poisson-jakaumaa ja log-linkkia.

Vahinkotiheyttd mallinnettaessa on tirkedd ottaa huomioon myds riskille altistumisen
aika jokaisella havaintoyksikolld. Tdmé tehdddn ottamalla malliin mukaan offset-termi,
joka kertoo kuinka kauan asiakkaan vakuutus on ollut voimassa tilastovuonna. Termi
muodostetaan jakamalla voimassaolopdivien maird koko tilastovuoden péivilld. Koko

vuoden voimassa ollut vakuutus saa siis arvokseen 1.
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Malli voidaan nyt esittdd muodossa

log(n) = log(exposure) + By + P1x; + -+ pxy, 3.3)

missd exposure on edelld mainittu offset-termi.

Malli voidaan muodostaa kdyttamélld esimerkiksi etenevéd valintaa, jolloin ensimmaéinen
malli sisdltdd pelkéstddn vakiotermin. Seuraavassa vaiheessa malliin lisdtddn selittdvid
muuttujia niin, ettd eniten mallia parantava muuttuja otetaan mukaan. Tdma jatkuu, kun-
nes seuraava lisdttdvd muuttuja ei endd paranna mallia. Kriteerind voidaan kayttda esi-

merkiksi AIC-informaatiokriteerin arvoa.

Vakiotermimallin AIC-arvo opetusaineistolle on 15 993. Taulukossa 7 on esitetty ensim-
maéisen vaiheen mukaiset AIC-arvot, kun malliin otetaan mukaan vakiotermin lisdksi ky-

seinen muuttuja.

Taulukko 7: AIC-arvot kun vakiotermin lisdksi mallissa mukana kyseinen muuttuja

Muuttuja AIC
Ika 15744
Muuttuja 1 15530
Muuttuja 2 15 995
Muuttuja 3 15 664
Muuttuja 4 15920
Muuttuja 5 15991
Muuttuja 6 15976

Muuttujan 1 kohdalla AIC-arvo on pienin, jolloin se otetaan malliin mukaan. Néin malliin
voidaan lisdtd selittivid muuttujia vaihe vaiheelta, kunnes AIC-arvo ei endd pienene.
Muuttujien valinnassa paddytdin opetusaineistolla vaiheeseen, jossa malliin on valittu

jarjestyksessd mukaan muuttuja 1, ikd, muuttuja 3, muuttuja 2, muuttuja 4 ja muuttuja 6.
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Muuttujan 5 lisidminen malliin ei endd paranna AIC-arvoa, jolloin se ei pdddy mukaan

selittavéksi tekijaksi.

Vahinkotiheyden kuvailevassa analyysissa havaittiin ikédtekijan epélineaarinen vaikutus.
Seuraavaksi testataan paraneeko malli, kun ikd tuodaan malliin toisen tai kolmannen as-
teen polynomina. Tuotaessa polynominen termi mukaan malliin, on tapana siséllyttdd
my0s alemman asteen termi mukana mallissa. Tédssd vaiheessa olevan mallin AIC-arvo
on 14 918. Toisen asteen polynomi ikétekijdlld tiputtaa arvon lukemaan 14 911. Kolman-
nen asteen polynomi taas asettaa AIC-arvon lukemaan 14 913. Néin voidaan tulkita, etti

toisen asteen malli on sopivampi valinta.

Muuttuja 6 on vakuutetun vakuutusturvan siséltoon liittyvd muuttuja. Kuten aikaisemmin
todettiin, voidaan muuttuja siséllyttdd tai olla sisdllyttdméttd malliin my6s muusta kuin
tilastotieteellisestd syystd. Tdssd tehddén valinta olla ottamatta kyseistd muuttujaa mu-
kaan, vaikkakin sen siséllyttiminen parantaa AIC-arvoa. Lopullisen mallin parametrit ja

keskihajonnat on esitetty taulukossa 8.

Taulukko 8: Vahinkotiheysmallin parametrit, estimaatit ja otoskeskivirheet

Parametrin nimi Parametri Estimaatti Otoskeskivirhe
Vakiotermi Bo -2.7330536 0.2040264
Muuttuja 1: taso 2 B 0.2816157 0.0599515
Muuttuja 1: taso 3 B2 0.4440590 0.0726048
Muuttuja 1: taso 4 B 0.5095122 0.0714926
Muuttuja 1: taso 5 Ba 0.9568031 0.0721357
Ika Bs 0.0360432 0.0100876
[kan2 Be -0.0006644 0.0001109
Muuttuja 3: taso 2 B 1.1544213 0.0621106
Muuttuja 2: taso 2 Bs -0.3522023 0.0607297
Muuttuja 2: taso 3 Bo -0.6773352 0.0801654
Muuttuja 4: taso 2 Bio 0.1629740 0.0532475
Muuttuja 4: taso 3 P11 0.3706764 0.0625396
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Ohjelmisto ei estimoi parametria muuttujien perustasoille, jotka tdssé on valittu olemaan
muuttujien ensimmadiset tasot. Esitetyistd parametrien arvoista on luontevaa ottaa ekspo-
nentti, jolloin kunkin muuttujan vaikutus voidaan esittdd kertoimena. Vahinkotiheys voi-
daan nyt ennustaa esimerkiksi havaintoyksikolle, jonka muuttuja 1 on tasolla 3, ikd vuo-

sissa on 50, muuttuja 3 on tasolla 1, muuttuja 2 tasolla 3 ja muuttuja 4 tasolla 3:

fi = exp (By + ++ + B11x11) = exp(—2.7330536 + --- + 0.3706764) ~ 0.086

3.4 Kuvaileva analyysi keskivahingosta

Keskivahingon kuvaileva analyysi voidaan suorittaa samaan tapaan kuin vahinkotihey-
denkin osalta. Mahdollisina selittdvind muuttujina on edelleen taulukossa 3 esitetyt muut-

tujat, pois lukien muuttuja 2.

Vakuutetun idsté ja keskivahingosta muodostetaan jilleen hajontakuvio. Téssd tarkaste-
lussa tehdddn kuvaaja niistd havainnoista, joille on sattunut vahinko. Euroméérdisen kes-
kivahingon sijasta kuvataan y-akselilla logaritmi keskivahingosta, jolloin muuttujan vai-

kutuksen arviointi selkiytyy [de Jong & Heller 2008].

Logaritmi keskivahingosta

Vakuutetun ika

Kuva 2: Hajontakuvio keskivahingosta vakuutuksenottajan iéin mukaan



Hajontakuvio idstd ja keskivahingon logaritmista vaikuttaa paljastavan sen, ettd vakuute-

tun 14ll4 ei ndytéd olevan isoa merkitystd vahingon laajuuteen. Jatketaan tarkastelua, teke-

maéllé kategorisille kandidaattimuuttujille laatikkokuviot keskivahingosta.
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Kuva 3: Laatikkokuvaaja keskivahingosta muuttujan 3 tasojen mukaan

Muuttujan 3 laatikkokuvaaja nédyttdd erot keskivahinkojen suuruudessa tasoilla 1 ja 2.

Muuttyjilla 1, 4, 5 ja 6 erot tasojen vélilld taas vaikuttavat kuvaajien perusteella ldhes
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3.5 Keskivahingon mallintaminen

Keskivahinkoa mallinnetaan tavallisesti kidyttden gamma-jakaumaa ja log-linkkia. Téllai-
nen valinta voidaan perustella silld, ettd keskivahinko on muuttujana ei-negatiivinen ja
voimakkaasti oikealle vino. Niin havaitaan myos kuvassa 5, jossa on tarkasteltu eri suu-

ruisten keskivahinkojen lukumééraa.
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Kuva 5: Keskivahinkojen jakauma aineistossa

My®0s keskivahingolle mallia valittaessa voidaan kayttii etenevad valintaa. Ensimmaisen
mallin AIC-arvo on 31 456, kun mallissa on mukana vain vakiotermi. Malliin lisdtdan
jélleen muuttujia, kunnes AIC-arvo ei uuden muuttujan lisddmiselld pienene. Keskivahin-
komalliin valikoituneet muuttujat, parametrien estimaatit ja ndiden keskivirheet ovat lis-

tattuna taulukossa 9.
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Taulukko 9: Keskivahinkomallin parametrit, estimaatit ja otoskeskivirheet

Parametrin nimi Parametri Estimaatti Otoskeskivirhe
Vakiotermi Bo 5.86037 0.04803
Muuttuja 3: taso 2 B1 0.27675 0.05684
Muuttuja 4: taso 2 B2 0.09923 0.05513
Muuttuja 4: taso 3 B 0.17285 0.06382
Muuttuja 1: taso 2 Ba 0.06315 0.06350
Muuttuja 1: taso 3 Bs -0.09630 0.07634
Muuttuja 1: taso 4 Be -0.11653 0.07388
Muuttuja 1: taso 5 B -0.21831 0.07439

Muuttujasta 1 huomataan, ettd estimoitujen parametrien keskivirheet ovat kohtuullisen
suuria suhteessa kertoimiin. Tehdddn keskivahingolle kilpaileva malli, jossa muuttuja 1
ei ole selittdvand tekijéni. Kilpailevan mallin parametrien estimaatit ja keskivirheet ovat

esitetty taulukossa 10.

Taulukko 10: Vaihtoehtoisen keskivahinkomallin parametrit, estimaatit ja otoskeskivir-

heet
Parametrin nimi Parametri Estimaatti Otoskeskivirhe
Vakiotermi Bo 5.84233 0.04235
Muuttuja 3: taso 2 B 0.24948 0.05810
Muuttuja 4: taso 2 B2 0.07634 0.05471
Muuttuja 4: taso 3 B3 0.11514 0.06157

Vaihtoehtoisessa mallissa muuttujan 4 tason 2 keskivirhe on myds suuri verrattuna para-
metrin kertoimeen. Tehddin kuitenkin valinta pitdd se mallissa mukana, ja siirrytddn ver-
tailemaan malleja keskenddn. Taulukossa 9 esitetyn, enemmén selittévid tekijoitd sisalta-
véin, mallin AIC-arvo on 31 388. Vaihtoehtoisen mallin AIC-arvo puolestaan on 31 415.
Pelkéstidén AIC-arvon perusteella valinta kohdistuisi siis ensimmaéisend luotuun malliin.
Testataan ennen lopullista valintaa, kuinka kumpikin malli onnistuu ennustamaan testiai-

neistossa havaintojen keskivahinkoja.
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Testiaineistossa ensimmadisend luodun mallin keskinelidvirhe on 119 625. Toisena esite-
tyn yksinkertaisemman mallin keskineliovirhe on puolestaan 113 420. Opetusaineistoilla
luoduista malleista yksinkertaisempi vaihtoehto ennustaa siis paremmin keskivahinkoa

testiaineistossa, kun mittarina kdytetidn keskineliovirhetta.

Aikaisemmassa vaiheessa todettiin, ettd mallin valinnassa tulee painottaa yksinkertaisem-
paa vaihtoehtoa. Testiaineistolla tehty tarkastelu mallin ennustuskyvysti vahvistaa my0ds
taulukossa 10 esitetyn mallin valitsemista. Valitaan yksinkertaisempi vaihtoehto siis lo-

pulliseksi keskivahinkomalliksi.



24-

4 Koosteoppiminen ennusteen luomisessa

Luvussa 3 luotiin seké vahinkotiheydelle ettd keskivahingolle mallit hyodyntien yleistet-
tyjé lineaarisia malleja. Kyseisen malliperheen etuna suhteessa muihin metodeihin on eri-
tyisesti tulosten tulkitsemisen helppous. Muuttujien (hinnoittelutekijéiden) véliset suhteet
jaerot on helppo esittdd esimerkiksi vahinkotiheyttd laskevana tai nostavana kertoimena.
Yleistettyjen lineaaristen mallien kdyttd vakuutusmaksun muodostamiseksi onkin ollut

alan standardi monessa maassa jo 1990-luvulta alkaen [Ohlsson & Johansson 2010].

Tilastollisen mallin ennusteen tarkkuutta voidaan usein kuitenkin parantaa hyddynté-
méllé erilaisia koneoppimismenetelmid. Kéytetyistd menetelmistd mainittakoon esimer-
kiksi satunnaismetsit (random forest), neuroverkot ja tehostaminen (boosting). Vaikka-
kin muun muassa edelld mainitut menetelmédt usein onnistuvat nostamaan ennustetark-
kuutta, koneoppimismenetelmien hyddyntdminen laajemmassa mittakaavassa saattaa tor-
mété tulosten tulkitsemisen haasteeseen. Kyseessd on niin sanottu mustan laatikon (black
box) ongelma, jolloin esimerkiksi tietyn ennusteen saaminen kéytetylld koneoppimisme-

netelmilld on jopa mahdotonta selittaa.

Koneoppimista voidaan toteuttaa myos niin sanottuna koosteoppimisena (ensemble lear-
ning). Koosteoppimisen perusideana on luoda opetusaineistosta useita malleja, joiden tu-
loksia yhdistelemilld saavutetaan havaintopisteen ennuste [Zhou 2012]. Yksittdisid mal-
leja yhdistelemélld pdéstddn usein parempaan lopputulokseen kuin mitd yksi malli itses-
sddn onnistuu ennustamaan. Luokitteluongelmissa koosteoppimisen lopputulemaan péaas-
tadn esimerkiksi kayttdmalld enemmistoddnestystéd yksittdisten mallien pohjalta: havain-
topisteen ennustettu luokka on se, joka ennustetaan yksittiisissd malleissa kaikista useim-
miten. Regressiossa ennuste taas voi olla jatkuva, jolloin lopullinen ennuste koosteoppi-

mismenetelmilld hyddyntdd usein keskiarvoa yksittdisistd malleista (kuva 6).
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Kuva 6: Koosteoppimisen perusidea

havaintopisteelle

Alaluvussa 4.1 toteutetaan yksi edelld kuvatun koosteoppimisen menetelma, laukutus
(bagging, bootstrap aggregation), vahinkotiheyden mallintamiseksi. Menetelmé toteute-
taan samaan opetusaineistoon kuin luvussa 3 luotu yleistetty lineaarinen malli. Alalu-

vussa 4.5 vertaillaan ndiden menetelmien eroja ennustetarkkuudessa.

4.1 Menetelman kuvaus

Toteutettu menetelmi toimii padasiassa samalla tavalla kuin Songin et al. [2013] luoma
R-ohjelmiston paketti randomGLM. Toteutus on tdsséd tutkielmassa kuitenkin muokattu
yksinkertaisemmaksi selittdvien muuttujien valinnan osalta, koska mahdollisten muuttu-
jien joukko satunnaisotoksessa on maksimissaan 7. Niin ollen voi olla perusteltua kayttaa
kaikkia mahdollisia muuttujia, eikd aina rajata joukkoa pienemméksi ennen mallin raken-
tamista. Valmis ohjelmakirjasto, randomGLM, ei myoskéén tarjoa yksiselitteisesti mah-
dollisuutta kayttdd kaavan 3.3 mukaista offset-termid mallissa. Algoritmin toteutus on

esitetty liitteessa 2.

Menetelma koostuu neljéisti osasta:
1. Bootstrap-otosten luominen takaisinotannalla
2. Mallin luominen otokselle etenevii valintaa hyddyntiden
3. Ennusteen luominen yksittéisilld malleilla

4. Keskiarvon ottaminen yksittdisistd ennusteista lopullisen ennusteen tekemiseksi



06-

4.2 Bootstrap

Ensimméisessd vaiheessa poimitaan opetusaineistosta bootstrap-otos, josta yksittdinen
malli luodaan myShemmaissé vaiheessa. Opetusaineistosta, jonka koko on n, poimitaan
n-kappaletta havaintoja takaisinpalautuksella. Ndin yksittdiseen otokseen voi tulla sama
havainto useamman kerran ja toisaalta myds osa havainnoista ei tule poimituksi kertaa-
kaan. Téllaisia otoksia muodostetaan m-kappaletta. Otosten (laukkujen) mééra m on usein

vahintddn 100 kappaletta. Tédssa toteutuksessa laukkujen maariksi on valittu 100.

4.3 Etenevi valinta — stepAIC

Toisessa vaiheessa satunnaisotokselle luodaan yleistetty lineaarinen malli ldhes samaan
tapaan kuin alaluvussa 3.3. Toteutetussa menetelmassa ikad késitelldén kuitenkin katego-
risena muuttujana niin, ettd ikdvuosista 18—80 muodostetaan luokat kahdelle perdkkai-
selle ikdvuodelle kerrallaan. Esimerkiksi ikdvuodet 18 ja 19 kuuluvat samaan luokkaan
ja vuodet 20 ja 21 omaansa. Kaikki yli 80-vuotiaat vakuutetut kerdtdéin omaan luok-

kaansa.

Yksittdisen mallin mahdollisten selittdvien tekijoiden lukumaéraa rajoitetaan myds satun-
naisesti. Taulukko 3 listasi kaikki mahdolliset vahinkotiheyttd selittdvat tekijét, joita oli
yhteenséd seitsemén kappaletta. Tédssd toteutuksessa tehdddn ohjelmistokirjaston ran-
domGLM tapaan rajoitus siihen, ettd kuinka montaa selittéivid tekijaa yksittdinen malli
voi kéyttdd. Jokaiselle bootstrap-otokselle valitaan satunnaisesti joko maksimissaan 5, 6
tai 7 ehdokasta selittdvéksi tekijaksi. Vahiisen selittdjien lukuméérdn vuoksi painotetaan

kuitenkin mahdollisuutta kéyttdé kaikkia seitsemad tekijéa.

Sadalle otokselle on kaikille téssd vaiheessa valittu maksimédrd mahdollisia selittdviad
muuttujia. Otoksista 13 voi kdyttdd maksimissaan viittd muuttujaa, 16 maksimissaan

kuutta muuttujaa ja 71 otosta saa seuraavaan vaiheeseen kaikki 7 muuttujaa.

Seuraavaksi rakennetaan jokaiselle otokselle Poissonin log-lineaarinen malli kéyttden
etenevéd valintaa ja edellisen vaiheen mahdollisia selittdvid muuttujia. Etenevd valinta
aloittaa vakiotermimallista ja lisdé jokaisella askeleella ehdolla olevia selittdvid muuttujia

niin kauan kunnes AIC-arvo ei endd parane. Kaikki ehdolla olevat muuttujat eivét siis
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vélttimattd paady yksittdisen mallin selittdviaksi tekijdksi. Valinta on tiysin automaatti-
nen, ja sithen voidaan kéyttdd ohjelmakirjaston MASS funktiota stepAIC. Taulukko 11
ndyttdd havainnollistavasti, kuinka eri otoksille valikoituu ehdokkaita malliin ja kuinka
monta muuttujaa etenevé valinta lopulta valitsee. Kuvassa 7 on lopullisten muuttujien

lukuméérin jakauma.

Taulukko 11: Laukkujen otosten koko, ehdokasmuuttujien lukumééra ja lopullinen selit-
tdvien muuttujien lukuméaara

Otoksen Otoksen  Ehdolla olevien muuttujien = Selittiivien muuttujien
numero koko lukumaiira lopullinen lukuméiri
1 25 809 7 6
2 25809 5 5
3 25 809 5 3
25809
25 809
25809
100 25 809 7 7
48
31
9 9
3
3 4 5 6 7

Kuva 7: Mallien selittdvien muuttujien lukumaéran jakauma
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4.4 Ennusteet yksittiisilla malleilla ja koostaminen

Jokaisella alaluvussa 4.3 luodulla mallilla voidaan nyt tuottaa testiaineistoon havaintoyk-
sikdlle ennuste vahinkotiheydestd. Osa malleista siis kdyttdd kaikkia mahdollisia selitti-
vid muuttujia ennusteen tekemiseksi, ja toisaalta esimerkiksi yhdeksdn mallia on pdétynyt
kiyttamédn vain neljaa selittdvda muuttujaa. Havaintoyksikko saa nyt yhteensd 100 kap-
paletta ennusteita vahinkotiheydelleen. Kaikista ennusteista otetaan yksinkertaisesti kes-

kiarvo lopullisen ennusteen koostamiseksi.

4.5 Koosteoppimismallin vertailu perinteiseen vahinkotiheysmalliin

Vertaillaan lopuksi taulukossa 8 esitetyn vahinkotiheysmallin ja koosteoppimismenetel-
méin eroja ennusteen tarkkuudessa. Molempien mallinnuksessa kdytetyn opetusaineiston
liséksi saatavilla on testiaineisto, jonka havaintojen osalta mallien ennustetarkkuuksia ja

toteumaa vertaillaan. Tarkkuuden mittarina kéytetdén keskinelivirhetta.

Ennen molempien vaihtoehtoisten mallien arviointia tuotetaan keskivahingolle ennusteet
myos kaikista yksinkertaisimman mallin, vakiotermimallin avulla. Muita malleja arvioi-
taessa voidaan vakiotermimallia pitdé erdédnlaisena 1dhtotasona, jonka tarkkuutta edelld
kehitetyt mallit pyrkivét parantamaan. Vakiotermimallissa ei ole siis yhtdkéédn selittdvai
tekijdd, vaan kaikki havainnot saavat vahinkotiheyden ennusteeksi saman arvon. Tark-
kuuden arvioinnissa otetaan kuitenkin edelleen huomioon vakuutusturvan voimassaolo
offset-termilld. Koko vuoden voimassa olleen havainnon ennustettu vahinkotiheys on

0.125392. Testiaineiston keskineligvirhe vakiotermimallilla on 0.1373.

Taulukon 8 mukaisen yleistetyn lineaarisen mallin keskineliovirhe on testiaineistolla
0.13309. Vakiotermimalliin ndhden mallin keskinelidvirhe tippuu noin 3.1 prosenttia.

Koosteoppimismenetelmalld saatu ennustus laskee keskinelidvirheen arvoon 0.13311.

Koosteoppimismenetelmadlld tuotettu ennuste ei tdssd tapauksessa paranna ennustetark-
kuutta. Laukutusalgoritmit tehokkuus syntyy usein siitd, ettd yksittdiset mallit ovat riitté-
vén epédstabiileja [Zhou 2012]. Songin et al. ohjelmakirjasto randomGLM pyrkii luomaan

yksittdisille malleille myds vaihtelua ennusteeseen lisddmalld satunnaisuutta siihen,
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kuinka monta muuttujaa annetaan etenevin mallinvalinnan syotteeksi. Tasséd tutkimuk-
sessa kdytetty aineisto sisdltdd vain seitsemidn mahdollista muuttujaa, joten yksittdisten
mallien ennusteet ovat todennékdisesti keskendén liian samankaltaisia halutun vaihtelun
aikaansaamiseksi. Laukutusalgoritmin ennustetehokkuutta voitaisiin kuitenkin pyrkid pa-
rantamaan esimerkiksi kasvattamalla bootstrap-otoksen kokoa, laukkujen lukuméérdd

sekd lisdaamaélld muuttujille yhdysvaikutuksia.

Jélleen voidaan tehdi valinta ottamalla yksinkertaisempi ja helpommin tulkittava malli
lopulliseksi vahinkotiheysmalliksi. Valitaan vahinkotiheysmalliksi siis alaluvussa 3.3 esi-

tetty malli. Jatkoon valittu keskivahinkomalli puolestaan on esitetty alaluvussa 3.5.
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5 Riskimaksun muodostaminen

Luvussa 3 luotiin mallit sekd vahinkotiheydelle ettd keskivahingolle. Luodaan seuraa-
vaksi riskimaksu testiaineistolle yhdistaimélld mallit hinnoittelurakenteeksi. Ohlssonin ja
Johanssonin [2010] mukaan tavallinen tapa on mallintaa vahinkotiheyttd ja keskivahin-
koa erikseen ja toteuttaa hintarakenne yksinkertaisesti ndiden kertolaskuna. Taulukossa
12 on esitetty rakenne nimenomaan mallien tulona. Mallien kertoimista on otettu ennen
kertolaskua eksponentti, jolloin hinnoittelutekijoéiden vaikutus tulee helpommin tulkitta-

vaksi.

Taulukko 12: Hinnoittelurakenne

Parametri Estimaatti

Vakio 22.4073
Muuttuja 1: taso 2 1.3253
Muuttuja 1: taso 3 1.5590
Muuttuja 1: taso 4 1.6645
Muuttuja 1: taso 5 2.6034
Ika 1.0367

ka2 0.9993
Muuttuja 3: taso 2 4.0711
Muuttuja 2: taso 2 0.7031
Muuttuja 2: taso 3 0.5080
Muuttuja 4: taso 2 1.2704
Muuttuja 4: taso 3 1.6255

Ikatekijan kerroin muuttuu epélineaarisesti, ja yksittiiselle ikédpisteelle kerroin saadaan-

kin kaavan 1.0367/%4 - 0.9993/%4* mukaisesti. Esitetiiin vield, kuinka riskimaksu voidaan
laskea halutulle havaintopisteelle. Esimerkkitapauksen ikd on 30 vuotta, muuttuja 1 on

tasolla 1, muuttuja 2 tasolla 2, muuttuja 3 tasolla 1 ja muuttuja 4 tasolla 3. Ikdtekijén

kerroin on télléin 1.03673° - 0.9993%°° = 1.569971. Riskimaksu on téssi tapauksessa:

22.4073-1.569971-1-0.7031-1-1.6255 = 40.21€
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5.1 Ennustevilin muodostaminen yksittiiselle riskimaksulle

Kertomalla vahinkotiheysmallin seké keskivahinkomallin tuottamat piste-estimaatit kes-
kenéén paadytdan havainnon riskimaksuun taulukon 12 mukaisesti. Piste-estimaattien li-
sdksi voidaan muodostaa havainnolle myds ennustevéli molempien mallien ennusteiden

epavarmuuden tulkitsemiseksi.

Ennusteet riippuvat mallien omista estimoiduista parametrivektoreista B ja esimerkiksi
Agresti [2015] osoittaa, kuinka 8 noudattaa asymptoottisesti multinormaalijakaumaa yh-
talon (2.23) mukaisesti. Nyt havainnon ennustevéli voidaan helposti muodostaa simuloi-
malla uusia havaintoja multinormaalijakaumasta. Toteutetaan ennustevilin simulointi

edellisen vaiheen esimerkkitapaukselle seuraavasti:

1. Estimoidaan mallin linkkifunktion odotusarvo havainnolle , = xff?.

2. Estimoidaan ennustimen 7, kovarianssimatriisi var(n,) = X(XTWX)"1XT.

3. Simuloidaan uusia ennustuksia 10 000 kappaletta multinormaalijakaumasta,
jonka odotusarvo ja varianssi estimoitiin vaiheissa 1 ja 2.

4. Otetaan simuloiduista tuloksista linkkifunktion kdanteisfunktio. Molemmissa
malleissa kidytettiin log-linkkid, jonka kainteisfunktio on eksponenttifunktio.

5. Lasketaan simuloitujen havaintojen jakaumasta halutut tunnusluvut, kuten ala- ja

ylikvartiili.

Vaiheet 1-5 toteutetaan erikseen vahinkotiheyden seké keskivahingon osalta. Riskimak-
sun ennustevili voidaan nyt esittdd ennustevilien tulona. Alakvartiili esimerkin riskimak-

sulle on 33.7 euroa ja yldkvartiili 48 euroa.
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5.2 Riskimaksun riittivyys ja varmuuslisa

Riskimaksun tulisi keskimédrin kattaa vakuutetun riskin odotettu korvausmeno. Vahin-
komeno voi vakuutuslajista riippuen kuitenkin heilahdella suuresti ajan kuluessa. Vakuu-
tusmaksuun tuleekin sisdllyttdd niin sanottu varmuuslisd, jolla turvataan vuosittaisten

vaihteluiden aiheuttama epdvarmuus korvausmenossa [Pellikka et al. 2020].

Simuloidaan seuraavaksi testiaineistosta erilaisia otoksia sopivan varmuuslisin méadaritta-
miseksi. Jokaiselle testiaineiston havainnoille on laskettu riskimaksu taulukon 11 mukai-
sesti. Valitaan aineistosta kerrallaan 3000 havaintoa takaisinpalauttamalla, jolloin sama
havainto voi tulla valituksi satunnaisotantajoukkoon useamman kerran. Tdmén jdlkeen
satunnaisotantajoukosta lasketaan kokonaissumma seké toteutuneelle vahinkomenolle
ettd kerdtylle riskimaksulle. Satunnaisotannan poiminta ja siitd suoritettava summaus va-
hinkomenolle ja riskimaksulle suoritetaan yhteensé 10 000 kertaa. Taulukossa 13 on lis-

tattuna esimerkinomaisesti muutamia simulointikierrosten tuloksia.

Taulukko 13: Simulointikierrosten tuloksia

Kierroksen numero Otoskoko @ Kokonaisvahinkomeno  Keriitty riskimaksu

1 3000 106 928 101 818
2 3000 114 425 99 642
3 3000 93 536 100 805
3000
3000
. 3000 . .
9999 3000 89 991 102 938
10 000 3000 97 128 104 648

Taulukosta 13 huomataan, ettd kierroksesta riippuen, kerétty riskimaksu ei aina riitd kat-
tamaan syntynyttd korvausmenoa. Taulukon 12 mukaan luodulla riskimaksulla, kor-

vausmeno pystytddn kattamaan noin 59 prosentilla simulointikierroksista.

Valitaan sopiva varmuuslisd hyvinkin yksinkertaisella menettelylld. Riskimaksua korote-

taan kaikilla havainnoilla kiintedn prosenttiosuuden verran. Taulukkoon 14 on listattu
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kuinka kiinted korotus vaikuttaa korvausmenon kattavien kierrosten lukumairdin simu-

lointiaineistolla.

Taulukko 14: Varmuuslisdn merkitys riskimaksun kattavuudessa

Riskimaksun korotus = Osuus simulointikierroksista,

(%) kun riskimaksu on riittiva
0 59.4 %
1 63.4 %
2 67.1 %
3 70.1 %
4 73.8 %
5 76.8 %
10 88.8 %
20 98.5 %

Varmuuslisé voidaan ndin valita kuvatun menetelmédn avulla sopivan turvaavalle tasolle.
Esimerkiksi 5 prosentin varmuuslisi jo aikaisemmin tuotetun riskimaksun liséksi riittdd

kattamaan vahinkomenon yli 75 prosentilla simulaatiokierroksista.
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6 Yhteenveto

Tutkielmassa ndytettiin, kuinka vakuutusmaksun riskimaksuosa voidaan muodostaa hyo-
dyntdméllé yleistettyd lineaarisia malleja. Tutkielman mallit luotiin pitkilti perinteisen
kehikon puitteissa. Malleja voidaan esimerkiksi rikastaa lisdamaélla selittdviksi tekijoiksi
yhdysvaikutuksia sekd hyodyntdmalla paikkatietoa riskin maantieteellisen jakautumisen
tunnistamisessa. Yleistetyt lineaariset mallit kasittdvit myos joukon muita laajennuksia
tassd tutkielmassa kdytettyihin menetelmiin. Mainittakoon néistd ainakin tasoittavien
splinikdyrien kayttd jatkuvien selittdvien muuttujien osalta sekd satunnaisvaikutusten

hy6dyntdminen monitasoisilla kategorisilla muuttujilla.

Erilaisilla koneoppimisen menetelmilld on myds paikkansa riskin tunnistamisessa. Téssd
tutkielmassa esitetty koosteoppimismenetelma ei kuitenkaan onnistunut parantamaan va-
hinkotiheyden ennustetarkkuutta verrattuna perinteisempddn menetelméddn. Todenna-
koiseksi syyksi esitettiin yksittdisten mallien vakautta ja selittdvien muuttujien pientd
joukkoa, jolloin my0s yksittdisten mallien ennusteissa ei ilmennyt riittdvai vaihtelua. Me-
netelmén kykyé parantaa ennustetarkkuutta voisikin jatkossa tutkia my0s toisenlaisella
riskilld, jossa havaintojen lukumaéri olisi pienempi ja mahdollisten selittdvien tekijéiden

joukko suurempi.

Tutkielmassa esitettyd koosteoppimismenetelmad kokeiltiin tilld kertaa vain vahinkoti-
heyden mallinnuksessa. Jatkokehitysmahdollisuuksia voisi laajentaa myos keskivahingon
ennustetarkkuuden parantamiseksi. Nyt luotu keskivahinkomalli muodostettiin vain
niistd havainnoista, joille oli tilastovuonna 2021 sattunut vahinko. Havaintojoukko on siis
huomattavasti pienempi kuin vahinkotiheyden mallinnusjoukko, jolloin koosteoppimis-
menetelma saattaisi onnistua parantamaan ennustetarkkuutta. Ennustetarkkuuden paran-
taminen onkin menetelmén yksi keskeinen tavoite. Toisaalta myds ylisovittamisen valt-
tamiseksi tutkimuskysymyksend voisi olla menetelmén toteutus kdyttdmalld huomatta-

vasti pienempdi laukkujen lukumaéraa.

Lopulliseen riskimaksuun paadyttiin vahinkotiheyden seka keskivahingon tulona. Lisdksi
ndytettiin, kuinka yksittdisen havainnon riskimaksun piste-estimaatille voidaan luoda ris-
kimaksun ennustevéli. Ennustevilin avulla voidaan tehda tulkintoja odotetun vahinkome-
non epdvarmuudesta. Mielenkiintoinen jatkotutkimuskysymys voisi liittyd ennustevélin

hy6dyntdmiseen riskimaksun varmuuslisdn maérittamiseksi.
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Sopivan varmuuslisin asettamiseksi ehdotettiin my0s vaihtoehtoista menetelmdi. Ha-
vaintojoukosta poimittiin satunnaisotoksia takaisinpalautuksella 10 000 kappaletta. Jo-
kaisen muodostetun otoksen toteutunutta vahinkomenoa vertailtiin muodostettuun riski-
maksuun. Lopuksi tutkittiin, kuinka riskimaksun kiinted korotus tietylld prosenttiosuu-
della pyrkii varmistamaan kerdtyn maksun riittivyyttd otoksessa. Menetelméa on hyvinkin
yksinkertainen ja mahdollisesti liikaa mallien ennustekykyyn nojautuva. Pyrkimys mene-
telmélléd on kuitenkin intuitiivinen: luoda vaihtelevia satunnaisotoksia muodostuvasta va-

kuutuskannasta ja sithen kohdistuvista korvausvaatimuksista.
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Liitteet

Liite 1: Newton-Raphsonin menetelmi parametrien ratkaisemiseksi. R-koodi.

# Algoritmi jatkuu, kunnes erotus on pienempi kuin asetettu lukema.
erotus <- 0.00001

# Vastemuuttuja.
y <- dSVAH_KPL

# Vakio ja yksi selittava tekija.
x <- cbind(1,dSIKA)

# Alkuarvaus parametrivektorille.
beta.alku <- c(log(mean(y)),0)

# Padivitettdava parametrivektori. Ensimmaisessa vaiheessa sama kuin alkuarvaus.
beta.loppu <- beta.alku

# Perakkaisten vaiheiden muutos, joka paivittyy algoritmin jokaisella kierroksella.
muutos <- Inf

# Algoritmi.
while (muutos>erotus) {

eta <- X %*% beta.alku

# Diagonaalivektori.
w <- diag(as.vector(exp(eta)), nrow = nrow(x), ncol = nrow(x))

# Uusi parametrivektori.
beta.loppu <- beta.alku + solve(t(x)%*%w%*%x)%*%t(x)%*%(y-exp(eta))

# Paivitetdaan muutos.
muutos <- sqrt(sum((beta.loppu - beta.alku)”2))

# Asetetaan edellisen vaiheen parametrivektoriin uudet arvot.
beta.alku <- beta.loppu
print(beta.alku)
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Liite 2: Koosteoppimismenetelmiin toteutus. R-koodi.

# Tallennetaan opetusaineisto.
tdata <- traindata

# Laukkujen lukumaara.
n_bag <- 100

# Maksimimaara mallin muuttujien lukumaaraksi.
max_vars <- c()

# Mallin lopullisten muuttujien lukumaara.
n_vars <- ¢()

# Testijoukolle tehtyjen ennusteiden tallennus.
preds_step <- data.frame(matrix(nrow = nrow(testdata)))

# Algoritmin toteutus.

for (i in 1:n_bag) {
print(i)
templndex <- sample(1:nrow(tdata),nrow(traindata), replace = T)
tempdata <- tdata[templindex,]

# Mahdolliset muuttujat.
muuttujat <- ¢("Muuttujal","Muuttuja2","Muuttuja3",
"Muuttujad","Muuttuja5”,"Muuttuja6","IKALUOKKA")

# Valitaan muuttujien lukumaara etenevaan. Painotetaan mahdollisuutta kdyttaa
kaikkia muuttujia.
Ikm <- sample(5:7, 1, replace = F, prob = ¢(0.3, 0.3, 0.4))

# Tallennetaan, kuinka monta muuttujaa malliin on maksimissaan mahdollista saada.
max_vars <- append(max_vars, lkm)

# Satunnaisesti valitut muuttujat.
mjat <- sample(muuttujat, [km, replace = F)

# Kaava taydelle mallille
formu <- as.formula(paste("VAH_KPL ~", paste(mjat, collapse = "+"),"+offset(log(DU-
RAATIO))"))

# Vakiotermimalli.
base_freq <- glm(VAH_KPL ~ offset(log(DURAATIO)),
family = poisson(link = "log"), data = tempdata)
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# Taysi malli.
fullmodel_freq <- glm(formula = formu,
family = poisson(link = "log"), data = tempdata)

# Eteneva mallivalinta. Lahtee vakiotermimallista ja lisdd muuttujia yksi kerrallaan,

kunnes AlC-arvo ei enda parane.

tempfreq <- stepAlC(base_freq, scope=list(upper=fullmodel_freq, lower=base_freq),
direction = "forward")

# Tallennetaan selittdvien muuttujien lopullinen lukumaara.
n_vars <- append(n_vars, length(names(tempfreqgSxlevels)))

# Testijoukon ennustukset.

tempprediction <- predict(tempfreq, newdata = testdata, type = "response")
tempprediction <- as.data.frame(tempprediction)
colnames(tempprediction) <- pasteO("PRED_", i)

preds_step <- cbind(preds_step, tempprediction)

# Ennusteet.
preds_step <- preds_step[,-1]

# Otetaan ennustuksista keskiarvo.
testdataSPRED_mean_step <- rowMeans(preds_step)



