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Saariippuvaisen uusiutuvan energian lisdantyessa sahkdjarjestelman tasapainon yllapitami-
nen on entistd haasteellisempaa. Tasapainon yllapitdmiseksi erilaiset nopeasti reagoivat, sah-
kontuotantoon tai -kulutukseen kykenevat resurssit voivat tarjota joustoa, eli reservia, jota kanta-
verkko-operaattorit hankkivat itselleen reservimarkkinoilta. Sahkélammitteiset lampdvarastot ovat
merkittavia sahkoénkuluttajia, ja voivat nain ollen tarjota merkittdvan maaran reservia samalla an-
saiten parempia tuottoja. Reservimarkkinahintojen riittadvan tarkka ja luotettava ennustaminen on
edellytyksena reservimarkkinoille osallistuvan lampdvaraston kustannustehokkaalle ohjaukselle.
Tassa tyossa selvitetaan millaisia koneoppimismalleja voitaisiin hyédyntaa reservimarkkinahinto-
jen ennustamisessa. Lisaksi tutkitaan millaisia yleisia suunnitteluvaiheita reservimarkkinahintojen
ennustamiseen kaytettaville koneoppimismalleille on. Tydn tarkoituksena on toimia aloituspis-
teena reservimarkkinahintoja ennustavan koneoppimismallin suunnittelulle.

Jopa puolet maailman energiankulutuksesta kulutetaan 1ampéna. Lampdévarastot voivat olla
merkittdvassa roolissa vihreassa siirtymassa mahdollistaen kulutuspiikkien tasaamisen seka lam-
mityksen sdhkdistymisen. Polar Night Energyn ensimmaisessa laatuaan olevassa hiekkaldmpo-
varastossa lampo voidaan varastoida korkeaan, jopa 600 °C Iampédtilaan, joka mahdollistaa 1am-
mon toimittamisen esimerkiksi kaukolammon ja useimpien teollisuuden prosessien tarpeisiin.

Lampdvaraston toimintaa ohjaavat paaasiassa asiakkaan lammontarve, sdhkdn spot-hinta
seka varaston varaustaso. Lampdvarastoa pyritdan ohjaamaan niin, etta varastoa ladataan sah-
kdn hinnan ollessa matalalla ja puretaan asiakkaan tarpeiden mukaisesti. Reservimarkkinoille
osallistuvan lampoévaraston kohdalla myos reservimarkkinahinnat ovat merkittava osatekija oh-
jauksessa, silld nilden ennustaminen mahdollistaa kaikista tuottoisimpien tuntien seka markkinoi-
den valinnan.

Sahko- ja reservimarkkinahintojen ennustuksessa kaytetyimpid ennustusmenetelmia ovat ti-
lastolliset ja koneoppimismenetelmat, ja niiden suorituskykya usein verrataan keskendan. Tilas-
tollisten ja koneoppimismallien teorian liséksi tydssa tutustuttiin erilaisiin tarkkuusmittareihin, joilla
ennustusmenetelmien tarkkuutta voidaan mitata.

Tydssa perehdyttiin reservimarkkinahintojen ennustusta koskevaan tutkimukseen mahdolli-
simman laajasti ja lisdksi myos sahkdmarkkinahintojen ennustamista koskevaan tutkimukseen.
Molempien kohdalla syvat neuroverkot antoivat parhaita tuloksia, ja useimmissa tutkimuksissa
koneoppimismallit paihittivat ennustustarkkuudessa tilastolliset verrokkimallinsa. Tutkimuksissa
nostettiin esiin myds ongelmia, jotka heikentavat sahko- ja reservimarkkinahintojen ennustusta
kasittelevien tutkimusten vertailukelpoisuutta. Ongelmina olivat muun muassa erilaisten datajouk-
kojen, ohjelmistototeutusten ja tarkkuusmittareiden kayttd, kehittyneiden mallien vertaaminen yk-
sinkertaisiin malleihin ja liian lyhyet testausdatan pituudet. Nita ei tdssa tydssa kyetty ottamaan
huomioon tydn laajuuden vuoksi, mutta kun tehdaan paatoksia eri tutkimuksissa esiintyvien mal-
lien keskindisen vertailun pohjalta, on kyseiset ongelmat syyta ottaa huomioon.

Tyo6ssa tunnistettiin myds useissa tutkimuksissa esiintyneitd koneoppimismallien suunnittelu-
vaiheita, joita olivat algoritmin valinta, datan ja ulkoisten tekijoiden valinta, aikasarja-analyysi, da-
tan esikasittely, mallin validointi, tarkkuusmittarien valinta, hyperparametrien optimointi ja tulosten
tilastollisen merkittavyyden toteaminen.

Avainsanat: Lampovarasto, reservimarkkinat, ennustusmenetelmat, koneoppiminen
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1. JOHDANTO

Maailman tahdatessa kohti hiilineutraaliutta joudutaan suuri maara fossiilista energian-
tuotantoa korvaamaan hiilineutraaleilla vaihtoehdoilla. Fossiiliset energiamuodot ovat
kallistuneet ja uusiutuvat energiamuodot ovat halventuneet (Jaller-Makarewicz, 2021).
Suomessa esimerkiksi tuulivoimahankkeita oli 11/2022 meneilldan eri vaiheissaan yh-
teensa n. 66 GW edestd (Suomen Tuulivoimayhdistys ry, 2022), kun vertailun vuoksi
sahkon kulutus Suomessa 31.1.2023 oli korkeimmillaan noin 10,6 GW (Fingrid, 2023a).
Saariippuvaisen tuotannon lisdantyessa sahkdverkon tarjonnan epasaanndllisyys ja vo-
latiliteetti lisdantyvat merkittavasti. Tatd vastaan suojautumiseksi kysynnan jousto on
kaytanndllinen ratkaisu. (Golmohamadi et al., 2022, luku 1.1) Sahkdélammitteiset Iampo-

varastot ovat yksi toimija sahkdverkon kysyntapuolella, jotka voivat tarjota tata joustoa.

Fingrid huolehtii sahkojarjestelman toiminnasta ja varmistaa tuotannon ja kulutuksen ta-
sapainon muun muassa yllapitamalla reservimarkkinoita. Runsaasti sahkda tuottavat tai
kuluttavat sahkéverkon kayttajat voivat osallistua reservimarkkinoille tarjoten ylos- tai
alassaatoda tai molempia (Fingrid, 2023b). Saatétarjousten toteuttaminen on yksi keino
tuoda lisaa tuottoja lampdvarastolle. Ongelmana on tuottoisimpien tuntien ja markkinoi-
den valinta. Vaikka saatétarjouksia voidaan toteuttaa tietdmatta mitaan tulevista reservi-
markkinahinnoista, olisi tuottojen maksimoimiseksi paras tietda milla tunneilla ja milla

markkinoilla tuotot ovat suurimmat.

Sahko- ja reservimarkkinahintojen ennustuksessa on kaytetty usein tilastollisia ja kone-
oppimismenetelmia, jotka kilpailevat keskenaan ennustuskyvykkyydessa. Koneoppimis-
menetelmien etuna on niiden kyky oppia monimutkaisia epélineaarisia riippuvuuksia
muuttujien valille. Koneoppimisratkaisuja on esitetty laajasti useisiin erilaisiin ennustus-
ongelmiin kuten sdan ja saariippuvaisen energiantuotannon ennustamiseen sekd smart
gridien paatdéksentekoon liittyen hintoihin, kulutukseen ja tuotantoon (Rangel-Martinez et
al., 2021).

Taman tydn tutkimuskohteena on reservimarkkinoilla toimivan ldmpdvaraston ohjauk-
sessa kaytettdva koneoppimismalli, jonka tarkoituksena on ennustaa reservimarkkina-

hintoja. Ty0 tehtiin yhteistydssa Polar Night Energy Oy:n (PNE) kanssa. PNE on yritys,



joka suunnittelee ja toteuttaa korkean lampétilan lampdvarastoratkaisuja mahdollistaak-
seen ymparistoystavallisen energiatuotannon lampdsektorilla. Tutkimuskysymyksina oli-

vat:

¢ millaiset koneoppimismallit voisivat soveltua reservimarkkinoiden seuraavan pai-

van tuntihintojen ennustamiseen

e millaisia yleisid suunnitteluvaiheita reservimarkkinahintojen ennustukseen kay-

tettavan koneoppimismallin suunnitteluprosessiin kuuluu

Tyon tarkoituksena on siis 16ytad kyseiseen ongelmaan soveltuvia koneoppimismalleja
ja tarjota yleiset raamit koneoppimismallin suunnittelulle. Ty6ssa perehdyttiin kirjallisuu-
teen lampovarastojen, sahko- ja reservimarkkinoiden, tilastollisten ja koneoppimismene-
telmien seka sahko- ja reservimarkkinahintojen ennustamisen alueilla. My6s PNE:n toi-
mittamia ei-julkisia materiaaleja seka Fingridille toteutettua kyselya kaytettiin lahteina.
Aiempia opinnaytetoita ei I6ytynyt suoraan tdaman tydn aiheesta, mutta laheisesta aihe-
piiristd 16ytyi diplomity6é: "Energianhallintajarjestelma mikroverkon energiaresurssien
kaytoén taloudelliseen optimointiin” (Zavertkin, Mikko, 2023), jossa kasiteltiin myts muun

muassa erilaisia ennustusmenetelmia.

Tyon luvussa 2 esitelldan yleisesti erilaisia lampoévarastoja ja niiden luokittelua, seka tu-
tustutaan PNE:n sahkdlammitteisen hiekka-akun toimintaan. Luvussa 3 tutustutaan sah-
kémarkkinoihin hieman yleisesti, jonka jalkeen paneudutaan syvemmin reservimarkki-
noihin, taajuusohjattuihin reserveihin ja lampoévaraston toimintaan reservimarkkinoilla.
Luvussa 4 esitellaan erilaisia sahko- ja reservimarkkinoilla kaytettavia ennustusmenetel-
mia seka niiden taustateoriaa. Luvussa 5 puolestaan syvennytddn sahko- ja reservi-
markkinoiden hintojen ennustusta koskevaan tutkimukseen ja esitelladan naihin tehtaviin
soveltuvan koneoppimismallin yleiset suunnitteluvaiheet. Lopuksi luvussa 6 kaydaan lapi

tydn johtopaatokset ja tulevaisuudennakymat.



2. LAMPOVARASTON TOIMINTA

Lammodn varastointi on yksi energian varastoinnin muodoista. Muita energian varastoin-
timuotoja ovat esimerkiksi mekaanisen, sahkékemiallisen ja kemiallisen energian seka
suora sahkon varastointi (Rahman et al., 2020). L4&mm&n varastoinnilla on tarked asema
energian varastoinnissa, silla esimerkiksi vuonna 2021 jopa 50 % maailman energiasta
kulutettiin 1d8mpona (IEA, 2022). Lampda voidaan varastoida lammittamalla tai jaahdyt-
tamalla valiainetta. Varastoitua 1amp6a voidaan hyddyntaa lammittamiseen, jaahdytta-
miseen tai sahkon tuotantoon (Sarbu and Sebarchievici, 2018). Lampdvarastoja on ole-
massa useita eri tyyppeja, jotka soveltuvat ominaisuuksiensa puolesta erilaisiin kaytto-
kohteisiin. PNE on kehittanyt Iampdvaraston, joka pohjautuu hiekan lammittamiseen kor-
keisiin lampdtiloihin ja on BBC:n artikkelin (McGrath, 2022) my6ta saanut julkisuudessa
nimen "hiekka-akku” (engl. sand battery). Hiekka-akku on ensimmainen laatuaan maail-
massa ja silla on joitain merkittavia etuja muihin saman luokan lampévarastoihin verrat-

tuna.

2.1 Lampovarastojen luokittelu

Lammodn varastointia varten on olemassa suuri maara erilaisia ratkaisuja, jotka kaikki
soveltuvat omiin kayttétarkoituksiinsa. Jarjestelman rakenteeseen vaikuttaa siis useita
tekijoitd. Lampdvarastot voidaan luokitella useilla eri tavoilla, mutta usein ne luokitellaan
kolmeen paakategoriaan: tuntuvan lammon varastoihin, latentin [Bmmon varastoihin
seka kemiallisiin lampoévarastoihin (Alva et al., 2018; Rahman et al., 2020; Sarbu and
Sebarchievici, 2018). Lampoévaraston rakenteeseen ja systeemin kokoonpanoon vaikut-

taa edellisten lisdksi se, halutaanko ldmpdvarastosta ulos sahkda vai lampda.

Tuntuvan Iammon varastointi tarkoittaa Iampétilaeroon perustuvaa [&mmaon varastointia,
kun taas latentin ldmmdn varastointi tarkoittaa materiaalin faasinmuutokseen liittyvan
[Gmmon varastointia (Alva et al., 2018). Kemiallisen [dampdvaraston toiminta perustuu
termokemiallisten materiaalien reversiibeliin hajoamiseen, jossa lampda vapautuu seka
kaanteisreaktioon, jossa lampda sitoutuu (Sarbu and Sebarchievici, 2018). Naista kol-
mesta kemiallisilla IampoOvarastoilla on suurin energiatiheys, latentin lAmmon varastoilla
toiseksi suurin ja tuntuvan lammaon varastoilla pienin. Sita vastoin tuntuvan lammén va-
rastot ovat kaikkein kypsinta teknologiaa, kun latentin Iammon varastot ovat viela enim-

makseen kehitysvaiheessa (Sarbu and Sebarchievici, 2018) ja kemialliset ampoévarastot



puolestaan ovat vield laboratoriovaiheessa kehitteilla (Alva et al., 2018). Erityisesti tun-
tuvan lammon varastot ovat siis kiinnostavaa teknologiaa keskisuuren ja suuren mitta-

kaavan energiavarastoissa talla hetkella.

Tuntuvan ldGmmon varastoa ladattaessa varastomateriaalia lammitetdan ilman etta ta-
pahtuu faasinmuutosta. Varastoidun lammdn maara riippuu varastomateriaalin tihey-
destd, tilavuudesta, ominaislampokapasiteetista ja lampdtilaerosta. Varastomateriaa-
leina tuntuvan ldammadn varastoissa voidaan kayttaa ainakin vettd, [Bmmadnsiirtodljyja, su-
latettuja suoloja, nestemaisid metalleja, maa-aineksia ja betoniharkkoja. Nama materi-
aalit ovat vettd lukuun ottamatta termisesti stabiileja — eli ne sailyttavat lammitettdessa
ominaisuutensa — jopa 400 °C ja sitdkin korkeampiin lampétiloihin asti (Alva et al., 2018,
luku 2.1.1), mahdollistaen siten korkean varaston lampétilan. Sulatettujen suolojen, maa-
ainesten ja betoniharkkojen etuina on korkean varastointilampatilan lisaksi myos halpa
hinta. Suurin haaste tuntuvan lammon varastoissa puolestaan on, etta varaston lampo-
tila laskee purkamisen aikana (Alva et al., 2018, luku 2.1.2). Lampd&varastosta ulos saa-
tava maksimiteho siis laskee varaston lampétilan laskiessa. Korkean energiatiheyden
saavuttamiseksi tuntuvan [Ammon varastoissa on syyta suosia suuren [ampokapasitee-
tin seka korkean termisen stabiiliuden tai ainakin jommankumman omaavia materiaaleja.
Lammon varastointimateriaaleista vesi on kaikkein kaytetyin (Sarbu and Sebarchievici,
2018) ja tama johtunee varmastikin sen yleisesta saatavuudesta, halvasta hinnasta seka
korkeasta lampdkapasiteetista. Vetta ei kuitenkaan voi lammittda yhta korkeisiin lampdo-
tiloihin kuin esimerkiksi maa-aineksia, jotka ovat myoés halpoja varastomateriaaleja. Maa-
ainesten mahdollistama satoja asteita korkeampi varastointilampétila on selkea etu ve-
teen nahden ja silld saadaan kompensoitua maa-ainesten veteen nahden pienemman

lampokapasiteetin vaikutus varaston kapasiteettiin.

Lampdvarastoja voidaan luokitella myds muilla menetelmilla ja Alva et al. (2018) ovatkin
luokitelleet lampoévarastot vielda erikseen lataussyklien taajuuden, jakelun, mekanismin
seka operoitavan lampdétilavalin mukaan, mutta naihin ei paneuduta tassa tydssa tar-
kemmin. On siis hyva tunnistaa, ettad lampdvaraston kasite pitda sisalladn monenlaisia

teknologisia ratkaisuja ja niitd voidaan luokitella useiden eri kriteerien perusteella.

Tassa tydssa keskitytdadn lampdvarastoihin vain PNE:n hiekka-akun kannalta. PNE:n
nettisivujen tietojen perusteella hiekka-akun voidaan todeta olevan tuntuvaan lampddn
perustuva, korkean operointildampétilan omaava lampdévarasto (Polar Night Energy,
2023a).



2.2 Polar Night Energyn hiekkalampovaraston toiminta

PNE:n kehittdma hiekka-akku on tuntuvaan lampddn perustuva korkean lampétilan [am-
povarasto. Erityisesti prosessilampo6a tarvitsevat teollisuuden toimijat ja kaukolampdyh-
tiét voivat hyétya korkean lampétilan ldBmpdvarastojen tarjpamasta omavaraisuudesta
seka kulutuspiikkien tasaamisesta. Hiekka-akun keskimaarainen maksimilampétila on
600 °C (Kivioja, 2023a), joka riittda hyvin seka teollisuuden prosessien tarpeisiin etta
kaukoldmmdn tuotantoon. Teollisuuden prosesseista jopa noin 60 % kayttaa prosessi-
lampda lampdtilavalilla 30 — 250 °C (Sharma et al., 2017, luku 1) ja kaukolammon lam-

potila puolestaan vaihtelee saasta riippuen valilla 65 — 115 °C (Energiateollisuus, 2023).

PNE:lla on talla hetkella kaksi toiminnassa olevaa laitosta, joista toinen on Hiedanran-
nassa sijaitseva pilottilaitos ja toinen on Kankaanpaassa sijaitseva laitos. Kankaanpaan
laitos on pieni kaupallisen mittakaavan laitos, jonka nimellisteho on 100 kW ja kapasi-
teetti 8 MWh. (Polar Night Energy, 2023b) Yhtion nettisivuilla on talla hetkella tarjolla
kaksi huomattavasti suurempaa tuotetta: nimellisteholtaan ja kapasiteetiltaan joko 2 MW
ja 200 MWh tai 10 MW ja 730 MWh Iampdvarastot (Polar Night Energy, 2023c).

Yksinkertaistettuna hiekka-akku koostuu l[Amménvarastointivaliaineesta, l|ABmmaonsiirto-
putkistosta, lammitysvastuksista, lammdnvaihtimesta sek& puhaltimesta. LAmmitysvas-
tukset on kytketty sahkoverkkoon. Akkua varataan seka puretaan kierrattamalla normaa-
lipaineessa olevaa ilmaa varaston lapi lammadnsiirtoputkistoa pitkin, suljetussa kierrossa.
Akkua varattaessa ilmaa lammitetdan [ammitysvastuksilla ja puhalletaan lampdvaraston
Iapi. Kuuma ilma luovuttaa Idmpdnsa hiekalle ja palaa vileampana takaisin [Ammitys-
vastuksille ja puhaltimelle. Akkua purettaessa lammitysvastukset ovat pois paalta, ja nyt
ilmaa puhalletaan kuuman hiekkasailion seka lammaonvaihtimen lapi. lIma vastaanottaa
lamp6a kuumalta hiekalta ja etenee lammonvaihtimeen luovuttamaan tdman lammoén
fluidille, jota asiakas haluaa lammittaa. Viilennyt ilma palaa taas puhaltimen kautta saili-
60n lammitettavaksi. (Kivioja, 2023b) Kuvassa 1 on esitettyna periaatekuva hiekka-
akusta latauksen aikana. Purkamisen aikana lampo6 siirtyy painvastaisesti varastosta il-

maan ja siita lammitettavaan aineeseen.
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Kuva 1. Periaatekuva Polar Night Energyn hiekka-akusta latauksen aikana. Muo-
kattu lahteesté (Kivioja, 2023b).

Lampdvarastoille olennaisia parametreja ovat operoitava lampétilavali, kapasiteetti,
teho, hydtysuhde, varastointiaika, lataus- ja purkamisaika seka hinta kapasiteettia tai te-
hoa kohti (Sarbu and Sebarchievici, 2018). Taman tyén nakokulmasta ehka olennaisim-
pia naista ovat lampobvaraston operoitava lampdtilavali, kapasiteetti, teho seka lataus- ja
purkamisajat. Operoitava lampdtilavali maarittda varaston kapasiteettia ja tehoa. Kapa-
siteetti kertoo sen miten paljon energiaa varastoon mahtuu, latausteho sen, kuinka no-
peasti tdma energiaa saadaan varastoon laitettua ja purkamisteho sen, kuinka nopeasti

energiaa saadaan otettua varastosta ulos.

Lammdnsiirto, jota prosessissa tapahtuu, edellyttda ldmpdtilaeroa. Tdma rajoittaa sita
kuinka matalalle varaston lampdtila voi laskea, jotta [ampoa voitaisiin viela hyodyntaa.
Veden lammittamiseksi 80 °C lampdtilaan on varaston keskimaaraisen lampdétilan oltava
vahintdan 100 °C, jotta lAmmdnsiirto on riittdvan tehokasta (Kivioja, 2023b). Teollisuuden
prosessilammon tarpeisiin tdma vahimmaislampdétila voi olla huomattavasti suurempi

riippuen sovelluskohteesta.

Lammonsiirto ei mydskaan koskaan ole taydellista, vaan esimerkiksi hiekka-akkua va-
rattaessa lammitettava hiekka jaa aina hieman viileAmmaksi kuin [Ammityksessa kaytetty
ilma ja painvastoin akkua purettaessa. Hiekka on myds hyva [ammoneriste, joten [ampd
ei jakaannu akussa tasaisesti (Kivioja, 2023a). Varaston keskilampétilan voidaan arvi-
oida taydella varauksella olevan noin 600 °C. Nain saadaan operoitava lampétilavali sel-

vitettya hiekka-akulle.



Lampdvaraston kapasiteetti E voidaan esittdad muodossa (Kivioja, 2023)

E = pVey(T = Trer) (1)

missa p on varastomateriaalin tiheys, V varaston tilavuus, c,, varastomateriaalin ominais-
lampdokapasiteetti ja (T — T;..5) operoitava lampdtilavali, eli lampotilaero, jossa T on va-
raston suurin mahdollinen keskilampoatila ja T, matalin hyodyllinen Iampdtila. Materiaa-
lin valinnalla kiinnitetdan tiheys ja ominaislampodkapasiteetti. Sovelluskohde puolestaan
maarittdd kaytannossa lampdtilaero-termin enimmaismaaran, jolloin varaston kokoa

muuttamalla voidaan maarittaa haluttu kapasiteetti.

Lampdvarastosta ulos saatava maksimiteho riippuu siitd, kuinka hyvin Iamp6a saadaan
siirrettya kuumasta hiekasta lammonsiirtoaineena toimivaan ilmaan ja siita edelleen lam-
mitettdvaan kohteeseen. LAmmonsiirron tehokkuus riippuu lampdvaraston keskilampo-
tilasta, lammdnsiirtoaineen tulolampdtilasta, materiaalien lAmmaonjohtavuuksista, lam-
monsiirtopinta-alasta seka virtauksen lammonsiirtokertoimesta, johon puolestaan vaikut-

taa virtauksen ominaisuudet, kuten virtausnopeus ja paine. (Kivioja, 2023a)

Hiekka-akusta ulos saatavaa tehoa voidaan kontrolloida ohjaamalla lamménsiirtoaineen
virtausnopeutta puhaltimen tehoa saatamalla. Varastosta voidaan ottaa ulos kullekin va-
raston varaustasolle ominaista maksimitehoa, kun virtausnopeus on huipussaan. Mak-
simiteho on sitd suurempi, mitd suurempi on varaston varaus. Hiekka-akun varauksen
katsotaan olevan 100 % kun sen keskilampétila on 600 °C ja 0 % kun sen keskilampdtila
on Ty, joka aiemmassa esimerkissa oli 100 °C. Maksimitehon sijasta on mielekk&am-
paa maarittaa varastolle nimellisteho, joka kuvaa paremmin varaston kykya keskimaa-
raisissa olosuhteissa. Varaston nimellistehoksi voidaan valita esimerkiksi varaston mak-
simiteho, kun sen varaus on 50 % kokonaiskapasiteetista. Jos nimellisteho kiinnitetaan
kyseiseen arvoon, voidaan nyt eri varausasteilla saatavaa maksimitehoa PB,,,, arvioida

seuraavalla yhtalolla

varaston varaus % 2)
Pnimellis * 50 %

Pmax

Missad Ppimenis ©N Nimellisteho. (Kivioja, 2023b)

Lampdvarastolla vuodessa tehtavien lataussyklien sopivaa maaraa voidaan arvioida,
kun tiedetaan varaston purkamiseen ja lataamiseen kuluvat ajat seka kannattavien la-
taustuntien maara vuodessa. Varaston purkamisaika voidaan arvioida sen kapasiteetin
ja nimellistehon avulla ja latausaika puolestaan voidaan arvioida kapasiteetin ja sahko-
vastusten lammitystehon avulla. Jos pdrssisdhkodlle maaritetddn tavoitteen mukainen

kattohinta, jota halvemmilla tunneilla sahkoa pyritdan ostamaan, voidaan arvioida kuinka



monta tuntia vuodessa sahkda kannattaa ostaa, eli varastoa ladata. Toisaalta jotta in-
vestointi lampdvarastoon olisi kannattava, on lampdévaraston lataussyklien maara oltava
rittdvan suuri. Kiviojan (2023a) mukaan karkea arvio sopivaksi lataussyklien maaraksi

vuodessa on yleisesti valilla 20 — 50.



3. SAHKO- JA RESERVIMARKKINAT

Fingrid (2023c) toteaa nettisivuillaan sahkdmarkkinoista seuraavasti:

Toimivat sGhkémarkkinat ovat kustannustehokkain tapa toteuttaa sédhkén kysyn-
nén ja tarjonnan tasapainottaminen ja varmistaa yhteiskunnan séhkdnsaanti.
Sédhkémarkkinoilla muodostuva hinta ohjaa tehokkaasti markkinatoimijoiden séh-
kén tuotanto- ja kulutuspéétoksia lyhyellé aikavélilld seké investointeja pitkalla ai-

kavalilla.

Sahkomarkkinat ovat siis tarkea valine sahkon tuotannon ja kulutuksen ohjaukseen. Ky-
synnan ja tarjonnan tasapainottaminen ei kuitenkaan aina onnistu taydellisesti ja yllatta-
vat tilanteet, kuten voimalaitosten vikaantuminen tai saariippuvaisen uusiutuvan ener-
gian, kuten tuulivoiman tuotannon vaihtelut, voivat myos horjuttaa tasapainoa. Tahan
ratkaisuksi Fingrid yllapitaa reservimarkkinoita, joilla huolehditaan sahkojarjestelman jat-
kuvasta tasapainottamisesta. Lampdvarastot ovat joustavia sahkénkulutuksensa suh-

teen ja voivat nain olla tulevaisuudessa merkittavia toimijoita reservimarkkinoilla.

3.1 Yhtenaiset sahkomarkkinat

Suomi on osa yhteispohjoismaista sahkdjarjestelmaa, johon kuuluu Suomen kantaver-
kon lisaksi Ruotsin, Norjan ja Ita-Tanskan sahkdnsiirtoverkot. Pohjoismaiset sahkoéverkot
ovat liittyneet toisiinsa useiden vaihto- ja tasasahkodyhteyksien valityksella. Pohjoismai-
sesta verkosta on myds useita tasasahkdyhteyksia muihin maihin, kuten Saksaan, Puo-
laan ja Hollantiin kytkien sen muuhun Eurooppaan. (Fingrid, 2023d) Pohjoismaisessa
sahkdjarjestelmassa kantaverkonhaltijoiden kuten suomalaisen Fingridin, norjalaisen
Statnetin ja ruotsalaisen Svenska kraftnatin tehtavana on yllapitaa tuotannon ja kulutuk-
sen tasapaino reaaliajassa (Fingrid, 2023e). Kantaverkonhaltijat ja muut sahkoverkko-
yhtiot yllapitavat sahkoverkkoja ja yhdistavat tuotannon ja kulutuksen fyysisesti toisiinsa,

nain mahdollistaen sahkémarkkinoiden toiminnan (Fingrid, 2023c).

Sahkomarkkinoiden kysynta ja tarjonta muodostuvat tuottajien tuottaman ja kuluttajien
kayttdman sahkon perusteella (Fingrid, 2023c) ja kaupan hinta maaraytyy kysynnan ja
tarjonnan kohtaamisesta. Pohjoismaat on jaettu fysikaalisen siirtokapasiteetin mukaan
tarjousalueiksi, joista Suomi on yksi. Tarjousalueiden sisalla hinta on aina yhtenainen,
mutta niiden valilla hinta voi erota silloin kun verkon siirtokapasiteetti rajoittaa alueiden

valilla siirrettdvan energian maaraa. (Fingrid, 2023f)
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Sahkémarkkinoilla on useita erilaisia markkinapaikkoja, joita ovat johdannaismarkkinat,
vuorokausimarkkinat, paivansisaiset markkinat, sdatdésahkdémarkkinat ja reservimarkki-
nat. Johdannaismarkkinoilla kdydaan kauppaa sahkén hintaan liittyvilla johdannaistuot-
teilla, kuten futuureilla ja optioilla, eika siis fyysisella sahkolla. Vuorokausimarkkinoilla
kaydaan kauppaa aina seuraavan vuorokauden jokaiselle tunnille. Tarjoukset sahkdn
tuotannosta ja kulutuksesta asetetaan vuorokausimarkkinoilla klo 13 mennessa edelli-
sena paivana, jonka jalkeen sdhkoporssit laskevat sdhkdn hinnan osto- ja myyntitarjous-
ten seka siirtokapasiteettien perusteella kullekin tunnille. Paivansisaisilla markkinoilla py-
ritddn tasapainottamaan yllattavien muutosten vaikutuksia kulutuksessa, tuotannossa ja
siirtokapasiteetissa lahempana kayttohetkea. Paivansisaisilla markkinoilla kaydaan
kauppaa saman paivan kayttétunneista ja esimerkiksi Suomen sisalla paivansisaiset
markkinat sulkeutuvat O min ennen toimitustuntia. Vuorokausimarkkinoita ja paivansisai-

sia markkinoita yllapitavat esimerkiksi Nord Pool ja EPEX Spot. (Fingrid, 2023c)

Fingrid yllapitaa saatésahkomarkkinoita (mFRR) yhdessa muiden pohjoismaisten kanta-
verkkoyhtididen kanssa seka reservimarkkinoita itsenaisesti. Naiden avulla Fingrid var-
mistaa valtakunnallisen tehotasapainon yllapitamisen. Saatésahkémarkkinoilla markki-
naosapuolten saatdésahkotarjouksia aktivoidaan tehotasapainon tarpeen mukaisesti ja
niitd voi jattda 45 minuuttia ennen kayttétuntia. Reservimarkkinoilla Fingrid yllapitaa
useita erilaisia reserveja, joilla on kullakin omat tehtavansa ja tekniset vaatimuksensa.
(Fingrid, 2023c) Reservimarkkinat ovat erityisen kiinnostava markkinapaikka lampdva-
rastojen kannalta, silla ne voisivat normaalin toimintansa ohella saada lisdansioita reser-

veja toimittamalla, sen vaikuttamatta suuresti normaaliin toimintaan.

3.2 Reservimarkkinat

Sahkon tuotannon ja kulutuksen on oltava tasapainossa jokaisella ajanhetkella. Tasa-
painosta kertoo sahkoverkon taajuus, joka tasapainotilassa on 50,0 Hz. Sahkémarkki-
noille osallistuvat osapuolet suunnittelevat etukateen kulutuksensa ja tuotantonsa, mutta
kayttotunnin aikana tapahtuvia poikkeamia varten tarvitaan erilaisia reserveja. Fingrid
hankkii reserveja yllapitamiltdan markkinoilta. Reserveilla tarkoitetaan sahkoa tuottavia
ja kuluttavia kohteita, kuten voimalaitoksia, kulutuskohteita ja energiavarastoja, jotka voi-
vat muuttaa tehoaan tarpeen mukaan. Pohjoismaisten jarjestelmavastaavien valisessa
kayttdsopimuksessa on sovittu pohjoismaisen yhteiskayttojarjestelman reservien yllapi-
tovelvoitteista. (Fingrid, 2023g)

Pohjoismaisilla sdhkdmarkkinoilla on kaytdssa useita reservituotteita, joilla on erilaisia

tehtavia. Reservituotteet voidaan jakaa kolmeen ryhmaan: taajuuden vakautusreservit,
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taajuuden palautusreservit ja korvaavat reservit, joista viimeinen ei ole kaytdssa pohjois-
maisessa sahkojarjestelmassa. Taajuuden vakautusreservit ovat nopeita reserveja ja
niitd kaytetdan taajuuden jatkuvaan hallintaan. Taajuuden palautusreservit puolestaan
ovat hieman hitaampia ja niiden tarkoituksena puolestaan on palauttaa taajuus normaa-
lialueelle 49,9 — 50,1 Hz ja vapauttaa aktivoituneet taajuuden vakautusreservit takaisin
kayttoon. Lisaksi vuodesta 2020 alkaen kaytdssa on ollut nopea taajuusreservi, jota kay-
tetdan pienen inertian kayttétilanteissa taajuuden vakautusreservien lisaksi. (Fingrid,
20239)

Kaytdssa olevia reserveja ovat nopea taajuusreservi (FFR), taajuusohjattu hairiéreservi
(FCR-D) ylos, taajuusohjattu hairiéreservi (FCR-D) alas, taajuusohjattu kayttoreservi
(FCR-N), automaattinen taajuuden palautusreservi (aFRR) ja manuaalinen taajuuden
palautusreservi (mFRR). Manuaalinen taajuuden palautusreservi pitaa sisallaan saa-
tosahkdomarkkinat, sdatokapasiteettimarkkinat seka varavoimalaitokset. (Fingrid, 2023g)
Kuvassa 2 on esitettyna kaavio eri reservituotteista ja aikaskaalasta, jolla ne toimivat.

Toimintotaso

Frequency Containment Reserve Frequency Restoration Reserve Hll Replacement Reserve
Taajuuden vakautusreservi Taajuuden palautusreservi : Korvaava reservi

Automaattiset tuotteet

Nopea Taajuusohjattu | Taajuusohjattu @ Automaattinen taajuuden
taajuusreservi hairiéreservi hairiéreservi palautusreservi

Manuaaliset tuotteet

Saatdsahkémarkkinat -
Saatokapasiteettimarkkinat [

Varavoimalaitokset

sekunti sekunteja minuutteja 15 min tunteja

Kuva 2. Fingridin reservilajit. Muokattu lahteesté (Fingrid, 2023h)

Jokaisen reservituotteen kohdalla on maaritetty omat tekniset vaatimukset, jotka reser-
vitoimittajan on taytettava, mikali haluaa kyseisen reservin markkinoille osallistua. Naihin
vaatimuksiin sisaltyy: tarjouksen vahimmaiskapasiteetti, tarjouksen tarkkuus, aktivoitu-
misaika sekd FFR:ll& aktivoinnin minimikesto. (Fingrid, 2023h) Lisaksi tarjouksille on
asetettu enimmaismaara kaikkien paitsi aFRR reservin kohdalla. Taulukossa 1 on koot-
tuna eri reservituote kohtaiset tarjousten vahimmais- ja enimmaiskapasiteetit, tarjousten

tarkkuus sekd maksimaalinen aktivoitumisaika.
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Taulukko 1. Reservituotteiden teknisié vaatimuksia reservin toimittajalle (Fingrid, 2023h,
2022a, 2022b, 2020, 2023i).
Yksittaisen tar- Yksittaisen tar- Tarkkuus, Aktivoitu-
jouksen vahim- jouksen enim- jolla tarjoukset misaika
maiskapasiteetti maiskapasiteetti on annettava
(MW) (MW) (MW)

FFR 1 10 0,1 49,7Hz1,3s
496 Hz1,0s
495Hz0,7s

FCR-D 1 10 0,1 50%5s
(ylos ja 100 % 30 s
alas)
FCR-N 0,1 5 0,1 100 % 3 min
aFRR 1 1 5 min
mFRR 1 200 * 1 15 min

* Reservikohdekohtainen maksimikapasiteetti

FCR-D, aFRR ja mFRR reservien kohdalla ylés- ja alassaatotarjoukset tehdaan erik-
seen, toisin kuin FCR-N ja FFR kohdalla (Fingrid, 2023i, 2022a, 2022b, 2020). FCR-N
on symmetrinen tuote, eli reservin on pystyttava seka ylos- ettd alassaatoon. Yldssaa-
dolla tarkoitetaan sahkdn tuotannon lisaamista tai kulutuksen vahentamista. Alassaa-
dolla puolestaan tarkoitetaan sahkon tuotannon vahentamista tai kulutuksen lisdamista.
(Fingrid, 2023j)

3.3 Taajuusohjatut kaytto- ja hairioreservit

Taajuusohjattujen FCR-D ja FCR-N reservituotteiden toimittamiseen voi osallistua erik-
seen sekd vuosimarkkinoilla ettéd tuntimarkkinoilla. Molemmilla markkinoilla on samat
tekniset vaatimukset ja molemmilla markkinoilla kauppaa kaydaan erikseen FCR-N,
FCR-D yl6s ja FCR-D alas tuotteilla. Hyvaksytyn saatétarjouksen myoéta reservitoimittaja
sitoutuu toimittamaan sovitun maaran reservia. Reservintoimittajan vastuulla on talléin
huolehtia, etta reservia on kaytettavissa sovittu maara, sovitun ajan verran. Mikali reser-
vintoimittaja kykenee toimittamaan seka ylos- etta alassaatdoa, voi se osallistua myds

molempien FCR-D-reservien toimittamiseen samanaikaisesti.

Vuosimarkkinoiden tarjouskilpailu jarjestetdan kerran vuodessa syksylla, jossa kallein
hyvaksytty tarjous asettaa kiintedn hinnan koko vuodelle. Hyvaksytty vuosimarkkinatar-
jous ostetaan taysimaaraisesti ja reservitoimittajalla on velvollisuus yllapitaa vuosimark-
kinoille myymaansa reservia vapaan kapasiteettinsa puitteissa. Vuosimarkkinoille ei ole

mahdollista tulla mukaan kesken sopimuskauden. (Fingrid, 2023j)

Tuntimarkkinoille voi osallistua tekemalla erillisen sopimuksen Fingridin kanssa. Tarjouk-
set kaikille seuraavan vuorokauden 24 tunnille on jatettava klo 18.30 mennessa, jonka

jalkeen Fingrid ostaa tarvittavan maaran kapasiteettia kullekin tunnille niin, ettd kallein
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hyvaksytty tarjous maarittda tunnin hinnan. (Fingrid, 2023j) Mikali reservitoimittaja on
tehnyt vuosimarkkinasopimuksen, voi se osallistua tuntimarkkinoille vain, kun vuo-
simarkkinasopimuksen maara on toimitettu taysimaaraisena kyseiselle tunnille. (Fingrid,
2023i)

Taajuusohjattu kayttéreservi FCR-N on symmetrinen tuote, jolloin sitd on pystyttava saa-
tdmaan ylos seka alas. Taajuuden laskiessa alle 49,9 Hz, on 100 % reservikapasiteetista
aktivoitava yl6ssaatona ja puolestaan taajuuden noustessa yli 50,1 Hz on 100 % reser-
vikapasiteetista aktivoitava alassaatona. Taajuusvalilla 49,9 — 50,1 Hz tapahtuu myds
aktivoitumista ja aktivoidun kapasiteetin maaran tulee olla lineaarisesti tai paloittain line-
aarisesti verrannollinen taajuuspoikkeaman suuruuteen. Taajuudensaadon kuollut alue
saa olla korkeintaan 50 + 0,01 Hz. (Fingrid, 2022c, p. 5) Taten FCR-N reserviin osallis-
tuttaessa reservin aktivoitumista voi tapahtua tihedan pientenkin taajuuspoikkeamien

myo6ta.

Taajuusohjattu hairidreservi FCR-D puolestaan on jaettu erikseen ylds- ja alassaatétuot-
teisiin. Sen kohdalla reservikapasiteetin aktivointi tulee aloittaa vasta 49,9 Hz (yl6ssaato)
tai 50,1 Hz (alassaato) kohdalla ja 100 % reservikapasiteetista on aktivoitava, kun taa-
juus alittaa 49,5 Hz (yl6ssaato) tai ylittaa 50,5 Hz (alassaatd). Taajuusvaleilla 49,5 - 49,9
Hz ja 50,1 — 50,5 Hz aktivoidun kapasiteetin maara tulee olla lineaarisesti tai paloittain
lineaarisesti verrannollinen taajuuspoikkeaman suuruuteen. (Fingrid, 2022c, p. 7) FCR-
D reservin aktivoitumiseen vaaditaan siis suurempi taajuuden poikkeama tasapainoti-
lasta, jolloin sen aktivoitumista tapahtuu todennakdisesti myés harvemmin kuin FCR-N

reservin kohdalla.

Reservin toimittaminen nayttaytyy hieman eri tavalla toimijoille, joilla on vain kulutusta
tai tuotantoa, kuin toimijoille, joilla on molempia. Seka kulutusta ettéd tuotantoa omaavat
toimijat voivat pysya saatokykyisena, eli kyeta aktivoimaan reservidan molempiin suun-
tiin, vaikka niiden tuotanto ja kulutus olisivat molemmat nollissa. Tallainen toimija voisi
olla esimerkiksi sahkdakku, jonka varaustaso on puolillaan. Pelkkaa tuotantoa tai kulu-
tusta omaava toimija puolestaan joutuu pitdmaan tuotantoaan tai kulutustaan osittain ylla
pysyakseen saatokykyisena molempiin suuntiin. Pelkkaa tuotantoa omaava toimija voi
toimittaa pelkastaan yléssaatoa tuotannon ollessa nollissa ja pelkastaan alassaatoa tuo-
tannon ollessa maksimissa. Vastaavasti pelkkaa kulutusta omaava toimija voi toimittaa
pelkkaa alassaatda kulutuksen ollessa nollissa ja pelkastaan ylossaatdéa kulutuksen ol-

lessa maksimissa. Tata on havainnollistettu kuvassa 3 esimerkkien avulla.
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Lampovarasto Vesivoimala Sahkoakku, 50%
(vain kulutus) (vain tuotanto) varaus

(kulutus seka
tuotanto)

Kulutus / tuotanto A
nolla i

Kulutus / tuotanto A
osittainen T J’ T J’ l
Kulutus / tuotanto

maksimissa T l N i

Kuva 3. Erityyppisten reservitoimittajien sdatémahdollisuudet erilaisissa kulutus-
Ja tuotantotilanteissa. Nuolilla kuvataan ylos- ja alass&&toa.

Taajuusohjattujen kaytto- ja hairidreservien tuntimarkkinahinnat ja hankintamaaréat vaih-
televat suuresti vuoden aikana. Fingridin vuoden 2022 datan pohjalta selvitettiin kuinka
suuria olivat reservin keskimaarainen hankintamaara, keskimaarainen tuntihinta ja vuo-
siansiot, kun tarkasteltiin erikseen FCR-N, FCR-D alas ja FCR-D yl6s reservien toimi-
tusta eri tuntimaarilla. Tulokset naista on kirjattu taulukkoon 2. Tuloksien laskennassa on
poimittu aina kalleimmat tunnit kullakin toimitusmaaralla, ja oletuksena on, ettéa kaikki

kaupat toteutuvat. Tulokset on laskettu 1 MW tarjouskoolle.
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Taulukko 2. Reservien keskimééraiset hankintamé&érét, keskimddaraiset tuntihinnat ja
vuosiansiot eri reserveille, erisuuruisilla toimitettujen tuntien maérilla. Las-
kenta tehty vuoden 2022 datan pohjalta 1 MW tarjouskoolle poimimalla kal-
leimmat tunnit ja olettaen etté kaikki kaupat toteutuvat. (Fingrid, 2023k)
Toimitet-
tujen tun-
tien madrs FCR-N FCR-D FCR-D
alas ylos
vuodessa
(kpl)
Reservin keskimaarai-
4000 |0 hankintamagra (MW) 33,66 30,91 62,66
Keskimaarainen tunti-
hinta (€/h) 68,30 47,60 26,36
Vuosiansiot (€) 273 194,93 190 396,02 105 425,01
Reservin keskimaarai-
2000 | hen hankintaméara (MW) 35,88 32,59 66,57
Keskimaarainen tunti-
hinta (€/h) 105,72 76,35 49,90
Vuosiansiot (€) 211 443,94 152 693,17 99 793,68
Reservin keskimaarai-
1000 | \en hankintamaara (MW) 37,05 30,14 72,17
Keskimaarainen tunti-
hinta (€/h) 148,42 114,98 96,76
Vuosiansiot (€) 148 423,61 114 976,74 96 761,89
Reservin keskimaarai-
500 nen hankintamaara (MW) 37.44 26,99 80,75
Keskimaarainen tunti-
hinta (€/h) 186,03 175,38 180,20
Vuosiansiot (€) 93 016,09 87 688,10 90 098,18

Taulukosta nahdaan, ettd FCR-N reservin kohdalla vuosiansiot ovat kaikilla tuntimaarilla
selkeasti suurimmat. FCR-D alas reservin vuosiansiot ovat suuremmat kuin FCR-D yl6és
reservilla kaikilla paitsi pienimmilla tuntimaarilla. FCR-D yl6s reservin kohdalla huoma-
taan, ettd suurin osa vuosiansioista tulee 500 kalleimman tunnin perusteella, eika tunti-
maaran lisdys siis juuri lisda ansioita. FCR-N ja FCR-D alas reservilla puolestaan suu-

remmat tuntimaarat tuovat myés enemman tuottoja.

Reservimarkkinoilla aktivoituneiden tarjousten aiheuttama energiankulutus- tai tuotanto
korvataan niin sanotun energiakasittelyn mukaisesti. Aktivoitumisissa siirtyvat energia-
maarat ovat kuitenkin Fingridin asiantuntijan (Kakkonen, 2023) mukaan verrattain pienia,

eikad energiakasittelyd avata siksi tdssa sen tarkemmin.
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Mikali reservintoimittaja on myynyt reservia, mutta ei pysty sita toimittamaan, joutuu se
maksamaan sanktiota Fingridille. Toimittamattoman reservin sanktion maara on FCR-
vuosimarkkinoilla seka -tuntimarkkinoilla 3-kertainen verrattuna reservin myynnista saa-

tuun korvaukseen. (Fingrid, 2023i)

3.4 Lampovarasto reservimarkkinoilla

Suuret sahkonkayttajat ja -tuottajat voivat osallistua reservimarkkinoille. Suuret sahkoé-
lammitteiset lampdvarastot kuluttavat merkittavasti sdhkda ja toisaalta kestavat nopeita
ldammitystehon vaihteluita hyvin (Kivioja, 2023a), joten ne soveltuvat hyvin yllapitdmaan
reserveja reservimarkkinoilla. Kuten edella esitettiin, eri reserveillda on erilaiset tekniset
vaatimukset, joita ovat tarjousten vahimmais- ja enimmaiskapasiteetit, aktivoitumisaika
seka myos aktivoitumisen lineaarisuus. Polar Night Energyn hiekka-akku on edella mai-
nitun kaltainen lampdvarasto ja se tayttaa kaikkien Fingridin reservien tekniset vaatimuk-
set (Kivioja, 2023a).

Lampdovarastolla on normaalitilanteessa oltava riittavasti varausta, jotta se voi palvella
asiakkaan tarpeita. Toisaalta lampdvaraston varaustasoa ei kannata pitaa liian korkealla,
silla sen haviot ovat sitd suurempia mitd korkeampi varaustaso on ja varastoa halutaan
pystya varaamaan silloin kun sahkon hinta on halpaa. Nyrkkisdanténa voidaan arvioida,
ettd normaalitilanteessa varaston pitdminen 50 % varaustasolla on hyva valinta (Kivioja,
2023a). Reservimarkkinoille osallistuessa lampdvaraston toimintaa ohjaavat lisaksi re-
servimarkkinoiden hinnat ja reservin aktivoituminen sita toimitettaessa. Saatétarjousten

hintojen ollessa korkealla kannattaa varaston toteuttaa niita.

Jotta investointi lampdvarastoon olisi kannattava, taytyy silla suorittaa tarpeeksi lataus-
sykleja vuodessa. Lataussyklien minimimaara rajoittaa alhaalta pain, kuinka paljon ener-
giaa vuodessa energiavarastoon halutaan vahintaan laittaa sisdan. Lampdvaraston kan-
nattavuuteen vaikuttaa myods ostettavan sdhkon hinta. Riittdvan halpoja tunteja 1ampo-
varaston lataamiseen on rajallisesti, mika toisaalta rajoittaa ylhaalta pain lampdbvaras-

toon ladattavan vuotuisen energiamaaran ja siis lataustuntien maaraa.

Lampdvarasto voi toimittaa reservia lupaamalla tarvittaessa nostaa tai laskea sahkdn
kulutusta. Kulutuksen yllapito edellyttda, etta lampdvaraston kapasiteetti ei ole taynna.
Jos kulutusta halutaan pystya saatamaan molempiin suuntiin, kuten FCR-N reservia yl-
lapidettaessa, taytyy lampdvaraston lataustehoa pitaa osittain paalla, eli 0 ja 100 % va-
lilld. FCR-N reservin kohdalla on pystyttava saatamaan reservikohteen tehoa molempiin

suuntiin yhta paljon, joten esimerkiksi lataustehon ollessa 75 % maksimitehosta, voidaan
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FCR-N reservia toimittaa enintdan 25 % maksimitehosta. Lataustuntien vuotuisen maa-
ran ollessa rajoitettu, on myos niiden tuntien maara rajoitettu, joilla varasto voi osallistua
saatéén molempiin suuntiin. FCR-D alas reservin yllapito puolestaan edellyttaa lataus-
teholta vain, ettad kulutusta voidaan tarpeen tullen nostaa, eli latausteho on alle 100 %
maksimitehosta. Taten FCR-D reservin alassdatdoon voidaan osallistua myds niilla tun-
neilla, joilla varastoa ei ladata. Reservin aktivoituminen ei usein ole pitkaaikaista, joten
varastoon siirtyvan energian maara on melko pientd (Kakkonen, 2023). Taten FCR-D
reservin yllapitoon voitaisiin teoriassa osallistua vuodessa useammalla tunnilla kuin esi-
merkiksi FCR-N reservin yllapitoon. Reservien yllapidosta saatuun ansioon vaikuttaakin
tuntihintojen lisaksi toimitettavat tuntimaarat. Optimaalisen strategian kehittaminen eri

reserveihin osallistumiseen on jatetty taman tyon tarkastelun ulkopuolelle.

Lampovaraston toimintaa ohjaavat paaasiassa asiakkaan lammontarve, varaston va-
raustaso seka sahkon spot-hinta (Kivioja, 2023a), mutta reservimarkkinoille lisatuottojen
takia osallistuvan lampovaraston ohjauksessa my0s reservimarkkinahinnat olisivat tar-
keitd syotteitd. Reservimarkkinoille voidaan osallistua, vaikka tulevista reservimarkkina-
hinnoista ei olisi mitdan tietoa, mutta jotta voidaan tunnistaa tuottoisimmat tunnit ja kul-
lakin tunnilla valita kaikista tuottoisin markkina, on reservimarkkinahintoja pystyttava en-
nustamaan riittdvan tarkasti. Reservimarkkinahinnat voisivatkin vaikuttaa lampévaraston
ohjaukseen esimerkiksi siten, ettei lampdvarastoa kannata ladata edes ilmaisella sah-
kolla, jos tiedetaan, ettd FCR-N tai FCR-D yl6s reservien hinnat tulevat nousemaan Ia-

hipaivina korkeiksi, nain mahdollistaen hyvat tuotot.
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4. ENNUSTUSMENETELMAT

Sahko- ja reservimarkkinahintojen ennustaminen riittdvan tarkasti on tarkeda markkina-
osapuolille kustannustehokkaan toiminnan takaamiseksi. Sahkén day-ahead spot-hinto-
jen ennustamismenetelmia kasittelevia tutkimuksia ja kirjallisuutta I0ytyy runsaasti, mutta
reservimarkkinahintojen ennustamista kasittelevia lahteitd on verrattain vahan. Reservi-
markkinahintojen tilastolliset ominaisuudet poikkeavat merkittavasti sdahkdn hintojen omi-
naisuuksista (Giovanelli et al., 2018, luku 1), mutta molempien ennustamisessa on ko-

keiltu samantyyppisia ennustusmenetelmia, joita tdssa luvussa esitetdan.

Hintadata on markkinasta riippumatta luonteeltaan ajan mukaan jarjestettya, eli puhu-
taan aikasarjasta. Hintojen aikasarjaennustamiseen on kaytetty monenlaisia menetel-
mia, joista yleisimpia ovat tilastolliset menetelmat ja koneoppimismenetelmat. Ennustus-
menetelmistd useimmiten neuroverkot ja syvaoppiminen osoittivat parhaita tuloksia

tassa tydssa tarkastelluissa tutkimuksissa.

4.1 Tilastolliset mallit

Tilastolliset mallit suorittavat matemaattisia operaatioita ennustettavan suureen histori-
allisille arvoille seka mahdollisten muiden vaikuttavien tekijdiden arvoille. Nain voidaan
ennustaa esimerkiksi markkinahintoja. Tilastolliset mallit ovat laajasti kaytettyja niiden
vakaan ennustuskyvyn takia ja ne voidaan jakaa yhden selittdvdn muuttujan regres-
siomalleihin sekd usean selittdvan muuttujan regressiomalleihin (Luo and Miao, 2019,
luku 2).

Yhden selittdvan muuttujan regressiomalleissa seuraavan ajanjakson hintoja ennuste-
taan vain hintojen historiadatan perusteella, ja muiden vaikuttavien muuttujien vaikutus
katsotaan otetuksi huomioon jo hintojen historiadatassa. Tallaisia malleja ovat esimer-
kiksi: autoregressiivinen malli (AR), likkuvan (liukuvan) keskiarvon malli (MA), auto-
regressiivinen liikkuvan keskiarvon malli (ARMA), autoregressiivinen integroiva liikkkuvan
keskiarvon malli (ARIMA) ja yleistetty autoregressiivinen ehdollinen heteroskedastinen
malli (GARCH). Muiden selittdvien muuttujien poisjattdminen luonnollisesti vaikuttaa

mallien kayttdkelpoisuuteen. (Luo and Miao, 2019, luku 2)

Usean selittdvan muuttujan malleissa otetaan hintojen historiadatan lisaksi huomioon
muita selittavia tekijoita, kuten sahkon kulutus, tuulivoiman tuotanto ja lampdtila. Tallaisia

malleja ovat esimerkiksi: usean muuttujan lineaarinen regressio (MLR), dynaaminen har-
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moninen regressio (DHR) ja autoregressiiviset mallit, jotka hyddyntavat ulkoisia (exoge-
nous) muuttujia (ARX, ARMAX, ARIMAX). Useamman selittavan tekijan huomioon otta-
minen parantaa mallin ennustustarkkuutta verrattuna vain yhden selittavan tekijan huo-

mioon ottamiseen. (Luo and Miao, 2019, luku 2)

Tilastollisten mallien ongelmaksi nostetaan se, ettd ne ovat yleensa lineaarisia ennusta-
jia, eivatka talldin suoriudu hyvin, kun kaytettavan datan taajuus on suurta ja heilahtelut
nopeita (Lago et al., 2018, luku 1.1; Luo and Miao, 2019, luku 2). Lago et al. (2018, luku
1.1) mukaan tilastolliset mallit suoriutuvat hyvin datan taajuuden ollessa matalaa, kuten
viikoittaisen datan kohdalla, mutta tuntikohtaisen hintadatan epalineaarinen kaytds voi
olla usein liian vaikeaa niille ennustettavaksi. Lago et al. (2018) tuovat kattavassa sah-
kémarkkinahintojen ennustusmenetelmien suorituskykytutkimuksessaan esiin useita
Iahteitd, joissa ratkaisuksi epalineaarisen kaytdksen ennustamiseen on ehdotettu erilai-

sia koneoppimisratkaisuja.

Toisaalta Lago et al. (2021a) ehdottavat tulevan, sahkémarkkinahintojen ennustamista
koskevan tutkimuksen vertailukohdaksi kaytettavaksi seka tilastollisten ettd koneoppi-
mismallien huippuluokan (engl. state-of-the-art) benchmark-malleja. Niista tilastollista
LASSO estimated AutoRegressive (LEAR) -mallia luonnehditaan erittain tarkaksi, ellei
jopa tarkimmaksi lineaariseksi malliksi. Tutkimuksessa verrokkina kaytetty huippuluokan
koneoppimismalli oli yksinkertainen syvaoppimismalli, joka paihitti niukasti LEAR-mallin
ennustustarkkuudessa. Kuitenkin LEAR-mallin laskentakustannukset olivat jopa 100 ker-
taa pienemmat verrattuna syvaoppimismalliin. Tilastollisilla malleilla on siis myds oma
paikkansa ja ne ovat paras vaihtoehto silloin kun paatdkset taytyy tehda sekunneissa.
(Lago et al., 2021a, luku 6.4.3)

4.2 Koneoppimismallit

Eras maaritelmd koneoppimiselle on: "Tietokoneohjelman sanotaan oppivan, jos sen
suorituskyky tiettyja tehtavia tehdessa paranee kokemuksen my6ta.” Koneoppiminen on
hyvin poikkitieteellinen tieteenala, joka yhdistelee tuloksia tekoalyn, todenndkoisyys- ja
tilastotieteen, laskennan vaativuusteorian, saatéteorian, informaatioteorian, filosofian,

psykologian, neurobiologian ja muilta tieteenaloilta. (Mitchell, 1997, s. 2)

Koneoppimisen katsotaan usein kuuluvan osana tekoalyn (engl. Artificial Intelligence, Al)
laajempaa tutkimusalaa, mutta niita nakee kaytettavan myos ristikkain. Laskennallinen
alykkyys (engl. Computational Intelligence, Cl) on my6s aiheeseen liittyva tutkimusala,
jonka katsotaan kuuluvan tekoalyn alle, mutta olevan erillinen koneoppimisesta, vaikka

sitdkin nakee joskus kaytettavan ristikkdin koneoppimisen kanssa. Koneoppimisessa
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talla hetkella suosittu tekniikka on neuroverkot (neural network NN tai artificial neural
network ANN). Syvaoppimisella (engl. Deep Learning, DL) tarkoitetaan yleensa ’syvi&’
neuroverkkoja (engl. Deep Neural Network, DNN), eli monikerroksisia ja usein suuria

neuroverkkoja, jotka kykenevat ratkomaan monimutkaisia ongelmia.

Chandramouli et al. (2019, luku 1.4) esittavat koneoppimisen oppimisprosessin seuraa-
vasti. Oppimisprosessi jakautuu kolmeen osaan: sybtedata, abstraktio ja yleistys. Abst-
raktiossa syo6tedatan perusteella luodaan malli, joka kuvaa sy6tedataa laajemmin. Siina
valitun mallityypin tuntemattomat parametrit opitaan syétedatan (ts. koulutusdatan) pe-
rusteella, eli malli koulutetaan. Yleistyksessa mallin luoma kuvaus saatetaan sellaiseen
muotoon, ettd sitd voidaan kayttaa tulevaisuuden paatdksentekoon, eli ennennakemat-
tomien syobtearvojen pohjalta voidaan ennustaa oikeita arvoja. Yleistys on usein vaikeaa
ja kun koneoppimismallia testataan erillisella tuntemattomalla testidatalla, voidaan tor-
mata kahteen ongelmaan: koulutettu malli on sovitettu liian hyvin koulutusdataan eika
siten kuvasta todellista iimi6ta (tatéd kutsutaan ylisovittamiseksi), tai testidata sisaltéa

ominaisuuksia, joita ei esiinny koulutusdatassa.

Mitchell (1997, luku 1.2) puolestaan esittda oppimisprosessin esimerkin kautta, tarkas-
tellen tammipelia opettelevaa ohjelmaa. Tammipeliohjelman tehtavana on oppia anta-
maan numeroarvon kullekin pelilaudan mahdolliselle tilalle vain sen tiedon perusteella,
voitettiinko kyseinen peli vai ei. Arvojen perusteella ohjelma osaa valita aina parhaan
seuraavan siirron, mutta peli saa siirtojen onnistumisesta palautetta vasta pelin lopputu-
loksen perusteella. Tamankaltainen epasuora palaute tekee oppimisesta vaikeaa. Oh-
jelman tavoitteena tassa on siis oppia funktio, joka kuvaa lautapelin tilat johonkin reaali-
seen numeroarvoon, ja tata funktiota kutsutaan tavoitefunktioksi. Usein mahdollisia ta-
voitefunktioita on olemassa useita ja sopivan tavoitefunktion valinta onkin oppimisen on-
nistumisen kannalta tarkeaa. Tavoitefunktion esitystapa (mallityyppi) on toinen tarkea
valinta ja erilaisia esitystapoja voisivat olla esimerkiksi polynomifunktio tai neuroverkko.
Kaytannossa todellista tavoitefunktiota ei valttamatta pystyta koskaan taysin oppimaan,
mutta hyvalla mallityypin valinnalla voidaan oppia hyvia approksimaatioita siitd. Mitchel-
lin (1997, luku 1.2.5) mukaan opittu tavoitefunktion approksimaatio on eras koulutusda-
tan pohjalta luotu yleistys, joka pyrkii esittdmaan myds koulutusdatassa esiintymattémat
tapaukset. Yleistyksen onnistuminen riippuu paljon seka koulutusdatasta, etta siitd min-

kalaiseen dataan sita verrataan.

Koneoppiminen voidaan jakaa kolmeen paakategoriaan: valvottu oppiminen (engl. su-
pervised learning), valvomaton oppiminen (engl. unsupervised learning) ja vahvistusop-

piminen (engl. reinforcement learning, RL) (Bonaccorso, 2017; Chandramouli et al.,
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2019, luku 1.5). Naiden lisaksi kirjallisuudessa esiintyy myés muunlaisia kategorisoin-

teja, ja esimerkiksi neuroverkot katsotaan joskus omaksi kategoriakseen.

Valvotussa oppimisessa koneoppimismallia koulutetaan datalla, joka sisaltaa pareittain
syotearvot seka niiden odotetut tulokset (engl. label). Nain malli saa tarkan mitan teke-
milleen virheille ja pystyy korjaamaan parametrejaan minimoidakseen globaalin tappio-
funktion (engl. loss function), ndin ajaen virheen kohti nollaa. Valvottu oppiminen voidaan
jakaa ongelman tyypin mukaan luokitteluun ja regressioon. Luokittelutehtdvan kohdalla
mallin tehtdvana on maarittda tarkasteltavan ominaisuuden luokka tai kategoria. Reg-
ressiotehtavan kohdalla puolestaan tehtavana on maarittaa jatkuva numeerinen arvo
(Bonaccorso, 2017, s. 10-11). Jatkuvia numeroarvoja maaritettdessa on yksittaiselle en-
nusteelle helppo laskea ennustevirhe, kun taas luokittelussa voi olla vaikeampi maarittaa
virheen suuruus. Huomionarvoista on, etta valvotun oppimisen koneoppimismalli on aina
korkeintaan niin hyva kuin data, jolla se on koulutettu (Chandramouli et al., 2019, luku
1.5.1).

Valvomattomassa oppimisessa kaytettdva data ei sisélld odotettuja tuloksia, eika siten
absoluuttista virhettad. Valvomatonta oppimista voidaan hyédyntaa datajoukon jakami-
sessa osajoukoiksi tai ryppaiksi (engl. clustering) sen perusteella kuinka samankaltaisia
datapisteet keskendan ovat. (Bonaccorso 2017, luku 12) Oppimisongelmana tassa on
miten datajoukko tulisi jakaa osiin. Datajoukon jaottelemiseen on olemassa useita itera-
tiivisia algoritmeja, joista esimerkiksi k-means-algoritmi kayttda datapisteiden keskinai-
sia etaisyyksia hyoddyksi. Mikali osa datasta sisaltda odotetun tuloksen, niin puhutaan
semi-valvotusta oppimisesta (Bonaccorso 2017, 12). Toinen kayttdétapa valvomattomal-
le oppimiselle on assosiaatio analyysi (engl. association analysis), jossa maaritetdan yh-

teyksia erilaisten tekijdiden valille. (Chandramouli ym. 2019, 1.5.2)

Vahvistusoppiminen perustuu niin kutsutun agentin ja ympéaristdn valiseen vuorovaiku-
tukseen seka oppimiseen yrityksen ja erheen kautta. Vahvistusoppiminen voidaan ku-
vata muodollisesti Markovin paatésprosessin (engl. Markov decision process, MDP)

kautta. Prosessissa on maaritelty viisi ominaisuutta:

joukko ympariston tiloja (engl. state) S
e joukko toimintoja (engl. action) A

e siirtymadynamiikka T(s;41|s:, a;) joka kertoo mihin tilaan s;,,; paadytaan, kun

suoritetaan toiminto a, tilassa s,

e palkkiofunktio (engl. reward function) R(s;, a;, s¢+1) joka antaa ulostulona palk-

kion 1y, 1
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e alennusparametri y € [0,1], jonka matalammat arvot antavat suuremman paino-

arvon valittémalle palkkiolle

Kun agentti suorittaa toiminnon a, tilassa s;, saa se aikaan agentin ja ympariston siirty-
misen uuteen tilaan s, . Jokaisen siityman myoéta agentti saa ymparistélta palautteena
palkkion ;.. Agentin tehtdvana on oppia sellainen menettelytapa (engl. policy) m, joka
maksimoi kumulatiivisen, alennusparametrilla kerrotun palkkion R = Yytr,.,. Optimaali-
nen menettelytapa maksimoi palkkion, ja kun menettelytavalle annetaan syoétteeksi ym-
pariston tila, se antaa vastauksena parhaan toiminnon, joka kyseisessa tilassa voidaan
tehda. (Arulkumaran et al., 2017) Kaytannon esimerkki vahvistusoppimisesta voisi olla
esimerkiksi itseajava auto, joka opettelee yrityksen ja erheen kautta ajamaan suunnitte-
ljansa haluamalla tavalla, tehden ohjausliikkeita (toimintoja a,) ymparistdssaan (tilat s;)
ja korjaten toimintojen sarjaa maksimoidakseen saamansa kumulatiivisen palkkion, kun-

nes se on oppinut optimaalisen toimintojen sarjan eli menettelytavan.

Neuroverkot (ANN) ovat koneoppimisen osa-alue, joka jaljittelee aivoissa toimivia biolo-
gisia neuroverkkoja (Chandramouli et al., 2019, luku 10.3). Neuroverkoilla voidaan ap-
proksimoida epalineaarisia funktioita ja ratkaista seka regressio- etta luokitteluongelmia.
Neuroverkko koostuu sisdantulo- ja ulostulokerroksesta sekd mahdollisista piilotetuista
kerroksista, joiden neuronit voivat arkkitehtuurin mukaan olla yhteydessa toisiinsa useilla
eri tavoilla (Chandramouli et al., 2019, luku 10.6). Sisdantulokerroksessa on yhtd monta
neuronia kuin sy6tettdvan datan dimensio on ja vastaavasti ulostulokerroksessa on yhta
monta neuronia kuin ulostulomuuttujan dimensio on, mutta piilotettujen kerrosten neuro-
nien maaraa voidaan vapaasti vaihdella. Jokaiseen neuroniin liittyy kolme padkompo-
nenttia (Chandramouli et al., 2019, luku 10.3):

e joukko synapseja, eli yhteyksia i, joihin liittyy signaali x; ja painokerroin w;;
e sUMMaaja ysum = Xi=1 WiX;, johon lisdtaan usein kynnysarvo (bias) b;

e aktivaatiofunktio, joka tuottaa ulostulosignaalin y,,; vain, mikali sen saama sy6-
tesignaali y,,,,,, ylittda tietyn kynnyksen (useimpien aktivaatiofunktioiden ulostu-

losignaali saa arvon valilta [0,1])
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Aktivaatiofunktioiden ulostulosignaalia kutsutaan myds neuronin aktivaatioksi, josta tu-
lee seuraavalle kerrokselle signaali x;. Kuvassa 4 on esitetty yksittaisen keinotekoisen
neuronin rakenne, missa neuroniin sisadan tulevat signaalit x; saapuvat ensin painotet-
tuina summaajaan, johon lisatdéan kynnysarvo b. Summaajan ulostulosignaali yg,., ete-
nee aktivaatiofunktioon, joka tuottaa ulostulosignaalin y,,;, mikali ys,,,, Ylitti sen aktivaa-
tiokynnyksen. Ulostulo y,,,; puolestaan etenee seuraavan kerroksen sisaantulosignaa-
liksi.

_ kynnysarvo

-’(-‘.\um ) —“l-

Signaalit
A

. Aktivaatiofunktio
Summaaja

n

Synapsien painot

Kuva 4. Keinotekoisen neuronin rakenne. Muokattu lahteestd (Chandramouli et
al., 2019)

Yksinkertaisin neuroverkkojen arkkitehtuuri on vain sisdan- ja ulostulokerroksista koos-
tuva, taysin kytketty ja eteenpain syottava neuroverkko. Taysin kytketty verkko on sellai-
nen, jossa jokainen neuroni on kytkettynd jokaiseen seuraavan kerroksen neuroniin.
(Chandramouli et al., 2019, luku 10.6) Yleisempi tapaus on vastaavanlainen arkkiteh-
tuuri, joka sisaltdad myds piilotettuja kerroksia ja tallaisia neuroverkkoja kutsutaan joskus
myds nimelld monikerroksinen perceptron (engl. Multilayer Perceptron, MLP). Muita mo-
nimutkaisempia arkkitehtuureja ovat muun muassa kilpaileva (engl. Competitive Net-
work) seka takaisinkytketty neuroverkko (engl. recurrent neural network, RNN) (Chan-
dramouli et al., 2019, luku 10.6). Takaisinkytketyissa neuroverkoissa on takaisinkytket-
tyja osia, jotka mahdollistavat tiedon sailyttamisen, ja niita kaytetaan aikariippuvaisen
datan mallintamiseen. Eraita takaisinkytkettyja neuroverkkoja ovat Long short-term me-
mory (LSTM) ja Gated recurrent unit (GRU). Viela eras tyyppi on konvoluutionaaliset
neuroverkot (engl. Convolutional Neural Network, CNN), joita on kaytetty muun muassa

konenadssa ja ladketieteellisten kuvien analysoinnissa. (Ugurlu et al., 2018, luku 3)
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Useamman kuin yhden piilotetun kerroksen omaavaa neuroverkkoa voidaan kutsua
DNN:ksi, mutta eri lahteissa niitd kutsutaan ristiin myos nimityksilla MLP ja ANN. Syvien
neuroverkkojen maaritelma ei ole siis erityisen selkea. Lago et al. (2018, luku 2.2) maa-
rittelivat tutkimuksessaan kehittdmansa yksinkertaisen DNN:n olevan jatke perinteiselle
MLP:lle, joka vaatii kuitenkin tiettyja mallimuutoksia, kuten erilaisten aktivaatiofunktioi-

den kayttéa tehokkaan koulutuksen takaamiseksi.

4.3 Ennustusmenetelmien tarkkuuden arviointi

Ennustusmenetelmaa valittaessa on tarkkuus hyvin oleellinen, ehka olennaisin, mittari
menetelman hyvyydesta. Tarkkuuden tutkimista varten on olemassa useita erilaisia mit-
tareita, joilla ennustevirhettd voidaan arvioida. Kaikilla mittareilla on kuitenkin omat ra-
joitteensa ja jotkut niistd ovat parempia kuin toiset, joten hyvan mittarin tai mittareiden
valinta on tarkeaa. Mittarit voidaan jakaa neljdan kategoriaan: skaalasta riippuvat, pro-
sentuaaliset, suhteelliset ja skaalatut mittarit. Taulukkoon 3 on listattu erilaisia ennuste-

virheiden mittareita.
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Taulukko 3. Ennustusmenetelmien tarkkuuksien arvioinnissa kéytettyjé yleisid mittareita
(Hyndman and Koehler, 2006).

MSE Keskinelidvirhe ka(e?)
RMSE Keskinelidvirheen juuri MSE
MAE Absoluuttinen keskivirhe ka(le:])
MAPE Absoluuttinen keskivirhe prosentteina ka(lp:D
RMSPE Keskinelidvirheen juuri prosentteina
/ka(p?)
sMAPE Symmetrinen abs. keskivirhe prosentteina  ka(200|Y; — F;|/(Y; + F.))
MRAE Suhteellinen abs. Keskivirhe ka(|r:)
GMRAE Geometrinen suhteellinen abs. keskivirhe gka(|r:)
RelMAE Absoluuttisten keskivirheiden suhde MAE/MAE,
PB(MAE) Prosenttia parempi (MAE) 100 ka(I{MAE < MAE,})
MASE Skaalattu absoluuttinen keskivirhe ka(et/(ﬁ A Yi—ll))

F, on ennuste ja Y; on todennettu tapahtuma

e; =Y, — F, on ennustevirhe

p: = 100e,/Y; on prosentuaalinen virhe

1. = e;/e; on suhteellinen virhe, missa e; on vertailuna kaytetyn ennustemenetelman virhe
I{u} = 1, jos u on tosi ja 0 muuten

Skaalasta riippuvat mittarit, kuten MSE, RMSE ja MAE ovat yleisesti kaytettyja, mutta
niitd voidaan kayttaa eri menetelmien vertaamiseen vain saman datajoukon kohdalla.
Prosentuaaliset mittarit, kuten MAPE, RMSPE ja sMAPE ovat myo6s yleisia ja niiden
etuna on riippumattomuus datan skaalasta, joka ratkaisee skaalasta riippuvien mittarei-
den ongelman. Prosentuaalisten mittareiden ongelmana kuitenkin on lahestyminen kohti
aaretonta, kun ennustettavan suureen toteutuneet arvot lahestyvat nollaa. Suhteelliset
mittarit, kuten MRAE ja GMRAE, lasketaan kaytetyn ennustemenetelman ja toisen, stan-
dardin vertailumenetelman (engl. benchmark) virheiden suhteesta, ja nailla esiintyy sa-
mankaltainen ongelma kuin prosentuaalisilla mittareilla. ReIMAE puolestaan lasketaan
kaytetyn menetelman MAE ja vertailumenetelman MAE_b suhteesta, joista harvoin kum-
pikaan on nolla, mutta ongelmana on, ettd joudutaan tekemaan useampi ennuste, joka
ei aina ole mahdollista. PB puolestaan vertaa kuinka suuri prosenttiosuus kaytetyn me-
netelman ennusteista paihittdad vertailumenetelman, mutta tdma ei anna tietoa siitd
kuinka paljon parempi kaytetty menetelma on. (Hyndman and Koehler, 2006, luku 2)
Monet edelld mainituista mittareista on mahdollista laskea keskiarvon sijasta myods me-
diaanin avulla (esim. MAE = MdJAE) ja toisaalta suhteellisia ja skaalattuja mittareita voi-

daan maaritelld myoés muiden, kuin MAE:n kautta (esim. ReIRMSE).
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Kaikilla edella esitellyilla on omat ongelmansa, jonka vuoksi yleista standardia ei ole en-
nen ole ollut kaytdssa. Tahan ratkaisuksi Hyndman ja Koehler (2006, luku 3) ovat esit-
taneet uutena ratkaisuna skaalattujen mittareiden kayttéonottamista yleiseksi standar-
diksi, joista MASE heidan mielestdan on paras. Skaalatut mittarit lasketaan skaalatun
virheen

i 3)
LisolY = Y4l

qc = 1

n—1
perusteella, jossa kaytetyn ennustemenetelman virhe e; skaalataan naiivin ennustusme-
netelman naytteen sisaisen MAE:lla, joka on ylla olevan yhtalon nimittdjassa. Naiivissa
ennustusmenetelmassa aikasarjan seuraavan arvon ennustetaan olevan sama kuin ny-
kyinen todellinen arvo. Skaalatusta virheesta saadaan MASE laskemalla sen keskiarvo
aikasarjan yli. Hyndmanin ja Koehlerin (2006, luku 3) mukaan skaalatut mittarit soveltu-
vat lahes jokaiseen tilanteeseen, ja niitd on helppo tulkita: kun MASE > 1, suoriutuu kay-
tetty ennustusmenetelma huonommin kuin naiivi ennustaja ja painvastoin kun MASE <
1 (patee myos muille skaalatuille mittareille). Lago et al. (2021a, luku 5.4.2) kuitenkin
nostavat esiin myés MASE:n kohdalla olevia ongelmia, joita ei tdssa avata tarkemmin,
ja esittavat paremmaksi mittariksi rIMAE:a. Voidaan siis todeta, ettei MASE ole my6skaan

taysin ongelmaton.

Edelld mainittuja yleisia mittareita kaytetaan ongelmistaan huolimatta edelleen usein.
Kattavassa kokooma-artikkelissaan Weron (2014, luku 3.3) toteaa, ettd MAPE on ylivoi-
maisesti suosituin mittari. MAPE:a parempi mittari on silti siitd johdettu SMAPE, joka ei
ole herkka toteutuneiden arvojen pienille ja nolla-arvoille. Laajassa suorituskykytutki-
muksessaan Lago, De Ridder ja De Schutter (2018, luku 2.4) ovatkin ottaneet juuri
sMAPE:n ennustusmenetelmiensa tarkkuuden mittariksi. Voidaan todeta, ettd parhaita
mittareita vaikuttavat lahteiden perusteella olevan sMAPE, MASE ja rMAE, mutta koska
kaikilla naistd on myds omat ongelmansa, niin paras tapa on kayttaa useita eri mittareita,
jottei yhdelle mittarille ominaiset ongelmat paase vaaristamaan tuloksia kokonaisuudes-

Saan.

Sopivien mittareiden valitsemisen lisaksi toinen oleellinen asia on, etta verrattavien me-
netelmien valinen tarkkuusero on tilastollisesti merkittavaa, eikd johdu esimerkiksi sa-
tunnaisesta vaihtelusta. Taman tilastollisen merkittavyyden osoittamiseen kaytetaan
useissa lahteissa Diebold-Mariano testia (Haluzan et al., 2020; Kraft et al., 2020; Lago

et al., 2018; Weron, 2014), mutta sita ei esitella tdssa sen tarkemmin.
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5. RESERVIMARKKINAHINTOJEN ENNUSTAMI-
NEN KONEOPPIMISMALLILLA

Reservimarkkinoiden seuraavan paivan tuntihintojen tarkka ennustaminen avaa reser-
vintoimittajille mahdollisuuden keskittaa reservien toimittamisen kaikista tuottoisimmille
tunneille sekad markkinoille ja ndin kasvattaa voittojaan. Reservimarkkinahinnat ovat kui-
tenkin luonteeltaan volatiilimpia kuin sdhkémarkkinoiden spot-hinnat, joka tekee ennus-
tamisesta haastavampaa. Sahké- ja reservimarkkinoiden hintojen ennustamiseen on
kaytetty samankaltaisia malleja, mutta reservimarkkinoiden erilaiset markkinadynamii-
kat, kuten suuret hintapiikit ja kausittaisuuden puute, vaikeuttavat hintojen ennustamista.
Reservimarkkinoiden hintojen ennustamisesta I6ytyi huomattavasti vahemman tutkimuk-
sia kuin sahkon spot-hintojen ennustamisesta. Léytyneet tutkimukset osoittivat, etta ko-
neoppimismallit paihittivat tilastollisiin mallit ja syvat neuroverkot osoittivat usein parhaita
tuloksia, mutta toisaalta Lago et al. (2018, luku 5.7.3) toi esiin lahteitd, joissa nain ei ollut,
ja lisaksi Lago et al. (2021a) nostivat esiin yleisia ongelmia sahkémarkkinahintojen en-

nustamista koskevissa tutkimuksissa.

Useat sahko- ja reservimarkkinoiden toimijat ovat kehittaneet omia malleja hintojen en-
nustamiseen, mutta niitd on harvoin julkisesti saatavilla. Reservimarkkinatoimijalle voi
siis olla kiinnostavaa kehittda oma ennustusmalli ja talléin suunnitteluprosessin yleisten
piirteiden tunteminen on merkityksellista. Neuroverkkojen ja muiden koneoppimismallien

suunnitteluprosessit sisaltdvat yleensa useita mallista riippumattomia vaiheita.

5.1 Aiheeseen liittyva tutkimus

Reservimarkkinoiden hintojen ennustamisesta I0ytyi tutkimusta verrattain vahan. Tutki-
mustiedon I0ytamista on vahaisyyden liséksi vaikeuttanut se, ettd terminologia ei ole
vield vakiintunutta. Reservimarkkinoihin liittyvassa tutkimuksessa on kaytetty monia eng-
lanninkielisia termeja, kuten "Ancillary energy market” ja "Ancillary energy services” (Gi-
ovanelli et al., 2018), "Reserve and requlation markets” (Wang et al., 2014), "Reserve
market” ja “Balancing reserve market” (Kraft et al., 2020) sek& "Balancing market” (Di-
moulkas et al., 2016).

Sahkémarkkinoiden day-ahead spot-hintojen ennustamisesta puolestaan I6ytyi paljon
tutkimusta. Hintojen ennustaminen sahko- ja reservimarkkinoilla on sikali samanlainen

tehtava, ettd molemmilla pyritdan ennustamaan ajasta riippuvaa hintadataa, usein seu-



28

raavan paivan tuntihintoja. Kasitellyissa tutkimuksissa hinta muodostuu sahké- ja reser-
vimarkkinoilla usein samanlaisesti, eli korkeimman hyvaksytyn tarjouksen mukaan, ku-
ten my6s EU-komissio on ehdottanut reservimarkkinoiden integroimista koskevassa
EBGL-asetuksessaan (ENTSO-E, 2018), poikkeuksena (Kraft et al., 2020). Ennustus-
tehtavat poikkeavat toisistaan siina, etta sahkoé- ja reservimarkkinoiden dynamiikat poik-
keavat toisistaan huomattavasti. Reservimarkkinahintojen tilastolliset ominaisuudet ovat
hyvin erilaisia kuin sdhkoén hintojen: reservimarkkinahinnoilla esiintyy toistuvia ja suuria
hintapiikkeja, ne omaavat heikomman kausittaisuuden ja niiden kayttaytyminen voi
muuttua merkittavasti lyhyella aikavalilla (Giovanelli et al., 2018, luvut 1, 3.3; Wang et
al., 2014). Sahké- ja reservimarkkinoiden erilaisista dynamiikoista huolimatta molempien
ennustamisessa on useissa tutkimuksissa kaytetty samankaltaisia tilastollisia ja koneop-
pimismenetelmia. Tasta syysta myos sahkomarkkinahintojen ennustamista kasittelevaa

tutkimusta on kaytetty johtopaatdsten vetadmisessa.

Kaydaan ensin lapi enemman tutkittua sdhkén hinnan ennustamista. Lago et al. (2018)
testasivat kattavassa suorituskykytutkimuksessaan EPEX-Belgian sahkon day-ahead
hintojen ennustamiseen 6 vuoden datan pohjalta yhteensa 27 erilaista mallia, joista 7 oli
erilaisia koneoppimismalleja ja 4 syvaoppimismalleja. Datana kaytettiin menneita hintoja
seka seuraavan paivan ennusteita kulutuksesta ja tuotannosta EPEX-Belgia ja EPEX-
France markkinoilta. Syvaoppimismalleja olivat DNN, LSTM, GRU ja CNN, joista DNN
tuotti parhaan tuloksen sMAPE:n arvolla 12,34% ja GRU ja LSTM seuraavaksi parhaat
tuloksilla 13,04% ja 13,06%. CNN suoriutui hieman huonommin arvolla 13,91% ja useat
yksinkertaisemmat koneoppimismallit paihittivat sen. (Lago et al., 2018, luku 5.5.1) YI-
lattavaa oli se, ettd syvaoppimismalleista yksinkertaisin, eli DNN suoriutui parhaiten
(Lago et al., 2018, luku 5.7.1), sekd ehka se, etta ylipdansa mikaan malli ei vaikuttanut

yltavan erittain tarkkoihin tuloksiin.

Kuten sanottu, sdhkdn hinnan ennustamista kasittelevia tutkimuksia on tehty runsaasti.
Kuitenkin suuri osa tutkimuksista kayttavat erilaisia datajoukkoja, erilaisia ohjelmistoto-
teutuksia seka kayttavat erilaisia tarkkuusmittareita eivatka taten useinkaan ole keske-
naan vertailukelpoisia (Lago et al., 2021a). Edella mainittujen ongelmien liséksi Lago et
al. (2021a) tuovat tutkimuksessaan esiin seuraavanlaisia ongelmia: mallien valinen ver-
tailu ei ole reilua, vaan kehittyneitd malleja verrataan yksinkertaisempiin malleihin; tes-
tausdatan pituudet ovat usein liian lyhyitd; jotkin tutkimuspaperit eivat tarjoa tarpeeksi
yksityiskohtia tutkimuksen toistamiseen. Samat ongelmat koskettavat osin myds téssa
tydssa tarkasteltuja tutkimuksia, mutta nilden huomioon ottaminen on taman tydn tarkas-

telun ulkopuolella. Ratkaisuksi naihin ongelmiin Lago et al. (2021a) ovat ehdottaneet
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yksinkertaisia, mutta suorituskykyisten avoimen lahteen ennustusmalleja seka datajouk-
koja kaytettavaksi benchmarkkina seka joukkoa parhaita kaytantdja, joita noudattamalla
sahkomarkkinahintojen ennustuksen alueella voidaan tehda merkityksellisempaa tutki-
musta. Benchmark-malleja vertailtiin tutkimuksessa 5 eri markkinapaikan valilla, 5 eri
tarkkuusmittarin avulla, ja esimerkiksi mallien sSMAPE:n arvot vaihtelivat eri markkinapai-
koilla valeilla: 4,970 — 5,982% (NP); 12,004 — 13,677% (PJM); 14,106 — 17,293% (EPEX
BE); 11,488 — 14,054% (EPEX FR); 14,680 — 17,600% (EPEX DE). Benchmark-malleista
kehitettiin myds yhdistelmamalleja (engl. ensemble), jotka tuottivat hieman parempia tu-
loksia. (Lago et al., 2021a) Ehdotetut benchmark-mallit ovat saatavilla avoimena lahde-
koodina (Lago et al., 2021b).

Reservimarkkinahintojen ennustamisessa kaytettiin samankaltaisia ennustusmenetel-
mia ja algoritmeja kuin sahkon hinnan ennustuksessa. Useimmissa tassa tyossa tarkas-
telluissa, reservimarkkinahintojen ennustusta kasittelevissa tutkimuksissa kehitettiin en-
nustusta varten jonkinlainen koneoppimismalli tai -malleja ja verrokkimenetelmana kay-
tettiin useimmiten jonkinlaista tilastollista mallia. Lahteissa kaytettiin eri tarkkuusmitta-
reita mallien ennustustarkkuuden arvioimiseen, joka on vain yksi tekija siina, miksi tutki-
mukset eivat ole keskenaan kovinkaan vertailukelpoisia. Taulukossa 4 on koottuna nama
lahteet, kehitetyt mallit, verrokkimenetelmat, kohdemuuttujat, joita pyrittiin ennustamaan
seka markkinapaikat, joilla ennustuksia tehtiin. Kussakin tutkimuksessa selkeéasti parem-

min suoriutuneet mallit on merkitty taulukoon lihavoituina.
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Reservimarkkinoiden ennustamista koskevat tutkimukset, niissé kehitetyt

mallit, verrokkimenetelmét, kohdemuuttujat sekd markkinapaikat .

Kehitetyt mallit Verrokki- Kohdemuuttujat Markkinapaikat
menetelmat
Wang etal. MRJD, MRS - Seuraavan paivan Ontario, New
2014 keskimaaraiset York — useita re-
hinnat serveja
Dimoulkas HMM ARMA Hinta ja volyymi Ruotsi Nordpool
et al. 2016 seuraavalle tun- SE2
nille sekéd seuraa-
ville 12-36 tunnille
Giovanelli Linearinen regressio, ARIMA Seuraavan paivan Suomi FCR-N
etal. 2017 Regressio puu, 24 tunnin hinnat
SVR,
GDBT
Giovanelli ANN SVR, Seuraavan paivan Suomi FCR-N
etal. 2018 ARIMA 24 tunnin hinnat
Kraft etal. MLP (ANN) SARIMAX, Kapasiteetilla pai- Itavalta, Belgia,
2020 Naiivi ennus- notettu keskiarvo ~ Ranska, Saksa,
taja seuraavan viikon Alankomaat,
hyvaksytyista tar-  Sveitsi - yhtei-
jouksista nen FCR

Lahteista Giovanelli et al. (2017) ja (2018) seka Dimoulkas et al. (2016) tutkivat seuraa-
van paivan 24 tunnin hintojen ennustamista, kun taas Wang et al. (2014) tutkivat seu-
raavan paivan keskimaaraisia hintoja ja Kraft et al. (2020) tutkivat seuraavan viikon hy-

vaksyttyjen tarjousten keskimaaraisia hintoja.

Wang et al. (2014) esittivat tutkimuksessaan niin sanottuja kuvailevia malleja reservi-
markkinahintojen ennustamista varten. Datana kaytettiin Ontarion markkinoilta aikavalin
1.5.2002 — 31.12.2007 dataa sekd New Yorkin markkinoilta aikavalin 5.2.2005 -
31.12.2008 dataa. Kaytetyt mallit olivat MRS ja MRJD, joista MRS onnistui paremmin
ennustamaan reservimarkkinahintoja. Mallit eivat kuitenkaan soveltuneet lyhyen aikava-

lin ennustamiseen vaan pitemman aikavalin ennustamiseen.

Dimoulkas et al. (2016) kayttivat Hidden Markov Modelia (HMM) reservimarkkinahintojen
ennustamiseen, kayttden datana Ruotsin SE2 hinta-alueen kalenterivuoden 2014 dataa.
Tulokset eivat kuitenkaan poikenneet referenssimalleista, eivatka onnistuneet ennusta-

maan reservimarkkinoiden day-ahead hintoja hyvin.

Giovanelli et al. (2017) loivat tutkimuksessaan arkkitehtuurin virtuaalivoimalalle, joka
osallistui FCR-N markkinoille. Tutkimuksen paatavoitteena oli ennustaa Suomen FCR-

N-reservin day-ahead tuntihintoja. Kaytetty data oli kalenterivuosilta 2015 — 2016, josta
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vuoden 2016 dataa kaytettiin testaukseen. Ennustusmenetelmina vertailtiin 4 erilaista
koneoppimismenetelmaa seka ARIMA-mallia. Kahta eri lahestymistapaa kokeiltiin, joista
ensimmaisessa hyddynnettiin vain sellaisia ulkopuolisia muuttujia, joille oli tarkkoja en-
nusteita saatavilla, ja toisessa hyddynnettiin lisdksi muuttujia, joille ennusteita ei ollut
olemassa, mutta jotka korreloivat vahvasti FCR-N datan kanssa. Toinen lahestymistapa
osoittautui paremmaksi ja koneoppimismalleista lineaarinen regressio, SVR ja GDBT
paihittivat verrokkimenetelmana kaytetyn ARIMA-mallin. Ennustustarkkuutta arvioitiin
MSE:n avulla, joka oli paremman lahestymistavan kanssa 173,76 (Lineaarinen regres-
sio), 258,04 (Regressio puu), 148,84 (SVR) ja 118,97 (GDBT).

Tuoreemmassa tutkimuksessa Giovanelli et al. (2018) pyrkivat ennustamaan FCR-N -
reservin day-ahead tuntimarkkinahintoja neuroverkon (ANN) avulla. Tutkimuksessa tun-
nistettiin ennustamisen kannalta relevantit dataldhteet ja analysoitin Suomen FCR-N
markkinoiden hintoja kalenterivuosilta 2015 — 2016, josta vuoden 2016 dataa kaytettiin
testaukseen. Kehitetyssd metodologiassa valittiin strategia aikasarjan ennustamiseen,
maariteltiin datan esikasittelymenetelmat, mallin validointimenetelma seka suorituskyky-
mittari. Lopuksi metodologiassa maariteltiin tarkeimmat suunnitteluvalinnat, jotka neuro-
verkon luomisessa tehtiin. Neuroverkko suoriutui hintojen ennustamisesta paremmin
kuin SVR-malli ja selkeasti paremmin kuin ARIMA-malli. Tutkimuksessa osoitettiin, etta
neuroverkon ennustusvirheet johtuivat pitkalti muutamista poikkeuksellisista paivista.
Neuroverkon ennustustarkkuuden havaittiin heikkenevan lineaarisesti ennustushorisont-
tia kasvatettaessa paivasta viikkoon. Tutkimuksen tuloksena esitettiin jokaisen kuukau-
den keskimaarainen MSE kullekin mallille kuvaajan muodossa, josta voidaan arvioida
ennustusvirheiden olevan valilla 45 — 270 (ANN), 55 — 260 (SVR) ja 60 — 405 (ARIMA).

Kraft et al. (2020) pyrkivat tutkimuksessaan ennustamaan FCR-markkinoilla seuraavan
viikon hyvaksyttavien pay-as-bid tarjousten keskimaaraisia hintoja neuroverkolla. Tutki-
muksessa kaytetty data oli aikavaliltd 2017 — 2018 (Q1 — Q3), josta vuoden 2018 viikko-
hintoja kaytettiin testaukseen. Dataa oli siis niukasti ja siksi mallin kouluttamiseen kay-
tettiin ensemble-menetelmaa, jossa luotiin 50 samanlaista mallia, joita koulutettiin rin-
nakkain satunnaisilla 1ahtoarvoilla. Ensemble-menetelmat soveltuvat erityisesti tilantei-
siin, kun saatavissa olevaa dataa on niukasti. Keski-Euroopan yhteisellda FCR-markkina-
paikalla oli tutkimuksen tekemisen aikaan pay-as-bid hinnanmuodostusmekanismi, kun
taas esimerkiksi Suomen FCR-markkinoilla hinnanmuodostus tapahtuu korkeimman hy-
vaksytyn tarjouksen mukaan. Pay-as-bid hinnanmuodostus, oli heidan tutkimuksensa ai-
kana sittemmin muuttunut korkeimman hyvaksytyn tarjouksen mukaiseksi, ja tarjousten

kesto puolestaan oli muuttunut viikon mittaisesta 4 tuntiin (Kraft et al., 2020, luku 5), joka
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on lahempana Suomen FCR-markkinoiden mallia, jossa on kaytdssa korkeimman hy-
vaksytyn tarjouksen mukainen hinnoittelu ja tarjousten kestona 1 tunti. Ennustustark-
kuutta arvioitiin MAPE:n avulla, joka oli kaikkien kehitettyjen mallien kohdalla alle 7% ja

parhaan mallin kohdalla 1,97 %.

Tarkastelluissa tutkimuksissa esitetyt ennustustarkkuudet poikkeavat toisistaan huomat-
tavasti. Tassa on tarkeaa huomata aiemmin jo esiin nostetut ongelmat tutkimusten ver-
tailukelpoisuudessa: tutkimuksissa kaytetdan erilaisia datajoukkoja, mallinnusperiaat-
teita ja tarkkuusmittareita. Siispa tutkimuksien ennustustarkkuuksia voidaan verrata vain

saman tutkimuksen sisalla olevien mallien kesken.

Useimpien l6ydettyjen tutkimusten perusteella neuroverkot soveltuvat hyvin sdhkémark-
kinoiden seka reservimarkkinoiden hintojen ennustamiseen. Muista koneoppimismal-
leista myds lineaarinen regressio, SVR ja GDBT suoriutuivat selkeasti verrokkina olleita
tilastollisia malleja paremmin. Erityisesti syvat neuroverkot tuottivat verrokkimalleihinsa
nahden hyvia tuloksia hintojen ennustamisessa niin reservimarkkinoiden kuin sahko-
markkinoiden hintojen ennustamisessa (Giovanelli et al., 2018; Kraft et al., 2020; Lago
et al., 2021a, 2018). Neuroverkkojen paremmuus ei kuitenkaan ole aivan kiistatonta.
Lago et al. (2018) toivat myds esiin useita sdahkdmarkkinahintojen ennustusta kasittele-
via tutkimuksia, joissa neuroverkot eivat suoriutuneet parhaiten, mutta toisaalta he tarjo-
sivat siihen myos useita selityksia (Lago et al., 2018, luku 5.7.3). Toinen huomio neuro-
verkoista on, ettd vaikka takaisinkytketyt neuroverkot, kuten GRU ja LSTM soveltuvat
periaatteessa erityisen hyvin juuri aikasarjojen ennustamiseen, eivat ne suoriutuneet
Lago et al. (2018) tutkimuksessa parhaiten. Taman syyksi he arvioivat muun muassa,
ettd takaisinkytketyt neuroverkot vaativat monimutkaisemman rakenteensa vuoksi

enemman koulutusdataa (Lago et al., 2018, luku 5.7.1).

5.2 Koneoppimismallin suunnitteluvaiheet

Ennustukseen kaytettavien mallien ja erityisesti koneoppimismallien suunnittelussa ja
kehittdmisessd on useita samankaltaisia vaiheita riippumatta siitd mikd malli varsinai-
sesti on kyseessa. Ennustusmallin valinnassa olennaista on ongelman tyypin tunnista-
minen ja siihen sopivan mallin valinta. Kaytettavan algoritmin valinta onkin yksi alkuvai-
heessa tehtavista suunnittelupaatoksista. Jatkuvan hintadatan, kuten sahko- ja reservi-
markkinahintojen, ennustamiseen voidaan valita regressio-ongelmien ratkaisuun sovel-
tuvia malleja. Kuten aiemmin todettiin, erityisesti syvat neuroverkot ovat tuottaneet lu-

paavia tuloksia sahko- ja reservimarkkinahintojen ennustamisessa.



33

Datan valinta on ehka tarkein suunnitteluvaihe. Ensinnakin ennustettavasta muuttujasta
on oltava riittavasti dataa ensin mallin kouluttamiseen ja sen jalkeen testaamiseen kou-
lutusdatasta erillisella datalla. Lago et al. (2021a, luku 5.1) suosittelevat testausdatan
minimipituudeksi yhta vuotta, jotta erilaiset kausittaiset kayttaytymiset tulisi havaittua.
Toisaalta Giovanelli et al. (2018, luku 3.1) valitsivat tutkimuksessaan datan kokonaispi-
tuudeksi 2 vuotta, josta 1 vuosi oli testausdataa, ja he totesivat, ettd energiamarkkinoilla
tapahtuneiden muutosten vuoksi aiempien vuosien sisallyttamisen lisaisi malleihin kohi-
naa ja heikentaisi nilden ennustustarkkuutta. Toiseksi hintadataan vaikuttavien merkityk-
sellisten ulkoisten tekijdiden valinta on avainasemassa ennustamisessa (Giovanelli et
al., 2018, 2017). Ulkoisten tekijéiden valinta riippuu huomattavasti siitd mita ennustettava
data on. Ulkoisista tekijoista valitaan sellaisia, jotka vaikuttavat suoraan ennustettavaan
dataan tai korreloivat vahvasti sen kanssa. Mikali ulkoisesta tekijasta on saatavilla tark-
koja ennusteita kaytettavalle ennustushorisontille, voidaan niita kayttaa. Jos tarkkoja en-
nusteita ei ole saatavilla, voidaan kayttad myos viiveellisia arvoja, mikali ne korreloivat
ennustettavan datan kanssa (Giovanelli et al., 2017, luku 4). Giovanelli et al. (2018, luku
3.1, 2017, luku 4) kayttivat esimerkiksi tutkimuksissaan yhteensa 70 ja 64 erilaista ul-
koista tekijaa, joita olivat esimerkiksi seuraavan paivan Elspot-hinnat, energian tuotan-

non ja kulutuksen ennusteet, viikonpaivat ja juhlapyhat seka erilaiset saatiedot.

Ennustettavaa dataa voidaan analysoida aikasarja-analyysin menetelmin kuten (Giova-
nelli et al., 2018) tekivat. He tutkivat aikasarja-analyysin avulla ennustettavan datan au-
tokorrelaatiota, seka keskilukujen ja varianssin vaihtelua. Osa ennustettavan datan men-
neista arvoista, kuten 24 tunnin viiveelliset arvot, korreloivat vahvasti nykyisten arvojen
kanssa, jonka mydta ne otettiin mukaan nykyisten arvojen ennustamiseen. Datan keski-
lukujen ja varianssien vaihdellessa eri ajanjaksojen valilla, voidaan paatella, etta data on
epastationaarista (Giovanelli et al., 2018, luku 3.2). Epastationdarisyys on merkille pan-
tavaa, silla johtopaatosten vetaminen eri aikasarjojen valilla on ongelmallista silloin, kun

data on epastationaarista (Lago et al., 2021a, luku 5.4.2).

Dataa on yleensa esikasiteltava ennen kuin sitd voidaan kayttaa mallin kouluttamiseen.
Esikasittelyyn kuuluu muun muassa datan jakaminen koulutus- ja validointidataan, piik-
kien prosessointi, ja datan normalisointi. My6s puuttuvia arvoja voi joutua kasittelemaan,
mutta sita ei tehty tassa tydssa kasitellyissa tutkimuksissa. Kuten aiemmin todettiin, Lago
et al. (20214, luku 5.1) suosittelivat tutkimuksessaan, ettéd mallin validointiin kaytettavan
testidatan vahintaan yhden kokonaisen vuoden. Harvinaisia datapiikkeja voidaan rajoit-
taa esimerkiksi enintdan kolmen keskihajonnan suuruisiksi, joskin tutkimuksessa (Lago

et al., 2018) tama osoittautui hyoddylliseksi tilastollisten mallien, muttei koneoppimismal-
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lien kohdalla. Mallien koulutuksessa kaytettava data voidaan normalisoida mallien tark-
kuuden parantamiseksi. Normalisointi voidaan tehda esimerkiksi valille [0,1] tai [—1,1].
Huomionarvoista on, ettd normalisoitua dataa kaytetaan vain mallien koulutuksessa pa-
rametrien estimointiin, eikd esimerkiksi tarkkuusmittareiden laskentaan tai tilastollisten

testien yhteydessa. (Lago et al., 2018, luku 5.1.3)

Mallin validointi tarkoittaa sen suorituskyvyn hyvaksi toteamista validointidatalla, eli sel-
laisella datalla, jota se ei ole kayttanyt koulutukseensa. Taulukon 4 tutkimuksista nousi
esiin kaksi erilaista |ahestymistapaa validointiin: laajenevan ikkunan menetelma, jossa
koulutusdatan maara kasvaa ajan myéta ja kaikki mennyt data huomioidaan jokaisella
aika-askeleella (Kraft et al., 2020), seka liikkuvan ikkunan menetelma, jossa jokaisella
aika-askeleella kaytetdaan yhta suuri patka koulutusdataa, joka liikkuu eteenpain ajan
edetessa, nain jattden ikkunan pituutta kaukaisemmat datapisteet huomiotta (Dimoulkas
et al., 2016; Giovanelli et al., 2018, 2017).

Tarkkuusmittarien tai mittarin valinta on oleellista, silla kuten aiemmin todettiin, on mitta-
reilla erilaisia rajoitteita eivatka kaikki sovellu esimerkiksi sellaisen datan ennustamiseen,
jossa esiintyy O-arvoja. Olisikin jarkevaa kayttda yhden tarkkuusmittarin sijaan useita,
jotta saadaan kattavampi kuva mallin suoriutumisesta. Taulukon 4 tutkimuksista (Giova-
nelli et al., 2018, 2017) kayttivat MSE:ta, (Kraft et al., 2020) kayttivat RMSE:ta ja
MAPE:a, (Dimoulkas et al., 2016) kayttivat MAE:a ja (Wang et al., 2014) laskivat yleisesti
kaytettyjen tarkkuusmittareiden sijaan muun muassa ennustettujen arvojen keskiarvojen

ja keskihajontojen poikkeamia todellisista arvoista.

Hyperparametrien optimointi on tehtdva ennen lopullisen mallin koulutukseen ryhtymista.
Hyperparametreja ovat sellaiset parametrit, joiden arvo on valittava ennen mallin para-
metrien estimointia (Lago et al., 2018, luku 2.3). Tallaisia ovat neuroverkkojen kohdalla
esimerkiksi: piilotettujen kerrosten lukumaara, neuronien lukumaara piilotetuissa kerrok-
sissa; aktivaatiofunktiot; gradientin laskeutumisen optimointialgoritmi, esimerkiksi
Stochastic gradient descent (SGD); poisjattdjen (engl. dropout) prosenttiosuus (Giova-
nelli et al., 2018, luku 4.5). Kraft et al. (2020, luku 3.3.2) mukaan hyperparametrien va-
lintaan ei yleisesti ottaen ole olemassa optimaalista konfigurointialgoritmia, mutta sen
sijaan on useita nyrkkisaantdja. Giovanelli et al. (2018, luku 4.5) toteuttivat neuroverkko-
jen arkkitehtuurien valinnan vahvistusoppimisen avulla empiirisesti kokeilemalla, lahteen
(Baker et al., 2017) mukaisesti, testaten useita erilaisia arkkitehtuureja ja valiten kaksi
parhaiten suoriutuvaa. Lago et al. (Lago et al., 2018, luku 2.3) puolestaan kayttivat jokai-

sen mallin optimointiin samaa automatisoitua proseduuria, erityisesti puu-rakenteen
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omaavaa Parzen-estimaattoria. Lago et al. (2021a, luku 5.7) huomauttivat, etta hyper-
parametrien optimointi tulisi toteuttaa erillisella validointidatalla, jota ei kayteta valmiiden

mallien testaamiseen, jotta valtetdan mallien ylisovittuminen testidataan.

Mallin tarkkuutta voi olla jarkevaa tarkastella eri pituisilla ajanjaksoilla. Nain voidaan huo-
mata datassa erilaisia kayttaytymismalleja ja arvioida tiettyjen tekijdiden vaikutusta vir-

heeseen.

Lopulta kehitettya mallia on syyta verrata johonkin standardiin ennustusmenetelmaan tai
-menetelmiin, jotta mallin ennustuskykya voidaan suhteuttaa. Kun kehitetyn mallin ja ver-
rokkimallin ennustustarkkuus on arvioitu jollain sopivalla mittarilla tai mittareilla, on viela
hyva tarkistaa tarkkuuksien eron tilastollinen merkitsevyys kayttaen sopivaa tilastollista

testia, kuten Diebold-Mariano testia.
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6. JOHTOPAATOKSET

Taman tyon tavoitteena oli selvittda millaiset koneoppimismallit voisivat olla soveltuvia
reservimarkkinahintojen ennustamiseen seka millaisia yleisia suunnitteluvaiheita ennus-
tuksessa kaytettavien koneoppimismallien suunnitteluprosessiin kuuluu. Ty tehtiin yh-
teistydssa Polar Night Energy Oy:n (PNE) kanssa ja sen kehittdman hiekkaldampdvaras-
ton nakokulmasta. Tydssa tutustuttiin 1ampdvarastoihin, sdhkd- ja reservimarkkinoihin
seka ennustusmenetelmiin ja selvitettiin, millaisia ennustusmenetelmia sahko- ja reser-
vimarkkinahintojen ennustuksessa on tutkimuksissa tdhan mennessa kaytetty ja mitka
niistd parjasivat parhaiten. Lisdksi useista eri tutkimuksista tunnistettiin samankaltaisia
suunnitteluvaiheita, joita koneoppimismallien suunnittelussa ja kehittdmisessa hyodyn-
nettiin. Tyd tehtiin PNE:n hiekkaldmpdvaraston nakdkulmasta, mutta se soveltuu mui-

denkin reservimarkkinatoimijoiden kaytettavaksi.

Useiden regressio-ongelmia ratkaisevien koneoppimismallien todettiin paihittavan tilas-
tolliset verrokkimallit. Neuroverkkopohjaiset mallit ja erityisesti suhteellisen yksinkertai-
set syvat neuroverkot nousivat useissa tassa tydssa kasitellyissa tutkimuksissa parhai-
ten suoriutuviksi. Sahkdmarkkinahintojen ennustamista kasittelevien tutkimusten vertai-
lukelpoisuudesta nousi esiin useita ongelmia: erilaisten datajoukkojen, ohjelmistototeu-
tusten ja tarkkuusmittareiden kaytto; kehittyneiden mallien vertailu yksinkertaisiin mallei-
hin; testausdatan pituudet liian lyhyita; tutkimukset eivat tarpeeksi yksityiskohtaisia tois-
tettaviksi. Nama patevat myos reservimarkkinahintojen ennustamisen kohdalla, mutta
niita ei tdman tyon laajuuden vuoksi otettu huomioon. Tutkimusten vertailukelpoisuuteen
littyvat ongelmat on silti syyta pitaa mielessa eri tutkimuksissa esiintyvia malleja vertail-
taessa. Naihin ratkaisuksi on esitetty kaytettdvaksi benchmark-malleja ja -datajoukkoja

seka erilaisia parhaita kaytantoja.

Ty6ssa tunnistettiin myds useissa tutkimuksissa esiintyneitd koneoppimismallien suun-
nittelu-vaiheita, joita olivat algoritmin valinta, datan ja ulkoisten tekijoiden valinta, aika-
sarja-analyysi, datan esikasittely, mallin validointi, tarkkuusmittarien valinta, hyperpara-

metrien optimointi ja tulosten tilastollisen merkittavyyden toteaminen.

Tulevaisuudessa reservimarkkinoita koskevaa tutkimusta toivottavasti nahdaan run-
saasti lisaa. Uusissa tutkimuksissa toivottavasti huomioidaan vertailukelpoisuuteen liitty-
vat ongelmat ja jonkinlainen tutkimusalan laajuinen benchmark saavutetaan tutkimusten

ja mallien paremman vertailun mahdollistaen. Reservimarkkinat ovat alttiita muutoksille



37

teknologian edistyessa ja EU:n lainsdadannon lisdantyessa. Siksi markkinoiden kehitys-
suunnan arvioiminen on myds tarkeaa. Tulevaisuudessa jatkotutkimusaiheina voisivat-
kin olla reservimarkkinoiden kehityssuunnan arvioiminen maailmalla seka toiseksi myos
erilaisten ennustusmenetelmien laajempi vertailu jonkin benchmarkin pohjalta, huomioi-

den myés vaaditun laskentatehon aiheuttamat kustannukset.
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