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Tekoalyn ja koneoppimisen merkitys yhteiskunnassa on korostunut merkittavasti vii-
meisten vuosikymmenten aikana. Tassa tutkielmassa on tarkoitus tutkia koneoppivien me-
netelmien hyddyntamisen tilaa ja tulevaisuutta lentokoneiden jarjestelmasuunnittelussa.
Tavoitteena on l6ytaa vastaukset koneoppivien menetelmien tutkimuksen tilasta, seka I6y-
taa sopivia jarjestelmasovelluskohteita, joissa voidaan hyédyntaa koneoppimista. Tyd on
suoritettu kirjallisuustutkimuksena.

Tyo on jaettu kahteen osaan. Ensin tutustutaan yleisesti koneoppiviin menetelmiin, eri-
tyisesti geneettisiin algoritmeihin ja neuroverkkoihin. Lisdksi tdssa osassa kasitellaan me-
netelmia tiedon keruuseen ja kasittelyyn liittyen koneoppimisen nakdkulmasta. Toisessa
osassa tutustutaan tarkemmin koneoppimista hyddyntaviin suunnittelu- ja jarjestelmasovel-
luksiin. Erityinen tarkastelu tehdaan aerodynaamiseen suunnitteluun ja optimointiin, seka
lentokoneen moottoreiden suunnitteluun ja optimointiin. Liséksi tarkastellaan koneoppimi-
sen hyoddyntamista avioniikkajarjestelmissa ilma-aluksen térmayksenestojarjestelman kaut-
ta.

Tutkielmassa havaittiin, ettd tutkimusta koneoppimisen hyddyntamisesta lentotekniikan
parissa on jo tehty jonkin verran ja tulokset ovat paaasiassa olleet lupaavia. Hyvia tuloksia
oli saatu erityisesti suunnittelusovelluksissa korvaamalla numeeriset laskentamenetelmat
koneoppivilla korvikemalleilla. Koneoppivien menetelmien tulokset vastasivat hyvin numee-
risten menetelmien tuloksia, ja erityisesti niiden laskenta-aika oli huomattavasti lyhyempi.
Suunnittelun lisdksi lupaavia tuloksia saatiin my6s koneoppimisen kaytdsta osana lentoko-
neen jarjestelmia.

Tutkielman perusteella koneoppimisella tulee olemaan hyvin suuri merkitys tulevaisuu-
dessa lentokonetekniikassa. Erilaisia kayttdkohteita on useita, eivatka ne rajoitu pelkastaan
jarjestelmasuunnitteluun. Talla hetkella on tarkeaa tunnistaa sopivimmat kayttokohteet ja
menetelmat, seka varmistaa koneoppivien menetelmien turvallisuus ja luotettavuus.

Avainsanat: Koneoppiminen, Lentokonejarjestelmat, Jarjestelmasuunnittelu, Optimointi,
Korvikemalli
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1. JOHDANTO

Tekoalyn ja koneoppimisen merkitys uusina tieteenaloina on korostunut merkittavasti
viimeisten vuosikymmenien aikana. Tahan mennessa tekoalya ja koneoppimista on
tutkittu erityisesti informaatio- ja tietojenkasittelytieteissa. Yha enemmissa maarin algo-
ritmit ohjaavat maailmaamme laskentatehon ja teknisten sovellusten kehittyessa. Tama
voidaan nahda jo nyt erityisesti suurten teknologianyhtididen kayttdessa koneoppivia
algoritmeja sisaltdonsa optimointiin. (Jordan & Mitchell 2015) Erityisesti viimeisen vuosi-
kymmenen aikana tekodlyn tuomia mahdollisuuksia on alettu tosissaan tutkimaan
my6s muilla tieteenaloilla, esimerkiksi teknisessa suunnittelu- ja kehitystydssa (Wuest
et al. 2016, s. 23; Brunton et al. 2021, s. 1-3).

Koneoppimisella tarkoitetaan itsendisesti toimivaa jarjestelmaa, jonka tarkoitus on ke-
hittaa itse itsedan pohjatiedon ja kayttajan toiminnan perusteella. Laajasta tekoalysta
poiketen sen kayttotarkoitus tai tehtava on rajattu kayttdymparistéén (Jordan & Mitchell
2015). Lisaksi koneoppimisen hyddyntdmisen kanssa on tarkeaa muistaa edelleen ih-
misen rooli osana jarjestelmaa suunniteltaessa uusia jarjestelmia (Hall et al. 2020, luku
2). Ihmisen taytyy pystya ymmartdmaan ja arvioimaan koneoppivan jarjestelman toi-

mintaa, jotta saadut tulokset voidaan vahvistaa jarkevina (Alpaydin 2021, s. 186—189).

Tekoalyn ja koneoppimisen odotetaan tuovan suuria muutoksia myds ilmailualalla. Eu-
roopan lentoturvallisuusvirasto (engl. European Union Aviation Safety Agency, EASA)
(2020) tuo esiin mahdollisuuksia koneoppiville sovelluksille erityisesti lentokoneiden
suunnittelussa ja operoinnissa, kunnossapidossa, liikenteenohjauksessa ja useassa
muussa osa-alueessa. Lentoliikenteen lisdantyminen ja ilmastonmuutos luovat erityisia
haasteita ja painetta uusille ratkaisuille lentokonetekniikassa. Koneoppivilla sovelluksil-

la voi olla merkittava rooli ndiden ongelmien ratkaisussa tulevaisuudessa. (EASA 2020)

Tassa kandidaatintyéssa on tarkoitus selvittda koneoppimisen roolia lentokoneteknii-

kassa. Tyon tutkimuskysymykset ovat:
¢ Millaisia sovelluksia tutkitaan tai on jo kdytdssa?
o Mitka jarjestelmat tai sovellukset ovat sopivimpia?

Aihe on rajattu erityisesti koneoppimisen tutkimiseen jarjestelmasuunnittelun nakokul-

masta. Aiheen rajaus on ollut aiheellinen, silla lentotekniikka ja koneoppimisen yhdis-



tamistd voidaan tarkastella useasta eri nakdkulmasta ja osa-alueita on monia, kuten
edella kavi ilmi. Esimerkiksi koneoppivat kunnossapito- tai valmistusmenetelmasovel-

lukset on jatetty tydn rajauksen ulkopuolelle.

Lisaksi ty0ssa keskitytaan tarkastelemaan koneoppimisen hyédyntamista ihmiskeskei-
sestd nakdkulmasta. Talla tarkoitetaan sita, ettd koneoppiminen on helpottamassa ih-
misen tyota osana jarjestelmaa, mutta ei korvaa ihmistd kokonaan. Eli suunnitteluteh-
tavissa ihminen on yha paatoksenteon keskiossa lopullista valintaa tehdessa. Esimer-
kiksi autonomisen ilmailun tavoittelu tekoalyn tai koneoppimisen avulla jatetdan koko-

naan tutkimuksen ulkopuolelle.

Tyd suoritettiin kirjallisuustutkimuksena kayttaen lahdeaineistona paaasiallisesti alan
tieteellista kirjallisuutta koneoppimista hyddyntavistd sovelluksista lentokonetekniikas-
sa. Lisaksi hyddynnettiin myds yleisesti lentokonetekniikan seka tekoalyn ja koneoppi-
misen teoriakirjallisuutta seka tutkimuksesta syntynytta kirjallisuutta. Lahdemateriaalia
I0ytyi kattavasti erityisesti kansainvalisesta kirjallisuudesta englannin kielella. Lahde-
materiaali rajoittuu paaasiallisesti vuosille 2010-2022 muutamaa poikkeusta lukuun ot-

tamatta.

Tyon rakenne koostuu viidesta paaluvusta. Toisessa luvussa kasitellaan koneoppimista
yleisesti teoreettisesta nakdkulmasta. Luvussa esitellaan koneoppimisen perusperiaat-
teet sekd perehdytaan tarkemmin kahteen koneoppimisen toteutusmenetelmaan: ge-
neettisiin algoritmeihin ja neuroverkkoihin. Lisaksi luvussa kasitellddn koneoppimiselle
olennaisia tiedonkasittelyn menetelmia kuten tiedonlouhinta ja olemassa olevan tiedon
yhdistaminen. Kolmannessa luussa kasitellddn varsinaisia suunnittelu- ja jarjestel-

masovelluksia seka esitellaan aiheesta tehtyja tutkimuksia seka niiden tuloksia.

Neljannessa luvussa siirrytaan tutkimustulosten analyysiin ja johtopaatoksiin. Lisaksi
luvussa tuodaan esiin kirjoittajan omia paatelmia ja pohdintaa, seka tarkastellaan tyén
rajausta tarkemmin. Viidennessa ja viimeisessa luvussa kdydaan viela merkittdvimmat

I6yddkset ja tulokset 1api, seka kootaan tutkielman tarkein anti yhteen.



2. KONEOPPIMINEN JA SEN TAUSTA

Tassa luvussa kaydaan lapi koneoppimisen teoreettista taustaa. Koneoppiminen on lo-
pulta hyvin laaja kokonaisuus, joka kasittda useita erilaisia menetelmia, algoritmeja ja
laskentatapoja. Tarkoituksena on esitella erikseen muutamia yleisimpia koneoppimisen
menetelmia kuten geneettiset algoritmit ja neuroverkot, joihin perustuvia sovelluksia
esitelldan luvussa 3. Lisaksi luvussa esitelldadn myds koneoppimisen kannalta tarkeita

tiedonkasittelymenetelmia.

2.1 Tekoaly ja koneoppiminen

Tekoalylle on useita eri maaritelmia, ja sen yksiselitteinen maarittely on hankalaa é&lyk-
kyys-kasitteen haasteellisuuden vuoksi (Wang 2019). Ailisto et al. (2018, s. 7) ovat
maaritelleet tekoalyn seuraavasti: "Tekoalyn avulla koneet, laitteet, ohjelmat, jarjestel-
mat ja palvelut voivat toimia tehtavan ja tilanteen mukaisesti jarkevalla tavalla”. Tekoaly
on yleisesti luokiteltu yleisen ja sovelletun tekoalyn haaroihin. Yleisella tekoalylla tarkoi-
tetaan tekoalya, jolla on jonkinlainen tietoisuudeksi maariteltdva ominaisuus. Talla het-
kella tdmankaltaista tekoalya ei ole viela pystytty luomaan. Koneoppiminen sijoittuu so-
velletun tekodlyn haaraan edustaen datapohjaisia menetelmid. Se on yksi suosituim-

mista tekoalyn teknisista toteutustavoista. (Kaaridinen et al. 2018, s. 21)

2.1.1 Koneoppivat jarjestelmat

Koneoppivalla jarjestelmalla tarkoitetaan ohjelmistokokonaisuuksia, jotka pystyvat op-
pimaan sille annettua dataa ja tunnistamaan sieltad tiettyja toistuvia kaavoja, joiden
avulla se pystyy tekemaan valistuneen arvauksen tulevaisuudesta (Dangeti 2017, s. 9).
Lisaksi jarjestelman kyky oppia eli kyky kehittda itse itsedan on keskeista. (Kaaridinen
et al. 2018, s. 21).

Koneoppivaan jarjestelmaan sisaltyy algoritmit olennaisena osana jarjestelmaa. Kieli-
toimiston sanakirja (2022) maarittelee algoritmin sarjana tasmallisesti maariteltyja kas-
kyja tai toimenpiteitd jonkin tehtavan suorittamiseksi. Algoritmit voidaan siis kasittaa
eraanlaisena ohjekirjana sille, mita sisaan tuleville syétteille tulee tehda, jotta paastaan
haluttuun lopputulokseen. Koneoppivissa jarjestelmissa oppiminen tapahtuu jarjestel-

malle annettujen algoritmien rajoissa (Shalev-Shwartz & Ben-David 2014, s. 25).



Koneoppivan jarjestelman oppiminen tapahtuu paasaantdisesti kolmella tavalla: ohja-
tusti, ohjaamattomasti ja vahvistavasti. Ohjatussa oppimisessa jarjestelmaa pyritaan
opettamaan esimerkkien avulla ja antamalla palautetta siita, miten jarjestelma suoriutui
tehtavasta. Kuvantunnistusjarjestelmat ovat yksi esimerkki tallaisesta oppimismallista.
Ohjaamaton oppiminen toimii muuten samalla tavalla kuin ohjattu oppiminen, mutta jar-
jestelmélle ei anneta palautetta sen suoriutumisesta. Erilaiset jarjestelytehtavat hyo-
dyntavat usein ohjaamatonta oppimista. Vahvistetussa oppimisessa jarjestelma saa
palautetta toiminnastaan ja jarjestelma pyrkii I6ytamaan tien haluttuun tulokseen itse-
naisesti kayttaen palautetta hyodyksi. Palaute ei kuitenkaan valttamatta ole valitonta
paatdksen jalkeen, kuten ohjatussa oppimisessa, ja jarjestelma kayttda useampaa pa-
lautetta kerralla oppimiseen. Otetaan esimerkiksi tietokoneen pelaama shakki, jossa tu-
lee ottaa huomioon jokaisen siirron positiiviset ja negatiiviset vaikutukset, mutta naita
vaikutuksia ei voida tietda heti siirron jalkeen vaan vasta kun peli on edennyt tarpeeksi
tai paattynyt. (Dangeti 2017, s. 9, 50, 360)

2.1.2 Geneettiset algoritmit

Geneettiset algoritmit ovat ongelmanratkaisussa kaytettyja algoritmeja, joita kaytetdan
erityisesti optimointi- ja hakuongelmien ratkaisemiseen. Niiden idea pohjautuu osittain
Charles Darwinin esittdmaan evoluutioteoriaan. Tavoitteena on hyddyntaa luonnonva-
linnan periaatteita koneoppivassa jarjestelmassa parhaimman ratkaisun eli globaalin
optimin I6ytamiseksi paikallisten minimien joukosta. Algoritmin toiminta etenee suku-
polvittain. Jokaisen sukupolven parhaimpia yksittaisratkaisujen ominaisuuksia yhdistel-
I1dan keskendan uuden sukupolven luomiseksi niin kauan kunnes lopetuksen ehdot
tayttyvat. (Sivanandam 2008, s. 15, 29-30; Mishra & Sahoo 2017)

Geneettiset algoritmit ovat lopulta hyvin laaja koneoppimistutkimuksen osa-alue ja eri-
laisia algoritmisovelluksia on useita kymmenia (Sivanandam 2008). Tassa tyossa ole
mahdollista kayda niitd kaikkia lapi, vaan tarkoituksena on esittaa yleinen toimintaperi-
aate. Algoritmissa 1 on esitelty yksinkertainen geneettinen algoritmi. Kaytanndssa suuri
osa geneettisen algoritmin sovelluksista soveltaa yksinkertaisen algoritmin kaavaa ta-

valla tai toisella (Sivanandam 2008, s. 20).



function GeneettinenAlgoritmi():

2 alusta alkupopulaatio;
while (lopetuksen ehdot eivat tayty)
4 for i in populaatio: //arvioidaan jokaisen populaation jasenta
arvioi sopivuus sopivuusfunktiolla;
6 valitse parhaat yksilot;
risteyta parhaat yksilot;
8 suorita mutaatio; //muokataan yksiloéita hakuavaruuden laajenta-
miseksi
10 luo uusi populaatio; //parhaiden yksiloiden risteytykset ja mutaa-
tiot

12 return lopputulos;

Algoritmi 1. Yksinkertaisen geneettisen algoritmin pseudokoodi (muokattu lahteesta: Sari
& Tuna 2018, s. 5)

Alkupopulaatio (engl. initial population) on satunnaisesti luotu ratkaisujen joukko yksit-
taisratkaisuja eli kromosomeja. Jokaisen kromosomin sopivuus arvioidaan sopivuus-
funktiolla (engl. fitness function). Sopivuusfunktio vertaa jokaista kromosomia keske-
naan ja sita, mitka ratkaisut ovat parempia kuin toiset. Valintavaiheessa (engl. selecti-
on) parhaimmat ratkaisut varastoidaan. Kun kaikki kromosomit on kayty lapi, valitaan
tietty maara parhaiten suoriutuneita kromosomeja, joiden ominaisuuksia yhdistellaan
seuraavan sukupolven luomiseksi (engl. crossover). Yhdistely voi tapahtua esimerkiksi
yhden pisteen risteytyksella (engl. single point crossover), jolloin kaksi yksiloa leikataan
yhdesta pisteesta ja ominaisuudet yhdistetaan ristiin. Esimerkiksi yksilo A voidaan ku-
vata bindarilukuna 0111 ja yksildé B bindarilukuna 1101. Naiden yksildiden risteytys
puolestavalistd antaa uudet yksilét 0101 ja 1111, kun molempien alku- ja loppuosa yh-
distetaan ristiin. Kaytannossa risteytystapoja on useita erilaisia ja parhaimman ristey-
tystavan valinta riippuu kayttékohteesta. (Sari & Tuna 2018, s. 4-5; Sivanandam 2008,
s. 39-56)

Risteytyksen jalkeen suoritetaan vield mutaatio ennen uuden populaation luomista. Mu-
taatio on tarked osa geneettisen algoritmin toimintaa, jotta hakuavaruus (engl. search
space) voidaan kayda lapi kokonaisvaltaisesti parhaimman ratkaisun 16ytamiseksi. Mu-
taatiolla tarkoitetaan yksildiden sattumanvaraista muokkausta hienovaraisesti. Yksin-
kertainen mutaatio voi esimerkiksi kdantaa yhden yksilon biteista pienella todennakoi-
syydella. Mutaatioiden avulla voidaan estaa, etta algoritmi jaisi jumiin paikalliseen mi-
nimikohtaan. Nain voi kayda, mikali yksittainen bitti, joka johtaa lokaaliin minimiin jumit-
tuu tiettyyn arvoon koko populaatiossa, eika siten voi enaa vaihtua risteytyksen keinoin.
(Sari & Tuna 2018, s. 4; Sivanandam 2008, s. 56) Mutaatiota ei kuitenkaan haluta lii-
kaa, silld mitd enemman algoritmi sisaltdd mutaatiota, sen satunnaisempaa sen toimin-
ta on (Sivanandam 2008, s. 57).



Lopulta kun mutaatio on suoritettu, luodaan uusi populaatio edellisen sukupolven par-
haista ratkaisuista, niiden risteytyksista ja mutatoituneista ratkaisuista. Koe suoritetaan
uudestaan talle populaatiolle. Algoritmi arvioi, valitsee, risteyttda ja suorittaa mutaation
talle uudelle populaatiolle. Tama kaava pyorii niin kauan, kunnes lopetuksen ehdot
tayttyvat. Esimerkkeja lopetuksen ehdoista on, kun sopivuudessa ei havaita enaa muu-
tosta usean sukupolven ajalta, sukupolvien maaran rajaaminen tai algoritmin toiminta-
ajan rajaaminen. Lopullista ratkaisua tulee viela arvioida kriittisesti, miten hyvin se tayt-

taa algoritmille asetetut tavoitteet. (Sivanandam 2008 s, 57-59)

Geneettiset algoritmit eivat valttdmatta aina anna sopivaa tulosta. Syita voi olla monia,
kuten algoritmin liiallinen sattumanvaraisuus tai hakuavaruuden liiallinen laajuus, jolloin
algoritmi ei ehdi 16ytda sopivaa tulosta tarpeeksi nopeasti (Sivanandam 2008, s. 34—
36). Myds huonosti suunniteltu sopivuusfunktio voi tehdad geneettisestad algoritmista
huonon, jolloin se valitsee huonoja yksil6ita luomaan uutta sukupolvea. Erityisesti mo-
nimutkaisemmissa sovelluksissa sopivuus voi olla monien osa-alueiden summa, jolloin
tulee myds maarittdd mitd ominaisuuksia sopivuusfunktion tulisi painottaa. (Sivanan-
dam 2008, s. 41) Lisaksi on myos hyva tunnistaa tilanteet, joissa perinteiset menetel-
mat ovat geneettisia algoritmeja tehokkaampia ja tarkempia (Sivanandam 2008, s. 34—
36). Yleisesti ottaen geneettiset algoritmit ovat kuitenkin erittdin tehokkaita erityisesti
optimointitehtavissa ja niita kaytetaan paljon useilla eri lentotekniikan osa-alueilla (An-
derson 2003). Erilaisia lentotekniikan sovelluksia, joissa hyédynnetaan geneettisia al-

goritmeja, esitellaadn tarkemmin luvussa 3.

2.1.3 Neuroverkot

Neuroverkko (engl. neural network) on yksi tarkeimmistd koneoppimista toteuttavista
menetelmista erityisesti, kun kone pyrkii tunnistamaan tiettyja kuvioita ja samankaltai-
suuksia. Se perustuu dataohjattuun tiedonkasittelyyn (Pietikainen & Silvén 2019, s. 21).
Neuroverkkoteorian inspiraationa on toiminut biologisten neuroniverkkojen toiminta on-
gelmanratkaisussa. Neuroverkko voidaan jakaa kolmeen eri tasoon: sisaanmenota-
soon (engl. input layer), piilossa olevaan tasoon (engl. hidden layer) ja ulostulotasoon
(engl. output layer). Kaytannossa piilossa olevia tasoja voi olla useampia kuin yksi. Jo-
kainen taso kasittaa tietyn maaran neuroneita, jotka on yhdistetty viereisten tasojen
neuroneihin synapseilla eli kahden neuronin valisella kytkennalla. (Kwon 2011, s. 3-5)
Neuroverkon rakennetta on havainnollistettu kuvassa 1, jossa piilossa oleva taso sisal-

taa 14 neuronia.



Sisdanmenotaso Piilossa oleva taso Ulostulotaso

Syoéte 1

Syote 2

Ulostulo

Sydte 3

Sydte 4

vakiotermi vakiotermi

Kuva 1. Kuvaus tyypillisesté neuroverkosta, jossa piilossa oleva taso siséltaa 14
neuronia. (muokattu ldhteestd Kwon 2011, s. 5)

Toiminta perustuu sisdantulossa olevien neuronien aktivoitumiseen riippuen sisaan tu-
levasta datasta, joka aktivoi sisddnmeno tasossa tietyt neuronit. Sisdanmenotasossa
aktivoituneet neuronit kasittelevat datan ja lahettavat siita tiedon seuraavalle tasolle
synapseja pitkin. Seuraavan tason neuroneihin tulevista signaaleista lasketaan paino-
tettu summa, johon lisatdan viela vakiotermi (engl. bias) joka vaikuttaa neuronin aktivoi-

tumisherkkyyteen. (Kwon 2011, s. 3-5)

Neuronit aktivoituvat aktivaatiofunktion perusteella. Yleisimmat aktivointifunktiot ovat
porrasfunktio, lineaarinen funktio ja S-kayra. Uudet aktivoituneet neuronit 1ahettavat
tiedon jalleen eteenpadin synapseja pitkin. Lopulta tiettyjen neuronien aktivoituessa
ulostulotasolla jarjestelma tulkitsee neuronien tilan ja ilmoittaa tuloksen. (Kwon 2011, s.
3-5)

Tarkastellaan seuraavaksi neuroverkkojen oppimista tarkemmin. Kuten jo edella mai-
nittiin, saavat neuronit arvonsa signaaleista lasketun painotetun summan kautta. Toi-
saalta jopa yksinkertaisimmissa kuvantunnistus neuroverkoissa voi neuroneita olla
useita satoja. Painokertoimien laskeminen kasin jokaiselle neuronille ei siten ole suosi-
teltavaa. Ennemmin tavoitteena on jarjestelman kyky maaritella painokertoimet itse
opettamisen kautta. Tata varten jarjestelmalle luodaan hukkafunktio (engl. loss functi-
on), jonka tavoitteena on kuvata kuinka hyvin neuroverkon ulostulo vastaa haluttua da-
taa. Yksi yleisimmistad hukkafunktioista on keskinelidvirhe (engl. Mean squared error,
MSE):



N 5. 4,2
MSE = Zl=1(y—lyl) (1)
N

jossa y; on i-alkion haluttu arvo perustuen esimerkiksi kokeellisiin testeihin, y; saman
alkion arvioitu arvo ja N alkioiden lukumaara. Lopullisena tavoitteena on hukkafunktion
minimoiminen, silld mita pienempi hukkafunktion arvo on, sitd paremmin neuroverkon
arvot tasmaavat havaittua dataa. Tahan kaytetdan gradienttimenetelmaa, jossa hukka-
funktiolle lasketaan gradientti painokertoimien suhteen, ja painokertoimia muutetaan
asteittain gradientin negatiiviseen suuntaan, jonne funktio vdhenee nopeimmin. (Kwon
2011, s. 3-5, 9, 12-15)

Yksi neuroverkon oppimisen keskeisistd termeistd on vastavirta-algoritmi (engl.
backpropagation). Vastavirta-algoritmilla tarkoitetaan neuroverkon opettamista viimei-
sesta kerroksesta eli ulostulokerroksesta takaisinpain. Jos tiedetadan valmiiksi mahdolli-
sia ulostuloarvoja parametreille, joita neuroverkolla halutaan ratkaista, nama arvot voi-
daan sy6ttaa neuroverkolle ja antaa verkon kdyda lapi tdma data gradienttimenetelmal-
la. Talldin neuroverkko maarittelee itse sille annetun datan perusteella parhaimmat
painokertoimet. Mitd enemman laadukasta dataa on kaytdssa, sen tarkemmin neuro-

verkko pystyy painokertoimet maarittdmaan. (Kwon 2011, s. 9, 226)

2.1.4 Haasteet ja riskit

Kuten monen muun uuden teknologian kanssa, myds koneoppimiseen liittyy tiettyja
haasteita ja riskeja, jotka tulee ottaa huomioon. Tamanlaisia haasteita ja riskeja ovat
esimerkiksi aineiston vinoutuminen tai mallin luominen liian pienella aineistolla, joka ei
anna luotettavaa tulosta. Toinen merkittdva haaste on mallin tulkittavuus ja ennustetta-
vuus. Miten voidaan olla varmoja, ettd malli antaa halutunlaisia tuloksia? Yksi tarkea
keino on ohjelmistomallien vahvistaminen ja varmistaminen. Tall6in mallia testataan ai-
neistolla, jota ei kaytetty opetuksessa ja tutkitaan mallin antamat tulokset. Tama ei kui-
tenkaan valttamatta riitd erityisesti opetusjoukon ja testausjoukon ollessa pienia. (Al-
paydin 2021, luku 7)

Erityisesti mallin luominen lilan pienelld aineistolla seka tuloksen varmistaminen ovat
yleisia ongelmia koneoppimisen hyodyntamisessa erityisesti uusien jarjestelmien
suunnittelussa ja optimoinnissa. Jotta uusi laite tai osa voitaisiin optimoida, tarvitaan
useita, joskus jopa tuhansia, numeerisen virtausdynamiikan eli CFD (engl. Computati-
onal Fluid Dynamics) -malleja tai fyysisia kokeita, mutta jopa yksittdisen mallin tai ko-

keen suorittaminen voi vieda parhaimmillaankin useamman paivan (Min et al. 2017, s.



51). Min et al. (2017) ovat esitelleet tavan, jossa tietoa jo vanhoista olemassa olevista
jarjestelmista ja laitteista yhdistelldan ja siirretaan kaytettavaksi uuden jarjestelman tai
laitteen suunnittelussa. Kuitenkin myés tassa mallissa tulee ottaa huomioon mita dataa
siirretdan ja yhdistellaan. Huonosti valittu data voi johtaa jopa huonompaan tulokseen
kuin ilman siirtamista tehty malli, mikali data ei vastaa optimoitavan laitteen toimialuet-
ta. (Min et al. 2017, s. 6) Tiedon siirtamiseen perehdytaan viela tarkemmin luvussa
2.2.2.

Lisdksi jokaisen jarjestelman kayttajan pitdisi pystya ymmartamaan ja arvioimaan mal-
lin toimintaa. Ei riitd vain, ettd ulostulo on ymmarrettdvassd muodossa, vaan jarjestel-
man taytyy myos pystya selittdmaan, miksi se paatyi juuri tdhan tulokseen. Tamankal-
taista tekoalya kutsutaan myos selitettavissa olevaksi tekoalyksi (engl. explainable arti-
ficial intelligence, XAl). (Alpaydin 2021, s. 186—189)

Erityisen tarkeaa jarjestelman sisdisen toiminnan ymmartaminen on turvallisuuskriitti-
sissa toiminnoissa. Jo perinteisen automaation lisddntymisen on huomattu johtavan
onnettomuuksiin, koska laitteen kayttaja ei ole taysin sisdistanyt miten automaatio vai-
kuttaa jarjestelman toimintaan eri tilanteissa. (Ogle et al. 2008) Esimerkkeja on useita
myos ilmailualalta, viimeisimpana tunnettuna tapauksena Boeing 737 MAX onnetto-
muudet (Billings 1996, Gawron 2019 mukaan, s. 10; The Federal Democratic Republic
of Ethiopia Ministry of Transport 2020).

Jarjestelmia ei voida jattda yksinomaan automaation tai koneoppivien algoritmien va-
raan, vaan myos jarjestelman kayttaja tulee tunnistaa osana jarjestelmaa. Paras hyoty
jarjestelmista saadaan, kun yhdistetdan jarjestelman kyky kasitelld ja yhdistaa suuria
maaria dataa nopeasti seka jarjestelman kayttajan kyky tulkita jarjestelman toimintaa ja
oikeanlaisen valiintulon mahdollisuus, mikali jarjestelma ei toimi halutulla tavalla. (Ogle
et al. 2008)

2.2 Tiedon kasittely ja hydodyntaminen

Luvussa 2.1 esiteltiin koneoppimisen teoriaa paapiirteittain. Jotta koneoppivasta mallis-
ta tai jarjestelmasta saataisi mahdollisimman tehokas ja tarkka, taytyy sille syotetyn da-
tan olla toiminnan kannalta merkityksellista. Tama vaatii usein tiedon kasittelya ja yh-
distelya ennen sen syoéttdmistd koneoppivaan jarjestelmaan. Seuraavassa tutustutaan
kahteen koneoppimisen kannalta merkitykselliseen kasittelymenetelmaan: tiedon-

louhintaan ja olemassa olevan tiedon siirtamiseen ja yhdistamiseen.
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2.2.1 Tiedon keruu ja tiedonlouhinta

Kuten edelld luvussa 2.1 mainittiin, on koneoppiminen vahvasti riippuvainen tiedosta ja
sille sybtetysta aineistosta eli datasta. Tietotekniikan kayton lisdantyessa on myos da-
tan kerddminen lisdantynyt eksponentiaalisesti (Hilbert & Lopez 2011). Nykyaan dataa
kerataan kaikesta mahdollisesta useilla tekniikan osa-alueilla. Tallaista kerattya dataa
kutsutaan massadataksi (engl. big data). Toisaalta kaikki mahdollinen saatavissa oleva
data ole valttamattad tarpeellista koneoppivan jarjestelman toiminnan kannalta, vaan
ylimaarainen data saattaa jopa heikentaa sen toimintaa (Gudivada et al. 2017, s. 5).
Tiedonlouhinnan (engl. data mining) tarkoituksena on 16ytda merkityksellisid riippu-
vuussuhteita laajoista aineistoista ja tehda datasta siten hyodyllista eri kayttétarkoituk-
siin (Chen et al. 1996, s. 1).

Lentokonetekniikassa tilanne massadatan keraamisen suhteen on erityisen hyva. Da-
taa kerataan eri jarjestelmien toiminnasta huomattava maara jokaiselta lennolta lahes
reaaliajassa. Tiedon keruuta on ollut vauhdittamassa erityisesti kunnossapidon opti-
mointi ja jarjestelmien tilanseurantaan perustuvan kuntoperusteisen kunnossapidon
kayttédnotto. (Gerdes et al. 2016, s. 399—400)

Massadatan suhteen yksi ongelma on massadatan pirstaloituminen, silla eri tahot ke-
radvat dataa padsaantodisesti omalta ydinalueeltaan; moottorivalmistajat moottoreista,
lentoyhtiét lentoreiteista ja aikatauluista, lennonjohto ylilennoista ja niin edelleen. Dataa
voi siis olla hankalasti saatavissa yhdesta paikasta, eri lahteiden ja formaattien yhdis-
taminen voi olla hankalaa, eika datan laadusta valttdmatta ole takeita. (Burmester et al.
2018, s. 56-60)

Nykyisessa massadatan tulvassa hyddyllisten toistuvuuksien, riippuvuussuhtien ja mal-
lien I6ytdminen suoraan on hyvin hankalaa. Tata varten massadataa kasitellaan usein
tiedonlouhinnan avulla edella mainittujen ominaisuuksien hahmottamiseksi. Tiedon-
louhinta itsessaan kasittaa laajan kirjon erilaisia menetelmia kasitella massadataa, ja
menetelma usein riippuukin lopullisesta kayttotarkoituksesta ja tavoitteesta. Yhteista
kaikille menetelmille kuitenkin on pyrkimys tiedon lisdamiseen datasta tehtavien 10y-
dosten avulla. (Ge et al. 2017) Tiedonlouhinta on usein keskeisessad asemassa erityi-
sesti koneoppivan mallin luomisessa. (Bertoni et al. 2020, 2—-3) Myds useat luvussa 3
kasiteltavat sovellukset sisaltavat malleja, joissa on hyddynnetty tiedonlouhintaa. Li-
saksi myoOs luonteensa takia tiedonlouhinta itse hyddyntaa usein koneoppivia mene-

telmia osana datan analysointia (Ge et al. 2017).
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2.2.2 Olemassa olevan tiedon siirtaminen ja yhdistaminen

Erityisesti dataohjatussa tekoalyssa, kuten neuroverkoissa, luotettavuuteen pyritdan
syottamalla mahdollisimman paljon hyodyllistd dataa kaikkien vaihtoehtojen katta-
miseksi (Pietikainen & Silvén 2019, s. 50). Kuitenkin uusien jarjestelmien suunnittelus-
sa saatetaan térmata niin kutsuttuun alustusongelmaan (engl. cold start problem), jos-
sa suunnittelun alla olevasta jarjestelmasta ei ole saatavilla yhtaan dataa, ja uuden da-
tan rakentaminen esimerkiksi CFD-malleilla olisi erittdin tyélasta. Talloin tietoa taytyy
pystya kerdamaan muilla tavoin esimerkiksi muista toimivista jarjestelmista tai simuloi-
malla jarjestelmia optimoidusti, ja yhdistelemalla naillda menetelmilla saatu tieto uuden
mallin luomiseksi. (Min et al. 2017, s. 51-52)

Min et al. (2017) esittavat kolme menetelmaa olemassa olevan tiedon hyédyntamiseen:
Siirto-oppiminen (engl. transfer learning), moniajo-oppiminen (engl. multi-task learning)
ja usean nakokulman oppiminen (engl. multi-view learning). Siirto-oppimisessa malli
perustuu voimakkaasti muista malleista siirrettyyn tietoon ja naiden mallien vertailuun,
josta uusi malli valitsee aiemmin parhaiten suoriutuneen mallin ja kokeilee sen soveltu-
vuutta uudessa jarjestelmassa. Moniajo-oppivassa mallissa uutta tietoa pyritdan saa-
vuttamaan suorittamalla useita toisiinsa liittyvia tehtdvid samanaikaisesti. Moniajo-
oppiminen voi olla hyddyllista erityisesti monimutkaisissa jarjestelmakokonaisuuksissa,
jotka koostuvat useista eri osajarjestelmistd. Yksi esimerkki tallaisesta jarjestelmako-
konaisuudesta, on lentokoneen moottori, joita kasitelldan vield tarkemmin luvussa 3.2.
Viimeisenad oppimisen mallina on ilmién tarkastelu useasta eri nakékulmasta, ja lopulta
eri nakdkulmista saadun tiedon yhdistdminen. Monimutkaisen jarjestelman kaikkien pa-
rametrien samanaikainen tarkastelu esimerkiksi numeerisen simuloinnin kautta, voi
tehda mallista hitaan ja kalliin kayttaa. Tarkastelua esimerkiksi tietyn komponentin osal-
ta voidaan rajata eri parametreihin ja tehda tarkastelu naiden parametrien nakodkulmas-
ta. Mydhemmin eri parametrien nakokulmista tehdyt simulaatiot voidaan yhdistaa lopul-
lisen optimoidun tuloksen aikaansaamiseksi. Toinen esimerkki usean nakdkulman op-
pimisesta on myds erilaisen lahdedatan kaytto eri simuloinneissa ja naiden simulointien
tulosten yhdistaminen. (Min et al. 2017, s. 52-54)

Tiedon siirtamisessa tulisi ottaa huomioon myos negatiivinen siirtdminen, joka heiken-
taa mallin tai jarjestelman toimintaa. Mikali siirtdminen tehdaan huolimattomasti, voi-
daan vahingossa siirtaa tietoa, joka ei ole mallin toiminnan kannalta oleellista, tai pa-
himmassa tapauksessa jopa ohjaa mallia vaaraan suuntaan. Erityisesti massadatasta
kayttdkohteen kannalta merkityksellisen tiedon valitseminen voi olla hankalaa, joten
tiedon merkityksellisyytta pitaisi pystya mittaamaan. Toisaalta tiedon merkityksellisyy-

den mittaaminen on usein hankalaa. Siirron kohteesta on usein saatavilla hyvin vahan
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tietoa alustusongelma takia, jolloin tiedon Iahteen ja kohteen valista suhdetta on vaikea
arvioida kohteen kannalta merkityksellisen tiedon maarittelemiseksi. (Weiss et al. 2016,
s. 29-32)

Olemassa olevan tiedon yhdistamisen hyédyntaminen on viela melko tuntematon alue
lentotekniikassa (Min et al. 2017, s. 52). Yleisesti menetelmaa on kuitenkin kaytetty
onnistuneesti useissa ei koneoppimisen sovelluksissa, ja menetelman hyddyntamisen
eteen tehty tutkimus on ollut nousussa (Weiss et al. 2016). Todennakdisesti koneoppi-
vien sovellusten lisdantyessa lentotekniikassa, myos olemassa olevan tiedon siirtami-

nen ja yhdistdminen nousee enemman esiin erilaisissa sovelluksissa.
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3. KONEOPPIVAT SUUNNITTELU- JA JARJES-
TELMASOVELLUKSET

Perehdytdan seuraavaksi varsinaisiin koneoppimisen kayttékohteisiin lentokoneteknii-
kassa. Tassa tyossa tarkastelu jakaantuu kahteen osaan: suunnittelusovelluksiin ja jar-
jestelmasovelluksiin. Erityisesti suunnittelusovelluksia tarkastellaan luvuissa 3.1 ja 3.2
aerodynamiikan ja lentokoneen moottoreiden mallintamisen ja optimoinnin kautta. Lu-
vussa 3.3 tehdaan syvempi katsaus varsinaiseen jarjestelmasovellukseen tarkastele-

malla ilma-aluksen térmayksenestojarjestelman toimintaa ja kehitysta.

3.1 Aerodynaaminen mallintaminen ja optimointi

Lentokoneen suunnittelu, erityisesti aerodynaaminen suunnittelu, on kallista ja aikaa
vievaa. Tietokoneiden laskentatehon lisdannyttya, erilaiset numeeriset tietokonepohjai-
set menetelmat, erityisesti numeerinen virtausdynamiikka ja elementtimenetelma (engl.
finite element method, FEM), ovat mahdollistaneet nopeamman tavan analysoida len-
tokoneiden jarjestelmia ja rakenteita. Toisaalta kyseiset menetelmat ovat yha verrattain
tehottomia useiden vaihtoehtojen samanaikaiseen analysointiin ja valintaan, tai edes
yksittaisen rakenteen tai jarjestelman optimointiin. Optimointi vaatisi esimerkiksi usei-
den numeeristen simulointien suorittamista ja parametrien hienovaraista muuttamista.
Samalla suunnittelijalta vaaditaan hyvaa ymmarrysta aerodynamiikasta ja menetelmien
toiminnasta. (Li et al. 2019, s. 2; Bertoni et al. 2020, s. 9-10, 15; Dong et al. 2021, s. 8)
Viime aikoina optimoinnin automatisointia onkin tutkittu paljon ja tulokset ovat olleet lu-

paavia (Anderson & Aftosmis 2015).

Lopullisia menetelmia aerodynaamisten rakenteiden ja jarjestelmien optimointiin on tut-
kimuksissa esitelty useita erilaisia, eika tassa tyossa ole mahdollista tarkastella niita
kaikkia. Otetaan tarkastelun alle kuitenkin luvuissa 2.1.4 ja 2.1.5 esitellyt geneettiset

algoritmit ja neuroverkot.

Skinner & Zare-Behtash (2018, s. 942-946) kasittelevat laajassa optimointimenetelmiin
littyvassa artikkelissa kattavasti useita eri menetelmia mukaan lukien geneettisia algo-
ritmeja. Heidan mukaansa geneettiset algoritmit tuovat selvia hyétyja aerodynaamiseen

optimointiin seuraavasti:
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o Kyky l6ytaad useita optimaalisia ratkaisuja ja suorittaa valintaa suunnitelmien va-

lila

o Kyky prosessoida informaatiota samanaikaisesti optimoiden useita pisteita

suunnitteluavaruudessa
o CFD-koodi voidaan mukauttaa geneettisiin algoritmeihin ilman suuria muutoksia

o Geneettiset algoritmit pystyvat toimimaan myés tilanteissa, joissa laskentaan

saattaa sisaltyd numeerista kohinaa

Ongelmat algoritmin kaytossa liittyvat |ahinna algoritmin optimointiin ja parametrien ku-
ten sopivuusfunktion valintaan tai hakuavaruuden laajuuden rajaamiseen. Ha-
kuavaruutta voidaan rajata esimerkiksi suorittamalla algoritmi useassa eri tasossa, jos-
sa ensin koko hakuavaruudelle suoritetaan alustava karsinta tiettyjen kriteerien mu-
kaan. Vain kriteerit tayttavat ratkaisut etenevat lopulliseen yksityiskohtaiseen tarkaste-
luun. (Skinner & Zare-Behtash 2018, s. 942-946)

Myos syvaoppimista ja neuroverkkojen kayttda on tutkittu jo jonkin verran. Dong et al.
(2021) ovat tuoneet artikkelissaan esille erilaisten neuroverkkojen kayttéa useissa eri-
laisissa lentoteknisissa sovelluksissa kuten aerodynaamisessa optimoinnissa ja lento-
dynamiikan mallintamisessa. Heidan mukaansa neuroverkoilla on mahdollista lisata
CFD mallinnuksiin datapohjaisia malleja esimerkiksi turbulenssin mallintamiseen, tai
korvata CFD-prosessi kokonaan neuroverkkopohjaisella korvikemallilla (engl. surrogate
model). Lisdksi he mainitsevat artikkelissaan myds rakenteellisen mallinnuksen, jossa
neuroverkoilla voidaan mallintaa lentokoneen rakenteisiin kohdistuvia monimutkaisia
dynaamisia voimia ja momentteja. (Dong et al. 2021) Tama& mahdollistaisi esimerkiksi
lentokoneen rakenteen vasymisen arviointia reaaliajassa perustuen suoraan lento-
dataan ja kyseisen lentokoneyksilén tekemiin lentoliikkeisiin ilman tarvetta suoralle

kuormitusmittaukselle esimerkiksi voima-antureilla (Halle et al. 2014).

Edelld mainittuja menetelmia on myos sovellettu jo varsinaisissa suunnitteluprojekteis-
sa. Boutmedijet et al. (2019) suorittivat alustavan suunnittelun miehittdmattdman ilma-
aluksen (engl. Unmanned Aerial Vehicle, UAV) siipiprofiilille kayttdmalld geneettisen
algoritmin ja neuroverkon yhdistelmaa. Siipiprofiilin optimointi tapahtui kayttamalla ge-
neettista algoritmia, johon oli sisallytetty neuroverkko korvaamaan perinteinen aerody-
naaminen virtauslaskuri. Neuroverkon sisaanmenotasoon syotettiin siiven geometriset

ominaisuudet kuten tyvijanne C, (engl. root chord), karkijanne C; (engl. tip chord), kar-
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kivali b (engl. wing span) ja pinta-ala S, seka lisédksi myos naista johdettuja parametreja
kuten sivusuhde A (engl. aspect ratio), kartiokkuus A (engl. taper ratio) ja siipikuormitus
Ks. Geometrisista ominaisuuksista johdettujen parametrien kaavat on esitelty taulukos-
sa 2. Siipikuormituksen kaavassa esiintyva F on koko siiven pinta-alaan kohdistuva
voima. Neuroverkon ulostulotasolta haettiin arvoja nostokertoimelle C; (engl. lift coeffi-
cient) ja vastuskertoimelle Cp (engl. drag coefficient), joiden avulla siiven suorituskykya
arvioitiin. Neuroverkon opetus suoritettiin vastavirta-algoritmilla syéttaen 256 simulaa-
tiota, jotka toteutettiin aerodynaamisella virtauslaskurilla. (Boutemedjet et al. 2019, s.
469, 471-472)

Taulukko 1. Siiven parametrien kaavat
(muokattu lahteestd Boutemedjet et al. 2019, s. 469)

(Cr B Ct)b

Siiven pinta-ala S = — (2)
b2

Sivusuhde A=~ (3)
. . F

Siipikuormitus Ks = 3 (4)
) . Ct

Siiven kartiokkuus A= C. (5)
T

Lopullisena tavoitteena itse geneettiselle algoritmille oli profiilin optimointi ilmassa-
oloajan maksimoimiseksi ja vastuksen minimoimiseksi kohtauskulman ollessa nolla se-
k& naiden erilaisille painotetuille yhdistelmille. Tuloksena saatiin 13 erilaista siipiprofii-
lia, joista yksi valittiin sovitettavaksi lopulliseen ilma-alukseen. Siipiprofiilin soveltuvuus
varmistettiin viela paneelimenetelmalla seka CFD-simulaatioilla. Tulokset naistd mene-
telmista vastasivat hyvin lahelle geneettisen algoritmin ja neuroverkon arvioita siiven
suorituskyvysta, ja tadten geneettistd algoritmia ja neuroverkkoja hyddyntanyt menetel-
ma todettiin toimivaksi. (Boutemedjet et al. 2019, s. 473-474, 481)
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3.2 Lentokoneen moottorijarjestelmien mallintaminen ja opti-

mointi

Lentokoneen voimanlahteilla eli moottoreilla on hyvin suuri merkitys lentokoneen suori-
tuskykyyn, jonka mittareina toimii esimerkiksi suuri tydntdvoima, vahainen polttoaineen
kulutus, pienempi lentomelu ja pienemmat paastét. Pienempi polttoaineen kulutus
mahdollistaa myds entistd pidemman toiminta-ajan lentokoneelle. Erityisesti siviili-
ilmailussa lentokoneiden kehitys on viimeisen reilun kymmenen vuoden aikana keskit-
tynyt pitkalti uusien moottorien suunnitteluun. (Parker 2015, s. 31-32) Merkkina tasta
toimii erityisesti Airbusin ja Boeingin uusimmat kapearunkolentokoneperheet Airbus
A320neo ja Boeing B737 MAX, jotka on jatkokehitelty yhtididen aikaisemmista Airbus
A320 ja Boeing B737 -malleista. Suurimpana erona naissd uusissa lentokoneissa on
nimenomaan uudet suuremmat ja tehokkaammat moottorit, jotka kykenevat valmista-
jiensa mukaan jopa 15-20 % polttoainesaastdihin edeltdjiinsa verrattuna. (Airbus 2022;
Boeing 2022). Lisaksi tulevaisuudessa myds vaihtoehtoiset energianlahteet kuten sah-

ko ja vety tuovat omat haasteensa lentokoneiden voimanlahteiden suunnitteluun.

Lentokonemoottorin mallintaminen ja optimointi koneoppimisen nakdkulmasta on lahei-
sessa suhteessa aerodynaamiseen optimointiin. Tutkimusta on tehty moottoreiden
suunnittelussa erityisesti korvikemallien luomisen ja niiden soveltuvuuden arvioinnin
parissa (Cao & Bai 2020; Kim et al. 2020). Suunnittelun lisaksi tutkimusta on tehty eri-
tyisesti kunnossapidon nakdkulmasta, ja erilaiset koneoppimiseen perustuvat ennusta-
vat mallit ovat jo varsin yleisessa kaytdssa moottoreiden kunnossapidon optimoinnissa
(Khan et al. 2021). Tassa tyossa tarkoitus on kuitenkin pitéda rajaus nimenomaan jarjes-
telmasuunnittelussa, joten koneoppimisen merkitystd kunnossapitoon ei tarkastella sen

enempaa.

Toisaalta moottorin optimoinnissa on myds selvia eroja aerodynaamiseen optimointiin.
Aerodynaamisessa mallinnuksessa kaytetyt mallit ovat usein melko universaaleja kayt-
tékohteesta riippumatta (Grauer & Morelli 2014, s. 1). Lisaksi koko aerodynaamisen ra-
kenteen riippuvuussuhteet ovat usein selvasti rajattavissa (esimerkiksi siipirunkoyhdis-
telm@). Lentokoneen moottori on jo darimmaisen monimutkainen jarjestelmakokonai-
suus, jossa on huomattava maara osajarjestelmien riippuvuussuhteita. Lisédksi mootto-
rin toimintaan vaikuttavat myds ulkoiset ohjausjarjestelmat. Kaytannéssa moottorin op-
timointiongelmia kasitellaankin usein tarkastelemalla yhtd komponenttia kerrallaan ja
sen vaikutusta koko moottorijarjestelmaan (Min et al. 2017, s. 53; Jafari & Nikolaidis
2019, s. 48).
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Tulokset koneoppimismallien, kuten neuroverkkojen kaytdsta lentokoneen mallintami-
sessa ja optimoinnissa ovat lupaavia. Cao & Bai (2020, s. 20) nostivat aihetta kasitel-
leessa tutkimuksessa esiin erityisesti nopeuden paranemisen neuroverkkojen avulla.
Neuroverkoihin perustuvat korvikemallit suoriutuivat vastaavasta laskennasta erittain
nopeasti (noin 0.13 s) numeerisiin mallinnusmenetelmiin verrattuna (4760 s). Opti-
moidun korvikemallin todettiin myds vastaavan erittdin hyvin (yli 98 %) varmuudella
numeerisia mallinnusmenetelmia. (Cao & Bai 2020, s. 19-20) My®és siirto-oppimiseen
perustuvien korvikemallien on todettu olevan kilpailukykyisid perinteisten numeeristen

mallinnusmenetelmien kanssa (Min et al. 2017, s. 59).

Toisessa tutkimuksessa Bazazzadeh et al. (2011, s. 1-2, 5) tutkivat sumeaan logiik-
kaan perustuvan ohivirtausmoottorin ohjausjarjestelman rakentamista hyddyntaen neu-
roverkkoa. Ohjausjarjestelman toiminta perustui polttoaineen virtausnopeuden saata-
miseen riippuen tehovivun asennosta. Tavoitteena oli saada moottorin suoritusarvot
vastaamaan tehovivusta pyydettyja arvoja mahdollisimman nopeasti ja tarkasti. Poltto-
aineen virtausnopeudella on suora vaikutus moottorin oleellisiin suoritusarvoihin kuten
tyontdévoimaan, pyorimisnopeuteen ja turbiinin sisaanottoilman lampdtilaan. Neurover-
kon avulla maariteltiin polttoaineen virtausfunktio kyseisiin suoritusarvoihin perustuen.
Suoritusarvot syétettiin neuroverkolle sisddnmenotasolla ja ulostulotasolta haettiin polt-
toaineen virtausnopeus. Kaytanndssa neuroverkko siis simuloi moottoria takaperin ot-
taen moottorin ulostuloarvot sisdan ja syoéttden moottorin sisaantuloarvon ulos. (Ba-
zazzadeh et al. 2011, s. 1-2, 5)

3.3 llma-aluksen tormayksenestojarjestelman parantaminen

Avioniikka on my0s yksi merkittavista koneoppimistutkimuksen osa-alueista lentokone-
tekniikassa. Erilaiset avioniikkajarjestelmat voivat kuitenkin olla keskenaan hyvinkin eri-
laisia, joten tdssa tydssa avioniikan tarkastelu keskittyy yksittaiseen jarjestelmaan: il-
ma-aluksen tormayksenestojarjestelmaan. Kyseinen jarjestelma on talla hetkelld mur-
roksessa ja uuteen nykyisen jarjestelman korvaavaan jarjestelmaan on suunnitteilla

useita koneoppimista hyodyntavia ominaisuuksia.

3.3.1 lima-aluksen tormayksenestojarjestelma yleisesti

lIma-aluksen tormayksenestojarjestelma (engl. Airborne Collision Avoidance System,
ACAS; myds Traffic Collision Avoidance System, TCAS) on ilma-aluksesta I6ytyva jar-

jestelmd, joka varoittaa lentdjad muista mahdollisista térmayskurssilla olevista ilma-
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aluksista (engl. Traffic Advisory, TA), seka antaa myds ohjeita térmayksen valttamisek-
si (engl. Resolution Advisory, RA). Jarjestelma on pakollinen kaikissa Euroopassa ope-
roivissa maksimilentoonlahtémassaltaan 5700 kg tai enemman painavissa, tai 19 mat-
kustajaa tai enemman kuljettavissa siviililentokoneissa. (Federal Aviation Administrati-
on 2011, s.6,9)

Jarjestelman toimintaperiaate perustuu tutkavastaajan eli transponderin lahettamiin ja
vastaanottamiin korkeus- ja sijaintitietoihin Iahettyvilld olevista ilma-aluksista. Nykyinen
TCAS Il 7.1 jarjestelma pystyy seuraamaan 30:ta transponderilla varustettua lentoko-
netta noin 55 km etaisyyteen asti. Jarjestelman sisaltamat algoritmit laskevat jokaisen
l&hettyvilla olevan lentokoneen lentoradan, ja laskee aikaperusteisesti oman lentoko-
neen ja muiden ymparilld olevien lentokoneiden etaisyytta. Mikali aikaperusteinen etai-
syys menee alle tietyn rajan, jotka on esitetty taulukossa 2, Iahettda jarjestelma joko
TA- tai RA-varoituksen lentgjalle. (Federal Aviation Administration 2011, s. 22-23)

Taulukko 2. Yksinkertaistettu taulukko TCAS Il 7.1 -jérjestelmén
aikaperusteisesta varoituskynnyksestéa
(muokattu lahteestd Federal Aviation Administration 2011, s. 23)

Aika mahdolliseen kohtaamiseen (s)

Korkeus merenpinnasta (ft)

TA RA
<1 000 (maan pinnasta) 20 Ei sovellettavissa
1 000-2 350 (maan pinnasta) 25 15
2 350-5 000 30 20
5 000-10 000 40 25
10 000-20 000 45 30
20 00042 000 48 35
> 42 000 48 35

Lisdksi kahden eri lentokoneen ACAS jarjestelmat keskustelevat keskenaan RA-
tilanteissa. Esimerkiksi kaksi lentokonetta, jotka lahestyvat toisiaan samalla korkeudella
vaakalennossa ja ovat térmayskurssilla saavat erilaiset ohjeet tilanteen valttamiseksi.
Toinen kone saa ohjeen nousta ja toinen kone saa ohjeen laskeutua. Jarjestelma myds

laskee vaaditun nousu- tai laskunopeuden, joka ilmoitetaan lentajalle visuaalisesti. Len-
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tajan on aina lahtdkohtaisesti seurattava ACAS jarjestelman antamia ohjeita, paitsi jos
ohjeiden seuraaminen vaarantaisi lennon turvallisuutta muuten. Esimerkiksi mikali len-
nonjohto antaa RA-varoituksesta poikkeavan selvityksen, tulee lentdjan seurata ACAS
jarjestelmaa kyseisessa tilanteessa. (Federal Aviation Administration 2011, s. 34, 37—
39)

Nykyinen TCAS Il 7.1 jarjestelmd omaa kuitenkin myds rajoitteita, jotka tulee ottaa
huomioon erityisesti lentoliikenteen kehittyessa tulevaisuudessa. Nykyinen jarjestelma
kayttda perinteisiad algoritmeja lentoratojen laskemiseen, kykenee vaistoliikkeisiin vain
korkeussuunnassa. Siviililentokoneisiin asennetut jarjestelmat pystyvat tunnistamaan
transponderilla varustettuja ilma-aluksia riippumatta ilma-aluksen tyypista tai koosta,
mutta esimerkiksi kahden miehittamattoman ilma-aluksen valista térmaysta nykyinen
jarjestelma ei pysty estdmaan. Liséksi nykyinen jarjestelma vaatii muutamaa poikkeus-
ta lukuun ottamatta ihmisen toimintaa térmayksen valttdmiseksi. Naitéd ongelmia ratkai-
semaan ollaankin kehittdmassa uutta ACAS X jarjestelmaa, jonka on tarkoitus vieda
nykyista jarjestelmaa eteenpain Markovin paatésprosessin ja dynaamisen ohjelmoinnin
avulla. Lisaksi ACAS X:n on tarkoitus tuoda térmayksenestojarjestelmat myds muihin
ilma-alusluokkiin kuten pienkoneisiin, helikoptereihin (ACAS Xp) ja miehittdmattomiin
ilma-aluksiin (ACAS Xuy). (Eurocontrol 2013)

3.3.2 Koneoppivien menetelmien hyodyntaminen liikenteen

tormayksenestojarjestelmassa

TCAS 7.1 |l jarjestelmassa monimutkaiset toimintamenetelmat ja logiikka tuli ohjelmoi-
da suoraan jarjestelméan sisaan. Inmisen kyky kasitellda suuri maard monimutkaisia ket-
juja on kuitenkin rajallinen (Klingberg 2000), eikd nykyista jarjestelmaa voida pitda op-
timoituna. limaliikenteen lisdantyessa seka tutka- ja satelliittiteknologian kehittyessa,
lentokoneet lentavat yha lahempana toisiaan, mik& on johtanut lukuisiin maariin vaaria
TCAS-halytyksia tilanteissa, joissa lentokoneet eivat ole olleet vaarassa térmata.
(Kochenderfer et al. 2012, s. 18-20; Eurocontrol 2013)

ACAS X jarjestelman suurin tavoite on pyrkia optimoimaan TCAS 7.1 Il jarjestelman
paatdksentekoa, jotta se pystyisi laskemaan mahdollisia tapahtumaketjuja reaaliajassa
tarkemmin. Nykyisessd ACAS X suunnitelmassa tdma on toteutettu luomalla numeeri-
set hakutaulukot (engl. numeric lookup table) kayttamalla Markovin paatésprosessia ja
dynaamista ohjelmointia. Tyon rajauksen vuoksi naiden menetelmien teoriaan ei tassa
tyossa syvennyta sen tarkemmin, mutta menetelmat ovat vahvasti sidoksissa erityisesti

koneoppivan jarjestelman vahvistusoppimiseen (Eurocontrol 2013; Vamvoudakis et al.
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2021). Markovin paatésprosessi kay lapi miljoonia eri tiloja ja tilanteita ja luo naiden
pohjalta jokaiselle tilalle parhaimman mahdollisen toimintamenetelman. Nama toimin-
tamenetelmat sisallytetaan itse jarjestelmaan numeeristen hakutaulukkojen muodossa,
ja lentokone sijoittaa sensoreistaan saatavan datan oikeaan hakutaulukkoon reaa-
liajassa. (Kochenderfer et al. 2012, s. 20-26)

Kuvassa 2 on esitetty yksi hakutaulukko graafisesti, joka on luotu tilanteeseen, jossa
ACAS X jarjestelmadn omaava lentokone nousee 7.62 m/s (1500 jalkaa minuutissa) ja
"tunkeutuja” eli tormayskurssilla oleva lentokone lentaa vaakalentoa. Pystyakselilla
nahdaan koneiden valinen korkeus ja vaaka-akselilla aika kohtaamiseen. Kuvasta nah-
daan sinisella alue, jossa kone antaisi kdskyn vahentaa korkeutta ja vihrealla alue, jos-

sa kone antaisi kaskyn lisata korkeutta. (Kochenderfer et al. 2012, s. 23-25)

1000

500

Climb because insufficient
time to pass below

Intruder

Relative altitude (ft)

Descend
-500

T Yo o | AN I T N T T T T O O
40 30 20 10 (0]

Time to potential collision (s)

Kuva 2. Graafinen esitys hakutaulukosta tilanteessa, jossa nouseva lentokone koh-
taa vaakalennossa olevan lentokoneen. Pystyakselilla lentokoneiden vélinen korkeus
jaloissa, vaaka-akselilla aika mahdolliseen térméykseen. Vihreélld merkitty nousevan

véistbkdskyn alue, ja siniselld merkitty laskevan véistékéskyn alue. (Kochenderfer et al.
2012, s. 25)

Nykyistd ACAS X suunnitelmaa on myds lahdetty kehittdmaan eteenpain syvemmilla
koneoppimisen menetelmilla, kuten neuroverkoilla. Miehittamattémiin ilma-aluksiin
suunniteltu ACAS Xy jarjestelma sisaltaisi myds sivuttaissuuntaisia korjausliikkeita kor-
keussuuntaisten korjausliikkeiden lisaksi. Tama tosin lisaa myo0s tarvittavien numeeris-
ten taulukoiden maaraa seka niiden viemaa tallennustilaa avioniikkajarjestelmassa.
Yhdeksi ratkaisuksi tahan ongelmaan on tutkittu neuroverkkojen kayttda, jossa neuro-
verkot korvaisivat numeeriset taulukot ja suorittaisivat tarvittavat laskelman tormayk-
senestojarjestelmalle reaaliajassa. (Julian et al. 2019)
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Koska neuroverkko toimisi osana jarjestelmaa, olisi sen kayttdéon vaadittava muistitila
huomattavasti pienempi (alle 200 MB riippuen neuroverkon koosta) verrattuna numee-
risten taulukoiden vaatimaan muistitilaan (2 GB) (Julian et al. 2019, s.3—4). Toisaalta
neuroverkkojen kaytdon turvallisuudesta osana térmayksenestojarjestelmaa kaydaan
edelleen aktiivista keskustelua. Ensimmaiset neuroverkkoja hyddyntavat prototyypit to-
dettiin turvallisuudeltaan riittamattémiksi, mutta menetelmaa on jatkokehitetty, ja joita-
kin lupaavia tuloksia myds turvallisuuden paremmin takaavista neuroverkkoa sovelta-
vista menetelmista on saatu. Ty6 on kuitenkin viela kesken, eika yhtakaan neuroverk-
koja hyddyntavaa menetelmaa ole vield sertifioitu kaytettdvaksi tormayksenestojarjes-
telmissa. (Lopez et al. 2021; Damour et al. 2021; Bak & Tran 2022)
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4. KONEOPPIMISEN TULEVAISUUS LENTOKO-
NETEKNIIKASSA

Tarkastellaan lopuksi tutkimustuloksia ja mahdollisia johtopaatoksia. Lisaksi kaydaan

lapi kirjoittajan omaa pohdintaa aiheesta ja tutkielman suorittamisesta.

Koneoppimisen mahdollisuudet lentokonetekniikassa ovat hyvin laajat. Erilaisia kaytto-
kohteita on useita, ja tutkimusta uusista kayttokohteista tehdaan jatkuvasti. Tassa tut-
kielmassa tarkastelu jouduttiin rajaamaan melko tarkasti nimenomaan jarjestelmien
suunnitteluun. Tutkielman perusteella voidaan todeta, ettd koneoppiminen toi selvia
hy6tyja ja mahdollisuuksia erityisesti suunnittelupuolella nopeamman mallintamisen ja
optimoinnin avulla. Aiempaa tutkimusta on tehty erityisesti numeeristen menetelmien
korvaamisessa erilaisilla hyvin suunnitelluilla koneoppimiseen pohjautuvilla korvikemal-
leilla, ja tutkimusten tulokset ovat olleet lupaavia. Koneoppivat menetelmat suoriutuivat
tehtavistd huomattavasti numeerisia menetelmia nopeammin, ja tulokset olivat hyvin

Iahella numeerisilla menetelmilla saatuja tuloksia.

Lisaksi suoritettiin tarkastelu yksittaisen avioniikkajarjestelman osalta, johon suunnitel-
tiin koneoppimisen sisallyttamista osana jarjestelman paatdksentekoa. Koneoppivien
menetelmien katsottiin tuovan selvaa hyotya jarjestelman toimintaan parantaen sen
suorituskykya ja luotettavuutta. Toisaalta erityisesti ilmailun raskaan saantelyn takia voi
viela menna pitkaan, ennen kuin kriittisesti lennon kulkuun vaikuttavia koneoppivia paa-

toksentekomalleja tullaan nakemaan osana lentokoneiden jarjestelmia.

Lahitulevaisuudessa koneoppimisen hyddyntamisen kayttdkohteet todennakdisesti ra-
joittuvatkin ulkoisiin suunnittelutehtaviin mallinnuksen ja optimoinnin parissa. Erilaisia
datapohjaisia malleja on verrattain helppo ja nopea luoda, mikali kaytettavissa on vain
luotettavaa dataa kattavasti. Tosin koneoppimisen kaytén mahdolliset riskit tulee ottaa
myo6s huomioon, ja sen hyédyntdminen osana suunnitteluprosessia vaatii ymmarrysta
ja tarkkaa suunnittelua sen maarittelemiseksi, mitd koneoppivalla menetelmalla halu-
taan saavuttaa. Liséksi koneoppivien menetelmien kayttdjan tulee ymmartda mallin
kayttaytymista seka pystya arvioimaan menetelmien antamien tuloksien turvallisuutta ja

luotettavuutta.

Ajan mittaan, kun tieto koneoppivista menetelmista lisdantyy ja niiden luotettavuutta

pystytddn paremmin arvioimaan, tullaan varmasti nakemaan koneoppimista reaaliajas-
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sa hyddyntavia jarjestelmia osana lentokoneen jarjestelmakokonaisuutta. Tatd ennen
kuitenkin erityisesti ilmailun saantelyn taytyy pystya vastaamaan koneoppimisen mah-
dollisiin ongelmakohtiin kuten vastuukysymyksiin, etiikkaan ja lapinakyvyyden puuttee-
seen. Lisaksi jarjestelmien kayttijien, erityisesti lentdjien, mutta myds matkustajien,
luottamus koneoppimista hyddyntaviin jarjestelmiin taytyy pystya voittamaan. (EASA
2020)

Muita mielenkiintoisia koneoppimisen aihealueita lentokonetekniikassa, joita tadssa tut-
kielmassa ei kasitelty tyon rajauksen vuoksi ovat esimerkiksi koneoppimisen hyoédyn-
taminen lentokoneiden kunnossapidossa ja valmistuksessa. Lisdksi digitaalisten kak-
sosten kayttd lentokonetekniikassa, ja niiden mahdollinen yhdistdminen koneoppiviin
menetelmiin on yksi tdhan tydhon I[&heisesti liittyva aihealue, jonka kuitenkin paatin jat-
téd rajauksen ulkopuolelle. Tarkoituksena ei mydskaan ollut tarkastella ihmisen kor-
vaamista lentotehtavistd esimerkiksi koneoppimisen ja autonomisen ilmailun yhdista-
misen kautta, vaan tutkia koneoppimista yhtena tydkaluna tukemassa ihmisen ja ko-

neen valista vuorovaikutusta.



24

5. YHTEENVETO

Taman kandidaatintyon tavoitteena oli tehda katsaus tdmanhetkiseen tilaan koneoppi-
misen hyoddyntamisesta lentokonetekniikassa, erityisesti lentokoneiden jarjestelmissa
seka niiden suunnittelussa. Tarkempi perehtyminen aiheeseen osoitti, etta aihe on hy-
vin ajankohtainen koneoppivien menetelmien suosion ollessa kasvussa. Taman vuoksi
my0s tutkimuksen maara aiheen parissa erityisesti vimeisen kymmenen vuoden aika-
na on lisdantynyt huomattavasti. Kiinnostus koneoppimisen hyddyntamiseen lentoko-

netekniikassa on suurta ja mahdolliset sovelluskohteet ovat monipuoliset.

Aiheen taustoittamiseksi tydn ensimmaisessad osassa kasiteltiin koneoppimisen omi-
naispiirteitd seka tiedon kasittelya koneoppimisen nakodkulmasta. Erilaisia koneoppimi-
sen menetelmia ja algoritmeja on useita kymmenia, ja niille jokaiselle 16ytyy useita eri
sovelluskohteita. Tassa tydssa tarkempaan esittelyyn valittin kaksi hyvin yleista kone-
oppimisen menetelmaa: geneettiset algoritmit ja neuroverkot. Lisaksi esiteltin myds
kaksi erilaista koneoppimisen kannalta hyodyllistda menetelmaa tiedonkasittelyyn liitty-

en: tiedonlouhinta ja olemassa olevan tiedon yhdistaminen.

Koneoppivalle jarjestelmalle ominaista on sen kyky oppia sille sybtettya dataa, ja tun-
nistaa siitd toistuvuuksia ja riippuvuussuhteita. Koneoppivan jarjestelman oppiminen
tapahtuu paasaantoisesti kolmella tavalla: ohjatusti, ohjaamattomasti ja vahvistavasti.
Eri oppimismenetelmid kaytetdan riippuen koneoppivan jarjestelman kayttokohteesta ja
opetukseen kaytettavissa olevasta datasta. Lentoliikenne on otollinen kohde koneoppi-

ville sovelluksille, lentoliikenteesta saatavilla olevan suuren datamaaran takia.

Tyon toisessa osassa kasiteltiin tarkemmin lentokoneen eri jarjestelmia seka koneop-
pimisen hyddyntamista jarjestelmien suunnittelussa. Tarkempaan jarjestelmatarkaste-
luun valikoitui lopulta aerodynamiikan ja lentokoneen moottoreiden mallinnus ja opti-
mointi, seka koneoppimisen hyédyntaminen ilma-aluksen térmayksenestojarjestelman
paatdksentekoprosessissa. Lopuksi viela tarkasteltiin tutkimustuloksia seka kaytiin 1api
yleistd pohdintaa koneoppimisen tulevaisuudesta lentokonetekniikassa perustuen tut-

kielman aikana tehtyihin havaintoihin.

Ty6ssa tarkastellut tutkimuskysymykset liittyivat talla hetkella kaytdéssa oleviin tai tutki-
muksen alla oleviin koneoppiviin sovelluksiin lentotekniikassa, sek& sopivimpien jarjes-

telmasovellusten 16ytamiseen. Tutkimuskysymyksiin pystyttiin 16ytdmaan vastaukset,
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mutta erityisesti sopivimpien jarjestelmasovellusten 16ytaminen vaatisi viela kattavam-

paa tutkimusta eri menetelmien ja jarjestelmasovellusten vertailussa keskenaan.

Koneoppimisen merkitys lentokonetekniikassa sisaltda suuria mahdollisuuksia. Kayt-
tosovellukset talla hetkelld, ja lahitulevaisuudessa, rajoittuvat paaosin erilaisiin mallin-
nus- ja optimointiongelmien ratkaisemiseen. Hyvia tuloksia oltiin saatu erityisesti kone-
oppimisen soveltamisesta korvikemalleissa numeeristen menetelmien korvaamiseen.
Neuroverkoilla ja geneettisilla algoritmeilla tehdyt sovellukset kykenivat suoriutumaan
samoista mallinnus ja optimointitehtavistd huomattavasti numeerisia menetelmia nope-

ammin.

Lupaavia tuloksia erityisesti simulaatioiden kautta oli myds saatu koneoppimisen sisal-
Iyttdmisesta osaksi lentokonejarjestelmid. Kuitenkin, jotta reaaliajassa ratkaisuja tekeva
koneoppiva jarjestelma voitaisiin sisallyttda osaksi lentokoneen jarjestelmia, taytyy sen
luotettavuus ja turvallisuus pystya varmistamaan aukottomasti. Toistaiseksi nayttaakin
siltd, ettei tallaisia erityisesti syvaoppivia menetelmid kuten neuroverkkoja soveltavia

lentokonejarjestelmasovelluksia tulla ndkemaan viela aivan lahitulevaisuudessa.

Suuri osa tydssa tarkastelluista tutkimuksista keskittyivat tutkimuksiin siviili-ilmailun pa-
rissa. Tutkimukset sisalsivat tuloksia seka miehitetyista, ettda miehittamattomista ilma-
aluksista. Tydssa rajattiin tarkoituksellisesti pois muita mahdollisia koneoppimisen so-
velluskohteita lentokonetekniikassa, kuten lentokoneiden kunnossapidon ja valmistuk-
sen optimointi. Lisaksi vaikka tydssa kasitellyissa tutkimuksissa kasiteltiin miehittamat-
tomia ilma-aluksia, ei tydssa kasitelty autonomista lentoliikennetta, kuten lentajan kor-

vaamista lentokoneissa koneoppivilla jarjestelmilla.

Koneoppimisen hyddyntdminen lentokonetekniikassa on vield suhteellisen varhaisessa
vaiheessa. Tutkimuskohteita tulevaisuuden tutkimuksia varten on useita. Erityisesti tar-
kemmat tutkimukset koneoppimisen sisallyttdmisestd osaksi lentokoneen jarjestelmia
ovat tarpeen luotettavuuden ja turvallisuuden varmistamiseksi. Myds erilaisten jarjes-
telmien suunnittelua tukevien koneoppivien mallien tutkimista tulisi jatkaa parhaiden
menetelmien I0ytdmiseksi. Digitaalisten kaksosten ja koneoppimisen suhdetta lentoko-

netekniikassa voitaisiin myos selvittaa tarkemmin.

Ty6std saadut tulokset koneoppimisen hyddyntdmisestd lentokoneiden jarjestelma-
suunnittelussa vaikuttavat lupaavilta. Erilaiset kayttdkohteet ovat monipuolisia jarjes-
telmasuunnittelusta jarjestelmasovelluksiin. Koneoppivia jarjestelmia suunnitellessa tu-
lee ottaa huomioon menetelman soveltuvuus seka pyrkia luomaan ymmarrys koneop-

pivan jarjestelman toiminnasta parhaimman tuloksen saavuttamiseksi.
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