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Tekoalyn merkitys on korostunut nykyaikaisessa valmistavassa teollisuudessa. Syyna tdhan
ovat kerattdvan datan maaran nousu ja tekoalyteknologian nopea kehittyminen. Erityisesti tietoon
pohjautuvat tekoalytekniikat ovat kehittyneet viime vuosina. Niiden toiminta perustuu usein kone-
oppimiseen, jossa kerattya dataa tulkitsemalla pyritdan parantamaan laitteen toimintaa ilman eks-
plisiittistd ohjelmointia. Valmistavassa teollisuudessa etenkin syvaoppimistekniikat ovat yleisty-
neet, koska niiden avulla valmistusjarjestelmasta kerattya dataa kyetaan hyédyntdmaan ilman
sen esikasittelya. Tekoaly on esittdnyt suurta potentiaalia muuttaa valmistavan teollisuuden tuo-
tantoa ja hyddyntaa tuotannosta kerattya dataa. Nain ollen on ajankohtaista tutkia mahdollisia
tekoalyn sovelluskohteita valmistavassa teollisuudessa. Taman tyon tavoitteena on selvittaa,
missa valmistavan teollisuuden kohteissa tekoalya kaytetdan. Lisaksi tydssa pyritdan selvitta-
maan, mita hyotyja ja haasteita tekoadlyn soveltamiseen liittyy valmistavassa teollisuudessa.

Tutkimus on toteutettu kirjallisuuskatsauksena. Lahteind tydssa on kaytetty tekoalyyn ja val-
mistavaan teollisuuteen liittyvaa kirjallisuutta, raportteja, konferenssijulkaisuja ja vertaisarvioituja
artikkeleita. Tekoadlyn maaritelman laajuuden takia tydssa kasiteltdva tekoaly on rajattu joukoksi
tekniikoita, joiden avulla laite saadaan oppimaan datan pohjalta, mukautumaan erilaisiin tilantei-
siin ja toimimaan tilanteessa jarkevalla tavalla. Myds valmistava teollisuus on rajattu tarkoitta-
maan tehtaissa tapahtuvaa raaka-aineiden jalostamista lopputuotteiksi. Tydssa kasitellaan tar-
kemmin neljaa valmistavan teollisuuden osa-aluetta: valmistuskustannusten laskenta, tuotannon-
suunnittelu, valmistusprosessin hallinta ja laitteiden kunnossapito.

Tutkimustuloksista voidaan paatella, etta tekoaly on sovellettavissa erittdin laajasti valmista-
vassa teollisuudessa. Dataan pohjautuvia tekoalytekniikoita kyetdan hyddyntamaan lahes jokai-
sella valmistavan teollisuuden osa-alueella, josta on kerattavissa lopputuloksen kannalta hyédyl-
lista tietoa. Tydssa esiteltyjen tekodlytekniikoiden avulla kyettiin ennustamaan tarkasti valmistus-
kustannuksia, aikatauluttamaan tuotantoa, optimoimaan tuotannon tyoéjarjestys, maarittdmaan
koneiden puskuripaikkoja, jakamaan valmistusjarjestelman resurssit tehokkaasti, optimoimaan
laitteiden parametrit, ennustamaan valmistettavan tuotteen laatukriteerien tayttymista ja tarkas-
telemaan seka ennustamaan laitteiden kuntoa niista kerattdvan datan perusteella. Tekoalyn
avulla voidaan siis auttaa paatdksenteossa, helpottaa valmistusjarjestelman suunnittelua, paran-
taa lopputuotteen laatua, havaita virheelliset lopputuotteet aikaisessa vaiheessa, vahentaa sei-
sokkiaikaa ja pidentaa laitteiden elinikaa.

Voidaan todeta, etta tekoalyn avulla jokaisessa sovelluskohteessa saavutettiin tulosten para-
nemista sekd parempaa mukautumiskykya vaihteleviin tilanteisiin. Tekoalya soveltamalla yritys
voi parantaa tuottavuutta seka saavuttaa merkittavan kilpailuedun verrattuna yrityksiin, jotka eivat
sitéd hyédynna.

Avainsanat: Tekoaly, koneoppiminen, valmistava teollisuus
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LYHENTEET JA MERKINNAT

URL
FIFO

JIT

WjO

mm
mm/min
rev/min

engl. Uniform Resource Locator, verkkosivun osoite

engl. First In First Out, aikataulutusperiaate, jossa priorisoidaan en-
simmaiseksi saapuneet tilaukset

engl. Just In Time, aikataulutusperiaate, jossa pyritddn minimoi-
maan turhuus ja valmistamaan tuote juuri oikeaan aikaan

neuronin syote yksittdisessa neuroverkon neuronissa
neuronin syo6tteen painokerroin neuronissa

neuronin vakiosyote

neuronin vakiopainokerroin

millimetri

millimetrid minuutissa

kierrosta minuutissa



1. JOHDANTO

Maailmassa olevan datan maara on kasvanut ennenndkemattémalla tavalla ja sen
myo6ta datan hyddyntamisen merkitys korostuu entisestaan (Wuest et al. 2016). Eras
tehokas tapa datan kasittelyyn on tekoaly (engl. Artificial intelligence). Erityisesti data-
pohjaiset tekodlymenetelméat ovat osoittautuneet suorituskykyisiksi ratkaisuiksi saatavilla
olevan datan hyédyntadmiseen. Tekoalyn tutkiminen on yleistynyt vuosien saatossa, silla
ensimmaisista tekoalyyn liittyvista julkaisuista 1950-luvulta vuoteen 2017 mennessa nii-
den maara on kasvanut keskimaarin 19,2 % vuodessa. Nopeinta kasvu on ollut 2000-

luvun puolella. (Ailisto et al. 2018)

Tekoalyn avulla laitteesta pyritdan luomaan alykas, jolloin se kykenisi oppimisen avulla
parantamaan omaa toimintaansa seka toimimaan vaihtelevissa tilanteissa tavalla, joka
miellettaisiin ihmisten tekemana jarkevaksi (McCarthy et al. 2006; Ailisto et al. 2018).
Laitteen oppimista kutsutaan koneoppimiseksi (engl. Machine learning), ja sen toteutta-
miseen on kehitetty useita erilaisia menetelmid. Koneoppimisen avulla saatavilla ole-
vasta datasta pyritdan I0ytamaan toistuvuuksia ja syy-seuraussuhteita. Niiden perus-
teella kone pystyy parantamaan omaa toimintaansa ilman eksplisiittista ohjelmointia
(Wuest et al. 2016).

Tekoalya ja sen sovellusmahdollisuuksia valmistavassa teollisuudessa on ajankohtaista
tutkia tekoalyn viimeaikaisten suurten kehitysaskeleiden takia. Etenkin koneoppiminen
on esittdnyt suurta potentiaalia muuttaa valmistavan teollisuuden tuotantoa, ja hyddyn-
tamaan tuotannosta kerattya dataa sen kehittyneiden data-analyysi ominaisuuksien an-
siosta. (Arinez et al. 2020)

Taman tyon tavoitteena on selvittaa tekoalyn sovelluskohteita valmistavassa teollisuu-
dessa ja niiden avulla saavutettuja hydtyja. Lisaksi tydssa pohditaan tekoalyn soveltami-
sen mukana tulevia haasteita. Aiheen tutkimisen avuksi ja tydn tavoitteen saavutta-

miseksi on maaritetty kolme tutkimuskysymysta:
1. Missa valmistavan teollisuuden sovelluskohteissa tekoalya kaytetdan?
2. Mita hyotya tekoadlyn avulla saavutetaan valmistavassa teollisuudessa?
3. Minkalaisia haasteita tekoalyn kayttamisessa valmistavassa teollisuudessa on?

Tutkimus toteutetaan kirjallisuusselvityksena. Siina on kaytetty lahteina aiheeseen liitty-
vaa kirjallisuutta, raportteja, konferenssijulkaisuja ja vertaisarvioituja artikkeleita. Tutkit-

tavaa aineistoa on keratty Tampereen yliopiston tarjoamasta Andor-tietokannasta ja



muista tekniikan alalle soveltuvista tietokannoista, kuten esimerkiksi IEL, Knovel ja
Google Scholar. Lahteiden etsimisessad on kaytetty muun muassa seuraavia avain-

sanoja: "manufacturing”, "manufacturing industry

” »n o

, “machine learning”, "artificial intelli-
gence”, "neural networks”, "support vector machine”, "deep learning”, "production”,
"smart manufacturing”, "maintenance”, “optimization”, “cost estimation”, "tekoaly”,
"valmistava teollisuus”, ’koneoppiminen”. Avainsanat ja lahteet ovat paaasiassa englan-
ninkielisia, koska edelld mainituista tietokannoista 16ytyi huomattavasti vdhemman suo-
menkielisia tydn aiheeseen liittyvia julkaisuja. Aineistoa on keratty myos helmenkasva-
tus-hakustrategian avulla, jossa hyvan lahteen Iahdeluettelon tai kirjoittajan kautta hae-
taan uusia lahteitd (Kirjasto: Tiedonhankintataidot, kandivaihe n.d.). Tekoalyteknologian
nopean kehittymisen takia tydhén on pyritty valitsemaan 2000-luvun jalkeen julkaistuja

teoksia.

Suomen tilastokeskuksen mukaan teollisuus on epaorgaanisten tai orgaanisten aineiden
muuttamista uusiksi tuotteiksi mekaanisesti tai kemiallisesti paikasta riippumatta. Edella
mainittujen lisaksi myds tuotteiden kokoonpano lasketaan mukaan. (Tilastokeskus n.d.)
Tassa tydssa valmistava teollisuus on rajattu tarkoittamaan tehtaissa tapahtuvaa raaka-
aineiden jalostamista lopputuotteiksi paaasiallisesti mekaanisin keinoin. Myds tekoaly on
kasitteenad hyvin laaja ja sitéd voidaan kasitella eri tieteenalojen nakdkulmasta. Tydssa
tekoalya kasitelladn ainoastaan teknisten tieteiden nakdkulmasta. Tekoalyn soveltami-
seen on kehitetty suuri maara erilaisia menetelmia. Tydssa rajaudutaan kuitenkin kasit-
telemaan tarkemmin koneoppimistekniikoita ja alykkaista agenteista koostuvia valmis-

tusjarjestelmia. Konenakoon perustuvat tekoalytekniikat ovat rajattu tyon ulkopuolelle.

Tutkimus koostuu johdannon lisaksi neljasta luvusta. Luvussa 2 kasitellaan tekoalyn
maaritelmaa, erilaisia tapoja luokitella tekoalya ja koneoppimisen teoriaa. Luvussa 3 ka-
sitelldadn osa-alueittain tekoadlyn sovelluksia valmistavassa teollisuudessa ja tekoalyso-
velluksien avulla saatavia hyotyja. Luvussa 4 tehdaan yhteenveto luvussa 3 esitellyista
tuloksista, pohditaan tutkimuksen tuloksia kriittisestd ndkodkulmasta ja vastataan tutki-
muskysymyksiin. Luvussa 4 myds pohditaan tekoalyn tulevaisuuden ndkymia. Luvussa
5 on tydn yhteenveto, jossa koostetaan yhteen tyon tarkeimmat asiat ja pohditaan tule-

vaisuudessa tehtdvien mahdollisten jatkotutkimusten aiheita.



2. TEKOALY

Tekoaly yhdistetdan usein erilaisiin tekniikoihin, joissa sitd hyddynnetdan. Kuva 1 pyrkii
havainnollistamaan tekoalyn teknologioita (ohjelmistopuoli) seka niita hyédyntavia fyysi-
siad laitteistoja ja laskentaymparistdjd. Kappaleen kahdessa ensimmaisessa aliluvussa
maaritelldan tydssa kasitelty tekoaly ja tutkitaan tekoalyn erilaisia luokittelutapoja. Vii-
meisessa aliluvussa tarkastellaan, kuinka laitteisiin tuodaan oppimis- ja mukautumisky-

kya koneoppimisen avulla.

/ Ohjelmistot Fyysiset laitteistot, \
laskentaymparistot

Koneoppiminen o
Ohjattu oppiminen Havannointi Laskentateknologiat
Ohjaamaton Konenakd skentateknologia
op:)iminen Tekodlylaskentaan optimoidut laitteet
Vahvistava oppiminen | | I(:ﬁﬁr Iig‘élg :LT t| kkaprosessoriperustaiset),
MNeuroverkot d
[Syvaoppiminen REUHB[E.SKEI"ITB,
[SVIM Luonnollisen kielen kasittely Joukkoistus
Mallipohjaiset menetelméat | ‘
Saantdpohjaiset menetelmat,
Asiantuntijajarjestelmat, Robotiikka
Paatospuut Yhteistydrobotiikka,
Autonomiset jarjestelmat,

\ Sensoriteknologia /

Kuva 1: Tekoalyn teknologioita ja niitd hyddyntavien laitteistojen suhde, muokattu
lahteesta (Ailisto et al. 2018, s. 44)

2.1 Tekoalyn maaritelma

Tekoaly-kasitteelle ei ole yhta selkedad maaritelmaa, vaan se on maaritelty hyvinkin mo-
nella tavalla Iahteesta riippuen. Vuonna 1956 tekoalylle annetun ensimmaisen maaritel-
man mukaan tekoalyn on saatava kone kayttdytymaan tavalla, jota sanottaisiin myds
ihmisen tekemana jarkevaksi kayttaytymiseksi (McCarthy et al. 2006). Kyseinen maari-
telma myotailee Turingin testin perusteella maariteltya alykasta konetta. Turingin testissa
kone mielletdan alykkaaksi, mikali ihminen ei pysty erottamaan, onko han vuorovaiku-
tuksessa koneen vai ihmisen kanssa (Shieber 2004, s. 7). Nailla tavoilla maariteltdessa
tekoalya pyritdan mallintamaan samoin tavoin kuin ihmisen aivotoimintaa. Ihmisen aivo-
toiminta on kuitenkin todella monimutkaista, joten ihmisen aivotoiminnan kaltaista teko-

alya on haastava luoda. (Dignum 2019, s. 9-10)



Dignum (2019, s. 9—10) esittelee kirjassaan tekoalylle useita erilaisia maaritelmia. Niiden
perusteella han nakee tekoalyn tieteenalana, joka tutkii ja kehittda laskennallisia agent-
teja, joissa esiintyy alykasta kayttaytymista. Tekoalyssa agentilla tarkoitetaan usein abst-
raktia kasitetta, joka kykenee itsenaisesti muuntautuvaan toimintaan toteuttaakseen sille
suunnitellun tavoitteen. (Dignum 2019, s. 10) Jokaisella agentilla on oma suoritettava
tehtava, jota he kykenevat suorittamaan automaattisesti. Ne kykenevat tarkkailemaan
ymparistda ja toimimaan sen pohjalta jarkevalla tavalla. Lisdksi alykkaat agentit kykene-
vat tarvittaessa kommunikoimaan toisten alykkaiden agenttien kanssa yhteisen padamaa-
ran saavuttamiseksi. Valmistavassa teollisuudessa agentit voivat esiintya esimerkiksi
ohjelmistoina, koneina, robotteina, tytkaluina, tuotantolinjastoina tai soluina. (Shen et al
2006; Jana et al. 2013)

Tekoaly voidaan myds maaritella siten, ettd sen avulla ei pyritd ihmisen tapaiseen toi-
mintaan, kuten tietoisuuteen seka jarkevaan ajatteluun. Tastd nakdkulmasta ajateltuna
Ailisto et al. (2018, s. 7) ovat maaritelleet, etta tekoaly mahdollistaa koneiden, laitteiden,
ohjelmien, jarjestelmien ja palvelujen jarkevalla tavalla toimimisen tehtavan ja tilanteen
mukaan. Niinpa tekoaly voidaan nahda joukkona menetelmia, teknologioita, sovelluksia
ja tutkimussuuntia eika yhtena teknologiana. (Ailisto et al. 2018, s. 25) Tama maaritelma
soveltuu hyvin valmistavassa teollisuudessa kaytetylle tekoalylle. Nain ollen tassa tytssa
tekoaly maaritellaan joukkona tekniikoita, joiden avulla laitteesta pyritaan luomaan aly-
kas. Alykkyydelld tyéssa tarkoitetaan, etté laite kykenee muuntautumaan ja paranta-
maan toimintaansa, eli oppimaan. Talldin laite kykenee vaihtelevissa tilanteissa teke-

maan ratkaisuja, joita ihmisen tekemana ajateltaisiin jarkevaksi toiminnaksi.

2.2 Tekoalyn luokittelu

Tekoaly on erittdin laaja kokonaisuus ja se kasittdd muutakin kuin insindori- ja tietojen-
kasittelytieteitd. Siihen voidaan sisallyttdd mukaan myos filosofia, matematiikka, fysiikka,
psykologia, kieli-, neuro- ja kognitiotieteet. (Ailisto et al. 2018, s. 1) Tydssa ei kuitenkaan
keskityta kasittelemaan tekoalya eri tieteenalojen ndkdkulmasta. Tekoalyd ja koneen
alykkyytta voidaan myds jaotella sen "voimakkuuden” tai "laajuuden” perusteella. Kon-
tekstin mukaan tekodly voidaan jaotella joko heikkoon ja vahvaan tekoalyyn tai sitten
kapeaan ja yleiseen tekoalyyn (Muehlhauser et al. 2012 s. 17; Russell & Norvig 2016).
Heikossa ja vahvassa tekoalyssa tarkastellaan, osaako kone toimia jarkevasti tai onko
silla kykya ajatella ihmisen tavoin. Kapean ja yleisen tekoalyn vertailussa puolestaan
keskitytaan koneen kykyyn suoriutua erilaisista sovelluskohteista ja vaihtelevista tilan-
teista. (Muehlhauser et al. 2012 s. 17-18; Russell & Norvig 2016) Vuonna 1970 Marvin

Minsky sanoi eraassa haastattelussaan, etta ihmisen tasolle yleisessa alykkyydessa



paaseva kone kehitettaisiin jopa 3-8 vuoden sisalla (Haenlein & Kaplan 2019, s. 7). Ky-
seinen arvio ei kuitenkaan pitanyt paikkaansa, silld nykypaivanakaan ei ole kyetty luo-
maan tekoalya, jolla olisi tietoisuus ja kyky ratkaista muuttuvia ongelmia ihmisen tasolla.
Tata lausuntoa tukee se, ettda monet tekoalyn suurimmista saavutuksista kykenevat suo-
riuvtumaan tehokkaasti ainoastaan tehtavista, joihin ne on suunniteltu. Hyvina esimerk-
keina voidaan mainita IBM:n kehittdma shakkiohjelma Deep Blue ja Googlen kehittama
Go-peli-ohjelma Alpha Go. (Haenlein & Kaplan 2019, s. 8) Tassa tydssa keskitytaan ka-
sittelemaan tekoalyn sovelluksia valmistavassa teollisuudessa nykyaikana, joten tydssa

kasitelty tekodly on kapeaa tekoalya.

2.3 Koneoppiminen

Vuonna 1959 Arthur Samuel maaritteli, ettd koneoppimisen avulla tietokoneet voivat rat-
kaista ongelmia ilman kyseisen ongelman ratkaisun kirjoittamista ohjelmakoodiksi (Sa-
muel 1959, katso Wuest 2016 s. 25). Kyseistd maaritelmaa voidaan pitda nykyaankin
relevanttina, silla Ailisto et al. (2018, s. 14) maarittelevat koneoppimisen tietotekniikan
osa-alueeksi, jonka avulla tietokone pystyy oppimaan ilman eksplisiittista ohjelmointia.
He myds kuvaavat, ettd koneoppimisen avulla on mahdollista ennustaa ja luokitella ilmi-
6iden lopputulemia ilman ilmididen matemaattisten mallien tuntemista. Tama kuitenkin
edellyttaa, ettd tuntemattomasta ilmiésta on saatavilla tarpeeksi tietoa. (Ailisto et al.
2018)

Koneoppimisen algoritmeissa kaytetdan usein tilastotieteellisia menetelmia, joiden
avulla kone kykenee muun muassa lajittelemaan seka vertailemaan dataa ja siina tois-
tuvia malleja keskenaan (Dignum 2019, s. 23). Konetta opetetaan syéttamalla sille suu-
ret maarat dataa, jonka avulla se pyrkii saatamaan algoritmien parametrit siten, etta tulos
olisi halutunlainen. Haluttu lopputulos ja oppimismallit vaihtelevat sovelluskohteen ja ti-
lanteen mukaisesti. Joskus koneen on kyettava luokittelemaan syoétettya dataa haluttuun
ulostuloon vertaillen, ja joskus sen on kyettava tekemaan mahdollisimman hyva ennuste
halutusta suureesta. Dataa, jonka avulla kone s&ataa algoritmien parametrit, kutsutaan
opetusdataksi. (Ailisto et al. 2018, s. 14) Taman seurauksena koneoppimisen avulla luo-
dun mallin laatu riippuu taysin opetusdatan laadusta (Dignum 2019, s. 29). Erilaisten
kayttétarkoitusten takia, koneoppimisen toteuttamiselle ei ole olemassa yhta oikeaa me-
netelmaa, vaan sen alueella on eroteltavissa yli sata eri algoritmista menetelmaa (Ailisto
et al. 2018, s.25). Koneoppimisen menetelmia on jaettu eri tavoin ja yksi laajasti kayte-

tyista jaotteluista on ohjattu-, ohjaamaton- ja vahvistava oppiminen (Monostori 2003).



Seuraavissa aliluvuissa kasitellaan eri oppimistapoja ja tyon kannalta tarkeimmat kone-
oppimistekniikat. Kuvassa 2 selvennetaan seuraavissa aliluvuissa esiteltyjen tekoalyn ja

koneoppimistekniikoiden keskinaista suhdetta.

/ Tekodly \
/— Koneoppiminen \

4 N

Keinotekoiset
neuroverkot

Tukivektorikone

Syvaoppiminen

Kuva 2: Tekoalyn, koneoppimisen ja tydn koneoppimistekniikoiden valisia suhteita
havainnollistava kuva (muokattu lahteesta Wani et al. 2020, s. 4)

2.3.1 Oppimistavat

Onhjatussa oppimisessa jarjestelmalle syotettava opetusdata sisaltéda syotedataa vastaa-
van lopputuloksen. Talldin muodostuu syo6te-ulostulo-datapareja, joiden avulla algoritmi
osaa muodostaa mallin, jonka avulla kyetaan ennustamaan jarjestelman ulostulo pelkan
syotedatan perusteella. (Ailisto et al. 2018, s. 47) Ohjatun oppimisen prosessi voidaan
yleisesti ottaen mieltdd kolmiaskeleiseksi: tarvittaessa opetusdata esikasitellaan, opete-
taan algoritmi opetusdatan avulla ja tarkistetaan tuloksien paikkansapitavyys testidatalla.
Keskeisessa roolissa lopputuloksen onnistuvuudessa on opetusdatan laadullisuus.
(Wuest 2016, s. 34) Lecun et al. (2015, s. 436) kertovat ohjatun oppimisen olevan yleisin

koneoppimisessa kaytetty menetelma.

Ohjaamattomassa oppimisessa algoritmin pitda kyeta tulkitsemaan dataa ilman, etta sille
syotetaan haluttua lopputulosta tai minkaanlaista palautetta lopputuloksen oikeellisuu-
desta. Niinpa ohjaamattomassa oppimisessa kaytetdan apuna muun muassa ryhmitte-
lya, poikkeamien havaitsemista ja itseorganisoituvaa karttaa (engl. self-organizing-
maps). Voidaan siis tiivistaa, ettd ohjaamaton oppiminen on hyva havaitsemaan datasta
poikkeavuuksia ja luokittelemaan datan rakennetta ja sen saanndllisyyksia. (Wuest
2016, s. 33; Allisto et al. 2018, s. 15, s. 48)



Vahvistavassa oppimisessa jarjestelman toiminta maaraytyy ymparistdsta saatavan pa-
lautteen perusteella, joka voidaan antaa esimerkiksi numeerisena vahvistussignaalina.
Toisin kuin ohjatussa oppimisessa, vahvistavassa oppimisessa opittavan jarjestelman
on itse kokeiltava, milla keinoilla se kykenee tuottamaan parhaimman palautteen. Pa-
lautteen avulla sen on itsenaisesti opittava suoriutumaan paremmin seuraavalla kerralla.
(Wuest 2016, s. 33)

2.3.2 Neuroverkot

Neuroverkot ovat yksi koneoppimisen tekniikoista. Niita kasitellaan tydssa tarkemmin,
koska neuroverkkoja on sovellettu valmistavassa teollisuudessa erittain paljon. Keinote-
koisia neuroverkkoja on tutkittu jo pitkdan, silla Lihui Wang (2019, s. 615) kertoo, etta
Warren MccCulloch ja Walter Pitts onnistuivat kehittdmaan ensimmaisen keinotekoisen
neuroverkko -mallin jo vuonna 1943. Keinotekoisten neuroverkkojen kehittamisen perus-
teet pohjautuvat ihmisen aivojen toimintaperiaatteeseen. Niinpd ihmisen aivotoiminnan
paremmalla ymmartamiselld voidaan mahdollisesti edesauttaa keinotekoisten neuro-
verkkojen kehittdmista. (Dignum 2019, s. 27) Mikali tydssa puhutaan neuroverkoista,

silla tarkoitetaan keinotekoista neuroverkkoa, ellei toisin mainita.

Ihmisten aivot sisaltavat valtavat maarat rinnakkain toimivia neuroneja, jotka ovat biolo-
gisen hermojarjestelman informaation prosessointielementteja. Ne kykenevat suoritta-
maan suuria maaria laskutoimituksia, joiden avulla ihminen kykenee arkipaivaisten toi-
mintojen suorittamiseen ja ongelmien ratkaisemiseen. Keinotekoisia neuroverkkoja mal-
lintaessa kaytetaan vastaavaa periaatetta, jolloin pyritdan luomaan joukko toisiinsa yksi-
suuntaisesti linkitettyja neuroneja. Keinotekoisissa neuroverkoissa kaytetyt neuronit ja
linkitykset ovat kuitenkin huomattavasti yksinkertaisimpia verrattuna biologiseen neuro-

verkkoon. (Kamruzzaman 2006, s. 3)

Keinotekoisissa neuroverkoissa neuronit kykenevat lahettamaan toisilleen eri voimak-
kuuksisia sahkoisia signaaleja linkitysten avulla. Jokaisen linkityksen voimakkuus kertoo,
kuinka suuri vaikutus signaalin lahettédneella neuronilla on signaalin vastaanottaneeseen
neuroniin. Vaikutuksia voidaan mallintaa siirtofunktioiden avulla, jolloin pienivoimakkuuk-
sinenkin signaali voi tehda suuren vaikutuksen vastaanottavaan neuroniin, mikali vas-
taanottava neuroni on herkka. (Dignum 2019, s. 27) Neuroverkkoja voidaan mallintaa
monella tapaa, mutta useimmat niistd voidaan jaotella kuvien 3 ja 4 tavoin myd&takytke-
tysti (kuva 3) ja takaisinkytketysti (kuva 4). Ensimmaista kerrosta nimitetaan syoteker-
rokseksi, viimeista kerrosta nimitetaan ulostulokerrokseksi ja kaikkia niiden valissa olevia

kerroksia kutsutaan piilokerroksiksi. (Kamruzzaman 2006, s. 4-5) Neuroverkon piiloker-



rokset muuttavat sybtteen lineaarisesta epalineaariseksi, jotta ulostulevat suureet voi-
daan kategorisoida (Lecun et al. s. 438). Syétteiden, ulostulojen ja piilokerroksien maara

vaihtelee ratkaistavasta ongelmasta riippuen (Kamruzzaman 2006, s. 4-5).

Signaaleita
PRIETg
Sydte 1
Q/f
\ Ulostulo 1
@O, O
Sydte 2
O Ulostulo 2
O O
Syéte 3 /
Sydtekerros Piilokerros 1 Pillokerros 2 Ulostulokerros

Kuva 3: Myotakytketty neuroverkko (muokattu lahteestd Kamruzzaman 2006, s. 5)
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Syote 1 Syote 2 Syote 3 Syéte 4

Kuva 4: Takaisinkytketty neuroverkko (muokattu lahteestd Kamruzzaman 2006, s. 5)



Yksinkertaisimmillaan keinotekoisten neuroverkkojen yksittdinen neuroni voidaan kuvata
soluna, joka vastaanottaa ulkoisia signaaleja tai toisten neuronien tuottamia ulostulosig-
naaleja, katso kuva 5. Yksittdisen neuronin vastaanottamien syétteiden yhteenlaskettu

arvo voidaan kuvata kaavalla
nettosyste = XinWin * Xn + Wjo * Xo. (1)

Kaavassa (1), x,, kuvaa neuronin syotteita ja wj, kuvaa syotteiden signaalien painoker-
rointa. Kaavan x, ja wj, kuvaavat vakio syote ja vakio painokerrointa, jotka esiintyvat
jokaisella neuronilla. Niiden yhteenlaskettu voimakkuus on aina 1. Kun neuroni on vas-
taanottanut ja laskenut sisaan tulevien syétteiden summan, syétetaan nettog,ys¢ Siirto-
funktioon, joka tuottaa ulostulon. Siirtofunktiot ovat usein epalineaarisia funktioita, koska

lineaarisilla funktioilla ei monessa tapauksessa kyeta mallintamaan tosielaman monimut-
kaisia ongelmia. (Kamruzzaman 2006, s. 3—4; Russel & Norvig 2016, 728-729)

¥p=1

¥q

¥
2 ulostulo = Anettozysze)

L
r

¥n

Kuva 5: Yksittdinen neuroni, muokattu Iahteestd (Kamruzzaman 2006, s. 3)

2.3.3 Syvaoppiminen

Syvaoppiminen (engl. Deep Learning) kasitellddn omassa luvussaan aiheen ajankohtai-
suuden ja sen viimeaikaisten saavutusten takia. Vaikka syvaoppiminen on tunnettu jo
1980-luvulla, sen hyotyja ei kyetty hyddyntamaan usean vuoden ajan koneiden tehotto-
muuden ja datan vahdisemman saatavuuden vuoksi (Wani et al. 2020, s. 4). Haenleinin
ja Kaplanin (2019) mukaan nykypaivan konenakosovellukset seka kirjoituksen ja puheen
tulkitsemissovellukset toimivat pitkalti syvaoppimista apuna kayttaen. Syvaoppiminen voi
olla joko ohjaamatonta- tai ohjattua oppimista, mutta nykydan suurimmassa osassa so-

velluksia kaytetdan enemman ohjattua oppimista (Ailisto et al. 2018, s.47; Lecun et al.
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2015, s. 442). Lecun et al. (2015, s. 442) kuitenkin uskovat, etta tulevaisuudessa ohjaa-
maton oppiminen tulee yleistymaan syvaoppimisessa, koska sen oppiminen vastaa pa-
remmin ihmisen oppimistapaa. Syvaoppimisen toiminta perustuu edellisessa luvussa ka-
siteltyihin neuroverkkoihin ja tarkemmin ottaen useasta neuronikerroksesta koostuvaan
neuroverkkotyyppiin, jota kutsutaan syvaksi neuroverkoksi. (Ailisto et al. 2018, s. 47)
Syvaoppimista kayttava jarjestelma tarvitsee todella paljon opetusdataa ja se voi sisaltaa
jopa satoja miljoonia neuroneiden valisia signaaleja (Lecun et. al 2015, s. 436, s. 438).
Useimmiten syvaoppimisen sovelluksien neuroverkot ovat kuvassa 3 esiintyvia myota-

kytkettyja verkostoja.

- — Keskinkertaisia Monimutkaisempia
Sytle o :;?AZT:SEE'; .| ominaisuuksia | ominaisuuksia » Ulostulo
- (esim. reunat) "1 (esim. nurkat, "l (esim. objektien 7]
. Adriviivat) osia)

Kuva 6: Ominaisuuksia tunnistavia kerroksia havainnollistava kuva (muokattu I&h
teestd Wani et al. 2020, s. 3)

Suurin syvaoppimisen avulla saavutettu etu on, ettd oppimisalgoritmiin voidaan syo6ttaa
kasittelematonta raakadataa, josta neuroverkkojen eri kerroksien avulla algoritmi kyke-
nee erottelemaan ja havaitsemaan syotteen ominaisuuksia. llman ominaisuuksia erotte-
levia kerroksia jarjestelmaan joudutaan itse ohjelmoimaan ominaisuuksia erotteleva toi-
minto. Kuvassa 6 havainnollistetaan ominaisuuksien tunnistamista kerrosten avulla.
(Wani et al. 2020, s. 2)

2.3.4 Tukivektorikone

Kuten aikaisemmin mainittiin, koneoppimisen toteuttamiseen on kehittynyt vuosien saa-
tossa monia eri tekniikoita, ja neuroverkkotekniikat ovat vain yksi niista. Tassa kappa-
leessa kasitellaan toista valmistavassa teollisuudessa paljon esiintyva koneoppimistek-

niikkaa, nimelta tukivektorikone (engl. Support Vector Machine).

Tukivektorikonetta on kaytetty luokittelussa ja regressiossa, joka perustuu tilastollisen
opettamisen teoriaan (engl. statistical learning theory) (Vapnik 1998). Tukivektorikone
luokittelee opetusdatan piirreavaruuteen (engl. feature space) kayttden apunaan ker-
nelin funktiota (engl. kernel function). Taman jalkeen se erottelee datan kayttden suuren
marginaalin hypertasoa (engl. hyper plane). Hypertaso voidaan esittaa kaksiluokkaiselle
datajoukolle siten, ettd se erottelee datapisteet maksimoimalla kahden luokan keske-
naan lahimpien pisteiden etaisyyden. Kyseistd maksimietaisyyttd kutsutaan marginaa-
liksi. Luokittelun onnistumisen kannalta hypertason on varmistuttava, etta eri piirteiset
datapisteet ovat eroteltu eri puolille tasoa. Tukivektorit ovat vektoreita, jotka ovat lahim-

pana datajoukkoa jakavaa hypertasoa. Paras dataa luokitteleva hypertaso on se, jonka
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marginaali on kaikista suurin. Talldin myo6s tukivektoreiden pituus on suurin. Paras hy-
pertaso ei ainoastaan jaottele dataa luokittain, vaan se tekee sen suurimmalla mahdolli-
simmalla erolla. (Cristianini & Schélkopf 2002; Niu et al. 2007) Tukivektorikonesovelluk-
set ovat hyvin sovellettavia, koska tukivektorikone pyrkii aina minimoimaan riskin, eli toi-
sin sanoen maksimoimaan luokkien valisen marginaalin (Shiue 2009). Hyvien luokitte-
luominaisuuksien ansiosta tukivektorikonetta on sovellettu paljon kohteissa, joissa da-
tasta pyritddn havaitsemaan poikkeamia tai erilaisia piirteitd. Tukivektorikoneesta on
myo6s kehitetty erilaisia sovelluksia. Eras niistd on pienimman nelidssumman tukivektori-
konemenetelma (engl. Least Squares-Support Vector Machine), jossa tukivektorikone
hyddyntaa luokittelussa muokattua pienimman neliGsumman menetelmaa (Deng & Yeh
2011).
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3. TEKOALYN SOVELLUKSET VALMISTAVASSA
TEOLLISUUDESSA

Valmistavan teollisuuden valmistusprosessin pyrkimyksend on nostaa valmistettavan
tuotteen tai komponentin arvoa jokaisessa prosessin eri vaiheessa (Wuest et al. 2014,
s. 1169). Usein valmistusprosesseissa on useita eri vaiheita ja koneita, jolloin valmistus-
prosessin optimointiin ja tuotteiden valmistuskustannuksiin vaikuttavia muuttujia on mo-
nia. Jotta valmistusprosessin koneiden tuotantokapasiteetista voitaisiin hyddyntaa mah-
dollisimman paljon, niiden kayttdaste tulisi olla mahdollisimman suuri ja niiden olisi py-
syttava ehjina. Loppujen lopuksi valmistettavan tuotteen laatu kuitenkin maarittelee val-
mistusprosessin tavoitteen onnistumisen. Valmistettu tuote, joka ei taytd ennalta maari-

teltyja lopputuotteen laatukriteereja, on useimmassa tapauksessa arvoton.

Valmistavan teollisuuden valmistusprosessien antureista kerattava datan maara on kas-
vanut merkittavasti. Pelkasta raakadatan keraamisesta ei kuitenkaan ole hyétya, vaan
sitd on kyettava myos hyddyntamaan. Tekoalyn ja erilaisten datan mallinnus ja data-
analyysi tyokalujen avulla dataa on kyetty hyddyntamaan useassa valmistavan teollisuu-
den kohteessa. (Wang et al. 2018) Tekoalyn avulla kyetdan muuttamaan suuria maaria
monimutkaista raakadataa hyodylliseksi ja havainnollistavaksi informaatioksi (Arinez et
al. 2020, s. 2). Suurimmalla osalla tekodlya hyodyntavista valmistavan teollisuuden yri-
tyksista tuotannon tehokkuus on parantunut. Tekoalyn avulla saavutettuja hyotyja val-
mistavassa teollisuudessa ovat muun muassa: valmistusprosessin koneiden kunnon
tarkkailun parantuminen, tuotannon hukka-ajan vahentyminen, valmistusprosessin auto-
maattisuuden nostaminen, lopputuotteiden laadun parantuminen ja vaihteleviin asiakas-
vaatimuksiin vastaaminen. (Wang et al. 2018) Seuraavissa aliluvuissa kasitelldan teko-
alyn hyédyntamista valmistavassa teollisuudessa, josta keskitytdan tarkemmin sen nel-
jaan eri osa-alueeseen: valmistuskustannusten ennakoiva laskenta, tuotannonsuunnit-

telu, valmistusprosessin hallinta ja laitteiden kunnossapito.

3.1 Valmistuskustannusten ennakoiva laskenta

Michael Sharp (2018) kirjoittaa artikkelissaan, ettd koneoppimista voidaan hyédyntaa
esimerkiksi tuotteen valmistamisen ja myymisen kannattavuuden tutkimiseen. Valmis-
tuskustannukset vaikuttavat oleellisesti tuotteen hinnan maarittelyyn. Valmistuskustan-
nusten laskemiseen vaikuttaa useita eri tekijoita kuten esimerkiksi materiaalikustannuk-

set, tyoskentelevien ihmisten palkkakustannukset, tyokalu- ja prosessikustannukset,
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erakoko, aikatauluttaminen ja tyon ulkoistaminen. Tassa on vain muutama valmistuskus-
tannuksiin vaikuttava tekija, silla edella mainittujen lisaksi niitd kasvattavat monet muut-
kin tekijat. Naiden huomioon ottaminen ja tarkkojen arvioiden tekeminen on osoittanut
erittdin haastavaksi tehtavaksi. (Sharp 2018, s. 175) Perinteisesti valmistuskustannusten

laskemisessa on kaytetty seuraavia menetelmia (Cavalieri et al. 2004, s. 168):

e Analogiaan perustuvat tekniikat, joilla vertaillaan uuden tuotteen ja aikaisem-
min valmistetun tuotteen samankaltaisuutta. Téman pohjalta paatelldan uu-

den tuotteen valmistuskustannukset.

e Parametriset mallit, kustannuksista luodaan funktionaalinen malli ja kustan-

nuksia tuottavat muuttujat ovat parametreina.

o InsinGorimaiset lahestymistavat, jossa analysoidaan tarkasti valmistuspro-
sessin yksityiskohdat seka tuotteen ominaisuudet ja arvioidaan kustannuksia

niiden perusteella.

Soveltamalla tekodlya aikaisessa vaiheessa tehtyyn valmistuskustannusten laskemi-
seen, yritys voi saavuttaa merkittavan kilpailuedun (Chou et al. 2010, s.340). Valmistus-
kustannusten arviointi on tarkea tekija uuden tuotteen kehittdmisen prosessissa. Mita
aikaisemmassa vaiheessa niitd kyetaan arvioimaan, sitd paremmin kyetaan hallitse-
maan tuotteen hinnan ja tuotteen suorituskyvyn valista yhteytta. (Cavalieri et al. 2004, s.
165) Seuraavaksi esitelldaan esimerkkeja, joissa tekoalya on hyddynnetty valmistavan

teollisuuden valmistuskustannusten laskemiseen.

Keinotekoisten neuroverkkojen kayttdminen valmistuskustannusten laskemisessa yleis-
tyi 2000-luvun alussa huomattavasti (Cavalieri et al. 2004, s. 168). Keinotekoiset neuro-
verkot soveltuvat aikaisessa vaiheessa tehtyyn valmistuskustannusten laskemiseen,
koska ne kykenevat mallintamaan monimutkaisiakin jarjestelmia pienelld maaralla dataa
(Chou et al. 2010, s. 341). Cavalieri et al. (2004) vertailivat keskendan perinteisen para-
metrisen mallin ja neuroverkkomallin avulla suoritettua valmistuskustannusten laske-
mista. Sovelluskohteeksi he olivat valinneet suuren kansainvalisen autojen jarrukom-
ponentteja tuottavan yrityksen. Tutkimukset osoittivat, ettd neuroverkkojen avulla luotu
malli tuotti pienemman keskimaaraisen absoluuttisen virheprosentin valmistuskustan-
nusten arvioinnissa lahes jokaisen osan kohdalla. Lisdksi neuroverkkomalli oli huomat-
tavasti muuntautumiskykyisempi parametriseen malliin verrattuna. (Cavalieri et al. 2004,
s. 170-176) Caputo ja Pelagagge (2008) tekivat tutkimuksen tilauksesta suunniteltavien
ja valmistettavien suurten painekattiloiden valmistuskustannuksista. Neuroverkon avulla

luotu malli osoittautui myds tassa tutkimuksessa parametrisesti tehtya mallia huomatta-
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vasti tarkemmaksi. Neuroverkkojen avulla keskiarvoinen virheprosentti ja virheen vaih-
teluvali olivat pienempia. Naiden kahden tapauksen lisaksi neuroverkkomalleja on kay-
tetty onnistuneesti valmistuskustannusten laskemiseen myés ohutlevytuotannossa (Ver-
linden et al. 2008).

Deng ja Yeh (2011) tutkivat lentokoneen rungon rakenneosien valmistuskustannusten
laskemista kayttden apunaan pienimman nelidsumman tukivektorikonetta. Tutkimuk-
sessa osoittautui, etta tukivektorikoneen avulla kyettiin arvioimaan valmistuskustannuk-
sia keinotekoisia neuroverkkoja seka perinteisid menetelmia tarkemmin, mikali opetus-
dataa ei olisi kovinkaan paljon kaytdssa. Tukivektorikoneen avulla laskettu keskimaarai-
nen nelidvirhe oli kahdessa testitapauksessa keskimaarin 0,0017 neuroverkon avulla
laskettua pienempi, ja 0,0095 perinteisten menetelmien avulla laskettua pienempi. Li-
saksi absoluuttinen keskimaarainen virheprosentti oli neuroverkkoa noin puoli prosenttia
pienempi ja perinteisid menetelmia yli prosentin pienempi. Heidan kehittdman pienim-
man nelidsumman tukivektorikoneen avulla luotu malli, vaati neuroverkkojen avulla luo-
tua mallia vhemman parametreja. Perinteisiin menetelmiin ndhden koneoppimismene-
telmien etuna on, ettd otoskoon vaihdellessa valmistuskustannusten arvioimisen tark-
kuus ei pitaisi huonontua. (Deng & Yeh 2011, s. 707)

3.2 Tuotannonsuunnittelu

Yleisesti ottaen tehokkaan ja jarjestelmallisen tekemisen edellytyksena voidaan pitaa
suunnitelmallisuutta alasta riippumatta. Valmistava teollisuus ei tee poikkeusta tahan,
vaan voidaan todeta suunnitelmallisuuden olevan erittain tarkeassa roolissa tuotannon
kustannustehokkuuden ja sujuvuuden kannalta. Muuttuvan kysynnan maaran ja tuottei-
den muokattavuuden takia, kiinteista tuotantolinjoista muodostuvat valmistusjarjestelmat
muuttuvat enemman joustavien valmistusjarjestelmien (engl. Flexible manufacturing
system) suuntaan. Niiden ideana on, etta tuotantolinjaa voidaan tarvittaessa muokata ja
siihen voidaan lisata erilaisia soluja. Tuotannonsuunnittelun avulla pyritdan I6ytamaan
valmistusjarjestelmalle optimaalinen tapa aikatauluttaa ja jakaa t6ita solujen valilla jar-
jestelman muuttujat huomioon ottaen (Arinez et al. 2020, s. 4). Tallaisia muuttujia voivat
olla esimerkiksi koneiden saatavuus, koneiden kapasiteetti, valmistettavien tuotteiden
jakaminen koneiden puskuripaikoille, valmistettavien tuotteiden valmistusajat ja tilausten

erapaivat, joiden perusteella tdita on priorisoitava.

Yleisia tuotannon aikatauluttamisessa kaytettyja periaatteita ovat muun muassa lyhin |a-
paisyaika (engl. shortest process time), aikaisin erapaiva (engl. earliest due date) seka
FIFO-periaate (engl. First In First Out), jossa tilaukset valmistetaan niiden saapumisjar-

jestyksessa. Valmistusjarjestelma voidaan sitouttaa yhteen naista periaatteista, mutta
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useissa tutkimuksissa on todettu, ettd parempia tuloksia voidaan saavuttaa soveltamalla
useampaa periaatetta dynaamisesti jarjestelman koneiden kesken. (Arinez et al. 2020,
s. 4)

3.2.1 Tuotannon aikatauluttaminen

Joustavissa valmistusjarjestelmissa tydn aikatauluttaminen on vaikeaa, erityisesti use-
amman eri tuotteen odottaessa valmistumista samassa aikaikkunassa. Valmistusjarjes-
telmien monimutkaistuessa, tyén aikatauluttaminenkin tulee hankalammaksi. (Arinez et
al. 2020, s. 4) Tuotannon aikataulutusta voidaan pitaa yhtena haastavimmista aikatau-
luttamisen ongelmista. Varsinkin kun mukaan otetaan useita tuotannon resursseja, pro-
sessitason suunnittelu sekd aikataulutus ja muuttuva valmistusjarjestelma. (Shen et al.
2006, s. 419) Tata ongelmaa on pyritetty ratkaisemaan tekoalyn avulla, ja siihen onkin
kehitetty useita erilaisia ratkaisuja koneoppimismenetelmien ja agenttiteknologioiden

avulla.

El-bouri ja Shah (2006) tekivat tutkimuksen, jossa he kehittivat kaksi keinotekoista neu-
roverkkoa, joiden avulla kyetaan valitsemaan kolmen aikataulutusperiaatteen joukosta
viidelle koneelle yksildllinen optimaalisin periaate. Keinotekoisten neuroverkkojen on ky-
ettdva optimoimaan koneiden kayttamat periaatteet jarjestelman koneiden tilojen vaih-
telu huomioon ottaen. Neuroverkot suunniteltiin ja opetettiin ohjatun oppimisen avulla.
Toinen niistd suunniteltin minimoimaan satunnaisten tapauksien lapimenoajan kes-
kiarvo (engl. mean flowtime) ja toinen valmistamiseen kuluva kokonaisaika (engl.
makespan). Tulokset nayttivat, ettd neuroverkot kykenevat ennustamaan sopivimman
valmistusperiaatteen. Lisdksi huomattiin, ettd on tehokkaampaa optimoida koneille yksi-
I0lliset valmistusperiaatteet, kuin maarata jokaiselle koneelle yksi yhteinen periaate. Mi-
kali kyseisia neuroverkkoja pyrittaisiin soveltamaan erilaisiin valmistusjarjestelmiin (ku-
ten eri maaran koneita omaavaan jarjestelmaan), pitaisi neuroverkot rakentaa ja koulut-
taa uudelleen. (El-bouri & Shah 2006, s. 349)

Azadeh et al. (2012) kehittivat puolestaan keinotekoisten neuroverkkojen avulla algorit-
min, joka kykenee minimoimaan valmistukseen kaytettdvan kokonaisajan ja keskimaa-
raisen valmistumisajan (engl. mean completion time) painotetun summan. Algoritmin tar-
koituksena olisi minimoida kyseinen painotettu summa satunnaisesti valitulle kaksivai-
heisesta kokoonpanolinjastosta koostuvalle valmistusjarjestelmalle. Algoritmin muuttu-
jina olivat koneiden tydaikataulut ja aikataulutusperiaatteet. Ratkaisussaan he kayttivat
apuna tietokonesimulaatiota. Edelld mainitun painotetun summan laskemisessa, he otti-
vat huomioon satunnaiset koneen rikkoutumiset seka kasittely- ja asetusajat. (Azadeh et
al. 2012)
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Liu et al. (2005, s. 387) kritisoivat, ettd keinotekoiset neuroverkot eivat kykenisi valtta-
matta sailyttdmaan tarkkuuttaan joustavan valmistusjarjestelman aikatauluttamisessa
vaihtelevissa olosuhteissa. Vaitteen he perustavat siihen, ettd neuroverkot eivat kykene
kasittelemaan syotedataa, jota niille ei ole opetettu opetusvaiheessa. Niinpa he ovat
kayttaneet tukivektorikone-teknologiaa kehittdessdan joustavan valmistusjarjestelman
dynaamisen aikataulutusjarjestelman. He uskovat, etta tukivektorikoneen avulla kyetdan
luomaan aikatauluttaja, joka on sovellettavissa useampaan joustavan valmistusjarjestel-
man sovellukseen, kuin neuroverkkojen avulla luotu aikatauluttaja. Tutkimuksessaan he
totesivat, etta tukivektorikoneen avulla luotu algoritmi, ei varaa yhta paljon muistia tieto-
koneesta kuin neuroverkkojen avulla luotu algoritmi. (Liu et al. 2005 s. 387-388; s. 391)
Myds Shiue (2009) on hyddyntanyt tukivektorikone-teknologiaa luodessaan tiedon-
louhintaan (engl. Data Mining) perustuvan dynaamisen tuotantolinjaston aikatauluttajan.
Kyseisessa ratkaisussa tukivektorikoneita hyddynnettiin tdiden jakamisen luokittelussa
(Shiue 2009, s. 3669).

Boccalatte et al. (2004) suunnittelivat moniagenttijarjestelman, joka maarittelee valmis-
tusjarjestelmalle aikataulun dynaamisesti. Aikataulutusperiaatteena jarjestelmassa on
JIT (engl. Just In Time), jonka perusideana on minimoida turhuus ja valmistaa tuote juuri
oikeaan aikaan. Kyseisen moniagenttijarjestelman toiminta perustuu tydagentin ja ko-
neagentin neuvotteluun. Jarjestelmassa on tydagentteja luova agentti, joka luo tydagen-
tit jarjestelmaan tulevien téiden pohjalta. Sen lisdksi jarjestelmassa on koneagentteja
jakava agentti, joka jakaa ty6t vapaana olevien koneiden kesken. Mikali koneagentti ei
kykene suorittamaan tehtavaansa, voidaan tydagentti jakaa toiselle koneagentille. Tyo-
agentit pyritdan jakamaan siten, etta jarjestelman JIT-periaate toteutuu mahdollisimman
hyvin. Tama mahdollistaa valmistusjarjestelman dynaamisen aikatauluttamisen. (Bocca-
latte et al. 2004)

Jana et al. (2013) esittelevat mekanismin, jonka avulla tdiden dynaamista jakamista ja
koneiden aikatauluttamista pyritdan optimoimaan. Heidan ratkaisunsa perustuu valmis-
tusjarjestelmaan, jossa jarjestelman osat ovat jakautuneet keskendan kommunikoiviin
autonomisiin agentteihin. Ne voivat olla esimerkiksi fyysisia komponentteja tai loogisia
objekteja. Jokainen agentti pyrkii ratkaisemaan oman ongelmansa, mutta se kykenee
kommunikoimaan muiden agenttien kanssa, mikali se ei kykene suoriutumaan omasta
tehtavasta. Tydn valmistusjarjestelma on kehitetty valmistamaan tuotteita asiakkaan ti-
lauksen perusteella. (Jana et al. 2013) Min ja Yih (2003) kehittivat myos reaaliaikaisen
aikataulusuunnittelijan puolijohdekiekkojen tuotantoon. Ratkaisussaan he kayttivat
apuna simulointia, jonka pohjalta keinotekoinen neuroverkko osaisi luokitella simulaati-

osta saadut tiedot ja tuottaa siita aikataulutietoa. (Min & Yih 2003)



17

Hammami et al. (2015) kehittivat itsestddn mukautuvan agenttijarjestelman, jossa jokai-
sen agentin oppimiskyky luotiin neuroverkkoalgoritmi-joukon avulla. Tutkimuksessa val-
mistusjarjestelma koostui neljasta koneesta, jotka kykenivat suorittamaan ainoastaan
omat yksil6lliset tydtehtavat. Koneiden jarjestys oli staattinen ja jokaiselle tydlle on maa-
ratty erapaiva seka valmistukseen kuluva aika. Valmistusperiaatteina he kayttivat kuu-
den valmistusperiaatteen joukkoa. Heidan tutkimuksensa tavoitteena oli pyrkid agentti-
jarjestelman avulla optimoimaan valmistusjarjestelman ennalta maaritellyt suorituskri-
teerit. Agenttien tehtdvana on jakaa tyot ja resurssit parhaalla mahdollisella tavalla val-

mistusjarjestelman koneiden kesken. (Hammami et al. 2015)

3.2.2 Resurssien kohdentaminen

Valmistavassa teollisuudessa resurssien kohdentamisella tarkoitetaan valmistusjarjes-
telman resurssien jakamista eri tuotteiden valmistusprosessien valille tietyksi aikaa. Val-
mistusjarjestelman resursseja voivat olla esimerkiksi kuljetuslaitteet, varastopaikat, ro-
botit tai jarjestelman ihmistoimijat. (Arinez et al. 2020, s. 5) Aihetta kasitellaan tydssa,
koska resurssien kohdentaminen on otettava huomioon tuotannonsuunnittelussa. Erityi-
sesti joustavissa valmistusjarjestelmissa on tarkeaa jakaa resurssit oikein, jotta tuotan-
toon kulunut aika saadaan optimoitua. Resurssien kohdentamisen optimoinnilla pyritdan
muun muassa maksimoimaan resurssien kayttd ja tuotantokapasiteetti (Sharp et al.
2018, s. 176).

Materiaalinkuljettamiseen kuluva aika on tuotannon nakdkulmasta hukka-aikaa, koska
se ei lisaa tuotettavan tuotteen arvoa. Iso osa tuotteen valmistamiseen kuluvasta ajasta
on kuitenkin materiaalinkasittelya. Sen voidaan todeta heijastavan suoranaisesti tuotan-
non suorituskykyyn seka suorituskyvyn myota tuotantoon kuluviin kustannuksiin. (Chen
C. etal. 2015, s. 1233) Niinpa tuotannonsuunnittelussa on pyrittdva materiaalinkasittelyn
minimoimiseen. Valmistusjarjestelman koneilla pitaisi olla koko ajan tyOstettavia osia
saatavilla. Toisaalta koneen kasittelya odottavien osien jonot eivat myoskaan saisi kas-
vaa liian isoiksi. Suunnittelun kannalta on haastavaa optimoida koneiden puskurit, joihin

tuotteita voidaan tuoda odottamaan ilman ylimaaraisen hukkatilan syntymista.

Tsadiras et al. (2013) ovat kehittdneet keinotekoisten neuroverkkojen avulla tyokalun,
joka pyrkii ennustamaan tuotantolinjan suorituskyvyn sen ominaisuuksien perusteella.
Heidan kehittama tydkalu ottaa sydtteena tuotantolinjan tydpisteiden maaran ja puskuri-
paikkojen kokonaismaaran. Ulostulona tyékalu tuottaa tuotantolinjan suorituskyvyn seka
tuotantolinjan puskuripaikat jaettuna tyOpisteille. Ratkaisun avulla suunnittelija voi ko-
keilla erilaisia tyopisteiden ja puskuripaikkojen maarien kombinaatioita, ja nahda heti

niitd vastaavan tuotantolinjan suorituskyvyn. (Tsadiras et al 2013)
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Chen C. et al. (2015) tekivat tutkimuksen tuotantolinjaston monikuormakuljettimen aika-
tauluttamisesta. Kuljettimen tehtavana on kuljettaa tydasemien puskuriin osia, jotka ty6-
pisteessa liitetdan tuotettavaan tuotteeseen. Tydasemilla on koko ajan oltava osia val-
miina, jotta tuotanto ei pysahdy ja linjaston suorituskyky saadaan maksimoitua. Tybase-
mien puskurit ovat kuitenkin rajoitetun kokoisia. Sen takia kuljettimen on kuljetettava osia
varastointialueelta sitd mukaa, kun tybasemien puskurit alkavat tyhjenemaan. Kayttéta-

pausta on havainnollistettu kuvassa 7.

Tuotantolinjasto
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Kuva 7: Kayttétapausta havainnollistava kuva (muokattu lahteesta Chen et al. 2015,
s. 1234)

Tutkimuksen tavoitteena oli saada paras tuottavuus tuotantolinjastosta optimoimalla tuo-
tantokapasiteetti ja materiaalien liikuttamisetaisyydet. He painottavat tehtavan olevan
haastava seuraavien syiden takia: molempien edelléd mainittujen kriteerien optimointi sa-
manaikaisesti on hankalaa, tuotteen kysyntd muuttuu jatkuvasti, monikuorma kuljetti-
mien aikatauluttaminen on hankalampaa kuin yksikuorma kuljettimien. Aikatauluttamisen

algoritmissa he kayttivat vahvistavaa oppimista. (Chen C. et al. 2015)

3.3 Valmistusprosessin hallinta

Seuraavissa aliluvuissa keskitytdan valmistusprosessin hallintaan. Tassa tydssa valmis-
tusprosessin hallinnalla tarkoitetaan valmistusjarjestelman parametrien optimointia seka

valmistusprosessin tuotteiden laadunvalvontaa.
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3.3.1 Optimointi

TyoOssa kasiteltava valmistusprosessin optimointi jaetaan kahteen erilliseen kokonaisuu-
teen: valmistuksessa kaytettavien koneiden (kuten laserleikkuri tai jyrsinkone) paramet-
rien optimointiin seka valmistusjarjestelmien lopputuotteiden geometrioiden vaihteluista
johtuvaan parametrien optimointiin. Valmistusprosessin parametrien optimoinnilla voi-
daan saavuttaa muun muassa lopputuotteen laadun paranemista ja valmistusjarjestel-
man tuottavuuden seka tehokkuuden nousemista (Arinez et al. 2020; Zimmerling et al.
2022).

Valmistusprosessin optimointiin on olemassa useita algoritmeja hyddyntavia simulointi-
tydkaluja, joiden avulla optimointi on mahdollista. Ne vaativat kuitenkin laskennallisesti
raskasta iterointia. Niiden lisdksi, nykydan on kehitetty laskennallisesti kevyempiakin op-
timointi tydkaluja, mutta niiden uudelleenkaytettavyys ja sovellettavuus muuttuviin val-
mistusprosesseihin on erittdin kapea. Kyseiseen ongelmaan on kehitetty useita ratkai-
suja koneoppimisen avulla. (Zimmerling et al. 2022, s. 214) Seuraavissa kappaleissa
esitelldan esimerkkitapauksia, joissa on kaytetty koneoppimista apuna koneiden para-

metrien optimoinnissa.

Arinez et al. (2020, s. 11) mukaan keinotekoisia neuroverkkoja on kaytetty laserleikkaa-
misessa tarkeiden parametrien, kuten lasertehon, leikkausnopeuden ja pulssitaajuuden,
optimoimiseen. Tutkimuksessa kehitetyn keinotekoisen neuroverkon avulla pyrittiin en-
nustamaan laserleikkauksen laatu parametrien perusteella. Tuloksien mukaan, keinote-
koinen neuroverkko kykeni ennustamaan laserleikkauksen laadun, seka maarittdmaan
optimaaliset parametrit laadun maksimoimiseksi. (Arinez et al. 2020, s. 11) Laserleikkaa-
misen lisaksi tekoalya on kaytetty myos kemikaalisessa mekaanisessa Kkiillotuksessa
(engl. Chemical mechanical polishing). Wang et al. (2017) ovat kehittaneet datapohjai-
sen syvan neuroverkon, joka pyrkii selvittdmaan poistetun materiaalin maaran (engl. Ma-
terial removal rate) ja kKiillotusparametrien (kuten paine ja pyorimisnopeus) valisen yh-
teyden. Kayttétapauksena heilla oli edelld mainittu kemikaalinen mekaaninen Kiillotus.
Se on toimenpide, jossa kemikaalisella reaktiolla ja mekaanisella kiillotuksella pyritaan
poistamaan Kiillotettavan tuotteen pintaviat. Kemikaalisessa mekaanisessa Kkiillotuk-
sessa optimaalisten parametrien 16ytaminen on tarkead, koska kyseisen toimenpiteen
tuottavuutta luonnehditaan poistetun materiaalin maaralla. Tutkimuksessa selvisi, etta
heidan kehittdman syvan neuroverkon avulla kyettiin selvittdmaan Kiillotusparametrien ja
poistetun materiaalin maaran valinen yhteys. Talléin kyettiin optimoimaan Kiillotuspro-

sessin parametrit. (Wang et al. 2017)
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Zimmerling et al. (2022) tekivat tutkimuksen, jossa he kehittivat koneoppimista hyédyn-
tavan algoritmipohjaisen simulointimenetelman, jonka avulla voidaan optimoida valmis-
tusprosessien parametreja. Tutkimuksessa he kayttivat kayttdtapauksena prosessia,
jossa muotoillaan kangasta erilaisilla kiinnikkeilla, mutta he painottavat, ettd kyseinen
optimointimenetelma olisi yleisesti kaytettavissa erilaisiin sovelluskohteisiin. Heidan ta-
voitteenaan oli luoda vahvistavaa oppimista kayttava koneoppimismalli, joka osaa oppia
iteratiivisesti simuloimalla optimaaliset parametrit erilaisten geometrioiden kanssa kay-
tettdvaksi. Oppimisprosessissa koneoppimismalli kaytti apunaan yleisimpia geo-
metrioita, joiden avulla se oppi kullekin geometrialle optimaalisimmat parametrit parhaan

lopputuloksen saavuttamiseksi. Tatad on havainnollistettu kuvassa 8.

0

Dpetusalgoritmi Geometria
E ? g joukko
| - U
1]
S —_—
& Keinotekoinen

neuroverkko ramulaatmmalh
S
v ¥
Lopputuotteen laatu "

E Koneoppimis- Simulaatio
o malli i)
© —

Parametri x

=0
= Uusi geometria Prosessin
E g parametrit

Kuva 8: Yksinkertaistettu kuva oppimisprosessista (muokattu lahteestd Zimmerling
et al. 2022, kuva 1).

Tulosten perusteella heidan kehittdma menetelma antoi tarkkoja arviointeja paramet-
reista, joita kaytettiin opetusvaiheen geometrioihin. Yleisten geometrioiden joukkoon
kuulumattomille geometrioille parametrien arviot eivat kuitenkaan olleet yhta tarkkoja,
mutta useimmissa tapauksissa ne olivat kuitenkin kayttdkelpoisia. Tuloksien perusteella
kyseistd menetelmaa voidaan soveltaa yleispatevasti, koska se kykenee useimmiten ar-
vioimaan optimaaliset parametrit yleisimpien geometrioiden avulla. (Zimmerling et al.
2022)
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3.3.2 Laadunvalvonta

Ty6ssa laadunvalvonnalla tarkoitetaan valmistettavan tuotteen tilan valvomista tuotan-
non aikana ja lopputuotteen laadun ennustamista. Wang et al. (2019, s. 1) mukaan laa-
dunvalvonnan avulla pyritdan tarkastelemaan, ennustamaan ja parantamaan valmistus-
jarjestelman avulla tuotettujen tuotteiden laatua. Yleisesti valmistavan teollisuuden laa-
dunvalvontaa toteutetaan tutkimalla valmiiden tuotteiden naytejoukkoa, jonka avulla py-
ritddn varmistumaan laatukriteerien tayttymisesta. Mita pidemmalle tuotteen jalostus ete-
nee monivaiheisessa valmistuksessa, sitd tiukempia laadunvalvonnan kriteerit ovat.
(Wang et al. 2019) Sama patee my0ds valmistettavan tuotteen kustannuksiin, silla jalos-
tuksessa tuotteeseen sijoitettu arvo nousee. Niinpa valmistettavan tuotteen virheet olisi-
vat parempi havaita aikaisessa vaiheessa, jolloin viallista tuotetta ei jalostettaisi pidem-
malle, tai se voitaisiin korjata sdatamalla valmistusprosessia hieman. (Wuest et al. 2014)
Tekoaly on tehokas ratkaisu datan perusteella tehtdvaan poikkeamien havaitsemiseen
ja ennustamiseen, niinpa sen avulla on kehitetty useita ratkaisuja valmistettavan tuotteen

laadunvalvonnan parantamiseen.

Wouest et al. (2014) esittelivat konseptin, jonka avulla tuotteen laatua voidaan tarkastella
koko valmistusprosessin ajan. He tutkivat tuotteen laatua tuotteen tilasta saatavan datan
avulla. Sen kasittelemiseen he sovelsivat ryhmittelyanalyysia ja ohjattua oppimista kayt-
tavaa tukivektorikonetta. Heidan tavoitteenaan oli, etta jarjestelman havaitessa liian ison
muutoksen tuotteen tilassa, se toimisi asiaankuuluvalla tavalla. Valmistusprosessia voi-
taisiin esimerkiksi hieman muuttaa tilan muutoksen korjaamiseksi, tai sitten tuote voitai-
siin romuttaa, jottei sita jalostettaisi turhaan. Teoreettisesta esimerkistd saadut tulokset
olivat lupaavia, mutta kdytannon datan puuttumisen vuoksi tuloksista ei kyetty viela te-
kemaan suurempia johtopaatoksia. (Wuest et al. 2014) Peres et al. (2019) tekivat tutki-
muksen, jossa he vertailivat useita eri koneoppimismenetelmia virheiden havaitsemi-
seen monivaiheisessa kokoonpanolinjastossa. Tutkimuksessa he kayttivat koneoppi-
misalgoritmeina seuraavia: Naiivi Bayesin luokitin (engl. Gaussian Naive Bayes), K Lahin
naapuri (engl. K-Nearest Neighbours), XGBoost (eXtreme Gradient Boosting), Random
Forest ja tukivektorikone. Kayttétapauksena heilla oli Volkswagenin Autoeuropa koripa-
jan kokoonpanolinjasto. Tydn avulla he pyrkivat ennustamaan, runkotarkastuksen tietoja
apunaan kayttaen, autoissa esiintyvid mitoitusvirheitd kokoonpanovaiheen jalkeen. Tu-
losten perusteella he havaitsivat, ettd heidan kehittdmien koneoppimismenetelmien
avulla kyetdan ennustamaan aikaisessa vaiheessa virheisiin johtavia piirteita. Niitd olisi
erittdin hankala havaita ilman tdmankaltaisia kehittyneitd data-analyysi tyokaluja. He

my0s havaitsivat, etta epalineaariset luokittelijamallit soveltuvat lineaarisia luokittelumal-
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leja paremmin heidan sovelluskohteensa kaltaiseen monimutkaiseen ymparistoéon. Par-
haiten epalineaarisista luokitteliamalleista parjasivat XGBoost ja Random Forests. Tu-
kivektorikone luokittelija antoi tarkkoja tuloksia, mutta sen opettamisessa kesti muita
huomattavasti kauemmin. Naiivi Bayesin lineaarinen luokittelija antoi testeissa epatar-

kimpia tuloksia. (Peres et al. 2019)

Wang et al. (2019) kehittivat neuroverkon, joka ennustaa keskeneraisten tuotteiden laa-
tua. Heidan kehittdma neuroverkko opetetaan raakadatan avulla erottelemaan tarkeat
piirteet, ja sen jalkeen toisen neuroverkon avulla ennustamaan lopputuotteen laadun.
Esimerkkitapauksena heilld on jauhemetallurgiaprosessi, jossa he tutkivat kyseisen pro-
sessin avulla tuotettuja autoteollisuuden metalliosia. Tuloksien perusteella heidan me-
netelmansa kykenee erottamaan suurimman osan keskeneraisista tuotteista, jotka eivat
valmistuessaan tayttaisi prosessin mittavaatimuksia. He vertailivat heidan saamiaan tu-
loksia myds muihin laadunvalvonnassa kaytettyihin yleisiin menetelmiin, kuten esimer-
kiksi tukivektorikoneeseen. Vertailun perusteella heidan menetelmansa kykenee tuotta-
maan laadukkaampia ennusteita kuin yleisesti laadunvalvonnassa kaytetyt menetelmat.
(Wang et al. 2019) Alvarado-Iniesta et al. (2012) kehittivat takaisinkytkettyyn neuroverk-
koon perustuvan jarjestelman, joka ennustaa ruiskuvalettujen esineiden taipumavikoja
valmistusvaiheessa. Neuroverkon syo6tteena on viisi parametria (kuva 9), joiden usko-
taan vaikuttavan eniten esineen vaantymiseen valmistuksessa. Monista muista toista
eroten, joissa oli kaytetty myotakytkettyja neuroverkkoja ongelman ratkaisemiseen, he
pyrkivat rakentamaan takaisinkytketyn neuroverkon. Se koostui kahdesta piilokerrok-
sesta ja tuotti ulostulonaan ennusteen valmiin tuotteen taipumasta (kuva 9). He vertaili-
vat takaisin- ja myotakytketyn neuroverkon avulla saavutettuja tuloksia keskenaan. Nii-
den perusteella takaisinkytketyn neuroverkon keskimaarainen ennustusvirhe oli 0,85245
% ja myotakytketyn 3,049 %. Tuloksista paatellen tutkimuksessa kaytetty tekniikka so-

veltuu hyvin myds muihin virhearviointitehtaviin. (Alvarado-Iniesta et al. 2012)
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Kuva 9: Yksinkertaistettu kuvaus Alvarado-Iniesta et al. (2012, kuva 2) kehittamasta
neuroverkosta, muokattu lahteesta.
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3.4 Laitteiden kunnossapito

Valmistavassa teollisuudessa tehokkaan ja laadukkaan tuotannon edellytyksena on val-
mistusjarjestelman laitteiden toimintakunnossa pysyminen. Wang et al. (2018, s. 152)
mukaan laitteen rikkoutuessa tuotannon kapasiteetti pienenee, kustannukset voivat kas-
vaa tai tuotanto voi katketa kokonaan. Rikkinaisilla koneilla valmistetut tuotteet saattavat
olla myds jollain tapaa viallisia, mikali rikkoutuminen aiheuttaa koneen normaalin toimin-
nan hairiintymisen. Valmistavassa teollisuudessa jarjestelman vioittuminen johtuu usein
kulumisesta tai epanormaaleissa oloissa toimimisesta. Talldin jarjestelman osissa voi
tapahtua murtumia, korroosiota tai esimerkiksi loppuun kulumista. (Wang et al. 2018, s.
152)

3.4.1 Ennakoiva kunnossapito

Tassa tydssa ennakoivalla kunnossapidolla tarkoitetaan: valmistusjarjestelman osien
kunnon tarkkailemista, sen pohjalta tehtavaa jaljella olevan kayttéian arvioimista ja huol-
tojen maarittamista naiden perusteella. Lisaksi tassa tydssa tydkoneiden tydstoparamet-
rien optimointi koneen toiminta-ajan maksimoimiseksi sisallytetdan ennakoivaan kun-
nossapitoon. Wang et al. (2018, s. 152) mukaan alykkaan huoltostrategian kehittdminen
on tarkeaa, jotta valmistavan teollisuuden tuottavuutta kyetdan nostamaan vahentamalla
huoltokustannuksia. Sen avulla voidaan maarittda, missa kunnossa toiminnassa olevat
koneet ovat tietylla ajanhetkelld, ja siten ennustamaan, milloin huollot tulisi suorittaa.
(Wang et al. 2018, s. 152) Ennakoivan kunnossapidon tekoalysovelluksien avulla voi-
daan kyeta saavuttamaan merkittavia parannuksia tuotannossa. Kraul} et al. (2019) ker-
tovat, ettd niiden avulla kyetdan optimoimaan koneen yleista tehokkuutta, vdhentdmaan
hukka-aikaa jopa 50 %:lla ja vahentamaan huoltokustannuksia jopa 40 %:lla. Kehittynei-
den anturiteknologioiden ja data-analysointityokalujen johdosta, dataan pohjautuvat me-
netelmat ovat yleistyneet koneiden kunnon tarkkailemisessa. Aikaisemmin antureista
saatava raakadataa on ollut haastavaa analysoida, mutta syvaoppimistekniikoiden ke-
hittyminen on mahdollistanut oppimisen suoraan raakadatasta. (Zhao et al. 2017, s. 1)
Sen takia syvaoppiminen onkin varsin paljon hyédynnetty koneoppimisen sovellus en-

nakoivassa kunnossapidossa.

Zhao et al. (2017) ovat kehittdneet koneen kuntoa tarkastelevan jarjestelman, jossa he
ovat hyoédyntaneet syvaa konvoluutioneuroverkkoa. Tutkimuksessaan he kayttivat nu-
meerisesti ohjatuista jyrsinkoneista saatua dataa, jonka he kerasivat dynamometrin ja
kolmen kiihtyvyysmittarin avulla. Dynamometri oli sijoitettu tydstettavan kappaleen ja ko-

neistuspdydan valiin mittaamaan leikkausvoimaa. Kiihtyvyysmittarit olivat asennettu
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tyostettavaan kappaleeseen mittaamaan tyostékoneen tyokalun tarinda x-, y- ja z-suun-
nissa. Tydstokoneen parametreina he kayttivat seuraavia arvoja: karan pyérimisnopeus
10400 rpm, syoéttdbnopeus x-suunnassa 1555 mm/min, sateittdinen leikkuusyvyys y-
suunnassa 0,125 mm, aksiaalinen leikkuusyvyys z-suunnassa 0,2 mm. Taman raakada-
tan perusteella, heidan mallinsa tehtavana on ennustaa koneen tytkalun kulumaa. Ver-
tailussa muihin perusmenetelmien avulla luotujen mallien tuottamiin tuloksiin, heidan ke-
hittdma malli kykeni suoriutumaan paremmin datan analysoimisesta ja tydkalun kulumi-

sen arvioinnista. (Zhao et al. 2017)

Malhi et al. (2011) tekivat tutkimuksen, jossa he kehittivat uuden kilpailevan oppimistek-
niikan syvan takaisinkytketyn neuroverkon opettamiseen. Tutkimuksessa he tutkivat uu-
den opettamistekniikan avulla koulutettua syvan takaisinkytketyn neuroverkon kykya en-
nustaa koneen pitkdaikaista kuntoa. Koneen kunnon ennustamiseen he kayttivat laake-
reista kerattyd varahtelydataa. Se keréattiin halkaisijaltaan 52 mm:n laakerista ja pyori-
misnopeutena he kayttivat 1200 rev/min. Jotta he saisivat laakerin vikaantumaan nope-
ammin, he vioittivat sitd mittausta ennen tekemalla 0,27 mm:n naarmun laakerin ulom-
man renkaan pintaan. Laakeri muuttui toimintakyvyttdmaksi noin 2,7 miljoonan kierrok-
sen jalkeen. Varahtelydataa he kerasivat noin 7 minuutin vélein, jolloin he kerasivat ko-
konaisuudessaan 314 eri datajoukkoa. Lopuksi he vielad esikasittelivat datan ja ottivat
talteen tarkeimmat tiedot tutkimusta varten. Heidan tekemissa testitapauksessa kilpaile-
van oppimisen avulla kyetaan ennustamaan koneen pitkaaikaista kuntoa tarkasti. Perin-
teiseen asteittaiseen opettamiseen verrattuna, kilpaileva opettaminen kykeni ennusta-
maan laitteen pitkaaikaista kuntoa paremmin. He kuitenkin tarkentavat, etta tutkimuk-
sessa kaytettiin ainoastaan muutamaa testitapausta, joten laajempi testaaminen olisi tar-

peen ennen kuin kyseista tekniikkaa voitaisiin soveltaa yleisemmin. (Malhi et al. 2011)

Pashazadeh et al. (2016) kehittivat ratkaisun pistehitsauksessa esiintyvaan ongelmaan,
jossa hitsauselektrodin halkaisijan muuttuminen on pyrittava estamaan. Ratkaisussaan
he kayttivat tilanteeseen tarkoitettua optimointialgoritmia, jonka oppimiskyvyn kehittami-
seen he kayttivat neuroverkkoja. Tutkimuksessa selvisi, ettd heidan kehittdma algoritmi
kykenee selvittdmaan optimaalisen hitsausajan, -paineen ja -virran. Ratkaisun avulla he
onnistuivat laskemaan optimaalisen maaran hitsauspisteitd, jonka jalkeen on suoritet-
tava hitsauselektrodin karjen uudelleenmuotoilu koneistamalla. Talldin saadaan estettya

hitsauselektrodin halkaisijan muuttuminen. (Pashazadeh et al. 2016)
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3.4.2 Kunnonvalvontaan perustuva kunnossapito

Kunnonvalvontaan perustuvassa kunnossapidossa vianmaaritykset ja jaljella olevan
kayttéian arviointi on ensiarvoisen tarkeaa, silla niiden avulla voidaan varmistaa jarjes-
telman luotettavuus (Zhang et al. 2018, s. 42). Tallaisessa kunnossapidossa vian havait-
seminen ja maarittdminen alkaa yleisesti ottaen kaynnissa olevien koneiden anturien

tuottaman tiedon tarkoista analyyseista (Niu et al. 2007, s. 215).

Niu et al. (2007) tekivat tutkimuksen, jossa he suorittivat vianmaarityksen seitsemalle
induktiomoottorille. He kayttivat tutkimuksessaan viitta eri luokittelualgoritmia: tukivekto-
rikone, lineaariset erotteluanalyysit (engl. Discriminant Linear Analysis), K Lahin naapuri,
Random forests, Kohosen neuroverkko. Laitteen kunnon tutkimiseen he kayttivat viitta
erilaista anturien avulla kerattya signaalia: tarina, virta, jannite ja kahdella eri tavalla ke-
ratty magneettivuo. Ensimmainen magneettivuosignaali kerattiin staattorin hampaan ym-
parilté ja toinen staattorin urasta. Tulosten perusteella Random forests —algoritmi ja tu-
kivektorikone-algoritmi kykenivat ideaaliseen tarkkuuteen ja vakauteen erilaisten signaa-
lien tulkitsemisessa. Kohosen neuroverkot puolestaan saavutti kaikista epatarkimmat tu-
lokset. Toisen magneettivuosignaalin avulla saatiin parhaimmat tulokset jokaisella luo-
kittelualgoritmeilla. Ensimmaisellda magneettivuo-, tarina- ja jannitesignaaleilla saatiin
keskenaan yhta tarkkoja ja vakaita tuloksia. Virtasignaalin avulla saavutettiin puolestaan
kaikista heikoimmat tulokset. (Niu et al. 2007, s. 219-220).

Chen Z. et al. (2015) ovat soveltaneet syvaa konvoluutioneuroverkkoa vaihdelaatikkojen
vikojen tunnistamiseen ja luokittelemiseen. Menetelma pyrkii havaitsemaan viat vaihde-
laatikosta keratysta tarinasignaalista, jota he kerasivat kiihtyvyysanturin avulla. Tutki-
muksessaan he ovat kayttaneet 20:ta eri testitapausta, joista jokainen sisaltéa 12 eri-
laista perusolosuhteiden yhdistelmaa. Lopuksi he vertasivat heidan menetelmansa
avulla saavutettuja tuloksia tukivektorikoneen avulla saavutettuihin tuloksiin. Vaihdelaa-
tikon vikojen luokittelemisen onnistumisessa syvan konvoluutioverkon avulla saavutettiin
96,8 %:n keskiarvo, 2,57 %:n keskihajonta ja 97,7 %:n mediaani. Tukivektorikoneen vas-
taavat tulokset olivat: 67,8 %, 6,49 % ja 66,8 %. Tuloksien perusteella syvan konvoluu-
tioverkon luokittelemiskyky vaikuttaa ylivoimaiselta tukivektorikoneeseen nahden. He to-
teavat, ettd menetelman avulla voidaan parantaa teollisuuden valmistusprosessien huol-
torutiineja, vahentdmalla kustannuksia, takaamalla jatkuvan tuotannon ja oikeanlaisten

tarvikkeiden avulla, reaaliaikaisen vianmaarityksen. (Chen Z. et al. 2015)
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4. POHDINNAT

Seuraavassa kappaleessa tarkastellaan kirjallisuustutkimuksen tuloksia ja tutkitaan tut-

kimuskysymyksiin saatuja vastauksia:
1. Missa valmistavan teollisuuden sovelluskohteissa tekoalya kaytetaan?
2. Mita hyotya tekoalyn avulla saavutetaan valmistavassa teollisuudessa?
3. Minkalaisia haasteita tekoalyn kayttamisessa valmistavassa teollisuudessa on?

Tutkimuskysymysten vastausten analysoinnin jalkeen pohditaan vield yleisesti tekoalyn

kehittymista seka mahdollisuuksia tulevaisuudessa.

4.1 Tekoalyn sovelluskohteet valmistavassa teollisuudessa

Valmistavan teollisuuden tekoalyn sovelluskohteita esiteltiin luvussa 3. Tydssa sovellus-
kohteet jaoteltiin neljdan erilliseen osaan: valmistuskustannusten ennakoiva laskenta,
tuotannonsuunnittelu, valmistusprosessin hallinta ja laitteiden kunnossapito. Taulukossa
1 on yhteenveto luvussa 3 esitetyistd tekoalyn sovelluskohteista ja tekniikoista, joiden

avulla tekoalya on toteutettu.

Taulukko 1: Tydssa esitellyt tekoalyn sovellukset valmistavassa teollisuudessa

Prosessi Sovelluskohteet Tekniikka
Autojen jarrukomponenttien valmistus Neuroverkot

Suurten tilauksesta suunniteltavien pai- | Neuroverkot

Valmistuskustannus- | hakattiloiden valmistus

ten ennakoiva las-

kenta
Lentokoneen rungon rakenneosien val- | Tukivektorikone
mistus Neuroverkot
Tuotannon aikatauluttaminen Tukivektorikone
Neuroverkot
Tuotannonsuunnit- Agentit
telu
Resurssien kohdentaminen Neuroverkot
Agentit
Valmistusjarjestelman koneiden para- Neuroverkot
Valmistusprosessin | metrien optimointi Syvat neuroverkot

hallinta
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Valmistettavan tuotteen reaaliaikainen Tukivektorikone
laadunvalvonta

Lopputuotteen virheiden ennustaminen | Tukivektorikone
Neuroverkot

Tyostokoneen kayttoidn ennustaminen | Syvat neuroverkot

Laakerien vikojen ennustaminen Neuroverkot
Lalttelden. kunnossa- Induktiomoottorin vianmaaritys Tukivektorikone
pito
Neuroverkot
Vaihdelaatikkojen vianmaaritys Syvat neuroverkot

Kuten tuloksista voidaan havaita, tutkimuksessa esitellyissa sovelluskohteissa tekoalya
kaytetdan paljon lopputuloksien ennustamiseen ja arvioimiseen saatavilla olevan datan
pohjalta. Jokaisessa sovelluskohteessa valmistusjarjestelmiin on luotu alykkyytta kone-
oppimistekniikoiden avulla. Oppimiskyvysta huolimatta suurimmassa osassa sovelluk-
sia, tekoaly ei hallitse valmistusjarjestelman toimintaa itsenaisesti, vaan se toimii ihmis-
ten paatdksenteon ja datan tulkitsemisen apuvalineena. Tulosten perusteella voidaan
my0Os todeta, ettd tekoalyn sovellettavuus valmistavassa teollisuudessa on laajaa, ja
useat tekniikoista ovat alasta seka valmistusprosessista riippumattomia. Tekoalyn sovel-
lettavuus ei siis rajoitu ainoastaan tutkimuksessa esitettyihin sovelluskohteisiin, vaan sita
voidaan hyoddyntaa lahes kaikissa sovelluksissa, joista on kerattavissa paatoksentekoon
vaikuttavaa informaatiota. Tyon sovelluskohteisiin on kehitetty useita muitakin ratkaisuja
tekoadlyn avulla, ja tulevaisuudessa kehitetdan varmasti lisda uusia ratkaisuja. Tassa
tyossa esitellyt tekniikat ovat esimerkkiratkaisuja kyseisissa sovelluskohteissa toimivaksi

todetuista tekniikoista.

4.2 Tekoalyn hyodyt valmistavassa teollisuudessa

Tutkimustulosten perusteella tekoalyn avulla valmistavassa teollisuudessa voidaan saa-
vuttaa merkittdvaa kilpailuetua yrityksiin nahden, jotka eivat hydédynna tekoalya. Teko-
alyn avulla voidaan tulkita prosesseista kerattavaa tietoa tavalla, jota ihmisen olisi erittain

vaikea tulkita muuten. Esimerkiksi neuroverkkojen avulla voidaan mallintaa tapauksia
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ilman, ettd matemaattista mallia tunnetaan. Valmistusjarjestelmien matemaattisten mal-
lien avulla simuloimiseen verrattuna, neuroverkot ovat huomattavasti tehokkaampia apu-
valineita valmistusjarjestelmien suunnittelussa. Simulointi vaatii raskasta iterointia, kun
taas opetetut neuroverkot kykenevat laskemaan tulokset opetusdatasta paatellen. Li-
saksi pienenkin jarjestelmaan tehtdvan muutoksen takia simuloinnissa olisi luotava uusi
matemaattinen malli. Neuroverkkomalli vaatisi ainoastaan uudelleenkouluttamista uu-

den opetusdatan avulla.

Yleisesti koneoppimistekniikoiden avulla kyetdan arvioimaan tehokkaasti eri muuttujien
vaikutusta lopputulokseen. Tydssa esiteltyjen tutkimusten tuloksista voidaan paatella,
ettd koneoppimistekniikoiden avulla luodut ennustukset ovat todella tarkkoja, ja etta il-
man tekoalya niiden muodostaminen vaatisi merkittdvaa ammattitaitoa seka jarjestelman
tuntemista. Koneoppimisen avulla valmistusjarjestelmista voidaan tehda myés muuntau-
tumiskykyisempid. Sen avulla jarjestelma on kykenevainen tunnistamaan erilaisia tilan-
teita ja sdatamaan laitteiden parametrit tarpeen mukaisiksi. Naiden ominaisuuksien takia

koneoppimistekniikat ovat hyddyllisia apuvalineitd valmistavassa teollisuudessa.

Laaduntarkkailussa ja laitteiden kunnossapidossa tekoalyn avulla kyetaan vahentamaan
tuotannon seisokkiaikaa ja parantamaan tuotannon laatua. Koneoppimistekniikoiden
luokitteluominaisuuksien ansiosta, valmistettavasta tuotteesta tai valmistusjarjestelman
laitteesta keratysta informaatiosta kyetaan havaitsemaan normaalista poikkeavia piirteita
erinomaisella tarkkuudella. Edes ihminen ei kykenisi havaitsemaan pienimpia muutok-
sia, joita keratysta datasta voidaan jo aikaisessa vaiheessa havaita tekoalyn avulla. Nain
ollen tekoalyn avulla saadaan tehokkaasti vahennettya vioittuneiden lopputuotteiden
maaraa, tunnistamalla joko valmistettavan tuotteen viallisuus tai laitteen vikaantuminen

ja huoltotarpeet tarpeeksi ajoissa.

4.3 Tekoalyn kayton haasteet valmistavassa teollisuudessa

Tekoalyn soveltamisessa valmistavassa teollisuudessa on myos haasteita. Esimerkiksi
koneoppimistekniikoita hyddynnettdessa on otettava huomioon, ettad mallien laatu on riip-
puvainen niihin kaytetyn opetusdatan laadusta. Epatarkan opetusdatan avulla opetettu
koneoppimismalli antaa todennakdisesti virheellisia tuloksia, jolloin ihmisen on kyettava
havaitsemaan ne seka korjaamaan tilanne. Tuloksien huolellinen tarkastelu on myds tar-
keda. Erityisesti mallinnettaessa koneoppimistekniikoiden avulla tilannetta, jossa mate-
maattista mallia ei tunneta. Neuroverkkojen avulla tuotettuja tuloksia voidaankin kuvitella
mustana laatikkona, koska niitd on mahdoton esittaa teoreettisesti (Cavalieri et al. 2004).

Tuloksien virheellisyyteen on lahes aina mahdollisuus, jos kayttaja ei osaa teoreettisesti
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todentaa tuloksien paikkansapitavyytta. Nain ollen tekoalyn avulla tuotettuja malleja ja

analyyseja on tarkasteltava kriittisesti, kunnes ne ovat todistettu toimiviksi.

Tekoalyn hyédyntaminen vaatii my6s suuren maaran ammattitaitoa ja tietdmysta. Val-
mistusjarjestelmasta keratysta tiedosta on erotettava hyodyllinen ja turha tieto erikseen.
Usein keratty data on esikasiteltava, jotta sitd kyetdan hyédyntamaan. Useissa tydssa
esitellyissa tutkimuksissa mainittiin, ettd raakadatan kasitteleminen vaatii merkittavaa
tietoteknillistd osaamista. Syvia neuroverkkoja kaytettdessa esikasittely voidaan jattaa
algoritmin hoidettavaksi. Tama ominaisuus onkin yksi syvaoppimisen suurimmista
eduista. Jarjestelmaan ja kayttotarkoitukseen sopivan tekoalysovelluksen valinta voi olla
haastavaa tekoalytekniikoiden suuren maaran takia. Valinnassa on otettava huomioon
myds tekodlysovelluksen integroituminen valmistusjarjestelman muiden ohjelmistojen ja
laitteistojen kanssa. Mikali valittu tekodlysovellus sisaltda koneoppimista, jarjestelma on

myds osattava opettaa oikein.

Tayden hyddyn saavuttamiseksi tiedonkeruumenetelmia ja tekoalysovelluksia, kuten
mita tahansa tietokoneohjelmistoja, on yllapidettava seka tarpeen vaatiessa kehitettava.
Tekoalyn kayttdonottaminen ja ohjelmistojen yllapitdminen voi vaatia yritykseltd merkit-
tavia investointeja. Suunnitelmallisesti ja huolellisesti kayttéonotettuna, tekoalyn avulla
pitaisi kuitenkin kyeta parantamaan valmistusjarjestelmien kannattavuutta ja tuottavuutta
tulevaisuudessa tai nykyhetkessa. Mikali tama ehto ei toteudu, kannattaa tekoalyn hyo-
dyntamisen paamaaraa miettia uudelleen. Useat tydssa esitellyista tekoalysovelluksista
on toteutettu tutkimusolosuhteissa, joten tuloksiin on suhtauduttava hieman kriittisesti.
Kaytannon valmistavan teollisuuden sovelluksissa voisi esiintya odottamattomia muuttu-
jia, jolloin teoriassa toimivan tekoalysovelluksen kayttdonottaminen voisi kaytannossa

tuottaa odottamattomia haasteita, ja mahdollisesti tulokset eivat olisi yhta tarkkoja.

4.4 Tekoaly nykyaan ja tulevaisuuden nakymat

Tekoalyn tutkiminen ja uusien tekniikoiden kehittdminen on ollut suuressa nousussa,
silld niihin liittyvien julkaisujen maara on noussut merkittavasti varsinkin 2000-luvulla.
Yhteiskunnan digitalisoitumisen ja tietotekniikan nopean kehittymisen johdosta, tekoaly-

julkaisujen maaran nousun ei ainakaan pitdisi hidastua tulevaisuudessa.

TyGssa esiteltyjen tutkimusten tulosten perusteella voidaan todeta melko luotettavasti,
ettd tekoalyn avulla kyetdan parantamaan valmistavan teollisuuden tuottavuutta, tuotan-
non laatua ja helpottamaan suunnittelua. Tuloksia tarkasteltaessa ei kuitenkaan otettu

huomioon tekoalyteknologiaan investoitavan rahan maaraa, joten teknologian avulla
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saavutetun hyédyn takaisinmaksuaikaa ja tarkempia kannattavuuden lukuja on mahdo-
tonta selvittdd. Osa nykypaivan valmistavan teollisuuden yrityksista saattaakin viela
epailla tekoalyn avulla saavutettuja hyétyja. Pienemmissa yrityksissa tekoalytekniikoiden
soveltamisen mahdollisena esteena saattaa olla esimerkiksi niiden kayttdonottamiseen
ja yllapitamiseen sijoitettavan pddoman maara, seka pieni skeptisyys uusia teknologioita
kohtaan. Tulevaisuudessa tekoalyteknologian kehittyessa, tekoalyn soveltaminen val-

mistavassa teollisuudessa tulee hyvin todennakoisesti yleistymaan entisestaan.

Reaalimaailman ilmididen mallintamiseen perustuvat tekoalymenetelmat ovat vahenty-
neet, ja kerattdvaan tietoon perustuvat menetelmat ovat yleistyneet niiden hyvan suori-
tuskyvyn vuoksi (Ailisto et al. 2018, s. 55). Syvat neuroverkot ovat hyva esimerkki dataan
perustuvasta tekoalytekniikasta, koska ne kykenevat hyddyntamaan raakadataa ja en-
nustamaan tuloksia sen perusteella. Syvaoppimista tutkitaan nykypaivana paljon, jonka
takia tydssa on pyritty tuomaan syvaoppimisen avulla toteutettuja ratkaisuja erilaisiin val-
mistavan teollisuuden ongelmiin. Tutkimusten perusteella syvaoppimisella on viela
enemmankin potentiaalia kehittyd, joten tulevaisuudessa sen avulla voidaan saavuttaa

merkittavia keksintdja valmistavan teollisuuden tekoalysovelluksissa.

Taman hetken tekoalysovellukset valmistavassa teollisuudessa voidaan kategorisoida
kapeaan tekoalyyn. On kuitenkin huomioitava, etta tassa tyossa esitellyista tekoalyso-
velluksista suurin osa on kehitetty jo ennen 2020-lukua, joten uusimmat sovellukset saat-
tavat olla kehittyneempia. Tasta huolimatta yleisen tekodlyn saavuttaminen vaatii viela
paljon tekoalytekniikoiden tutkimista ja kehittamista. Nykyaan koneoppimisessa kayte-
tdan paljon ohjattua oppimista. Yleisen tekoalyn saavuttamista helpottaisi kuitenkin lait-
teiden ohjaamaton tai vahvistava oppiminen. Tulevaisuudessa ohjaamaton ja vahvistava
oppiminen tulevat todennakaoisesti yleistymaan, koska niiden avulla laite kykenisi laajem-

paan itsendiseen ajatteluun ja toimintaan.
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5. YHTEENVETO

Tyo6n tavoitteena oli tutkia, missa valmistavan teollisuuden sovelluskohteissa tekoalya
kaytetdan, ja mitad hydtyja sen avulla kyetddn saavuttamaan. Lisaksi tydssa tutkittiin ja
pohdittiin tekoalyn kaytén mukana tulevia haasteita. Ty6ssa maaritettiin kolme tutkimus-

kysymysta, joihin vastaamalla pyritdan saavuttamaan tyon tavoitteet.

Alussa maariteltiin tydssa kasiteltdva tekoaly. Tekoalylle ei ole selkedd maaritelmaa, jo-
ten tassa tydssa tekodly maariteltiin joukoksi tekniikoita, joiden avulla laite kykenee
muuntautumaan, parantamaan toimintaansa ja tekemaan jarkevia ratkaisuja. Laitteen
muuntautumiskyvyn ja toiminnan parantamisen edellytyksend on oppimiskyky, jota lait-
teeseen voidaan luoda erilaisten koneoppimistekniikoiden avulla. Tyéssad koneoppimi-
sella tarkoitetaan, etta laite kykenee oppimaan ilman kyseisen ongelman ratkaisun Kkir-
joittamista ohjelmistokoodiksi. Koneoppimistekniikoista tydssa tarkasteltiin tarkemmin
neuroverkkoja, syvien neuroverkkojen avulla toteutettua syvaoppimista seka tukivektori-

konetta.

Tyossa keskityttiin tarkastelemaan tekoalyn sovelluksia neljalla eri valmistavan teollisuu-

den osa-alueella. Nama osa-alueet jaettiin seuraavanlaisesti:

e Valmistuskustannusten laskenta, jossa keskityttiin aikaisessa vaiheessa suoritet-

tuun valmistuskustannusten laskemiseen.

e Tuotannonsuunnittelu, joka jaettiin tuotannon aikatauluttamiseen seka resurs-

sien jakamiseen.

e Valmistusprosessin hallinta, joka jaettiin valmistusjarjestelman parametrien opti-

mointiin ja tuotannon laadunvalvontaan.

o Laitteiden kunnossapito, joka jaettiin ennakoivaan kunnossapitoon ja kunnonval-

vontaan perustuvaan kunnossapitoon.

Jokaisella osa-alueella tutkittiin erilaisten tekodlysovellusten avulla ratkaistuja ongelmia
seka niiden avulla saavutettuja hyotyja. Osa-alueilla esitellyt tekoalysovellukset pyrittiin
valitsemaan siten, etta jokaiselle osa-alueelle olisi eri tekoalytekniikoiden avulla |6ydet-
tyja ratkaisuja. Lopuksi koostettiin yhteen tekoalysovellukset eri valmistavan teollisuuden
osa-alueilla ja pohdittiin tutkimuskysymysten avulla tutkimuksen tuloksia ja tekoalyn tu-

levaisuutta valmistavassa teollisuudessa.

Valmistavassa teollisuudessa tekodly voi toimia joko paatdksenteon tukena tai itsenai-

sesti sdadelld ja tarkkailla valmistusprosessia optimaalisen tuloksen saavuttamiseksi.
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Ensimmaiseen tutkimuskysymykseen voidaan todeta, etta tekoadlya voidaan soveltaa la-
hes jokaisella valmistavan teollisuuden osa-alueella, josta on kerattavissa lopputulok-
seen vaikuttavaa dataa. Tulosten perusteella voidaan todeta, ettd tekoalyn avulla kye-
taan saavuttamaan merkittavaa hyotya jokaisella tydssa kasitellyilla neljalla osa-alueella.
Aikaisessa vaiheessa tehtdvassa valmistuskustannusten laskennassa tekoalyn avulla
voidaan ennustaa valmistuskustannukset tehokkaasti ja tarkasti. Tuotannonsuunnitte-
lussa tekoalyn avulla kyetadan aikatauluttamaan tuotantoa, optimoimaan koneiden pus-
kuripaikkojen maaria ja minimoimaan materiaalin kasittelyyn kaytetty aika. Valmistuspro-
sessin hallinnassa tekoalyn avulla voidaan optimoida valmistusjarjestelman laitteiden
parametrit, maksimoida laitteen kayttdika optimoimalla parametrit, tarkkailla valmistetta-
van tuotteen tilaa, ennustaa lopputuotteen laatukriteerien tayttymista ja reagoida tilan-
teeseen vaaditulla tavalla. Laitteiden kunnossapidossa tekodly kykenee tarkkailemaan
laitteen kuntoa, ennustamaan huollontarvetta, havaitsemaan poikkeavuudet laitteen toi-
minnassa ja maarittdamaan laitteen viat. Naiden lisaksi eras tekoalyn suurimmista hy6-
dyista on koneoppimismallien tehokkuus, nopea mukautuvuus seka laaja sovellettavuus.
Tybssa pohdittiin, ettéd suurimpina haasteina tekoalyn soveltamiselle ovat valmistusjar-
jestelmasta keratyn datan laatu, datan esikasittely, tekoalysovelluksien monimutkaisuus

kaytanndssa ja tekoalysovelluksien kayttdonottoon laitettavien investointien suuruus.

Tulosten perusteella tydssa paateltiin, etta tekoalysovellukset ovat erittain laajasti sovel-
lettavissa, eivatka ne rajoitu ainoastaan tutkimuksessa kasiteltyihin valmistavan teolli-
suuden osa-alueisiin. Tydssa keskityttiin kasittelemaan tarkemmin neljaa eri valmistavan
teollisuuden osa-aluetta. Nain ollen tydsta jai kasittelematta muita valmistavan teollisuu-
den osa-alueita, joissa tekoalylla olisi potentiaalia tehostaa yrityksien toimintaa. Lisaksi
tyossa tarkasteltiin tekoalya l1ahinna oppimisen ja mukautumiskyvyn nékokulmasta, joten
tyossa ei kasitelty fyysisten laitteistojen itsenaista toimintaa ja reagoimista keratyn datan

perusteella.

Tutkimuksen tulosten perusteella paateltiin, ettéd tekoalyllda on suuri merkitys yrityksen
kilpailukykyyn muihin yrityksiin nahden. Tekoalya soveltamalla yritys voi nostaa tuotta-
vuutta, vahentdd hukkaresursseja ja vahentaa tuotannon seisokkiaikaa. Tydssa pohdit-
tiin, ettd tulevaisuudessa valmistava teollisuus tulee automatisoitumaan lisda. Nain ollen
tekoalyn merkitys valmistavassa teollisuudessa tulee korostumaan entisestdan. Ai-
heesta tehtavissa jatkotutkimuksissa voitaisiinkin tutkia alykkaiden laitteiden integrointia
keskenaan ja tekoalyn soveltamista alykkaiden tehtaiden tasolla. Vaihtoehtoisesti voitai-

siin tutkia alykkaiden fyysisten laitteiden sovelluskohteita valmistavassa teollisuudessa.
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