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Kandidaatintyössä tutkitaan ristikkorakenteen diskreettiä optimointia. jolloin ristikon sauvojen
poikkileikkaukset valitaan profiililuettelosta. Ristikon diskreetissä optimoinnissa ratkaisujen määrä
kasvaa eksponentiaalisesti sauvojen lukumäärään kasvaessa, joten kaikkien ratkaisujen tarkas-
taminen ei ole mahdollista. Siksi optimointiin on kehitetty erilaisia algoritmeja, joiden avulla opti-
mointi voidaan suorittaa kohtuullisilla tietokoneresursseilla. Kandidaatintyössä optimointiin käyte-
tään metaheuristisia algoritmeja, joilla voidaan ratkaista diskreettejä optimointiongelmia.

Tutkimuksessa suoritetaan kirjallisuuskatsaus optimoinnin teoriasta ja metaheuristisista opti-
mointialgoritmeista ja sen lisäksi työssä minimoidaan kirjallisuudessa yleisesti käytettyjen 10- ja
15-sauvaisten ristikoiden massaa. Ristikot mallinnetaan yksinkertaisina rakenteina, jolloin sauvoi-
hin kohdistuu vain normaalivoimaa. Eurokoodin mukaista mitoitusta ei oteta huomioon. Optimointi
suoritetaan mitoitusoptimoinnin avulla, jolloin ristikon sauvojen lukumäärä ja solmupisteiden koor-
dinaatit määritetään ennen optimointia. Optimoinnin tuloksena saadaan tietoon ristikon poikkileik-
kausten pinta-alat, joiden avulla voidaan laskea ristikon massa.

Optimoinnissa käytetään Python-ohjelmointikielellä ohjelmoituja algoritmeja. Optimointi suori-
tetaan geneettisellä algoritmilla (GA), parveilualgoritmilla (PSO) ja muurahaisyhdyskuntaoptimoin-
tialgoritmilla (ACO). Optimointituloksia verrataan kirjallisuudesta saataviin tuloksiin. Kandidaatin-
työssä esitellään myös mehiläisyhdyskuntaoptimointialgoritmin (ABC) toimintaa yleisellä tasolla.

Työssä käytettävistä algoritmeista parveilualgoritmi antoi vastaavia tuloksia kuin kirjallisuudes-
ta saatavat tulokset, mutta geneettisen algoritmin ja muurahaisyhdyskuntaoptimointialgoritmin tu-
lokset olivat huonompia. Kirjallisuuskatsauksen perusteella parveilualgoritmin lisäksi geneettinen
algoritmi, muurahaisyhdyskuntaoptimointialgoritmi ja mehiläisyhdyskuntaoptimointialgoritmi anta-
vat lupaavia tuloksia, joten metaheuristiset optimointialgoritmit soveltuvat yksinkertaisen ristikon
optimointiin hyvin. Kandidaatintyön perusteella ei kuitenkaan saatu selville, mitkä metaheuristisis-
ta algoritmeista soveltuvat optimointiin parhaiten, sillä geneettisen algoritmin ja muurahaisyhdys-
kuntaoptimointialgoritmin tulokset eivät vastanneet kirjallisuudesta saatuja tuloksia.

Avainsanat: diskreetti optimointi, metaheuristiset algoritmit, ristikon optimointi, parveilualgoritmi,
geneettinen algoritmi
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1. JOHDANTO

Rakennesuunnittelijoiden tavoitteena on suunnitella rakenne, joka kestää siihen kohdis-

tuvat rasitukset ja jonka rakentaminen on mahdollisimman taloudellista. Rakenteiden op-

timoinnin avulla osa rakennesuunnittelijan työstä voidaan siirtää tietokoneen laskettavak-

si, jolloin suunnittelusta saadaan tehokkaampaa. Optimoinnin tavoitteena on muodostaa

rakenne, joka kestää sille annetut kuormat parhaalla mahdollisella tavalla [1, s. 1]. Par-

haan rakenteen määritelmä ei ole yksiselitteinen, mutta yleensä optimoinnin tavoitteena

on minimoida rakenteen massaa.

Tampereen yliopistossa on tutkittu rakenteiden optimointia: esimerkiksi Mela [2] tutki väi-

töskirjassaan teräsristikon topologian optimointia, Huusko [3] tutki diplomityössään teräs-

ristikon diskreettiä optimointia, Keskinen [4] tutki diplomityössään teräskehän optimointia

ja Tiainen [5] tutki väitöskirjassaan teräskehän ja ristikkorakenteen diskreettiä optimoin-

tia ottaen huomioon eurokoodin mitoitusohjeet. Tampereen yliopiston rakennetekniikan

tutkimusryhmä on kehittänyt python-ohjelmointikielellä eri optimointialgoritmeja, joita hyö-

dynnetään tässä kandidaatintyössä.

Tutkimuksen tavoitteena on minimoida 10- ja 15-sauvaisten ristikoiden massaa. Ristikot

mallinnetaan yksinkertaisina rakenteina, jolloin sauvoihin kohdistuu vain normaalivoimaa.

Optimointi suoritetaan mitoitusoptimoinnin avulla, jolloin optimoinnin tuloksena saadaan

tietoon sauvojen poikkileikkausten pinta-alat. Ristikon massaa ei kuitenkaan minimoida

ilman rajoitusehtoja, sillä sauvojen pitää kestää niihin kohdistuvat rasitukset eivätkä risti-

kon solmupisteiden siirtymät saa ylittää annettuja raja-arvoja. Eurokoodin mitoitusohjeita,

kuten sauvojen nurjahdusta tai sauvojen liitosten kestävyyttä ei oteta huomioon, koska

optimointiongelma halutaan pitää yksinkertaisena. Tutkimuskysymyksenä on, että miten

ristikkorakenteen massaa voidaan minimoida käyttäen diskreettejä suunnittelumuuttujia.

Tutkimus rajataan ristikkorakenteiden diskreettiin optimointiin. Diskreetissä optimoinnis-

sa suunnittelumuuttujien arvot ovat diskreettejä eli epäjatkuvia, jolloin optimointiongel-

maa kutsutaan kombinatoriseksi. Ristikkorakenteen optimoinnissa suunnittelumuuttujia

ovat sauvojen poikkileikkausten pinta-alat. 10-sauvaisen ristikon sauvojen poikkileikkauk-

set valitaan taulukosta A.1, jossa on 42 eri poikkileikkausta. Diskreetissä optimoinnissa

ratkaisujen määrä kasvaa eksponentiaalisesti sauvojen lukumäärän kasvaessa. Kun 10-

sauvaisen ristikon sauvojen eri poikkileikkausten lukumäärä on 42, mahdollisia ratkaisuja
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on 4210, joten kaikkien ratkaisujen tarkastaminen ei ole mahdollista rajallisten tietokone-

resurssien takia.

Optimointimenetelmät voidaan jakaa kahteen kategoriaan: deterministisiin ja stokastisiin

menetelmiin. Determinististiset menetelmät perustuvat matematiikkaan, jolloin optimoin-

titulos voidaan toistaa samoilla alkuarvoilla. Stokastiset menetelmät sisältävät satunnai-

suutta, jolloin optimointitulos muuttuu, vaikka käytetään samoja alkuarvoja. Kandidaatin-

työssä optimointiin käytetään metaheuristisia optimointialgoritmeja, jotka ovat stokastisia

algoritmeja. Metaheuristiset algoritmit soveltuvat ristikon optimointiin, koska niillä voidaan

ratkaista diskreettejä optimointiongelmia.

Tutkimuksen toisessa luvussa kerrotaan eri optimointityypeistä ja optimoinnin teoriasta.

Kolmannessa luvussa esitellään metaheuristisia optimointialgoritmeja. Toinen ja kolmas

luku suoritetaan kirjallisuuskatsauksena. Neljännessä luvussa kerrotaan käytettävien op-

timointialgoritmien lähtöarvot sekä näytetään, että optimoinnin voi suorittaa yksinkertai-

sella algoritmilla, jos siirtymärajoitusehtoja ei oteta huomioon. Viidennessä luvussa esite-

tään optimointitulokset, joita verrataan kirjallisuudesta saatuihin tuloksiin.
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2. OPTIMOINNIN TEORIA

Tässä luvussa kerrotaan eri optimointityypeistä, matemaattisen optimointiongelman muo-

dostamisesta, globaalista ja paikallisesta optimista ja sakkofunktiosta.

2.1 Optimointityypit

Rakenteiden optimointi voidaan jakaa kolmeen eri tyyppiin [2, s. 2]:

• Mitoitusoptimointi (sizing optimization): Optimoinnin avulla valitaan sauvojen poik-

kileikkaukset. Ristikon sauvat ja sauvojen solmupisteiden sijainnit eivät muutu opti-

moinnin aikana.

• Geometrian optimointi tai muodon optimointi (shape optimization): Optimoinnin avul-

la valitaan sauvojen solmujen sijainnit sekä sauvojen poikkileikkaukset. Ristikon

sauvojen lukumäärä ei muutu optimoinnin aikana.

• Topologian optimointi (topology optimization): Optimoinnin avulla saadaan ristikon

paras topologia, eli sauvojen lukumäärä, sauvojen solmupisteiden sijainnit ja sau-

vojen poikkileikkaukset.

Optimointityypit on esitetty kuvassa 2.1.

Kuva 2.1. Optimointityypit.
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Tässä työssä käytettävät optimointialgoritmit soveltavat mitoitusoptimointia. Mitoitusopti-

mointi on yksinkertaisempi toteuttaa kuin geometrian optimointi tai topologian optimointi.

Optimaalisimpaan lopputulokseen päästään kuitenkin topologian optimoinnin avulla.

2.2 Matemaattinen optimointiongelma

Matemaattinen optimointiongelma standardimuodossa on seuraavanlainen [2, s. 22]

min
x

f(x)

siten, että gi(x) ≤ 0 ∀i = 1, 2, ..., q

hj(x) = 0 ∀j= 1, 2, ..., p,

(2.1)

jossa x on vektori, joka sisältää kaikki suunnittelumuuttujat, f on kohdefunktio, gi on

epäyhtälömuotoinen rajoitusehto ja hj on yhtälömuotoinen rajoitusehto.

Globaali ja paikallinen optimi

Optimoinnin tuloksena voidaan saada globaali tai paikallinen optimiratkaisu. Globaali op-

timi on parempi kuin mikään muu ratkaisu ja paikallinen optimi on paras ratkaisu tietyn

ratkaisualueen läheisyydessä. Kuva 2.2 havainnollistaa rajoittamattoman funktion paikal-

lista ja globaalia minimiä sekä rajoitusehdot täyttävää minimiarvoa.

Kuva 2.2. (a) Rajoittamattomalla funktiolla f(x) on kaksi paikallista minimiä ja yksi globaali
minimi, koska globaali minimi on myös paikallinen minimi [6, s. 15]. (b) Rajoitusehdot
täyttävä minimiarvo.

Ristikon matemaattinen optimointiongelma

Optimoinnin tavoitteena on minimoida ristikon massaa, jolloin kohdefunktio on ristikon

massa. Koska ristikon sauvoihin kohdistuu vain normaalivoimaa, sauvojen kestävyys mää-

räytyy niiden poikkileikkauksen pinta-alan ja käytettävän materiaalin mukaan. Sauvojen

materiaali on terästä, joka on vakio kaikissa sauvoissa. Koska käytettävä materiaali on
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vakio ja sauvoihin kohdistuu vain normaalivoimaa, on ristikon suunnittelumuuttujina sau-

vojen pinta-alat. Rajoitusehtoja ovat sauvoihin kohdistuvat jännitykset ja sauvojen solmu-

pisteiden siirtymät. Diskreetin ristikon optimointiongelma on seuraavanlainen

min
x

W (x) =
n∑︂

i=1

ρLiAi

siten, että σl ≤ σi(x) ≤ σu ∀i = 1, 2, ..., n

δl ≤ δi(x) ≤ δu ∀i = 1, 2, ..., q

x = {A1, A2, ..., An}

Ai ∈ {Â1, Â2, . . . , Ân},

(2.2)

jossa

• W on koko ristikon massa

• ρ on sauvoissa käytettävän materiaalin tiheys

• Li on sauvan pituus

• σ on sauvaan kohdistuva normaalijännitys

• δ on solmupisteen siirtymä

• l tarkoittaa alarajaa (lower bound)

• u tarkoittaa ylärajaa (upper bound)

• Kaikille sauvoille on valittu sama materiaali ja samat jännitysrajoitusehdot. Tarvit-

taessa materiaali ja jännitysrajoitusehdot voisivat olla sauvakohtaisia.

• Siirtymärajoitusehtojen lukumäärä on q. Siirtymärajoitusehtoja ei välttämättä anne-

ta kaikille rakenteen vapausasteille, vaan ne voidaan antaa tietyille solmuille valit-

tuihin suuntiin.

• x on vektori, joka sisältää suunnittelumuuttujat eli sauvojen poikkileikkausten pinta-

alat Ai, joiden arvot ovat diskreettejä.

• Merkintä Ai ∈ {Â1, Â2, . . . , Ân} tarkoittaa, että poikkileikkausten pinta-alojen arvot

ovat lukittuja, eli arvot määritetään ennen optimoinnin suoritusta.

2.3 Sakkofunktio

Evoluutioalgoritmit, kuten geneettinen algoritmi, toimivat vain rajoittamattomille optimoin-

tiongelmille. Sakkofunktion avulla rajoitetusta optimointiongelmasta saadaan tehtyä rajoit-

tamaton, jolloin optimoinnin voi suorittaa evoluutioalgoritmin avulla. Sakkofunktion avulla

pidetään huolta, että optimointiongelman rajoitusehdot täyttyvät. [7]

Sakkofunktioita on kahdenlaisia: sisäisiä ja ulkoisia. Sisäisen sakkofunktion tehtävänä on
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olla rikkomatta rajoitusehtoja. Ulkoinen sakkofunktio sallii rajoitusehtojen rikkoontumisen,

jonka jälkeen kohdefunktion arvoa kasvatetaan, jolloin tehtävä on käyvällä alueella. [7]

Evoluutioalgoritmeille ulkoista sakkofunktiota käytetään enemmän kuin sisäistä sakko-

funktiota, koska ulkoinen sakkofunktio ei vaadi, että rajoitusehdot täyttyvät. [7] Esimer-

kiksi, kun geneettisessä algoritmissa luodaan uusi populaatio, eivät kaikkien populaation

ristikoiden rajoitusehdot täyty, jolloin optimointiongelman ratkaisu ei onnistu sisäisen sak-

kofunktion avulla.

Ulkoisen sakkofunktion yleinen muoto on seuraava [7, s. 1248]

ϕ(x) = f(x)±

⎡⎣ q∑︂
i=1

rimax[0, gi(x)]β +

p∑︂
j=1

cj|hj(x)|γ
⎤⎦ , (2.3)

jossa

• ϕ(x) on uusi kohdefunktio eli kelpoisuus (fitness)

• gi(x) on epäyhtälömuotoinen rajoitusehto

• hj(x) on yhtälömuotoinen rajoitusehto

• ri ja ci ovat positiivisia vakioita (penalty factors)

• β ja γ ovat tavallisesti 1 tai 2

Ideaalitilanteessa sakon suuruus pitäisi pitää mahdollisemman alhaisena juuri rajoituseh-

tojen sisäpuolella. Ensinnäkin, jos sakon suuruus on liian suuri ja optimiratkaisu on ra-

joitusehtojen reunalla, työntää sakkofunktio ratkaisua liian paljon rajoitusehtojen sisäpuo-

lelle. Toiseksi, suuren sakon avulla evoluutioalgoritmi ei löydä uusia ratkaisualueita niin

helposti kuin pienen sakon avulla. Toisaalta liian pieni sakko ei muuta kohdefunktion ar-

voa tarpeeksi, jolloin algoritmi etsii ratkaisuja alueilta, joissa rajoitusehdot eivät täyty. [7,

s. 1248]
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3. METAHEURISTISET OPTIMOINTIALGORITMIT

Monet metaheuristiset algoritmit ovat saaneet inspiraatiota luonnon ilmiöistä ja niiden toi-

minta perustuu kahteen tärkeään komponenttiin: parhaimman valintaan ja satunnaisuu-

teen. Parhaimman valinta saa aikaan sen, että optimointiongelman ratkaisu suppenee

kohti optimiratkaisua. Satunnaisuuden avulla vähennetään paikallisen optimin syntymi-

sen mahdollisuutta ja laajennetaan hakualuetta. [8, s. 22].

Metaheurististen algoritmien etuja matemaattisiin menetelmiin on mahdollisuus optimoi-

da kombinatorisia optimointiongelmia sekä jatkuvien, että diskreettien muuttujien avulla.

Toiseksi metaheuristiset algoritmit eivät vaadi tietoa kohdefunktion gradientista tai kon-

veksisuudesta. [9, s. 90]

Tässä luvussa esitetään neljä metaheuristista algoritmia, joista geneettistä algoritmia,

parveilualgoritmia ja muurahaisyhdyskuntaoptimointialgoritmia käytetään ristikon optimoin-

tiin. Mehiläisyhdyskuntaoptimointialgoritmin toimintaa esitetään yleisellä tasolla.

3.1 Geneettinen algoritmi GA

John Holland ja hänen kollegansa kehittivät geneettisen algoritmin 1960- ja 1970-luvuilla.

Holland oli ensimmäinen, joka käytti risteytystä (crossover), mutaatiota (mutation) ja par-

haimman valintaa (selection) ongelmanratkaisussa. [8, s. 173]

Geneettisen algoritmin populaatio koostuu yksilöistä eli kromosomeista, jotka koostu-

vat geeneistä. Populaatiota on havainnollistettu kuvassa 3.1. Ristikon optimoinnissa kro-

mosomi sisältää kaikkien sauvojen poikkileikkausten pinta-alat ja geeni on yhden sau-

van poikkileikkauksen pinta-ala. Geneettisessä algoritmissa suunnittelumuuttujat mää-

ritellään diskreeteiksi ennen algoritmin suoritusta, kun taas PSO-algoritmissa jatkuvat

suunnittelumuuttujat pyöristetään diskreeteiksi muuttujiksi algoritmin suorituksen aikana.
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Kuva 3.1. Populaatio koostuu kromosomeista eli yksilöistä, jotka koostuvat geeneistä.

Risteytyksessä kaksi vanhempaa muodostavat kaksi uutta yksilöä, jotka perivät osan van-

hempien geeneistä. Risteytyksen voi suorittaa monella eri menetelmällä, joita ovat esi-

merkiksi yhdenmukainen risteytys (uniform crossover) sekä yhden tai useamman pisteen

risteytys (single- / k-point crossover). Yhdenmukaisessa risteyksessä käydään yksitellen

läpi kaikki toisen vanhemman geenit ja vaihdetaan geeni toisen vanhemman vastaavaan

geeniin valitulla todennäköisyydellä. Yhden pisteen risteytyksessä valitaan satunnaises-

ti kohta kromosomista, jonka mukaan geenit vaihdetaan. Kahden pisteen menetelmässä

risteytyspisteitä on kaksi. [3, s. 23–24] Kuva 3.2 havainnollistaa eri risteytysmenetelmiä.

Risteytys suoritetaan todennäköisyydellä Pc.

Kuva 3.2. Erilaisia risteytysmenetelmiä.
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Mutaation avulla algoritmi etsii uusia vaihtoehtoja hakualueesta, jolloin optimointitulos ei

jää paikalliseen minimiin [10, s. 343]. Mutaatiossa yksilön geenejä muutetaan halutulla

menetelmällä, joita ovat esimerkiksi bitin kääntö (flip bit) ja vaihtomutaatio (swap muta-

tion). Bitin käännössä sattumanvaraisesti valitun geenin binääriluku vaihdetaan. Vaihto-

mutaatiossa valitaan kaksi geeniä, joiden paikkaa vaihdetaan. [3, s. 23] Bitin kääntöä voi-

daan käyttää, jos geenit ovat binäärimuodossa. Jos geenit ovat kokonaislukumuodossa,

voidaan käyttää vaihtomutaatiota.

Cazacu ja Grama [10, s. 343] käyttivät tutkimuksessaan yhdenmukaista mutaatiota (uni-

form mutation), jolloin jokaisella yksilön geenillä on mahdollisuus mutatoitua todennäköi-

syydellä pm = 5%. Uuden geenin arvo valitaan sattumanvaraisesti käyvältä alueelta.

Kuva 3.3 havainnollistaa eri mutaatiomenetelmiä.

Kuva 3.3. Erilaisia mutaatiomenetelmiä.

Parhaimman valinta toteutetaan ennen risteytystä ja siinä yksilöitä painotetaan niiden kel-

poisuuden mukaan: mitä parempi on yksilön kelpoisuus, sitä suuremmalla todennäköisyy-

dellä se valitaan risteytykseen. Parhaimman valinta voidaan Huuskon [3, s. 24] mukaan

toteuttaa rulettimenettelyn (roulette wheel selection) tai turnausmenetelmän (tournament

selection) avulla. Rulettimenettelyssä yksilöitä painotetaan niiden kelpoisuuden mukai-

sesti, eli mitä parempi yksilön kelpoisuus on, sitä suuremman osan se saa rulettipyöräs-

tä. Turnausmenetelmässä valitaan satunnaisesti k yksilöä, joista paras valitaan risteytyk-

seen. [3, s. 24] Valinta voidaan suorittaa myös yksinkertaisesti valitsemalla parhaimmat

yksilöt populaatiosta: tässä työssä käytettävä algoritmi valitsee kaksi parasta yksilöä po-

pulaatiosta.

Geneettisen algoritmin toiminta vaatii monien parametrien määritystä: [5, s. 23–24]

• Montako yksilöä populaatiossa on?

• Miten suoritetaan parhaimman valinta?

• Montako risteytyspistettä valitaan?

• Miten suoritetaan mutaatio?

• Käytetäänkö binäärikoodausta vai jotain muuta koodausta?

• Miten määritetään lopetusehto?
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Kun rajoitusehdot rikkoontuvat, lisätään kohdefunktion arvoon sakkotermi kaavan 2.3 mu-

kaisesti. Geneettisen algoritmin askeleet on esitetty algoritmissa 1 ja kelpoisuuden laske-

minen algoritmissa 2.

1: Valitse arvot seuraaville muuttujille: iteraatioiden lukumäärä tmax, populaation koko n,

risteytystodennäköisyys Pc, mutaatiotodennäköisyys Pm sekä Nmax, joka määrittää,

monenko iteraatiokierroksen jälkeen algoritmin suoritus lopetetaan, jos paras tulos ei

muutu kierrosten aikana.

2: Alusta laskurit: t = 0 ja N = 0

3: paras_kelpoisuus = ∞
4: Muodosta alkupopulaatio, jossa on n yksilöä.

5: Laske yksilöiden kelpoisuudet algoritmin 2 avulla.

6: while t < tmax do

7: Suorita parhaimman valinta: valitse populaatiosta kelpoisuuden perusteella kaksi

parasta yksilöä ja muodosta niiden perusteella uusi populaatio.

8: for käy läpi populaation yksilöt pareittain do

9: Suorita kahden pisteen risteytys kahdelle yksilölle todennäköisyydellä Pc.

10: Suorita mutaatio todennäköisyydellä Pm.

11: end for

12: Laske yksilöiden kelpoisuudet algoritmin 2 avulla.

13: if N > Nmax then

14: Lopeta algoritmin suoritus. Optimiratkaisu on paras_kelpoisuus.

15: end if

16: t = t + 1

17: end while

18: Algoritmin suoritus loppui. Optimiratkaisu on paras_kelpoisuus.

Algoritmi 1. Geneettisen algoritmin askeleet.
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1: Laske yksilöiden kohdefunktion arvo.

2: Tarkasta rajoitusehdot

3: if rajoitusehdot rikkoontuvat then

4: kelpoisuus = kohdefunktion arvo + sakkotermi

5: else

6: kelpoisuus = kohdefunktion arvo

7: end if

8: if kelpoisuus < paras_kelpoisuus then

9: paras_kelpoisuus = kelpoisuus

10: N = 0

11: else

12: N = N + 1

13: end if

Algoritmi 2. Yksilön kelpoisuuden laskeminen ja parhaan kelpoisuuden päivittäminen.

Geneettiseen algoritmiin liittyy myös haasteita, sillä kelpoisuusfunktion, populaation koon

sekä risteytys tai mutaatioparametrien määrittämisessä pitää olla varovainen. Jos teh-

dään vääriä valintoja, algoritmin voi olla vaikeaa päästä oikeaan lopputulokseen. Näistä

huolimatta geneettinen algoritmi on yksi suosituimmista optimointialgoritmeista epäline-

aarisessa optimoinnissa. [8, s. 174]

3.2 Parveilualgoritmi PSO

Parveilualgoritmi PSO (Particle swarm optimization algorithm) on populaatioon perustu-

va algoritmi, jonka esittelivät Eberhart ja Kennedy [11] vuonna 1995. Algoritmi perustuu

siihen, että parvi muuttolintuja yrittää löytää tien tuntemattomaan määränpäähän. Parven

linnut jakavat tietoa keskenään, joka auttaa määränpään löytämisessä. Yhteisen (global)

tiedon lisäksi jokainen lintu etsii omaa paikallista (local) reittiä määränpäähän. Linnun

lentosuuntaan vaikuttaa parven yhteinen tieto sekä oma paikallinen tieto. [12, s. 45]

Algoritmin lintuja kutsutaan partikkeleiksi. Geneettisen algoritmin kromosomit vastaavat

parveilualgoritmin partikkeleita. PSO:n ero geneettiseen algoritmiin verrattuna on se, et-

tä siinä ei muodosteta uusia partikkeleita, vaan partikkeleiden liikettä muutetaan iteraa-

tiokierrosten aikana. [12, s. 45] Algoritmin parvi koostuu partikkeleista ja jokaisella par-

tikkelilla on oma paikka sekä nopeus hakualueessa (search space). Partikkelin paikkaa

muutetaan seuraavalla kaavalla [13, s. 595]

X t+1
i = X t

i + V t+1
i ∀i = 1, 2, ..., n, (3.1)

jossa
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• t on iteraatiokierroksen numero

• X t
i on partikkelin i tämänhetkinen paikka

• V t+1
i on partikkelin i seuraavan iteraatiokierroksen nopeus

• n on partikkelien lukumäärä parvessa

Partikkelin nopeus päivitetään seuraavalla kaavalla [13, s. 595]

V t+1
i = ωV t

i + c1r1(P
t
i −X t

i ) + c2r2(P
t
g −X t

i ) ∀i = 1, 2, ..., n, (3.2)

jossa

• t on iteraatiokierroksen numero

• n on partikkelien lukumäärä parvessa

• P t
i on partikkelin i paras paikka iteraatiokierroksella t

• P t
g on paras globaali paikka

• r1 ja r2 ovat satunnaislukuja välillä [0,1]

• c1 ja c2 ovat vakioita. Tiaisen mukaan [5, s. 22] voidaan valita c1 = c2 = 2

• ω on Yuhuin et al. [14] esittelemä inertiakerroin (inertia weight), jonka avulla vähen-

netään yksilöiden nopeuksia.

Ristikon partikkelin paikka Xi on lista ristikon sauvojen pinta-aloista, joten sen avulla saa-

daan laskettua ristikon massa. Partikkelin nopeus kertoo, kuinka nopeasti PSO-algoritmi

muuttaa ristikon sauvojen pinta-aloja.

PSO-algoritmissä käytetään jatkuvia suunnittelumuuttujia, jotka voidaan muuttaa diskree-

teiksi muuttujiksi pyöristämällä muuttujat lähimpään diskreettiin arvoon. Työssä käytettä-

vässä algoritmissa pyöristäminen suoritetaan sen jälkeen, kun partikkelin paikkaa muu-

tetaan.

Parveilualgoritmin partikkeleiden vaihtelevuutta voidaan lisätä ottamalla käyttöön sekoi-

leva partikkeli (craziness). Sekoilevaa partikkelia voidaan havainnollistaa linnulla, joka

vaihtaa suuntaa äkillisesti. Sekoilevan partikkelin avulla ehkäistään ennenaikaista suppe-

nemista (premature convergence), joka heikentää optimointitulosta. Sekoileva partikkeli

muuttaa partikkelin nopeutta satunnaisesti todennäköisyydellä Pcr. [15]

Työssä käytettävä PSO-algoritmi käyttää elitismiä, joka korvaa huonoimman partikkelin

parhaimmalla partikkelilla. Huonoin partikkeli on se, jonka rajoitusehdot rikkoontuvat eni-

ten tai jos rajoitusehdot eivät rikkoonnu, huonoin partikkeli on se, jonka kohdefunktion

arvo on suurin.

Käytettävän PSO-algoritmin askeleet on esitetty algoritmissa 3. Muuttuja Nmax on iteraa-

tioiden lukumäärä, jonka jälkeen algoritmin suoritus lopetetaan, jos optimointitulos ei ole
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parantunut. Muuttujat Kmax suuruus vaikuttaa siihen, kuinka paljon intertiakertoimen ω

arvo pienenee iteraatioiden edetessä: mitä suurempi arvo on, sitä vähemmän inertiaker-

toimen arvoa muutetaan optimoinnin aikana.
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1: Valitse arvot seuraaville muuttujille: parven koko n, kertoimet c1 ja c2, inertiakerroin

ω, craziness-todennäköisyys Pcr, nopeuden redusointikerroin Vred, inertian redusoin-

tikerroin ωred sekä iteraatiolaskurien maksimiarvot tmax, Kmax ja Nmax.

2: Aseta iteraatiolaskurit t = 0, K = 0 ja N = 0.

3: Muodosta parvi, jossa on n partikkelia sekä generoi satunnaisesti partikkelien alku-

nopeudet V 0
i ja paikat X0

i .

4: Laske partikkelien kohdefunktion arvot f(X0
i )

5: Aseta jokaiselle partikkelille P 0
i = X0

i .

6: Hae paras globaali ratkaisu P t
g .

7: while t < tmax do

8: for each parven partikkeli do

9: Laske partikkelin nopeus kaavan 3.2 avulla.

10: Suorita craziness()-operaatio todennäköisyydellä Pcr.

11: Päivitä partikkelin paikka kaavan 3.1 avulla ja pyöristä jatkuvien suunnittelumuut-

tujien arvo vastaamaan diskreettien suunnittelumuuttujien arvoja.

12: Laske partikkelin kelpoisuus ja päivitä sen paras paikka algoritmin 4 avulla

13: end for

14: if parvesta löytyi uusi paras globaali ratkaisu then

15: päivitä paras globaali ratkaisu P t
g

16: K = 0; N = 0

17: else

18: K = K + 1; N = N + 1

19: end if

20: Suorita elitismi: korvataan parven huonoin partikkeli parhaalla.

21: if N > Nmax then

22: Lopeta algoritmin suoritus. Optimiratkaisun suunnittelumuuttujat ovat P t
g ja koh-

defunktion arvo on f(P t
g )

23: end if

24: if K > Kmax then

25: ω = ω * ωred

26: Vmax = Vmax * Vred

27: Vmin = Vmin * Vred

28: end if

29: t = t + 1

30: end while

31: Algoritmin suoritus päättyi, optimiratkaisun suunnittelumuuttujat ovat P t
g ja kohdefunk-

tion arvo on f(P t
g )

Algoritmi 3. PSO-algoritmin askeleet.
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1: Laske partikkelin kohdefunktion arvo f(X t+1
i )

2: Tarkasta partikkelin rajoitusehdot

3: if rajoitusehdot rikkoontuvat then

4: if partikkelin rajoitusehdot rikkoontuvat vähemmän kuin edellisen iteraatiokierrok-

sen parhaan partikkelin rajoitusehdot then

5: Päivitä paras partikkeli P t
i

6: end if

7: else

8: if partikkelin kohdefunktion arvo on pienempi kuin edellisen iteraatiokierroksen par-

haan kohdefunktion arvo then

9: Päivitä paras partikkeli P t
i

10: end if

11: end if

Algoritmi 4. PSO-algoritmi: kelpoisuuden laskeminen ja parhaan partikkelin päivittämi-
nen.

3.3 Muurahaisyhdyskuntaoptimointialgoritmi ACO

Dorigon et al. [16] esittämä muurahaisjärjestelmä (ant system) perustuu muurahaisten

liikkumisen seurantaan ja se matkii, miten muurahaiset löytävät lyhimmän reitin muura-

haiskeon ja ravinnon väliltä. Muurahaiset merkkaavat kulkemansa reitin erittämällä fero-

monia (pheromone) ja muurahaisyksilön reittivalinta määräytyy sen mukaan, kuinka pal-

jon feromonia reitillä on. Mitä suurempi joukko muurahaisia kulkee reitillä, sitä enemmän

siinä on feromonia, jolloin yhä useampi muurahainen valitsee kyseisen reitin. [16]

Muurahaisyhdyskuntaoptimointi (ant colony optimization, ACO) perustuu Dorigon et al.

[16] esittelemään muurahaisjärjestelmään. Algoritmi koostuu keinotekoisista muurahai-

sista, joilla on muistikapasiteettia, näkökyky ja ne asuvat ympäristössä, jossa aika on

diskreetti, eli t = 0,1,2... . Keinotekoisten muurahaisten kulkema suunta valitaan reitin voi-

makkuuden (intensity) perusteella, jota kuvaa symboli τ . Mitä suurempi τ on, sitä suu-

remmalla todennäköisyydellä valitaan kyseinen reitti. Kuva 3.4 havainnollistaa algoritmin

toimintaa. [16]
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Kuva 3.4. Muurahaisten liikkumisen havainnollistaminen graafin avulla. (a) Graafi ja sen
solmujen väliset etäisyydet. (b) Aika t=0, solmujen välillä kulkee saman verran muurahai-
sia, koska reittien voimakkuus on yhtä suuri. (c) Aika t=1, lyhyempien reittien voimakkuus
τ on suurempi, jolloin niistä kulkee enemmän muurahaisia.

Mitä suurempi aika t on, sitä vähemmän muurahaisia valitsee kuvan 3.4 reitin B - H - D.

Kun iterointia jatketaan tarpeeksi kauan, kulkevat kaikki muurahaiset lopulta reittiä B - C -

D. [16]

Camp ja Bichon [17] hyödynsivät muurahaisyhdyskuntaoptimointia ristikoiden optimoin-

tiin onnistuneesti. Heidän mukaansa algoritmi eroaa geneettisestä algoritmista siten, että

keinotekoisten muurahaisten erittämä feromoni säilyy reiteillä sukupolvesta toiseen, kun

taas geneettisessä algoritmissa saatavilla oleva informaatio saadaan tämänhetkisen ge-

neraation perusteella.

Kandidaatintyössä ohjelmoidaan muurahaisyhdyskuntaoptimointiin python-algoritmi. Oh-

jelmoinnin pohjana käytetään Berroan [18] kehittämää ACO-algoritmia, jota sovelletaan

ristikon optimointiin. Ohjelmoinnissa sovelletaan myös Campin ja Bichonin [17] sekä Ka-

veh et al. [19] artikkeleita, jotka käsittelevät ristikon optimointia ACO-algoritmilla.

Kandidaatintyössä käytettävät ACO- ja GA-algoritmit eroavat PSO-algoritmista diskreet-

tien suunnittelumuuttujien käsittelyssä. ACO- ja GA-algoritmeissa suunnittelumuuttujat

määritellään diskreeteiksi ennen algoritmin suoritusta, kun taas PSO-algoritmissa jatku-

vat suunnittelumuuttujat pyöristetään diskreeteiksi muuttujiksi algoritmin suorituksen ai-

kana.

Algoritmin toimintaan tarvittavat kaavat esitetään seuraavaksi. Algoritmin askeleet on esi-

tetty algoritmissa 5. Feromonin alkuarvo saadaan kaavalla [17, s. 744]

τij(0) =
1

Wmin

, (3.3)

jossa Wmin on ristikon minimimassa.
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Heuristinen matriisi saadaan kaavalla

ηij =
1

Wsauva.ij

, (3.4)

jossa ηij kuvaa muurahaisen näkökykyä ja Wsauva.ij on ristikon sauvan massa sauval-

le i, jonka poikkileikkaus on j. Heuristinen matriisi ηij on kääntäen verrannollinen sauvan

massaan Wsauva.ij , joten mitä pienempi sauvan massa on, sitä suuremmalla todennäköi-

syydellä algoritmi valitsee sauvan.

Ristikon sauva valitaan seuraavalla todennäköisyydellä [19, s. 159]

Pij(t) =
[τij(t)]

α ∗ [ηij]β
lkm∑︂
l=1

[τil(t)]
α ∗ [ηil]β

, (3.5)

jossa

• τij(t) on feromonimatriisin arvo iteraatiokierroksella t

• ηij on muurahaisen näkökyky. Näkökyky pysyy vakiona iteraatioiden aikana.

• α ja β ovat vakioita ja niiden avulla määritetään, painotetaanko enemmän feromo-

nin määrää vai näkökykyä.

• lkm on poikkileikkausten lukumäärä

• t on iteraatiokierros, i ristikon sauvan numero ja j on poikkileikkauksen indeksin

numero. j saa arvoja 1, 2, 3..lkm ja i saa arvoja 1, 2, .. n, kun n on ristikon sauvojen

lukumäärä.

Todennäköisyysmatriisina python-algoritmissä käytetään kaavan 3.5 osoittajaa samoin,

miten Berroa [18] käyttää kehittämässään ACO-algoritmissa:

Ptod.ij(t) = [τij(t)]
α ∗ [ηij]β. (3.6)

Feromonin paikallinen arvo päivitetään seuraavalla kaavalla [17, s. 745]

τij(t) = ξ ∗ τij(t), (3.7)

jossa ξ on parametri, joka saa arvoja 0 ja 1 väliltä.

Elitismi suoritetaan kaavalla [17, s. 745]

∆τµij = ρ ∗ (λ− µ)
1

W µ
, (3.8)

jossa
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• λ kertoo, kuinka monta eliittimuurahaista valitaan

• µ on eliittimuurahaisen järjestysnumero väliltä 1 .. λ

• W µ on eliittimuurahaisen µ kelpoisuus.

• ρ on kerroin, jolla määritetään, kuinka paljon algoritmi painottaa elitismiä.

Käytettävän ACO-algoritmin askeleet on esitetty algoritmissa 5.

1: Määritetään alkuarvot: muurahaisten lukumäärä n, ρ, α, β, ξ, λ, Nmax ja tmax.

2: t = 0

3: paras_kelpoisuus = ∞
4: paras_x = []

5: Alustetaan feromonimatriisi τi,j(0) kaavalla 3.3, heuristinen matriisi ηi,j kaavalla 3.4

ja todennäköisyysmatriisi kaavalla 3.6.

6: while t <tmax do

7: for suorita jokaiselle muurahaiselle do

8: Valitse ristikon sauvat todennäköisyydellä P kaavalla 3.5.

9: Suorita paikallinen feromonin päivitys kaavalla 3.7.

10: end for

11: Laske kelpoisuus jokaiselle muurahaiselle algoritmin 2 avulla.

12: kelpoisuus, x = Hae parhaan muurahaisen kelpoisuus ja sen suunittelumuuttujat x.

13: Valitse λ eliittimuurahaista ja suorita niille feromonin päivitys kaavalla 3.8.

14: Päivitä todennäköisyysmatriisi kaavalla 3.6.

15: if kelpoisuus < paras_kelpoisuus then

16: paras_kelpoisuus = kelpoisuus

17: paras_x = x

18: end if

19: if N > Nmax then

20: Lopeta algoritmin suoritus. Optimoinnin tulos on paras_kelpoisuus, jonka suun-

nittelumuuttujat ovat paras_x.

21: end if

22: t = t + 1

23: end while

24: Optimoinnin tulos on paras_kelpoisuus, jonka suunnittelumuuttujat ovat paras_x.

Algoritmi 5. ACO-algoritmin askeleet: ristikon optimointi.

3.4 Mehiläisyhdyskuntaoptimointialgoritmi ABC

Mehiläisyhdyskuntaoptimointialgoritmi (Artificial Bee Colony Optimization, ABC) on Kara-

bogan ja Basturkin [20] kehittämä optimointialgoritmi, joka hyödyntää mehiläisten ravinno-

netsintää optimointiongelman ratkaisemiseen. Karaboga ja Basturk [21, s. 688] käyttävät
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yksinkertaista mallia mehiläisyhdyskunnasta, joka koostuu mehiläispesästä, mehiläisten

tanssialueesta, löydetyistä ja löytämättömistä ravinnonlähteistä sekä mehiläisistä, joilla

on eri rooleja. Mallin pääkomponentit ovat seuraavat: [21, s. 688]

1. Ravinnonlähteet: Jokaisella ravinnonlähteellä on oma kannattavuus (profitability),

joka muodostuu ravinnonlähteen etäisyydestä mehiläispesään, ravinnon määrästä

ja siitä, kuinka helposti ravinto saadaan otettua talteen.

2. Ravinnonetsijät hakevat ravintoa ravinnonlähteistä ja ne tallentavat muistiin ravin-

nonlähteen kannattavuuden sekä etäisyyden ja suunnan mehiläispesästä. Ravin-

nonetsijöitä on kolmea eri tyyppiä:

• Ravinnonetsijä 1 hakee ravintoa ravinnonlähteestä, palauttaa ravinnon mehi-

läispesään ja kertoo tanssialueella katsojille ravinnonlähteen kannattavuuden

sekä etäisyyden ja suunnan mehiläispesästä.

• Ravinnonetsijä 2 hakee ravintoa ravinnonlähteestä ja palauttaa ravinnon me-

hiläispesään, mutta se ei kerro muille mehiläisille ravinnonlähteen olemassao-

losta.

• Ravinnonetsijä 3 hakee ravintoa ravinnonlähteestä ja palauttaa ravinnon me-

hiläispesään, mutta sen jälkeen hylkää ravinnonlähteen.

3. Työttömät mehiläiset:

• Katsojat (onlookers) odottavat tanssialueella, että ravinnonetsijät antavat in-

formaatiota ravinnosta, jonka jälkeen ne valitsevat, mistä ravinnonlähteestä

ne lähtevät etsimään ravintoa.

• Tiedustelijat (scouts) etsivät uusia ravinnonlähteitä satunnaishaun perusteel-

la. Kun tiedustelija löytää uuden ravinnonlähteen, muuttuu se ravinnonetsijäk-

si.

Mehiläisten kommunikaatio tapahtuu tanssialueella, jossa ravinnonetsijät kertovat katso-

jille ravinnonlähteiden kannattavuuden, etäisyydet ja suunnat mehiläispesästä. Koska eri

ravinnonlähteiden kannattavuus vaihtelee, valitsevat katsojat suurimmalla todennäköisyy-

dellä ravinnonlähteen, jonka kannattavuus on suurin. Kuva 3.5 havainnollistaa mehiläisyh-

dyskunnan ravinnonetsintää. [21, s. 688]
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Kuva 3.5. Mehiläispesän ravinnonetsinnän havainnollistaminen.

Algoritmin pääaskeleet ovat seuraavat. [21, s. 689]

• Alustus

• TOISTA

– Siirrä ravinnonetsijät ravinnonlähteisiin ja määritä niiden ravinnon määrä.

– Siirrä katsojat ravinnonlähteisiin ja määritä niiden ravinnon määrä.

– Lähetä tiedustelijat etsimään uusia ravinnonlähteitä.

– Tallenna muistiin paras löydetty ravinnonlähde.

• KUNNES (vaatimukset täyttyvät)

Alun perin mehiläisyhdyskuntaoptimointialgoritmi kehitettiin jatkuvien optimointiongelmien

ratkaisuun. Sonmez [22] sovelsi algoritmia diskreetin ristikon optimointiin, jolloin optimoin-

tiongelman mahdollisia ratkaisuja kuvaavat algoritmin ravinnonlähteet ja kelpoisuutta (ris-

tikon massa) kuvaa ravinnon määrä. Sonmez käytti algoritmia neljän eri ristikon optimoi-

miseen ja johtopäätöksenä oli, että mehiläisyhdyskuntaoptimointialgoritmi sopii ristikko-
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rakenteen optimointiin.

3.5 Kritiikki metaheuristisia menetelmiä kohtaan

Hyödyistä huolimatta metaheuristisille menetelmille löytyy myös kritiikkiä. Ensinnäkin me-

taheuristiset algoritmit käyttävät satunnaisuutta, joten optimointitulos muuttuu, vaikka op-

timoinnissa käytetään samoja alkuarvoja. Satunnaisuudesta on metaheuristisissa algorit-

meissa kuitenkin hyötyä, koska sen avulla estetään se, että ratkaisuksi tulisi paikallinen

optimi [8, s. 22].

Metaheuristisia menetelmiä on monia erilaisia ja kaikkien menetelmien opettelu vie aikaa.

Sörensen [23] kritisoi artikkelissaan uusia metaheuristisia menetelmiä ja hänen mukaan-

sa uusia "ennen näkemättömiä"("novel") algoritmeja kehitetään liikaa. Hän mainitsee esi-

merkiksi seuraavat algoritmit: "memetic algorithms, the shuffled frog leaping algorithm,

cross-entropy search, differential evolution, simulated annealing, the immune algorithm,

and particle swarm harmony search". Sörensenin mukaan kestää päiviä selittää, miten

vaikeimmat algoritmit toimivat, kun optimointiongelman voisi ratkaista helpommin yksin-

kertaisemmalla heuristisella menetelmällä. Hänen mukaan uusien metaheurististen algo-

ritmien kehittäminen vie huomion pois oikeasti innovatiivisilta ideoilta. [23]

Saka et al. [9] kertovat artikkelissaan metaheuristisista menetelmistä rakenteiden opti-

moinnissa ja heidän mukaansa metaheurististen menetelmiä avulla voidaan säästää huo-

mattavia summia rahaa ja rakennusmateriaalia. He kritisoivat Sörensenin [23] mielipidet-

tä siitä, että metaheurististen menetelmien tutkimista pitäisi vähentää. Sakan et al. [9]

mukaan on hyvä, että uusia metaheuristisia menetelmiä kehitetään, jolloin niistä voidaan

valita parhaiten sopivat ratkaisut insinöörien käytettäväksi. Insinöörien tehtävänä on muo-

dostaa ekologinen ja taloudellinen rakenne, joka kestää siihen kohdistuvat rasitukset ja

rajoitusehdot. Sakan et al. [9] mukaan insinöörit eivät välitä siitä, suoritetaanko optimoin-

ti korkean matematiikan vai metaheuristiikan avulla, vaan tärkeintä on, että optimoinnin

avulla voidaan säästää rahaa ja ympäristöä.
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4. 10- JA 15-SAUVAISTEN RISTIKOIDEN OPTIMOINTI

Kandidaatintyössä optimoidaan kirjallisuudessa yleisesti käytettyjen 10- ja 15-sauvaisten

ristikoiden massaa. Ristikot ja käytettävät parametrit on esitetty kuvissa 4.1 ja 4.2. Ris-

tikot mallinnetaan yksinkertaisina rakenteina, jolloin sauvoihin kohdistuu vain normaali-

voimaa. Optimointiongelman matemaattinen muoto on esitetty kaavassa 2.2. Siirtymära-

joitusehdoissa otetaan huomioon kaikkien solmupisteiden siirtymät. Siirtymärajoitusehto

määritetään siten, että x- ja y- suuntaisista siirtymistä valitaan itseisarvoltaan suurempi.

10-sauvan ristikolle käytetään taulukon A.1 poikkileikkauksia ja 15-sauvaiselle ristikolle

taulukon A.2 poikkileikkauksia.

Kuva 4.1. Kandidaatintyössä optimoitava 10-sauvainen ristikko ja siihen liittyvät paramet-
rit. Muokattu lähteestä [3, s. 27].
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Kuva 4.2. Kandidaatintyössä optimoitava 15-sauvainen ristikko ja siihen liittyvät paramet-
rit. Muokattu lähteestä [3, s. 30].

4.1 Geneettisen algoritmin alkuarvot

Käytettävä geneettinen algoritmi on Tampereen yliopiston rakennetekniikan tutkimusryh-

män kehittämä ja sen toimintaa kuvaa algoritmit 1 ja 2. Optimointi suoritetaan seuraavilla

alkuarvoilla:

• Iteraatioiden maksimimäärä: tmax = 100

• Populaation koko: n = 100

• Mutaatio: vaihtomutaatio, mutaatiotodennäköisyys: Pm = 0.05

• Risteytys: kaksivaiheinen risteytys, risteytystodennäköisyys Pc = 0.8

• Nmax = 10

4.2 Parveilualgoritmin alkuarvot

Käytettävä geneettinen algoritmi on Tampereen yliopiston rakennetekniikan tutkimusryh-

män kehittämä ja sen toimintaa kuvaa algoritmit 3 ja 4. Optimointi suoritetaan seuraavilla

alkuarvoilla:

• Iteraatioiden maksimimäärä: tmax = 100

• Parven koko eli partikkelien lukumäärä, n = 100

• Kertoimet c1 = c2 = 2

• Iteraatioiden lukumäärä, jonka jälkeen algoritmin suoritus lopetetaan, jos optimoin-

titulos ei ole parantunut: Nmax = 10

• Inertiakertoimen alkuarvo: ω = 0.9
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• Sekoilevan partikkelin todennäköisyys (craziness): Pcr = 0.1

• Nopeuden ja inertian redusointikertoimet: Vred = 0.95 ja ωred = 0.90

• Kmax = 5: Mitä suurempi arvo on, sitä vähemmän inertiakertoimen arvoa muute-

taan optimoinnin aikana.

• Elitismi: Jokaisella iteraatiokierroksella korvataan huonoin partikkeli parhaalla par-

tikkelilla.

4.3 Muurahaisyhdyskuntaoptimointialgoritmin alkuarvot

Kandidaatintyötä varten ohjelmoitiin ACO-algoritmi, jonka askeleet on esitetty algoritmis-

sa 5. Ohjelmassa käytetyt arvot ovat seuraavat:

• Iteraatioiden maksimimäärä: tmax = 100

• Populaation koko eli muurahaisten lukumäärä, n = 100

• Eliittimuurahaisten lukumäärä, λ = 4

• Kertoimet ρ = 1, α = 1, β = 0.5, ξ = 0.75 ja Nmax = 10

4.4 Optimointi yksinkertaisella ohjelmalla ilman

siirtymärajoitusehtoja

10-sauvainen ristikko optimoidaan yksinkertaisella algoritmilla, jossa ei oteta huomioon

siirtymärajoitusehtoja, jolloin rajoitusehtoina ovat sauvojen jännitykset. Algoritmin toiminta

alkaa FEM-analyysillä, jolloin saadaan selville sauvoihin vaikuttavat voimat. Seuraavaksi

muodostetaan for-silmukka, joka käy läpi kaikkien sauvojen sauvavoimat ja valitsee jokai-

selle sauvalle pienimmän mahdollisen poikkileikkauksen pinta-alan, jolla rakenne kestää.

Kun poikkileikkausten pinta-alat ovat selvillä, voidaan laskea ristikon massa. Algoritmin

askeleet on esitetty algoritmissä 6.

Algoritmia 6 voidaan käyttää isostaattisten ristikoiden sauvojen pinta-alojen valitsemi-

seen. Jos ristikko on hyperstaattinen, voi käydä niin, että tulos ei ole käypä. Siksi algo-

ritmiin voitaisiin lisätä yksi for-silmukka, joka toistaa algoritmin niin monta kertaa, kunnes

käypä ratkaisu löydetään.
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1: ristikko = ten_bar_truss(L, F) (ten_bar_truss on luokka, joka sisältää tiedon solmupis-

teistä, sauvoista sekä ristikkoon vaikuttavista voimista ja tukireaktioista.)

2: ristikko.calculate() (Suorita FEM-analyysi)

3: sauvavoimat = ristikko.hae_sauvavoimat (Lista, joka sisältää kaikkiin sauvoihin vai-

kuttavat voimat)

4: pinta_alat = lista, joka saadaan taulukosta A.1.

5: sauvojen_pinta_alat = []

6: for each F in sauvavoimat do

7: for each A in pinta_alat do

8: σ = F / A

9: if (σl <= σ) AND (σ <=σu) then

10: lisää A listaan pinta_alat

11: break

12: end if

13: end for

14: end for

15: massa = 0

16: for i from 0 To (sauvojen_pinta_alat.length - 1) do

17: sauvan_massa = ρ * ristikko.sauvojen_pituudet[i] * pinta_alat[i]

18: massa = massa + sauvan_massa

19: end for

20: print(sauvavoimat)

21: print(sauvojen_pinta_alat)

22: print(massa)

Algoritmi 6. Ristikon optimointi, rajoitusehtoina sauvojen jännitykset.
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5. OPTIMOINNIN TULOKSET

10- ja 15-sauvaiset ristikot optimoidaan 50 kertaa GA, PSO ja ACO-algoritmeilla. 50 tois-

ton perusteella saadaan selville suoritettujen FEM-analyysien lukumäärän keskiarvo, ris-

tikon minimimassa, -massojen keskiarvo, -maksimimassa ja -massojen keskihajonta.

10-sauvaisen ristikon optimointitulokset on esitetty taulukossa 5.1. Tuloksia verrataan kir-

jallisuuden vastaaviin tuloksiin. Usein kirjallisuudessa yksiköinä käytetään tuumia (in) ja

paunoja (lb). Neliötuumat muutetaan neliömillimetreiksi käyttäen kokonaislukua 645, jon-

ka perusteella paunat muutetaan kilogrammoiksi kertoimella 0.45384.

Taulukko 5.1. 10-sauvaisen ristikon optimointitulokset.

Käytettävistä optimointialgoritmeista PSO antaa parhaimmat tulokset ja sen minimimas-
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sa 2489.95kg vastaa kirjallisuuden vastaavia tuloksia. Kandidaatintyössä käytettävät GA

ja ACO eivät anna yhtä hyviä tuloksia kuin PSO: niiden minimimassa, massojen keskiar-

vo, maksimimassa sekä keskihajonta ovat suurempia kuin PSO:n vastaavat arvot. FEM-

analyysien lukumäärä on GA:lla on pienempi kuin PSO- ja ACO:lla.

Kirjallisuuden tuloksista Omidinasabin ja Goodarzimehrin [13] hybridi PSO ja GA antoi

parhaimman minimimassan 2487.45kg. Groenwoldin et al. [24] GA, Campin ja Bichonin

[17] ACO, Somnezin [22] ABC sekä Huuskon SLP + VNS antoivat saman minimimassan

2489.95kg kuin kandidaatintyössä käytettävä PSO.

15-sauvaisen ristikon optimointitulokset on esitetty taulukossa 5.2, josta voidaan nähdä,

että PSO-algoritmi antaa parhaimmat tulokset. GA ja ACO eivät aina löydä käypää rat-

kaisua, kun populaation koko on 100. Tällöin ristikon massaan lisätään sakkotermi, joten

taulukon massojen keskiarvo, maksimimassa ja keskiharjonta saavat huomattavan suu-

ria arvoja. Kun populaation kokoa kasvatetaan 150:een tai ACO-algoritmin β-muuttujaa

pienennetään, algoritmien tulokset ovat käypiä. 15-sauvaiselle ristikolle ACO:n tulokset

massojen keskiarvosta, maksimimassasta ja keskihajonnasta ovat huonompia kuin GA:n

vastaavat arvot.
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Taulukko 5.2. 15-sauvaisen ristikon optimointitulokset.

Optimoinnissa otetaan huomioon sauvojen jännitysrajoitusehdot ja solmupisteiden siirty-

märajoitusehdot. Sauvan jännityksen käyttöaste lasketaan jakamalla sauvaan vaikuttavan

jännityksen itseisarvo maksimijännityksellä, joka löytyy kuvista 4.1 ja 4.2. Taulukossa 5.3

on esitetty 10-sauvaisen ristikon ristikon sauvojen jännitysten käyttöasteet ja taulukossa
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5.4 on esitetty 15-sauvaisen ristikon sauvojen jännitysten käyttöasteet. Sekä 10- että 15-

sauvaisten ristikoiden sauvojen jännitysten käyttöasteet ovat huomattavasti alle 100%,

joten siirtymärajoitusehdot ovat määrääviä rajoitusehtoja.

Taulukko 5.3. 10-sauvaisen ristikon parhaiden optimointituloksien mukaan saadut sau-
vojen jännitysten käyttöasteet.

Siirtymärajoitusehdoissa otetaan huomioon kaikkien solmupisteiden siirtymät. Rajoituseh-

to määritetään siten, että x- ja y- suuntaisista siirtymistä valitaan itseisarvoltaan suurem-

pi. 10-sauvaisen ristikon määrääväksi rajoitusehdoksi muodostui solmun 2 siirtymä, jonka

käyttöaste PSO-algoritmilla on 99,98% ja 15-sauvaisen ristikon määrääväksi rajoituseh-

doksi muodostui solmun 8 siirtymä, jonka käyttöaste PSO-algoritmilla on 99,99%.
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Taulukko 5.4. 15-sauvaisen ristikon sauvojen käyttöasteet (%), jotka on saatu taulukon
5.2 tulosten perusteella.

10-sauvaisen ristikon optimointitulosta on havainnollistettu kuvassa 5.1 ja 15-sauvaisen

ristikon optimointitulosta kuvassa 5.2. Havainnollistamiseen käytetään taulukoiden 5.1 ja

5.2 PSO-algoritmilla saatuja tuloksia. Kuvista voidaan huomata, että ristikoiden topolo-

gia ei ole optimaalinen, eli sauvojen lukumäärää ja solmupisteiden sijaintia muuttamalla

ristikoiden massaa saataisiin pienennettyä.
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Kuva 5.1. 10-sauvaisen ristikon PSO-algoritmin optimointituloksen havainnollistaminen.

Kuva 5.2. 15-sauvaisen ristikon PSO-algoritmin optimointituloksen havainnollistaminen.

Optimointi yksinkertaisella ohjelmalla ilman siirtymärajoitusehtoja

Algoritmin 6 avulla ristikon massaksi saadaan 918,27 kg. FEM-laskenta suoritetaan yli-

opiston python-ohjelman lisäksi myös “Autodesk Robot Structural Analysis Professional

2022”-ohjelmalla ja molemmat sovellukset antavat samat tulokset sauvavoimille. Sauvan

jännityksen käyttöaste lasketaan jakamalla sauvaan vaikuttava jännitys kuvan 4.1 maksi-

mijännitys σu:lla. Algoritmin tulokset on esitetty taulukossa 5.5.
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Taulukko 5.5. 10-sauvaisen ristikon optimointitulokset ilman siirtymärajoitusehtoja.

Tulosten perusteella lasketaan myös ristikon solmun 2 pystysiirtymä, joka on -183.5mm,

joten kuvan 4.1 siirtymärajoitusehto -50.8mm ei toteudu.
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6. YHTEENVETO

Kandidaatintyössä tutkittiin ristikkorakenteen diskreettiä optimointia metaheurististen al-

goritmien avulla. Ristikon diskreetissä optimoinnissa sauvojen poikkileikkaukset valitaan

profiililuettelosta. Diskreetissä optimoinnissa ratkaisujen määrä kasvaa eksponentiaali-

sesti, kun ristikon sauvojen lukumäärää kasvatetaan, joten kaikkien ratkaisujen tarkas-

taminen ei ole mahdollista. Metaheuristiset algoritmit sopivat ristikon optimointiin, koska

niillä voidaan ratkaista diskreettejä optimointiongelmia. Huonoina puolina metaheuristi-

sissa algoritmeissä on se, että ne perustuvat satunnaisuuteen, joten optimointituloksia ei

voida toistaa.

Työssä optimoitiin 10- ja 15-sauvaiset ristikot, jotka mallinnettiin yksinkertaisina rakentei-

na, jolloin ristikon sauvoihin kohdistuu vain normaalivoimaa. Optimointi suoritettiin mitoi-

tusoptimoinnin avulla, jolloin ristikon sauvojen lukumäärä ja solmupisteiden koordinaatit

määritetään ennen optimointia. Rajoitusehtoina käytettiin ristikon sauvojen maksimijänni-

tyksiä ja solmupisteiden siirtymiä. Optimointialgoritmeinä käytettiin geneettistä algoritmia,

parveilualgoritmia ja muurahaisyhdyskuntaoptimointialgoritmia. Optimointituloksia verrat-

tiin kirjallisuuden vastaaviin tuloksiin.

Käytettävistä algoritmeistä parveilualgoritmi antoi vastaavia tuloksia kuin kirjallisuuden

tulokset. Kirjallisuuskatsauksen perusteella parveilualgoritmin lisäksi geneettinen algorit-

mi, muurahaisyhdyskuntaoptimointialgoritmi ja mehiläisyhdyskuntaoptimointialgoritmi an-

tavat lupaavia tuloksia ristikon diskreettiin optimointiin. Tutkimuksen johtopäätöksenä on,

että metaheuristiset optimointialgoritmit soveltuvat yksinkertaisen ristikon diskreettiin op-

timointiin hyvin.

Työssä käytettävät geneettinen algoritmi ja muurahaisyhdyskuntaoptimointialgoritmi ei-

vät antaneet yhtä hyviä tuloksia kuin kirjallisuuden vastaavat tulokset. Siksi tulosten pe-

rusteella ei voida tehdä johtopäätöksiä, mitkä käytetyistä algoritmeista sopivat parhaiten

diskreettiin optimointiin. Koska metaheuristen algoritmien tulokset riippuvat käytetyistä

alkuarvoista, jatkotutkimusaiheena voisi selvittää, miten eri alkuarvojen valinta vaikuttaa

optimointituloksiin.
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LIITE A: RISTIKOIDEN POIKKILEIKKAUSTEN

PINTA-ALAT

Taulukko A.1. 10-sauvaisen ristikon poikkileikkausten pinta-alat. Samoja poikkileikkauk-
sia [in2] on käytetty kirjallisuudessa [24] [13] [17] [22] ja [mm2] [3].
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Taulukko A.2. 15-sauvaisen ristikon poikkileikkausten pinta-alat [mm2].
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