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Tämän tutkimuksen tarkoituksena oli selvittää, mitä tulee huomioida yhdenvertaisessa koneoppi-

misessa. Keskustelua eettisestä tekoälystä ja siihen liittyvästä päätöksenteon eettisyydestä käy-

dään yhä enenevissä määrin. Tutkimuksen tarkoituksena oli tutustua tarkemmin koneoppimisen 

yleisiin menetelmiin sekä ottaa selvää mistä ja miksi koulutusaineistoihin ja lopputuotteisiin voi 

päätyä puolueellisuutta. Puolueelliset vinoumat koneoppimisavusteisessa päätöksenteossa voivat 

pahimmassa tapauksessa estää yhdenvertaisuuden toteutumisen päätöksenteossa.  

Työ jakaantuu kolmeen osaan. Ensin esittelen koneoppimisen neljä yleisintä menetelmää, 

jotka ovat ohjattu oppiminen, ohjaamaton oppiminen, vahvistusoppiminen ja syväoppiminen. 

Pohdin työssä eri näkökulmia datan puolueellisuuteen, jotka nousevat esiin kirjallisuudesta. Ko-

neoppiminen on yksi tekoälyn osa-alueista, ja kirjallisuus esittää, että tekoälyn varhaisilla vai-

heilla sekä sen koko kehityskaarella olisi vaikutusta puolueellisuuksien syntymiseen. Luonnon-

tieteellisten ja teknisten alojen sukupuolivinouma voi myös johtaa puolueellisuuteen tekoälyn 

lopputuotteissa. Yhtä lailla laajamittaiset tekstianalyysit paljastavat tiettyjen arvojen ja yhteiskun-

nallisten normien olevan puolueellisia naisia kohtaan ja niin nivoutuneita yleiseen kielenkäyttöön, 

että tekstianalyyseilla koulutettu koneoppimisalgoritmi ei välttämättä kykene havaitsemaan puo-

lueellisuutta.  

Tutkimuksen tuloksena on, että erityisesti riski puolueellisuuksien syntymiseen on läsnä oh-

jatussa oppimisessa sekä syväoppimisessa. Luokittelua ylipäätään käsiteltiin, joka on eniten läsnä 

ohjatun ja ohjaamattoman oppimisen menetelmissä. Siitä kirjallisuus on yksimielinen, että kone-

oppimisalgoritmien tuottamien tulosten selitettävyys on ensisijaisen tärkeää eli se, että jälkikäteen 

voidaan kertoa miten algoritmi on päätynyt tiettyyn tulokseen. Tässä työssä esitetään neljä ratkai-

sua puolueellisuuden vähentämiseksi koneoppimisavusteisessa päätöksenteossa. Tutkimuksen 

perusteella voidaan olettaa, että riski puolueellisuuksien syntymiselle ja yhdenvertaisuusperiaat-

teiden noudattamatta jättämiselle on olemassa nykyhetken tekoälyn sovelluksissa.  

Avainsanat: koneoppiminen, eettinen tekoäly, yhdenvertaisuus, fairness, balanced data usage 

Tämän julkaisun alkuperäisyys on tarkastettu Turnitin OriginalityCheck –ohjelmalla.  
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1 Johdanto 

Tekoäly on eri muodoissaan yhä enemmän läsnä yhteiskunnassa ja sen hyödyntäminen ei 

tule vähenemään vaan kasvamaan tulevina vuosina ja vuosikymmeninä. Smithin ja Rica-

nekin (2020) mukaan tekoälyn avulla autot voivat pysyä ajokaistoilla, puhe voidaan kään-

tää tekstimuotoisiksi komennoiksi ja etsintäkuulutetut ihmiset voidaan tunnistaa valoku-

vista ja valvontakameranauhoista. Tehtävät, joita aiemmin vain ihmiset kykenivät suorit-

tamaan, kuuluvat nyt myös tekoälyn repertuaariin, ja vielä suurella tarkkuudella ja no-

peudella (Smith & Ricanek, 2020). Siirrymme aikaan, jossa koneoppimisavusteinen pää-

töksenteko tulee lisääntymään, ja on tärkeää ymmärtää miten koneoppimisalgoritmit 

muodostavat ratkaisunsa. Tärkeää on myös se, miten ihmiset tulkitsevat näitä tuloksia. 

Vuosisatojen aikana ihmiset ovat kehittäneet kriittisen ajattelukyvyn, jonka avulla 

tehdään informoituja ja faktoihin perustuvia päätöksiä tavoitteena välttää päätöksentekoa 

suppean kokemustiedon varassa. Kuitenkin koneoppimisalgoritmi oppii ensisijaisesti 

vain materiaalista, jolla sitä koulutetaan. Jos kouluttamisprosessissa käytettävä data sisäl-

tää haitallista puolueellisuutta, niin voidaan karkeasti sanoa, että silloin myös lopputu-

lema sisältää sitä. Vaikka suuri koulutusaineiston määrä lieventää tätä ongelmaa hieman, 

se ei täysin poista sitä. (Leavy, 2018) 

Tutkielmassa avaan tarkemmin sitä, miten yhdenvertaisuus tulisi ottaa osaksi kone-

oppimisprosessia. Pääosin keskityn tarkastelemaan aihetta sukupuoleen perustuvan edun 

tai syrjinnän kautta, mutta osaksi on liitetty pohdintaa myös muista mahdollisista ennak-

koasenteista, jotka voivat johtaa syrjintään kuten ikä tai kansalaisuus. Esittelen tutkiel-

massa myös muutaman aiheeseen liittyvän esimerkin, jotka osoittavat miten haitallinen 

puolueellisuus voi korostua koneoppimisalgoritmien tuottamissa ratkaisuissa. Aiheesta 

tekee tärkeän sen ajankohtaisuus ja poikkitieteellisyys. Suuri osa lähteistä on viimeisen 

kolmen vuoden ajalta, mikä myös antaa viitteen siitä, että aihe on hyvin ajankohtainen. 

Tutkimuskysymykseni on ”Mitä on huomioitava yhdenvertaisessa koneoppimisessa?” 

Johdannon jälkeen avaan aiheeni kannalta keskeiset käsitteet ja esittelen tutkimusme-

netelmän, joka on tässä tutkielmassa kirjallisuuskatsaus. Jotta puolueellisuuden teemaa 

voidaan käsitellä, on ensin ymmärrettävä koneoppimismenetelmien perusteet. Esittelen 

nämä perusteet luvussa 4. Tämän jälkeen luvussa 5 käyn läpi eri näkökulmia siihen, mikä 

voi tuottaa aineistoon puolueellisuutta ja siten vääristää koneoppimisen tuottamia ratkai-

suja. Ongelmatilanteiden esittelyn jälkeen on luontevaa esitellä tieteellisestä kirjallisuu-

desta esiin nousevat ratkaisut yhdenvertaisuuden edistämiseksi koneoppimisavusteisessa 

päätöksenteossa. Ratkaisut esitellään luvussa 6, jota seuraa yhteenvetokappale 7. 
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2 Keskeiset käsitteet 

Keskeisiä käsitteitä tutkielmassani ovat sukupuoli (gender), ennakkoasenne tai puolueel-

lisuus (bias), päätöksenteon eettisyys sekä eettinen tekoäly. Myös tasapainotettu datan 

käyttö (balanced data usage) sekä ”fairness-by-design”-periaatteet kuuluvat keskeisiin 

käsitteisiin. Englannin kielessä on eroa siinä, puhutaanko biologisesta sukupuolesta (sex) 

vai sosiaalisesta sukupuolesta (gender). Suomen kielessä samaa erottelua ei ole, on vain 

sana sukupuoli. Kun käytän tutkielmassa sanaa sukupuoli, viittaan sillä sosiaaliseen su-

kupuoleen. Myös puolueellisuuden käsite (bias) on hieman ongelmallinen suomeksi. 

MOT-sanakirja kääntää sen suomeksi seuraavasti: substantiivina 1. ennakkoasenne, en-

nakkoluulot, syrjintä 2. (ennakko)mieltymys, puolueellisuus, jonkin suosiminen 3. taipu-

mus johonkin. Verbinä taas se voi MOT-sanakirjan mukaan tarkoittaa jotain seuraavista: 

olla johonkin kallellaan, tuntea mieltymystä tai ennakkoluuloja (jotakin kohtaan) tai vai-

kuttaa johonkin (puolueellisesti). Terminä se taipuu siis moneen, kuitenkin aina viitaten 

tiettyyn arvotukseen asioiden välillä, erityisesti ennakkoasenteisiin ja puolueellisuuteen. 

Käytän jatkossa tässä tutkielmassa sanoja ennakkoasenne ja puolueellisuus. 

Käsitteet yhdenvertaisuus (equality, parity) ja tasa-arvo (equality) liittyvät myös lä-

heisesti tutkielman aiheeseen. Toisaalta edellä mainittujen käsitteiden ero havaitaan suo-

men kielessä selkeämmin kuin englannin kielessä. Tilanne on siis päinvastainen verrat-

tuna puolueellisuuden käsitteeseen. Suomen oikeusministeriön ylläpitämällä sivustolla 

yhdenvertaisuus.fi määritellään yhdenvertaisuus seuraavasti: 

”Yhdenvertaisuudella tarkoitetaan sitä, että kaikki ihmiset ovat samanarvoisia riippumatta heidän 

sukupuolestaan, iästään, etnisestä tai kansallisesta alkuperästään, kansalaisuudestaan, kielestään, 

uskonnostaan ja vakaumuksestaan, mielipiteestään, vammastaan, terveydentilastaan, seksuaali-

sesta suuntautumisestaan tai muusta henkilöön liittyvästä syystä.” 

Sivusto toimii tietopankkina organisaatioille ja yksityishenkilöille, jotka ovat kiinnostu-

neita oppimaan yhdenvertaisuudesta ja syrjimättömyydestä. Käytän tässä tutkielmassa 

heidän määrittelyään pohjana sille, mihin perustan tämän tutkielman näkökulman ja myös 

termimäärityksenä yhdenvertaisuudelle. 

Sivustolla kerrotaan, että yhteiskunnassa, joka toimii oikeudenmukaisesti henkilöön 

liittyvät tekijät, jotka on lueteltu yllä, eivät saisi vaikuttaa henkilön mahdollisuuksiin 

päästä koulutukseen, saada työtä tai erilaisia palveluita. Suomen kielessä, kun puhutaan 

tasa-arvosta, viitataan tavallisesti sukupuolten väliseen tasa-arvoon. Jos tarkoitetaan tasa-

vertaisuutta jonkin muun ominaisuuden näkökulmasta kuten iän, puhutaan yhdenvertai-

suudesta. Yhdenvertaisuus voi olla myös poikkileikkaavaa eli sitä voidaan tarkastella 

useiden ominaisuuksien suhteen samanaikaisesti. Toisaalta on myös mahdollista tarkas-

tella yhdenvertaisuutta eri ominaisuuksien yhteisvaikutusten kannalta. 
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3 Tutkimusmenetelmä 

Käytän tutkimusmenetelmänä kirjallisuuskatsausta. Tutkimusaineisto on kerätty pääosin 

Tampereen yliopiston tarjoamista tietokannoista, ja lähteiksi on hyväksytty tieteellisiä ar-

tikkeleita, konferenssijulkaisuja sekä kirjoja. Hyväksyin myös aiheen kannalta muutaman 

oleellisen internetlähteen tutkielmaan. Aloitin tiedonhaun IEEE- ja ScienceDirect -tieto-

kannoista. Etsin aluksi lähteitä vain hakulausekkeella ”gender bias” AND (”artificial in-

telligence” OR AI OR “machine learning”). Tällä menetelmällä löysin 10 tutkielman kan-

nalta relevanttia artikkelia tai konferenssijulkaisua. Pari lähdettä löytyi myös ACM-tieto-

kannasta. Tarvitsin lisää lähteitä, joten laajensin hakua käyttämällä seuraavia termejä sekä 

erilaisia yhdistelmiä niistä ”gender bias”, ”bias”, ”artificial intelligence”, ”AI”, ”machine 

learning”, ”fairness”, ”balanced data usage”, ”decision-making”, ”ethics” ja ”ethical”. 

Alustavasti artikkeli tai konferenssijulkaisu hyväksyttiin mukaan tähän tutkiel-

maan, jos sen otsikossa tai tiivistelmässä esiintyi osa hakusanoista ja erityisesti, jos 

artikkeli käsitteli jonkinlaista puolueellisuutta sosiaaliseen sukupuoleen liittyen, se hy-

väksyttiin. Prosessin edetessä, kun luin lähteitä, pari lähdettä karsiutuivat pois, koska 

ne eivät liittyneet läheisesti aiheeseen. Tällainen artikkeli oli esimerkiksi tekninen se-

lostus kasvojen tunnistuksesta, joka käsitteli sitä, miten kasvojentunnistusalgoritmi 

luokittelee erilaisten kasvojenpiirteiden perusteella ihmisiä miehiin ja naisiin. Tässä 

artikkelissa näkökulma oli siis biologisten piirteiden mahdollinen eroavuus eikä niin-

kään yhteiskunnallinen ja sosiaalinen näkökulma, jotka ovat enemmän tämän tutkiel-

man keskiössä. En ottanut lähteiksi mukaan myöskään artikkeleita, jotka käsittelivät 

tekoälyä yksinomaan lääketieteen tai markkinoinnin näkökulmasta. Valitut lähteet ovat 

pääosin englanninkielisiä. Lähteisiin on sisällytetty myös kaksi koneoppimisen perus-

teosta.  

4 Koneoppimisen menetelmiä 

Koneoppiminen on yksi tekoälyn osa-alueista. Edempänä esittelen neljä koneoppimisen 

yleistä menetelmää, joita ovat ohjattu oppiminen, ohjaamaton oppiminen, vahvistusoppi-

minen sekä syväoppiminen. Marslandin (2014) mukaan kyky oppia tuo elämään jousta-

vuutta. Oppiminen mahdollistaa sopeutumisen monenlaisiin tilanteisiin ja on tietyllä ta-

valla jo itsessään älykkyyttä. Marsland lähestyy oppimista kolmen eri teeman kautta: 

muistaminen, sopeutuminen ja yleistäminen. Nämä kolme teemaa ovat myös olennaisia, 

kun tarkastellaan koneoppimisprosessia. Edellä mainittua kolmea älykkyyden osa-aluetta 

pystytään tarvittaessa tuomaan mitattavaan muotoon ja mallintamaan koneella. Nämä ei-

vät kuitenkaan ole älykkyyden ainoita osa-alueita, vaan niihin kuuluvat myös esimerkiksi 

looginen päättelykyky, luovuus ja sosiaalinen älykkyys, mutta ne on rajattu tarkastelusta 

pois nykyhetken koneoppimisalgoritmien kouluttamisessa. (Marsland, 2014) 
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Koneoppimisen prosessi rakentuu seuraavasti: datan esikäsittely, ominaisuuksien va-

linta, sopivan algoritmin valinta, mahdollisten parametrien määrittäminen, kouluttaminen 

ja viimeiseksi tulosten arviointi ja tulkitseminen. Aluksi on kerättävä riittävä määrä dataa 

ja suoritettava sille esikäsittely. Tehtävän kannalta olennaiset ominaisuudet (feature) 

määritellään, ja koko aineistosta voidaan ottaa pieni otanta, jonka avulla sitten testataan, 

mitkä ovat kaikista tärkeimmät ominaisuudet. Datan esikäsittelyvaiheesssa voi tulla vas-

taan ongelmia. Yleisin ongelma on, että asiaankuuluvaa aineistoa saattaa olla vaikea ke-

rätä. Tämä voi johtua siitä, että tieto on hajallaan useissa eri formaateissa ja paikoissa. 

Tietojen yhdistäminen asiantuntevasti voi tässä tapauksessa olla hankalaa eli esimerkiksi 

tiedon eheys voi olla vaarassa, jos data-aineistoissa on puuttuvia tietoja tai joitain muita 

virheitä. Myös aineiston määrään täytyy kiinnittää huomiota sillä koneoppimisen tehokas 

hyödyntäminen onnistuu  parhaiten, kun kerätyt aineistot ovat tarpeeksi laajoja eivätkä 

sisällä liikaa Gaussin melua (noise). (Marsland, 2014) 

Toisaalta suuremman aineiston myötä tulevat myös suuremmat kulut ja oikean tasa-

painon löytäminen siinä, että dataa on tarpeeksi, mutta sen hankkiminen ei tuota ylimää-

räisiä kuluja, on lähes mahdoton tehtävä. Tämä vaihtoehtoiskustannuksien ajatusmalli pä-

tee myös ominaisuuksien valintaan eli ominaisuudet kannattaa asettaa siten, ettei niiden 

keräämiseen tarvita merkittävästi aikaa tai rahaa. (Marsland, 2014) 

Aineiston esikäsittelyn jälkeen on valittava tehtävään sopiva algoritmi. Tässä vai-

heessa on hyvä tietää jokaisen yksittäisen algoritmin toimintaperiaatteet sekä käyttöesi-

merkit. Tehtävään sopivan algoritmin valintaan liittyy myös parametrien määrittely. 

Useat algoritmit tarvitsevat manuaalisesti määritetyt parametrit tai jonkin verran testaa-

mista sopivien arvojen löytämiseksi. Kun näistä vaiheista on päästy eteenpäin, päästään 

valitun koneoppimisalgoritmin kouluttamisvaiheeseen. Tässä vaiheessa koneen lasken-

nallinen teho on oleellista, sillä sen avulla syntyy malli, jonka avulla voidaan arvioida 

uuden datan tuloksia. Viimeinen vaihe ennen varsinaista koneoppimisen hyödyntämistä 

on arviointivaihe. Algoritmille annetaan aineisto, joka ei ollut osa koulutusaineistoa ja 

havainnoidaan sen tuottamia tuloksia. Näin voidaan arvioida prosessin ja tulosten tark-

kuutta. Tämä tapahtuu kohdeaineiston alan asiantuntijoiden toimesta. (Marsland, 2014) 

4.1 Ohjattu oppiminen 

Ohjatun oppimisen menetelmiin kuuluvat luokittelu ja regressiomallit. Luokittelu tehdään 

aina suhteessa tiettyihin ominaisuuksiin. Jos käytetään ohjatun oppimisen menetelmää, 

on datan esikäsittelyvaiheessa myös valittava mikä on luokittelun toivottu lopputulos ja 

syötettävä se tiedoksi luokittelualgoritmille. (Marsland, 2014) 
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Yksinkertaisimmillaan ohjattu oppiminen on sitä, että koneoppimisalgoritmi oppii 

tunnistamaan tietystä luokasta annettujen esimerkkien avulla eli luokittelemaan dataa. 

Ohjatussa oppimisessa koulutusaineiston lisäksi algoritmille annetaan malliesimerkit oi-

keista vastauksista. Tässä oppimisen tavassa halutaan siis, että algoritmi löytää vastauk-

sen sille, minkä ominaisuuden kaikki luokkaan kuuluvat asiat jakavat. Samanaikaisesti 

toivotaan, että tämän ominaisuuden jakavat vain luokan edustajat eli miltään negatiivi-

selta esimerkiltä ei löydy tuota haluttua ominaisuutta. Yllä oleva esimerkki on hyvin yk-

sinkertainen ja liittyy yhden luokan tapaukseen. Usein halutaan kuitenkin luokitella dataa 

useisiin eri luokkiin. Usean luokan tilanteessa halutaan löytää tietyt rajat sille, milloin 

yhden luokan entiteetit päättyvät ja seuraavan luokan entiteetit alkavat. Tätä kutsutaan 

myös niin sanotuksi lähimmän naapurin ongelmaksi. (Alpaydin, 2014) 

Jos luokkia on useita, niiden mallintaminen ja oppimisprosessi on hieman erilainen. 

Alpaydinin (2014) mukaan kahden tai useamman luokan tapauksessa on järkevää käyttää 

kahta esimerkkiä. Algoritmille annetaan esimerkki positiivisesta luokan edustajasta, 

mutta myös negatiivinen esimerkki annetaan eli algoritmi saa esimerkin siitä, mikä ei 

ainakaan ole luokan jäsen. Tämän avulla voi tulla vastaan tilanne, jossa entiteetti voisi 

kuulua luokkaan, mutta se ei täysin vastaa positiivisen esimerkin ominaisuuksia. Sitten 

luokittelija-algoritmi havaitsee, että se sopii paremmin negatiivisen esimerkin kuvauk-

seen ja hylkää entiteetin. 

Positiivisten ja negatiivisten esimerkkien luokittelu riippuu aina tilanteesta, jota yri-

tetään mallintaa. Alpaydin tarjoaa kirjassaan esimerkin siitä, miksi erilaisia hypoteeseja 

tarvitaan. Jos tehtävänä on luokitella käsin kirjoitetun tekstin kirjaimia, voidaan olettaa, 

että jokaisella eri kirjainluokalla on keskenään jotain yhteistä. Toisaalta lääketieteessä voi 

tulla vastaan tilanne, jossa kaikki terveet potilaat ovat samanlaisia, mutta jokainen sairas 

potilas on sairas omalla tavallaan. Sairauksilla ei näin ollen ole välttämättä mitään yhteistä 

keskenään, vaikka ne kaikki voisikin luokitella sairauksiksi. 

Jos hyödynnetään regressiota, on ideana perinteisesti, että jokaiselle tietylle x:n ar-

volle löydetään y-arvo (Marsland, 2014; Alpaydin, 2014). Tämä on Alpaydinin (2014) 

mukaan tilastotieteessä tuttu ongelma, eli miten voidaan asettaa matemaattista funktiota 

kuvaava käyrä aineistoon siten, että se kulkee mahdollisimman läheltä jokaista yksittäistä 

arvoa. Tässä ongelmassa on yleensä kysymys funktion arvioimisesta tai interpolaatiosta. 

Vaikka interpolaation laskeminen ei kahden ulottuvuuden tilanteessa ole ihmisen kykyjen 

ulkopuolella, useiden päällekkäisten ulottuvuuksien tilanteessa luokittelu voi muuttua to-

della haastavaksi (Alpaydin, 2014), tässä tapauksessa on siis parempi turvautua tietoko-

neen laskennalliseen tehoon. 
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4.2 Ohjaamaton oppiminen 

Konseptina ohjaamaton oppiminen on erilainen kuin ohjattu oppiminen. Regressiomallia 

ei voida käyttää, sillä aineistosta syntyvät toivotut tulokset eivät ole tiedossa. Näin ollen 

ei voida tehdä oletusta siitä, miten funktio tulee asettumaan aineistoon. Myöskään esi-

merkkien avulla luokitteleminen ei tule kyseeseen, sillä esimerkit eivät ole tiedossa. Toi-

saalta, jos algoritmi kykenee hyödyntämään tietoa siitä, mitkä syötteet ovat riittävän sa-

manlaisia, se voi muodostaa samantyyppisistä datahavainnoista ryhmittymät eli klusterit. 

Ohjaamattoman oppimisen tavoitteena on siis muodostaa klusterit saman tyyppisistä da-

tan arvoista. Algoritmin täytyy löytää samankaltaisuudet itse, ilman, että sille etukäteen 

kerrotaan luokittelukriteereistä. (Marsland, 2014) 

Siinä missä ohjatussa oppimisessa algoritmille tarjotaan esimerkkejä oikeista vas-

tauksista tai luokista, niin ohjaamattomassa oppimisessa esimerkkejä ei anneta. Tieto toi-

votuista esimerkeistä on erittäin hyödyllinen, sillä esimerkit voidaan välittää tiedoksi  al-

goritmille, mutta näiden esimerkkien muodostaminen on usein hankalaa (Marsland, 

2014). Marslandin mukaan usein esimerkkien muodostaminen saattaa vaatia sen, että en-

sin ihminen kirjaa jokaiselle havainnolle tunnisteen käsin. Tämä on suurten aineistojen 

yhteydessä erittäin työlästä, ja toisaalta hieman erikoinen välivaihe, kun tavoitteena on 

hyödyntää koneoppimista. Kun oikeista tuloksista ei ole mitään tietoa, algoritmin tehtä-

väksi jää havaita itse säännönmukaisuus tai yhteenkuuluvuus datan saamien arvojen vä-

lillä. Ohjaamaton oppiminen ei siinä mielessä ole kaukana siitä prosessista, kun ihmiset 

oppivat uusia asioita. Yleensä ihmisetkään eivät tiedä uuden oppimisen aikana oikeita 

vastauksia. (Marsland, 2014) 

Ohjaamattomassa oppimisessa tavoitteena on siis löytää säännönmukaisuutta aineis-

tosta. Jotkin säännönmukaisuudet voivat toistua aineistossa useammin kuin toiset, ja eri-

tyisesti tämä on koneoppimisen näkökulmasta kiinnostavaa. Tietoa halutaan siis siitä, 

mitkä tapahtumat toistuvat usein ja mitkä eivät. Tilastotieteessä tätä kutsutaan ydinesti-

moinniksi. Yksi menetelmä ydinestimonnin saavuttamiseksi on klusterointi, jonka tavoit-

teena on löytää joukkoja tai ryhmiä aineistosta. (Alpaydin, 2014) 

Esimerkiksi yrityksellä voi olla dataa sen aiemmista asiakkaista kuten väestötieteel-

listä informaatiota ja aiemmat asioinnit yrityksen kanssa. Yritys voi haluta nähdä millai-

nen on sen tavallinen asiakasprofiili eli minkä tyyppisiä asiakkaat ovat yleensä. Tässä 

tilanteessa asiakkaiden tietojen perusteella voidaan muodostaa klusterimalli, joka näyttää 

luonnolliset luokat asiakkaista. Näiden luokkien avulla yritys voi muokata liiketoiminta-

malliaan. Esimerkiksi kohdentaa tietynlaista markkinointia tuotteesta tai palvelusta tie-

tylle ryhmälle. Toisaalta myös tavallisesta asiakasprofiilista poikkeavat asiakkaat voidaan 

tunnistaa mallin avulla, ja kenties löytää heistä uutta markkinapotentiaalia. (Alpaydin, 

2014) 
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4.3 Vahvistusoppiminen 

Vahvistusoppiminen putoaa ohjatun ja ohjaamattoman oppimisen väliin. Algoritmille 

kerrotaan, jos vastaus on väärä, mutta ei sitä, miten korjata tulosta. Algoritmin on siis 

kokeiltava eri vaihtoehtoja niin kauan, kunnes se löytää oikean vastauksen. Vahvistusop-

pimista kutsutaan toisinaan myös oppimiseksi kriitikon kanssa, sillä väärästä vastauksesta 

saa kritiikkiä, mutta ei parannusehdotuksia siitä miten päästä lähemmäksi oikeaa vas-

tausta. (Marsland, 2014) 

Tässä tapauksessa algoritmin on siis kokeiltava erilaisia lähestymistapoja ongelman-

ratkaisussa ja sitten pääteltävä, mikä lähestymistapa toimii parhaiten. Erilaisten lähesty-

mistapojen kokeilemisella tarkoitetaan tässä koneoppimisalgoritmien haun optimointiin 

liittyviä seikkoja. Vahvistusoppiminen kuvataan yleensä vuorovaikutussuhteena jonkin 

toimijan ja ympäristön välillä. Toimija on tässä se entiteetti, joka oppii ympäristöstään. 

Ympäristön tehtävänä on tarjota jonkin palkitsemisjärjestelmän kautta tieto siitä, kuinka 

hyvä kokeiltu toimintatapa on. (Marsland, 2014) 

Esimerkkinä vahvistusoppimisesta voidaan nähdä tilanne, jossa lapsi opettelee seiso-

maan ja kävelemään. Lapsi kokeilee monia eri toimintamalleja pysyäkseen pystyssä ja 

saa ympäristöstään palautetta siitä, mikä strategia oli paras. Lopullinen palaute on se pää-

tykö yrityksen päätteeksi kumoon vai ei. Ne toimintatavat, jotka näyttävät toimivan, ovat 

niitä, joita lapsi kokeilee uudelleen ja uudelleen, kunnes ne sujuvat lähes täydellisesti tai 

kunnes löytyy jokin parempi tapa suorittaa asia. Jos löytyy parempi tapa, aiemmin opitut 

tavat hylätään. (Marsland, 2014) 

Tätä vertauskuvaa lapsen seisomaan ja kävelemään oppimisesta voidaan vielä laajen-

taa kattamaan virhetilanteet vahvistusoppimisessa. Syy sille, miksi lapsi kaatuu, ei ole 

välttämättä se asia, jonka lapsi teki viimeisenä vaan se voi olla jotain, mitä tapahtui jo 

aiemmin. Lapsi on voinut siis menettää tasapainon jo aiemmin, mutta pysyäkseen pys-

tyssä on heiluttanut käsiään usean sekunnin ajan. Kaatumisen syy ei kuitenkaan ole käsien 

heiluttaminen, vaan kompastuminen. Voi olla siis vaikeaa päätellä, mikä tapahtuma tai 

tapahtumien ketju sai lapsen kaatumaan, sillä tapahtumaketju voi olla pitkä. (Marsland, 

2014) Voidaankin siis nähdä, että vahvistusoppimisella on selkeitä yhtymäkohtia klassi-

seen ehdollistumiseen. Toivotusta toiminnasta saa palkinnon ja ei-toivotusta rangaistuk-

sen.  

 

4.4 Syväoppiminen 

Syväoppimisessa koneoppimismalleihin on otettu inspiraatioksi ihmisaivojen toiminta. 

Aivojen hermosoluja eli neuroneita voidaan verrata tietokoneen prosessoreihin. Aivojen 

neuronit toimivat seuraavasti: aivojen välittäjäaineet nostavat tai laskevat sähkönvarausta 
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hermosolussa. Jos tietty raja ylittyy, neuroni aktivoituu ja lähettää hermoimpulssin eteen-

päin useille muille neuroneille. (Marsland, 2014) 

Marslandin (2014) mukaan neuroni voidaan nähdä kuin yksittäisenä prosessorina, 

jolla on yksinkertainen laskennallinen tehtävä: lähettääkö eteenpäin sähköimpulssi vai ei. 

Aivot voidaan tietojenkäsittelytieteen näkökulmasta nähdä siis massiivisena kokoelmana 

rinnakkaisia prosessoreita. Luonnollisesti psykologian tieteenala tuskin allekirjoittaa tätä 

väitettä sellaisenaan. Vielä on paljon mitä ei aivoista tai ihmismielen toiminnasta tiedetä. 

Aivojen paras ominaisuus on eittämättä niiden plastisuus eli muovautuvuus. Täysin 

uusien yhteyksien luominen neuronien välillä ja jo olemassa olevien yhteyksien vahvis-

taminen ovat osa tätä muovautuvuutta. Tekoälyn varhaisten vaiheiden tutkijan Donald 

Hebbin luoman säännön mukaan kahden synapsin välinen yhteys voimistuu, jos her-

moimpulssi laukeaa molemmissa samanaikaisesti. Jos synapsit eivät ikinä laukea samaan 

aikaan, niiden välinen yhteys heikkenee ja lopulta katoaa. Tällä näkemyksellä on yhteistä 

Pavlovin klassisen ehdollistumisen teorian kanssa. (Marsland, 2014) 

Syväoppimisen perimmäinen tarkoitus on oppia lisääntyvän abstraktion ominaispiir-

teet mahdollisimman pienellä ihmistyön panoksella (Bengio, 2009). Tämä on seurausta 

siitä, että useimmissa sovelluksissa ei tiedetä syötteiden rakennetta tarkasti, ja riippuvuus-

suhteet, joita syötteissä saattaa olla kuten lokaalisuus, tulee löytää automaattisesti koulut-

tamisvaiheen aikana. Alpaydinin (2014) mukaan juuri tämä riippuvuuksien, kuvioiden 

(pattern) tai säännönmukaisuuksien poiminta mahdollistaa abstraktion ja yleisten kuvaus-

ten oppimisen. Neuroverkkoja koulutetaan tyypillisesti yksi kerros kerrallaan. Jokaisen 

kerroksen tehtävänä on poimia oleellisimmat ominaisuudet sille syötetystä informaati-

osta. 

Syväoppimismenetelmät ovat houkuttelevia lähinnä siksi, että ne tarvitsevat vähem-

män manuaalista työtä. Syväoppimista hyödynnettäessä ei tarvitse määritellä ja valita oi-

keita ominaisuuksia tai sopivia perustoimintoja tai miettiä arkkitehtuuria. Jos käytettä-

vissä on valtava määrä tietoa ja riittävästi laskentatehoa, voidaan vain antaa algoritmin 

tehdä työtä ja oppia kaikki tarpeellinen aineistosta. Ajatus useiden abstraktiotasojen taus-

talla syväoppimisessa on intuitiivinen. Tämä ei päde ainoastaan kuvantunnistukseen (kä-

sin kirjoitetun tekstin tulkinta tai kasvokuvat) vaan monissa sovelluksissa voidaan hyö-

dyntää useiden abstraktiotasojen mallia. Alpaydin (2014) antaa esimerkin abstraktiota-

sojen hyödyllisyydestä. Jos tehtävänä olisi kääntää koneellisesti englanninkielinen lause, 

algoritmi oppisi ensin useiden abstraktiotasojensa kautta englannin kielen leksikaaliset, 

syntaktiset sekä semanttiset säännöt ja lopputuloksena olisi mahdollisimman abstrakti 

representaatio. Jos sama lause annettaisiin ranskankielisenä konekääntäjälle, prosessoin-

titasot eivät olisi samat, sillä ranskan kieltä koskeva korpus olisi luonnollisesti erilainen 

kuin englannin kieltä koskeva. Kuitenkin lauseet tarkoittaisivat korkeimman abstraktion 
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tasolla samaa, joten niiden käännöstenkin tulisi siis olla suhteellisen yhteneväiset. (Al-

paydin, 2014) 

5 Näkökulmia datan puolueellisuuteen 

Monien eri tekijöiden voidaan nähdä vaikuttavan datan mahdolliseen puolueellisuuteen. 

Näitä ovat esimerkiksi tekoälyn varhaiset edistysaskeleet ja se mihin suuntaan tekoäly ja 

koneoppiminen ovat kehittyneet tähän saakka ja toisaalta mitä tulevaisuuspotentiaalia 

niissä on. Puolueellisuuteen voidaan ottaa esimerkiksi työelämälähtöinen näkökulma, 

puolueelliset kieleen vakiintuneet käsitteet ja normit tai tekoälyn lopputuotteiden tarkas-

telu puolueellisuuden näkökulmasta. 

5.1 Tekoälyn varhaiset vaiheet 

Parsheeran (2018) mukaan tekoälyn varhaiset vaiheet 1950-luvulta lähtien ovat vaikutta-

neet siihen mihin suuntaan tekoälyä on kehitetty. Tekoälyn tutkijat olivat suuren määrit-

telytehtävän edessä 1950-luvulla siinä mitkä älykkyyden osa-alueet oli tarpeen toisintaa 

koneissa, ja toisaalta mitä jätettäisiin pois. Alan Turing (1950) on myöntänyt vuonna 

1950, että hän ei tiedä tähän kysymykseen oikeaa vastausta. Ongelmaa tulisi Turingin 

mukaan lähestyä siten, että molempia ehdotettuja lähestymistapoja kokeiltaisiin. Toinen 

näistä ehdotuksista oli, että kone opetetaan tekemään jotain abstraktia kuten pelaamaan 

shakkia. Toinen ehdotus taas oli, että koneet varustettaisiin aistinelimillä, ja niitä opetet-

taisiin samalla tavalla kuin lapsia opetetaan löytämään oikeat vastaukset. Näistä kahdesta 

vaihtoehdosta päädyttiin ensimmäisenä mainittuun. En näe miten tänä päivänäkään olisi 

mahdollista kokeilla jälkimmäistä vaihtoehtoa. 

Feministisen epistemologian tutkijan Alison Adamin (1998) mukaan shakin pelaami-

sen valitseminen keinotekoisen älykkyyden kriteeriksi heijastaa tekoälytutkijoiden maa-

ilmankuvaa ja mielenkiinnonkohteita. Hän referoi tekoälytutkija Rob Wilneskyn sitaattia 

havainnollistaakseen, mitä hän tarkoittaa tällä: 

They were interested in intelligence, and they needed somewhere to start. So they looked around 

at who the smartest people were, and they were themselves, of course. They were all mathemati-

cians by training, and mathematicians do two things – they prove theorems and play chess. And 

they said, hey, if it proves a theorem or plays chess, it must be smart. 

Shakki ja matemaattinen todistaminen olivat siis luonteva valinta tekoälyn tutkijajou-

kolle 1950-luvulla. On myös huomionarvoista, että molemmat aktiviteetit yhdistetään 

enemmän miehiin ja maskuliinisuuteen (Adam, 1998). Havainto pätee yhä tänä päivänä, 

sillä ammattimaisessa shakissa naiset loistavat poissaolollaan (Maass et al., 2008). Ei ole 

tarkoituksenmukaista kuitenkaan väittää, että tekoälyn varhaisten vaiheiden tutkijoiden 

näkemykset olisivat kummunneet naisvihasta tai halusta pitää naisia epätasa-arvoisessa 
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asemasta yhteiskunnassa. Sen sijaan nämä valinnat heijastavat tutkijoiden omia koke-

muksia, kiinnostuksen kohteita ja myös sosiaalista ehdollistumista (Parsheera, 2018). Jo-

kainen ihminen on omalla tavallaan aikansa ja kulttuurinsa tuote. Kuitenkin tekoälytutki-

joiden omat ominaisuudet, joihin myös sosiaalinen sukupuoli lukeutuu, ovat vaikuttaneet 

tekoälyn kehityskulkuun (Parsheera, 2018). 

5.2 Naiset STEM-aloilla 

Ensimmäisestä tekoälyyn liittyvästä työpajasta Darthmouthissa vuonna 1956, on kulunut 

jo vuosikymmeniä, mutta sukupuolivinouma tekoälytutkijoiden sekä muiden STEM-alo-

jen (science, technology, engineering, mathematics) ammattilaisten keskuudessa on yhä 

tätä päivää (Parsheera, 2018). STEM-aloilla viitataan luonnontieteellisiin ja teknisiin 

aloihin kuten tietojenkäsittelytieteisiin, matematiikkaan ja insinööritieteisiin. UNESCOn 

tilastoinstituutin raportin 2019 mukaan naiset ovat globaalisti aliedustettuina tutkijan am-

matissa. Saman raportin mukaan 29,3 % prosenttia maailman tutkijoista on naisia eli hie-

man alle kolmasosa. Prosentit vaihtelevat maittain ja maanosittain. Euroopassa naistutki-

joiden osuus on suurin Pohjois-Makedoniassa 52,3 % ja huonoin Alankomaissa 25,8 %. 

Suomi sijoittuu tässä tarkastelussa hyvin lähelle globaalia keskiarvoa 32,5 %:lla. 

Parsheera (2018) arvioi, että naisten aliedustuksella nykypäivänä STEM-aloilla tulee 

olemaan samantyyppinen vaikutus kuin naisten poissaololla tekoälyn kehittämisen var-

haisissa vaiheissa. On siis mahdollista, että jotain oleellista jää puuttumaan, ideoita ja 

näkökulmia, jotka eivät tule kuulluiksi. Parsheera (2018) jatkaa esittämällä huolensa työ-

elämässä ilmenevän sukupuolivinouman lisäksi myös ongelmista, joita ei voi havaita pin-

tapuolisesti. Naiset STEM-aloilla raportoivat systemaattisesta syrjinnästä niin palkkauk-

sen, ylennysten kuin myös seksuaalisten häirintätapausten muodossa (Vassallo et al., 

2015). Parsheeran mukaan tämä on linjassa havainnoista STEM-aloille hakeutumisesta ja 

lopulta tutkinnon suorittamisesta kyseisillä aloilla. Termillä STEM-pipeline tarkoitetaan 

sitä, että poikia rohkaistaan opiskelemaan luonnontieteitä ja hakeutumaan teknisille 

aloille läpi kouluvuosien, kun samanaikaisesti tyttölapset eivät saa osakseen samanlaista 

kannustusta luonnontieteellisille ja teknisille aloille. Ilmiö on havaittavissa koko ”koulu-

tusputken” ajan peruskoulusta korkeakouluun asti, siitä nimitys ”pipeline”. Parsheera 

esittää myös, että tekoälyn kenttä on täynnä sukupuolittunutta puolueellisuutta, joka il-

menee myös tekoälyn lopputuotteissa, niiden toiminnoissa sekä tuloksissa. Jossain mää-

rin Parsheera näkee tämän johtuvan liian heterogeenisistä työyhteisöistä tekoälyartifak-

tien suunnittelu- ja testausvaiheissa. (Parsheera, 2018) 

Parsheera (2018) havainnollistaa väitettään esimerkeillä virtuaaliassistenteista. Näi-

hin lukeutuvat Applen Siri, Amazonin Alexa, Googlen Assistant sekä Microsoftin Cor-

tana. Nämä assistentit voidaan mieltää nimeltään ja ääneltään ”naisiksi”. Suurin osa GPS-
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sovelluksista noudattaa myös tätä kaavaa. Valinta voi olla tietoinen ratkaisu perustuen 

esimerkiksi psykologisiin seikkoihin siitä, miksi ihmiset mieltäisivät naisen äänen mie-

luisammaksi koneelle. Toisaalta se voi olla tiedostamatonta yhteiskunnassa vallitsevien 

normien toistamista, joiden mukaan naisen ääntä pidetään sopivampana rooleihin, joissa 

tarvitaan kuuliaisuutta (Parsheera, 2018). Samaan tyyliin myös roboteille ja muille teko-

älyn sovelluksille annettujen nimien ja kehojen tiedetään toisintavan jo olemassa olevia 

sosiokulttuurisia normeja ja sukupuoli-identiteettejä (Marchetti-Bowick, 2009). 

Kuten aiemmin koneoppimista käsittelevässä luvussa 4 todettiin, tekoälyn ”älykkyys” 

on vielä rajallista. Heikon tekoälyn menetelmiin lukeutuva koneoppiminen on altis yli-

kompensoimaan aineistosta esiin nousevia asioita. Nykyaikana monen yrityksen intres-

seissä on lievittää henkilöstöhallinnon työmäärää rekrytointiprosessissa hyödyntämällä 

koneoppimisavusteista päätöksentekoa uuden henkilökunnan valinnassa. Uutistoimisto  

Reuters (2018) uutisoi ongelmista Amazonin HOOVEY-algoritmissa. Vuonna 2018 pal-

jastui, että vuodesta 2014 asti kehitetty HOOVEY sisälsi haitallista puolueellisuutta ja 

suosi miehiä rekrytoinnissa. Algoritmin koulutusaineisto onnistuneista rekrytoinneista 10 

vuoden ajalta sisälsi STEM-alojen yleisen sukupuolivinouman, mikä ylikompensoitui al-

goritmin päätöksissä. Algoritmi siis asetti työnhakijat eriarvoiseen asemaan. Algoritmi 

hyödynsi tekstianalyysia ja syrji kategorisesti kaikkia ansioluetteloita, joissa esiintyi sana 

women’s. Tällä sanalla saatettiin viitata esimerkiksi naisten shakkijoukkueessa toimimi-

seen tai yliopiston käymiseen, jonka nimessä esiintyi sana women’s. Algoritmi oppi myös 

suosimaan ansioluetteloita, joissa esiintyi adjektiiveja, joita yleensä pidetään maskuliini-

sina. Ongelma algoritmin toiminnassa oli se, että lopulta se antoi liikaa painoarvoa yksit-

täisille (maskuliinisille) sanoille ansioluettelossa, eikä toisaalta kyennyt tunnistamaan 

teknisen alan hakijoiden tärkeitä työelämätaitoja kuten ohjelmointitaitoa tai ongelmanrat-

kaisukykyä. Uutisen mukaan (Reuters, 2018) myös muut kansainväliset suuryritykset ku-

ten Unilever, Facebook, Apple, Google ja Microsoft ovat myös osoittaneet kiinnostusta 

koneoppimisavusteiseen rekrytointiprosessiin, ja kehittelevät omia rekrytointia automa-

tisoivia algoritmejaan. Näkisin, että on tärkeää tarkastella näitä tulevaisuuden algoritmeja 

kriittisesti myös yhdenvertaisuuskysymysten kannalta. 

On huomattu, että järjestelmä, jota tuomarit käyttävät ehdonalaisen asettamiseen Yh-

dysvalloissa, rikoksen todennäköisyyden arvioinnin todettiin olevan puolueellinen tum-

maihoisia syytettyjä kohtaan. Toisaalta myös useimmissa älypuhelimessa olevan kasvo-

jentunnistusteknologian on havaittu toimivan parhaiten niille, jotka ovat valkoihoisia 

miehiä (Buolamwini, J. & Gebru, T). Pisteytysjärjestelmiä, jotka saattavat olla puolueel-

listen algoritmien raskauttamia hyödynnetään yhä useammin päätöksenteossa liittyen ih-

misten talouteen, työhön tai vakuutukseen (Citron, D. & Pasquale, F). (Leavy, 2018) 
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Leavy esittää, että on ratkaisevan tärkeää estää puolueellisesti toimivia algoritmeja 

vaikuttamasta päätöksentekoon yhteiskunnassa. Monimuotoisen henkilöstön mukanaan 

tuomia etuja on tutkittu, ja päädytty siihen, että ne tarjoavat uniikin kokoelman erilaisia 

kriittisiä näkökulmia. Kuten edellä jo todettiin, tekoälytutkijat ja tutkijat ylipäätään ovat 

ylivoimaisesti miehiä. Johtavat tutkijat koneoppimisen puolueellisuuden saralla taas ovat 

enimmäkseen naisia. Tämä antaa ymmärtää, että he, joihin puolueellisuus vaikuttaa to-

dennäköisesti huomaavat sen helpommin, ymmärtävät sen ja yrittävät ratkaista ongelmaa. 

Leavy mainitsee heistä muutaman kuten Kate Crawfordin, Fei-Fei Lin ja Joy Buolamwi-

nin. (Leavy, 2018) 

5.3 Sukupuolten puolueellisuus kielessä 

Yksi näkökulma sukupuolten puolueellisuuteen koneoppimiskontekstissa liittyy tosielä-

män käsityksiin ja stereotypioihin. Toisin sanoen siis siihen dataan, josta myös koulutus-

aineistot lopuksi koostuvat. Leavy esittää, että kun käännöspalvelut, kuten Google Trans-

late, kääntävät tekstiä sukupuolineutraaleista kielistä kuten turkista tai suomesta suku-

puolittuneisiin kieliin kuten englannin kieleen, algoritmilla on taipumus liittää sanaan 

oletus sukupuolesta. Tämä luokittelu voi perustua esimerkiksi kuvailtuun ammattiin. In-

sinööreihin, lääkäreihin ja sotilaisiin viitataan sanalla ”he”, kun taas opettajiin, sairaan-

hoitajiin ja sihteereihin sanalla ”she”. Tämä jako voi myös viitata kohteena olevaan teke-

miseen tai tunteisiin. Onnellisuus ja kova työnteko liitetään maskuliiniin ”he” ja toisaalta 

käsitteet laiska ja onneton feminiiniin ”she” (Morse, 2017). (Parsheera, 2018) 

Nämä esimerkit osoittavat Leavyn mukaan, että koneoppimissovellukset voivat usein 

päätyä vahvistamaan ja lujittamaan yhteiskunnassa vallitsevia puolueellisuuksia. Esimer-

kiksi (Zhou et al., 2018) osoittaa, että kun koulutusaineistossa oli ruoanlaittoon liittyviä 

kuvia, joissa naisia esiintyi 33 % enemmän kuin miehiä, niin lopullisessa koneoppimis-

mallissa vinouma oli kärjistynyt 68 %. Tämä havainto on ristiriidassa Donna Harawayn 

vision kanssa kyborgiuniversumista, jossa teknologia tarjoaisi mahdollisuuden irtautua 

tavanomaisista identiteeteistä, joilla hän tarkoittaa ihminen vs. kone ja mies vs. nainen 

vastakkainasetteluja (Haraway, 1991). Harawayn idea on varsin inspiroiva. Tieteellinen 

keskustelu on kehittynyt siihen suuntaan, että yhdenvertaisuus, syrjimättömyys ja reiluus 

ovat olleet yhä enemmän esillä viimeisten vuosikymmenien ajan ja vakiinnuttaneet ase-

maansa muun muassa ihmisoikeuskeskustelussa. Kuitenkin tiedostetut ja tiedostamatto-

mat puolueellisuudet usein estävät näiden arvojen muuttumisen teoiksi. (Leavy, 2018) 

Naisia kohtaan puolueelliset yhteiskunnalliset normit ja arvot voivat olla niin nivou-

tuneita yleiseen kielenkäyttöön, että se voi estää tekstianalyyseilla koulutettua koneoppi-

misalgoritmia huomaamasta puolueellisuutta. Puolueellisuuden huomatakseen algoritmi 
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tarvitsisi perusymmärryksen siitä, miten sukupuolikäsitykset manifestoituvat kielessä. 

(Leavy, 2018) 

6 Ehdotettuja ratkaisuja 

Kirjallisuus ehdottaa eri puolueellisuuksien lieventämiseksi koneoppimisavusteisessa 

päätöksenteossa erilaisia ratkaisuja. Pääosin nämä ehdotetut ratkaisut liittyvät ohjatun op-

pimisen tai syväoppimisen prosessien tarkasteluun. Leavy (2018) esittää, että monimuo-

toisuuden kasvattaminen koneoppimistekniikoiden kehittäjien keskuudessa voisi edes-

auttaa sukupuolten eriarvoisuuteen liittyvien ongelmien ratkaisua. Leavy (2018) näkee, 

että hyötyjä voisi seurata koulutusaineiston arvioinnissa, reiluusperiaatteiden lisäämisestä 

algoritmien kehitysprosesseihin ja mahdollisen sukupuolten puolueellisuuden riskin arvi-

oiminen kyseisen teknologian hyödyntämisessä. 

6.1 Explainable Artificial Intelligence 

Barredo Arrieta sekä muu tutkimusryhmä (2020) esittävät, että selitettävälle tekoälylle 

(explainable AI) on kasvava kysyntä nykyajan maailmassa, sillä koneoppimisalgoritmit 

avustavat ihmisiä jo varsin kriittisissä päätöksissä. Myös koneoppimisen mustalaatikko-

mallit ovat yleistyneet päätöksenteon tukena (Barredo et al., 2020), joten useat sidosryh-

mät tekoälyn saralla ovat kiinnostuneita lisäämään koneoppimisavusteisen päätöksenteon 

läpinäkyvyyttä (Lipton, 2016). Tekoälyavusteisessa päätöksenteossa riski piilee siinä, 

että päätöksenteon tukena käytettäisiin tuloksia, jotka eivät ole oikeutettuja, lainmukaisia 

tai yksinkertaisesti tulosten alkuperä ei ole jäljitettävissä (Gunning, 2019). Binäärinen 

vastaus ei ole riittävä, sillä koneoppimisavusteisen päätöksenteon sovellusaloihin lukeu-

tuvat itseohjautuvat autot, turvallisuusala, rahoitusala ja monia muita aloja (Barredo Ar-

rieda et al., 2020). 

Barredo Arrieda ja muut (2020) jatkavat, että jos koneoppimismallin suunnitteluvai-

heessa otetaan huomioon sovelluksen selitettävyys yhtenä kriteerinä, siitä voi seurata kol-

menlaista hyötyä. Ensinnäkin mallin tulkittavuus auttaa varmistamaan puolueettomuuden 

päätöksenteossa, eli toisin sanoen mahdolliset puolueellisuutta aiheuttavat tekijät voidaan 

löytää ja korjata koulutusaineistosta. Toiseksi tulkittavuus poistaa mahdollisia ristiriitai-

suuksia, jotka voisivat muuttaa lopullisen ennusteen päinvastaiseksi. Viimeiseksi tulkit-

tavuus toimii ikään kuin vakuutena siitä, että vain merkitsevät muuttujat vaikuttavan lop-

putulokseen eli takaavat, että algoritmin taustalla on todenmukainen syy-seuraussuhde. 

Barredo Arriedan ja muiden (2020) havaintoja tukee se, että ihmiset ovat ylipäänsä ha-

luttomia hyödyntämään tekniikkaa, jonka tulkittavuus, jäljitettävyys sekä luottamukselli-

suus eivät ilmene suoraan (Zhu et al., 2018). Myös tämä näkökulma perustelee nykypäi-

vän tarvetta eettiselle tekoälylle, jonka muodostamat ratkaisut ovat selitettävissä. 
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Barredo ja muut (2020) esittävät eri koneoppimisen lajeille sopivat menetelmät tul-

kittavuuden lisäämiseksi. Ohjatun oppimisen menetelmissä toimenpiteet liittyvät mallin 

toistettavuuteen, vaiheiksi purkamiseen sekä algoritmiseen läpinäkyvyyteen. Esimer-

keiksi Barredo ja muut (2020) ovat nostaneet luvusta 4 tuttuja menetelmiä kuten regres-

sioanalyysit sekä lähimmän naapurin ongelman. Toisaalta syväoppimismalleissa nämä 

edellä mainitut toimenpiteet eivät päde, vaan niissä olennaisempi on Barredon ja muiden 

(2020) mukaan oppimisvaiheen jälkeen tapahtuva analyysi tuloksista. 

6.2 Balanced data usage 

Konferenssijulkaisussaan Sharma ja Wehrheim (2019) esittävät mitä tasapainotettu 

datan käyttö (balanced data usage) heidän mielestään tarkoittaa, mitä se kattaa ja miten 

sitä voitaisiin jatkojalostaa tekoälyn puolueellisuuden vähentämisessä. Heidän näkökul-

mansa keskittyy algoritmin koulutusvaiheeseen. Heidän käsityksensä reiluudesta perus-

tuu siihen, että algoritmin tulisi kohdella aineiston eri attribuutteja tasa-arvoisesti, riippu-

matta dataentiteettien nimistä, ominaisuuksien luokitteluasteikollisesta järjestyksestä tai 

data-arvojen järjestyksestä. Sharma ja Wehrheim (2019) ovat nimenneet tämän lähesty-

mistavan tasapainotetuksi datankäytöksi. 

Sharma ja Wehrheim (2019) esittävät, että samaan kontekstiin koneoppimisen kanssa 

kuuluu myös reiluus. Tätä reiluutta tutkitaan ohjatun oppimisen kontekstissa, jossa algo-

ritmille annetaan tiedoksi toivotut luokat ennen varsinaista luokittelua. Koneoppimisal-

goritmi luo oppimisvaiheessa yleistävän todennäköisyyksiin pohjaavan mallin, jonka 

avulla se myöhemmin pystyy luokittelemaan uutta dataa. Vaikka reiluudesta on tehty use-

ampi määritelmä koneoppimisen kontekstissa, kaikki niistä ovat samalla pohjalla: ennus-

tus on epäreilu tai jopa syrjivä, jos luokitellun ominaisuuden arvon muuttaminen johtaa 

ennustuksen muuttumiseen. Esimerkiksi jos osoitteen vaihtaminen muuttaa päätöksen lai-

nan saamisesta, myönteisestä kielteiseksi, voidaan todeta, että algoritmi on osoitteen suh-

teen syrjivä. (Sharma & Wehrheim, 2019) 

Sharma ja Wehrheim (2019) kehittivät oman metodin testaamisen tueksi, kun halutaan 

selvittää ottaako ohjatun oppimisen prosessi huomioon tasapainotetun datankäytön. Hei-

dän lähestymistavassaan hyödynnetään permutaatioita, jotka tekevät satunnaisia muun-

noksia a) yksittäisiin aineiston arvoihin b) ominaisuuksien järjestykseen c) ominaisuuk-

sien nimiin ja d) metodi tarvittaessa nimeää uudelleen ominaisuuksia. Koneoppimisalgo-

ritmi on tasapainotettu, kun nämä permutaatioiden avulla tehdyt muunnokset koulutusai-

neistossa johtavat ekvivalentteihin ennustajiin (predictors). 

6.3 Data augmentation 

Aineiston täydennysmenetelmien (data augmentation) avulla koneoppimismalleja voi-

daan kehittää ja mallit pystyvät hyödyntämään suurten laskennallisten aineistojen omi-
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naisuuksia, vaikka niiden koulutusaineisto olisi rajallinen. Täydennysmenetelmiä voi-

daan hyödyntää erityisesti syväoppimisen malleissa. Algoritmin koulutusaineistosta te-

kemien päätelmien ylisovittaminen (overfitting) voi muodostua todelliseksi ongelmaksi, 

ja johtaa pahimmillaan siihen, että algoritmiin päätyy mukaan haitallista puolueellisuutta. 

(Shorten & Khoshgoftaar, 2019) 

Jotta syväoppimismallin hyödyntäminen tukisi yhdenvertaisuutta, testauksessa virhe-

marginaalin tulee madaltua jokaisella testauksen iteraatiolla. Toisin sanoen testauksen 

virhemarginaali ei voi muuttua nousevaksi loppua kohden, jos koneoppimisalgoritmilta 

toivotaan luotettavaa päätöksentekoa. Datan täydennysmenetelmien avulla aineiston ar-

vot voidaan esittää kattavammin, mikä johtaa koulutus- ja vahvistusaineistojen yhteneväi-

syyteen parantaen mallin luotettavuutta. Datan täydennysmenetelmät lähestyvät puolu-

eellisuuden ongelmaa sen juurisyystä eli koulutusaineistosta käsin. (Shorten & Khoshgof-

taar, 2019) 

Syväoppimisessa esiintyvää ylisovittamista vastaan on kehitetty useita muitakin tek-

niikoita. Monet näistä muista tekniikoista keskittyvät kyseisen tekniikan arkkitehtuuriin 

ja sen prosessiin. Näitä ohjelmistoja ovat muun muassa AlexNet, VGG-16, ResNet, In-

ception-V3 sekä DenseNet. Toisaalta funktionaalisten ratkaisujen tyyliin kuuluu esimer-

kiksi menetelmä, jossa satunnaisesti osa neuroverkon neuroneista sammutetaan jäljelle 

jäävien neuroneiden tehdessä työn. Tämä menetelmä pakottaa neuroverkon yhdistele-

mään tietoa eri tavoin ja oppimaan ominaisuuksista syvemmin sen sijaan, että neuro-

verkko oppisi luottamaan pienen neuroverkon osan ennakoimiin todennäköisyyksiin. 

Funktionaalisten ratkaisujen menetelmien hyödyntämisessä on tavoitteena se, että sy-

väoppimista voitaisiin hyödyntää myös pienten aineistojen kanssa työskennellessä. 

(Shorten & Khoshgoftaar, 2019) 

6.4 Tiedon visualisointi 

Haitallisten puolueellisuuksien minimoimiseksi kirjallisuus ehdottaa yhtenä ratkaisuna 

ohjelmistoja, jotka hyödyntävät tilastollisia menetelmiä ja visualisoivat tietoa. Näitä ovat 

muun muassa Googlen kehittämä What-if Tool (WIT) sekä FairSight. Ahn ja Lin (2020) 

esittävät kehittämänsä FairDM (FairDecisionMaking) alustan sekä alustalla toimivan oh-

jelmiston FairSightin toimintalogiikkaa. FairDM alustaa voidaan käyttää työssä alusta 

loppuun ja se ei ole riippuvainen tietystä luokittelualgoritmista. He pohjaavat tutkimuk-

sensa aiemmin tässä tutkielmassa esitettyjen käsitteiden varaan kuten reiluus ja selitettävä 

tekoäly. FairSight hyödyntää avaruuskartoitusmenetelmää (space-mapping) mallintami-

sessa. Menetelmä sisällyttää reiluuden ajattelun koko koneoppimisprosessiin eli datan kä-

sittelyn esi- ja jälkivaiheeseen sekä myös sen aikana. FairDM alusta hyödyntää perinteisiä 

tilastollisen mallintamisen menetelmiä kuten pisteparvikuvioita sekä pylväsdiagrammeja. 
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Projektin neljä suurinta saavutusta olivat eettisen päätöksenteon alustan (FairDM) luomi-

nen, eettisyyden mitattavaan muotoon saattaminen ja selitettävän tekoälyn tukeminen, 

eettisen päätöksenteon oheistyökalun luominen (FairSight) sekä koneoppimisalgoritmin 

tulosten eettisyyden arvioiminen. (Ahn & Lin, 2020) 

Googlen vastaava työkalu on toteutettu avoimella lähdekoodilla eikä sen hyödyntä-

minen vaadi ohjelmointiosaamista toisin kuin FairSightin. Googlen työkalu on saanut ni-

mensä toiminnasta, jota sillä on tarkoitus harjoittaa. Tarkoituksena on siis pohtia ”mitä 

jos” tiettyä muuttujaa tai arvoa muutetaan, näkyykö se lopputuloksessa suuntaan tai toi-

seen (Wexler et al., 2020). Tämä lähestymistapa on linjassa tasapainotetun datan käytön 

kanssa. Työkalu on saatavilla osana TensorBoard visualisointityökalua, joka on osa Ten-

sorFlow koneoppimisalustaa. WITiä voi myös käyttää osana Jupyter Notebookia tai Co-

laboratory Notebookia. 

Molemmissa ohjelmissa puolueellisuutta voi tarkastella yhden datan arvon kautta tai 

laajemmin aineistossa. Kuitenkin käyttäjätutkimus näiden kahden ohjelman välillä osoit-

taa, että FairSight on hieman tarkempi tuomaan esiin aineiston mahdollisia syrjiviä kri-

teereitä. Tässä käyttäjätutkimuksessa tietojenkäsittelytieteen opiskelijat suorittivat tis-

malleen samoja tehtäviä yksilösuorituksena. FairSight sai käyttäjätutkimuksen perus-

teella 90 % ja WIT 85 % tarkkuuden. Käyttäjätutkimuksessa molemmat ohjelmat käytti-

vät saman aineiston käsittelyyn loogista regressioanalyysia, jotta tulokset olivat vertailta-

vissa keskenään. (Ahn & Lin, 2020) 

7 Yhteenveto 

Lähtökohtana tutkielmaan olivat länsimaisen yhteiskunnan yhteiskuntarakenteet sekä pe-

rinteiset käsitykset sosiaalisista sukupuolista. Lähempi tarkastelu osoitti, että tieteelli-

sessä kirjallisuudessa on herännyt huoli naisia ja vähemmistöjä sortavien rakenteiden toi-

sintumisesta koneoppimisavusteisen päätöksenteon myötä. Koneoppimisen menetel-

mistä kirjallisuus nostaa esiin etenkin ohjatun oppimisen ja syväoppimisen olevan ris-

kissä sisältää puolueellisuutta niiden toimintalogiikassa. Tämä voi johtua koulutusaineis-

tosta, ja siitä siirtyä myös koneoppimisen tuottamiin ratkaisuihin. 

Puolueellisuuden syyt juontavat juurensa kauas historiaan ja syvälle sosiologisiin tee-

moihin. Pyrin esittelemään osan näkökulmista luvussa 6. Tiettyjä kausaalisia suhteita voi-

daan nähdä olevan läsnä tekoälyn varhaisista vaiheista nykypäivään saakka. Myös ylei-

nen sukupuolivinouma työelämässä STEM-aloilla voi myötävaikuttaa puolueellisuuden 

siirtymiseen tuotettuihin sovelluksiin. Kirjallisuuden ehdottamat ratkaisut puolueellisuu-

den lieventämiseksi ja poistamiseksi liittyivät pääosin ohjattuun oppimiseen sekä sy-

väoppimiseen. Toisaalta myös luokittelua ylipäätään käsiteltiin. Kirjallisuus ehdottaa eri 
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puolueellisuuksien lieventämiseksi koneoppimisavusteisessa päätöksenteossa erilaisia 

ratkaisuja. Tärkeää on tulosten selitettävyys eli se, että jälkikäteen voidaan kertoa miten 

tulos on muodostunut. Myös ominaisuuksien valintaan ja niiden luokitteluasteikolliseen 

järjestykseen tulee kiinnittää huomiota. Aineiston täydennysmenetelmistä toivotaan rat-

kaisua siihen, että koneoppimista voitaisiin hyödyntää myös pienempien aineistojen 

kanssa. Ja toisaalta tiedon visualisointi voi tehdä näkyväksi arvojen tai ominaisuuksien 

keskinäisiä, yllättäviäkin, suhteita. 

Toivon, että jatkossakin koneoppimismenetelmien käyttämisessä ja kehittämisessä 

otetaan huomioon yhdenvertaisuuteen liittyviä teemoja. Näin ihmiset voivat luottaa li-

sääntyvään automaatioon yhteiskunnassa ja muuttuvassa maailmassa. Tarvetta lisätutki-

mukselle on, ja toivon, että tutkimusta aiheesta tuotetaan lisää ja monipuolisesti myös 

tulevaisuudessa.   
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