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Tyo6ssa tutkittiin koneoppimisen kayttéa ennakoivan huollon vaatimissa vian ennustustehta-
vissa. TyOn tavoitteena selvitettiin, kuinka koneoppiminen kykenee ennustamaan vikojen ilmaan-
tumisen ja huollon tarpeen laitteessa. Lisaksi tarkasteltiin, mitd vaatimuksia ja etuja ennakoivalla
huollolla on muihin huoltostrategioihin nahden. Tyon paatavoitteena muodostettiin valintakriteerit
oikean koneoppimisalgoritmin valitsemiselle. Ty suoritettiin kirjallisuustutkimuksena ajankohtais-
ten tutkimusten pohjalta. Tyd rajattiin koskemaan yhteen laitteeseen sovellettavaa ennakoivaa
huoltoa, eika tutkimuksen tuloksia voida yleistda koskemaan kokonaisia tuotantojarjestelmia. Ko-
neoppimisen oppimismenetelmista keskityttiin tarkastelemaan ohjattua ja ohjaamatonta oppi-
mista, jotka sopivat ominaisuuksiensa perusteella parhaiten ennakoivan huollon tehtaviin.

Ennakoiva huolto vaatii toimiakseen laitteesta kerattya historiadataa, jatkuvaa kunnon valvon-
taa seka laitteen tilan ennustamista keratyn datan pohjalta. Ennakoiva huolto vahentaa kaytto-
katkoksia ja pienentaa huoltokustannuksia suhteessa muihin huoltostrategioihin. Koneoppimisen
suurin rooli ennakoivassa huollossa on vikojen ennustaminen. Tata varten koneoppimisalgoritmit
tarvitsevat dataa laitteen vikaantumisesta ja siihen johtaneista olosuhteista. Tutkimus osoittaa,
ettd ennakoivan huollon vaatimiin tehtaviin soveltuu parhaiten ohjatun oppimisen algoritmeista
satunnaismetsa (engl. Random Forest, RF). Kyseisen algoritmin tekemat ennustukset pohjautu-
vat sen sisaltdmien paatdspuiden (engl. Decision Tree, DT) summaan. Rajoittavimmaksi kritee-
riksi RF algoritmille osoitettiin sen opettamiseen kaytettavan historiadatan maara. Ohjaamatto-
man oppimisen algoritmien kayttd on sopivaa tilanteissa, joissa ei ole saatavilla tarvittavaa maa-
raa historiadataa ohjatun oppimisen algoritmien kouluttamiseen. Naissa tilanteissa klusterointial-
goritmit suoriutuvat vian havaitsemisen ja luokittelun tehtavistd paremmin kuin matemaattiset me-
netelmat.

Tutkimus osoittaa, ettd ohjatun oppimisen algoritmit soveltuvat ennakoivan huollon vaatimiin
ennustustehtaviin ohjaamattoman oppimisen algoritmeja paremmin. Ominaisuuksiensa puolesta
ohjaamattoman oppimisen algoritmeilla on kuitenkin suuri rooli onnistuneen ennakoivan huol-
tostrategian osana. Klusterointialgoritmit sopivat vian havaitsemisen lisaksi datan tiivistamiseen
ja poikkeavien arvojen havaitsemiseen. Ohjaamattoman oppimisen algoritmeja voidaan taman
vuoksi kayttaa historiadatan prosessointivaiheessa, jossa keratty data muokataan sopivaan muo-
toon ohjatun oppimisen algoritmeja varten. Ennakoivan huoltostrategian tehokasta toimintaa var-
ten seka ohjatun ettd ohjaamattoman oppimisen algoritmien kayttd on tarpeen.

Avainsanat: Ennakoiva huolto, koneoppiminen, ohjattu oppiminen, ohjaamaton oppiminen, RF,
DT
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ANN
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k-NN

PCA

R2F
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Artificial neural network, suom. keinotekoinen neuroverkko, ohjatun
oppimisen algoritmi

Decision tree, suom. paatéspuu, ohjatun oppimisen algoritmi ja paa-
tospuu algoritmin rakenneosa

k-Nearest-Neighbours, suom. k-lahimmat naapurit, ohjatun oppimi-
sen algoritmi

Princible component analysis, suom. padkomponenttianalyysi, oh-
jaamattoman oppimisen algoritmi

Run to failure, huoltostrategia, jossa laite huolletaan vian tapahtu-
essa

Random Forest, suom. satunnaismetsa, ohjatun oppimisen algoritmi
Support vector machine, suom. tukivektorikone, ohjatun oppimisen
algoritmi



1. JOHDANTO

1.1 Tyon tausta

Nykyajan teollisuuden kehittymisen myoéta saadaan kerattya jatkuvasti enemman dataa
sensoreiden ja muiden monitorointivalineiden avulla. Kehitys on seurausta neljannen te-
ollisen vallankumouksen aiheuttamasta fysikaalisten ja digitaalisten systeemien integ-
roinnista. (Carvalho et al. 2019; Cinar et al. 2020) Nama suuret keratyt datamaarat sisal-
tavat tarkeaa informaatiota, jota voidaan kayttaa tuotantoprosessien parantamiseen. Ta-
man vuoksi on tarkeada, ettd keratty data saadaan kaytettyd hyoédyksi. (Carvalho et al.
2019) Wuest et al. (2016) esittavat, ettd koneoppimistekniikoiden avulla kerattya dataa
voidaan kayttdd muun muassa prosessien optimoinnissa, seurannassa ja ennakoivan

huollon valineena.

Teollisuudessa tuotannon jatkuvuus on tarkeaa, joten laitteiden vikojen ennustaminen ja
ennakointi on tarkeassa roolissa. Tama johtaa ennakoivan huollon tarpeeseen, jonka
avulla voidaan ennustaa viat ennen niiden tapahtumista ja estaa tarpeettomia jarjestel-
mien kayttdkatkoksia. (Carvalho et al. 2019) Koneoppiminen sopii kaytettavaksi enna-
koivan huollon yhteydessa, silla se kykenee suorittamaan ennustamiseen ja automaatti-
seen viantunnistamiseen liittyvia tehtavia (Carvalho et al. 2019; Angelopolous et al.
2020; Cinar et al. 2020).

1.2 Tyon tutkimuskysymykset, rajaukset ja menetelmat

Tyo6ssa tutkitaan, kuinka koneoppiminen toimii osana ennakoivaa huoltoa. Tutkimuksen
kohteena on ennakoivaan huoltoon soveltuvien koneoppimismenetelmien ja niiden algo-
ritmien tarkastelu yleisella tasolla. Ty rajataan koskemaan yksittaiseen laitteeseen so-
vellettavaa ennakoivaa huoltostrategiaa ja tavoitteena on vastata seuraaviin tutkimusky-

symyksiin:

— Millaisia vaatimuksia ja etuja ennakoivalla huollolla on muihin huoltostrategioihin

verrattuna?

— Kuinka huollon tarve ja vikojen esiintyminen voidaan ennustaa koneoppimisen

avulla?



— Mitkd koneoppimisen algoritmit sopivat parhaiten kaytettdvaksi ennakoivassa

huollossa?

Tybssa kaydaan lapi yleisimpien ennakoivassa huollossa kaytettyjen koneoppimisalgo-
ritmien toimintaa ja tuloksena luodaan valintakriteerit oikean koneoppimisalgoritmin va-
litsemiselle ennakoivaan huoltoon. Tydssa ei huomioida valitun algoritmin opettamiseen
vaikuttavia sovelluskohtaisia parametrivalintoja. Tyd suoritetaan kirjallusuustutkimuk-

sena keskittyen viimeisten viiden vuoden aikana suoritettuihin tutkimuksiin.

1.3 Tyodn rakenne

Tyon toisessa luvussa kasitelldan ennakoivalle huollolle ominaisia piirteita ja kdydaan
l&pi sen ominaisuuksia ja etuja muihin huoltostrategioihin verrattuna. Kolmannessa lu-
vussa keskitytdan koneoppimisen eri menetelmiin ja koneoppimismallin luomisen vaihei-
siin. Neljannessa luvussa kaydaan lapi, mita tehtavia koneoppimisen tulisi suorittaa so-
veltuakseen ennakoivan huollon osaksi. Luvussa kasitellaan lisaksi yleisimpid ennakoi-

van huollon osana kaytettyja koneoppimisalgoritmeja ja niiden toimintaa.

Viidennessa luvussa verrataan koneoppimisalgoritmien soveltuvuutta ennakoivaan huol-
toon. Vertailu suoritetaan tutkimalla ajankohtaisia tutkimuksia ennakoivan huoltostrate-
gian luomisesta koneoppimisen avulla. Tulosten pohjalta luodaan valintakriteerit, joissa
esitetadn, mitka koneoppimisen algoritmit sopivat parhaiten kaytettavaksi ennakoivassa
huollossa. Valintakriteereiksi kootaan yleisimmat algoritmin valintaan vaikuttavat tekijat.
Kuudennessa luvussa kootaan yhteen tyon tulokset ja johtopaatokset koneoppimisen

soveltamisesta osaksi ennakoivaa huoltoa.



2. ENNAKOIVA HUOLTO

Ennakoiva huolto on huoltostrategia, jonka avulla pyritddn vahentdmaan jarjestelman
kayttékatkoksia ja niiden tuomia lisakustannuksia. Koko ajan lisaantyvan datamaaran
vuoksi sen kaytto on tullut entistéa lupaavammaksi ja kayttoonotettavammaksi huoltostra-
tegiaksi muiden huoltostrategioiden lomassa. (Susto et al. 2015; Cinar et al. 2020) Tassa
luvussa kasitellddn ennakoivalle huollolle ominaisia piirteitd ja sitd, kuinka se eroaa

muista huoltostrategioista. Lopuksi kdydaan Iapi sen tuomia etuja.

2.1 Ennakoiva huolto ja muut huoltostrategiat

Jokaisen huoltostrategian tulisi tayttda seuraavat vaatimukset: laitteiden vikaantumisen
minimointi, laitteiden kunnon ja kayttéian parantaminen, sek& huoltokustannusten mini-
mointi (Carvalho et al. 2019; Cinar et al. 2020). Optimaalinen huoltostrategia sisaltaa
nain ollen ennustavia ja ennaltaehkaisevid ominaisuuksia. Ennustamisen avulla toteute-
taan huoltojaksojen aikatauluttaminen, joka mahdollistaa tuotannon luotettavan toimin-
nan vahentaen huoltokustannuksia. (Diez-Olivan et al. 2019; Bogojeski et al. 2021)
Susto et al. (2015) esittavat varsinkin kayttokatkosten vahentamisen olevan tarkea osa
onnistunutta huoltostrategiaa. Galar et al. (2017, s. 159) tukevat esitysta, kertomalla etta
jokainen kayttokatkos laitteessa aiheuttaa suuria tappioita tuotannossa. Kuvassa 1 on

esitetty huoltostrategiat, joiden toimintaa kasitellaan tassa luvussa paapiirteittain.

Huoltostrategiat

) Kunnon seurantaan .
Suunnittelematon huolto Aikataulutettu huolto
perustuva huolto

R2F Kuntoon Ennakoiva Ennaltaehkaiseva
perustuva huolto huolto
huolto

Kuva 1. Huoltostrategiat (muokattu I&hteesta Cinar et al. 2020)

R2F (Run To Failure) tarkoittaa huoltostrategiaa, jossa huoltotoimenpiteet suoritetaan
vian ilmetessa laitteessa. Suoritetut huoltotoimenpiteet ovat siis taysin suunnittelematto-

mia, kuten kuvasta 1 huomataan. Taman vuoksi se on huoltostrategiana epaedullinen,



silla se aiheuttaa jarjestelmaan epatoivottuja kayttokatkoksia ja tata kautta lisaa huolto-
kustannuksia. (Susto et al. 2015; Carvalho et al. 2019; Cinar et al. 2020) Galarin et al.
(2017, s. 178) mukaan R2F-strategian mukaisella suunnittelemattomalla huollolla on
suhteessa suuremmat kustannukset huoltostrategioihin verrattuna, joissa huolto on
suunniteltua. Tama johtuu siita, ettd R2F-strategialla paadytaan tilanteeseen, jossa odot-
tamattomat kayttékatkokset lisaantyvat. Biswal & Sabareesh (2015) tukevat vaitetta
osoittamalla, ettd esimerkiksi osan vaihtaminen uuteen on lahes 50 % halvempaa suun-

nitellun huollon yhteydessa kuin suunnittelemattoman.

Ennaltaehkaisevan huollon toteutuksessa huoltotoimenpiteet suoritetaan hyddyntaen ai-
kaisempaa tietoa laitteen vikaantumisesta. Nain muodostetaan korjausaikataulu, jolla
voidaan ennakoida vian ilmentyminen ja korjata se ennenaikaisesti aikataulua noudat-
taen. Korjausten aikatauluttamisen vuoksi laitetta korjataan usein tarpeettomasti, mika
itsessaan aiheuttaa turhia kayttokatkoksia (Barlow 2015; Susto et al. 2015; Su & Huang
2018; Carvalho et al. 2019; Cinar et al. 2020). Canizo et al. (2017) esittavat aikataulu-
tetun huollon tarkastusten olevan osin tehottomia sen puutteellisten ennustusominai-
suuksien vuoksi. Galar et al. (2017, s. 177) huomauttavat naiden turhien tarkastusten,
jopa lisdavan huoltokustannuksia luomalla tilanteen, jossa laitetta huolletaan liikaa. En-
naltaehkaiseva huolto on tasta huolimatta tehokas strategia vahentamaan odottamatto-

mien vikojen esiintymista (Barlow 2015).

Kuntoon perustuvassa huoltostrategiassa jarjestelman tilaa seurataan jatkuvasti. Jatku-
van seurannan avulla laitteeseen kohdistuvat huoltotoimenpiteet voidaan suorittaa sil-
loin, kun ne ovat tarpeellisia. Kuntoon perustuvaa huoltoa ei voida suunnitella etukateen,
vaan se suoritetaan laitteeseen kohdistettujen valvontamenetelmien perusteella. Talla
pyritdan siihen, etta laitteen kayttokatkoksia ei lisata suorittamalla turhia huoltoja. (Cinar
et al. 2020)

Ennakoivalla huollolla pyritddn havaitsemaan ja korjaamaan viat ennen niiden esiinty-
mista jarjestelmassa (Barlow 2015; Li et al. 2017). Li et al. (2017) esittavat ennakoivan
huollon paatavoitteina olevan kayttokatkoksien ja huoltokustannusten minimoinnin. Silla
pyritdan tilaan, jossa yhtaan vikaa ei ilmene odottamattomasti systeemissa (Li et al.
2017). Sen toteutus suoritetaan kuntoon perustuvan huollon tavoin eli seuraamalla jar-
jestelman tilaa jatkuvasti (Schmidt & Wang 2016; Li et al. 2017; Cinar et al. 2020). Toi-
miakseen oikein ennakoiva huolto tarvitsee lisdksi ominaisuuksia, joiden avulla vikojen
havaitseminen onnistuu ennen niiden iimentymista jarjestelmassa (Susto et al. 2015;
Cinar et al. 2020). Suston et al. (2015) mukaan laitteista keratyn historiadatan pohjalta

voidaan suorittaa laitteen tilan ennustamista. Ennakoivalla ja ennaltaehkaisevalla huol-



lolla on siis yhteys, eli molemmat hyédyntavat aikaisempaa tietoa laitteen vikaantumi-
sesta. Ennakoivan huollon ja ennaltaehkaisevan huollon merkittdvana erona on, etta en-
nakoiva huolto suoritetaan vain tarpeen vaatiessa. Tallaisessa tilanteessa laitteelle ei
suoriteta turhia huoltotoimenpiteitd, jolloin kayttdkatkosten minimointi toteutuu (Barlow
2015; Carvalho et al. 2019). Kuvasta 1 huomataankin, ettd ennakoiva huolto sisaltada

aikataulutetun huollon ja kunnon seurantaan perustuvan huollon ominaisuuksia.

Galar et al. (2017, s. 176) kertovat, etta huollon aiheuttamien kustannuksien optimaalisin
taso on kohdassa, jossa laitteeseen kohdistettu huolto suoritetaan suunnitellusti juuri sil-
loin kun se on tarpeellista. Kuvassa 2 on havainnollistettu huoltokustannuksia suhteutet-
tuna huoltojaksojen aikavaliin. Kuvaan 2 on liséksi merkattu lapikaytyjen huoltostrategi-

oiden sijoittuminen.

Ennaltachkiisevi Ennakoiva huolto R2F
huolto
Kuntoon perustuva
huolto
)
(D]
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=
=3
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(0]
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W
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(@]
o
o
3
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Liika huolto Optimitila Suunnittelematon huolto

Huoltojaksojen aikavali

Kuva 2. Huoltokustannukset huoltostrategioittain (muokattu lahteesta Galar et al. 2017,
s. 176)

Kuvasta 2 huomataan, ettd ennakoivalla ja kuntoon perustuvalla huollolla saavutetaan
tila, jossa huoltokustannukset ovat pienemmat kuin muilla edellda mainituilla strategioilla.
Biswal & Sabareesh (2015) tukevat kuvassa 2 esitettyja suhteita kertomalla, etta aika-
taulutetun huollon kustannukset ovat alhaisemmat kuin suunnittelemattoman. Cinar et

al. (2020) toteavat ennakoivan huollon olevan lupaavin huoltostrategia, jolla saavutetaan



luvun alussa esitetyt vaatimukset. Schmidt & Wang (2016) tukevat vaitetta esittamalla,
ettd ennakoiva huolto on kehitysta kuntoon perustuvaan huoltoon nahden, silla se kyke-
nee suorittamaan ennustamista kunnonvalvonnan lisaksi. Galarin et al. (2017, s. 179)
mukaan ennakoivalla huollolla saadaan vahennettya R2F-strategian aiheuttamia huolto-
kustannuksia, joita aiheutuu odottamattomien vikojen korjaamisesta. Ennakoiva huolto
ratkaisee myds ennaltaehkaisevan huollon aiheuttamien turhien huoltojaksojen tapahtu-
misen ja pitda ylla kuntoon perustuvan huoltotekniikan tasmallisyyden (Schmidt & Wang
2016).

2.2 Ennakoivan huollon vaatimukset

Carvalho et al. (2019) esittavat ennakoivan huollon hyvien tulosten saavuttamisen edel-
Iytykseksi aikaisempien huoltostrategioiden toteuttamisen, joiden pohjalta keratysta vi-
kadatasta voidaan luoda ennakoivan huollon malli. Su & Huang (2018) tukevat tata esi-
tysta kertomalla, ettd ennakoiva huolto perustuu historiallisen datan kasittelyyn. Tata da-
taa kasittelemalld voidaan tehda ennustuksia systeemista ja sen komponenttien hajoa-
misesta, seka vikaantumisesta (Su & Huang 2018). Zenisekin et al. (2019) mukaan en-
nakoiva huolto on lisaksi riippuvainen jarjestelman todellisesta kunnosta, minka vuoksi
on tarkeaa, ettd sen reaaliaikaista tilaa seurataan useiden sensoreiden avulla. Enna-
koiva huolto tarvitsee lisaksi oikein toimiakseen eri teknologioita, jotka liittyvat datan ke-
raamisen lisaksi sen kasittelyyn ja paatdksentekoon (Cinar et al. 2020). Kuvassa 3 on

havainnollistettu ennakoivaan huoltoon liittyvia vaatimuksia.

Ennakoiva huolto

Reaaliaikainen L Laitteen tilan

kunnonvalvonta Historiadata ennustaminen
Tiedonkeruu- Aikaisemmat Tyokalu datan
jarjestelma huoltostrategiat analysointiin

Kuva 3. Ennakoivan huollon vaatimukset (perustuu lahteisiin Carvalho et al. 2019; Ze-
nisek et al. 2019; Cinar et al. 2020)



Ennakoivaan huoltoon tarvittavan historiadatan maaran lisdantyminen on seurausta nel-
jannesta teollisesta vallankumouksesta. Taman johdosta suoritettu fyysisten ja digitaa-
listen tuotantoymparistojen integrointi on datan keradamisen lisaksi nopeuttanut tietojen
siirtAmista laitteiden valilla. (Carvalho et al. 2019) Ennakoivassa huollossa jarjestelman
historiadatan keradamisen lisaksi sen kunnon jatkuva seuraaminen on tarkeaa. Kunnon
seuraaminen toteutetaan keradmalla tietoa jarjestelman olosuhteista, mika mahdollistaa
vikojen ennakoinnin. (Su & Huang 2018) Cinar et al. (2020) esittavat sensoreiden olevan
yleisen datan keruuvaline. Keratty data saadaan kasiteltavaksi laitteiden valilla olevan
yhtendisen verkon kautta (Cinar et al. 2020). Sensoreiden avulla saadaan kerattya sys-
teemista tarkeaa dataa reaaliajassa liittyen laitteen fyysiseen tilaan ja sen toimintaympa-
riston olosuhteisiin (Diez-Olivan et al. 2019). Lin et al. (2017) mukaan oikeanlainen tie-
donkeruujarjestelma on kunnonvalvonnan oikeanlaisen toiminnan perusta ja vaikuttaa
merkittdvasti ennakoivan huollon oikeanlaiseen toimintaan ja tehokkuuteen. Datan ana-
lysointia varten ennakoiva huolto tarvitsee osakseen tydkalun, joka pystyy kasittelemaan
dataa, jotta se saataisiin hyétykayttddn vian tunnistusta ja ennustamista varten (Cinar et
al. 2020). Carvalho et al. (2019) esittavat tekoalyyn pohjautuvien ennustamistekniikoiden

olevan lupaavimpia toimimaan ennakoivan huollon osana.



3. KONEOPPIMINEN

Angelopolous et al. (2020) kuvaavat koneoppimisen tekoalyn alakasitteena ja maaritte-
levat sen ohjelmana, joka pystyy oppimaan itsenaisesti ja joidenkin menetelmien tapauk-
sessa jopa ilman ohjaamista. Sen avulla ohjelmistot pystyvat datan analysoinnin kautta
suorittamaan ennakointiin, diagnosointiin ja suunnitteluun liittyvia tehtavia (Angelopolous
et al. 2020; Kang et al. 2020).

3.1 Oppimismenetelmat

Koneoppiminen voidaan jakaa kolmeen eri menetelmaan, jotka ovat ohjaamaton, ohjattu
ja vahvistettu oppiminen (Amruthnath & Gupta 2018; Chandramouli et al. 2018; Angelo-
polous et al. 2020). Kuvassa 4 on esitetty koneoppimisen menetelméat ja niiden paateh-

tavat. Tassa luvussa tarkastellaan jokaisen koneoppimisen menetelman perustoimintaa.

Koneoppiminen

Ohjattu Ohjaamaton Vahvistettu
oppiminen oppiminen oppiminen
Luokittelu Regressio Klusterointi

Kuva 4. Koneoppimisen menetelmat (muokattu Iahteesta Cinar et al. 2020)

Ohjaamaton oppiminen sopii kayttokohteisiin, joissa koneoppimisalgoritmin kaytetta-
vaksi ei ole keratty historiadataa laitteen toiminnasta (Amruthnath & Gupta 2018). Kangin
et al. (2020) mukaan ohjaamattoman oppimisen paatehtaviin kuuluu klusterointi, poik-
keamien havaitseminen datajoukosta ja datan tiivistaminen. Sen kayttdé on parhaimmil-
laan silloin, kun ei tiedetad syyseuraussuhteita ulostulon ja sisddanmenon valilla. Kluste-
rointialgoritmien toiminta perustuu klustereiden eli samankaltaisia ominaisuuksia omaa-
vien dataryhmien léytamiseen datajoukosta, joiden pohjalta se suorittaa paatehtaviaan.
(Chandramouli et al. 2018; Kang et al. 2020; Angelopolous et al. 2020)



Chandramoulin et al. (2018) mukaan ohjatun oppimisen tarkoitus on kayttda aiemmin
kerattya dataa hyddyksi, oppiakseen menneista tapahtumista. Ohjattu oppiminen tarvit-
see taman vuoksi toimiakseen dataa, jonka pohjalta toimia. Tata dataa kuvataan histo-
riadatalla. Keratysta historiadatasta kayttaja luo ohjatun oppimisen algoritmille harjoitte-
ludatan, jonka pohjalta rakennetaan malli, johon sen toiminta perustuu. Yleisesti ohjatun
oppimisen luomat mallit perustuvat tulevan ennustamiseen historiadatan pohjalta.
(Chandramouli et al. 2018) Kangin et al. (2020) mukaan ohjattu oppiminen soveltuu par-
haiten sellaisiin kayttokohteisiin, joissa kayttajalla on perusteellista tuntemusta koh-
teesta. Chandramouli et al. (2018) esittavat, etta ohjatun oppimisen toiminnassa vaikut-
taa merkittavasti harjoitusdatan laatu, joten on tarkeaa, ettd harjoitusdata on todenmu-
kaista haluttujen tulosten saavuttamisen kannalta. Sen algoritmien paatehtaviin kuuluu

regressio- ja luokittelutehtavat (Susto et al. 2015; Cinar et al. 2020).

Vahvistetussa oppimisessa luodaan malli, jonka toiminta pohjautuu tehtyjen toimenpitei-
den kautta saatuun palautteeseen. Mallia paivitetdan jatkuvasti, joko vahvistamalla po-
sitiivisten tulosten aiheuttamia toimenpiteitd tai muuttamalla negatiivisten tulosten ai-
heuttamia toimintoja. (Chandramouli et al. 2018; Kang et al. 2020) Angelopolousin et al.
(2020) mukaan vahvistettu oppiminen eroaa muista oppimismenetelmista tarkastele-
malla suoritettujen toimenpiteiden onnistuneisuutta hyddyntamatta historiadataa. Chan-
dramouli et al. (2018) esittavat vahvistetun oppimisen kayton olevan tarpeellinen, kun
ohjaamattoman oppimisen tapaan ei tiedeta datajoukon syyseuraus suhteita. Ohjaamat-
tomasta oppimisesta se eroaa, siten etta se luo datalla luokittelun ja suorittaa toimenpi-
teet, joita se korjaa saadun palautteensa perusteella (Chandramouli et al. 2018). Ange-
lopolous et al. (2020) tukevat osoitusta, ettéd vahvistettu oppiminen viittaa ohjaamatto-

maan oppimiseen.

3.2 Koneoppimismallin luominen

Carvalho et al. (2019) esittavat koneoppimisen mallin luonnin koostuvan datan keraami-
sesta, datan esiprosessoinnista, mallin valinnasta ja sen yllapidosta. Kuvassa 5 on nah-
tavissa koneoppimismallin luomisen vaiheet ja jokaiseen vaiheeseen kuuluvat tehtavat,

joita kasitelldan tassa luvussa.
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e TTE L Mallin valinta Mallin yllzpito

esiprosessointi

Normalisointi Opettaminen
POIkke?wen Validointi
arvojen

poistaminen

Tiivistdminen

Kuva 5. Koneoppimismallin luonti (muokattu lahteestad Carvalho et al. 2019)

Yanin et al. (2017) mukaan kehittyneet sensorit ja tiedonkeruumenetelmat ovat mahdol-
listaneet paasyn kasittelemaan suuria maaria dataa. Tasta suuresta maarasta jarjeste-
lematonta dataa kaytetdan nimitystd massadata (engl. Big Data), jota analysoimalla ja
hyddyntamalla paastaan vaikuttamaan tuotannon parantamiseen (Yan et al. 2017; Wang
et al. 2018). Koneoppimismallin tarkkuus paranee riippuen saatavilla olevan datan maa-
rasta ja laadusta, joten se on hyva tyokalu kaytettavaksi massadatan analysointiin ja
prosessointiin (Zenisek et al. 2019; Kang et al. 2020). Datalle on aina suoritettava kor-
jaustoimenpiteita sen laadun varmentamiseksi, jotta koneoppimisella saavutetaan halut-

tuja tuloksia (Chandramouli et al. 2018).

3.2.1 Datan keraaminen ja esiprosessointi

Diez-Olivanin et al. (2019) mukaan jarjestelman kunnon tarkkailuun tarvitaan erilaisia
valvontalaitteita ja sensoreita. Naiden tiedonkeruumenetelmien avulla keratdan suuret
maarat dataa liittyen jarjestelman fyysisiin ominaisuuksiin. Taman lisaksi on myds seu-
rattava ympariston olosuhteita, kuten painetta ja [ampdtilaa, joita tarkkailemalla voidaan
parantaa luotavan mallin toimintaa (Amruthnath & Gupta 2018; Diez-Olivan et al. 2019;
Cinar et al. 2020). Angelopolousin et al. (2020) mukaan suurin osa keratysta datasta on
peraisin sensoreilta. Koneoppimismallin luomista varten keratyn datan tulee olla moni-
puolista ja peraisin eri lahteista, jotta koneoppiminen voisi kayttaa sitd mahdollisimman
paljon hyddyksi. Taman vuoksi useiden sensoreiden eri lahteistd keraama data yhdiste-

tdan koneoppimismalleja varten. (Yan et al. 2017; Diez-Olivan et al. 2019)

Carvalhon et al. (2019) mukaan datan esiprosessointi on ensimmainen vaihe datan ke-
raamisen jalkeen, jonka paatehtavana on muokata data soveltuvaksi koneoppimismallin

kayttédn. Kuten kuvasta 5 huomataan, datan esiprosessointiin kuuluu datan normali-
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sointi, poikkeavien arvojen poistaminen ja sen tiivistaminen (Carvalho et al. 2019). Pao-
lanti et al. (2018) esittavat datan esiprosessoinnin vaiheiden olevan valttamattémia, jotta

data voidaan esittdd muodossa, jossa koneoppimisen algoritmit voivat kayttaa sita.

Diez-Olivan et al. (2019) esittavat normalisoinnin poistavan datasta vaarat tiedot. Nor-
malisoinnin jalkeen datasta tulisi poistaa selkeasti virheelliset arvot, jotka poikkeavat da-
tajoukon keskiarvosta merkittavasti. Nailla virheellisilla arvoilla voi olla muutoin suuri vai-
kutus koko koneoppimismallin tarkkuuteen ja niiden poistamisella tai skaalaamalla ne

keskiarvon suuruiseksi voidaan parantaa datan laatua. (Chandramouli et al. 2018)

Virheellisten arvojen lisdksi on tarkasteltava, puuttuuko datajoukosta arvoja, jotka vai-
kuttavat datan laatuun vaaristaden datan tuloksia (Wuest et al. 2016; Chandramouli et al.
2018). Chandramouli et al. (2018) esittavat datajoukosta puuttuvien arvojen ratkaisuksi
koko datajoukon hylkdamisen tai puuttuvien arvojen korvaamisen. Wuestin et al. (2016)
mukaan dataan vaikuttaminen mielivaltaisesti voi aiheuttaa ongelmia koneoppimisalgo-
ritmien toiminnalle, joten koko datajoukon hylkdaminen voi olla parempi vaihtoehto sen
ollessa mahdollisuus. Datan tiivistamisessad vahennetdan tietojoukon ominaisuuksien
maaraa poistamalla siitd merkityksettomat elementit. Talla menetelmalla data saadaan
esitettya alkuperaista pienemmassa tilassa sailyttamalla kuitenkin alkuperaiset tiedot.
(Han et al. 2012; Li et al. 2017; Chandramouli et al. 2018)

3.2.2 Mallin valinta ja yllapito

Carvalho et al. (2019) esittavat, ettéa datan esiprosessointia seuraa mallin valinta, johon
kuuluu sen opettaminen ja validointi. Mallin valinnassa valitaan sopiva oppimismalli, jo-
hon vaikuttaa mallin opettamista varten keratty data ja ongelma, johon etsitaan ratkai-
sua. Mallin valinta voidaan jakaa karkeasti kolmeen alaluokkaan, jotka ovat: ennakoiva,
kuvaava ja ohjaileva malli. Ennakoivalla mallilla on tavoitteena suorittaa tulevan ennus-
tamista historiadatan pohjalta. Luvussa 3.1 kaytyjen oppimismenetelmien mukaan oh-
jattu oppiminen olisi siis sopiva malli suorittamaan ennustavan mallin tehtavia. Kuvaava
malli puolestaan etsii datasta yhtalaisyyksia ja ryhmittymia, joten ohjaamaton oppiminen
sopii kuvailevaksi malliksi hyvin (Chandramouli et al. 2018). Diez-Olivan et al. (2019)
kertovat ohjailevan mallin ehdottavan toimintoja ja muokkaavaan toimintaansa saa-
mansa palautteen mukaan. Vahvistettu oppiminen sopii ndin ollen ohjailevan mallin toi-

minnan pohjaksi.

Wouestin et al. (2016) mukaan mallin valinnan jalkeen tulisi valita sopiva algoritmi, jonka

jalkeen valittu algoritmi opetetaan. Luvussa 5 kasitelldan oikean algoritmin valintaan liit-
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tyvia toimenpiteitd ennakoivan huollon nakdkulmasta. Chandramouli et al. (2018) esitta-
vat, ettd ennakoivan mallin algoritmia opettaessa, kayttaja syottaa ohjelmistolle datan,
jota kutsutaan harjoitusdataksi. Harjoitusdata sisaltaa yleisesti ottaen 70 % esiproses-
soidusta datasta (Wuest et al. 2016; Chandramouli et al. 2018). Harjoitusdatan tarkoitus
on opettaa koneelle millaisia tuloksia sen tulisi ennustaa datan syotteiden mukaan. En-
nustavan mallin toiminta arvioidaan syo6ttamalla sille seuraavaksi 20 % kasitellysta da-
tasta, jota kutsutaan arviointidataksi. Arviointidatan testaamisen myo6ta kayttaja voi muut-
taa mallin parametrien arvoja tarvittaessa. Loppu 10 % kasitellystd datasta kaytetdan

mallin toimivuuden testaamiseen. (Wuest et al. 2016; Chandramouli et al. 2018)

Chandramoulin et al. (2018) mukaan kuvaavan mallin algoritmit pyrkivat 16ytdmaan da-
tasta samankaltaisia ryhmittymia eli klustereita, jonka vuoksi naita algoritmeja kutsutaan
klusterointialgoritmeiksi. Klusterointialgoritmin onnistuneisuuden maarittdminen suorite-
taan joko sisdisen tai ulkoisen arvioinnin kautta. Sisdisessa arviointimenetelmassa arvi-
oidaan, kuinka hyvin algoritmi on saattanut yhteen samankaltaiset datan joukot ja kuinka
hyvin se on pitanyt toisistaan erilldan erilaiset datajoukot. Ulkoisessa arviointimenetel-
massa datan luokan ryhmittymat ovat kayttajalle tiedossa ja siina arvioidaan, kuinka hy-
vin algoritmi on jarjestanyt yhteen saman luokan omaavat datajoukot. (Chandramouli et
al. 2018) Diez-Olivan et al. (2019) mukaan ohjaileva malli korjaa jatkuvasti toimintaansa
saamansa palautteen pohjalta. Carvalho et al. (2019) kertovat, etta mallin yllapitamisen
tarkoituksena on yllapitda mallin suorituskykya ajan myo6ta seuraavista muutoksista huo-

limatta. Tama voidaan toteuttaa esimerkiksi muuttamalla mallin parametreja tarvittaessa.
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4. KONEOPPIMINEN ENNAKOIVASSA HUOL-
LOSSA

Angelopolous et al. (2020) esittavat koneoppimisen parantavan ennakoivan huollon te-
hokkuutta tarjoamalla systeemille mahdollisuuden hyddyntda aikaisemmin kerattya da-
taa, jonka avulla voidaan havaita systeemissa piilevia vikoja. Koneoppimisen tulee tar-
jota ennakoivalle huollolle menetelmat, joiden avulla vian havaitseminen onnistuu tar-
kasti. Tassa luvussa tarkastellaan luvussa 3.1 kasitellyista menetelmista vain ohjaama-
tonta ja ohjattua oppimista. Luvussa 3.1 huomattiin, ettd vahvistettu oppiminen toimii
saadun palautteen kautta, eikd se tdman vuoksi sovi kaytettavaksi ennakoivan huollon
vaatimiin ennustustehtaviin. Susto et al. (2015) toteavatkin, etta ennakoivaan huoltoon
soveltuu pelkastaan ohjaamattoman ja ohjatun oppimisen koneoppimismenetelmat.
Tassa luvussa tarkastellaan koneoppimiselta vaadittuja vian ennustamisen ja havaitse-
misen ominaisuuksia ennakoivan huollon vaatimusten nakokulmasta. Lisaksi tarkastel-

laan yleisimpien ennakoivassa huollossa kaytettyjen algoritmien toimintaa.

4.1 Koneoppimisen tehtavat

Angelopolousin et al. (2020) mukaan ennakoivassa huollossa tarvittavat vian havaitse-
misen ja ennustamisen ratkaisut perustuvat ohjattuun ja ohjaamattomaan oppimiseen.
Vian havaitseminen ja sen alkuperan tunnistaminen ovat ennustamisen lisdksi ennakoi-
van huollon kriittisimpid ominaisuuksia, jotta vian aiheuttamiin seurauksiin voidaan puut-

tua mahdollisimman aikaisessa vaiheessa (Amruthnath & Gupta 2018; Cinar et al. 2020).

4.1.1 Vian ennustaminen

Carvalhon et al. (2019) mukaan laitteiden olosuhteiden diagnosointiin ja ennustamiseen
kykenevat metodit voidaan jakaa taktisiin-, tekodlyyn pohjautuviin- ja malliin perustuviin
Iahestymistapoihin. Ennakoivan huollon nakékulmasta malliin perustuvien lahestymista-
pojen puutteena on kyky kuvata reaalimaailmaa tarpeeksi monimutkaisella tasolla. Tak-
tiset mallit pohjautuvat hajoamisen seurantaan ja havaitsemiseen, eivatka suoraan en-
nustamiseen liittyviin tehtaviin. (Bogojeski et al. 2021) Naista edelld mainituista tekoalyyn
pohjautuvien lahestymistapojen tulokset liittyen ennustamiseen ovat osoittautuneet pa-
remmiksi kuin muiden mallien (Carvalho et al. 2019). Dalzochio et al. (2020) tukevat

vaitetta esittaen koneoppimisen olevan kykeneva suorittamaan ennustamiseen ja enna-
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kointiin liittyvia tehtavia, joista ennakoivan huollon toiminta on riippuvainen. Ennustami-
nen on kuitenkin taysin riippuvainen kaytettavissa olevan datan laadusta (Binding et al.
2019). Diez-Olivanin et al. (2019) mukaan ennakoivassa huollossa kaytettavat ennus-
tusmallit voidaan jakaa kuvaaviin ja ennakoiviin malleihin. Tekoalyyn pohjautuvan lahes-

tymistavan ominaisuuksia on esitetty kuvassa 6.

Klustereiden

loytaminen
Kuvaava malli

Vian

tunnistaminen

Kayttoian
TEkOéh/Vl‘l ennustaminen
pohjautuva Ennustusmallit Ennakoiva malli

lahestymistapa Vian

ennustaminen

Ohjaileva malli

Kuva 6. Tekoalyyn pohjautuva ennustaminen (muokattu lahteesta Diez-Olivan et al.
2019)

Kuvassa 6 nahtava ohjaileva malli ei ominaisuuksiensa puolesta sovellu kaytettavaksi
osana ennakoivaa huoltoa (Diez-Olivan et al. 2019). Luvussa 3.2.2 kaytiin 1api, etta oh-
jaileva malli on toteutettavissa vahvistetulla oppimisella, jonka todettiin olevan muita me-
netelmia huonompi kaytettavaksi ennakoivan huollon yhteydessa. Diez-Olivan et al.
(2019) kertovatkin, ettad ohjailevan mallin kayttd sopii tuotannon aikatauluttamiseen ja
toimitusketjun hallintaan. Sen ominaisuudet toimia ennakoivan huollon osana ovat siis

heikommat kuin muiden kuvassa 6 nahtavien ennustusmallien.

Kuvaavien mallien paatarkoituksena on tunnistaa vikoja ja suorittaa niiden diagnosointia
etsimalla datasta samankaltaisia ryhmittymia. Ennakoivaa mallia varten tarvitaan histo-
riadataa mallin luomiseen, jonka avulla voidaan valvoa haluttuja ominaisuuksia, kuten
laitteen hajoamista (Diez-Olivan et al. 2019). Suston et al. (2015) mukaan ennakoiva
malli voi ennustaa laitteen tai sen komponentin jaljella olevaa kayttoikaa tai pyrkii luokit-

telemaan jarjestelman vialliset komponentit kunnossa olevista.
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4.1.2 Vian aikainen havaitseminen

Vian havaitseminen on yksi ennakoivan huollon tarkeimpia ominaisuuksia (Amruthnath
& Gupta 2018). Vian havaitsemiseen kuuluu datan keruu, datan prosessointi ja vian luo-
kittelu (Angelopolous et al. 2020). Dalzochio et al. (2020) esittavat, etta vian havaitse-
mista varten laitteesta ja sen komponenteista tulee keratad sensoreiden avulla reaaliai-
kaista dataa. Kyseinen data prosessoidaan ja syotetdan valitulle koneoppimisalgo-
ritmille, joka suorittaa datan analysoinnin ja ehdottaa toimintasuunnitelmaa huoltoon liit-
tyvista toimenpiteista (Dalzochio et al. 2020). Vian tunnistukseen tarvitaan dataa, joka
sisdltda prosessia kuvaavan datan lisaksi tietoa fyysisista olosuhteista koneessa, kuten
lampdotilasta ja paineesta. Sensoreilla saadaan tehokkaasti tietoa koneen fyysisista olo-

suhteista, joita ei havaittaisi muuten. (Amruthnath & Gupta 2018; Cinar et al. 2020)

Amruthnath & Gupta (2018) esittavat ohjaamattoman oppimisen sopivan vian tunnistuk-
seen tapauksissa, joissa ei ole saatavilla historiadataa vikaan johtaneista syista. Ohjaa-
mattoman oppimisen luoman kuvaavan mallin avulla keskitytaan Iéytamaan vikaan joh-
taneet syyt kerddmalla yhteen olosuhteet ja parametrit, joiden aikana vika ilmaantui. Oh-
jatun oppimisen luoma ennakoiva malli hyddyntaa laitteesta kerattya historiadataa, jota
on kaytetty mallin opettamiseen. Tata dataa kasittelemalla voidaan tunnistaa
syyseuraussuhteita, jotka havaitsemalla voidaan ennustaa laitteen vikaantumiseen joh-
taneet syyt. (Wang et al. 2018) Ennakoiva malli tarvitsee tasta syysta suuret maarat his-
toria- ja reaaliaikaista dataa laitteesta, jotta algoritmi pystyy luotettavasti tunnistamaan
vikaan johtaneet ilmi6t (Dalzochio et al. 2020). Esiintyvien vikojen alkupera johtuu ylei-

sesti osien kulumisesta ja poikkeavista olosuhteista. (Wang et al. 2018)

4.1.3 Konenaon hyodyntaminen vian havaitsemisessa

Konenadlla tuotetaan jarjestelematonta dataa, jota voidaan kayttaa tukemaan sensorei-
den tuottaman datan tuloksia (Yan et al. 2017). Konenadn tuottamaa historiadataa voi-
daan kayttdad myds hyvaksi koneoppimisalgoritmien opettamisessa, jonka pohjalta voi-
daan tehda paatelmia vikoihin johtaneista syista ja tunnistaa ne aikaisessa vaiheessa
(Shanmugamani et al. 2015). Konenakd toimii osana sensoreita tarjoten laitteelle tietoa
ymparistostaan. Konenadn yhdistdminen koneoppimisen osaksi parantaa viantarkasta-
miseen liittyvia ominaisuuksia, joita molemmilla tekniikoilla jo itsessaankin on. (Penu-
maru et al. 2019)

Park et al. (2016) esittavat konenadn olevan kykeneva havaitsemaan vikojen liséksi tuot-
teen tekstuurin ja muodon vaihtelua. Shanmugamani et al. (2015) esittavat konenaon

lisdavan edullisuutta ja laadullisuutta tarkastusprosessissa. Park et al. (2016) tukevat
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vaitettd esittdmalla konenadn yhdistamisen koneoppimismenetelmien algoritmien
kanssa muodostavan toimivan kokonaisuuden, jolla saavutetaan parempia tuloksia, kuin
tavallisilla vian tunnistamismenetelmilla. Wangin et al. (2018) mukaan konenadn kaytto
sopii erityisesti tuotteen pinnanlaadun tarkkailuun, kun pyritdan havaitsemaan pinnassa

esiintyvat viat.

4.2 Yleisimmat algoritmit

Dalzochio et al. (2020) esittavat koneoppimisen algoritmeja sovellettavan ennakoivan
huollon eri osa-alueisiin, kuten edellisissa luvuissa mainittuihin vian tunnistamiseen ja
ennustamiseen. Jokaisella algoritmillaan on omat hyvat puolensa ja rajoitteensa, joiden
tunnistaminen on tarkeaa, jotta osataan valita oikea algoritmi ratkaistavaa ongelmaa var-
ten (Cinar et al. 2020). Carvalhon et al. (2019) mukaan ennakoivan huollon kyky suoriu-
tua silta vaativista tehtavista riippuu taysin oikean koneoppimisen algoritmin valitsemi-
sesta. Jokaisella ongelmalla on omat vaatimuksensa hienovaraisuuden, datan kasittelyn
ja mallin luomisen suhteen. Oikean algoritmin valitsemisella valtytaan vaaranlaisen huol-
tomallin luomiselta ja resurssien tuhlaamiselta. (Cinar et al. 2020) Tassa luvussa kay-

daan lapi ennakoivassa huollossa kaytetyimpien koneoppimisen algoritmien toimintaa.

4.2.1 Ohjatun oppimisen algoritmit

Luvussa 3.1 todettiin, etta ohjatun oppimisen algoritmien tehtaviin kuuluu regressio- ja
luokittelutehtavat. Ennakoivassa huollossa regressio pohjaisilla algoritmeilla pyritaan en-
nustamaan laitteen tai sen komponentin jaljella olevaa kayttoikaa, jotta huoltotoimenpi-
teet voidaan suorittaa optimaalisimmassa ajassa ennen hajoamista (Susto et al. 2015).
Luokittelupohjaisilla algoritmeilla ennustetaan, missa aikaikkunassa jokin tapahtuma tu-
lee todennakdisemmin tapahtumaan (Binding et al. 2019). Carvalho et al. (2019) esitta-
vat suosituimpien ohjatun oppimisen algoritmien kayton ennakoivassa huollossa olevan
ANN ("artificial neural network”) eli suomeksi keinotekoinen neuroverkko, RF ("random
forest”) eli suomeksi satunnaismetsa ja SVM ("support vector machine”) eli suomeksi
tukivektorikone. Susto et al. (2015) puolestaan esittelevat SVM ja k-NN ("k-nearest
neighbours”) algoritmien olevan kaytetyimpia luokitteluun liittyvissa tehtavissa. Angelo-
polous et al. (2020) tukevat edellisia esityksia osoittaen seuraavien algoritmien kayton

olevan suosittuja ennakoivan mallin luonnissa: SVM, k-NN, ANN, RF.

ANN on regressio pohjainen algoritmi, jonka etuja ovat vikasietoisuus, yleistettavyys ja
sopeutumiskykyisyys (Li et al. 2017). Shanmugamani et al. (2015) esittavat regressio

tehtavien lisdksi ANN:n sopivan luokitteluun. ANN koostuu useista yksinkertaisen toimin-
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nan omaavista prosessointiyksikoista, jotka vuorovaikuttavat keskendan. Se on yksi ylei-
simmista ja kaytetyimmista koneoppimisen algoritmeista (Carvalho et al. 2019). Cinarin
et al. (2020) mukaan ANN:n parhaisiin ominaisuuksiin kuuluu se, etta se ei tarvitse op-
piakseen jarjestettya dataa, vaan sen kaytto sopii myos jarjestelmille, joiden rakenne on
monimutkainen, epaselva ja tarjoama data epalineaarista. Carvalho et al. (2019) esitta-
vat myés ANN:n parhaisiin ominaisuuksiin sisaltyvan sen, etta sen toiminta perustuu vain
historiadatasta oppimiseen. Taman vuoksi se ei tarvitse tarkkaa asiantuntemusta paa-
toksenteossa. ANN:n huonoihin puoliin kuuluu: kouluttaminen vie paljon aikaa, oikean-
laiseen toimintaan tarvitaan suuret maarat dataa ja sen kaytolla voi paatya johtopaatdk-

siin, joita sovellukset eivat kykene toteuttamaan. (Carvalho et al. 2019)

Carvalho et al. (2019) kertovat SVM:n olevan laajasti kaytetty algoritmi molempiin ohja-
tun oppimisen tehtaviin, eli regressioon ja luokitteluun johtuen algoritmin tarkkuudesta.
SVM on erityisen hyva algoritmi kaytettavaksi luokitteluun, silld se pystyy saavuttamaan
korkean tarkkuuden epalineaaristenkin ongelmien parissa (Susto et al. 2015; Penumaru
et al. 2019). Sen toiminta perustuu syéttévektoreihin, jotka kartoittavat epalineaarisesti
korkeaulotteista ominaisavaruutta etsien yhtalaisyyksia (Cinar et al. 2020). Carvalho et
al. (2019) kertovat, ettda SVM:n kayttéonottoa varten kayttaja valitsee kernel funktion,
jonka pohjalta SVM malli luodaan. Oikean kernel funktion valinta vaikuttaa mallin tark-
kaan toimintaan, joten erityistietdmys sovelluskohteesta on tarkeaa oikean funktion va-
linnassa. Lisaksi SVM vaatii erityistietdmysta lopullisen mallin tulkitsemisessa. Taman
vuoksi SVM:n kaytto ei sovi tilanteisiin, joissa sovelluskohde on huonosti tunnettu. (Car-
valho et al. 2019)

RF:lla on ominaisuuksia, joiden puolesta se on seka regressioon etta luokitteluun sopiva
algoritmi (Su & Huang 2018; Carvalho et al. 2019). RF koostuu useista paatdspuista
(engl. decision tree), jotka itsessaan toimivat koneoppimisen algoritmeina. Niiden avulla
voidaan pilkkoa monimutkaiset paatdksentekomekanismit yksinkertaisten paatésten sar-
jaksi. (Carvalho et al. 2019; Cinar et al. 2020) Kuvassa 7 on kuvattu RF:n rakenne yk-

sinkertaistettuna.
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Satunnaismetsa (RF)

Paatdspuu 1 (DT 1) Paatospuu 2 (DT 2) Paatospuu 3 (DT 3)

Ennustus Ennustus Ennustus Ennustus Ennustus Ennustus
1 2 1 2 1 2

Kuva 7. RF:n yksinkertaistettu rakenne (muokattu Iahteesta Cinar et al. 2020)

Kuvassa 7 RF:n rakennetta on kuvattu vain kolmella paatdéspuulla, joiden syvyys on yk-
sittdinen. Canizo et al. (2017) kertovat, etta kayttajan tulee maarittaa parametreina RF:n
sisaltamien paatdspuiden maara ja syvyys. Paatdospuiden syvyyden kasvattamisella voi-
daan vaikuttaa eniten mallin tarkkuuden kasvattamiseen (Canizo et al. 2017). Cinar et
al. (2020) kertovat myos, etta RF:lla saavutetaan korkeampi tarkkuus, kun paatéspuiden
maaraa kasvatetaan. Paatdspuiden toiminta on toisistaan riippumatonta, jonka vuoksi
RF kykenee hallitsemaan suurikokoisia tietoja ja sen opettaminen on nopeaa (Cinar et
al. 2020.) RF:n tekema ennustus perustuu paatéspuiden ennustusten keskiarvoon. Ta-
man vuoksi RF:n suorittamien ennustusten virhe pienenee, mitd enemman paatdspuita
kaytetaan. (Carvalho et al. 2019; Cinar et al. 2020) Esimerkiksi jos kuvassa 7 nahtdvassa
tilanteessa paatdéspuut 1 ja 2 paatyvat molemmat ennustustulokseen 1 ja paatéspuu 3

tulokseen 2, niin koko RF:n tekemaksi ennustustulokseksi muodostuu ennustus 1.

Penumarun et al. (2019) mukaan k-NN on sopiva tehtaviin, joissa suoritetaan regressio-
ja luokittelu pohjaisia tehtavia. Susto et al. (2015) esittavat k-NN algoritmin olevan yksin-
kertaisin luokitteluun kaytettdva algoritmi. Toimiakseen se tarvitsee kayttajan syotta-
mana tietona dataa naytteiden valisesta etdisyydesta. Sen yksinkertaisuutta lisda se,
etta silld on vain yksi sdadettava parametri, jonka arvon valitseminen toteutetaan data-

pohjaisena valintana. (Susto et al. 2015)

4.2.2 Ohjaamattoman oppimisen algoritmit

Amruthnath & Gupta (2018) esittavat ohjaamattomaan oppimiseen pohjautuvien kuvaa-
vien mallien luontiin tarkoitettujen algoritmien kayton olevan sopivaa silloin, kun malli
joudutaan luomaan ilman historiadataa. Klusterointiin pohjautuvat tekniikat ovat yksi ylei-

simmista ohjaamattoman oppimisen mallin toimintatavoista (Amruthnath & Gupta 2018).
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Klusterointimenetelmien lisaksi matemaattiset menetelméat ovat kayttdkelpoisia enna-
koivaan huoltoon liittyvissa tehtavissa (Amruthnath & Gupta 2018; Angelopolous et al.
2020).

Carvalho et al. (2019) esittavat suosituimman koneoppimisen ohjaamattoman oppimisen
algoritmin kaytén ennakoivassa huollossa olevan k-means. K-means algoritmi on ylei-
sestikin yksi suosituimmista kuvaavien mallien luontiin kaytettavista algoritmeista. Toi-
minnallaan sen pyrkii etsimaan datasta samankaltaisia ryhmittymia eli jakaa datajoukkoa
ryhmittymiin samankaltaisten ominaisuuksien perusteella. (Amruthnath & Gupta 2018;
Carvalho et al. 2019) Carvalhon et al. (2019) mukaan k-means on helposti toteutettava,
pystyy kasittelemaan suuret maarat dataa ja kykenee mukautumaan uusien datajoukko-
jen kasittelyyn hyvin. Klusterointialgoritmeilla voidaan lisksi toteuttaa datan tiivistamisen
tehtavia. Talloin alkuperdinen datajoukko korvataan algoritmin muodostamalla klusteri-
joukolla. (Han et al. 2012) Klusterointialgoritmeja kaytettdessa kayttajan tulee maaritella

muodostettavien klustereiden maara (Amruthnath & Gupta 2018; Carvalho et al. 2019).

T2 algoritmin kayttd pohjautuu tilastolliseen analyysiin, jonka pohjalta tehtyjen arvioiden
mukaan ohjelmisto voi tehda paatelmia jarjestelman tilaan liittyen (Amruthnath & Gupta
2018). Angelopolous et al. (2020) esittavat sen olevan sopeutuva muuttujien vaihteluihin

ja kykeneva tekemaan arvioita muuttuvissa olosuhteissa.

PCA (’princible component analysis”) eli suomeksi paakomponenttianalyysi on mate-
maattinen menetelma, jonka toiminta perustuu datan ominaisuuksien tunnistamiseen ja
erotteluun. Se on hyva metodi kaytettavaksi datan tiivistamisessa. (Han et al. 2012; Am-
ruthnath & Gupta 2018) Se kykenee havaitsemaan ennen tunnistamattomia datajoukko-
jen valisia suhteita ja sita voidaan kayttaa seka jarjestettyyn etta jarjestelmattomaan da-

taan. Yleisesti sita kaytetaan klusterointianalyysin yhteydessa. (Han et al. 2012)
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5. KONEOPPIMISALGORITMIN VALINTA ENNA-
KOIVAAN HUOLTOON

Mahdollisuuksien mukaan ennakoivan huollon tehtaviin tulisi valita kaytettavaksi ohjatun
oppimisen algoritmi. Ohjaamattoman oppimisen algoritmeja tulisi kayttaa silloin, kun saa-
tavilla ei ole ohjatun oppimisen algoritmien opettamista varten kerattyd historiadataa.
(Susto et al. 2015; Paolanti et al. 2018) Oikean algoritmin valintaan vaikuttaa suuresti
saatavilla olevan historiadatan maara. Ennakoivaa huoltoa varten keratyn historiadatan
tulisi sisaltaa tietoa systeemin huoltoajankohdista, toimenpiteista ja vikatiedoista. Usei-
den algoritmien oikeanlainen toiminta riippuu siita, etta algoritmi saa harjoitteludatanaan
tarpeeksi suuren datajoukon, jotta se voi muodostaa oikein toimivan mallin. Taman li-
saksi harjoitteludatan tulee olla esiprosessoitu oikeanlaiseen muotoon tiettyja algorit-
meja varten. (Cinar et al. 2020) Susto et al. (2015) kertovat, etta myos aikaisemmin to-
teutetut huoltostrategiat vaikuttavat algoritmin valinnassa. Jos laitteeseen on aiemmin
sovellettu R2F strategiaa niin laitteesta on saatu tietoa vikojen ilmentymisajoista. Taman
pohjalta voitaisiin toteuttaa laitteelle ohjatun oppimisen algoritmi saatavilla olevasta his-
toriadatasta. Jos laitteelle puolestaan on sovellettu ennaltaechkaisevaa huoltoa niin lait-
teesta ei valttamatta ole saatavilla vikadataa silla korjaukset suoritetaan usein ennen
vikojen ilmentymista. Nain ollen ohjaamattoman oppimisen algoritmit ovat kayttdkelpoi-
sia edelld esitetyssa tilanteessa. Algoritmin valinta riippuu edelld mainittujen liséksi so-
velluskohteesta. (Susto et al. 2015) Carvalhon et al. (2019) mukaan joidenkin algoritmien
opettaminen vaatii enemman aikaa niiden monimutkaisen toiminnan vuoksi, joten tama-

kin tulee ottaa huomioon algoritmin valintaa tehdessa.

5.1 Ohjatun oppimisen algoritmi

Paolanti et al. (2018) esittavat regressio tehtavaan soveltuvien algoritmien sopivan tilan-
teisiin, joissa datajoukon tulosten arvot ovat jatkuvia. Yleisesti regressio algoritmeja kay-
tetdadn ennakoivan huollon osana ennustamaan laitteen tai sen komponentin jaljella ole-
vaa kayttoikaa eli ikaa, jonka laite kestaa vikaantumatta (Susto et al. 2015; Paolanti et
al. 2018; Binding et al. 2019). Ohjatun oppimisen algoritmit sopivat luokittelutehtaviin
tilanteissa, joissa datajoukon tulosten arvot ovat kategorisia (Susto et al. 2015; Paolanti
et al. 2018). Ennakoivan huollon yhteydessa luokittelu algoritmeilla ennustetaan useim-
miten laitteen tai sen komponentin vikaantumisen ajankohtaa. (Binding et al. 2019) Lu-

vussa 4.2 todettiin, ettd jokainen lapikayty ohjatun oppimisen algoritmi kykenee suoritta-
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maan seka regressio- etta luokittelupohjaisia tehtavia. Kyseiset tutkittavat algoritmit oli-
vat ANN, SVM, RF ja k-NN. Tassa luvussa kdydaan lapi tutkimuksia, joiden pohjalta

tehtyjen paatelmien perusteella muodostetaan valintaperusteet algoritmin valitsemiselle.

Li et al. (2017) esittavat tutkimuksen, jossa tutkittiin ANN:n kayttdéa vian ennustamiseen
koneistuskeskuksissa. Tutkimuksessa algoritmi opetettiin kolmen viikon aikana keratylla
historiadatalla, jolloin luodulla mallilla pystyttiin ennakoimaan vika tarkasti (Li et al. 2017).
Biswalin & Sabareeshin (2015) esittdmassa tutkimuksessa ANN:aa kaytettiin ennakoi-
maan tuuliturbiinien vikatilan tapahtumista. Algoritmi opetettiin tarinasignaalin pohjalta
keratylla harjoitusdatalla. Historiadata sisalsi kokonaisuudessaan 243 datajoukkoa. Tut-
kimuksen lopputuloksena ANN onnistui ennustamaan vikatilan esiintymisen 92.6 % tark-
kuudella. (Biswal & Sabareesh 2015) Vaikka edella esitetyissa tutkimuksissa saavutet-
tiinkin hyvia tuloksia ANN:II4, naista tuloksista ei voida johtaa johtopaatoksid ANN:an
toimivuudesta muihin algoritmeihin verrattuna, silla tutkimuksissa ei vertailtu muiden al-

goritmien kayttoa.

Penumaru et al. (2019) esittavat tutkimuksen, jossa luokittelupohjaisia algoritmeja kay-
tettiin tunnistamaan ja luokittelemaan tydstettavia tasaisia materiaaleja yhdessa ko-
nenadn kanssa. Algoritmit opetettiin pienelld, 2491 suuruisella naytejoukolla ja testattiin
1068 naytteella eli kokonaisuudessaan historiadata koostui 3559 naytteesta. Tutkittavina
algoritmeina olivat algoritmit SVM, RF, paatéspuu, lineaarinen regressio ja k-NN, joista
kaytettavaksi valittin SVM, jonka tuloksina saavutettiin 100 % tarkkuus. Tutkimuksessa
havaittiin myds, ettd RF ja k-NN algoritmeille olisi saavutettu tarkat oppimistulokset luo-
kittelussa, jos kasilla olisi ollut suurempi datajoukko. (Penumaru et al. 2019) Praveenku-
mar et al. (2014) tutkivat SVM:an kayttéa vikojen havaitsemiseen auton vaihdelaati-
koissa. Neljan vaihdelaatikon testauksessa paastiin tuloksiin, joissa SVM kykeni havait-
semaan vian 96,62 %, 92,375 %, 98,75 % ja 100 % tarkkuudella. Kyseista tutkimusta
varten vertailtin SVM ja ANN algoritmeja ja paadyttiin kayttdmaan SVM:4a. Syina tdhan
olivat SVM:an parempi esiprosessointi tekniikka ja lyhyempi opettamisaika. (Praveenku-
mar et al. 2014) Shanmugamani et al. (2015) esittdvat SVM:an tuottaneen parhaat tu-
lokset kuvantunnistuksessa k-NN ja ANN algoritmeihin verrattuna. Susto et al. (2015)
esittavat tutkimuksen, jossa luotiin huoltostrategia puolijohdetuotannon kriittiseen pro-
sessivaiheeseen. Tutkimuksessa vertailtin ennaltaehkaisevia ja ennakoivia huoltostra-
tegioita. Ennakoivaan huoltoon kaytettiin SVM:&a ja k-NN:&a. Lopputuloksena paadyttiin
tuloksiin, joissa ennakoivan huollon ratkaisut tuottivat paremmat tulokset kuin ennalta-

ehkaisevan huollon. Ennakoivan huollon algoritmeista SVM:an todettiin tarjoavan erin-
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omaisen suorituskyvyn k-NN:&an verrattuna. Tasta huolimatta k-NN:lla toteutettu enna-
koiva huoltostrategia ylitti ennaltaehkaisevan huollon tulokset jatkuvasti. (Susto et al.
2015)

Canizo et al. (2017) esittavat tutkimuksen, jossa ennustettiin vikoja tuuliturbiineissa kayt-
taen RF:4a ennakoivan mallin luontiin. Mallin opettamiseen kaytettiin tuuliturbiineista ke-
rattya dataa viimeiselta kahdelta vuodelta. Lisaksi systeemi tuotti uutta dataa algoritmille
10 minuutin valein. Tutkimuksessa saavutettiin tulokset, joissa ennakoiva malli kykeni
suorittamaan ennustamisen 81-85 % todennakdisyydella. (Canizo et al. 2017) Su &
Huang (2018) saavuttivat 86 % tarkkuuden kiintolevyaseman vian ennustamisen RF:aa
kayttaen. Tutkimuksessa esitettiin, ettéd RF valittiin kaytettavaksi ANN ja SVM algoritmien
sijaan johtuen RF:n erinomaisen suorituskyvyn ja yksinkertaisen rakenteensa puolesta.
Lisdksi RF:n osoitetaan omaavan seuraavia etuja SVM:4an ja ANN:&an nahden: erityi-
sen hyva tarkkuus, toiminnan tehokkuus suuressa tietokannassa, kyky kasitelld suuria
datamaaria ilman, ettd datasta tarvitsee poistaa arvoja, arvioi luokitteluun tarkeitad muut-
tujia ja kykenee tarkkaan toimintaan, vaikka datajoukosta puuttuisi arvoja. (Su & Huang
2018) Kuten luvussa 3.2 kaytiin lapi, puuttuvat datajoukon arvot voivat johtaa koko data-
joukon hylkdamiseen. Nain ollen RF:n kyky suorittaa tarkka ennustaminen puuttuvista
arvoista huolimatta on merkittava ominaisuus ja mahdollistaa keratyn datan hyddynta-
misen kokonaisuudessaan. Binding et al. (2019) tutkivat painokoneen kayttokatkoksien
ennustamista historiadatasta, jota ei ollut keratty ajatellen ennakoivaa huoltoa. Keratty
data sisalsi prosessidataa ja kayttOkatkostietoja, jotka sisalsivat puuttuvia arvoja ja kayt-
tajien toiminnasta johtuvia satunnaisia muutoksia. Tutkimuksessa pyrittiin ennustamaan
tietyn painokoneen seisahtuminen 30 minuutin aikaikkunassa kayttaen lineaarista reg-
ressiota seka RF ja XGBoost algoritmeja. Tutkimuksessa paadyttiin kayttamaan RF:aa

opetustulosten pohjalta. (Binding et al. 2019)

Tuloksista voidaan johtaa johtopaatdksia vertailemalla kaytettavissa olevaa historiada-
taa ja tutkimusolosuhteita. RF esiintyi useassa tutkimuksessa parhaana luokitteluun poh-
jautuvana algoritmina, kun kaytettavissa oli runsaasti historiadataa. SVM ja ANN tuottivat
myds hyvia tuloksia, kun kyseessa oli hieman vahemman dataa kuin RF:n opettamiseen
kaytettavissa. Angelopolous et al. (2020) tukevat tata esittden RF:n tuottavan yleisesti
tarkempia tuloksia, kuin SVM ja ANN kun kasilla on suuret maarat historiadataa. Ylei-
sesti tuloksista voidaan myds huomata, ettd SVM:lla saavutetaan parempia tuloksia kuin
ANN:IIE, silla tutkimuksissa, joissa naita kahta vertailtiin, paadyttiin kayttdmaan SVM:aa.
ANN ei kuitenkaan vaadi sovelluskohteen erityistietdmysta, kun puolestaan SVM:n luo-

maa lopullista mallia on vaikea tulkita ilman tarkkaa tuntemusta laitteesta (Carvalho et
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al. 2019). Yhdessakaan tutkimuksessa ei valittu kaytettavaksi k-NN algoritmia, kun valit-

tavissa oli jokin muu tutkittavana olevista algoritmeista.

Edella esitettyjen tutkimusten pohjalta voidaan todeta, ettd suurimmat kriteerit algoritmin
valitsemiselle liittyvat kasilla olevaan historiadatan maaraan ja sovelluskohtaiseen tun-
temukseen. Naista johtopaatoksistd muodostettu kuva 8 esittaa, mitka tekijat vaikuttavat
ohjatun oppimisen algoritmin valintaan. Kuvassa 8 esitetyt kriteerit eivat huomioi mah-
dollisia sovelluskohtaisia erityisvaatimuksia, jotka voivat vaikuttaa lopullisen algoritmin

valintaan.

RF

Historiadatan maara

SVM ANN

Erityistietamys

Kuva 8. Ohjatun oppimisen algoritmin valinta

Kuvasta 8 ja edella esitetyista johtopaatoksista voidaan todeta, ettd ohjatun oppimisen
algoritmeista RF on paras, kun tarvittavat kriteerit tayttyvat. Rakenteensa puolesta RF
tarvitsee riittdvasti historiadataa luodakseen tarkan mallin. Tdméa onkin suurin RF:n va-
lintaan vaikuttava tekija. Luvussa 4.2 todettiin, etta RF:n tarkkuus riippuu sen sisaltamien
paatospuiden maarasta ja riittava historiadata varmistaa sen, etta voidaan kayttaa tar-
peeksi paatdspuita oikean lopputuloksen saavuttamiseen. Tama huomattiin, myds aikai-
semmin esitetyssa tutkimuksessa, jossa Penumaru et al. (2019) paatyivat valitsemaan

SVM algoritmin RF:n sijaan, kun kaytettava datajoukko oli pieni. SVM algoritmi onkin
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seuraavaksi paras vaihtoehto, jos RF:n opettamiseen ei ole kaytettavissa tarpeeksi his-
toriadataa. Tassa tapauksessa SVM:n valintaan vaikuttaa eniten se, ettd onko kaytto-
kohteesta riittavasti erityistietamysta. Jos nain ei ole tulisi valita kaytettavaksi ANN algo-
ritmi. Praveenkumar et al. (2014) esittivat lisaksi, ettd SVM:an opettamiseen kuluva aika
on lyhyempi kuin ANN algoritmin. Nain voidaan tehda johtopaatds, etta saatavilla olevan
erityistietdmyksen puuttuminen on ainoa tekija, joka estda SVM algoritmin valinnan

ANN:an sijaan.

5.2 Ohjaamattoman oppimisen algoritmi

Luvun alussa todettiin, ettd ohjaamattoman oppimisen algoritmeja tulisi kayttaa tilan-
teissa, joissa jarjestelmasta ei ole keratty historiadataa ohjatun oppimisen algoritmien
opettamiseen. Amruthnath & Gupta (2018) esittdvat matemaattisten menetelmien ja
klusterointimenetelmien sopivan viantunnistukseen. Luvussa 4.2.2 kaytiin lapi k-
means:in, T2-statistics:in ja PCA:n eli yleisimpien ennakoivaan huoltoon kaytettavien oh-
jaamattoman oppimisen algoritmien toimintaa. Tassa luvussa tarkastellaan naiden algo-
ritmien kayttda ja muodostetaan valintaperusteet oikean ohjaamattoman oppimisen al-

goritmin valinnalle.

Amruthnath & Gupta (2018) suorittivat tutkimuksen, jossa tutkittiin tuulettimen vian ha-
vaitsemista. Tutkimusta varten tuulettimesta oli keratty tarinaddataa, jonka pohjalta tutkit-
tiin, kuinka tarkasti eri algoritmit kykenivat tunnistamaan vian. Tutkimuksessa verrattiin
PCA:n kanssa yhdistetyn T2-statistics:n ja klusterointi algoritmien k-means, c-means ja
hierarkisen klusteroinnin toimintaa. Tutkimuksessa paadyttiin tuloksiin, joissa klusterointi
algoritmit sopivat T2-statisticsia paremmin eri tasoisten vikojen tunnistukseen. K-means
ja c-means antoivat keskenaan lahes identtiset tulokset. Tutkimuksessa todettiin kuiten-
kin T2-statisticsin olevan parempi kaytettavaksi sovellukseen, jonka tarkoituksena on
pelkastdan havaita laitteen vikaantuminen, eikd eri tasoisia vikoja. Taman vuoksi T2-
statistics sopii tilanteisiin, joissa sovelluskohteesta ei ole erityistietdmysta. Klusterointi
algoritmien kaytto puolestaan vaatii tietoa sovelluskohteesta oikeiden klustereiden maa-
ran asettamiseksi ja klustereiden tarkoituksen selvittamiseksi. (Amruthnath & Gupta
2018) Kuvaan 9 on koottu tekijat, jotka vaikuttavat ennakoivaa huoltoa varten kaytetta-
van ohjaamattoman oppimisen algoritmin valintaan. Kuvassa 9 esitetyt kriteerit eivat

huomioi mahdollisia sovelluskohtaisia erityisvaatimuksia.
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Kuva 9. Ohjaamattoman oppimisen algoritmin valinta

Kuvasta 9 ja ylla esitetysta tutkimuksesta huomataan, etta klusterointialgoritmit sopivat
vian tunnistamiseen tapauksissa, joissa vikaa on tarpeen havainnoida eri tasoilla. Esi-
merkiksi Amruthnath & Gupta (2018) kayttivat tutkimuksessaan seuraavia vikatasoja:
viaton, vikaantumassa ja vikaantunut. Taman vuoksi klusterointialgoritmien kayttdéa var-
ten tarvitaan tietamysta, jonka perusteella luodut klusterit voidaan nimeta. Jos tata tieta-
mysta ei ole niin ei voida tietdd mika klusteri esittda vikaantunutta ja mika ehjaa tilaa.
Matemaattisten menetelmien kaytto tulee klusterointimenetelmia paremmaksi siis tilan-
teissa, joissa tavoitteena on pelkastaan havaita vikaantuminen laitteessa. Klusterointi-
menetelmat ovat kuitenkin joustavampi vaihtoehto ja ovat kayttokelpoisia, kun koneen

kuntoa halutaan seurata jatkuvasti (Amruthnath & Gupta 2018).

Luvun alussa todettiin, etta ohjatun oppimisen algoritmit sopivat paremmin ennakoivan
huollon vaatimiin vian tunnistus ja ennustustehtaviin. Ohjaamattoman oppimisen algorit-
mien ominaisuudet sopivat kuitenkin kunnon seurantaan ja vian havaitsemiseen. Taman
lisdksi ne ovat kayttokelpoisia varsinkin datan kasittelyssa. (Amruthnath & Gupta 2018)
Luvussa 3.1 todettiinkin, ettd ohjaamattoman oppimisen algoritmeilla on ominaisuuksia,
joiden avulla data saadaan jarjestettya ja tiivistettya. Luvussa 3.2 todettiin, ettd datan
esiprosessointi on kriittinen vaihe koneoppimisalgoritmin toiminnalle. Kang et al. (2020)
kertovatkin, ettd ohjaamaton oppiminen sopii kaytettavaksi datan esiprosessoinnin teh-
taviin kuten datan tiivistdmiseen ja poikkeavien arvojen havaitsemiseen. Nain ollen voi-
daan todeta, ettd sekd ohjatun ettd ohjaamattoman oppimisen algoritmien kaytto tulee

tarpeen ennakoivassa huollossa.
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6. YHTEENVETO

Tyon tavoitteena oli tarkastella koneoppimisen toimintaa ennakoivan huollon osana. Tar-
kastelu rajattiin koskemaan yhteen laitteeseen sovellettavaa ennakoivaa huoltoa, eika
tutkimuksessa saatuja tuloksia voida yleistdd koskemaan kokonaisia tuotantojarjestel-
mia. Tyossa tutkittin mita etuja ja vaatimuksia ennakoivalla huollolla on muihin huol-
tostrategioihin nahden. Lisaksi tarkasteltiin, kuinka koneoppiminen kykenee ennusta-
maan huollon tarpeen ja vikojen ilmaantumisen. Paatavoitteena luotiin valintaperusteet
oikean koneoppimisalgoritmin valitsemiselle ennakoivaan huoltoon. Tutkimuksessa tu-
lee selkeasti esille ennakoivan huollon edut ja vaatimukset muihin huoltostrategioihin
verrattuna. Koneoppimisen toiminta esitetaan ennakoivan huollon osana viantunnistuk-
sen valineena selkeasti ja yksinkertaisesti. Tutkimuksessa luodut valintakriteerit toimivat
suuntaa antavina ja esittavat algoritmin valintaan liittyvia kriteereja yleisesti. Luotuihin
kriteereihin on otettu huomioon algoritmien suurimmat kayttorajoitteet. Kriteereissa ei
huomioida tietyn laitteen sovelluskohtaisia vaatimuksia, jotka voivat vaikuttaa algoritmin
valintaan. Taman vuoksi lopullinen algoritmin valinta tulisi tehda harkinnan mukaan so-

velluskohteesta riippuen.

Ennakoiva huolto on tullut potentiaalisemmaksi huoltostrategiaksi neljannen teollisen
vallankumouksen mydéta. Siitd johtuvien fysikaalisten ja digitaalisten systeemien integ-
rointi ovat johtaneet lisdantyvaan datan maaraan, joka on pohja onnistuneen ennakoivan
huoltostrategian toteuttamiselle. Historiadatan keradmisen ja systeemin kunnon jatkuvan
seurannan lisdksi ennakoiva huolto tarvitsee ennustamista ja datan kasittelya suoritta-
van ohjelman. Ennakoivan huollon suurimpina etuina muihin huoltostrategioihin on jar-
jestelman kayttokatkosten vahentaminen ja huoltokustannusten minimointi. Koneoppi-
minen muodostaa toimivan kokonaisuuden ennakoivan huollon osana ennustustehta-

vissa datan kasittely ja ennustusominaisuuksiensa puolesta.

Koneoppimismenetelmista ohjattu ja ohjaamaton oppiminen sopivat parhaiten kaytetta-
vaksi ennakoivassa huollossa, joten tydssa keskityttiin tarkastelemaan naiden metodien
algoritmeja. Naistd metodeista ohjattu oppiminen sopi paremmin kaytettavaksi vian tun-
nistamisen ja ennustamisen tehtavissa. Ohjaamattoman oppimisen kayttaminen sopii ti-
lanteisiin, joissa ohjatun oppimisen algoritmin opettamiseen ei ole saatavilla riittavasti
dataa. Ohjatun oppimisen algoritmeista nousi esille RF, SVM ja ANN algoritmit. Edella
mainituista RF algoritmi sopi parhaiten kaytettavaksi ennakoivan huollon tehtavissa, kun
kriteerit sen kayttamiseen tayttyivat. Tarkeimpana kriteerina sen kayttéonottamisessa on

keratyn historiadatan maara, jota kaytetdan algoritmin opettamiseen. Tama johtuu siita,
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ettd RF:n tarkkuus paranee sen mukaan, mitd enemman historiadataa on kaytettavissa.
Kuvassa 7 esitetystd RF:n rakenteesta huomataan, etta algoritmi koostuu monista paa-
tospuista, joiden ennustustuloksen summana saadaan koko RF:n tuottama ennustus.
Taman vuoksi RF:n ennustusvirhe pienenee sen mukaan mitd enemman paatdéspuita
rakenne sisaltaa ja mitd suurempi syvyys paatdspuilla on. SVM algoritmi on seuraavaksi
parhaiten sopiva ennustustehtaviin. Sen avulla saavutetaan tarkkoja tuloksia pienellakin
harjoitusdatajoukolla. SVM kuitenkin vaatii erityistietamysta laitteesta kayttoonottoa var-
ten. Jos tata erityistietamysta ei ole, ANN algoritmi on sopivin valittavaksi. Ohjaamatto-
man oppimisen algoritmeista tutkittiin klusterointi ja matemaattisiin menetelmiin soveltu-
via algoritmeja. Naita algoritmeja tulisi kayttda vian tunnistamiseen tilanteissa, joissa ei
ole saatavilla tarpeeksi historiadataa ohjatun oppimisen algoritmin kouluttamiseen. Klus-
terointialgoritmit sopivat paremmin tilanteisiin, joissa luokiteltiin vikaa eri tasoille. Mate-
maattiset menetelméat sopivat kuitenkin kaytettavaksi tilanteissa, joissa tavoitteena on

pelkastaan vian havaitseminen.

Ohjaamattoman oppimisen algoritmeilla on kuitenkin suuri rooli datan kasittelyn tehta-
vissa, vaikka ne eivat sovellukaan ennakoivan huollon vaatimiin ennustustehtaviin yhta
hyvin kuin ohjatun oppimisen algoritmit. Klusterointialgoritmit sopivat erinomaisesti kay-
tettavaksi datan esiprosessointivaiheeseen, jossa data muokataan sopivaan muotoon
koneoppimisalgoritmille. Koneoppimisen soveltamiseksi ennakoivaan huoltoon tarvitaan
seka ohjatun ettd ohjaamattoman oppimisen algoritmeja. Ohjaamattoman oppimisen al-
goritmit sopivat suorittamaan datan esiprosessoinnin tehtavia, jotta data saadaan kay-
tettdvaan muotoon ohjatun oppimisen algoritmeja varten. Taman lisaksi ohjaamaton op-
piminen toteuttaa vian havaitsemisen tehtavia tehokkaasti, joten sita voidaan kayttaa jat-
kuvan seurannan tukena. Ohjatun oppimisen algoritmien avulla suoritetaan vian ennus-

tamisen tehtavat ohjaamattoman oppimisen muokkaaman datan pohjalta.
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