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Suositusjärjestelmät pyrkivät tuottamaan käyttäjille suosituksia heitä kiinnostavasta sisällöstä. 

Tiedon määrän kasvaessa ne ovat viime vuosikymmeninä yleistyneet niin kaupallisessa käytössä 

kuin tutkimuksen kohteinakin. Suositusten laadun arvioinnissa yksi olennainen ominaisuus on 

niiden monipuolisuus.  

Tässä työssä keskitytäänkin suositusten monipuolisuuteen, ja tarkastellaan suositusten yksi-

lökohtaista ja yhteisökohtaista monipuolisuutta. Tavoitteena on tutkia suositusten monipuolisuutta 

edistäviä menetelmiä aiheeseen liittyvien tieteellisten julkaisujen pohjalta. Menetelmiä verrataan 

toisiinsa niiden käyttämän tiedon ja rakenteen mukaan. Lopuksi tarkastellaan myös menetelmille 

suoritettua testausta ja arviointia. Työ antaa katsauksen suositusten monipuolisuutta edistäviin 

menetelmiin sekä tapoihin mitata suositusten monipuolisuutta. 

Avainsanat: suositusjärjestelmät, suositusten monipuolistaminen, yhteisökohtainen monipuoli-

suus, yksilökohtainen monipuolisuus 

Tämän julkaisun alkuperäisyys on tarkastettu Turnitin OriginalityCheck –ohjelmalla.  
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1 Johdanto 

 

Suositusjärjestelmät ovat syntyneet kasvaneen tiedon määrän seurauksena, tarkoitukse-

naan auttaa käyttäjiä löytämään etsimäänsä tietoa tai heitä kiinnostavaa sisältöä. Nykyään 

suositusjärjestelmiä on käytössä esimerkiksi verkkokaupoissa, sosiaalisen median palve-

luissa ja suoratoistopalveluissa. Suositusjärjestelmät tuottavat käyttäjälle suosituksia nii-

den tietojen pohjalta, joita järjestelmällä on käyttäjästä ja hänen aiemmin kuluttamastaan 

sisällöstä. Suosituksia voidaan muodostaa analysoimalla tiedon sisältöä sekä käyttäjien ja 

tuotteiden kulutushistoriaa.  

Pitkään suositusten laadun arvioinnissa keskityttiin mittaamaan ainoastaan, kuinka 

tarkasti suosituksen ennustettu kiinnostavuus käyttäjälle vastasi käyttäjän todellista kiin-

nostusta tuotteeseen. Sittemmin on kuitenkin korostettu, että pelkkä suositusten tarkkuus 

ei riitä takaamaan käyttäjätyytyväisyyttä. Suositusten laadun arvioinnissa tulisi ottaa huo-

mioon myös muita ominaisuuksia, kuten suositusten monipuolisuus. Tässä tutkielmassa 

keskitytään suositusten monipuolisuuden tarkasteluun.  

Suositusten monipuolisuutta tarkastellaan kahdesta näkökulmasta. Suositusten yksi-

lökohtainen monipuolisuus (individual diversity) mittaa yksittäiselle käyttäjälle muodos-

tetun suositusten joukon monipuolisuutta [Adomavicius ja Kwon 2009]. Suositusten yh-

teisökohtainen monipuolisuus (aggregate diversity) puolestaan mittaa, kuinka tasaisesti 

järjestelmän tuottamat suositukset jakautuvat kaikkien tuotteiden kesken [Ho et al. 2014]. 

Tutkielman tavoitteena on selvittää, miten suositusten monipuolisuutta on pyritty paran-

tamaan näistä kahdesta eri näkökulmasta. Tutkielma antaa katsauksen eri tapoihin mitata 

suositusten yksilökohtaista ja yhteisökohtaista monipuolisuutta sekä suositusten moni-

puolisuuden parantamiseksi kehitettyihin menetelmiin. Tutkielmassa keskitytään erity-

sesti menetelmien ja niiden testauksen tarkasteluun.  

Luvussa 2 tarkastelemme suositusjärjestelmien ominaisuuksia ja erilaisia tapoja suo-

dattaa tietoa. Esitämme lisäksi eri tapoja mitata suositusten tarkkuutta eli niiden soveltu-

vuutta kohdekäyttäjälle. Luvussa 3 tarkastelemme suositusten yksilökohtaista monipuo-

lisuutta sekä sen mittaamista ja arviointia. Tarkastelemme useita erilaisia suositusten yk-

silökohtaista monipuolisuutta lisääviä menetelmiä ja kahta erilaista tapaa luokitella näitä 

menetelmiä. Luokittelu voidaan tehdä käytettävän tiedon tai menetelmän rakenteen mu-

kaan. Luvussa 4 tarkastelemme suositusten yhteisökohtaista monipuolisuutta sekä sen 

mittaamista ja arviointia. Tarkastelemme useita erilaisia suositusten yhteisökohtaista mo-

nipuolisuutta edistäviä menetelmiä. Jaottelemme menetelmät kahteen ryhmään niiden ra-

kenteen mukaan. Luvussa 5 tarkastelemme ja vertailemme menetelmien lähtökohtia ja 

testausta.  
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2 Suositusjärjestelmät  

 

Suositusjärjestelmät (recommender systems) ovat järjestelmiä, jotka pyrkivät tuottamaan 

käyttäjilleen suosituksia heitä kiinnostavasta sisällöstä. Suositusjärjestelmät ovat olleet 

tutkimuksen kohteena 1990-luvulta lähtien, kun ensimmäiset tutkimukset aiheesta jul-

kaistiin.  

Suositusjärjestelmät keräävät käyttäjiltä arvioita tuotteista eksplisiittisesti tai impli-

siittisesti. Eksplisiittiset arviot ovat käyttäjän itsensä antamia ja implisiittiset arviot käyt-

täjän toiminnoista johdettuja. Arvioilla on erilaisia mahdollisia asteikkoja. Arviot voidaan 

ilmaista esimerkiksi numeroina tai tähtinä jollakin asteikolla, kuten 1-5. Arviot voidaan 

myös ilmaista sanallisesti järjestyksellisin termein, kuten: vahvasti samaa mieltä, samaa 

mieltä, neutraali, eri mieltä ja vahvasti eri mieltä. Binäärisillä arvioilla on kaksi mahdol-

lista arvoa, kuten hyvä ja huono. Unaarisilla arvioilla on ainoastaan myönteinen tulkinta, 

joka voi olla esimerkiksi ostotapahtuma. Arvion puuttuminen merkitsee sitä, että käyttä-

jän ja tuotteen välinen suhde on tuntematon. [Schafer et al. 2007]  

Järjestelmä pyrkii arvioimaan käyttäjälle tuntemattomien tuotteiden hyödyllisyyden 

ja suosittelee käyttäjälle niitä tuotteita, joilla on korkeimmat arviot. Arvio hyödyllisyy-

destä ilmaistaan tyypillisesti ei-negatiivisena kokonaislukuna tai reaalilukuna rajatulta as-

teikolta. Tämä voidaan muotoilla seuraavasti. Olkoot 𝑈 käyttäjien joukko ja 𝐼 tuotteiden 

joukko. Olkoon  𝑟′ funktio, joka määrittää tuotteen 𝑖 ∈ 𝐼 hyödyllisyyden käyttäjälle 𝑢 ∈

𝑈 siten, että 𝑟′: 𝑈 × 𝐼 → 𝑅, missä 𝑅 on mahdollisten arvioiden järjestetty joukko. Nyt 

käyttäjälle 𝑢 voidaan suositella tuotteita 𝑖, joilla on korkeimmat arviot 𝑟′(𝑢, 𝑖). [Adoma-

vicius ja Tuzhilin 2005] 

Suosittelujärjestelmien käyttämät menetelmät jaetaan suositusten muodostuksessa 

käytettävän tiedon mukaan yleisimmin sisältöperusteiseen suodattamiseen (content-ba-

sed filtering), yhteistoiminnalliseen suodattamiseen (collaborative filtering) ja hybridi-

menetelmiin [Balabanović ja Shoham 1997]. On olemassa myös menetelmiä, joita ei 

voida sijoittaa näihin kategorioihin, mutta tässä tutkielmassa käsitellään ainoastaan näitä 

yleisimpiä menetelmien tyyppejä. 

2.1 Sisältöperusteinen suodattaminen 

Sisältöperusteiset suodatusmenetelmät suosittelevat käyttäjälle samankaltaisia tuotteita 

kuin ne, joista hän on aiemmin pitänyt [Balabanović ja Shoham 1997]. Samankaltaisuus 

määritetään tuotteiden sisällön tai ominaisuuksien perusteella. Käyttäjän suositukset pe-

rustuvat siis tuotteiden kuvauksiin ja käyttäjäprofiiliin eli tietoon käyttäjän kiinnostuksen 

kohteista [Pazzani ja Billsus 2007]. Esimerkiksi elokuvia suositeltaessa voidaan käyttää 

ominaisuuksia, kuten genre, julkaisuvuosi, ohjaaja ja tuotantoyhtiö. Kun kaikkia tuotteita 

kuvataan samoilla attribuuteilla, joilla on joukko tiedettyjä arvoja, on kyse rakenteelli-

sesta datasta. [Pazzani ja Billsus 2007]. Rakenteettomalla datalla, kuten uutisartikkeleilla 
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tai muilla tekstidokumenteilla, ei puolestaan ole vastaavia attribuuttien arvoihin perustu-

via kuvauksia [Pazzani ja Billsus 2007]. 

Tekstimuotoisten tuotteiden kuvaus voidaan muodostaa analysoimalla tekstin sisäl-

töä. Tyypillisesti sisällöstä erotetaan olennaisia avainsanoja, joita voidaan käyttää tuot-

teen kuvaamiseen. Sanan 𝑘𝑖 merkittävyys dokumentissa 𝑑𝑗 ilmaistaan kertoimella 𝑤𝑖,𝑗, 

joka voidaan määrittää usealla eri tavalla. Yksi tunnetuimmista menetelmistä avainsanan 

merkittävyyden mittaamiseen on TD-IDF-määre (term frequency - inverse document fre-

quency). Olkoot käyttäjille mahdollisia suositeltavia tekstidokumentteja 𝑀 kappaletta, ja 

𝑚𝑖 on niiden dokumenttien lukumäärä, joissa avainsana 𝑘𝑖 esiintyy. Avainsana 𝑘𝑖 esiin-

tyy dokumentissa 𝑑𝑗 yhteensä 𝑓𝑖,𝑗 kertaa. Nyt avainsanan 𝑘𝑖 termin frekvenssi dokumen-

tissa 𝑑𝑗 on 

 

𝑇𝐹𝑖,𝑗 =
𝑓𝑖,𝑗

𝑚𝑎𝑥𝑧𝑓𝑧,𝑗
, 

 

missä 𝑚𝑎𝑥𝑧𝑓𝑧,𝑗 on kaikkien dokumentissa 𝑑𝑗 esiintyvien avainsanojen 𝑘𝑧 esiintymisker-

tojen 𝑓𝑧,𝑗 maksimi. Avainsanat, jotka esiintyvät useissa dokumenteissa, eivät ole hyödyl-

lisiä käyttäjää kiinnostavien dokumenttien erottamiseksi. Tästä syystä käänteistä doku-

mentin frekvenssiä käytetään usein yhdessä termin frekvenssin kanssa. Avainsanan 𝑘𝑖 

käänteinen dokumentin frekvenssi määritellään seuraavasti: 

 

𝐼𝐷𝐹𝑖 = log
𝑀

𝑚𝑖
. 

 

Nyt TD-IDF-kerroin avainsanalle 𝑘𝑖 on 

 

𝑤𝑖,𝑗 = 𝑇𝐹𝑖,𝑗 ∙ 𝐼𝐷𝐹𝑖 . 

 

[Adomavicius ja Tuzhilin 2005] 

Kertoimen avulla saadaan dokumentin 𝑑𝑗 sisällön kuvaus esitettyä vektorina 

𝑐𝑜𝑛𝑡𝑒𝑛𝑡(𝑑𝑗) = 𝑤⃗⃗ 𝑗 = (𝑤1,𝑗, … , 𝑤𝑘,𝑗). Käyttäjän arvioimia tuotteita analysoimalla voi-

daan muodostaa myös vektorimuotoinen käyttäjäprofiili 𝑐𝑜𝑛𝑡𝑒𝑛𝑡𝐵𝑎𝑠𝑒𝑑𝑃𝑟𝑜𝑓𝑖𝑙𝑒(𝑢) =

𝑤⃗⃗ 𝑢 = (𝑤1,𝑢, … , 𝑤𝑘,𝑢), missä kerroin 𝑤𝑖,𝑢 merkitsee termin 𝑘𝑖 merkittävyyttä käyttäjälle 

𝑢. Tämä voidaan muodostaa esimerkiksi käyttäjän arvioimien tuotteiden kuvauksien vek-

torien keskiarvona. Sisältöperusteisessa suodatuksessa arvio tuotteen 𝑖 kiinnostavuudesta 

käyttäjälle 𝑢 määritellään tuotteen ja käyttäjäprofiilin samankaltaisuutena ja se voidaan 

yleisesti merkitä seuraavasti 

 

𝑟′(𝑢, 𝑖) = 𝑠𝑐𝑜𝑟𝑒(𝑐𝑜𝑛𝑡𝑒𝑛𝑡𝐵𝑎𝑠𝑒𝑑𝑃𝑟𝑜𝑓𝑖𝑙𝑒(𝑢), 𝑐𝑜𝑛𝑡𝑒𝑛𝑡(𝑖)). 
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Kun tuotteen 𝑖 ja käyttäjän 𝑢 käyttäjäprofiilin kuvaukset esitetään vektoreina 𝑤⃗⃗ 𝑖 ja 𝑤⃗⃗ 𝑢, 

voidaan funktio 𝑟′(𝑢, 𝑖) määritellä esimerkiksi kosinietäisyyteen perustuvana samankal-

taisuutena (cosine similarity) 

 

𝑟′(𝑢, 𝑖) = cos(𝑤⃗⃗ 𝑢, 𝑤⃗⃗ 𝑖) =
𝑤⃗⃗ 𝑢 ∙ 𝑤⃗⃗ 𝑖

‖𝑤⃗⃗ 𝑢‖‖𝑤⃗⃗ 𝑖‖
=

∑ 𝑤𝑗,𝑢𝑤𝑗,𝑖
𝐾
𝑗=1

√∑ 𝑤𝑗,𝑢
2𝐾

𝑗=1 √∑ 𝑤𝑗,𝑖
2𝐾

𝑗=1

, 

 

missä 𝐾 on kaikkien järjestelmän termien lukumäärä. Käyttäjän suositukset muodoste-

taan vertaamalla kokelasalkioita käyttäjäprofiiliin funktion 𝑟′(𝑢, 𝑖) avulla ja valitsemalla 

𝑁 korkeimman arvon saanutta alkiota. [Adomavicius ja Tuzhilin 2005] 

Käyttäjän arvioimista tuotteista ei ole välttämätöntä muodostaa yhtä kuvausta. Käyt-

täjäprofiili voi myös olla lista tuotteita arvioineen. Kokelasalkioita 𝑖 voidaan verrata kaik-

kiin käyttäjän 𝑢 arvioimiin tuotteisiin yksitellen, valita niistä 𝑘 samankaltaisinta tuotetta 

ja muodostaa tuotteen 𝑖 arvio käyttäjälle 𝑢 näiden tuotteiden arvioista. Datan tyyppi vai-

kuttaa olennaisesti tuotteen ja käyttäjäprofiilin samankaltaisuuden määrittävän funktion 

valintaan. Vektorimuotoiselle datalle käytetään usein aiemmin esitettyä kosinietäisyyteen 

perustuvaa samankaltaisuutta ja rakenteelliselle datalle euklidista etäisyyttä. [Pazzani ja 

Billsus 2007] 

Johonkin heuristiikkaan, kuten kosinietäisyyteen perustuvaan samankaltaisuuteen, 

pohjautuvien menetelmien lisäksi sisältöperusteisessa suodatuksessa voidaan käyttää 

myös malliperusteisia menetelmiä. Nämä menetelmät muodostavat datasta mallin, joka 

tuottaa ennustettuja arvioita tuotteille. Esimerkiksi naiivia Bayesin luokittelijaa, kluste-

rointia, päätöspuita ja keinotekoisia neuroverkkoja on käytetty sisältöperusteisessa suo-

datuksessa. [Adomavicius ja Tuzhilin 2005]. 

2.2 Yhteistoiminnallinen suodattaminen 

Yhteistoiminnallista suodatusta käyttävät järjestelmät suosittelevat käyttäjälle tuotteita, 

joista hänen kanssaan samankaltaiset käyttäjät ovat pitäneet [Balabanović ja Shoham 

1997]. Menetelmä perustuu oletukselle siitä, että käyttäjät, joilla on aiemmin ollut samoja 

mieltymyksiä, ovat samaa mieltä jatkossakin [Schafer et al. 2007].  

Termiä yhteistoiminnallinen suodattaminen käyttivät ensimmäisinä Goldberg et al.  

[1992], jotka kehittivät sähköisten dokumenttien suodattamiseen tarkoitetun järjestelmän 

Tapestryn. Järjestelmän käyttäjät pystyivät arvioimaan dokumentteja ja suodattamaan 

niitä muiden käyttäjien antamien arvioiden mukaan. Suodatus ei kuitenkaan perustunut 

käyttäjän kanssa samankaltaisien käyttäjien antamiin arvioihin, vaan käyttäjän täytyi itse 

valita käyttäjät, joiden antamia arvioita suodatuksessa käytettiin.  



-5- 

 

Yhteistoiminnallisen suodattamisen menetelmät voidaan jakaa heuristiikka- tai muis-

tiperusteisiin ja malliperusteisiin menetelmiin. Muistiperusteiset menetelmät käyvät läpi 

koko datan tuottaakseen suosituksia, kun taas malliperusteiset menetelmät muodostavat 

datasta mallin, jota käytetään suositusten tuottamiseen. [Breese et al. 1998] 

2.2.1 Muistiperusteiset menetelmät 

Tunnetuimpia yhteistoiminnallisen suodatuksen menetelmiä ovat lähimpien naapurien 

(nearest neighbor) algoritmit, jotka jakautuvat käyttäjä- ja tuotepohjaisiin algoritmeihin. 

Käyttäjäperusteiset algoritmit tuottavat ennustettuja arvioita käyttäjälle hänen kanssaan 

samankaltaisten käyttäjien, eli naapurien, antamien arvioiden pohjalta. Tuotteen 𝑖 ennus-

tettu arvio käyttäjälle 𝑢 voidaan esimerkiksi laskea naapurien 𝑛 ∈ 𝑁(𝑢) tuotteelle 𝑖 anta-

mien todellisten arvioiden 𝑟(𝑛, 𝑖) keskiarvona 

 

𝑟′(𝑢, 𝑖) =
∑ 𝑟(𝑛, 𝑖)𝑛∈𝑁(𝑢)

|𝑁(𝑢)|
. 

 

Tarkempi ennustettu arvio saadaan ottamalla laskennassa huomioon naapurin ja käyttäjän 

välinen samankaltaisuus 

 

𝑟′(𝑢, 𝑖) =
∑ 𝑠𝑖𝑚(𝑢, 𝑛) ∙ 𝑟(𝑛, 𝑖)𝑛∈𝑁(𝑢)

∑ 𝑠𝑖𝑚(𝑢, 𝑛)𝑛∈𝑁(𝑢)
. 

 

Arviota voidaan edelleen tarkentaa ottamalla huomioon käyttäjän 𝑢 antamien arvioiden 

keskiarvo 𝑟(𝑢)̅̅ ̅̅ ̅̅  ja naapurikäyttäjän 𝑛 antamien arvioiden keskiarvo 𝑟(𝑛)̅̅ ̅̅ ̅̅  seuraavasti: 

 

𝑟′(𝑢, 𝑖) = 𝑟(𝑢)̅̅ ̅̅ ̅̅ +
∑ 𝑠𝑖𝑚(𝑢, 𝑛) ∙ (𝑟(𝑛, 𝑖) − 𝑟(𝑛)̅̅ ̅̅ ̅̅ )𝑛∈𝑁(𝑢)

∑ 𝑠𝑖𝑚(𝑢, 𝑛)𝑛∈𝑁(𝑢)
. 

 

Käyttäjien välinen samankaltaisuus voidaan määrittää esimerkiksi vertaamalla käyttäjien 

antamia arvioita tuotteille Pearsonin korrelaatiokertoimen (Pearson correlation coeffi-

cient) avulla 

 

𝑠𝑖𝑚(𝑢, 𝑛) =
∑ (𝑟(𝑢, 𝑖) − 𝑟(𝑢)̅̅ ̅̅ ̅̅ )(𝑟(𝑛, 𝑖) − 𝑟(𝑛)̅̅ ̅̅ ̅̅ )𝑖∈𝐼(𝑢,𝑛)

√∑ (𝑟(𝑢, 𝑖) − 𝑟(𝑢)̅̅ ̅̅ ̅̅ )2
𝑖∈𝐼(𝑢,𝑛) √∑ (𝑟(𝑛, 𝑖) − 𝑟(𝑛)̅̅ ̅̅ ̅̅ )2

𝑖∈𝐼(𝑢,𝑛)

, 

 

missä 𝐼(𝑢, 𝑛) = 𝐼(𝑢) ∩ 𝐼(𝑛) = {𝑖 ∈ 𝐼|∃𝑟(𝑢, 𝑖)} ∩ {𝑖 ∈ 𝐼|∃𝑟(𝑛, 𝑖)} on niiden tuotteiden 

joukko, jotka kumpikin käyttäjistä 𝑢 ja 𝑛 ovat arvioineet. Käyttäjälle 𝑢 valitaan tyypilli-
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sesti 𝑘 samankaltaisinta käyttäjää eli lähintä naapuria, ja heidän antamiaan arvioita käy-

tetään käyttäjän arvioiden ennustamiseen. Lähimpien naapurien määrittäminen vaatii kui-

tenkin koko käyttäjäjoukon läpikäynnin, mikä on laskennallisesti kallista. Tätä ongelmaa 

on pyritty ratkaisemaan esimerkiksi klusteroimalla käyttäjät ja vertaamalla kohdekäyttä-

jää yksittäisten käyttäjien sijaan käyttäjien muodostamiin klustereihin. Kun löydetään 

klusterit, jotka muodostuvat käyttäjän kanssa samankaltaisimmista käyttäjistä, voidaan 

lähimmät naapurit etsiä kyseisistä klustereista. [Schafer et al. 2007]. 

Tuoteperusteisen yhteistoiminnallisen suodatuksen menetelmät käyttävät ennustettu-

jen arvioiden tuottamiseen käyttäjien välisien samankaltaisuuksien sijaan tuotteiden väli-

siä samankaltaisuuksia. Käyttäjän ennustettu arvio tuotteelle perustuu niihin arvioihin, 

jotka käyttäjä on antanut samankaltaisille tuotteille. Käyttäjän 𝑢 ennustettu arvio tuot-

teelle 𝑖 lasketaan siis hänen antamiensa arvioiden painotettuna summana 

 

𝑟′(𝑢, 𝑖) =
∑ 𝑠𝑖𝑚(𝑖, 𝑗) ∙ 𝑟(𝑢, 𝑗)𝑗∈𝐼(𝑢)

∑ 𝑠𝑖𝑚(𝑖, 𝑗)𝑗∈𝐼(𝑢)
, 

 

missä 𝐼(𝑢) on käyttäjän 𝑢 arvioimien tuotteiden joukko. Yleisin tapa mitata tuotteiden 

välistä samankaltaisuutta on käyttää mukautettua kosinietäisyyteen perustuvaa samankal-

taisuutta 

 

𝑠𝑖𝑚(𝑖, 𝑗) =
∑ (𝑟(𝑢, 𝑖) − 𝑟(𝑢)̅̅ ̅̅ ̅̅ )(𝑟(𝑢, 𝑗) − 𝑟(𝑢)̅̅ ̅̅ ̅̅ )𝑢∈𝑈(𝑖,𝑗)

√∑ (𝑟(𝑢, 𝑖) − 𝑟(𝑢)̅̅ ̅̅ ̅̅ )2
𝑢∈𝑈(𝑖,𝑗) √∑ (𝑟(𝑢, 𝑗) − 𝑟(𝑢)̅̅ ̅̅ ̅̅ )2

𝑢∈𝑈(𝑖,𝑗)

, 

 

missä 𝑈(𝑖, 𝑗) = 𝑈(𝑖) ∩ 𝑈(𝑗)  on niiden käyttäjien joukko, jotka ovat arvioineet sekä tuot-

teen 𝑖 että 𝑗. Tuotepohjaisten menetelmien tehokkuutta on pyritty parantamaan esimer-

kiksi määrittämällä vain sellaisien tuoteparien samankaltaisuus, joilla on vähintään 𝑘 yh-

teistä arvion antanutta käyttäjää. Lähimpien naapurien menetelmien lisäksi yhteistoimin-

nallisessa suodatuksessa on käytetty myös graafi-, neuroverkko- ja assosiaatiosääntöpoh-

jaisia menetelmiä. [Schafer et al. 2007]. 

2.2.2 Malliperusteiset menetelmät 

Malliperusteiset menetelmät pyrkivät muodostamaan datasta mallin, jota käytetään suo-

situsten tuottamiseen. Arvioiden ennustamista voidaan lähestyä todennäköisyyden näkö-

kulmasta ja pyrkiä arvioimaan arvion 𝑟 todennäköisyyttä käyttäjältä 𝑢 tuotteelle 𝑖. Tätä 

merkitään 𝑝(𝑟|𝑢, 𝑖). Ennustetuksi arvioksi voidaan valita todennäköisin arvio tai arvion 

odotusarvo, joka määritellään seuraavasti: 
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𝐸(𝑟|𝑢, 𝑖) = ∑𝑟 ∙ 𝑝(𝑟|𝑢, 𝑖)

𝑟

. 

 

Eräs tähän tehtävään usein käytetty todennäköisyysmalli on Bayes-verkko. Toinen suo-

sittu tapa on käyttää datan ulottuvuuksien vähentämisen menetelmiä. Nämä menetelmät 

esittävät piilevän muuttujan 𝑝(𝑧|𝑢), joka edustaa todennäköisyyttä, jolla käyttäjä 𝑢 kuu-

luu piilevään luokkaan 𝑧. Sen avulla todennäköisyys 𝑝(𝑟|𝑢, 𝑖) voidaan laskea seuraavasti: 

 

𝑝(𝑟|𝑢, 𝑖) = ∑𝑝(𝑟|𝑖, 𝑧)𝑝(𝑧|𝑢)

𝑧

. 

 

Nyt arvion odotusarvo saadaan seuraavasti: 

 

𝐸(𝑟|𝑢, 𝑖) = ∑(𝑟 ∙ ∑𝑝(𝑟|𝑖, 𝑧)

𝑧

𝑝(𝑧|𝑢))

𝑟

. 

Todennäköisyyteen perustuvien menetelmien etuna on, että ennustetun arvion ohella ne 

tuottavat myös todennäköisyyden arvion oikeellisuudelle. [Schafer et al. 2007]. 

2.3 Hybridimenetelmät 

Hybridimenetelmät yhdistelevät sisältöperusteista ja yhteistoiminnallista suodatusta pyr-

kiäkseen välttämään kummankin menetelmän ongelmia ja puutteita. Näitä menetelmiä 

voidaan yhdistellä: 

 

1. suorittamalla sisältöperusteinen ja yhteistoiminnallinen suodatus erikseen ja yh-

distämällä niiden tuottamat arviot, 

2. sisällyttämällä sisältöperusteisen suodatuksen ominaisuuksia yhteistoiminnalli-

seen suodatukseen, 

3. sisällyttämällä yhteistoiminnallisen suodatuksen ominaisuuksia sisältöperustei-

seen suodatukseen tai 

4. muodostamalla yhtenäinen malli, jossa on sisältöperusteisia sekä yhteistoiminnal-

lisia ominaisuuksia. 

 

Usean erillisen suodatustekniikan tulokset voidaan yhdistää monella tapaa. Claypool et 

al. [1999] käyttivät sisältöperusteisen ja yhteistoiminnallisen suodatusmenetelmän tulos-

ten yhdistämiseen lineaarikombinaatiota, jossa kummankin menetelmän tuottamalla ar-

violla on aluksi yhtä suuri kerroin. Kun käyttäjät arvioivat tuotteita, ennustettujen arvioi-

den virheet voidaan laskea ja kertoimia säätää niiden mukaan. Pazzani [1999] käytti tu-

losten yhdistämiseen äänestysmenetelmää, jossa eri menetelmien tuottamat suositukset 

saavat ääniä järjestyksensä mukaan. Eri menetelmien tuloksista saadut äänet lasketaan 
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yhteen ja suositeltavaksi valitaan ne tuotteet, joilla on eniten ääniä. Vaihtoehtoisesti me-

netelmien tuottamien tulosten laatua voidaan mitata jollakin tavalla ja käyttää laadultaan 

parempaa tulosta. [Adomavicius ja Tuzhilin 2005] 

Hyvä esimerkki sisältöperusteisien ominaisuuksien sisällyttämisestä yhteistoiminnal-

liseen suodatukseen on Pazzanin [1999] esittämä menetelmä, jota nimitetään yhteistoi-

minnallisuudeksi sisällön välityksellä ja jossa käyttäjien samanlaisuuden määrittämiseen 

käytetään arviointien sijaan sisältöperusteisia käyttäjäprofiileja. Yhteistoiminnallisen 

suodatuksen tapaan tuotteiden arviot käyttäjälle lasketaan samankaltaisten käyttäjien ar-

vioiden painotettuna keskiarvona, jossa kertoimina käytetään käyttäjäprofiilien korrelaa-

tiota. Tyypillinen tapa sisällyttää yhteistoiminnallisen suodatuksen ominaisuuksia sisäl-

töperusteiseen suodatukseen on käyttää jotakin ulottuvuuksien vähentämisen menetelmää 

joukkoon sisältöperusteisia profiileja. [Adomavicius ja Tuzhilin 2005] 

Useita sisältöperusteisesta ja yhteistoiminnallista suodatusta yhdistäviä yhtenäisiä 

malleja on myös kehitetty. Chumki et al. [2000] käyttivät kumpiakin ominaisuuksia suo-

sittelujärjestelmässään, joka perustuu sääntöpohjaiseen luokitteluun. Popescul et al. 

[2001] sekä Schein et al. [2002] muodostivat piilevään semanttiseen analyysiin pohjau-

tuvan todennäköisyysmallin, joka yhdistää sisältöperusteisen ja yhteistoiminnallisen suo-

datuksen suositukset. [Adomavicius ja Tuzhilin 2005] 

2.4 Suositusten tarkkuuden arviointi 

Herlocker et al. [2004] jakavat suosittelujärjestelmien tarkkuuden arviointimääreet en-

nusteen tarkkuuden, luokittelun tarkkuuden ja järjestyksen tarkkuuden arviointimäärei-

siin. Ennusteen tarkkuuden arviointimääreet mittaavat ennustettujen ja todellisten arvi-

ointien välistä eroa. Niiden käyttäminen suositusten tarkkuuden arvioinnissa on tärkeää 

eritysesti, jos järjestelmän ennustamat arviot esitetään käyttäjille. Keskivirheen itseisarvo 

(mean absolute error, MAE) lasketaan käyttäjälle ennustettujen arvioiden ja käyttäjän to-

dellisten arvioiden poikkeamien keskiarvona  

  

𝑀𝐴𝐸 = 
1

𝑀
∑ |𝑟′(𝑢, 𝑖) − 𝑟(𝑢, 𝑖)|

𝑀

𝑖=1
 

 

missä 𝑀 on käyttäjän arvioimien tuotteiden lukumäärä, 𝑟′(𝑢, 𝑖) on käyttäjän 𝑢 ennustettu 

arvio tuotteelle 𝑖 ja 𝑟(𝑢, 𝑖) on käyttäjän 𝑢 antama todellinen arvio tuotteelle 𝑖. Ennusteen 

tarkkuuden arviointiin on myös käytetty keskivirheen itseisarvoon kytkeytyvää kolmea 

muuta määrettä: keskineliövirhettä (mean squared error, MSE), keskineliövirheen ne-

liöjuurta (root mean squared error, RMSE) ja normalisoitua keskivirheen itseisarvoa (nor-

malised mean absolute error, NMAE). Keskineliövirheen laskennassa virhe korotetaan 

toiseen potenssiin ennen sen summaamista 
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𝑀𝑆𝐸 = 
1

𝑀
∑ (𝑟′(𝑢, 𝑖) − 𝑟(𝑢, 𝑖))2

𝑀

𝑖=1
. 

 

Näin painotetaan enemmän suuria virheitä. Keskivirheen neliöjuuri laskee tästä ne-

liöjuuren 

 

𝑅𝑀𝑆𝐸 =  √𝑀𝑆𝐸 = √ 
1

𝑀
∑ (𝑟′(𝑢, 𝑖) − 𝑟(𝑢, 𝑖))2𝑀

𝑖=1  . 

 

Normalisoidun keskivirheen itseisarvon laskennassa keskivirheen itseisarvo normalisoi-

daan jakamalla se arviointiasteikon suurimman arvon 𝑟𝑚𝑎𝑥 ja pienimmän arvon 𝑟𝑚𝑖𝑛 ero-

tuksella 

 

𝑁𝑀𝐴𝐸 =
𝑀𝐴𝐸

𝑟𝑚𝑎𝑥−𝑟𝑚𝑖𝑛
= 

1

𝑀
∑ |𝑟′(𝑢,𝑖)−𝑟(𝑢,𝑖)|𝑀

𝑖=1

𝑟𝑚𝑎𝑥−𝑟𝑚𝑖𝑛
 . 

 

[Herlocker et al. 2004] 

Luokittelun tarkkuuden arviointimääreet mittaavat järjestelmän kykyä luokitella tuot-

teita käyttäjälle mieluisiin ja epämieluisiin tuotteisiin. Erot ennustettujen arvioiden ja to-

dellisten arvioiden välillä sallitaan, jos ne eivät johda väärään luokitteluun. Jos suositte-

lujärjestelmän arviointiasteikko ei ole binäärinen, täytyy se muuttaa binääriseen muotoon. 

Esimerkiksi arviointiasteikko 1-5 voidaan muuttaa binääriseksi siten, että arviot 1-3 tul-

kitaan epämieluisiksi ja arviot 4-5 mieluisiksi. [Herlocker et al. 2004] 

Tarkkuus (precision) mittaa todennäköisyyttä, jolla käyttäjälle suositeltu tuote on hä-

nelle mieluisa [Herlocker et al. 2004]. Kun määritellään korkealle arviolle raja-arvo 𝑇𝐻 

ja merkitään käyttäjän 𝑢 suosituslistaa 𝐿(𝑢), voidaan käyttäjälle suositeltuja mieluisia 

tuotteita merkitä 𝐿𝐻(𝑢) = {𝑖 ∈ 𝐿(𝑢)|𝑟(𝑢, 𝑖) ≥ 𝑇𝐻}. Käyttäjän 𝑢 suositusten tarkkuus 

𝑃𝑢(𝐿) lasketaan jakamalla suositeltujen mieluisien tuotteiden lukumäärä kaikkien suosi-

teltujen tuotteiden lukumäärällä  

 

𝑃𝑢(𝐿)  =  
 |𝐿𝐻(𝑢)|

|𝐿(𝑢)|
  

  

[Lü et al. 2012]. Herkkyys (recall) mittaa todennäköisyyttä, jolla mieluisaa tuotetta suo-

sitellaan käyttäjälle [Herlocker et al. 2004]. Käyttäjän 𝑢 suositusten herkkyys 𝑅𝑢(𝐿) saa-

daan jakamalla suositeltujen mieluisien tuotteiden lukumäärä kaikkien käyttäjän korke-

alla arviolla arvioimien eli hänelle mieluisien tuotteiden 𝐼𝐻(𝑢) = {𝑖 ∈ 𝐼|𝑟(𝑢, 𝑖) ≥ 𝑇𝐻} lu-

kumäärällä  

 

𝑅𝑢(𝐿)  =  
|𝐿𝐻(𝑢)|

 |𝐼𝐻(𝑢)| 
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[Lü et al. 2012]. Järjestelmän keskimääräinen tarkkuus 𝑃(𝐿) voidaan laskea kaikkien 

käyttäjien suositusten tarkkuuden keskiarvona, joilla on vähintään yksi mieluisa tuote, ja 

keskimääräinen herkkyys 𝑅(𝐿) vastaavasti [Lü et al. 2012]. F1-määre yhdistää tarkkuu-

den ja herkkyyden yhdeksi määreeksi seuraavasti: 

 

𝐹1(𝐿) =  
2𝑃𝑅

𝑃+𝑅
 . 

 

[Lü et al. 2012].  

Adomavicius ja Kwon [2011] esittivät tarkkuuden määritelmän kaikille järjestelmän 

tuottamille suosituksille  

 

𝑝𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 𝑖𝑛 𝑡𝑜𝑝 𝑁 =
∑ |𝐿𝐻(𝑢)|𝑢∈𝑈

∑ |𝐿(𝑢)|𝑢∈𝑈
, 

 

missä 𝐿(𝑢) = {𝑖1, 𝑖2, … , 𝑖𝑁} on käyttäjälle 𝑢 suositeltava lista tuotteita, joiden ennustettu 

arvio 𝑟′(𝑢, 𝑖) ≥ 𝑇𝐻, kun 𝑇𝐻 on korkealle arviolle asetettu alaraja. Käyttäjälle mieluisia, 

suositeltuja tuotteita merkitään 𝐿𝐻(𝑢) = {𝑖 ∈ 𝐿(𝑢)|𝑟(𝑢, 𝑖) ≥ 𝑇𝐻}, missä 𝑟(𝑢, 𝑖) on käyt-

täjän 𝑢 antama todellinen arvio tuotteelle 𝑖. Kun suositusjärjestelmä tuottaa suosituksia, 

niiden todellista tarkkuutta ei kuitenkaan voida laskea, koska käyttäjälle suositeltavalla 

tuotteella ei ole hänen antamaa todellista arviota. Adomaviciusin ja Kwonin [2011] mu-

kaan suositusten korkea tarkkuus korreloi vahvasti ennustettujen arvioiden keskiarvon 

kanssa. Näin ollen ennustettujen arvioiden keskiarvoa voidaan käyttää yksinkertaisena 

arviona suositusten tarkkuudesta. Se saadaan laskettua seuraavasti: 

 

𝑝𝑟𝑒𝑑𝑖𝑐𝑡𝑖𝑜𝑛 𝑖𝑛 𝑡𝑜𝑝 𝑁 =
∑ ∑ 𝑟′(𝑢, 𝑖)𝑖∈𝐿(𝑢)𝑢∈𝑈

∑ |𝐿(𝑢)|𝑢∈𝑈
. 

 

Tarkkuuden ja herkkyyden sijaan luokittelun tarkkuuden arviointiin voidaan myös 

käyttää ROC-käyrään (relative operating characteristic, receiver operating characteristic) 

perustuvia arvoja. ROC-malli mittaa järjestelmän kykyä erottaa sopivat tuotteet epäsopi-

vista. Se olettaa, että järjestelmä määrittää jokaiselle tuotteelle ennustetun arvion sen so-

pivuudesta käyttäjälle. Näin ollen suosituksista voidaan muodostaa kaksi todennä-

köisyysjakaumaa, jotka on esitetty kuvassa 1. Vasemmanpuoleinen jakauma esittää to-

dennäköisyyttä, jolla todellisuudessa epäsopivalle tuotteelle annetaan x-asteikolla ilmoi-

tettu ennustettu arvio sopivuudesta. Vastaavasti oikeanpuoleinen jakauma esittää toden-

näköisyyttä, jolla todellisuudessa sopiva tuote saa kyseisen ennustetun arvion sopivuu-

desta. [Herlocker et al. 2004] 
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Kuva 1. Sopivien ja epäsopivien suositusten todennäköisyysjakaumat. [Herlocker et al. 

2004] 

 

Kun järjestelmä tuottaa käyttäjälle järjestetyn suosituslistan, käyttäjä käy yleensä läpi 

listan alkiot järjestyksessä, kunnes hän on saanut tarvitsemansa tiedon, tietty aika on ku-

lunut tai ennalta määritetty määrä tuloksia on käyty läpi. ROC-malli olettaa siis, että on 

olemassa arvo 𝑧𝑐, jota korkeammalla sijoituksella olevat tuotteet päätyvät käyttäjän arvi-

oitavaksi ja jota matalammalla sijoituksella olevat tuotteet eivät päädy käyttäjän arvioita-

vaksi. Jokaisella arvolla 𝑧𝑐 saavutetaan eri herkkyys, eli suositeltujen sopivien tuotteiden 

osuus kaikista sopivista tuotteista, joka kuvassa 1 on siis sopivien tuotteiden todennä-

köisyysjakauman alle jäävä pinta-ala arvon 𝑧𝑐 oikealla puolella. Vastaavasti jokaisella 

arvolla 𝑧𝑐 saavutetaan eri hajoama (fallout) eli suositeltujen epäsopivien tuotteiden osuus 

kaikista epäsopivista tuotteista, joka kuvassa 1 on siis epäsopivien tuotteiden todennä-

köisyysjakauman alle jäävä pinta-ala arvon 𝑧𝑐 oikealla puolella. [Herlocker et al. 2004] 

ROC-käyrä kuvaa herkkyyden ja hajoaman välistä suhdetta. Kuva 2 esittää esimerkin 

ROC-käyrästä. Suositeltujen sopivien tuotteiden osuus kaikista sopivista tuotteista on ku-

vaajassa y-akselilla ja suositeltujen epäsopivien tuotteiden osuus kaikista epäsopivista 

tuotteista x-akselilla. Käyrän pisteiden 𝑝 arvot edustavat ennustetulle arviolle asetetun 

alarajan eri arvoja. Jos esimerkiksi suositellaan kaikkia tuotteita, joiden ennustettu arvio 

on vähintään 4, suositukset kattavat noin 45 % kaikista sopivista ja 20 % kaikista epäso-

pivista tuotteista. Optimaalisesti ROC-käyrä kulkisi suoraan ylöspäin, kunnes 100 % kai-

kista sopivista tuotteista on saavutettu, ja sen jälkeen suoraan oikealle. Laskemalla ROC-

käyrän alle jäävä pinta-ala voidaan arvioida järjestelmän kykyä erottaa sopivat tuotteet 

epäsopivista. [Herlocker et al. 2004] 
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Kuva 2. Esimerkki ROC-käyrästä, jossa arvot 𝑝 edustavat ennustettujen arvioiden eri ar-

voja. [Herlocker et al. 2004] 

 

Järjestyksen tarkkuuden arviointimääreet mittaavat järjestelmän kykyä järjestää tuot-

teet käyttäjälle mieluisuuden mukaan [Herlocker et al. 2004]. Breese et al. [1998] esittä-

vät puoliintumisaikaan perustuvan hyödyllisyyden määreen, joka mittaa järjestetyn listan 

hyödyllisyyttä käyttäjälle. Oletuksen mukaan todennäköisyys, jolla käyttäjä arvioi suosi-

teltavan tuotteen listalla, laskee tuotteen sijoituksen kasvaessa. Tuotteen hyödyllisyys 

määritellään käyttäjän arvion ja tuotteen oletusarvion erotuksena. Käyttäjän 𝑢 suositus-

listan hyödyllisyys saadaan seuraavasti: 

 

𝐻𝐿𝑢 = ∑
max(𝑟′(𝑢, 𝑖𝑗) − 𝑑, 0) 

2(𝑗−1) (𝛼−1)⁄

𝑗

,  
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missä 𝑗 on käyttäjälle 𝑢 suositeltavan tuotteen 𝑖𝑗 sijoitus käyttäjän järjestetyllä suositus-

listalla, 𝑟′(𝑢, 𝑖𝑗) käyttäjän ennustettu arvio tuotteelle, 𝑑 asetettu oletusarvio ja 𝛼 puoliin-

tumisaika. Puoliintumisaika on se listan sijoitus, jonka tuotteella on 50 %:n todennäköi-

syys tulla käyttäjän arvioitavaksi. Oletusarvio on tyypillisesti neutraali tai lievästi kieltei-

nen arvio. Kaikkien käyttäjien suosituslistojen keskimääräinen hyödyllisyys saadaan seu-

raavasti: 

𝐻𝐿 = 100
∑ 𝐻𝐿𝑢𝑢

∑ 𝐻𝐿𝑢
𝑚𝑎𝑥

𝑢
, 

 

missä 𝐻𝐿𝑢
𝑚𝑎𝑥 on suurin mahdollinen hyödyllisyys, jos käyttäjän suosituslistan järjestys 

vastaisi täysin käyttäjän asettamaa järjestystä.  

Suosituslistan kertynyt alennettu hyöty eli diskontattu kumulatiivinen hyöty (dis-

counted cumulative gain, DCG) määritellään seuraavasti: 

 

𝐷𝐶𝐺(𝑏) = ∑ 𝑠(𝑢, 𝑖𝑛)

𝑏

𝑛=1

+ ∑
𝑠(𝑢, 𝑖𝑛)

log𝑏 𝑛
,

𝑁

𝑛=𝑏+1

 

 

missä 𝑠(𝑢, 𝑖𝑛) on tuotteen 𝑖𝑛  listan sijalla 𝑛 sopivuus käyttäjälle 𝑢, 𝑁 on listan alkioiden 

lukumäärä ja 𝑏 on pysyvyysparametri, jonka suositeltu arvo on 2. Tuotteen sopivuus 

𝑠(𝑢, 𝑖𝑛)  = 1, jos tuote on mieluisa käyttäjälle ja muutoin 𝑠(𝑢, 𝑖𝑛)  = 0. Diskontattu ku-

mulatiivinen hyöty perustuu oletukseen, että listalla korkealle sijoitetut sopivat tuotteet 

ovat hyödyllisempiä kuin matalalle sijoitetut. [Järvelin ja Kekäläinen 2002; Lü et al. 

2012] 
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3 Yksilökohtainen monipuolisuus 

 

Suositusten yksilökohtaisella monipuolisuudella tarkoitetaan yksittäiselle käyttäjälle 

muodostetun suositusten joukon monipuolisuutta [Adomavicius ja Kwon 2009]. Ensim-

mäisenä suositusten monipuolisuuden tärkeyden nostivat esiin Smyth ja McClave [2001]. 

He esittivät, että järjestelmissä, jotka tuottavat useita tuloksia annettuun kohdetilantee-

seen, on tulosjoukon muodostamisessa yhtä olennaista ottaa huomioon tulosten monipuo-

lisuus toisiinsa nähden kuin niiden samankaltaisuus kohdetilanteeseen nähden. Tulosten 

monipuolisuuden huomioiminen on eritysesti tärkeää juuri suositusjärjestelmissä. Tulos-

joukon tulisi olla monipuolinen, jotta se tarjoaa käyttäjälle tarpeeksi kattavasti tietoa. 

Smyth ja McClave [2001] määrittelivät tulosjoukon monipuolisuuden kaikkien tulospa-

rien erilaisuuden keskiarvona. 

McNee et al. [2006] korostivat, että suositusten laadun arvioinnissa pitäisi arvioida 

suosituslistan muodostamaa kokonaisuutta sen sijaan, että suosituslista nähdään ainoas-

taan yksittäisten suositusten joukkona. Suositusten tarkkuuden arviointimääreet mittaavat 

jokaisen yksittäisen suosituksen soveltuvuutta käyttäjälle, eivätkä arvioi suosituslistaa 

kokonaisuutena. Koska käyttäjät tarkastelevat suosituksia nimenomaan suosituslistoina, 

tulisi suosituksia myös arvioida tästä näkökulmasta. Tyypillisesti suositusjärjestelmiä tes-

tataan menetelmällä, jossa osa aineistosta otetaan testiaineistoksi, ja suositukset tuotetaan 

jäljelle jäävän harjoitusaineiston pohjalta. Järjestelmän katsotaan suoriutuvan sitä parem-

min, mitä tarkemmin se pystyy ennustamaan käyttäjien antamat todelliset arviot testiai-

neistossa. McNee et al. [2006] esittivät, että käyttäjät kuitenkin arvostavat suosituksia 

sellaisista tuotteista, joita he eivät olisi itse löytäneet. Näin ollen ei ole mielekästä arvioida 

järjestelmän kykyä ennustaa, mitä tuotteita käyttäjä tulee seuraavaksi käyttämään.  

Ziegler et al. [2005] tarkastelivat suosituslistoja juuri itsenäisinä kokonaisuuksina ja 

esittivät listan monipuolisuutta mittaavan listansisäisen samankaltaisuuden (intra-list si-

milarity, ILS) määreen. He suorittivat käyttäjätutkimuksen, jossa käyttäjät arvioivat heille 

esitettyjä suosituslistoja, joissa suositusten monipuolisuutta oli painotettu eri arvoilla. Tu-

lokset tukivat oletusta siitä, ettei pelkkä yksittäisten suositusten tarkkuus riitä takaamaan 

suositusten hyödyllisyyttä käyttäjälle, vaan tähän vaikuttavat myös muut tekijät, kuten 

listan monipuolisuus.  

Pitkään suositusten laadun arvioinnissa keskityttiin niiden tarkkuuden mittaamiseen, 

ja suositusalgoritmeja kehitettiin tuottamaan yhä tarkempia suosituksia. Tähän kannusti 

myös lokakuussa 2006 julkaistu Netflix Prize -kilpailu, jonka palkintona oli miljoona dol-

laria. Kilpailun haasteena oli kehittää algoritmi, joka tuottaa tarkkuudeltaan vähintään 10 

% parempia suosituksia kuin Netflixin oma algoritmi Cinematch annetuilla harjoitus- ja 

testiaineistoilla. Kilpailu päättyi heinäkuussa 2009 vaatimukset täyttävän algoritmin 

myötä. Tämän jälkeen suositusten laadun arvioinnissa on alettu huomioimaan tarkkuuden 
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lisäksi myös muita ominaisuuksia, kuten suositusten monipuolisuutta. [Netflix Prize 

2021] 

3.1 Suositusten yksilökohtaisen monipuolisuuden arviointi 

Smyth ja McClave [2001] määrittivät tulosjoukon monipuolisuuden kaikkien joukon al-

kioparien erilaisuuden keskiarvona, kun erilaisuus määriteltiin samankaltaisuuden vasta-

kohtana. Valinta suositusten samankaltaisuuden ja monipuolisuuden välillä on tällöin sel-

västi havaittavissa. Jos käyttäjälle suositellaan 𝑁 samankaltaisinta tuotetta, pienillä 𝑁:n 

arvoilla saadaan tarkkoja, mutta monipuolisuudeltaan heikkoja suosituksia. Hurley ja 

Zhang [2008] muotoilivat listan sisäisen etäisyyden ILD (intra-list distance) yleisemmin 

seuraavasti: 

 

𝐼𝐿𝐷(𝐿) =
2

|𝐿|(|𝐿|−1)
∑ ∑ 𝑑(𝑖, 𝑗)𝑗∈𝐿,𝑖≠𝑗𝑖∈𝐿 , 

 

missä 𝐿 on käyttäjälle tuotettu suosituslista ja 𝑑: 𝐼 × 𝐼 → ℝ on etäisyysfunktio, joka mit-

taa kahden tuotteen välistä etäisyyttä tai erilaisuutta. Etäisyysfunktio on symmetrinen eli 

𝑑(𝑖, 𝑗) = 𝑑(𝑗, 𝑖). ILD on yksi yleisimmistä suosituslistan monipuolisuuden mittaamiseen 

käytetyistä määreistä. Keskiarvon sijaan voidaan käyttää myös summaa [Boim et al. 

2011] 

 

𝐼𝐿𝐷(𝐿) = ∑ ∑ 𝑑(𝑖, 𝑗)𝑗∈𝐿,𝑖≠𝑗𝑖∈𝐿 . 

 

Monipuolisuuden mittaamiseen voidaan etäisyysfunktion sijaan käyttää myös samankal-

taisuusfunktiota. Ziegler et al. [2005] määrittelivät listansisäinen samankaltaisuuden ILS 

summana 

 

𝐼𝐿𝑆(𝐿) =
∑ ∑ 𝑠𝑖𝑚(𝑖,𝑗)𝑗∈𝐿,𝑖≠𝑗𝑖∈𝐿

2
. 

 

ILD ja ILS ovat käänteisiä luonteeltaan; suurempi ILD ja vastaavasti pienempi ILS mer-

kitsevät suurempaa listan monipuolisuutta. 

3.2 Menetelmien jaottelu käytettävän tiedon mukaan 

Chakraborty ja Verma [2016] luokittelevat suositusten monipuolisuutta edistävät mene-

telmät kahdella tavalla. Jaottelu voidaan tehdä käytettävään tietoon tai menetelmän ra-

kenteeseen perustuen. Suositusten muodostamiseen käytettävän tiedon perusteella mene-

telmät voidaan jakaa ominaisuus-, selitys- ja luottamusperusteisiin menetelmiin.  
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3.2.1 Ominaisuuksiin perustuvat suositukset 

Ziegler et al. [2004] esittivät tuotteiden tai tuotejoukkojen väliselle samankaltaisuudelle 

määritelmän, joka perustuu tuotteiden luokitteluun. Tuotteet voidaan usein jakaa ominai-

suuksiensa perusteella hierarkkisesti järjestettyihin luokkiin. Kuva 3 esittää esimerkin, 

jossa autot on jaettu luokkiin merkin, mallisarjan ja mallin mukaan.  

 

Merkitään käyttäjien joukkoa 𝑈 = {𝑢1, 𝑢2, … , 𝑢𝑛}, tuotteiden joukkoa 𝐼 =

{𝑖1, 𝑖2, … , 𝑖𝑚}, luokkien joukkoa 𝐷 = {𝑑1, 𝑑2, … , 𝑑𝑙} ja käyttäjän 𝑢𝑗  implisiittisien tuo-

tearvioiden joukkoa 𝑅𝑗 ⊆ 𝐼. Määritellään osittainen taksonominen järjestys 𝐶:𝐷 → 2𝐷, 

joka palauttaa kaikki välittömät aliluokat 𝐶(𝑑𝑒) ⊆ 𝐷 luokalle 𝑑𝑒. Kaikille luokille 

𝑑𝑒 , 𝑑ℎ ∈ 𝐷 pätee, että 𝐶(𝑑𝑒) ∩ 𝐶(𝑑ℎ) = ∅, kun 𝑒 ≠ ℎ. Siis taksonomia 𝐶 järjestää luokat 

puurakenteeseen, jossa lehtisolmut 𝑑𝑒, joiden ulkoaste on nolla eli 𝐶(𝑑𝑒) = ⊥, ovat yksi-

tyiskohtaisimpia kategorioita. Puun juurisolmu ⊤ on yleisin kategoria ja sen sisäaste on 

nolla. Funktio 𝑓: 𝐼 → 2𝐷 palauttaa aihekuvausten eli luokkien joukon 𝐷𝑘 ⊆ 𝐷 tuotteelle 

𝑖𝑘 ∈ 𝐼. Nyt käyttäjän 𝑢𝑗  implisiittisesti arvioimista tuotteista muodostetaan käyttäjän pro-

fiilivektori 𝑣 𝑗 ∈ ℝ |𝐷|, jossa 𝑣𝑗𝑘  on käyttäjän 𝑢𝑗  kiinnostuksen pistemäärä luokalle 𝑑𝑘 ∈

𝐷. [Ziegler et al. 2004]   

Profiilivektorit normalisoidaan määrittämällä kokonaispistemäärä s, jolle 

 

∀𝑢𝑗 ∈ 𝑈: ∑ 𝑣𝑗𝑘 = s

|𝐷|

𝑘=1

. 

 

Jokaiselle luokalle 𝑑𝑘𝑒
∈ 𝑓( 𝑖𝑘), johon tuote 𝑖𝑘 kuuluu, lasketaan pistemäärä 𝑠𝑐(𝑑𝑘𝑒

) =

𝑠/(|𝑅𝑗| ∙ |𝑓( 𝑖𝑘)|). Merkitään (𝑝0, 𝑝1, … , 𝑝𝑞) polkua puurakenteessa juurisolmusta 𝑝0 =

Kuva 3. Tuotteina autot, jotka on jaettu hierarkkisesti järjestettyihin luokkiin merkin,  

mallisarjan ja mallin mukaan.  
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⊤ lapsisolmuun 𝑝𝑞 = 𝑑𝑘𝑒
 jollakin luokalla 𝑑𝑘𝑒

∈ 𝑓( 𝑖𝑘). Luokalla 𝑑𝑘𝑒
 on siis 𝑞 yliluok-

kaa. Pistemäärää 𝑠𝑐(𝑑𝑘𝑒
) ei anneta kokonaan luokalle 𝑑𝑘𝑒

, vaan se jaetaan luokan esi-

isille eli yliluokille 𝑝𝑞−1, … , 𝑝0. Lopullinen pistemäärä 𝑠𝑐𝑜(𝑝𝑚), joka annetaan luokille 

𝑝𝑚 polulla solmusta 𝑝𝑞 = 𝑑𝑘𝑒
 solmuun 𝑝0, täyttää seuraavan ehdon: 

     

∑ 𝑠𝑐𝑜(𝑝𝑚) = 𝑠𝑐(𝑑𝑘𝑒
)

𝑞

𝑚=0

. 

 

Lisäksi pistemäärään 𝑠𝑐𝑜(𝑝𝑚), joka annetaan luokan 𝑝𝑚+1 vanhemmalle 𝑝𝑚, vaikuttaa 

luokan 𝑝𝑚+1 sisarusten lukumäärä 𝑠𝑖𝑏(𝑝𝑚+1)  

 

𝑠𝑐𝑜(𝑝𝑚) = 𝜅 ∙
𝑠𝑐𝑜(𝑝𝑚+1)

𝑠𝑖𝑏(𝑝𝑚+1) + 1
, 

 

missä kerroin 𝜅 voidaan säätää taksonomian syvyyden ja granulariteetin eli tarkkuustason 

mukaan. Pistemäärät 𝑠𝑐𝑜(𝑝𝑚) lisätään luokille vektorissa 𝑣 𝑗 . Tämä toistetaan kaikille 

tuotteille 𝑖𝑘 ∈ 𝑅𝑗 ja kaikille luokille 𝑑𝑘𝑒
∈ 𝑓( 𝑖𝑘). Lopulta saadaan muodostettua profiili-

vektori 𝑣 𝑗 ∈ [0, 𝑠]|𝐷|, jossa jokaisella luokalla 𝑑𝑒 ∈ 𝐷 on pistemäärä, joka kuuluu välille 

[0, 𝑠]. [Ziegler et al. 2004] 

Nyt käyttäjien 𝑢𝑗  ja 𝑢𝑙 profiilien  𝑣 𝑗 , 𝑣 𝑙 ∈ [0, 𝑠]|𝐷| samankaltaisuus voidaan laskea 

Pearsonin korrelaatiokertoimena 

 

𝑠𝑖𝑚(𝑢𝑗 , 𝑢𝑙) =
∑ (𝑣𝑗𝑘 − 𝑣̅𝑗)

|𝐷|
𝑘=0 ∙ (𝑣𝑙𝑘 − 𝑣̅𝑙)

√∑ (𝑣𝑗𝑘 − 𝑣̅𝑗)
|𝐷|
𝑘=0

2
∙ ∑ (𝑣𝑙𝑘 − 𝑣̅𝑙)

|𝐷|
𝑘=0

2
 , 

 

missä 𝑣̅𝑗  ja 𝑣̅𝑙 ovat vektorien 𝑣 𝑗 ja 𝑣 𝑙 alkioiden keskiarvot. Vektorit on normalisoitu, joten 

𝑣̅𝑗 = 𝑣̅𝑙 = 𝑠
|𝐷|⁄ . Käyttäjän 𝑢𝑗  naapurijoukko 𝑁(𝑢𝑗) muodostetaan laskemalla käyttäjän 

𝑢𝑗  ja kaikkien käyttäjien 𝑢𝑙 ∈ 𝑈 \{𝑢𝑗} välinen samankaltaisuus 𝑠𝑖𝑚(𝑢𝑗 , 𝑢𝑙) ja valitse-

malla 𝑀 samankaltaisinta käyttäjää. Ehdokasjoukko 𝐶𝐼(𝑢𝑗) käyttäjän 𝑢𝑗  suosituksille saa-

daan naapurijoukon implisiittisistä arvioista jättäen pois ne tuotteet, jotka käyttäjä 𝑢𝑗  on 

arvioinut 

 

𝐶𝐼(𝑢𝑗) = ⋃{𝑅𝑙| 𝑢𝑙 ∈ 𝑁(𝑢𝑗)} \ 𝑅𝑗 . 

 

Ehdokasjoukon tuotteille 𝑖𝑘 ∈ 𝐶𝐼(𝑢𝑗) lasketaan kerroin 𝑤𝑗(𝑖𝑘), joka kuvaa tuotteen 𝑖𝑘 

merkitsevyyttä käyttäjälle 𝑢𝑗 . Kertoimen 𝑤𝑗(𝑖𝑘) laskennassa huomioidaan käyttäjän 𝑢𝑗  
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samankaltaisuus 𝑠𝑖𝑚(𝑢𝑗 , 𝑢𝑙) niiden naapurijoukon jäsenten 𝑢𝑙 kanssa, jotka ovat arvioi-

neet tuotteen 𝑖𝑘. Lisäksi laskennassa otetaan huomioon tuotteen 𝑖𝑘 samankaltaisuus 

𝑠𝑖𝑚𝑖(𝑢𝑗 , 𝑖𝑘)  käyttäjän 𝑢𝑗  profiilivektorin kanssa. Tämä saadaan laskettua vastaavasti 

kuin käyttäjien välinen samankaltaisuus, kun määritellään toiseksi käyttäjäksi 𝑢𝜃, jonka 

arvioimat tuotteet ovat 𝑅𝜃 = {𝑖𝑘}. Nyt voidaan määritellä, että 𝑠𝑖𝑚𝑖(𝑢𝑗 , 𝑖𝑘)

∶= 𝑠𝑖𝑚(𝑢𝑗 , 𝑢𝜃). Tuotteen 𝑖𝑘 kerroin 𝑤𝑗(𝑖𝑘) käyttäjälle 𝑢𝑗  määritellään seuraavasti: 

 

𝑤𝑗(𝑖𝑘) =
𝑞 ∙ 𝑠𝑖𝑚𝑖(𝑢𝑗 , 𝑖𝑘) ∙ ∑ 𝑠𝑖𝑚(𝑢𝑗 , 𝑢𝑙) 𝑢𝑙∈𝑈𝑗(𝑖𝑘)

|𝑈𝑗(𝑖𝑘)| + 𝑌𝑅

, 

 

missä 𝑈𝑗(𝑖𝑘) = {𝑢𝑙 ∈ 𝑁(𝑢𝑗) | 𝑖𝑘 ∈ 𝑅𝑙  } ja 𝑞 = (1.0 + |𝑓(𝑖𝑘)| ∙ Γ𝑇). Parametrilla 𝑌𝑅 sää-

detään tuotteen suosion vaikutusta kertoimeen 𝑤𝑗(𝑖𝑘). Parametrin korkea arvo suosii tuot-

teita, joilla on paljon arvioita käyttäjän 𝑢𝑗  naapureilta 𝑢𝑙 ∈ 𝑁(𝑢𝑗). Vastaavasti parametrin 

matala arvo suosii vähemmän arvioituja tuotteita. Parametrilla Γ𝑇 säädetään tuotteen 𝑖𝑘 ai-

hekuvausten eli luokkien joukon koon vaikutusta kertoimeen 𝑤𝑗(𝑖𝑘). Korkeampi arvo 

suosii tuotteita, joilla on enemmän aihekuvauksia. Ehdokasjoukon tuotteet 𝑖𝑘 ∈ 𝐶𝐼(𝑢𝑗) 

järjestetään laskettujen kertoimien mukaan laskevaan järjestykseen ja valitaan ensimmäi-

set 𝑁 tuotetta, joista saadaan käyttäjän suosituslista 𝐿𝑤𝑗
. [Ziegler et al. 2004]     

Ziegler et al. [2004] esittivät menetelmän, jota nimitetään aiheen monipuolista-

miseksi. Menetelmä järjestää uudelleen suosituslistan 𝐿𝑤𝑗
 ottaen huomioon listan moni-

puolisuuden. Algoritmi 1 esittää menetelmän rakenteen. 

 

 

 

Algoritmi 1. Aiheen monipuolistamisen algortimi. 
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Algoritmin syötteenä on suosituslista 𝐿𝑤𝑗
 ja kerroin Θ𝐹. Algoritmi muodostaa monipuo-

listetun suosituslistan 𝐿𝑤𝑗∗
 alkio kerrallaan ja aloittaa asettamalla ensimmäisen alkion 

𝐿𝑤𝑗∗
(1) = 𝐿𝑤𝑗

(1). Jokaiselle listan alkiolle 𝐿𝑤𝑗∗
(𝑧), jolle 𝑧 ∈ [2, 𝑁] kerätään tuotteet 𝑖 

kokelasjoukosta 𝐶𝐼(𝑢𝑗), jota ei ole lisätty listaan 𝐿𝑤𝑗∗
 sijoille 𝑜 < 𝑧, ja lasketaan aiemmin 

kuvatulla tavalla jokaisen tuotteen 𝑖 ja tuotejoukon {𝐿𝑤𝑗∗
(𝑘) | 𝑘 ∈ [1, 𝑧[} välinen saman-

kaltaisuus, jota merkitään 𝑠𝑖𝑚∗(𝑖). Tuotteet 𝑖 järjestetään nousevaan järjestykseen sa-

mankaltaisuuden 𝑠𝑖𝑚∗(𝑖) mukaan ja saadaan täten niille sijoitus listalla 𝐿𝑠𝑖𝑚∗
𝑟𝑒𝑣 . Lopullinen 

sijoitus listalla 𝐿𝑤𝑗∗
 saadaan käyttämällä sijoitusta listalla 𝐿𝑠𝑖𝑚∗

𝑟𝑒𝑣 , alkuperäistä sijoitusta 

listalla 𝐿𝑤𝑗
 ja kerrointa Θ𝐹, joka määrittää kumpi sijoitus vaikuttaa lopulliseen sijoituk-

seen enemmän. Suositeltavaksi valitaan lopullisen sijoituksen mukaan korkeimmat 𝐾 

tuotetta, siten että 𝐾 < 𝑁. [Ziegler et al. 2004] 

Aiheen monipuolistamismenetelmää voidaan soveltaa mihin tahansa muuhun suosi-

tusmenetelmään. Uudelleen järjestettävä suosituslista 𝐿𝑤𝑗
 voidaan siis muodostaa millä 

tahansa suositusmenetelmällä. Ziegler et al. [2005] sovelsivat menetelmää käyttäjä- ja 

tuoteperusteisella yhteistoiminnallisella suodatuksella muodostettuihin suosituslistoihin.  

3.2.2 Selityksiin perustuvat suositukset 

Tietoa tuotteiden ominaisuuksista ei ole aina helposti saatavilla tai ollenkaan käytettä-

vissä. Yu et al. [2009a; 2009b] ratkaisivat tämän määrittelemällä tuotetta kuvaavan seli-

tyksen (explanation), jota he käyttivät suositusjoukon monipuolistamiseen. Tuotteen se-

litys riippuu käytettävästä suosittelumenetelmästä. Sisältöperusteista suodatusta käytettä-

essä tuotteen 𝑖 selitys käyttäjälle 𝑢 määritellään seuraavasti: 

 

𝑒𝑥𝑝𝑙(𝑢, 𝑖) = { 𝑗 ∈ 𝐼 │𝑠𝑖𝑚(𝑖, 𝑗) > 0 ∧  𝑗 ∈  𝐼(𝑢)}. 

 

Selitys 𝑒𝑥𝑝𝑙(𝑢, 𝑖) on siis niiden tuotteiden joukko, jotka käyttäjä 𝑢 on jo arvioinut ja jotka 

ovat samankaltaisia kuin tuote 𝑖. Yhteistoiminnallista suodattamista käytettäessä selitys 

on niiden käyttäjien joukko, jotka ovat samankaltaisia käyttäjän 𝑢 kanssa ja jotka ovat 

arvioineet tuotteen 𝑖. Siis  

 

𝑒𝑥𝑝𝑙(𝑢, 𝑖) = {𝑣 ∈ 𝑈 │𝑠𝑖𝑚(𝑢, 𝑣) > 0 ∧  𝑖 ∈  𝐼(𝑣)}. 

 

Lisäksi selitystä voidaan täydentää esimerkiksi asettamalla jokaiselle joukon jäsenelle 

painokerroin, joka sisältöperusteisen suodatuksen tapauksessa on tuotteiden 𝑖 ja 𝑗 saman-

kaltaisuusarvon ja käyttäjän 𝑢 tuotteelle 𝑗 antaman arvion tulo 𝑠𝑖𝑚(𝑖, 𝑗) ∙ 𝑟(𝑢, 𝑗). Yhteis-

toiminnallista suodatuksen tapauksessa kerroin on käyttäjien 𝑢 ja 𝑣 samankaltaisuusarvon 

ja käyttäjän 𝑣 tuotteelle 𝑖 antaman arvion tulo 𝑠𝑖𝑚(𝑢, 𝑣) ∙ 𝑟(𝑣, 𝑖). [Yu et al. 2009a; Yu et 

al. 2009b]  
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Tuotteiden samankaltaisuus tai erilaisuus voidaan määrittää niiden selitysten avulla 

käyttäen yleisesti tunnettuja määreitä kuten Jaccardin korrelaatiokerrointa (Jaccard cor-

relation coefficient) tai kosinietäisyyteen perustuvaa samankaltaisuutta. Olkoot 𝑖, 𝑗 ∈ 𝐼 

käyttäjälle 𝑢 suositeltavia tuotteita, joilla on selitykset 𝑒𝑥𝑝𝑙(𝑢, 𝑖) ja 𝑒𝑥𝑝𝑙(𝑢, 𝑗). Tällöin 

tuotteiden Jaccardin etäisyys (Jaccard diversity distance) on 

 

𝑑𝑢
𝐽(𝑖, 𝑗) = 1 −

|𝑒𝑥𝑝𝑙(𝑢, 𝑖) ∩ 𝑒𝑥𝑝𝑙(𝑢, 𝑗)|

|𝑒𝑥𝑝𝑙(𝑢, 𝑖) ∪ 𝑒𝑥𝑝𝑙(𝑢, 𝑗)|
. 

 

Etäisyyden mittaamiseen voidaan käyttää muitakin määreitä, joten merkitään yleisesti 

tuotteiden 𝑖 ja 𝑗 etäisyyttä 𝑑𝑢(𝑖, 𝑗). Joukon 𝑆 sisäinen etäisyys tai monipuolisuus määri-

tellään joukon kaikkien tuoteparien keskimääräisenä etäisyytenä 

 

𝑑𝑢(𝑆) = 𝑎𝑣𝑔{𝑑𝑢(𝑖, 𝑗)|𝑖, 𝑗 ∈ 𝑆}, 

 

missä 𝑆 ⊆ 𝐶𝐼(𝑢) ja 𝐶𝐼(𝑢) on käyttäjälle 𝑢 suositeltavien tuotteiden ehdokasjoukko.  

Suositusten muodostamista varten rakennetaan implisiittinen käyttäjäverkosto. Se 

voidaan luoda esimerkiksi käyttäjätietoihin, kuten ikään tai tulotasoon perustuen, mutta 

yleisin tapa on luoda käyttäjien välille linkki, jos heillä yhteisiä arvioituja tuotteita. Sosi-

aaliset verkostot, kuten Facebook, tarjoavat lisäksi eksplisiittisiä verkostoja, joissa käyt-

täjien välillä on eksplisiittisesti määriteltyjä kaverisuhteita. Nämä eksplisiittiset verkostot 

ovat kuitenkin usein hyvin pieniä, eikä niitä esiinny kaikissa järjestelmissä. Eksplisiittisiä 

verkostoja on siis hyvä laajentaa implisiittisillä verkostoilla. Kun käyttäjien määrä on 

erittäin suuri, implisiittisen verkoston muodostaminen on laskennallisesti raskasta, jos 

käytetään naiivia algoritmia, joka vertaa kaikkia käyttäjiä toisiinsa. Useat näistä vertai-

luista ovat turhia, sillä keskimäärin käyttäjälle on löydettävissä vain vähän muita käyttä-

jiä, joiden kanssa hänellä on yhteisiä arvioituja tuotteita. [Yu et al. 2009a] 

Yu et al. [2009a] esittivät tuoteperusteisen samankaltaisuuslaskennan algoritmin, 

joka muodostaa implisiittisen käyttäjäverkoston tehokkaasti järjestämällä ensin tuotteet 

niiden arvioiden lukumäärän mukaan ja vertaamalla käyttäjiä toisiinsa vain, jos on toden-

näköistä, että niiden välille voidaan luoda samankaltaisuuteen perustuva linkki. Algoritmi 

lajittelee ensin tuotteet ryhmiin niille annettujen arvioiden lukumäärän mukaan. Ne tuot-

teet, joilla on arvio vain yhdeltä käyttäjältä, voidaan nyt jättää jatkossa huomioimatta. 

Tuoteryhmät käydään läpi arvioiden lukumäärän mukaan suurimmasta pienempään. Jo-

kaiselle ryhmän tuotteelle käydään läpi kaikki käyttäjät, jotka ovat antaneet arvion kysei-

selle tuotteelle. Jokaiselle käyttäjälle 𝑢 algoritmi etsii käyttäjät 𝐶𝑈, jotka ovat arvioineet 

tuotteet, jotka käyttäjä 𝑢 on arvioinut. Nämä käyttäjät käydään läpi yhteisten tuotteiden 

lukumäärän mukaisessa järjestyksessä. Käyttäjien 𝑢 ja 𝑣 välisen samankaltaisuuden mit-

taamiseen käytetään Jaccardin samankaltaisuutta, joka lasketaan jakamalla kummankin 
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käyttäjän arvioimien tuotteiden lukumäärä niiden tuotteiden lukumäärällä, jotka jompi 

kumpi käyttäjistä on arvioinut. Jakamalla käyttäjän 𝑢 ja 𝑣 yhteisten tuotteiden lukumäärä 

käyttäjän 𝑢 tuotteiden lukumäärällä saadaan samankaltaisuuden yläraja. Jos tämä yläraja 

on pienempi kuin ennalta määritetty raja-arvo, voidaan käyttäjäpari hylätä ja käyttäjä 𝑢 

poistaa kaikkien tuotteiden listoilta ja nämä tuotteet voidaan siirtää alempiin ryhmiin.  

Suositusten ehdokasjoukko muodostetaan yhteistoiminnallisen suodatuksen menetel-

mällä. Käyttäjälle 𝑢 haetaan implisiittisestä verkostosta samankaltaiset käyttäjät 𝑁(𝑢) 

sekä näiden käyttäjien arvioimat tuotteet, joille lasketaan ennustetut arviot käyttäjälle 𝑢. 

Käyttäjän 𝑢 ennustettu arvio tuotteelle 𝑖 on 

 

𝑟′(𝑢, 𝑖) = ∑ 𝑠𝑖𝑚(𝑢, 𝑣) ∙ 𝑟(𝑣, 𝑖)
𝑣∈𝑁(𝑢)

. 

 

Ehdokasjoukoksi valitaan 𝑘 tuotetta, joilla on korkeimmat ennustetut arviot. Suositusten 

monipuolistamista varten ehdokasjoukon tuotteille muodostetaan selitykset. Selitykset 

voidaan muodostaa omana erillisenä vaiheenaan ehdokasjoukon muodostamisen jälkeen 

tai integroituna vaiheena ehdokasjoukon muodostamisen yhteydessä. Yu et al. [2009a] 

esittivät tarkemmat kuvaukset näistä vaihtoehdoista. Lopulta ehdokasjoukosta valitaan 

lopulliset suositeltavat tuotteet käyttäjälle 𝑢. [Yu et al. 2009a] 

Yu et al. [2009a] esittivät kaksi algoritmia, jotka pyrkivät tuottamaan suosituksia, 

jotka ovat sekä käyttäjälle sopivia että monipuolisia. Swap-algoritmi aloittaa valitsemalla 

𝑁 ennustetun arvion 𝑟′(𝑢, 𝑖) mukaan sopivinta alkiota ja poistamalla tästä joukosta 𝐿 sen 

alkion, joka osallistuu joukon sisäiseen monipuolisuuteen vähiten. Tilalle valitaan sopivin 

alkio jäljellä olevista vaihtoehdoista. Joka kierroksella vaihto tehdään vain, jos tulosjouk-

koon lisättävä alkio kasvattaa joukon sisäistä monipuolisuutta. Poistettava alkio saadaan 

käymällä läpi kaikki 𝑁 alkiota joukossa 𝐿 ja valitsemalla se alkio 𝑖, jolla on pienin etäi-

syys 𝑑𝐿
𝑖  joukon muihin alkioihin, kun 

 

𝑑𝐿
𝑖 = ∑ 𝑑𝑢(𝑖, 𝑗)

𝑗∈𝐿,𝑗≠𝑖
. 

 

Algoritmin pysäyttämiseen voidaan käyttää esimerkiksi ennalta määritettyä ylärajaa 𝑈𝐵, 

joka on suurin sallittu vaihdettavien alkioiden ennustettujen arvioiden erotus.  

Ahne algoritmi käyttää monipuolisuudelle ylärajaa 𝑈𝐵 ja alarajaa 𝐿𝐵, joista ensim-

mäinen on aluksi 1 ja jälkimmäinen 0. Algoritmi käy läpi kokelasjoukon alkiot niiden 

olennaisuuden mukaisessa järjestyksessä ja muodostaa kaksi listaa: 𝐷𝑖𝑣𝐿𝑖𝑠𝑡 ja 𝑆𝑖𝑚𝐿𝑖𝑠𝑡. 

𝐷𝑖𝑣𝐿𝑖𝑠𝑡 sisältää alkiot, joiden etäisyys toisiinsa nähden on suurempi tai yhtä suuri kuin 

yläraja 𝑈𝐵 ja 𝑆𝑖𝑚𝐿𝑖𝑠𝑡 alkiot, joiden etäisyys listaan 𝐷𝑖𝑣𝐿𝑖𝑠𝑡 on pienempi tai yhtä suuri 

kuin alaraja 𝐿𝐵. Alkiot listalla 𝑆𝑖𝑚𝐿𝑖𝑠𝑡 poistetaan kokelasjoukosta. Jos 𝐷𝑖𝑣𝐿𝑖𝑠𝑡 sisältää 
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tarpeeksi alkioita, valitaan siitä 𝑁 olennaisinta alkiota tulosjoukoksi. Jos alkioita ei ole 

tarpeeksi, säädetään ylärajaa 𝑈𝐵 ja alarajaa 𝐿𝐵 ja käydään jäljellä olevat kokelasjoukon 

alkiot läpi uudestaan. Jokaisella kierroksella muodostetaan kaksi listaa: 𝐾𝑒𝑒𝑝𝐿𝑖𝑠𝑡 ja 

𝐷𝑖𝑠𝑐𝑎𝑟𝑑𝐿𝑖𝑠𝑡. Listan 𝐾𝑒𝑒𝑝𝐿𝑖𝑠𝑡 alkiot lisätään mukaan listaan 𝐷𝑖𝑣𝐿𝑖𝑠𝑡 ja listan 

𝐷𝑖𝑠𝑐𝑎𝑟𝑑𝐿𝑖𝑠𝑡 alkiot listaan 𝑆𝑖𝑚𝐿𝑖𝑠𝑡. Algoritmi pysähtyy, kun 𝐷𝑖𝑣𝐿𝑖𝑠𝑡 sisältää 𝑁 alkiota 

tai raja-arvojen 𝑈𝐵 ja 𝐿𝐵 erotus alittaa jonkin ennalta määritetyn raja-arvon. [Yu et al. 

2009a] 

3.2.3 Luottamukseen perustuvat suositukset 

Liu [2014] esitti suositusten monipuolistamiseen menetelmän, jossa suositusten muodos-

tamiseen käytettävän käyttäjän naapurijoukon valinnassa otetaan huomioon joukon mo-

nipuolisuus. Menetelmässä käyttäjät jaetaan intressiyhteisöihin (communities of interest, 

COI), jotka koostuvat käyttäjistä, joilla on yhteisiä kiinnostuksen kohteita. Intressiyhtei-

söjen rakentamiseen käytetään hierarkkista klusterointia. Nasraouin ja Krishnapuramin 

[2002] lokitietojen louhintaan kehittämä HUNC-algoritmi käy läpi käyttäjien lokitiedot, 

ja tuloksena saadaan käyttäjiä kiinnostavat resurssit. Resurssit luokitellaan de Camposin 

ja Romeron [2009] hierarkkisella Bayes-verkkoihin perustuvalla luokittelumenetelmällä 

tiettyjen käsitteiden alaisiksi verkkosivujen ryhmiksi. Jokaiselle käsitteelle 𝑐 lasketaan 

sen selkeys 𝑐𝑙𝑎𝑟𝑖𝑡𝑦(𝑐) seuraavasti: 

 

𝑐𝑙𝑎𝑟𝑖𝑡𝑦(𝑐) =
𝑛𝑢𝑚𝐴𝑡𝑡𝑟𝑖𝑏𝑢𝑡𝑒(𝑐) + 1

𝑛𝑢𝑚𝑆𝑢𝑏𝐶𝑜𝑛𝑐𝑒𝑝𝑡𝑠(𝑐)
+ 1, 

 

missä 𝑛𝑢𝑚𝐴𝑡𝑡𝑟𝑖𝑏𝑢𝑡𝑒(𝑐) on käsitteen 𝑐 ominaisuuksien lukumäärä ja 

𝑛𝑢𝑚𝑆𝑢𝑏𝐶𝑜𝑛𝑐𝑒𝑝𝑡𝑠(𝑐) sen alikäsitteiden lukumäärä. Jokaiselle käsitteelle lasketaan myös 

siihen kuuluvien verkko-osoitteiden vierailujen frekvenssit  

 

𝑅𝐹𝑟𝑒𝑞𝑢𝑒𝑛𝑐𝑦(𝑐) = ∑𝑅𝐹𝑟𝑒𝑞𝑢𝑒𝑛𝑐𝑦(𝑈𝑅𝐿𝑖) = ∑
𝑄(𝑈𝑅𝐿𝑖)

𝑄
,

𝑗

𝑖=1

𝑗

𝑖=1

 

 

missä 𝑅𝐹𝑟𝑒𝑞𝑢𝑒𝑛𝑐𝑦(𝑈𝑅𝐿𝑖) on käyttäjän vierailujen frekvenssi verkko-osoitteessa 𝑖, 

𝑄(𝑈𝑅𝐿𝑖) on käyttäjän vierailujen lukumäärä osoitteessa 𝑖 ja 𝑄 on käyttäjän kaikkien 

osoitteiden vierailujen lukumäärä. Käsitteen 𝑐 kiinnostusaste saadaan selkeyden 

𝑐𝑙𝑎𝑟𝑖𝑡𝑦(𝑐) ja frekvenssin 𝑅𝐹𝑟𝑒𝑞𝑢𝑒𝑛𝑐𝑦(𝑐) tulona  

 

𝑖𝑛𝑡𝑒𝑟𝑒𝑠𝑡(𝑐) =  𝑅𝐹𝑟𝑒𝑞𝑢𝑒𝑛𝑐𝑦(𝑐) ∙ 𝑐𝑙𝑎𝑟𝑖𝑡𝑦(𝑐). 
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Käsitteiden kiinnostusasteiden avulla voidaan muodostaa intressiontologia, joka ku-

vastaa käyttäjien kiinnostusta semanttisiin käsitteisiin aihealueen ontologian sisällä. In-

tressiontologiaa käytetään intressiyhteisöjen muodostamiseen. Ensiksi määritetään käyt-

täjän 𝑢𝑚 kiinnostusta kuvaava vektori 𝑢⃗ 𝑚 = (𝑢𝑚,1, 𝑢𝑚,2, … , 𝑢𝑚,𝑘) ja käsitteen 𝑐𝑘 kiin-

nostavuutta kuvaava vektori 𝑐 𝑘 = (𝑐𝑘,1, 𝑐𝑘,2, … , 𝑐𝑘,𝑚), missä 𝑐𝑘,𝑚 = 𝑢𝑚,𝑘 on käsitteen 𝑐𝑘 

painoarvo vektorissa 𝑢⃗ 𝑚. Seuraavaksi käsitteet klusteroidaan käyttämällä kokoavaa hie-

rarkkista klusterointia. Nyt käyttäjän 𝑢𝑚 ja käsiteklusterin 𝐶𝑞 samankaltaisuus voidaan 

laskea seuraavasti: 

 

𝑠𝑖𝑚(𝑢𝑚, 𝐶𝑞) =
∑ 𝑢𝑚,𝑘𝑐𝑘∈𝐶𝑞

|𝐶𝑞|
, 

 

missä 𝑢𝑚,𝑘 edustaa käyttäjän 𝑢𝑚 kiinnostusta käsitteeseen 𝑐𝑘 ja |𝐶𝑞| on klusterin 𝐶𝑞 kä-

sitteiden lukumäärä. Käyttäjät, jotka ovat kiinnostuneita samasta klusterista, muodostavat 

klusterin eli intressiryhmän. Intressiryhmien perusteella voidaan määrittää käyttäjän 

mieltymysten ja resurssien välinen samankaltaisuus. Muodostetaan vektori 𝑢⃗ 𝑚 =

(𝑢𝑚,1, 𝑢𝑚,2, … , 𝑢𝑚,𝑘), missä 𝑢𝑚,𝑘 on käyttäjän kiinnostusaste käsitteeseen 𝑐𝑘. Resurssia 

𝑥𝑗 kuvataan vektorilla 𝑥 𝑗 = (𝑥𝑗,1, 𝑥𝑗,2, … , 𝑥𝑗,𝑘), missä 𝑥𝑗,𝑘 on painoarvo, jolla käsite 𝑐𝑘 

kuvaa resurssia. Nyt käyttäjän 𝑢𝑚 ja resurssin 𝑥𝑗 välinen samankaltaisuus saadaan seu-

raavasti: 

 

𝑠𝑖𝑚(𝑢𝑚, 𝑥𝑗) = ∑𝑠𝑖𝑚(𝑥𝑗 , 𝐶𝑞)

𝑞

∑𝑠𝑖𝑚𝑞(𝑢𝑚, 𝑢𝑖)

𝑖

∙ 𝑠𝑖𝑚𝑞(𝑥𝑗 , 𝑢𝑖), 

 

missä 𝐶𝑞 on käsiteklusteri. Merkitään 𝑢⃗ 𝑚
𝑞

 ja 𝑥 𝑗
𝑞
 käyttäjän mieltymysvektorin ja resurssia 

kuvaavan vektorin kuvauksia klusterissa 𝐶𝑞. Nyt 

 

𝑠𝑖𝑚(𝑥𝑗 , 𝐶𝑞) =
∑ 𝑥𝑗,𝑘𝑐𝑘∈𝐶𝑞

‖𝑥 𝑗‖√|𝐶𝑞|
 ,  𝑠𝑖𝑚𝑞(𝑢𝑚, 𝑢𝑖) = cos(𝑢⃗ 𝑚

𝑞 , 𝑢⃗ 𝑖
𝑞),  𝑠𝑖𝑚𝑞(𝑥𝑗 , 𝑢𝑖) = cos(𝑥 𝑗

𝑞 , 𝑢⃗ 𝑖
𝑞). 

 

[Liu 2014] 

Seuraavaksi määritetään samaan intressiryhmään kuuluvien käyttäjien, eli luotetta-

vien naapureiden, välinen semanttinen etäisyys. Kun käyttäjät 𝑢 ja 𝑣 kuuluvat samaan 

intressiryhmään, niiden välinen semanttinen etäisyys on 

 

𝑑(𝑢, 𝑣) = 𝐼𝑆(𝑐𝑗,𝑢) −  𝐼𝑆(𝑐𝑗,𝑣), 
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missä 𝐼𝑆(𝑐𝑗,𝑢) ja 𝐼𝑆(𝑐𝑗,𝑣) ovat käyttäjien 𝑢 ja 𝑣 kiinnostusasteet käsitteeseen 𝑐𝑗. Mitä 

suurempi etäisyys 𝑑(𝑢, 𝑣) on, sitä monipuolisempi luotettava naapuri käyttäjä 𝑣 on käyt-

täjälle 𝑢. Suositusten muodostamiseen käytettävät naapurit voidaan nyt valita määrittä-

mällä etäisyydelle 𝑑(𝑢, 𝑣) jokin raja-arvo η. Nyt voidaan laskea resurssin 𝑥𝑗 monipuolis-

tettu arvio käyttäjälle 𝑢𝑚 seuraavasti:  

 

𝑑𝑖𝑣(𝑢𝑚, 𝑥𝑗) = 𝑥̅𝑢 + 𝜑 ∑(𝑥𝑘,𝑗 − 𝑥̅𝑘) ∙ 𝑤𝑢𝑚,𝑘

𝑛

𝑘=1

, 

 

missä 𝑛 on naapurien lukumäärä, 𝜑 on painoarvon normalisointikerroin ja  𝑤𝑢𝑚,𝑘 on naa-

purin 𝑘 painoarvo. Viimeisenä samankaltaisuus ja monipuolistettu arvio yhdistetään yh-

deksi pistearvoksi käyttämällä kerrointa 𝜆 ∈ [0,1] seuraavasti: 

 

𝑠𝑐𝑜𝑟𝑒(𝑢𝑚, 𝑥𝑗) = (1 − 𝜆)𝑠𝑖𝑚(𝑢𝑚, 𝑥𝑗) + 𝜆𝑑𝑖𝑣(𝑢𝑚, 𝑥𝑗). 

 

Korkeimmat arvot saaneet N resurssia valitaan suositeltavaksi käyttäjälle. [Liu 2014] 

3.3 Jaottelu menetelmän rakenteen mukaan 

Menetelmät voidaan niiden rakenteen mukaan jaotella implisiittisiin ja eksplisiittisiin me-

netelmiin. Eksplisiittiset menetelmät muodostavat ensin arvion tuotteiden hyödyllisyy-

destä käyttäjälle jollakin suositusmenetelmällä, järjestävät sen jälkeen suositukset uudel-

leen ja pyrkivät sitten valitsemaan käyttäjälle suositeltavaksi mahdollisimman monipuo-

lisen joukon suosituksia. Implisiittisissä menetelmissä suositusten monipuolistaminen 

tehdään samanaikaisesti suositusten hyödyllisyyden arvioinnin kanssa. [Chakraborty ja 

Verma 2016] 

3.3.1 Eksplisiittiset menetelmät 

Smyth ja McClave [2001] esittivät kolme algoritmia, jotka pyrkivät tuottamaan monipuo-

lisia suosituksia, jotka kuitenkin ovat samankaltaisia annettuun kohdekyselyyn verrat-

tuna. Tapauksen 𝑐 ja kohdekyselyn 𝑞 välinen samankaltaisuus määritellään niiden omi-

naisuuksien samankaltaisuuksien painotettuna keskiarvona 

 

𝑠𝑖𝑚(𝑞, 𝑐) =
∑ 𝑤𝑎 ⋅ 𝑠𝑖𝑚(𝑞𝑎, 𝑐𝑎)𝑎∈𝐴𝑞

∑ 𝑤𝑎𝑎∈𝐴𝑞

, 

 

missä 𝐴𝑞 on kohdekyselyn 𝑞 ominaisuuksien joukko. Tapausjoukon {𝑐1, … , 𝑐𝑛} monipuo-

lisuus määritellään kaikkien joukon tapausparien erilaisuuden keskiarvona 
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𝑑𝑖𝑣(𝑐1, … , 𝑐𝑛) =
∑ ∑ (1 − 𝑠𝑖𝑚(𝑐𝑖, 𝑐𝑗)𝑗=𝑖..𝑛 )𝑖=1..𝑛

𝑛
2 ⋅ (𝑛 − 1)

. 

 

Rajoitetun satunnaisen valinnan menetelmä valitsee 𝑁 satunnaista suositusta kohde-

kyselyyn nähden samankaltaisimman 𝑏𝑁 tapauksen joukosta, missä 𝑏 > 1. Satunnainen 

valinta on yksinkertainen tapa kasvattaa tulosjoukon monipuolisuutta, mutta samalla tu-

losjoukon tarkkuus laskee. Kun arvoa 𝑏 kasvatetaan, tapausten ja kohdekyselyn välisen 

samankaltaisuuden merkitys tulosjoukon valinnassa vähenee. Menetelmää voidaan kui-

tenkin käyttää vertailukohtana perusteellisemmille algoritmeille. [Smyth ja McClave 

2001] 

Ahneen valinnan menetelmä muodostaa tulosjoukon 𝐿 vaiheittain siten, että jokai-

sella iteraatiolla jäljellä olevat tapaukset järjestetään niiden laadun mukaan ja valitaan 

tulosjoukkoon laadultaan korkein tapaus. Tapauksen 𝑐 laadun mittaamisessa huomioi-

daan sekä tapauksen samankaltaisuus kohdekyselyn 𝑞 kanssa että tapauksen monipuoli-

suus suhteessa jo valittuihin tapauksiin 𝐿 = {𝑙1, … , 𝑙𝑚}. Tapauksen 𝑐 laatu määritellään 

seuraavasti: 

 

𝑞𝑢𝑎𝑙𝑖𝑡𝑦(𝑞, 𝑐, 𝐿) = 𝑠𝑖𝑚(𝑞, 𝑐) ∙ 𝑟𝑒𝑙𝐷𝑖𝑣(𝑐, 𝐿), 

 

𝑟𝑒𝑙𝐷𝑖𝑣(𝑐, 𝐿) = {

 0, 𝑘𝑢𝑛 𝐿 = {}
∑ (1 − 𝑠𝑖𝑚(𝑐, 𝑙𝑖))𝑖=1..𝑚

𝑚
, 𝑚𝑢𝑢𝑡𝑜𝑖𝑛.

 

 

Samankaltaisuuden ja monipuolisuuden merkitystä laadun mittaamisessa voidaan säätää 

parametrilla 𝛼 seuraavasti: 

 

𝑞𝑢𝑎𝑙𝑖𝑡𝑦(𝑞, 𝑐, 𝐿) = 𝛼 ∙ 𝑠𝑖𝑚(𝑞, 𝑐) + (1 − 𝛼) ∙ 𝑟𝑒𝑙𝐷𝑖𝑣(𝑐, 𝐿). 

 

Vaihtoehtoisesti laatua voidaan mitata myös monipuolisuuden ja samankaltaisuuden har-

monisena keskiarvona seuraavasti: 

 

𝑞𝑢𝑎𝑙𝑖𝑡𝑦(𝑞, 𝑐, 𝐿) =
2

1
𝑠𝑖𝑚(𝑞, 𝑐)

+
1

𝑟𝑒𝑙𝐷𝑖𝑣(𝑐, 𝐿)

. 

 

Algoritmi valitsee ensimmäisenä tulosjoukkoon 𝐿 tapauksen 𝑐, joka on samankaltaisin 

kohdekyselyn 𝑞 kanssa. Seuraavilla kierroksilla tulosjoukkoon valitaan tapaus, joka on 

laadultaan korkein. [Smyth ja McClave 2001] 
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Algoritmin suoritus on laskennallisesti kallista. Jos 𝑘 on valittavissa olevien alkioiden 

lukumäärä ja 𝑁 on valittavien alkioiden lukumäärä, jokaisella iteraatiolla suoritetaan kes-

kimäärin (𝑘 − 𝑁) 2⁄  suhteellisen monipuolisuuden laskentaa, joista jokainen sisältää 

𝑁 2⁄  samanlaisuuden laskentaa. Suositusten muodostaminen vaatii siis yhteensä 𝑁 ∙

((𝑘 − 𝑁) 2⁄ ) ∙ (𝑁 2)⁄  samankaltaisuuden laskentaa. Rajoitettu ahne valinta rajoittaa las-

kentojen määrää valitsemalla ensin 𝑏𝑁 samankaltaisuudeltaan parasta alkiota, joista lo-

pulta valitaan 𝑁 alkiota käyttäen ahnetta menetelmää. Menetelmä vähentää tarvittavien 

laskentojen määrää tehokkaasti, mutta ei välttämättä tuota laadultaan parasta mahdollista 

tulosjoukkoa. [Smyth ja McClave 2001] 

McSherry [2002] esitti samanlaisuuden säilyttävän algoritmin DCR-1, joka pyrkii 

tuottamaan mahdollisimman monipuolisen tulosjoukon menettämättä kuitenkaan maksi-

maalista samankaltaisuutta kohdekyselyyn nähden. Kohdekyselyn 𝑞 ja tulosjoukon jäse-

nen 𝑙 välinen samankaltaisuus määritellään ominaisuuksien vastaavuuteen perustuen seu-

raavasti: 

 

𝑠𝑖𝑚𝑀𝐹(𝑙, 𝑞) =
|{𝑎 ∈ 𝐴𝑞: 𝜋𝑎(𝑙) = 𝜋𝑎(𝑞)}|

|𝐴𝑞|
, 

 

missä 𝐴𝑞 on kohdekyselyn 𝑞 ominaisuuksien joukko ja jokaisen ominaisuuden 𝑎 ∈ 𝐴𝑞 

arvo tapauksessa 𝑙 on 𝜋𝑎(𝑙) ja kohdekyselyssä 𝑞 vastaavasti 𝜋𝑎(𝑞). Koko tulosjoukon 

𝐿 = {𝑙1, 𝑙2, … 𝑙𝑁} ja kohdekyselyn 𝑞 välinen samankaltaisuus lasketaan keskiarvona 

 

𝑠𝑖𝑚(𝐿, 𝑞) =
∑ 𝑠𝑖𝑚(𝑙𝑖, 𝑞)𝑁

𝑖=1

𝑁
. 

 

Tulosjoukon 𝐿 monipuolisuus määritellään joukon tapausparien erilaisuuden keskiarvona 

 

𝑑𝑖𝑣(𝐿) =
∑ ∑ (1 − 𝑠𝑖𝑚(𝑙𝑖, 𝑙𝑗))

𝑁
𝑗=𝑖+1

𝑁−1
𝑖=1

𝑁
(𝑁 − 1)

2

. 

 

Menetelmä laskee jokaisen kokelasjoukon tapauksen ja kohdekyselyn 𝑞 välisen sa-

mankaltaisuuden ja jakaa tapaukset sen perusteella kerroksiin 𝐾1, 𝐾2, … , 𝐾𝑛 siten, että 

kaikilla 1 ≤  𝑖 ≤ 𝑛 − 1 kerroksen 𝐾𝑖 alkiot ovat kohdekyselyyn nähden samankaltaisuu-

deltaan yhtä suuria keskenään ja suurempia kuin yksikään alkio kerroksessa 𝐾𝑖+1. Seu-

raavaksi muodostetaan vertailujoukko valitsemalla 𝑁 samankaltaisinta alkiota. Tätä jouk-

koa nimitetään standardiksi tulosjoukoksi SRS (standard retrieval set) ja sillä on maksi-

maalinen samankaltaisuus kohdekyselyyn nähden. Algoritmi pyrkii tuottamaan tulosjou-

kon, joka on samankaltaisuudeltaan yhtä suuri, mutta monipuolisuudeltaan suurempi kuin 
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SRS. Tulosjoukko 𝐿 voi erota joukosta SRS vain niiden alkioiden osalta, jotka kuuluvat 

alimpaan samankaltaisuuskerrokseen 𝐾𝑥, johon kuuluu alkio joukosta SRS. Algoritmi 

tunnistaa alkion 𝑐𝑚𝑎𝑥, joka on kaikista samankaltaisin alkio tai yksi samankaltaisimmista 

alkioista kohdekyselyyn nähden. Jos 𝑐𝑚𝑎𝑥 ∈ 𝐾𝑥, alustava tulosjoukko on {𝑐𝑚𝑎𝑥} ja koke-

lasjoukko on 𝐾𝑥\ {𝑐𝑚𝑎𝑥}. Jos 𝑐𝑚𝑎𝑥 ∉ 𝐾𝑥, kokelasjoukko on 𝐾𝑥 ja alustava tulosjoukko 

on  {𝑐 ∈ 𝐾𝑖| 𝑖 < 𝑥}. Algoritmi käy läpi kaikki kokelasjoukon alkiot ja lisää tulosjoukkoon 

L sen alkion, joka kasvattaa tulosjoukon monipuolisuutta eniten. Tätä toistetaan, kunnes 

|𝐿| = 𝑁. [McSherry 2002] 

McSherry [2002] esitti myös toisen algoritmin DCR-2, joka pyrkii tuottamaan mah-

dollisimman monipuolisen tulosjoukon ja rajaamaan menetettävää samankaltaisuutta 

kohdekyselyyn nähden. Menetelmä on hyvin samankaltainen kuin algoritmilla DCR-1. 

Kokelasjoukon alkiot, joille 𝑠𝑖𝑚(𝑐, 𝑞) > 0, jaetaan intervalleihin 𝐼1, 𝐼2, … , 𝐼𝑚, joiden le-

veys on 𝛼 =
1

𝑚
. Kun  1 ≤ 𝑛 ≤ 𝑚 ja 0 ≤ 𝑠𝑖𝑚(𝑐, 𝑞) ≤1, määritellään 

 

𝐼𝑛 = {𝑐: 1 − 𝑛𝛼 < 𝑠𝑖𝑚(𝑐, 𝑞) ≤ 1 − (𝑛 − 1)𝛼}. 

 

Samoin kuin DCR-1, myös DCR-2 valitsee ensin vertailujoukoksi joukon SRS ja tunnis-

taa alkion 𝑐𝑚𝑎𝑥 ja viimeisen intervallin 𝐼𝑥 johon kuuluu alkio joukosta SRS. Jos 𝑐𝑚𝑎𝑥 ∈

𝐼𝑥, alustava tulosjoukko on {𝑐𝑚𝑎𝑥} ja kokelasjoukko on 𝐼𝑥\ {𝑐𝑚𝑎𝑥}. Jos 𝑐𝑚𝑎𝑥 ∉ 𝐼𝑥, koke-

lasjoukko on 𝐼𝑥 ja alustava tulosjoukko on  {𝑐 ∈ 𝐼𝑖| 𝑖 < 𝑥}. Algoritmi käy läpi kaikki ko-

kelasjoukon alkiot ja lisää tulosjoukkoon 𝐿 sen alkion, joka kasvattaa tulosjoukon moni-

puolisuutta eniten. Tätä toistetaan, kunnes |𝐿| = 𝑁. Menetetty keskimääräinen samankal-

taisuus verrattuna joukkoon SRS on aina korkeintaan 𝛼.  

3.3.2 Implisiittiset menetelmät 

Zhang ja Hurley [2008] mallinsivat tulosjoukon monipuolistamista binäärioptimointiteh-

tävänä. Määritellään aluksi yhteensopivuusfunktio. Olkoon 𝑄 kaikkien mahdollisten syö-

tettävien kyselyiden joukko, 𝐼 tuotteiden joukko, 𝐿 ⊂ 𝐼 palautettavien suositusten joukko 

ja 𝑞𝑢 ∈ 𝑄 käyttäjän 𝑢 kohdekysely. Nyt yhteensopivuusfunktioksi nimitetään funktiota 

𝑓𝑚: 𝑄 × 2𝐼 → ℝ, jolla 𝑓𝑚(𝑞𝑢, 𝐿) on suositusjoukon 𝐿 yhteensopivuus kohdekyselylle 𝑞𝑢. 

Osajoukon yhteensopivuus kohdekyselylle määritetään osajoukon alkioiden yhteenlas-

kettuna yhteensopivuutena. Siis 

 

𝑓𝑚(𝑞𝑢, 𝐿) =  ∑ 𝑔𝑚(𝑞𝑢, 𝑖)𝑖∈𝐿 , 

 

missä 𝑔𝑚: 𝑄 × 𝐼 → ℝ on funktio, jolla 𝑔𝑚(𝑞𝑢, 𝑖) on tuotteen 𝑖 yhteensopivuus kohdeky-

selylle 𝑞𝑢. Määritellään lisäksi etäisyysfunktio 𝑑: 𝐼 × 𝐼 → ℝ siten, että 𝑑(𝑖, 𝑗) on tuottei-

den 𝑖, 𝑗 ∈ 𝐼 välinen etäisyys. Suosituslistan 𝐿 monipuolisuudelle käytetään määritelmää, 
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jonka aiemmin esittivät Smyth ja McClave [2001]. Listan monipuolisuus eli sisäinen etäi-

syys on sen kaikkien alkioparien keskimäärinen etäisyys 

 

𝑓𝐷(𝐿) =
2

𝑝(𝑝−1)
∑ ∑ 𝑑(𝑖, 𝑗)𝑗∈𝐿,𝑖≠𝑗𝑖∈𝐿 , 

 

missä 𝑝 = |𝐿|.  

Nyt listan monipuolisuus voidaan esittää neliöllisessä muodossa. Olkoon 𝐶 ⊆ 𝐼 tuot-

teiden joukko, jolle |𝐶| = 𝑀. Voidaan siis merkitä 𝐶 = {𝑐1, … , 𝑐𝑀}. Suosituslista 𝐿 ⊆ 𝐶 

voidaan nyt ilmaista 𝑀-ulotteisena vektorina 𝑦  siten, että 𝑦(𝑖) = 1, jos 𝑐𝑖 ∈ 𝐿, ja muutoin 

𝑦(𝑖) = 0. Olkoon 𝐷 etäisyysmatriisi kokoa 𝑀 × 𝑀, jossa alkio (𝑖, 𝑗) on tuotteiden 𝑐𝑖, 𝑐𝑗 ∈

𝐶 välinen etäisyys 𝑑(𝑐𝑖 , 𝑐𝑗). Nyt listan L monipuolisuus saadaan neliölliseen muotoon 

 

𝑓𝐷(𝑦 ) =
1

𝑝(𝑝 − 1)
𝑦 𝑇𝐷𝑦  

 

ja yhteensopivuusfunktio voidaan esittää lineaarikuvauksena   

 

𝑓𝑚(𝑦 ) = 𝑚⃗⃗ 𝑢
𝑇
𝑦 , 

 

missä 𝑚⃗⃗ 𝑢 on 𝑀-ulotteinen vektori, jossa 𝑚(𝑖) = 𝑔𝑚(𝑞𝑢, 𝑐𝑖). [Zhang ja Hurley 2008] 

Nyt valintaa monipuolisuuden ja yhteensopivuuden välillä voidaan kuvata kolmena 

optimointitehtävänä. Ensimmäisessä etsitään vektori 𝑦 ∗, joka määritellään seuraavasti: 

 

𝑦 ∗ = argmax 𝑦 𝑇𝐷𝑦  

𝑠. 𝑒.       𝑚⃗⃗ 𝑢
𝑇
𝑦  ≥  𝑚𝑡𝑜𝑙, 

1𝑇𝑦 = 𝑝, 

𝑦(𝑖) ∈ {0,1} ∀𝑖 = 1,… ,𝑀.   

 

Tässä optimointitehtävässä pyritään maksimoimaan joukon 𝐿 monipuolisuus siten, että 

sen yhteensopivuus on suurempi tai yhtä suuri kuin raja-arvo 𝑚𝑡𝑜𝑙. Lisäksi 𝑦  on binääri-

vektori, jossa on 𝑝 nollasta poikkeavaa arvoa eli |𝐿| = 𝑝. Toisessa optimointitehtävässä 

pyritään päinvastaisesti maksimoimaan joukon 𝐿 yhteensopivuus siten, että monipuoli-

suus on suurempi tai yhtä suuri kuin raja-arvo 𝑑𝑡𝑜𝑙. Etsitään siis vektori 𝑦 ∗, joka määri-

tellään seuraavasti: 

 

𝑦 ∗ = argmax  𝑚⃗⃗ 𝑢
 𝑇
𝑦  

𝑠. 𝑒.         𝑦 𝑇𝐷𝑦  ≥ 𝑑𝑡𝑜𝑙, 

1𝑇𝑦 = 𝑝, 

𝑦(𝑖) ∈ {0,1} ∀𝑖 = 1,… ,𝑀.   
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Tässäkin tehtävässä 𝑦   on binäärinen vektori, ja |𝐿| = 𝑝. Kolmannessa tehtävässä etsitään 

vektori 𝑦 ∗, joka määritellään seuraavasti: 

 

𝑦 ∗ = argmax(1 − 𝜃)𝛼𝑦  𝑇𝐷𝑦  + 𝜃𝛽𝑚⃗⃗ 𝑢
 𝑇
𝑦   

𝑠. 𝑒.           1𝑇𝑦  = 𝑝, 

𝑦(𝑖) ∈ {0,1} ∀𝑖 = 1,… ,𝑀.   

 

Tässä parametri 𝜃 ∈ [0,1] on vakio, joka määrittää yhteensopivuuden painoarvoa verrat-

tuna monipuolisuuteen. Parametrit 𝛼 ja 𝛽 normalisoivat monipuolisuus- ja yhteensopi-

vuusarvot samalle välille, esimerkiksi [0,1]. Tämä optimointitehtävä, samoin kuin ensim-

mäinen, on neliöllinen binäärioptimointitehtävä lineaarisilla rajoitteilla. Toinen optimoin-

titehtävä on lineaarinen binäärioptimointitehtävä neliöllisillä ja lineaarisilla rajoitteilla. 

[Zhang ja Hurley 2008] 

Kolmas tehtävä kuvaa selvästi valintaa yhteensopivuuden ja monipuolisuuden vä-

lillä. Zhang ja Hurley [2008] keskittyivätkin sen ratkaisemiseen. Ratkaisuun käytettiin 

menetelmää, jossa neliöllinen binäärioptimointitehtävä relaksoidaan tehtäväksi, jonka 

ratkaisu on reaalivektori 𝑥 ∗  ∈  ℝ𝑀. Kun ratkaisu 𝑥  on löydetty, se kvantitetaan binääri-

vektoriksi 𝑦  . Zhang ja Hurley [2008] esittivät tarkemman kuvauksen menetelmästä. Kun 

valitaan 𝑁 kappaletta suosituksia, optimointitehtävä voidaan sisällyttää prosessiin kah-

dessa vaiheessa. Ratkaisemalla tehtävä annetuilla parametreilla 𝜃 ja 𝑝 = |𝐶𝐼| voidaan va-

lita kokelasjoukko 𝐶𝐼, joka on monipuolinen ja yhteensopiva käyttäjän profiiliin 𝑃𝑢. Vaih-

toehtoisesti tai lisäksi, optimointitehtävä voidaan ratkaista parametreilla 𝜃 ja 𝑝 = 𝑁, jol-

loin saadaan valittua kokelasjoukosta 𝐶𝐼 suosituslista 𝐿.  
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4 Yhteisökohtainen monipuolisuus 

 

Toinen näkökulma suositusten monipuolisuuteen on yhteisökohtainen monipuolisuus, 

joka mittaa järjestelmän tuottamien suositusten jakaumaa kaikkien tuotteiden kesken [Ho 

et al. 2014]. Yhteisökohtainen monipuolisuus liittyy olennaisesti pitkän hännän ilmiöön, 

jonka määritteli ensimmäisenä Anderson [2004]. Kuva 4 esittää käyttäjien antamien ar-

vioiden jakauman elokuville MovieLens-aineistossa. Suurella osalla elokuvista on vain 

vähän annettuja arvioita, ja ne muodostavat niin kutsutun pitkän hännän [Park ja Tuzhilin 

2008]. Ilmiötä kuvaa myös erityisesti taloustieteessä tunnettu Pareton periaate eli 80/20-

sääntö, jonka mukaan noin 20 % tuotteista kattaa usein noin 80 % myynnistä [Brynjolfs-

son et al. 2011]. Koska yleisesti suositusjärjestelmät tuottavat suosituksia tuotteille an-

nettujen arvioiden perusteella, pitkän hännän tuotteita on niille annettujen arvioiden vä-

häisen määrän vuoksi haastavaa suositella, joten ne jäävät pois suosituslistoista [Fleder ja 

Hosanagar 2009]. Pitkän hännän tuotteiden suositukset nostavatkin usein suositusten kes-

kimääräistä virhettä, mitä Park ja Tuzhilin [2008] nimittävät pitkän hännän suosituson-

gelmaksi (long tail recommendation problem, LTRP). Suositusten yhteisökohtaista mo-

nipuolisuutta edistävät menetelmät pyrkivät jakamaan suosituksia mahdollisimman laa-

jalle tuotejoukolle ja eritysesti pitkän hännän tuotteille [Ho et al. 2014].  

Yhteisökohtaista monipuolisuutta voidaan intuitiivisesti mitata niiden tuotteiden yh-

teenlaskettuna lukumääränä, joita järjestelmä suosittelee kaikille käyttäjilleen. On syytä 

huomioida, että suositusten yksilökohtainen monipuolisuus ei takaa yhteisökohtaista mo-

nipuolisuutta. Jos järjestelmä esimerkiksi suosittelee kaikille käyttäjilleen samoja tuot-

teita, jotka ovat keskenään erilaisia, suositukset ovat yksilökohtaisesti monipuolisia, 

mutta eivät yhteisökohtaisesti. [Adomavicius ja Kwon 2012]  

Toisaalta hyvä yhteisökohtainen monipuolisuus voi olla merkki hyvästä yksilökoh-

taisesta monipuolisuudesta. Jos järjestelmä suosittelee useita tuotteita käyttäjilleen, ovat 

suositukset todennäköisesti yksilöityjä. Jos taas järjestelmä suosittelee kaikille käyttäjil-

leen samoja tuotteita, ne eivät todennäköisesti ole yksilökohtaisesti monipuolisia. Suosi-

tusten yhteisökohtaista monipuolisuutta edistävät menetelmät voidaan jakaa kahteen ka-

tegoriaan. Osa menetelmistä kohdistuu arviointien ennustamisvaiheeseen ja pyrkii paran-

tamaan arvioiden ennustamista erityisesti pitkän hännän tuotteille, kun taas osa menetel-

mistä kohdistuu suositusten muodostamisvaiheeseen ja pyrkii valitsemaan mahdollisim-

man monipuolisen joukon suosituksia. [Adomavicius ja Kwon 2011] 
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Kuva 4. MovieLens-aineiston elokuvien arvioiden frekvenssit järjestettynä. [Park ja 

Tuzhilin 2008] 

 

4.1 Suositusten yhteisökohtaisen monipuolisuuden arviointi 

Yhteisökohtaista monipuolisuutta voidaan mitata yksinkertaisesti kaikille käyttäjille suo-

siteltavien tuotteiden lukumääränä  

 

𝑑𝑖𝑣𝑒𝑟𝑠𝑖𝑡𝑦 𝑖𝑛 𝑡𝑜𝑝 𝑁 = |⋃ 𝐿(𝑢)

𝑢∈𝑈

|, 

 

missä 𝑈 on käyttäjien joukko ja 𝐿(𝑢) = {𝑖1, 𝑖2, … , 𝑖𝑁} on käyttäjälle 𝑢 ∈ 𝑈 suositeltava 

lista tuotteita [Adomavicius ja Kwon 2009]. Monipuolisuuden mittaamisessa voidaan 

huomioida myös suositusten tarkkuus ja laskea vain niiden suositeltujen tuotteiden luku-

määrä, joille suosituksen saanut käyttäjä on antanut korkean arvion  

 

𝑎𝑔𝑔𝑟𝑒𝑔𝑎𝑡𝑒 𝑑𝑖𝑣𝑒𝑟𝑠𝑖𝑡𝑦 = |⋃(𝐼𝐻(𝑢) ∩ 𝐿(𝑈))

𝑢∈𝑈

|, 

 

missä 𝐿(𝑈) on käyttäjälle 𝑢 ∈ 𝑈 suositeltava lista tuotteita ja 𝐼𝐻(𝑢) tuotteet, joille käyt-

täjä on antanut korkean arvion [Niemann ja Wolpers 2013]. Suositusten kattavuutta voi-

daan mitata kaikille käyttäjille suositeltavien tuotteiden osuutena kaikista tuotteista 𝐼 seu-

raavasti [Ho et al. 2014]: 
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𝑐𝑜𝑣𝑒𝑟𝑎𝑔𝑒 =  
|⋃ 𝐿(𝑢)𝑢∈𝑈 |

|𝐼|
. 

 

Pitkän hännän tuotteiden mahdollisuutta tulla suositelluksi voidaan mitata suositeltujen 

pitkän hännän tuotteiden osuutena kaikista suositelluista tuotteista seuraavasti [Ho et al. 

2014]: 

 

𝑙𝑜𝑛𝑔 𝑡𝑎𝑖𝑙 =
∑ |𝑙𝑜𝑛𝑔𝑡𝑎𝑖𝑙(𝐿(𝑢))|𝑢∈𝑈

∑ |𝐿(𝑢)|𝑢∈𝑈
, 

 

missä 𝑙𝑜𝑛𝑔𝑡𝑎𝑖𝑙(𝐿(𝑢)) on pitkän hännän alkioiden joukko käyttäjän 𝑢 ∈ 𝑈 suosituslis-

tassa 𝐿(𝑢).  

Adomavicius ja Kwon [2012] esittivät kolme määrettä, jotka mittaavat, kuinka tasai-

sesti suositukset jakautuvat kaikille tuotteille. Suositusten entropiaan perustuva monipuo-

lisuus määritellään seuraavasti: 

 

𝑒𝑛𝑡𝑟𝑜𝑝𝑦 𝑑𝑖𝑣𝑒𝑟𝑠𝑖𝑡𝑦 = −∑(
𝑟𝑒𝑐(𝑖)

𝑁|𝑈|
)

𝑛

𝑖=1

ln (
𝑟𝑒𝑐(𝑖)

𝑁|𝑈|
), 

 

missä 𝑁 on suosituslistan pituus, 𝑈 on käyttäjien joukko, 𝑛 on tuotteiden lukumäärä ja 

𝑟𝑒𝑐(𝑖) on niiden käyttäjien lukumäärä, joille suositellaan tuotetta 𝑖. Gini-kertoimeen pe-

rustuva monipuolisuus määritellään seuraavasti: 

 

𝑔𝑖𝑛𝑖 𝑑𝑖𝑣𝑒𝑟𝑠𝑖𝑡𝑦 = 2∑[(
𝑛 + 1 − 𝑖

𝑛 + 1
) ∙ (

𝑟𝑒𝑐(𝑖)

𝑁|𝑈|
)]

𝑛

𝑖=1

 

 

ja Herfindahlin indeksiin perustuva monipuolisuus seuraavasti: 

 

ℎ𝑒𝑟𝑓𝑖𝑛𝑑𝑎ℎ𝑙 𝑑𝑖𝑣𝑒𝑟𝑠𝑖𝑡𝑦 = 1 − ∑(
𝑟𝑒𝑐(𝑖)

𝑁|𝑈|
)
2𝑛

𝑖=1

. 

 

Hou et al. [2017] käyttivät kaikkien käyttäjien suosituslistojen keskimääräistä Ham-

mingin etäisyyttä (Hamming distance) mittaamaan, kuinka paljon suosituslistat eroavat 

toisistaan. Tämä saadaan seuraavasti: 

 

𝑑𝐻 = 1 − ∑
|𝐿(𝑢) ∩ 𝐿(𝑣)|

𝑁
𝑢,𝑣∈𝑈

, 
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missä 𝑈 on käyttäjien joukko, 𝑁 on suosituslistan pituus ja |𝐿(𝑢) ∩ 𝐿(𝑣)| on samojen 

tuotteiden lukumäärä käyttäjien 𝑢 ja 𝑣 suosituslistoissa.  

Niemann ja Wolpers [2013] käyttivät alun perin Vargasin ja Castellsin [2011] mää-

rittämää odotettua suosion komplementtia (expected popularity complement, EPC) mit-

taamaan järjestelmän kykyä tuottaa suosituksia pitkän hännän tuotteille. EPC määritel-

lään seuraavasti: 

 

𝐸𝑃𝐶 =
∑ ∑

𝑠(𝑢, 𝑖𝑛) ∙ (1 − 𝑝𝑜𝑝(𝑖𝑛))
log2(𝑛 + 1)

𝑁
𝑛=1𝑢∈𝑈

∑ ∑
𝑠(𝑢, 𝑖𝑛)

log2(𝑛 + 1)
𝑁
𝑛=1𝑢∈𝑈

, 

 

missä 𝑁 on suosituslistan pituus, 𝑠(𝑢, 𝑖𝑛) on tuotteen 𝑖𝑛  listan sijalla 𝑛 sopivuus käyttä-

jälle 𝑢 ja 𝑝𝑜𝑝(𝑖𝑛) tuotteen 𝑖𝑛 suosio. Tuotteen sopivuus 𝑠(𝑢, 𝑖𝑛)  = 1, jos tuote on mie-

luisa käyttäjälle 𝑢 ja muutoin 𝑠(𝑢, 𝑖𝑛)  = 0. Tuotteen suosio saadaan jakamalla sille ar-

vion antaneiden käyttäjien lukumäärä sille tuotteelle arvion antaneiden käyttäjien luku-

määrällä, jolla on kaikista eniten arvioita 

 

𝑝𝑜𝑝(𝑖) =
|𝑈(𝑖)|

𝑚𝑎𝑥𝑗∈𝐼|𝑈(𝑗)|
. 

 

4.2 Arviointien ennustamiseen kohdistuvat menetelmät 

Park ja Tuzhilin [2008] käyttivät klusterointia suositusten muodostuksessa parantaakseen 

suositustarkkuutta vähemmän suosituille pitkän hännän tuotteille. Tuotteen suosiolla tar-

koitetaan sille annettujen arvioiden lukumäärää. Tuotteet 𝐼 klusteroidaan jollakin kluste-

rointimenetelmällä, ja jokaiselle klusterille 𝐼𝑘 rakennetaan tiedonlouhintamalli, joka tuot-

taa käyttäjille 𝑈 ennustetut arviot klusterin tuotteille. Ennustetut arviot perustuvat todel-

lisiin arvioihin sekä tuotteista ja käyttäjistä johdettujen muuttujien arvoihin. Käyttäjistä ja 

tuotteista johdetaan seuraavat muuttujat: 

 

1. käyttäjän antamien arvioiden keskiarvo, 

2. käyttäjän antamien arvioiden lukumäärä, 

3. käyttäjän arvioimien tuotteiden keskimääräinen suosio, 

4. käyttäjän arvioimien tuotteiden arvioiden keskiarvo, kun jokaisen tuotteen arvio 

on kaikkien käyttäjien kyseiselle tuotteelle antamien arvioiden keskiarvo, 

5. niiden tuotteiden keskimääräinen suosio, joille käyttäjä on antanut korkeamman 

arvion kuin hänen antamiensa arvioiden keskiarvo, 
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6. niiden tuotteiden arvioiden keskiarvo, joille käyttäjä on antanut korkeamman ar-

vion kuin hänen antamiensa arvioiden keskiarvo, kun jokaisen tuotteen arvio on 

kaikkien käyttäjien kyseiselle tuotteelle antamien arvioiden keskiarvo, 

7. niiden tuotteiden keskimääräinen suosio, joille käyttäjä on antanut alemman ar-

vion kuin hänen antamiensa arvioiden keskiarvo, 

8. niiden tuotteiden arvioiden keskiarvo, joille käyttäjä on antanut alemman arvion 

kuin hänen antamiensa arvioiden keskiarvo, kun jokaisen tuotteen arvio on kaik-

kien käyttäjien kyseiselle tuotteelle antamien arvioiden keskiarvo, 

9. tuotteen arvioiden keskiarvo, 

10. tuotteen suosio ja 

11. käyttäjän tuotteelle antaman arvion ja hänen antamiensa arvioiden keskiarvon vä-

linen erotus. 

 

Tuotteiden klusterointiin käytetään kolmea viimeistä muuttujaa. Klusterointi voidaan 

suorittaa koko tuotejoukolle 𝐼, mitä nimitetään TC-menetelmäksi (total clustering). Jos 

tuotejoukkoa ei klusteroida ollenkaan, vaan tiedonlouhintamalli rakennetaan jokaiselle 

yksittäiselle tuotteelle 𝑖 ∈ 𝐼, on kyseessä EI-menetelmä (each item). Tuotteiden joukosta 

voidaan erottaa pitkän hännän tuotteet määrittämällä raja-arvo α ja valitsemalla pitkän 

hännän tuotteiksi ne tuotteet, joille annettujen arvioiden lukumäärä on pienempi kuin α. 

Kun klusterointi suoritetaan ainoastaan pitkän hännän tuotteille, on kyseessä CT-mene-

telmä (clustered tail). Menetelmän haasteena on sopivan raja-arvon α määrittäminen, sillä 

testit osoittavat sen vaikuttavan merkittävästi suositusten laatuun. Tutkimuksessa sopiva 

raja-arvo määritettiin empiirisesti. [Park ja Tuzhilin 2008] 

Park [2013] esitti adaptiiviseen klusterointiin perustuvan suositusmenetelmän, jossa 

klusterointi suoritetaan tuotteille, joilla on vähemmän käyttäjien antamia arvioita kuin 

määritetty raja-arvo α. Tuotteet käydään läpi yksitellen ja suoritetaan klusterointi jokai-

selle tuotteelle, jolla on vähemmän kuin α annettua arvioita. Tuotteelle etsitään muista 

tuotteista samankaltaisin ja lisätään se mukaan tuotteen klusteriin. Tätä toistetaan, kunnes 

klusterin tuotteilla on yhteensä vähintään α annettua arviota. Jokaiselle tuotteelle raken-

netaan oma tiedonlouhintamalli, joka tuottaa käyttäjien ennustettuja arvioita tuotteelle, 

mutta tiedonlouhintamallin rakentamisessa käytetään kaikkia tuotteen mahdollisen klus-

terin arvioita. Sama tuote voi kuulua useamman tuotteen klusteriin. Menetelmää kutsu-

taan AC-menetelmäksi (adaptive clustering). Käyttäjistä ja tuotteista johdetaan samat 

muuttujat kuin Park ja Tuzhilin [2008] aiemmin muodostivat, pois lukien muuttujat 5-8. 

Tiedonluohintamallit muodostavat käyttäjien ennustetut arviot tuotteille muuttujien arvo-

jen perusteella. Lisäksi arvioiden muodostukseen käytetään käyttäjän ikää ja sukupuolta 

sekä tuotteen genreä ja julkaisuvuotta. Menetelmän haasteena on sopivan raja-arvon α 
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määrittäminen, sillä testit osoittavat sen vaikuttavan merkittävästi suositusten laatuun. 

Tutkimuksessa sopiva raja-arvo määritettiin empiirisesti.   

Niemann ja Wolpers [2013] esittivät uudenlaisen yhteistoiminnallisen suodatuksen 

menetelmän, jota nimitetään käyttöyhteyspohjaiseksi yhteistoiminnalliseksi suoda-

tukseksi (usage context-based collaborative filtering, UC-BCF). Menetelmän lähtökoh-

tana on, että tuotteen kuvaus on ne tuotteet, joiden kanssa se esiintyy merkittävän usein 

yhdessä. Tämä käsitys on lähtöisin kielitieteestä, jossa sanojen välinen yhteys voidaan 

päätellä niiden konteksteista eli sanoista, joiden kanssa ne esiintyvät lauseissa. Tuotteiden 

välillä oletetaan olevan liitos, jos niillä on yhteisiä tuotteita, joiden kanssa ne esiintyvät 

usein yhdessä. Yhteistoiminnallisen suodatuksen tapaan myös UC-BCF-algoritmi saa 

syötteekseen käyttäjä-tuote-matriisin, jonka se kuitenkin muuttaa tuote-tuote-matriisiksi. 

Tässä matriisissa tuotteen kuvaus on ne 𝑘 tuotetta, joiden kanssa se esiintyy merkittävän 

usein samassa käyttäjäprofiilissa. Matriisista saadaan siis tuotteita kuvaavat vektorit, ja 

tuotteita voidaan näin verrata toisiinsa perinteisin menetelmin, kuten esimerkiksi laske-

malla niiden vektorien kosinietäisyyteen perustuva samankaltaisuus.  

UC-BCF-menetelmä yhdistää ominaisuuksia käyttäjä- ja tuotepohjaisesta yhteistoi-

minnallisesta suodatuksesta. Jos kahdella tuotteella on merkittävästi samankaltaisia arvi-

oita samoilta käyttäjiltä, tuotteita kuvaavat vektorit ovat samankaltaisia, koska tuotteet 

esiintyvät käyttäjäprofiileissa usein samojen tuotteiden kanssa. Jos puolestaan kahdella 

tuotteella on merkittävästi samankaltaisia arvioita samankaltaisilta käyttäjiltä, myös niitä 

kuvaavat vektorit ovat samankaltaisia, koska samankaltaiset käyttäjät arvioivat samat 

tuotteet samankaltaisesti. Lisäksi jos kahdella tuotteella on merkittävä määrä erilaisia ar-

vioita erilaisilta käyttäjiltä, niitä kuvaavat vektorit ovat samankaltaisia, koska erilaiset 

käyttäjät arvioivat samat tuotteet eri tavalla. Tätä ominaisuutta ei ole käyttäjä- tai tuote-

pohjaisessa yhteistoiminnallisessa suodatuksessa. [Niemann ja Wolpers 2013] 

Tuotteiden määritellään olevan yhdessä esiintyviä, jos niillä on samankaltaiset arviot 

vähintään yhdessä käyttäjäprofiilissa. Tuotteiden arvioiden määritellään olevan saman-

kaltaisia, jos arvioiden erotus on pienempi kuin määritetty raja-arvo 𝑡 tai kumpikin arvio 

on korkeampi tai matalampi kuin käyttäjän arvioiden keskiarvo. Lisäksi määritellään yh-

dessä esiintyvän tuoteparin merkittävyys. Merkittävyyttä voidaan mitata esimerkiksi ris-

tiintaulukointiin perustuvilla riippuvuusluvuilla. Kuvassa 5 esitetään tuotteiden 𝑖 ja 𝑗 kon-

tingenssitaulu, jossa yhteensä 𝑂11 käyttäjää on arvioinut molemmat tuotteet. Tuotteen 𝑖 

on arvioinut 𝑂12 käyttäjää, jotka eivät ole arvioineet tuotetta 𝑗. Tuotteen 𝑗 on arvioinut 

𝑂21 käyttäjää, jotka eivät ole arvioineet tuotetta 𝑖. Lisäksi 𝑂22 käyttäjää eivät ole arvioi-

neet kumpaakaan tuotetta. Odotetut frekvenssit näille havaituille frekvensseille ovat jär-

jestyksessä 𝐸11, 𝐸12, 𝐸21 ja 𝐸22. Lisäksi 𝑅1 = 𝑂11 + 𝑂12, 𝑅2 = 𝑂21 + 𝑂22, 𝐶1 = 𝑂11 +

𝑂21, 𝐶2 = 𝑂12 + 𝑂22 ja 𝑁 = 𝐶1 + 𝐶2 = 𝑅1 + 𝑅2. 
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Kontingenssitaulusta voidaan laskea esimerkiksi korjattu khiin neliö -testin arvo, logarit-

minen uskottavuus tai Poissonin jakaumaan perustuva arvo. Korjattu khiin neliö -testin 

arvo lasketaan seuraavasti: 

 

χ2 𝑐𝑜𝑟𝑟 =
(|𝑂11𝑂22 − 𝑂12𝑂21| −

𝑁
2)2

𝑅1𝑅2𝐶1𝐶2
. 

 

Logaritminen uskottavuus perustuu havaitun ja odotetun frekvenssin osamäärän luonnol-

liseen logaritmiin, ja se määritellään seuraavasti: 

 

𝑙𝑜𝑔 𝑙𝑖𝑘𝑒𝑙𝑖ℎ𝑜𝑜𝑑 = 2∑𝑂𝑖𝑗 ln
𝑂𝑖𝑗

𝐸𝑖𝑗
.

𝑖𝑗

 

 

Poissonin jakaumaan perustuva arvo lasketaan seuraavasti: 

 

𝑝𝑜𝑖𝑠𝑠𝑜𝑛 = 𝑂11(ln𝑂11 − ln 𝜆 − 1) +
1

2
ln(2𝜋𝑂11) + 𝜆, 

 

 𝜆 =
𝑅1𝐶1

𝑁
. 

[Niemann ja Wolpers 2013] 

Menetelmän etuna on, että se ei tarvitse semanttista tietoa tuotteista eikä käyttäjistä. 

Mikäli semanttista tietoa kuitenkin on käytettävissä, menetelmä voidaan yhteistoiminnal-

lisen suodatuksen tavoin yhdistää tällaista tietoa hyödyntäviin menetelmiin. Lisäksi me-

netelmää voidaan käyttää suositusten muodostamiseen kohdistuvissa yhteisökohtaiseen 

monipuolisuuteen pyrkivissä menetelmissä arvioiden ennustamiseen. [Niemann ja Wol-

pers 2013] 

Kuva 5. Tuotteiden 𝑖 ja 𝑗 kontingenssitaulu. 

[Niemann ja Wolpers 2013] 
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Kun yhdessä esiintyvien tuoteparien merkittävyys on laskettu, jokaiselle tuotteelle 

voidaan valita 𝑘 merkittävintä tuotetta, joista saadaan muodostettua tuotetta kuvaava 𝑘-

ulotteinen vektori. Tuotteen 𝑖 kanssa yhdessä esiintyvät merkittävimmät tuotteet ovat ne 

tuotteet 𝑗, joiden riippuvuusarvo tuotteen 𝑖 kanssa on suurempi kuin tuotteen 𝑖 ja kaikkien 

tuotteiden riippuvuusarvojen keskiarvo. Kun tuotteita kuvaavat vektorit on muodostettu, 

jokaiselle tuoteparille määritetään niiden samankaltaisuus. Samankaltaisuuden määrittä-

miseen käytetään kosinietäisyyteen perustuvaa samankaltaisuutta, joka lasketaan seuraa-

vasti: 

 

𝑠𝑖𝑚(𝑖, 𝑗) =
𝑣 𝑖 ∙ 𝑣 𝑗  

‖𝑣 𝑖‖‖𝑣 𝑗‖
, 

 

missä 𝑣 𝑖 ja 𝑣 𝑗  ovat tuotteita 𝑖 ja 𝑗 kuvaavat vektorit. Nyt tuotteen 𝑖 ennustettu arvio käyt-

täjälle 𝑢 saadaan laskettua seuraavasti: 

 

𝑟′(𝑢, 𝑖) =
∑ (𝑠𝑖𝑚(𝑖, 𝑗) ∙ 𝑟(𝑢, 𝑗))𝑗∈𝐼(𝑢),𝑖≠𝑗

∑ |𝑠𝑖𝑚(𝑖, 𝑗)|𝑗∈𝐼(𝑢),𝑖≠𝑗
, 

 

missä 𝐼(𝑢) on käyttäjän 𝑢 arvioimien tuotteiden joukko ja 𝑟(𝑢, 𝑗) on käyttäjän 𝑢 antama 

arvio tuotteelle 𝑗. [Niemann ja Wolpers 2013] 

4.3 Suositusten muodostamiseen kohdistuvat menetelmät 

Adomavicius ja Kwon [2012] esittivät monipuolisen suositusjoukon muodostamiseen 

useita järjestysalgoritmeja ja vertasivat niitä perinteiseen järjestysalgoritmiin, joka järjes-

tää tuotteet käyttäjälle ennustetun tuotearvion mukaan. Tyypillisesti suositusjärjestelmät 

muodostavat käyttäjälle ennustetut arviot tuotteille todellisten arvioiden perusteella ja 

käyttävät niitä suosituslistan tuottamiseen. Yleisesti voidaan määritellä, että suositusjär-

jestelmät tuottavat käyttäjälle 𝑢 suosituslistan 𝐿(𝑢) = {𝑖1, 𝑖2, … , 𝑖𝑁} järjestämällä tuotteet 

jonkin järjestyskriteerin mukaan ja valitsemalla 𝑁 korkeimman sijoituksen saanutta tuo-

tetta. Tuotteiden 𝑖𝑥 ja 𝑖𝑦 järjestys on siis 𝑖𝑥 ≺ 𝑖𝑦, jos 𝑟𝑎𝑛𝑘(𝑖𝑥) < 𝑟𝑎𝑛𝑘(𝑖𝑦), kun 

𝑟𝑎𝑛𝑘: 𝐼 → 𝐼𝑅 on järjestysfunktio. Perinteisesti järjestysfunktiona on käytetty ennustettua 

tuotearviota 𝑟′(𝑢, 𝑖), mitä merkitään seuraavasti: 

 

𝑟𝑎𝑛𝑘𝑆𝑡𝑎𝑛𝑑𝑎𝑟𝑑(𝑖) = 𝑟′(𝑢, 𝑖)−1. 

    

Tuotteet järjestetään siis ennustetun tuotearvion mukaisesti laskevaan järjestykseen.  

Adomavicius ja Kwon [2012] esittivät menetelmän, jossa jotakin vaihtoehtoista jär-

jestysfunktiota 𝑟𝑎𝑛𝑘𝑋(𝑖) sovelletaan yhdessä perinteisen järjestysfunktion kanssa käyt-
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tämällä raja-arvoa 𝑇𝑅 ∈ [𝑇𝐻, 𝑇𝑚𝑎𝑥], kun  𝑇𝑚𝑎𝑥 on suurin mahdollinen arvio ja  𝑇𝐻 on kor-

kealle arviolle määritetty raja-arvo. Perinteinen järjestysfunktio 𝑟𝑎𝑛𝑘𝑆𝑡𝑎𝑛𝑑𝑎𝑟𝑑(𝑖) voidaan 

yhdistää minkä tahansa muun järjestysfunktion 𝑟𝑎𝑛𝑘𝑋(𝑖) kanssa yhdeksi järjestysfunkti-

oksi 𝑟𝑎𝑛𝑘𝑋(𝑖, 𝑇𝑅), joka määritellään seuraavasti: 

 

𝑟𝑎𝑛𝑘𝑋(𝑖, 𝑇𝑅) = { 
𝑟𝑎𝑛𝑘𝑋(𝑖), 𝑗𝑜𝑠 𝑟′(𝑢, 𝑖) ∈ [𝑇𝑅 , 𝑇𝑚𝑎𝑥],

𝛼𝑢 + 𝑟𝑎𝑛𝑘𝑆𝑡𝑎𝑛𝑑𝑎𝑟𝑑(𝑖), 𝑗𝑜𝑠 𝑟′(𝑢, 𝑖) ∈ [𝑇𝐻, 𝑇𝑅[,
 

 

 

missä 𝐼𝑅
′ (𝑢) = {𝑖 ∈ 𝐼|𝑟′(𝑢, 𝑖) ≥  𝑇𝑅} ja 𝛼𝑢 = max

𝑖∈𝐼𝑅
′ (𝑢)

𝑟𝑎𝑛𝑘𝑋(𝑖). Tuotteet, joiden ennus-

tettu arvio on suurempi tai yhtä suuri kuin raja-arvo 𝑇𝑅 järjestetään funktion 𝑟𝑎𝑛𝑘𝑋(𝑖) 

mukaan, ja muut tuotteet funktion 𝑟𝑎𝑛𝑘𝑆𝑡𝑎𝑛𝑑𝑎𝑟𝑑(𝑖) mukaan. Lisäksi raja-arvon 𝑇𝑅 ylittä-

vät tuotteet ovat järjestyksessä ennen raja-arvon alittavia tuotteita, mikä varmistetaan ar-

volla 𝛼𝑢. Mitä korkeampi raja-arvo 𝑇𝑅 on, sitä samankaltaisempi tuotettu järjestys on 

perinteisen järjestyksen kanssa. Vastaavasti matalalla raja-arvolla 𝑇𝑅 tuotettu järjestys 

vastaa enemmän järjestysfunktion 𝑟𝑎𝑛𝑘𝑋(𝑖) tuottamaa järjestystä.  

Perinteisen järjestyksen kanssa voidaan soveltaa useita eri järjestysfunktioita. Yksi 

vaihtoehtoinen järjestyskriteeri on tuotteen suosio. Tuotteet voidaan järjestää niille annet-

tujen todellisten arvioiden lukumäärän mukaan seuraavasti: 

 

𝑟𝑎𝑛𝑘𝐼𝑡𝑒𝑚𝑃𝑜𝑝(𝑖) = |𝑈(𝑖)|, 

 

missä 𝑈(𝑖) = {𝑢 ∈ 𝑈 | ∃𝑟(𝑢, 𝑖)}. Tuotteet järjestetään niille annettujen todellisten arvioi-

den lukumäärän mukaan nousevaan järjestykseen eli vähemmän suositut tuotteet ovat jär-

jestyksessä suosittuja tuotteita edellä. Suosimalla vähemmän suosittuja tuotteita pyritään 

kasvattamaan suositusten yhteisökohtaista monipuolisuutta eli kaikille käyttäjille suosi-

teltavien tuotteiden lukumäärää. [Adomavicius ja Kwon 2012] 

Koska suosituilla tuotteilla on keskimääräisesti korkeampia ennustettuja arvioita kuin 

vähemmän suosituilla tuotteilla, voidaan vähemmän suosittuja tuotteita suosia myös käyt-

tämällä ennustettua arviota käänteisesti, eli järjestää tuotteet sen mukaan matalimmasta 

arvosta korkeimpaan. Merkitään tätä järjestystä 

 

𝑟𝑎𝑛𝑘𝑅𝑒𝑣𝑃𝑟𝑒𝑑(𝑖) = 𝑟′(𝑢, 𝑖). 

 

Koska tuotteilla, joille annettujen arvioiden keskiarvo on matala, on todennäköisesti myös 

matala ennustettu arvio, voidaan tuotteet järjestää vaihtoehtoisesti myös niille annettujen 

todellisten arvioiden keskiarvon mukaan seuraavasti: 
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𝑟𝑎𝑛𝑘𝐴𝑣𝑔𝑅𝑎𝑡𝑖𝑛𝑔(𝑖) = 𝑟(𝑖)̅̅ ̅̅ ̅ =
1

|𝑈(𝑖)|
∑ 𝑟(𝑢, 𝑖).

𝑢∈𝑈(𝑖)

 

 

[Adomavicius ja Kwon 2012] 

Tuotteet voidaan järjestää myös absoluuttisen tai suhteellisen miellyttävyyden mu-

kaan, sillä matalan miellyttävyysarvon tuotteilla on todennäköisesti myös matala ennus-

tettu arvio. Absoluuttista miellyttävyyttä mitataan niiden käyttäjien lukumääränä, jotka 

antoivat tuotteelle korkean arvion eli suuremman tai yhtä suuren arvion kuin arvio 𝑇𝐻. 

Sen mukaista järjestystä merkitään 

 

𝑟𝑎𝑛𝑘𝐴𝑏𝑠𝐿𝑖𝑘𝑒(𝑖) = |𝑈𝐻(𝑖)|, 

 

missä 𝑈𝐻(𝑖) = {𝑢 ∈ 𝑈(𝑖) | 𝑟(𝑢, 𝑖) ≥ 𝑇𝐻}. Suhteellista miellyttävyyttä mitataan korkei-

den arvioiden osuutena kaikista tuotteelle annetuista arvioista. Siihen perustuvaa järjes-

tystä merkitään 

  

𝑟𝑎𝑛𝑘𝑅𝑒𝑙𝐿𝑖𝑘𝑒(𝑖) =
|𝑈𝐻(𝑖)|

|𝑈(𝑖)|
. 

 

[Adomavicius ja Kwon 2012] 

Edellä mainittujen lisäksi, myös tuotteen arvioiden varianssia voidaan käyttää järjes-

tyskriteerinä. Tuotteen arvioiden varianssin mukainen järjestys määritellään 

 

𝑟𝑎𝑛𝑘𝐼𝑡𝑒𝑚𝑉𝑎𝑟(𝑖) =
1

|𝑈(𝑖)|
∑ (𝑟(𝑢, 𝑖) − 𝑟(𝑖)̅̅ ̅̅ ̅)2.

𝑢∈𝑈(𝑖)

 

 

Mikäli arvioiden ennustamiseen käytetään jotakin naapureihin perustuvaa menetelmää, 

voidaan järjestyskriteerinä käyttää käyttäjän naapureiden arvioiden varianssia. Käyttäjän 

𝑢 lähimmät naapurit 𝑣, jotka ovat arvioineet tuotteen 𝑖, muodostavat joukon 𝑈(𝑖) ∩ 𝑁(𝑢). 

Naapurien arvioiden varianssin mukainen järjestys määritellään 

 

𝑟𝑎𝑛𝑘𝑁𝑒𝑖𝑔ℎ𝑏𝑜𝑟𝑉𝑎𝑟(𝑖) =
1

|𝑈(𝑖) ∩ 𝑁(𝑢)|
∑ (𝑟(𝑣, 𝑖) − 𝑟(𝑖)̅̅ ̅̅ ̅)

2
,

𝑣 ∈ (𝑈(𝑖)∩𝑁(𝑢))

  

 𝑟(𝑖)̅̅ ̅̅ ̅ =
1

|𝑈(𝑖) ∩ 𝑁(𝑢)|
∑ 𝑟(𝑣, 𝑖).

𝑣 ∈ (𝑈(𝑖)∩𝑁(𝑢))
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Korkean ennustetun arvion tuotteilla on tyypillisesti matala tuotteen arvioiden ja naapu-

rien arvioiden varianssi. Valitsemalla varianssiltaan korkeita tuotteita voidaan siis suosia 

matalamman ennustetun arvion tuotteita. [Adomavicius ja Kwon 2012] 

Adomavicius ja Kwon [2011] esittivät graafipohjaisen suositusmenetelmän, joka saa-

vuttaa suurimman mahdollisen yhteisökohtaisen monipuolisuuden. He käsittelivät yhtei-

sökohtaisen monipuolisuuden maksimointia graafiteoriasta tunnettuna maksimivirtauk-

sen etsimisenä. Olkoot 𝑉 joukko solmuja ja 𝐸 joukko suunnattuja kaaria, joista jokainen 

yhdistää kaksi solmua. Olkoon  𝐺 = (𝑉, 𝐸) suunnattu graafi, jolla on yksi alkusolmu 𝑠 ∈

𝑉 ja yksi loppusolmu 𝑡 ∈ 𝑉. Jokaisella suunnatulla kaarella 𝑒 ∈ 𝐸 on kapasiteetti 𝑐(𝑒) ∈

ℝ, ja kahden solmun välinen virtaus on 𝑓(𝑒) ∈ ℝ. Kaaren läpi kulkeva virtaus ei voi ylit-

tää sen kapasiteettia. Alku- ja loppusolmua lukuun ottamatta solmuun saapuvien virtaus-

ten summa täytyy olla yhtä suuri kuin solmusta poistuvien virtausten summa. Maksimi-

virtaus on suurin mahdollinen virtaus, joka kulkee alkusolmusta loppusolmuun graafissa 

𝐺 = (𝑉, 𝐸).  

Muodostetaan seuraavaksi graafi suositusten muodostamiseksi. Merkitään käyttäjiä 

ja tuotteita solmuina, joiden välillä on kaari käyttäjästä 𝑢 tuotteeseen 𝑖, jos ja vain jos 

tuotteen 𝑖 ennustetaan sopivan käyttäjälle 𝑢, eli 𝑟′(𝑢, 𝑖) ≥ 𝑇𝐻. Jokaisella kaarella on ka-

pasiteetti 𝑐(𝑒) = 1. Jos tuotetta 𝑖 suositellaan käyttäjälle 𝑢, on niitä yhdistävän kaaren 

virtaus 𝑓(𝑒) = 1, ja muutoin 𝑓(𝑒) = 0. Graafiin lisätään alkusolmu, josta kulkee suun-

nattu kaari jokaiseen käyttäjään. Näiden kaarien kapasiteetti on 𝑁, jolloin niiden sallittu 

virtaus on 𝑓(𝑒) ∈ {0,… ,𝑁}. Graafiin lisätään myös loppusolmu, johon kulkee suunnattu 

kaari jokaisesta tuotteesta. Näiden kaarien kapasiteetti on 𝑐(𝑒) = 1, jolloin sallittu virtaus 

on 𝑓(𝑒) ∈ {0,1}. Koska alkusolmusta lähtevien kaarien kapasiteetti on 𝑁 ja loppusol-

muun saapuvien kaarien kapasiteetti on 1, graafin maksimivirtaus on suurin mahdollinen 

määrä kaaria, jotka kulkevat käyttäjästä tuotteeseen ja joiden virtaus on 1. Toisin sanoen 

maksimivirtaus on suurin mahdollinen määrä tuotesuosituksia, kun jokaiselle käyttäjälle 

voidaan suositella korkeintaan 𝑁 tuotetta ja jokainen tuote lasketaan vain kerran. Koska 

jokainen tuote lasketaan vain kerran, on se rajoitettu suositeltavaksi vain yhdelle käyttä-

jälle, jolloin kaikki käyttäjät eivät välttämättä saa 𝑁 kappaletta suosituksia. Puuttuvat suo-

situkset voidaan kuitenkin täydentää sattumanvaraisesti, koska ne eivät enää voi kasvattaa 

suositusten monipuolisuutta. Voidaan siis esimerkiksi valita ennustetulta arvioltaan kor-

keimmat tuotteet, mikä johtaa parempaan suositustarkkuuteen. [Adomavicius ja Kwon 

2011] 

Jos asetetaan 𝑁 = 1, jokaiselle käyttäjälle voidaan suositella vain yhtä tuotetta, jol-

loin kaikkien graafin kaarien kapasiteetti on 1. Maksimivirtaus on nyt suurin mahdollinen 

määrä kaaria, jotka kulkevat käyttäjästä tuotteeseen, kun jokaisesta käyttäjästä lähtee ja 

jokaiseen tuotteeseen saapuu vain yksi kaari. Koska kahden eri käyttäjän eikä kahden eri 

tuotteen välillä ole kaaria, kyseessä on kaksijakoinen käyttäjä-tuote-graafi, ja suositusten 
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muodostamista voidaan käsitellä kaksijakoisen graafin maksimisovituksen etsintänä. 

Kuva 6 havainnollistaa graafin maksimivirtauksen ja kaksijakoisen graafin maksimisovi-

tuksen etsintää. Maksimisovituksen etsintään on olemassa tehokkaampia algoritmeja kuin 

maksimivirtauksen ratkaisevat algoritmit. Adomavicius ja Kwon [2011] sovelsivatkin 

tätä lähestymistapaa ja laajensivat sitä myös suositusten lukumäärän 𝑁 muiden arvojen 

tapauksiin. Menetelmä jaetaan kahteen vaiheeseen. Ensimmäisessä vaiheessa etsitään 

suositusten maksimaalinen monipuolisuus ratkaisemalla kaksijakoisen graafin maksimi-

sovitus. Toisessa vaiheessa puuttuvat suositukset täydennetään käyttäjille ennustetulta ar-

violtaan korkeimmilla tuotteilla. Ensimmäisessä vaiheessa tapahtuvaa suositustarkkuu-

den menetystä voidaan rajata raja-arvolla 𝑇𝐹 ∈ [𝑇𝐻, 𝑇𝑚𝑎𝑥], jonka alittavia ennustettuja ar-

vioita ei oteta mukaan graafiin. [Adomavicius ja Kwon 2011] 

Olkoon 𝐺 = (𝑈, 𝐼;  𝐸) kaksijakoinen graafi, jonka solmuja ovat käyttäjät 𝑈 sekä 

tuotteet 𝐼 ja jonka kaaret 𝐸 ovat mahdollisia tuotteiden suosituksia käyttäjille. Kaarien 

joukko 𝑀 ⊆ 𝐸 on sovitus, jos mitkään sen kaarista eivät ole vierekkäisiä eli niillä ei ole 

samaa alku- tai loppusolmua. Solmu on sovitettu, jos se liittyy kaareen, joka kuuluu so-

vitukseen. Kaksijakoisen graafin maksimisovitus on sovitus, jossa on suurin mahdollinen 

määrä kaaria. Tapauksessa 𝑁 = 1 algoritmi aloittaa määrittämällä 𝑀 = ∅ ja lisää iteratii-

visesti kaaria sovitukseen 𝑀, kunnes kaikki käyttäjät on sovitettu tai lisättäviä kaaria ei 

enää löydetä. Lisättävä kaari löydetään etsimällä lisäyspolku. Lisäyspolku on yksinker-

tainen polku, jonka ensimmäinen ja viimeinen alkio ovat sovittamattomia ja jonka kaaret 

kuuluvat vuorotellen joukkoihin 𝐸\𝑀 ja 𝑀. Siis 𝑃 = (𝑣1, 𝑣2, … , 𝑣2𝑛−1, 𝑣2𝑛) on lisäys-

polku, missä 𝑣2𝑘 ∈ 𝐼, 𝑣2𝑘−1 ∈ 𝑈 ja (𝑣2𝑘−1, 𝑣2𝑘) ∉ 𝑀, kun 𝑘 ∈ {1,… , 𝑛}. Lisäksi 

(𝑣2𝑘+1, 𝑣2𝑘) ∈ 𝑀, kun 𝑘 ∈ {1,… , 𝑛 − 1}. Merkitään lisäyspolun 𝑃 kaikkien kaarien 

joukkoa 𝑒𝑑𝑔𝑒𝑠(𝑃). Joukkojen 𝑀 ja 𝑒𝑑𝑔𝑒𝑠(𝑃) symmetrinen erotus M △ 𝑒𝑑𝑔𝑒𝑠(𝑃) on 

niiden alkioiden joukko, jotka kuuluvat joko joukkoon 𝑀 tai joukkoon 𝑒𝑑𝑔𝑒𝑠(𝑃), mutta 

eivät molempiin.    

Siis  

 

M △ 𝑒𝑑𝑔𝑒𝑠(𝑃) = {(𝑣2𝑘−1, 𝑣2𝑘) ∈ 𝐸 | (𝑣2𝑘−1, 𝑣2𝑘) ∈ 𝑀 ∪ 𝑒𝑑𝑔𝑒𝑠(𝑃),  

(𝑣2𝑘−1, 𝑣2𝑘) ∉ 𝑀 ∩ 𝑒𝑑𝑔𝑒𝑠(𝑃)}. 

 

Lisäyspolun olennaisin ominaisuus on, että joukkojen 𝑀 ja 𝑒𝑑𝑔𝑒𝑠(𝑃) symmetrinen ero-

tus kasvattaa sovituksen kokoa yhdellä. Siis jos 𝑀′ = M △ 𝑒𝑑𝑔𝑒𝑠(𝑃), niin |𝑀′| = |𝑀| +

1. Lisäyspolkujen etsimiseen käytetään Hopcroftin ja Karpin [1973] algoritmia, joka ha-

kee maksimimäärän lisäyspolkuja joka kierroksella. [Adomavicius ja Kwon 2011] 
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Kuva 6. Vasemmalla graafin maksimivirtauksen etsintä ja oikealla kaksijakoisen graafin 

maksimisovituksen etsintä. 

Tapauksessa 𝑁 = 1 algoritmi sovittaa käyttäjän vain yhteen tuotteeseen ja poistaa 

sitten käyttäjän käyttäjien ehdokaslistalta 𝐶𝑈. Kun 𝑁 > 1 algoritmin laajennettu versio 

poistaa käyttäjän ehdokaslistalta 𝐶𝑈, kun se on sovitettu 𝑁 tuotteeseen. Algoritmia tehos-

tetaan sallimalla yksittäiselle käyttäjälle 𝑁 sovitusta ensimmäisellä kierroksella. Koska 

tuote voidaan sovittaa vain yhdelle käyttäjälle, eivät kaikki käyttäjät välttämättä saa 𝑁 

kappaletta suosituksia. Puuttuvat suositukset täydennetään ennustetulta arvioltaan kor-

keimmilla tuotteilla. [Adomavicius ja Kwon 2011] 

Ho et al. [2014] esittivät menetelmän, joka pyrkii monipuolistamaan suosituksia kä-

sittelemällä niitä resursseina, joita kohdistetaan tuotteille. Menetelmä jakautuu kahteen 

vaiheeseen: resurssien allokointiin ja suositusten muodostamiseen. Ensimmäisessä vai-

heessa tuotteiden mahdollisuutta tulla suositelluksi käsitellään resursseina, joita allokoi-

daan tuotteille jollakin allokointimenetelmällä. Allokoinnin tavoitteena on, että korkeam-

min arvioidut tuotteet saavat enemmän resursseja kuin heikommin arvioidut tuotteet. Sa-

malla kuitenkin myös vähemmän suosittujen tuotteiden tulee saada tarpeeksi resursseja, 

jotta niillä on mahdollisuus tulla suositelluiksi. Aluksi kaikista käyttäjistä ja tuotteista 

muodostetaan 𝑚 × 𝑛-ulotteinen matriisi, jossa jokainen alkio on joko käyttäjän todellinen 

tai ennustettu arvio tuotteelle. Ennustetut arviot muodostetaan jollakin suositusmenetel-

mällä, esimerkiksi matriisifaktoroinnin menetelmällä. Resurssien allokointi voidaan 

muotoilla seuraavana maksimointitehtävänä 

 

𝑎𝑟𝑔𝑚𝑎𝑥𝑥 =(𝑥1,…,𝑥𝑛) ∏𝑥𝑖
𝑎𝑙𝑙𝑜𝑐𝑎𝑡𝑖𝑜𝑛(𝑖)

𝑖∈𝐼

, 
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missä 𝑥1 + ⋯+ 𝑥𝑛 = 𝑘, 𝑘 > 𝑛 ja 𝑥𝑖 ≥ 𝑞 > 0. Allokointimenetelmä 𝑎𝑙𝑙𝑜𝑐𝑎𝑡𝑖𝑜𝑛(𝑖) kyt-

ketään osaksi objektifunktiota. Tavoitteena on löytää objektifunktion maksimoiva 𝑛-ulot-

teinen vektori 𝑥 , joka on resurssien allokaatio kaikkien tuotteiden kesken. Allokointime-

netelmän 𝑎𝑙𝑙𝑜𝑐𝑎𝑡𝑖𝑜𝑛(𝑖) määritellään seuraavasti:  

 

𝑎𝑙𝑙𝑜𝑐𝑎𝑡𝑖𝑜𝑛(𝑖) = ∑
𝑟∗(𝑢, 𝑖) − 𝑟∗(𝑢)̅̅ ̅̅ ̅̅ ̅

𝜎𝑢
∗

𝑢∈𝑈

, ∀𝑖 ∈ 𝐼, 

 

missä 𝜎𝑢
∗ on käyttäjän 𝑢 todellisten ja ennustettujen arvioiden 𝑅𝑢

∗ =

{𝑟∗(𝑢, 𝑖1),… , 𝑟∗(𝑢, 𝑖𝑛)} keskihajonta ja 𝑟∗(𝑢)̅̅ ̅̅ ̅̅ ̅ =
1

𝑛
∑ 𝑟∗(𝑢, 𝑖)𝑖 . Toisin sanoen 

𝑎𝑙𝑙𝑜𝑐𝑎𝑡𝑖𝑜𝑛(𝑖) on tuotteen 𝑖 todellisten ja ennustettujen arvioiden normitettujen arvojen 

summa ja mallintaa kaikkien käyttäjien mieltymystä tuotteeseen 𝑖. Näin ollen 

𝑎𝑙𝑙𝑜𝑐𝑎𝑡𝑖𝑜𝑛(1), … , 𝑎𝑙𝑙𝑜𝑐𝑎𝑡𝑖𝑜𝑛(𝑛) mallintaa kaikkien käyttäjien mieltymysten jakaumaa 

kaikille tuotteille.  

Tuotteille ensimmäisessä vaiheessa allokoidut resurssit jaetaan toisessa vaiheessa 

käyttäjille heidän suhteellisten mieltymystensä mukaan. Lopulta käyttäjälle suositellaan 

niitä tuotteita, joihin hän on saanut eniten resursseja. Yhteisökohtaisen monipuolisuuden 

parantamiseksi resurssien jaossa korostetaan käyttäjien yksilöllisiä mieltymyksiä. Jos 

käyttäjä pitää jostakin tietystä tuotteesta enemmän kuin muut käyttäjät, saa hän enemmän 

resursseja tästä tuotteesta. Pitkän hännän tuotteisiin kohdistuvien suositusten mahdolli-

suutta parannetaan siten, että jos käyttäjä pitää suositusta tuotteesta ja pitkän hännän tuot-

teesta yhtä paljon, saa hän enemmän resursseja jälkimmäisestä. Käyttäjien todelliset ja 

ennustetut arvioit edustavat heidän mieltymystään tuotteisiin. Arviot normitetaan laske-

malla niiden z-arvot 

 

𝑍(𝑢, 𝑖) =
𝑟∗(𝑢, 𝑖) − 𝑟∗(𝑢)̅̅ ̅̅ ̅̅ ̅

𝜎𝑢
∗

. 

 

Resurssien jakamiseen käytetään 5D-arvoa, jonka laskennassa otetaan huomioon viisi yh-

teisökohtaisen monipuolisuuden kannalta oleellista tekijää: suositeltujen tuotteiden en-

nustettujen arvioiden keskiarvot, suositusten jakauma kaikkien tuotteiden kesken, suosi-

teltujen tuotteiden osuus kaikista tuotteista, pitkän hännän tuotteiden osuus suositelluista 

tuotteista ja suositeltujen pitkän hännän tuotteiden arvioiden keskiarvot. Tuotteen 𝑖 5D-

arvo käyttäjälle 𝑢 lasketaan seuraavasti: 

 

5𝐷(𝑢, 𝑖) =
𝑍(𝑢, 𝑖) − 𝑍(𝑈, 𝑖)̅̅ ̅̅ ̅̅ ̅̅ ̅

𝜎𝑍(𝑈,𝑖)
 𝑥𝑖, 

 



-44- 

 

missä  𝑍(𝑈, 𝑖)̅̅ ̅̅ ̅̅ ̅̅ ̅ ja 𝜎𝑍(𝑈,𝑖) ovat arvojen 𝑍(𝑢1, 𝑖), … , 𝑍(𝑢𝑚, 𝑖) keskiarvo ja keskihajonta. 

Tuotteen 𝑖 resurssin 𝑥𝑖 kerroin käyttäjälle 𝑢 edustaa hänen suhteellista mieltymystään 

tuotteeseen. Käyttäjän 𝑢 suosituslista muodostetaan nyt järjestämällä tuotteet 5D-arvojen 

mukaan ja valitsemalla korkeimmat 𝑁 arvoa saanutta tuotetta käyttäjälle suositeltavaksi. 

[Ho et al. 2014] 

Ho et al. [2014] esittivät myös kaksi algoritmia suositusten tarkkuuden tehosta-

miseksi. Rank By Rankings -algoritmi järjestää tuotteet sekä 5D-arvon että alkuperäisen 

ennustetun arvion mukaan. Tuotteen lopullinen sijoitus saadaan näiden arvojen mukais-

ten sijoitusten indeksien tulona. Accuracy Filtering -algoritmi valitsee 5D-arvon mukai-

sessa järjestyksessä ensimmäiset N tuotetta, joiden ennustettu arvio on suurempi tai yhtä 

suuri kuin raja-arvo T. Jos ehdot täyttäviä tuotteita on vähemmän kuin N kappaletta, lista 

täydennetään 5D-arvoltaan korkeimmilla tuotteilla. [Ho et al. 2014] 

Zuo et al. [2015] käsittelivät tarkkojen ja monipuolisten suositusten muodostamista 

monitavoiteoptimointitehtävänä (multi-objective optimization problem, MOP), jonka rat-

kaisemiseen käytettiin monitavoiteoptimointiin soveltuvaa evoluutioalgoritmia (multi-

objective evolutionary algorithm, MOEA). Monitavoiteoptimoinnissa objektifunktioita 

on useita ja optimoitavana on funktioiden vektori 

 

min
 

𝐹(𝑥 ) = (𝑓1(𝑥 ), 𝑓2(𝑥 ),… , 𝑓𝑚(𝑥 ))⊤, 

 

missä vektoria 𝑥 = [𝑥1, 𝑥2, … , 𝑥𝑑] ∈ Ω nimitetään päätösvektoriksi ja Ω on 𝑑-ulotteinen 

päätösavaruus. Vektorin 𝑥 𝐴 ∈ Ω sanotaan dominoivan vektoria 𝑥 𝐵  ∈ Ω, jos 𝑓𝑖(𝑥 𝐴) ≤

𝑓𝑖(𝑥 𝐵) kaikilla 𝑖 = 1,2, … ,𝑚 ja 𝐹(𝑥 𝐴) ≠ 𝐹(𝑥 𝐵). Tätä voidaan merkitä 𝑥 𝐴 ≻ 𝑥 𝐵. Vektorin 

𝑥 ∈ Ω sanotaan olevan Pareto-optimaalinen ratkaisu, jos ei ole olemassa vektoria 𝑥 ∗ ∈ Ω, 

jolla 𝑥 ∗ ≻ 𝑥 . Pareto-optimaalisten ratkaisujen joukkoa kutsutaan Pareto-joukoksi, joka 

voidaan määritellä seuraavasti: 

 

𝑃𝑆 = { 𝑥 ∈ Ω | ¬∃𝑥 ∗ ∈ Ω, 𝑥 ∗ ≻ 𝑥 }. 

 

Pareto-joukon kuvaa objektifunktioavaruudessa kutsutaan Pareto-rintamaksi ja se voi-

daan määritellä seuraavasti: 

 

𝑃𝐹 = { 𝐹(𝑥 )|𝑥 ∈ 𝑃𝑆}. 

 

Monitavoiteoptimointia sovelletaan monipuolisten suositusten muodostamiseen si-

ten, että ratkaistavalle optimointitehtävälle määritetään kaksi tavoitetta eli objektifunk-

tiota, joista ensimmäinen mittaa suositusten tarkkuutta ja toinen suositusten monipuoli-

suutta. Suositusten tarkkuuden mittaamiseen käytetään ProbS-menetelmän [Zhou et al. 
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2007] tuottamia ennustettuja arvioita. ProbS-menetelmää voidaan käyttää suositusjärjes-

telmissä, joissa arvioiden asteikko on binäärinen eli käyttäjän 𝑢 arvio tuotteelle i on 

𝑟(𝑢, i) ∈ {0,1}. ProbS-menetelmä on kaksivaiheinen. Ensin käyttäjien ja tuotteiden väli-

sistä suhteista muodostetaan kaksijakoinen graafi. Jokaiselle kohdekäyttäjän arvioimalle 

tuotteelle osoitetaan resurssi 𝑟(𝑢, i) = 1. Seuraavaksi jokaisen tuotteen alkuperäinen re-

surssi jaetaan tasan kaikille niille käyttäjille, jotka ovat tuotteen vierussolmuja. Jokaiselle 

käyttäjälle jaetut resurssit jaetaan edelleen tasan niille tuotteille, jotka ovat näiden käyt-

täjien vierussolmuja. Kuva 7 havainnollistaa resurssien jaon prosessia ProbS-menetel-

mässä. [Zuo et al. 2015] 

 

 

Seuraavaksi muodostetaan matriisi, jossa alkio 𝑤𝑖𝑗 on se osuus tuotteen 𝑗 alkuperäi-

sestä resurssista, joka on siirretty tuotteelle 𝑖. Alkio 𝑤𝑖𝑗 määritellään seuraavasti: 

 

𝑤𝑖𝑗 =
1

𝑘𝑗
∑

𝑟(𝑢, 𝑖)𝑟(𝑢, 𝑗)

𝑘𝑢𝑢∈𝑈
, 

 

missä on 𝑈 käyttäjien joukko ja 𝑘𝑢 on solmun 𝑢 aste eli solmuun yhteydessä olevien 

kaarien lukumäärä. Nyt tuotteen 𝑖 ennustettu arvio käyttäjälle 𝑢 saadaan seuraavasti: 

 

𝑟′(𝑢, 𝑖) = ∑ 𝑤𝑖𝑗𝑟(𝑢, 𝑗)
𝑗∈𝐼

, 

 

missä 𝐼 on kaikkien tuotteiden joukko ja 𝑟(𝑢, 𝑗) on käyttäjän 𝑢 arvio tuotteelle 𝑗 eli tuot-

teen 𝑗 alkuperäinen resurssi. [Zuo et al. 2015] 

Laskennallisen kompleksisuuden vähentämiseksi käyttäjien joukko jaetaan klusterei-

hin, jotka koostuvat keskenään samankaltaisista käyttäjistä. Jokainen klusteri käsitellään 

Kuva 7. ProbS-menetelmän resurssien jako kaksijakoisessa graafissa, jossa 

tuotteita merkitään neliöillä ja käyttäjiä ympyröillä. Kohdekäyttäjää merkitään 

punaisella ympyrällä. [Zuo et al. 2015] 
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erikseen, ja menetelmä tuottaa samanaikaisesti suositukset kaikille klusterin käyttäjille.  

Käyttäjien 𝑢 ja 𝑣 samankaltaisuuden 𝑠𝑖𝑚(𝑢, 𝑣) määrittämiseen käytetään kosinietäisyy-

teen perustuvaa samankaltaisuutta  

 

𝑠𝑖𝑚(𝑢, 𝑣) =
𝑟 𝑢 ∙ 𝑟 𝑣

‖𝑟 𝑢‖‖𝑟 𝑣‖
, 

 

missä 𝑟 𝑢 ja 𝑟 𝑣 ovat käyttäjien antamista arvioista muodostetut vektorit. Suositusten tark-

kuutta mitataan kaikkien klusterin käyttäjien ennustettujen arvioiden keskiarvona. Kun 

käyttäjän 𝑢 ennustettu arvio tuotteelle 𝑖 on 𝑟′(𝑢, 𝑖), saadaan klusterin 𝑆 kaikkien käyttä-

jien ennustettujen arvioiden keskiarvo seuraavasti: 

 

𝑃𝑅 =
∑ ∑ 𝑟′(𝑢, 𝑖)𝑁

𝑖=1𝑢∈𝑆

|𝑆| ∙ 𝑁
, 

 

missä 𝑁 on suosituslistan pituus. Suositusten monipuolisuutta klusterissa mitataan niiden 

kattavuutena seuraavasti: 

𝐶𝑉 =
|𝐼𝑑𝑖𝑓|

|𝐼|
, 

 

missä 𝐼𝑑𝑖𝑓 on eri tuotteet samaan klusteriin kuuluvien käyttäjien suosituslistoissa ja 𝐼 on 

kaikkien tuotteiden joukko. [Zuo et al. 2015] 

Käyttäjälle suositeltavat tuotteet muodostavat kokonaislukuarvoisen vektorin, jonka 

jokainen alkio on suositeltavan tuotteen tunnusluku. Debin et al. [2002] kehittämä 

NSGA-Ⅱ-algoritmi pyrkii tuottamaan suosituslistan kaikille klusterin käyttäjille saman-

aikaisesti, joten kromosomia eli yksittäistä ratkaisua kuvataan 𝐾 × 𝑁-ulotteisena matrii-

sina, missä 𝐾 on klusterin koko ja 𝑁 suosituslistan pituus. NSGA-Ⅱ käyttää ratkaisujen 

muodostamiseen kahta geneettistä operaatiota: risteytys (cross-over) ja mutaatio (muta-

tion). Koska sama tuote ei voi olla samalla suosituslistalla kuin kerran, tarvitaan myös 

jokin ylimääräinen operaatio, joka estää virheelliset ratkaisut. Algoritmin aloituspopulaa-

tio valitaan satunnaisesti. Risteytys-operaation suoritus tapahtuu riveittäin. Risteytys-

operaatio tunnistaa ensin vanhempien yhteiset tuotteet ja kopioi ne jälkeläiselle. Lopuille 

alleeleille suoritetaan risteytys. Jälkeläisen jokaiselle tyhjälle sijalle arvotaan luku väliltä 

[0,1]. Jos luku on suurempi kuin 0,5 saa jälkeläinen kyseisen alleelin eli tuotteen ensim-

mäiseltä vanhemmalta ja muutoin toiselta. Kuva 8 havainnollistaa risteytysoperaatiota. 

Mutaatio-operaatio kohdistuu yksilöön eli matriisin riviin. Jos rivin tuote mutatoituu, se 

korvataan toisella saatavilla olevalla tuotteella eli tuotteella, joka ei vielä kuulu kyseiseen 

riviin. NSGA-Ⅱ-algoritmilla on useita parametreja, joilla sen toimintaa voidaan säädellä. 

Zuo et al. [2015] käyttivät seuraavia arvoja: suosituslistan pituus 𝑁 = 10, populaation 
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(population) eli ratkaisujoukon koko 𝑁𝑃 = 100, risteytyksen todennäköisyys 𝑝𝑐 = 0,8, 

mutaation todennäköisyys 𝑝𝑚 =
1

𝑁
 ja sukupolvien (generation) eli iteraatioiden luku-

määrä 𝑔𝑚𝑎𝑥 = 3000. Menetelmän etuna on, että se pystyy tuottamaan samanaikaisesti 

suosituslistan kaikille klusterin käyttäjille toisin kuin perinteiset suositusalgoritmit, jotka 

tuottavat suosituksia yhdelle käyttäjälle kerrallaan. [Zuo et al. 2015] 

 

 

Kuva 8. Risteytys-operaatio. Risteytys suoritetaan ainoastaan alleeleille, joita ei ole mer-

kitty kenoviivalla. [Zuo et al. 2015] 
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5 Menetelmien lähtökohdista ja testauksesta 

 

Vertailemme tässä luvussa monipuolistamismenetelmien lähtökohtia sekä niille suoritet-

tua testausta seuraavissa tutkimuksissa: Smyth ja McClave [2001], McSherry [2002], 

Zhang ja Hurley [2008], Ziegler et al. [2004; 2005], Yu et al. [2009a; 2009b], Liu [2014], 

Park ja Tuzhilin [2008], Park [2013], Niemann ja Wolpers [2013], Adomavicius ja Kwon 

[2011; 2012], Ho et al. [2014] ja Zuo et al. [2015]. Tarkastelemme kuitenkin ensin Lathia 

et al. [2010] esittämää näkökulmaa suositusten monipuolisuuteen.  

5.1 Ajallinen monipuolisuus 

Lathia et al. [2010] esittivät erilaisen näkökulman suositusten monipuolisuuteen. He tar-

kastelivat suositusten monipuolisuutta suhteessa aikaan. Suositusten monipuolisuutta tar-

kastelevat määreet ja menetelmät eivät tyypillisesti huomioi sitä, muuttuvatko käyttäjälle 

esitettävät suosituslistat vai suositellaanko käyttäjälle samoja tuotteita yhä uudelleen. Lat-

hia et al. [2010] tarkastelivat suositusalgoritmien tuottamien suositusten monipuolisuutta 

juuri tästä näkökulmasta ja nimittivät tätä ajalliseksi monipuolisuudeksi (temporal diver-

sity). Suositusjärjestelmissä data muuttuu jatkuvasti, kun uusia käyttäjiä ja tuotteita liittyy 

järjestelmään ja käyttäjät antavat uusia arvioita tuotteille. Lathia et al. [2010] korostivat, 

että näiden datan muutosten tulisi näkyä muutoksina myös suosituksissa. Suositusten ajal-

lisen monipuolisuuden merkitystä perusteltiin myös kyselytutkimuksella, jossa käyttäjät 

arvioivat viisi heille esitettyä suosituslistaa. Osassa testitapauksista listat pysyivät samana 

ja osassa ne muuttuivat. Lisäksi osassa tapauksista listat muodostettiin täysin satunnai-

sesti. Korkeimmat arviot saivat ne listat, jotka eivät pysyneet samana, mutta eivät kuiten-

kaan olleet satunnaisesti muodostettuja. Käyttäjiltä kysyttiin myös, mitä ominaisuuksia 

he kaipaavat suositusjärjestelmiltä. Uudet suositukset ja suositusten muutos ajan myötä 

nousivat tuloksissa jopa tärkeämmiksi kuin se, kuinka tarkasti suositukset vastaavat käyt-

täjän mieltymyksiä. 

Lathia et al. [2010] tutkivat tuotepohjaisen 𝑘:n lähimmän naapurin menetelmän ja 

pääakselihajotelmaan (singular value decomposition, SVD) perustuvan matriisifaktoroin-

nin menetelmän tuottamia suosituksia. Menetelmien vertailukohtana käytettiin menetel-

mää, jossa tuotteen ennustettu arvio on sen todellisten arvioiden keskiarvo. Testausta var-

ten määritettiin ajankohta 𝑡 ja aikaikkuna 𝜇. Ensin suositusten tuottamiseen käytettiin da-

taa ennen ajankohtaa 𝑡. Seuraavaksi muuttujan 𝑡 arvoa kasvatettiin muuttujan 𝜇 arvolla 

ja suositukset tuotettiin uudestaan käyttäen dataa ennen päivitettyä ajankohtaa 𝑡. Lisäksi 

käyttäjälle muodostettiin uusi suosituslista vain, jos hän on arvioinut vähintään yhden 

tuotteen kuluneella ajanjaksolla. Tarkastelun kohteena oli, kuinka paljon eri ajankohtina 

tuotetut suositukset eroavat toisistaan. Vertailu suoritettiin Netflix Prize -aineistolla, joka 

jaettiin viiteen osaan ristiinvalidointia varten. Aloitusajankohdaksi valittiin 500 päivää 
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aineiston ensimmäisestä päivämäärästä ja aikaikkunaksi 𝜇 = 7 päivää. Aineiston data oli 

kerätty 2243 päivän ajalta, joten vertailtavia tuloksia saatiin yhteensä 249 ajankohdalta.  

Käyttäjälle kahtena eri ajankohtana tuotetun suosituslistan 𝐿1 ja 𝐿2 välistä eroa mer-

kitään 

 

𝐿2\ 𝐿1 = {𝑥 ∈ 𝐿2|𝑥 ∉ 𝐿1}. 

 

Nyt käyttäjän kahden 𝑁 suositusta sisältävän suosituslistan välinen ajallinen monipuoli-

suus määritellään seuraavasti: 

 

𝑑𝑖𝑣(𝐿1, 𝐿2, 𝑁) =
|𝐿2\ 𝐿1|

𝑁
. 

 

Määre mittaa kuitenkin vain kahden listan välistä eroa. Jos halutaan mitata käyttäjälle 

täysin uusien tuotteiden osuutta listalla 𝐿1, voidaan verrata listaa kaikkiin käyttäjälle tä-

hän mennessä suositeltuihin tuotteisiin 𝐴𝑡 

 

𝑛𝑜𝑣𝑒𝑙𝑡𝑦(𝐿1, 𝑁) =
|𝐿1\ 𝐴𝑡|

𝑁
. 

 

Määre ei kuitenkaan ota huomioon, ovatko uudet tuotteet listalla uusia järjestelmässä vai 

ainoastaan uusia käyttäjälle. Suoritetussa testissä kaikkien menetelmien keskimääräinen 

ajallinen monipuolisuus oli matala, korkeimmillaan noin 0,4. Korkeimman monipuoli-

suuden tuotti 𝑘:n lähimmän naapurin menetelmä. Suurempi käyttäjäprofiilin koko hei-

kensi monipuolisuutta. Monipuolisuutta kasvattavia tekijöitä olivat käyttäjän antamien 

arvioiden määrä listojen tuottamisen välillä sekä kyseisen aikavälin pituus. [Lathia et al. 

2010]   

Lathia et al. [2010] esittivät kolme menetelmää suositusten ajallisen monipuolisuuden 

kasvattamiseksi. Suositusten tuottamiseen käytettävää algoritmia voidaan vaihtaa siten, 

että jokaisena ajankohtana käytetään eri algoritmia kuin edellisellä. Vaihtoehtoisesti käyt-

täjän toiminta voidaan ottaa tässä huomioon ja vaihtaa algoritmia vain, jos käyttäjä on 

käyttänyt järjestelmää sen jälkeen, kun hänelle on tuotettu edellinen suosituslista. Kolmas 

vaihtoehto on käyttää suositusten tuottamiseen vain yhtä algoritmia ja tuottaa jokaiselle 

säännölliselle käyttäjälle uusi suosituslista järjestämällä suositukset uudelleen. Uudelleen 

järjestämistä varten valitaan monipuolisuuden aste 𝑑 sekä raja-arvo 𝑀 > 𝑁, kun 𝑁 on 

lopullisen suosituslistan pituus. Uusi lista muodostetaan siten, että 𝑑𝑁 alkiota listan si-

joilta [1, 𝑁] korvataan satunnaisesti valituilla alkioilla listan sijoilta [𝑁 + 1,𝑀]. Säännöl-
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liseksi käyttäjäksi Lathia et al. [2010] määrittelivät käyttäjän, joka on käyttänyt järjestel-

mää viimeisen kahden viikon aikana, kun suosituslistan päivitysten aikaväli on yksi 

viikko.  

5.2 Yksilökohtaisen monipuolisuuden menetelmät 

Smyth ja McClave [2001] nostivat ensimmäisenä esiin suositusten monipuolisuuden mer-

kityksen. Tutkimuksessaan he keskittyivät tapauskohtaisen päättelyn (case-based rea-

soning, CBR) järjestelmiin, jotka ratkaisevat ongelmia käyttämällä uudelleen ratkaisuja, 

joilla on ratkaistu aiempia ongelmia eli tallennettuja tapauksia. He vertailivat kolmea suo-

situsten monipuolisuutta edistävää algoritmia: rajoitetun satunnaisvalinnan algoritmia, 

ahnetta algoritmia ja rajoitettua ahnetta algoritmia. Algoritmien vertailukohtana käytettiin 

suositusalgoritmia, joka pyrkii tuottamaan mahdollisimman samankaltaisia tuloksia an-

nettuun kohdekyselyyn nähden. Vertailuun käytettiin www.ai-cbr.org sivuston tapaus-

kohtaisen päättelyn aineistoa, jonka toimialana on matkailu. Järjestelmän tapaukset ovat 

lomamatkoja, joilla on ominaisuuksia kuten sijainti ja kesto. Tallennetuista tapauksista 

valittiin satunnaisesti 400 tapausta, joita käytettiin kohdekyselyinä. Tulosjoukon koko 

vaihteli arvosta  𝑁 = 2 arvoon 𝑁 = 50. Tulosten tarkkuutta, eli samankaltaisuutta koh-

dekyselyyn nähden, mitattiin ominaisuuksien samankaltaisuuksien painotettuna keskiar-

vona alakohdassa 3.3.1 kuvatulla tavalla. Tulosjoukon monipuolisuutta mitattiin kaikkien 

joukon parien erilaisuuden keskiarvona, kun kahden tapauksen 𝑐𝑖 ja 𝑐𝑗 erilaisuus määri-

teltiin niiden samankaltaisuuden vastakohtana. Siis 𝑑𝑖𝑣(𝑐𝑖, 𝑐𝑗) = 1 − 𝑠𝑖𝑚(𝑐𝑖, 𝑐𝑗). Testit 

toistettiin sataan kertaan vaihtaen kohdekyselyinä käytettävien 400 tapauksen joukkoa, ja 

eri menetelmien tuottamien tulosten samankaltaisuuden ja monipuolisuuden keskiarvoja 

tulosjoukon koon 𝑁 eri arvoilla verrattiin toisiinsa. Kaikilla tulosjoukon jäsenten eri lu-

kumäärillä rajoitettu ahne algoritmi saavutti korkeimman samankaltaisuuden ja ahne al-

goritmi korkeimman monipuolisuuden. Rajoitettu ahne algoritmi suoriutui kuitenkin hy-

vin myös monipuolisuuden näkökulmasta, sillä se saavutti kaikilla tulosjoukon jäsenten 

eri lukumäärillä noin 90 % ahneen algoritmin saavuttamasta monipuolisuudesta.  

Ymmärtääkseen paremmin, miten tulosjoukon monipuolisuuden kasvu vaikuttaa tu-

losjoukon samankaltaisuuteen, Smyth ja McClave [2001] mittasivat lisäksi tulosten suh-

teellista hyötyä jakamalla tulosten monipuolisuusarvojen erotuksen tulosten samankaltai-

suusarvojen erotuksella, kun vertailukohdaksi asetettiin ainoastaan samankaltaisuuteen 

pyrkivän algoritmin tulokset. Esimerkiksi suhteellisen hyödyn arvo 1 tarkoittaa, että tu-

losten samankaltaisuus laskee yhdellä yksiköllä jokaista monipuolisuuden yhden yksikön 

kasvua kohden. Suhteellisen hyödyn tulisi olla suurempi kuin 1, jotta algoritmin voidaan 

sanoa suoriutuvan hyvin. Tällöin jokaista samankaltaisuuden laskua kohden saavutetaan 

tätä suurempi kasvu monipuolisuudessa. Sekä ahneen että rajoitetun ahneen algoritmin 

suhteellinen hyöty oli kaikilla tulosjoukon jäsenten eri lukumäärillä suurempi kuin 1 ja 

http://www.ai-cbr.org/
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keskimäärin noin 2,9. Kun tulosjoukon jäsenten lukumäärä oli alle 11, rajoitettu ahne 

algoritmi suoriutui näistä paremmin. 

Algoritmien tuottamien tulosten laadun lisäksi myös algoritmien tehokkuutta testat-

tiin. Tulosjoukon jäsenten lukumäärä asetettiin kuuteen, kohdekyselyiksi valittiin edel-

leen satunnaisesti 400 tapausta ja muiden tapausten määrä vaihteli sadasta tuhanteen. Al-

goritmien tehokkuutta mitattiin niiden suorittamien samankaltaisuuslaskentojen luku-

määränä. Ahne algoritmi suoriutui tehokkuuden näkökulmasta huomattavasti huonom-

min kuin muut algoritmit, mutta erot rajoitetun ahneen algoritmin ja rajoitetun satunnais-

valinnan algoritmin tehokkuudessa olivat hyvin vähäisiä. [Smyth ja McClave 2001] 

McSherryn [2002] mukaan suositusten monipuolisuutta on mahdollista kasvattaa me-

nettämättä niiden samankaltaisuutta kohdekyselyyn nähden, ja tässä tavoitteessa onnistu-

minen riippuu suositusmenetelmän tavasta mitata tuotteiden välistä samankaltaisuutta. 

McSherry [2002] esitti kaksi algoritmia DCR-1 ja DCR-2, joista ensimmäinen kasvattaa 

suositusten monipuolisuutta menettämättä samankaltaisuutta ja toinen sallii vain ennalta 

määritetyn menetyksen samankaltaisuudessa. Algoritmeja testattiin www.ai-cbr.org si-

vuston tapauskohtaisen päättelyn aineistolla, joka sisältää yli tuhat lomamatkaa, joita ku-

vataan ominaisuuksilla kuten loman tyyppi, sijainti ja matkustustapa. Testauksessa käy-

tettiin yksi-pois-ristiinvalidointia (leave-one-out cross-validation), jossa jokainen aineis-

ton tapaus valitaan vuorollaan kohdekyselyksi. Algoritmien tuloksia verrattiin Smythin 

ja McClaven [2001] rajoitetun ahneen algoritmin tuloksiin sekä standardiin tulosjouk-

koon SRS, joka sisältää 𝑁 kohdekyselyn kanssa samankaltaisinta tapausta. Tapausten vä-

listä samankaltaisuutta mitattiin niiden ominaisuuksien vastaavuuksien keskiarvona, ja 

tapausjoukon monipuolisuutta tapausparien erilaisuuden keskiarvona alakohdassa 3.3.1 

kuvatulla tavalla.  

Ensimmäisenä arvioitiin algoritmin DCR-1 tuottamia tuloksia. Testaus suoritettiin tu-

losjoukon jäsenten eri lukumäärillä arvosta 𝑁 = 2 arvoon 𝑁 = 10. Algoritmeja testattiin 

1 024 kyselyllä ja algoritmien tulosten monipuolisuuden ja samankaltaisuuden keskiar-

voja verrattiin toisiinsa. DCR-1-algoritmi lisäsi tulosjoukon monipuolisuutta verrattuna 

standardiin tulosjoukkoon erityisesti pienikokoisilla tulosjoukoilla, mutta rajoitetun ah-

neen menetelmän algoritmi tuotti vieläkin monipuolisempia tuloksia. DCR-1-algoritmi ei 

kuitenkaan vähentänyt tulosten samankaltaisuutta toisin kuin rajoitetun ahneen menetel-

män algoritmi. Rajoitetun ahneen menetelmän algoritmin suhteellinen hyöty oli kaikissa 

tapauksissa vähintään 3 ja korkeimmillaan pienikokoisilla tulosjoukoilla. Suhteellinen 

hyöty arvoilla 𝑁 = 2 ja 𝑁 = 3 oli 6,1 ja 4,4. DCR-1-algoritmi ei vähennä tulosjoukon 

samankaltaisuutta, joten sen suhteellista hyötyä ei voida mitata. [McSherry 2002] 

Seuraavaksi arvioitiin algoritmin DCR-2 tuottamia tuloksia, kun samankaltaisuuden 

mittaamiseen käytettiin tarkempaa määrettä. Jokaiselle aineiston tapausten ominaisuu-
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delle määritettiin samankaltaisuuden määre ja painokerroin, ja tapausten välinen saman-

kaltaisuus laskettiin ominaisuuksien samankaltaisuuden painotettuna keskiarvona. Algo-

ritmin DCR-2 samankaltaisuusintervallien leveydeksi asetettiin 𝛼 = 0,05. Tulosjoukon 

jäsenten lukumäärä vaihteli jälleen arvosta 𝑁 = 2 arvoon 𝑁 = 10 ja kohdekyselyjen 

määrä oli 1024. DCR-2-algoritmi lisäsi tulosjoukon monipuolisuutta verrattuna standar-

diin tulosjoukkoon erityisesti pienikokoisilla tulosjoukoilla, mutta monipuolisuuden 

kasvu oli edelleen pienempää kuin rajoitetun ahneen menetelmän algoritmilla. DCR-2-

algoritmi laski kuitenkin tulosjoukon samankaltaisuutta huomattavasti vähemmän kuin 

rajoitetun ahneen menetelmän algoritmi. Sen suhteellinen hyöty oli huomattavasti suu-

rempi kaikissa tapauksissa. Kummankin algoritmin suhteellinen hyöty oli korkeimmil-

laan, kun 𝑁 < 5. DCR-2-algoritmin suhteellinen hyöty oli kaikissa tapauksissa vähintään 

4, ja kun 𝑁 > 6, se oli lähes kaksinkertainen verrattuna rajoitettuun ahneen menetelmän 

algoritmiin. [McSherry 2002] 

Zhang ja Hurley [2008] mallinsivat tulosjoukon monipuolistamista neliöllisenä bi-

näärioptimointitehtävänä. Lähestymistavan etuna on, että näiden tehtävien ratkaisuun on 

valmiina olemassa useita ratkaisuja, joita voidaan käyttää eri konteksteissa. Lisäksi me-

netelmän vahvuutena on, että se pyrkii löytämään parhaan mahdollisen ratkaisun kaikkien 

mahdollisten ratkaisujen joukosta toisin kuin monet muut menetelmät, jotka vain järjes-

tävät alkiot joillakin kriteereillä ja valitsevat alkioista tulosjoukon jäsenet tuon järjestyk-

sen mukaan.  

Zhang ja Hurley [2008] testasivat menetelmää Movielens-aineistolla, jossa on mil-

joona arviota, jotka 6 040 käyttäjää ovat antaneet 3 900 elokuvalle. Aineisto on hyvin 

harva, sillä annettujen arvioiden lukumäärä on vain noin 4 % kaikkien mahdollisten arvi-

oiden lukumäärästä. Samankaltaisuuden laskennassa ei oteta huomioon annetun arvion 

arvoa, vaan mikä tahansa arvio tulkitaan osoituksena elokuvan kiinnostavuudesta käyttä-

jälle. Testausta varten aineisto jaetaan harjoitusaineistoon 𝑌𝑇 ja testiaineistoon 𝑌𝑃 siten, 

että kumpikin sisältää 50 % käyttäjäprofiileista. Harjoitusaineistosta muodostetaan tuot-

teiden samankaltaisuusmatriisi, ja tuotteiden välinen samankaltaisuus lasketaan kosi-

nietäisyyteen perustuvana samankaltaisuutena. Testiaineistosta valitaan satunnaisesti 

joukko käyttäjäprofiileja, ja jokaisesta valitusta käyttäjäprofiilista 𝑃𝑢 poistetaan 𝛾|𝑃𝑢| tuo-

tetta, kun 𝛾 ∈ [0,1]. Tuotteet järjestetään niiden uutuusarvon (novelty) mukaan, ja pois-

tettavat tuotteet valitaan satunnaisesti  𝜇|𝑃𝑢| korkeimman arvon saaneen tuotteen jou-

kosta. Parametri 𝜇 ∈ [0,1] edustaa suositusten muodostamisen vaikeutta. Käyttäjäprofii-

lista poistettuja tuotteita nimitetään profiilin testiaineistoksi, jota merkitään 𝑇𝑢(𝜇). Käyt-

täjälle 𝑢 muodostetaan 𝑁 kappaletta suosituksia jäljelle jäävästä testiaineistosta 𝑌𝑃. Suo-

situsten tarkkuus määritellään nyt seuraavasti: 
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𝜌(𝜇) = ∑
|𝑇𝑢(𝜇) ∩ 𝐿(𝑢)|

𝑁|𝑈|
,

𝑢∈𝑈

 

 

missä 𝑈 on testattujen käyttäjien joukko ja 𝐿(𝑢) on käyttäjälle 𝑢 muodostettu suositus-

lista. 

Ensimmäisenä arvioitiin menetelmän soveltamista suositusten ehdokasjoukon 𝐶𝐼 va-

lintaan kaikista mahdollisista tuotteista 𝐼 \ 𝑃𝑢, kun ehdokasjoukon jäsenten lukumääräksi 

asetettiin 𝑙 = 500. Ehdokasjoukko muodostettiin kaikille testattaville käyttäjille paramet-

rin 𝜃 eri arvoilla, ja arvioitiin tulosten monipuolisuuden ja tarkkuuden keskiarvoja. Tu-

loksia verrattiin menetelmään, jossa ehdokasjoukoksi valittiin satunnaisesti 𝑙 = 500 tuo-

tetta kaikista mahdollisista tuotteista 𝐼 \ 𝑃𝑢. Lisäksi vertailussa oli mukana SUGGEST-

algoritmilla [Karypis 2001] tuotettu ehdokasjoukko. SUGGEST-algoritmi muodostaa eh-

dokasjoukon jokaisen käyttäjäprofiilin tuotteen kahdenkymmenen samankaltaisimman 

tuotteen leikkauksesta niin, että ehdokasjoukossa on kuitenkin tässä tapauksessa 𝑙 = 500 

tuotetta. Tulokset osoittivat, että parametrilla 𝜃 voidaan hallita tulosjoukon monipuoli-

suutta ja tarkkuutta. Erityisesti kun 𝜃 ∈ [0,5, 0,8], tulosten monipuolisuus laski ja tark-

kuus nousi huomattavasti parametrin arvon kasvaessa. Seuraavaksi arvioitiin menetelmän 

tuottamia suosituksia, kun ehdokasjoukko muodostettiin edeltävällä tavalla SUGGEST-

algoritmilla ja suosituslistan 𝐿 jäsenten lukumääräksi asetettiin 𝑁 = 20. Suosituslista 

muodostettiin jälleen parametrin 𝜃 eri arvoilla ja arvioitiin tulosten tarkkuutta ja moni-

puolisuutta. Parametrilla onnistuttiin jälleen hallitsemaan tulosten tarkkuutta ja monipuo-

lisuutta. Tulosten monipuolisuus laski ja tarkkuus nousi huomattavasti parametrin arvon 

kasvaessa, kun 𝜃 ∈ [0,5, 0,9]. [Zhang ja Hurley 2008] 

Lisäksi menetelmän tuottamia suosituksia arvoilla 𝜃 = 0,0 ja 𝜃 = 0,7 verrattiin 

SUGGEST-algoritmin muodostamiin suosituksiin sekä menetelmään, jossa suosituslistan 

𝐿 tuotteet valitaan ehdokasjoukosta satunnaisesti. Profiilin testiaineisto muodostettiin ar-

volla 𝛾 = 0,1 ja parametrin 𝜇  eri arvoilla [𝛾, 1,0]. Eri menetelmien tuottamien suositusten 

tarkkuutta 𝜌(𝜇) arvioitiin ja verrattiin toisiinsa. Kun 𝜇 ≤ 0,3, SUGGEST-algoritmin tuot-

tamien suositusten tarkkuus oli 𝜌(𝜇) = 0. Tarkkuus pysyi hyvin lähellä nollaa arvoon 

𝜇 = 0,5 asti. Mitä korkeammaksi suositustehtävän vaikeutta nostettiin, sitä huonommin 

SUGGEST-algoritmi suoriutui. Monipuolistamismenetelmä arvolla 𝜃 = 0,0 ja satunnais-

valintaan perustuva menetelmä tuottivat keskenään hyvin samankaltaisia tuloksia. Para-

metrin 𝜇 pienillä arvioilla ne onnistuivat paremmin kuin SUGGEST-algoritmi. Arvolla 

𝜃 = 0,7 monipuolistamismenetelmä tuotti huomattavasti parempia tuloksia kuin SUG-

GEST-algoritmi. [Zhang ja Hurley 2008] 

Zieglerin et al. [2004] lähtökohtana oli hyödyntää suositusmenetelmässään taksono-

mista tietoa, joka monessa järjestelmässä on jo valmiiksi rakennettuna tuotteiden luokit-

telua varten. Esimerkiksi verkkokauppa Amazon tarjoaa kattavan ja yksityiskohtaisen 
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luokittelun kirjoille, jotka on julkaistu yleisimmillä kielillä, kuten englanti, espanja, 

ranska ja saksa. Luokittelu sisältää yli 13 500 hierarkkisesti järjestettyä luokkaa. Luokit-

telua hyödyntäen pystytään käsittelemään hyvin suuriakin aineistoja. Esitetty menetelmä 

pyrkii myös ratkaisemaan ongelman, joka liittyy useisiin suositusmenetelmiin. Useat suo-

situsmenetelmät toimivat tehokkaasti tiheillä aineistoilla, joissa arviot ovat eksplisiittisiä. 

Usein aineistot ovat kuitenkin harvoja eli annettujen arvioiden osuus kaikista mahdolli-

sista arvioista on pieni. Hyödyntämällä Pazzanin [1999] paradigmaa yhteistoiminnalli-

suudesta sisällön välityksellä menetelmä pyrkii löytämään samankaltaisia käyttäjiä, 

vaikka heillä ei olisi yhtäkään yhteistä arvioitua tuotetta. Yhteistoiminnallisessa suoda-

tuksessa käyttäjien profiilivektorit muodostetaan heidän antamistaan arvioista tuotteille, 

kun taas taksonomiseen tietoon perustuvassa menetelmässä ne muodostetaan pistemää-

ristä, jotka määritetään käyttäjän kiinnostukselle niitä luokkia kohtaan, jotka kuvaavat 

hänen arvioimiaan tuotteita. Näin voidaan löytää samankaltaisia käyttäjiä, vaikka heillä 

ei olisi yhtäkään yhteistä arvioitua tuotetta.  

Yksi Zieglerin et al. [2005] lähtökohdista oli tarkastella suosituslistoja omina koko-

naisuuksinaan eikä niinkään yksittäisten itsenäisten suositusten joukkona. Heidän esittä-

mänsä ILS-määre pyrkii nimenomaan mittaamaan koko listan sisäistä monipuolisuutta. 

Heidän tutkimuksensa sisälsi kyselyn, jossa BookCrossing-sivuston käyttäjät arvioivat 

heille tuotetun suositeltavien kirjojen listan. Kyselytutkimukseen osallistui kolmen viikon 

aikana 2125 käyttäjää, joista jokaiselle esitettiin kymmenen kirjan suosituslista. Käyttäjät 

arvioivat asteikolla yhdestä viiteen jokaisen yksittäisen suosituksen kiinnostavuutta, lis-

tan kattamaa osuutta heidän lukumieltymyksistään sekä heidän tyytyväisyyttään listaan 

kokonaisuutena. Yksittäisen suosituksen arvioinnissa arvio 5 merkitsi sitä, että käyttäjä 

oli jo lukenut kyseisen kirjan. Ziegler et al. [2005] tutkivat listan kokonaisarvosanan riip-

puvaisuutta listan kattavuudesta ja yksittäisten suositusten arvioiden keskiarvosta usean 

muuttujan regressioanalyysilla. Tulokset osoittivat, että listan kokonaisarvosanalla on ti-

lastollinen korrelaatio yksittäisten suositusten arvioiden keskiarvon ja listan kattavuuden 

kanssa. Ziegler et al. [2005] pyrkivät tällä osoittamaan, että ainoastaan suositusten tark-

kuus ei riitä takaamaan käyttäjän tyytyväisyyttä suosituksiin, vaan myös listan monipuo-

lisuudella on siihen vaikutusta.  

Zieglerin et al. [2005] esittämä menetelmä pyrkii ratkaisemaan Alin ja van Stamin 

[2004] portfolioilmiöksi nimeämän ongelman siitä, että järjestelmä ei huomioi suosituk-

sissaan kaikkia käyttäjän kiinnostuksen kohteita, vaan tuottaa ominaisuuksiltaan hyvin 

samankaltaisia suosituksia. Zieglerin et al. [2005] monipuolistamismenetelmää voidaan 

käyttää yhdessä minkä tahansa muun suositusalgoritmin kanssa. Kyselytutkimuksen li-

säksi he testasivat menetelmäänsä BookCrossing-sivuston aineistolla. Aineisto kerättiin 

neljän viikon ajalta ja se koostui 278 858 käyttäjästä, 1 157 112 arviosta ja 271 379 kirjan 

ISBN-tunnuksesta. Kirjojen ominaisuuksista muodostettiin taksonomia, joka koostui 
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13 525 erillisestä luokasta ja 466 573 aihekuvauksesta. Taksonomian muodostamiseen 

tarvittiin tietoa kirjojen ominaisuuksista, jota onnistuttiin löytämään 175 721 kirjasta. Ai-

neiston esikäsittelyssä aineistosta poistettiin kirjat, joilla ei ollut yhtäkään aihekuvausta. 

Lisäksi aineistosta poistettiin kirjat, joilla oli alle 20 arviota sekä käyttäjät, joilla oli alle 

5 arviota. Lopullinen aineisto koostui 10 339 käyttäjästä, 6 708 kirjasta ja 361 349 arvi-

osta.  

Monipuolistamismenetelmää käytettiin yhteensä kahteenkymmeneen suosituslistaan, 

joista kymmenen oli muodostettu tuoteperusteisella yhteistoiminnallisella suodatuksella 

ja toiset kymmenen käyttäjäperusteisella yhteistoiminnallisella suodatuksella. Testauk-

sessa jokaisen käyttäjän suositusten arviointiin käytettiin 𝑘-kertaista ristiinvalidointia (𝑘-

fold cross-validation) parametrilla 𝑘 = 4 eli jokaisesta käyttäjäprofiilista neljäsosa arvi-

oista toimi vuorollaan testiaineistona ja loput harjoitusaineistona. Jokaisesta 41 356 eri-

laisesta harjoitusaineistosta muodostettiin kaksikymmentä kymmenen suosituksen listaa, 

jotka tuotettiin käyttämällä monipuolistamismenetelmää monipuolistamiskertoimen Θ𝐹 

eri arvioilla sekä tuoteperusteisella että käyttäjäperusteisella yhteistoiminnallisella suo-

datuksella muodostettuun viidenkymmenen suosituksen listaan. Tarkastelun kohteena oli, 

kuinka tulosjoukon monipuolisuus ILS-määreellä mitattuna sekä tarkkuus ja herkkyys 

käyttäytyvät, kun kertoimen Θ𝐹 arvoa kasvatetaan arvosta 0,1 arvoon 0,9. Lisäksi tarkas-

teltiin, kuinka moni listan jäsen pysyy samana alkuperäiseen listaan verrattuna, kun ker-

toimen Θ𝐹 arvoa kasvatetaan. Sekä tuoteperusteisen että käyttäjäperusteisen yhteistoi-

minnallisen suodatuksen tapauksessa suosituslistojen tarkkuus ja herkkyys laskivat mutta 

monipuolisuus kasvoi, kun kertoimen Θ𝐹 arvoa kasvatettiin. Monipuolistamismenetel-

män vaikutus tuoteperusteiseen yhteistoiminnalliseen suodatukseen oli suurempi kuin 

käyttäjäperusteiseen yhteistoiminnalliseen suodatukseen. [Zieglerin et al. 2005] 

Yun et al. [2009b] tavoitteena oli esittää monipuolistamismenetelmä, joka ei tarvitse 

tietoa tuotteiden ominaisuuksista, koska sitä ei aina ole saatavilla tai sen hakeminen ai-

noastaan suositusten monipuolistamista varten voi olla laskennallisesti kallista. Esimer-

kiksi URL-osoitteita del.icio.us-sivustolla, kuvia Flickr-palvelussa ja videoita YouTube-

sivustolla kuvataan niihin liitetyillä avainsanoilla, jotka ovat käyttäjien antamia ja eroavat 

siten varsinaisista tuotekuvauksista. Yu et al. [2009b] esittivät menetelmän, jossa tuotteen 

kuvaus eli selitys muodostetaan käyttäjien tuotteille antamista arvioista. Yu et al. [2009b] 

vertasivat kahden esittämänsä selityksiin perustuvan menetelmän tuottamia suosituslis-

toja ominaisuuksiin perustuvan monipuolistamismenetelmän tuottamaan suosituslistaan. 

He käyttivät testaukseen Yahoo! Movies -aineistoa vuodelta 2005, jossa arvioit ovat as-

teikolla 0-100, ja jokaiseen elokuvaan on liitetty ominaisuuksia kuten genre, näyttelijä, 

ohjaaja ja käsikirjoittaja. Jaccardin samankaltaisuudella sekä muokattuun Kendallin tau -

etäisyyteen perustuvalla samankaltaisuudella mitattuna selityksiin perustuvat menetelmät 
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tuottavat hyvin samankaltaisia suosituksia kuin ominaisuuksiin perustuva menetelmä. Li-

säksi selityksiin perustuvat menetelmät ovat tehokkaampia kuin ominaisuuksiin perus-

tuva menetelmä. 

Yun et al. [2009a] tavoitteena oli löytää tehokkaita algoritmeja suositusten ja selitys-

ten muodostamiseen tuotteille suurissa aineistoissa sekä suositusten tarkkuuden ja moni-

puolisuuden välisen tasapainon hallintaan. He testasivat esittämiään algoritmeja kahdella 

aineistolla. Sivustolla del.icio.us käyttäjät voivat jakaa selaimen kirjanmerkkejään ja liit-

tää niihin avainsanoja. Sivuston aineistossa jokaiselle käyttäjän merkitsemälle kirjanmer-

kille annettiin implisiittinen arvio 1,0. Aineisto kerättiin kuukauden ajalta ja se sisälsi 

yhteensä 413 000 käyttäjää, 3,7 miljoonaa tuotetta ja 6,5 miljoonaa arviota. Y! Movies 

on sivusto, jolla käyttäjät voivat arvioida elokuvia asteikolla 0-100. Aineistossa arviot 

muutettiin välille [0,0, 1,0]. Aineisto oli vuodelta 2005 ja sisälsi 3,3 miljoonaa käyttäjää, 

52 000 elokuvaa ja 21 miljoonaa arviota.  

Yu et al. [2009a] vertasivat implisiittisen käyttäjien välisen samankaltaisuusverkos-

ton muodostamiseen kehittämäänsä tuoteperusteista algoritmia naiviin algoritmiin, joka 

muodostaa verkoston vertaamalla kaikkia käyttäjiä toisiinsa. Tuoteperusteista algoritmia 

testattiin samankaltaisuuden raja-arvon eri arvoilla. Sivuston del.icio.us aineistossa käyt-

täjien 𝑢 ja 𝑣 välinen samankaltaisuus laskettiin Jaccardin samankaltaisuutena 

 

𝑠𝑖𝑚(𝑢, 𝑣) =
|𝑈𝑅𝐿𝑠(𝑢) ∩ 𝑈𝑅𝐿𝑠(𝑣)|

|𝑈𝑅𝐿𝑠(𝑢) ∪ 𝑈𝑅𝐿𝑠(𝑣)|
, 

 

missä 𝑈𝑅𝐿𝑠(𝑢) on käyttäjän 𝑢 arvioimat kirjanmerkit ja 𝑈𝑅𝐿𝑠(𝑣) on käyttäjän 𝑣 arvioi-

mat kirjanmerkit. Y! Movies -aineistossa käytettiin muokattua Jaccardin samankaltai-

suutta 

 

𝑠𝑖𝑚(𝑢, 𝑣) =
|𝑚𝑜𝑣𝑖𝑒𝑠(𝑢) ⊖ 𝑚𝑜𝑣𝑖𝑒𝑠(𝑣)|

|𝑚𝑜𝑣𝑖𝑒𝑠(𝑢) ∪ 𝑚𝑜𝑣𝑖𝑒𝑠(𝑣)|
,  

 

missä käyttäjien 𝑢 ja 𝑣 arvioima elokuva täyttää ehdon ⊖, jos arvioiden välinen ero on 

enintään 30 yksikköä asteikolla 0-100. Jokainen testitapaus suoritettiin kolmesti, ja tulos-

ten keskiarvoja verrattiin toisiinsa. Tuoteperusteinen algoritmi osoittautui suorituskyvyl-

tään huomattavasti tehokkaammaksi kuin naiivi algoritmi. Se onnistui pienimmälläkin 

samankaltaisuuden raja-arvolla käymään kummankin aineiston läpi muutamassa minuu-

tissa, kun naiivi algoritmi ei onnistunut käymään kumpaakaan aineistoa läpi vuorokau-

dessa. Tuoteperusteisen algoritmin suoritusaika kasvoi, kun raja-arvoa laskettiin ja käyt-

täjien välisiä linkkejä löydettiin enemmän. Algoritmin suoritus pysyi kuitenkin tehok-

kaana, kunhan sen muodostama käyttäjien verkosto pysyi harvana.  
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Y! Movies -aineistossa esiintyi kuitenkin noin tuhat hyvin suosittua elokuvaa, joilla 

on erittäin suuri määrä arvioita. Jopa viidellä tällaisella elokuvalla saattoi olla satoja tu-

hansia käyttäjiä, jotka olivat arvioineet ne kaikki. Tuoteperusteinen algoritmi ei kyennyt 

karsimaan näiden käyttäjien välisten vertailujen määrää. Tutkimuksessa ongelma ratkais-

tiin siten, että kaikille niille käyttäjille, jotka olivat arvioineet minkä tahansa näistä erittäin 

suosituista elokuvista, annettiin oletusarvo samankaltaisuudesta kaikkien muiden käyttä-

jien kanssa, jotka olivat arvioineet minkä tahansa erittäin suositun elokuvan ja tämä arvo 

suhteutettiin kyseisen käyttäjän arvioimien erittäin suosittujen elokuvien lukumäärään. 

Lopuissa testeissä käytettiin samankaltaisuuden raja-arvoa 0.1. [Yu et al. 2009a] 

Seuraavaksi Yu et al. [2009a] arvioivat, kuinka paljon selitysten muodostaminen tuot-

teille kuormittaa suositusten muodostamisen prosessia. Koska suositusten ja selitysten 

muodostamisen kustannukset vaihtelevat käyttäjittäin riippuen heidän samankaltaisuus-

verkostonsa jäsenten määrästä, otetaan se huomioon arvioinnissa. Mitä enemmän käyttä-

jän verkostossa on jäseniä, sitä enemmän hänelle on mahdollisia suositeltavia tuotteita, 

joiden käsittely lisää kustannuksia. Käyttäjät jaettiin heidän verkostonsa koon mukaan 

viiteen ryhmään. Ensimmäisessä ryhmässä olivat ne käyttäjät, joilla oli eniten jäseniä ver-

kostossaan ja viimeisessä ne käyttäjät, joilla oli vähiten jäseniä verkostossaan. Seuraa-

vaksi toinen ja neljäs ryhmä jätettiin huomioimatta ja lopuista ryhmistä valittiin 1 % käyt-

täjistä mukaan lopullisiin ryhmiin, joille arviointi suoritettiin. Arvioinnissa verrattiin kol-

mea menetelmää: suositusten muodostamista ilman selityksiä, selitysten muodostamista 

suositusten jälkeen sekä selitysten ja suositusten muodostamista samanaikaisesti. Kum-

massakin aineistossa käyttäjille muodostettavien suositusten ja selitysten määrä oli pienin 

ryhmässä, jossa verkoston koko oli pienin ja vastaavasti suurin ryhmässä, jossa verkoston 

koko oli suurin. Selitysten muodostaminen suositusten kanssa samanaikaisesti integroi-

tuna vaiheena lisäsi suoristusaikaa jokaisessa ryhmässä vähemmän kuin selitysten muo-

dostaminen suositusten jälkeen erillisenä vaiheena. 

Viimeisenä arvioitiin selityksiin perustuvan monipuolistamismenetelmän tehok-

kuutta ahneella algoritmilla ja Swap-algoritmilla kahdessa isomman verkoston ryhmässä. 

Pienimmän verkoston ryhmässä käyttäjille muodostettavien suositusten määrä oli niin 

pieni, että ryhmä jätettiin pois arvioinnista. Kumpikin algoritmi suoriutui kohtuullisessa 

ajassa ja Swap-algoritmi hieman nopeammin kuin ahne algoritmi, sillä se käy suositus-

listan läpi ainoastaan kerran. Kumpikin algoritmi onnistui kasvattamaan suosituslistan 

monipuolisuutta menettäen kuitenkin samalla sen tarkkuutta. Erityisesti Swap-algo-

ritmilla tarkkuus laski joissakin tapauksissa merkittävästi. [Yu et al. 2009a] 

Useat monipuolistamismenetelmät toimivat siten, että ne määrittävät ensin suositus-

ten ehdokasjoukon, joka on kooltaan suurempi kuin haluttu tulosjoukko ja valitsevat tu-

losjoukon tästä ehdokasjoukosta vertaamalla eri vaihtoehtojen tarkkuutta ja monipuoli-

suutta. Liun [2014] mukaan tulosten monipuolisuutta ei kuitenkaan voida tehokkaasti 



-58- 

 

kasvattaa, jos kohdekäyttäjän suositusten muodostamiseen käytettävä naapurikäyttäjien 

joukko säilyy samana. Hän esitti menetelmän, jossa käyttäjät jaetaan intressiyhteisöihin, 

joiden jäsenillä on samankaltaisia kiinnostuksen kohteita. Kohdekäyttäjän intressiyhtei-

söstä valitaan hänelle mahdollisimman monipuolinen naapurikäyttäjien joukko, jota käy-

tetään suositusten muodostamiseen. Menetelmää testattiin rajallisella aineistolla. Testiai-

neistossa oli ainoastaan 20 käyttäjää, jotka olivat käyttäneet turisteille tarkoitettua mobii-

lisovellusta vuoden 2012 loka- ja marraskuun aikana. Suositusten tarkkuuden mittaami-

seen käytettiin keskivirheen itseisarvoa ja monipuolisuuden mittaamiseen ILS-määrettä. 

Ensin menetelmää testattiin monipuolisuuskertoimella λ=0,5 ja suosituslistan jäsenten eri 

lukumäärillä 5, 10, 15, 20, 25 ja 30. Tulosten keskivirheen itseisarvo sijoittui välille 0,6-

0,7 ja ILS-arvo välille 0,3-0,6. Kun suosituslistan jäsenten lukumäärää kasvatettiin, kes-

kivirheen itseisarvo kasvoi ja ILS-arvo laski. Tulosten tarkkuus siis laski, mutta moni-

puolisuus kasvoi. Seuraavaksi menetelmää testattiin monipuolisuuskertoimen eri arvoilla 

0,1, 0,3, 0,5, 0,7 ja 0,9 sekä suosituslistan jäsenten eri lukumäärillä vastaavasti kuin 

edellä. Kertoimen arvon kasvaessa tulosten monipuolisuus kasvoi ja tarkkuus laski. Eri-

tyisesti kertoimen arvoilla 0,5-0,9 tarkkuuden lasku oli huomattavasti pienempää kuin 

saavutettu monipuolisuuden kasvu.  

5.3 Yhteisökohtaisen monipuolisuuden menetelmät 

Useat suositusmenetelmät eivät pysty tuottamaan suosituksia tuotteille, joilla on vain vä-

hän käyttäjien antamia arvioita. Uusien tuotteiden tapauksessa tätä ongelmaa on nimitetty 

kylmän alun ongelmaksi (cold start problem). Kylmän alun suositusongelmaa on usein 

pyritty ratkaisemaan sisältöperusteisin menetelmin. Park ja Tuzhilin [2008] nimittivät vä-

häisesti arvioitujen tuotteiden, eli pitkän hännän tuotteiden, suositusten ongelmallisuutta 

pitkän hännän suositusongelmaksi. Heidän tavoitteenaan oli esittää ongelman ratkaise-

miseksi menetelmä, joka hyödyntää tuotteiden ryhmittelyä niiden sisällön sijaan.  

Parkin ja Tuzhilinin [2008] esittämä CT-menetelmä jakaa tuotteet suosittuihin tuot-

teisiin ja pitkän hännän tuotteisiin. Pitkän hännän tuotteet klusteroidaan, ja jokaiselle 

klusterille rakennetaan tiedonlouhintamalli, joka tuottaa käyttäjille ennustetut arviot klus-

terin tuotteille. Menetelmää testattiin kahdella aineistolla: MovieLens ja BookCrossing. 

MovieLens-ainesto sisälsi 100 000 arviota 943 käyttäjältä 1 682 elokuvalle asteikolla 1-

5. BookCrossing-aineisto sisälsi 1 149 780 arviota 278 858 käyttäjältä 271 379 kirjalle. 

Testitapaukset muodostuivat yhdeksästä eri tiedonlouhintamallista, viidestä eri joukosta 

kohdassa 4.2 esiteltyjä muuttujia, eri kokoisista klustereista ja eri frekvenssin raja-ar-

voista pitkän hännän tuotteille. Suositusten laatua arvioitiin RMSE- ja MAE-määreillä.  

Testauksessa CT-menetelmää verrattiin EI- ja TC-menetelmiin. EI-menetelmä ei jaa 

tuotteita klustereihin, vaan rakentaa tiedonlouhintamallin jokaiselle yksittäiselle tuot-

teelle. TC-menetelmä puolestaan klusteroi koko tuotejoukon, eikä ainoastaan pitkän hän-

nän tuotteita. Testit osoittivat, että TC-menetelmä tuottaa laadultaan parempia suosituksia 
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kuin EI-menetelmä. Erityisesti pitkän hännän tuotteiden suositusten virhe oli selvästi pie-

nempi TC-menetelmällä. TC-menetelmä oli kuitenkin tehokkuudeltaan hyvin huono. CT-

menetelmä puolestaan tuotti laadultaan selvästi parempia suosituksia kuin EI-menetelmä 

ja vain hieman huonompia kuin TC-menetelmä, mutta oli huomattavasti tehokkaampi 

kuin jälkimmäinen. Pitkän hännän tuotteiden raja-arvon α ja klusterien lukumäärän 𝑘 va-

linnalla oli kuitenkin merkittävä vaikutus CT-menetelmän virheen suuruuteen. [Park ja 

Tuzhilin 2008] 

Myös Parkin [2013] tavoitteena oli esittää menetelmä pitkän hännän suositusongel-

man ratkaisemiseksi. Parkin ja Tuzhilinin [2008] esittämän CT-menetelmän tapaan myös 

Parkin [2013] esittämä AC-menetelmä perustuu pitkän hännän tuotteiden klusterointiin. 

AC-menetelmä käy tuotteet läpi yksitellen ja suorittaa klusteroinnin jokaiselle tuotteelle, 

jolla on vähemmän kuin α annettua arviota. Klusteriin lisätään tuotteita, kunnes klusterin 

tuotteilla on yhteensä vähintään α annettua arviota. Jokaiselle tuotteelle rakennetaan oma 

tiedonlouhintamalli, joka tuottaa käyttäjien ennustetut arviot tuotteelle, mutta tiedon-

louhintamallin rakentamiseen käytetään kaikkia tuotteen mahdollisen klusterin arvioita.  

 Menetelmää testattiin MovieLens- ja BookCrossing-aineistolla. Aineistojen esikäsit-

telyssä niistä poistettiin tuotteet, joilla oli alle 10 annettua arviota. Esikäsittelyn jälkeen 

MovieLens-aineisto sisälsi 998 539 arviota 3 260 elokuvalle ja BookCrossing-aineisto si-

sälsi 11 990 arviota 552 kirjalle. AC-menetelmää verrattiin EI- ja TC-menetelmiin eri 

testitapauksilla, jotka muodostuivat viidestä eri tiedonlouhintamallista, kolmesta eri jou-

kosta käyttäjiin ja tuotteisiin liittyviä muuttujia sekä kahdesta eri suositusten laadun arvi-

ointimääreestä: RMSE ja MAE. Lisäksi TC-menetelmää testattiin klusterien eri lukumää-

rillä ja AC-menetelmää raja-arvon α eri arvoilla. Tulokset osoittivat, että AC-menetelmä 

tuottaa suosituksia, joiden virhe on pienempi kuin EI-menetelmällä. Ero virheiden suu-

ruudessa korostui erityisesti pitkän hännän tuotteilla. Lisäksi AC-menetelmä tuotti use-

assa tapauksessa suosituksia pienemmällä virheellä kuin TC-menetelmä ja käytti vähem-

män dataa tiedonlouhintamallin rakentamiseen. Pienempi käytetty datamäärä saattaa mer-

kitä parempaa tehokkuutta, mutta menetelmien tehokkuus jätettiin testaamatta, eikä tätä 

oletusta siten varmistettu. [Park 2013] 

Niemannin ja Wolpersin [2013] tavoitteena oli esittää suositusten yhteisökohtaista 

monipuolisuutta parantava menetelmä, joka pyrkii parantamaan erityisesti vähemmän 

suosittujen tuotteiden arvioiden ennustamista. Menetelmä ei tarvitse semanttista tietoa 

tuotteista, vaan tuotteen kuvauksena käytetään niitä tuotteita, joiden kanssa se esiintyy 

merkittävän usein yhdessä. Näin myös vähemmän suosituille tuotteille voidaan löytää sa-

mankaltaisia tuotteita, ja siten parantaa ennustettujen arvioiden tarkkuutta näille tuot-

teille.  

UC-BCF-menetelmää testattiin kahdella aineistolla. MovieLens-aineisto sisälsi mil-

joona arviota 6 040 käyttäjältä 3 952 elokuvalle asteikolla 1-5 ja Netflix-aineisto sisälsi 
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1 863 197 arviota 9 006 käyttäjältä 17 208 elokuvalle. Testauksessa testiaineistoon ei 

otettu mukaan käyttäjiä, jotka olivat antaneet alle 20 arviota. Nämä käyttäjät sisällytettiin 

harjoitusaineistoon. Suositusten yhteisökohtaista monipuolisuutta mitattiin kaikille käyt-

täjille suositeltujen tuotteiden lukumääränä, mutta mukaan laskettiin ainoastaan ne suo-

sitellut tuotteet, joille suosituksen saanut käyttäjä oli todellisuudessa antanut korkean ar-

vion. Suositusten tarkkuutta mitattiin kaikkien käyttäjien suositusten tarkkuuden keskiar-

vona ja pitkän hännän tuotteiden mahdollisuutta tulla suositelluksi EPC-määreellä. [Nie-

mann ja Wolpers 2013] 

Niemann ja Wolpers [2013] testasivat menetelmää kolmella eri assosiaatiomääreellä, 

tuotetta kuvaavan vektorin koon 𝑘 eri arvoilla sekä erikokoisilla suosituslistoilla. Mene-

telmää verrattiin käyttäjä- ja tuoteperusteiseen yhteistoiminnalliseen suodatukseen sekä 

useisiin matriisifaktoroinnin menetelmiin. UC-BCF-menetelmä pystyi kasvattamaan suo-

siteltavien tuotteiden lukumäärää muihin menetelmiin verrattuna. Tuotetta kuvaavan vek-

torin koon 𝑘 kasvaessa suositeltavien tuotteiden lukumäärä laski. Samalla suositusten 

tarkkuus kasvoi välille 𝑘 = 30 ja 𝑘 = 50 asti, jonka jälkeen se laski jälleen. EPC-mää-

reellä mitattuna UC-BCF-menetelmä kasvatti pitkän hännän tuotteiden mahdollisuutta 

tulla suositelluksi. Kaikilla kolmella suositusten laadun arviointimääreellä arvioituna par-

haiten suoriutui UC-BCF-menetelmä, jonka assosiaatiomääreenä oli χ2 𝑐𝑜𝑟𝑟 ja vektorin 

koko 𝑘 = 25.  

Adomavicius ja Kwon [2012] esittivät useita tuotteiden uudelleen järjestämisen me-

netelmiä suositusten yhteisökohtaisen monipuolisuuden parantamiseksi. Menetelmien 

eduiksi he mainitsivat tehokkuuden ja parametrisoitavuuden. Lisäksi niitä voidaan sovel-

taa mihin tahansa suositusmenetelmään, eivätkä ne tarvitse arvioiden lisäksi muuta tietoa 

käyttäjistä tai tuotteista. He testasivat uudelleen järjestämisen menetelmiä MovieLens-, 

Netflix- ja Yahoo! Movies -aineistolla. Aineistot esikäsiteltiin siten, että mukaan otettiin 

vain käyttäjät ja tuotteet, joilla on merkittävä määrä arvioita. Esikäsittelyn jälkeen Mo-

vieLens-aineistossa oli 775 176 arviota 2 830 käyttäjältä 1 919 tuotteelle, Netflix-aineis-

tossa 1 067 999 arviota 3 333 käyttäjältä 2 091 tuotteelle ja Yahoo! Movies -aineistossa 

53 622 arviota 1 349 käyttäjältä 721 tuotteelle. Jokaisen aineiston arvioista valittiin sa-

tunnaisesti 60 % harjoitusaineistoksi ja 40 % testiaineistoksi. Suositusten tarkkuutta mi-

tattiin käyttäjille suositeltujen mieluisien tuotteiden osuutena kaikista tuotetuista suosi-

tuksista ja monipuolisuutta kaikille käyttäjille suositeltavien tuotteiden lukumääränä.  

Vertailussa olivat mukana kaikki seitsemän eri uudelleen järjestämisen menetelmää, 

joita sovellettiin sekä käyttäjä- että tuoteperusteisella yhteistoiminnallisella suodatuksella 

ja matriisifaktoroinnin menetelmällä tuotettujen ennustettujen arvioiden mukaisiin suosi-

tuslistoihin. Korkeaksi arvioksi määritettiin 𝑇𝐻 = 3,5 ja raja-arvon 𝑇𝑅 arvo vaihteli välillä 

3,5, 3,55,… , 4,9. Testaus suoritettiin suositeltavien tuotteiden lukumäärillä 𝑁 = 1,5,10. 
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Kaikki uudelleenjärjestämisen menetelmät onnistuivat parantamaan suositusten yhtei-

sökohtaista monipuolisuutta menettäen samalla suositustarkkuutta. Kun raja-arvoa 𝑇𝑅 

kasvatettiin, menetettiin vähemmän tarkkuutta ja saatiin silti parannettua suositusten mo-

nipuolisuutta. [Adomavicius ja Kwon 2012] 

Adomavicius ja Kwon [2011] pyrkivät esittämään tuotteiden uudelleen järjestämi-

seen perustuviin menetelmiin verrattuna systemaattisemman graafiperusteisen suositus-

menetelmän, joka saavuttaa suurimman mahdollisen yhteisökohtaisen monipuolisuuden. 

He testasivat menetelmää MovieLens- ja Netflix-aineistolla. Aineistot esikäsiteltiin siten, 

että mukaan otettiin vain käyttäjät ja tuotteet, joilla on merkittävä määrä arvioita. Esikä-

sittelyn jälkeen MovieLens-aineistossa oli 775 176 arviota 2 830 käyttäjältä 1 919 tuot-

teelle ja Netflix-aineistossa 1 067 999 arviota 3 333 käyttäjältä 2 091 tuotteelle. Kaikkia 

tiedettyjä arvioita käytettiin puuttuvien arvioiden ennustamiseen.  

Menetelmää sovellettiin käyttäjäperusteiseen yhteistoiminnalliseen suodatukseen, 

tuoteperusteiseen yhteistoiminnalliseen suodatukseen sekä matriisifaktoroinnin menetel-

mään. Testaus suoritettiin suositeltavien tuotteiden lukumäärillä 𝑁 = 1,5,10. Vertailussa 

oli mukana kaksi uudelleen järjestämisen menetelmää, josta toinen järjestää tuotteet uu-

delleen satunnaisesti ja toinen käänteisen ennustetun arvion mukaan. Lisäksi vertailussa 

oli mukana ennustettuun arvioon perustuva menetelmä, joka valitsee arvoltaan korkeim-

mat 𝑁 tuotetta. Uudelleen järjestämisen menetelmiä ja graafiperusteista menetelmää tes-

tattiin raja-arvojensa eri arvoilla 3,5, 3,6, … , 5. Tulosten tarkkuutta mitattiin suositusten 

ennustettujen arvioiden keskiarvona ja monipuolisuutta kaikille käyttäjille suositeltavien 

tuotteiden lukumääränä. Uudelleen järjestämisen menetelmät tuottivat keskenään hyvin 

samankaltaisia tuloksia, mutta graafiperusteinen menetelmä pystyi tuottamaan huomatta-

vasti monipuolisempia suosituksia samalla tarkkuudella kaikissa testitapauksissa. Kun 

suosituslistan kokoa kasvatettiin, pystyi graafiperusteinen menetelmä tuottamaan suosi-

tuksia suurimmalla mahdollisella monipuolisuudella yhä pienemmällä suositustarkkuu-

den vähennyksellä. Graafiperusteisen algoritmin suoritus osoittautui kuitenkin raskaam-

maksi kuin yksinkertaisempien uudelleen järjestämiseen perustuvien algoritmien. Graa-

fiperusteisen menetelmän ja uudelleen järjestämiseen perustuvan menetelmän suoritusai-

koja mitattiin erikokoisilla aineistoilla. Aineiston koon kasvaessa uudelleen järjestämi-

seen perustuvan menetelmän suoritusaika pysyi matalana, kun taas graafiperusteisen me-

netelmän suoritusaika kasvoi huomattavasti. [Adomavicius ja Kwon 2011] 

Ho et al. [2014] pyrkivät parantamaan suositusten yhteisökohtaista monipuolisuutta 

käsittelemällä suosituksia resursseina, joita kohdistetaan tuotteille. Perinteisissä suositus-

menetelmissä suositukset muodostetaan pitkälti käyttäjille ennustettujen arvioiden perus-

teella. Hon et al. [2014] esittämässä menetelmässä ennustetut arviot toimivat sen sijaan 

vain lähtökohtana suositusten muodostamiselle. Menetelmä on kaksivaiheinen. Resurs-
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sien allokointivaiheessa tuotteille osoitetaan resursseja niille ennustettujen arvioiden poh-

jalta. Tavoitteena on osoittaa paljon resursseja niille tuotteille, joilla on korkeat ennustetut 

arviot, mutta samalla osoittaa tarpeeksi resursseja myös vähemmän suosituille tuotteille, 

jotta niilläkin on mahdollisuus tulla suositelluksi. Suositusvaiheessa nämä resurssit jae-

taan edelleen käyttäjille heidän suhteellisten mieltymystensä mukaan. Tavoitteena on pai-

nottaa käyttäjien yksilöllisiä mieltymyksiä siten, että käyttäjä, jolla on korkeampi ennus-

tettu arvio tietylle tuotteelle kuin toisella käyttäjällä, saa enemmän resursseja kyseisestä 

tuotteesta. Samalla pitkän hännän tuotteita pyritään suosimaan siten, että jos käyttäjällä 

on yhtä suuri ennustettu arvio suositulle ja vähemmän suositulle tuotteelle, saa hän toden-

näköisesti enemmän resursseja jälkimmäisestä. Menetelmä pyrkii siis tuottamaan tark-

koja ja käyttäjän yksilölliset mieltymykset huomioivia suosituksia sekä löytämään mah-

dollisimman paljon suositeltavia pitkän hännän tuotteita suositusten yhteisökohtaisen 

monipuolisuuden kasvattamiseksi.  

Menetelmää testattiin kattavasti kahdella erikokoisella MovieLens-aineistolla. Mo-

vieLens 100k -aineisto sisälsi 100 000 arviota 943 käyttäjältä 1 682 tuotteelle, ja Mo-

vieLens 1M -ainesto sisälsi 1 000 209 arviota 6 040 käyttäjältä 3 952 tuotteelle. Arviot 

olivat asteikolla 1-5. Suositusten tarkkuutta mitattiin ennustettujen arvioiden keskiarvona 

ja kattavuutta kaikille käyttäjille suositeltujen tuotteiden osuutena kaikista tuotteista. 

Gini-kerrointa käytettiin mittaamaan, kuinka tasapainoisesti suositukset jakautuivat kai-

kille tuotteille. Lisäksi pitkän hännän tuotteiden osuutta kaikista suositelluista tuotteista 

sekä näiden suositusten ennustettujen arvioiden keskiarvoa mitattiin erikseen. Noin 70 

%:lla tuotteista oli MovieLens 100k -aineistossa alle 50 arviota ja MovieLens 1M -aineis-

tossa alle 250 arviota, ja nämä tuotteet määriteltiin pitkän hännän tuotteiksi. [Ho et al. 

2014] 

Ho et al. [2014] vertasivat neljää eri variaatiota menetelmästään: ainoastaan 5D-ar-

voon perustuvaa, 5D-arvon ja Rank By Rankings -algoritmin yhdistävää, 5D-arvon ja 

Accuracy Filtering -algoritmin yhdistävää sekä 5D-arvon ja kummankin edellä mainitun 

algoritmin yhdistävää menetelmää. Vertailussa olivat mukana Adomaviciusin ja Kwonin 

[2011] graafiperusteinen menetelmä, Adomaviciusin ja Kwonin [2012] tuotteen todellis-

ten arvioiden lukumäärään ja keskiarvoon perustuvat uudelleen järjestämisen menetelmät 

sekä perinteinen menetelmä, joka valitsee suositeltavaksi ennustetulta arvioltaan kor-

keimmat 𝑁 tuotetta. Korkean arvion raja-arvoksi asetettiin 𝑇𝐻 = 2, ja korkein mahdolli-

nen arvio oli 𝑇𝑚𝑎𝑥 = 5. MovieLens 100k -aineistossa Accuracy Filtering -algoritmin raja-

arvon 𝑇, graafiperusteisen menetelmän raja-arvon 𝑇𝐹 sekä uudelleen järjestämisen mene-

telmien raja-arvon 𝑇𝑅 arvot vaihtelivat välillä 4,2, 3,8, … , 2,2 ja MovieLens 1M -aineis-

tossa välillä 5, 4,8, … , 3. Lisäksi suositusten lukumäärä vaihteli 𝑁 = 3,5,10. 5D-arvoon 

perustuvat menetelmät suoriutuvat hyvin erityisesti suositusten kattavuuden ja pitkän 

hännän tuotteiden osuuden näkökulmista.  
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Zuo et al. [2015] mallinsivat suositusten muodostamista monitavoiteoptimointitehtä-

vänä, jonka ratkaisemiseen käytettiin monitavoitteisiin optimointitehtäviin soveltuvaa 

evoluutioalgoritmia. Heidän esittämänsä menetelmä pyrkii maksimoimaan sekä suositus-

ten tarkkuuden että monipuolisuuden. Menetelmä pystyy tuottamaan samanaikaisesti 

suosituksia usealle käyttäjälle vain yhdellä ajolla toisin kuin perinteiset suositusmenetel-

mät. Menetelmää testattiin MovieLens-aineistolla, jossa oli 943 käyttäjää ja 1 682 eloku-

vaa. Arviot olivat asteikolla 1-5, ja ne muutettiin binäärisiksi arvioiksi siten, että arvio 

tulkitaan myönteiseksi, jos se on vähintään 3. Arviointia varten aineisto jaettiin satunnai-

sesti harjoitus- ja testiaineistoksi siten, että harjoitusaineisto sisälsi 80 % alkuperäisestä 

aineistosta. Käyttäjät jaettiin neljään klusteriin, minkä tuloksena saatiin neljä pienempää 

aineistoa, joiden tuloksia tarkasteltiin erikseen. Suositusten tarkkuutta mitattiin käyttäjää 

kiinnostavien tuotteiden osuutena kaikista käyttäjälle suositelluista tuotteista ja katta-

vuutta kaikille käyttäjille suositeltujen tuotteiden osuutena kaikista tuotteista. Menetel-

mää verrattiin yhteistoiminnalliseen suodatukseen, matriisifaktoroinnin menetelmään 

sekä hybridimenetelmään, joka yhdistää tarkkuuteen ja monipuolisuuteen pyrkivät algo-

ritmit. Hybridimenetelmään verrattuna esitetty menetelmä pystyi tuottamaan yhtä tark-

koja suosituksia paremmalla kattavuudella. Tulosten laadun lisäksi menetelmien suori-

tusaikoja mitattiin. Esitetyn menetelmän suoritusaika oli muita suurempi. 

5.4 Vertailu 

Käymme seuraavaksi läpi eroja ja yhteneväisyyksiä menetelmille suoritetussa testauk-

sessa ja arvioinnissa. Tarkastelun kohteina ovat käyttäjätutkimusten hyödyntäminen, tes-

taukseen käytetyt aineistot ja niiden esikäsittely, testausmenetelmät ja arviointimääreet 

sekä suorituskyvyn arviointi.  

5.4.1 Käyttäjätutkimuksen hyödyntäminen 

Tutkielmassa tarkemmin tarkastelluista suositusten monipuolisuutta edistävistä tutki-

muksista Lathia et al. [2010] ja Ziegler et al. [2004; 2005] olivat ainoita, jotka testasivat 

menetelmäänsä myös käyttäjätutkimuksella. Ziegler et al. [2005] suorittivat kyselytutki-

muksen, jossa 2 125 vapaaehtoista käyttäjää arvioi heille esitettyä kymmenen suosituksen 

listaa. Käyttäjiä pyydettiin arvioimaan jokaista yksittäistä suositusta, suosituslistan katta-

maa osuutta heidän kiinnostuksen kohteistaan sekä heidän tyytyväisyyttään listaan koko-

naisuutena. Jokaiselle käyttäjälle esitettiin yksi suosituslista, joka oli muodostettu sovel-

tamalla monipuolistamismenetelmää joko käyttäjäperusteisella tai tuoteperusteisella yh-

teistoiminnallisella suodatuksella muodostettuun viidenkymmenen suosituksen listaan 

jollakin monipuolisuusparametrin Θ𝐹 arvolla 0, 0,3, 0,4, 0,5, 0,7, 0,9. Kyselytutkimuk-

sella voidaan saada arvokasta lisätietoa suositusten laadusta, mutta kysymysten asettelun 

tulee olla neutraali, jotta käyttäjät vastaavat mahdollisimman todenmukaisesti, ja saatavat 

tulokset ovat luotettavia [Shani ja Gunawardana 2011]. 
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5.4.2 Aineistot ja esikäsittely 

Monissa tutkimuksissa käytettiin samoja aineistoja menetelmien testaukseen. Sivuston 

www.ai-cbr.org tapauskohtaisen päättelyn aineisto sisältää yli tuhat lomamatkaa, joilla 

on ominaisuuksia, kuten sijainti, kesto, tyyppi ja matkustustapa. Tätä aineistoa käyttivät 

menetelmänsä testaukseen Smyth ja McClave [2001] sekä McSherry [2002]. MovieLens 

1M -aineisto sisältää miljoona arviota 6 040 käyttäjältä 3 900 elokuvalle asteikolla 1-5. 

Aineisto on hyvin harva, sillä se sisältää ainoastaan noin 4 % kaikista mahdollisista arvi-

oista. Lisäksi se sisältää tietoa elokuvien ja käyttäjien ominaisuuksista, elokuvan genre ja 

julkaisuvuosi sekä käyttäjän ikä ja sukupuoli. Aineistoa käyttivät menetelmänsä testaa-

miseen Zhang ja Hurley [2008], Adomavicius ja Kwon [2011; 2012], Niemann ja Wol-

pers [2013], Park [2013] sekä Ho et al. [2014].  MovieLens 100k -aineisto sisältää 

100 000 arviota 943 käyttäjältä 1 682 elokuvalle asteikolla 1-5. Se sisältää siis noin 6 % 

kaikista mahdollisista arvioista. Aineistoa käyttivät testaamiseen Park ja Tuzhilin [2008], 

Ho et al. [2014] sekä Zuo et al. [2015]. BookCrossing-aineisto sisältää 1 149 780 arviota 

278 858 käyttäjältä 271 379 kirjalle asteikolla 1-10. Lisäksi se sisältää tietoa käyttäjien ja 

kirjojen ominaisuuksista, kuten käyttäjän sijainti ja ikä sekä kirjan julkaisuvuosi, kirjailija 

ja kustantamo. Aineistoa käyttivät testaamiseen Ziegler et al. [2005], Park ja Tuzhilin 

[2008] sekä Park [2013]. Yahoo! Movies -aineisto sisältää 21 miljoonaa arviota 3,3 mil-

joonalta käyttäjältä 52 000 elokuvalle asteikolla 0-100. Yu et al. [2009a; 2009b] käyttivät 

sitä menetelmänsä testaamiseen. Adomavicius ja Kwon [2012] käyttivät testaamiseen 

pienempää Yahoo! Movies -aineistoa, joka sisältää 53 622 arviota 1 349 käyttäjältä 721 

elokuvalle. Adomavicius ja Kwon [2011; 2012] käyttivät testaamiseen Netflix-aineistoa, 

joka sisältää 1 067 999 arviota 3 333 käyttäjältä 2 092 elokuvalle asteikolla 1-5. Niemann 

ja Wolpers [2013] käyttivät testaamiseen pienempää Netflix-aineistoa, joka sisältää 

1 863 197 arviota 9 006 käyttäjältä 17 208 elokuvalle. Yu et al. [2009a] käyttivät testaa-

miseen Yahoo! Movies -aineiston lisäksi del.icio.us-sivuston aineistoa, joka sisältää 6,5 

miljoonaa implisiittistä arviota 413 000 käyttäjältä 3,7 miljoonalle URL-osoitteelle. 

Kun uusia suositusalgoritmeja kehitetään, tavoitteena on, että ne suoriutuvat hyvin 

myös muulla kuin niiden testaukseen käytetyllä aineistolla. Tavoitteena on siis, että tu-

lokset ovat yleistettävissä myös muihin aineistoihin. Mitä useammilla ja monipuolisem-

milla aineistoilla menetelmää testataan, sitä todennäköisemmin tulokset ovat yleistettä-

vissä. Lisäksi on tärkeää ymmärtää käytettävän aineiston rakenne. [Shani ja Gunawardana 

2011]  

Adomavicius ja Kwon [2012] testasivat menetelmäänsä kolmella eri aineistolla. Mo-

vieLens- ja Netflix-aineistot olivat kokoluokaltaan ja rakenteeltaan melko samankaltaisia 

keskenään. Esikäsittelyn jälkeen Netflix-aineisto sisälsi 1 067 999 arviota 3 333 käyttä-

jältä 2 092 elokuvalle ja MovieLens-aineisto sisälsi 775 176 arviota 2 830 käyttäjältä 

1 919 elokuvalle. MovieLens-aineisto sisälsi siis 14,27 % kaikista mahdollisista arvioista 

http://www.ai-cbr.org/
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ja Netflix-aineisto 15,32 % kaikista mahdollisista arvioista. Kahdella käyttäjällä oli Mo-

vieLens-aineistossa keskimäärin 64,6 yhteistä arvioitua elokuvaa ja kahdella elokuvalla 

keskimäärin 85,1 yhteistä arvion antanutta käyttäjää. Kahdella käyttäjällä oli Netflix-ai-

neistossa keskimäärin 57,3 yhteistä arvioitua elokuvaa ja kahdella elokuvalla keskimäärin 

99,5 yhteistä arvion antanutta käyttäjää. Yhdellä elokuvalla oli arvioita keskimäärin 404,0 

käyttäjältä MovieLens-aineistossa ja 510,5 käyttäjältä Netflix-aineistossa. Yhdellä käyt-

täjällä oli keskimäärin 274,1 arvioitua elokuvaa MovieLens aineistossa ja 320,4 Netflix-

aineistossa. Yahoo! Movies -aineisto oli näihin kahteen aineistoon verrattuna pieni. Se 

sisälsi 53 622 arviota 1 349 käyttäjältä 721 elokuvalle. Aineistossa oli 5,51 % kaikista 

mahdollisista arvioista. Kahdella käyttäjällä oli keskimäärin 4,1 yhteistä arvioitua eloku-

vaa ja kahdella elokuvalla keskimäärin 6,5 yhteistä arvion antanutta käyttäjää. Yhdellä 

elokuvalla oli arvioita keskimäärin 74,4 käyttäjältä ja yhdellä käyttäjällä 39,8 arvioitua 

elokuvaa.  

Tyypillisesti aineistot esikäsitellään ennen algoritmien testausta. Zuon et al. [2015] 

menetelmä käsittelee binäärisiä arvioita, mutta menetelmää testattiin aineistolla, jossa ar-

viot ovat asteikolla 1-5. Ennen testausta arviot muutettiin binäärisiksi siten, että arvot 3-

5 tulkittiin myönteisiksi ja arviot 1-2 kielteisiksi. Zhang ja Hurley [2008] puolestaan tul-

kitsivat minkä tahansa elokuvalle annetun arvion myönteisenä arviona, koska arvion an-

taminen tarkoittaa, että elokuva on katsottu.  

Joissakin tapauksissa menetelmän vaatimaa tietoa ei ole saatavilla kaikista aineiston 

tuotteista tai käyttäjistä. Zieglerin et al. [2005] menetelmä käyttää suositusten muodosta-

miseen tuotteiden aihekuvauksia. Näin ollen aineistosta poistettiin ennen testausta kaikki 

ne tuotteet, joille ei saatu muodostettua yhtäkään aihekuvausta. Vastaavasti Yu et al. 

[2009b] jättivät huomioimatta kaikki ne tuotteet, joiden ominaisuuksista ei ollut tietoa 

saatavilla, koska he käyttivät menetelmänsä vertailukohtana ominaisuuksiin perustuvaa 

suositusmenetelmää. 

Ziegler et al. [2005] poistivat aineistosta käyttäjät, jotka olivat antaneet alle 5 arviota, 

sekä tuotteet, joilla oli alle 20 arviota. Näin yhteistoiminnallisen suodatuksen menetelmät, 

joihin monipuolistamismenetelmää sovellettiin, pystyivät tuottamaan parempia suosituk-

sia. Myös Park [2013] käytti testaukseen ainoastaan tuotteita, joilla oli yli 10 arviota, jotta 

tuotteiden arvioiden ennustamista voitiin arvioida 10-kertaisella ristiinvalidoinnilla. Nie-

mann ja Wolpers [2013] eivät ottaneet testiaineistoon mukaan käyttäjiä, jotka olivat an-

taneet alle 20 arviota. Tuotettujen suosituslistojen haluttiin sisältävän tuotteita, joiden to-

delliset arviot ovat tiedossa, ja testauksessa tuotettiin jopa 20 tuotteen suosituslistoja. 

5.4.3 Testausmenetelmät ja arviointimääreet 

Adomavicius ja Kwon [2012] valitsivat satunnaisesti 60 % aineiston arvioista harjoitus-

aineistoksi, jota käytettiin ennustamaan loput 40 % arvioista. Vastaavasti Zuo et al. 
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[2015] jakoivat aineiston arviot satunnaisesti harjoitus- ja testiaineistoksi siten, että har-

joitusaineisto sisälsi 80 % arvioista ja testiaineisto 20 % arvioista. Lisäksi aineiston käyt-

täjät klusteroitiin neljään klusteriin, joiden suositusten tuloksia mitattiin erikseen ja ver-

rattiin toisiinsa. Myös Zhang ja Hurley [2008] jakoivat aineiston harjoitus- ja testiaineis-

toksi siten, että kumpikin sisälsi 50 % käyttäjäprofiileista. Harjoitusaineistosta muodos-

tettiin tuotteiden välinen samankaltaisuusmatriisi, johon menetelmä perustuu. Testiai-

neiston käyttäjien arvioista poistettiin osa, ja jäljelle jääviä arvioita käytettiin puuttuvien 

arvioiden ennustamiseen. Käyttäjäprofiilista poistetut arviot muodostivat profiilin testiai-

neiston. Ziegler et al. [2004; 2005], Park ja Tuzhilin [2008], Niemann ja Wolpers [2013] 

sekä Park [2013] käyttivät menetelmiensä testaamiseen 𝑘-kertaista ristiinvalidointia. Nie-

mann ja Wolpers [2013] käyttivät 𝑘-kertaista ristiinvalidointia koko aineistolle. Aineiston 

arviot jaettiin siis 𝑘:hon yhtä suureen osajoukkoon ja jokainen osajoukko toimi vuorol-

laan testiaineistona ja loput aineistosta harjoitusaineistona. Testaus suoritetiin siis 𝑘 ker-

taa eri harjoitus- ja testiaineistolla. Ziegler et al. [2004; 2005] käyttivät 𝑘-kertaista ristiin-

validointia jokaisen aineiston käyttäjän arvioille. Park ja Tuzhilin [2008] sekä Park [2013] 

käyttivät 𝑘-kertaista ristiinvalidointia jokaisen tuotteen tai tuotteiden klusterin arvioille. 

Smythin ja McClaven [2001] sekä McSherryn [2002] tutkimukset käsittelivät tapauskoh-

taisen päättelyn järjestelmiä. McSherry [2002] käytti menetelmänsä testaamiseen yksi-

pois-ristiinvalidointia, jossa aineiston 1 024 tapauksesta jokainen toimi vuorollaan koh-

dekyselynä eli testitapauksena ja loput tapaukset tallennettuina tapauksina. Yksi-pois-ris-

tiinvalidointia käytetään tyypillisesti pienemmissä aineistoissa. Smyth ja McClave [2001] 

valitsivat aineistosta satunnaisesti 400 tapausta, joita käytettiin kohdekyselyinä eli testi-

tapauksina ja muita tapauksia tallennettuina tapauksina. Testit suoritettiin sataan kertaan 

eri joukoilla testitapauksia. 

Sekä Adomavicius ja Kwon [2011] että Ho et al. [2014] eivät jakaneet aineistoa har-

joitus- ja testiaineistoksi, vaan käyttivät kaikkia aineiston tiedettyjä arvioita puuttuvien 

arvioiden ennustamiseen. Suositusten tarkkuutta arvioitiin ennustettujen arvioiden kes-

kiarvona, sillä tässä testausmenetelmässä suositusten tarkkuutta ei voida mitata perintei-

sillä tarkkuuden arviointimääreillä, kun ennustettuja arvioita vastaavat todelliset arviot 

eivät ole tiedossa. Vastaavaa menetelmää käyttivät myös Yu et al. [2009a]. Lisäksi he 

jakoivat käyttäjät viiteen ryhmään heidän implisiittisen verkostonsa koon mukaan. En-

simmäisessä ryhmässä ovat ne käyttäjät, joilla on eniten jäseniä verkostossaan ja viimei-

sessä ne käyttäjät, joilla on vähiten jäseniä verkostossaan. Toinen ja neljäs ryhmä jätettiin 

huomioimatta ja lopuista ryhmistä valittiin 1 % käyttäjistä mukaan lopullisiin ryhmiin, 

joille arviointi suoritettiin ja joiden tuloksia verrattiin toisiinsa. 

Adomavicius ja Kwon [2011; 2012] mittasivat suositusten yhteisökohtaista monipuo-

lisuutta kaikille käyttäjille suositeltavien tuotteiden yhteenlaskettuna lukumääränä. Nie-

mann ja Wolpers [2013] laskivat ainoastaan niiden suositeltujen tuotteiden lukumäärän, 
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joille suosituksen saanut käyttäjä oli todellisuudessa antanut korkean arvion. Lisäksi he 

käyttivät EPC-määrettä mittaamaan järjestelmän kykyä suositella pitkän hännän tuotteita.  

Zuo et al. [2015] sekä Ho et al. [2014] mittasivat suositusten kattavuutta kaikille käyttä-

jille suositeltujen tuotteiden osuutena kaikista tuotteista. Adomavicius ja Kwon [2012] 

mittasivat myös pitkän hännän tuotteiden suositusten osuutta kaikista suosituksista. Li-

säksi he käyttivät entropiaan, Gini-kertoimeen sekä Herfindahlin indeksiin perustuvia 

määreitä mittaamaan, kuinka tasaisesti suositukset jakautuivat kaikkien tuotteiden kes-

ken. Myös Ho et al. [2014] mittasivat pitkän hännän tuotteiden suositusten osuutta kai-

kista suosituksista sekä suositusten jakaumaa tuotteiden kesken Gini-kertoimen avulla. 

Park ja Tuzhilin [2008] sekä Park [2013] pyrkivät klusterointiin perustuvilla menetelmillä 

pienentämään pitkän hännän tuotteiden suositusten virhettä, ja käyttivät suositusten laa-

dun arviointiin ainoastaan MAE- ja RMSE-määreitä.  

Pitkän hännän suositusten arviointiin vaikuttaa olennaisesti se, kuinka pitkän hännän 

tuotteet määritellään. Adomavicius ja Kwon [2012] määrittelivät suosituiksi tuotteiksi ne 

20 % tuotteista, joilla on eniten annettuja arvioita, ja loput tuotteet pitkän hännän tuot-

teiksi. Ho et al. [2014] määrittelivät pitkän hännän tuotteet siten, että noin 70 %:lla tuot-

teista oli toisessa aineistossa arviot alle 5 %:lta käyttäjistä ja toisessa aineistossa alle 4 

%:lta käyttäjistä, joten nämä tuotteet määriteltiin pitkän hännän tuotteiksi. Park ja Tuzhi-

lin [2008] sekä Park [2013] testasivat klusterointiin perustuvia suositusmenetelmiään pit-

kän hännän tuotteiden eri raja-arvoilla.   

Kun tavoitteena on, että suositukset ovat sekä monipuolisia että tarkkoja, on syytä 

tarkastella näiden ominaisuuksien välistä suhdetta tuloksissa. Smyth ja McClave [2001] 

mittasivat suositusten suhteellista hyötyä. Suhteellinen hyöty laskettiin jakamalla tulosten 

monipuolisuusarvojen erotus tulosten tarkkuusarvojen erotuksella, kun vertailukohtana 

oli ainoastaan tarkkuuteen pyrkivän algoritmin tulokset. Suhteellisen hyödyn tulisi olla 

suurempi kuin 1, jolloin jokaista tarkkuuden laskua kohden saavutetaan tätä suurempi 

kasvu monipuolisuudessa. Suositusten suhteellista hyötyä mittasi myös McSherry [2002]. 

Muissa tutkimuksissa suositusten monipuolisuuden ja tarkkuuden välistä suhdetta pyrit-

tiin havainnollistamaan ja arvioimaan kuvaajin sekä taulukoin. 

5.4.4 Suorituskyvyn arviointi 

Suositusjärjestelmät luotiin alun perin auttamaan käyttäjää löytämään haluamaansa tietoa 

valtavasta tietomäärästä. Suositusmenetelmien tulee olla suorituskykyisiä ja suuriin ai-

neistoisin skaalautuvia, joten myös menetelmien suorituskykyä tulisi testata ja arvioida 

[Shani ja Gunawardana 2011]. Smyth ja McClave [2001] tarkastelivat esittämiensä algo-

ritmien tehokkuutta niiden vaatimien kahden alkion välisten samankaltaisuuslaskentojen 

lukumääränä. Park ja Tuzhilin [2008] huomauttivat tutkimuksessaan, että joillakin tutki-

muksen testitapauksilla oli pitkä suoritusaika, mutta tarkempia tuloksia suoritusaikojen 

osalta ei esitetty. Park [2013] arvioi menetelmänsä tehokkuutta tarkastelemalla paljonko 
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dataa vaaditaan ennustettuja arvioita tuottavan tiedonlouhintamallin muodostamiseen. 

Hän kuitenkin totesi, ettei suurempi käytetty datan määrä välttämättä tarkoita pidempää 

suoritusaikaa. Niemann ja Wolpers [2013] tarkastelivat esittämänsä algoritmin laskennal-

lista kompleksisuutta ja määrittivät sen suoritukselle asymptoottisen ylärajan. Myös Ado-

mavicius ja Kwon [2011] tarkastelivat graafiperusteisen algoritminsa suorituskykyä mää-

rittämällä sen suoritukselle asymptoottisen ylärajan ja vertasivat sitä uudelleen järjestä-

miseen perustuvaan algoritmiin. Lisäksi he mittasivat ja vertasivat algoritmien todellista 

suoritusaikaa testiaineistolla. Myös Yu et al. [2009a; 2009b] sekä Zuo et al. [2015] mit-

tasivat menetelmiensä suoritusaikaa testiaineistolla. Muissa tutkimuksissa algoritmien 

suorituskykyä ei otettu huomioon.  
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6 Yhteenveto 

 

Tutkielman tavoitteena oli selvittää, miten suositusten monipuolisuutta on mitattu ja mil-

laisia suositusten monipuolisuutta edistäviä menetelmiä on kehitetty. Tarkastelimme en-

sin suositusjärjestelmien ominaisuuksia yleisesti, ja käsittelimme sisältöperusteista- ja 

yhteistoiminnallista suodatusta sekä näitä yhdistäviä hybridimenetelmiä. Käsittelimme 

suositusten tarkkuuden arviointia, ja esitimme useita esimerkkejä ennusteen tarkkuuden, 

luokittelun tarkkuuden ja järjestyksen tarkkuuden arviointimääreistä.  

Seuraavaksi tarkastelimme suositusten yksilökohtaista monipuolisuutta. Suositusten 

yksilökohtaista monipuolisuutta on tyypillisesti mitattu suositusjoukon kaikkien tuotepa-

rien samankaltaisuuden tai erilaisuuden keskiarvona eli listan sisäisenä samankaltaisuu-

tena tai etäisyytenä. Kahden tuotteen välisen samankaltaisuuden tai erilaisuuden määrit-

tämiseen on esitetty useita eri vaihtoehtoja. Tuotteiden samankaltaisuus voidaan määri-

tellä niiden ominaisuuksiin perustuen ja tuotteiden erilaisuus niiden samankaltaisuuden 

vastakohtana, kuten Smyth ja McClave [2001] sekä McSherry [2002]. Ziegler et al. 

[2004; 2005] määrittivät tuotteiden välisen samankaltaisuuden niiden ominaisuuksien 

pohjalta muodostetun taksonomian perusteella. Tuotteiden välisen samankaltaisuuden tai 

erilaisuuden määrittämiseen ei kuitenkaan välttämättä tarvita tietoa tuotteiden ominai-

suuksista. Yu et al. [2009a; 2009b] muodostivat tuotteille niitä kuvaavat selitykset, jotka 

perustuvat tuotteille annettuihin arvioihin ja voivat yksinkertaisimmillaan olla joukko 

tuotteita tai käyttäjiä. Tuotteiden välinen etäisyys voidaan määrittää esimerkiksi selitys-

ten Jaccardin etäisyytenä. Liu [2014] muodosti tuotteita kuvaavista käsitteistä vektori-

muotoiset kuvaukset tuotteille. Zhang ja Hurley [2008] puolestaan muodostivat tuotteita 

kuvaavat vektorit niille annetuista arvioista. Kun tuotteille muodostetaan vektorimuotoi-

set kuvaukset, voidaan tuotteiden välinen samankaltaisuus määrittää esimerkiksi vekto-

rien kosinietäisyyteen perustuvana samankaltaisuutena. 

Tutkimme suositusten yksilökohtaista monipuolisuutta edistäviä menetelmiä, jotka 

voidaan jakaa niiden käyttämän tiedon mukaan ominaisuus-, selitys- ja luottamusperus-

teisiin menetelmiin tai menetelmän rakenteen mukaan eksplisiittisiin ja implisiittisiin me-

netelmiin. Suositusten yksilökohtaista monipuolisuutta voidaan yksinkertaisimmin pa-

rantaa yhdistämällä suosituksen sopivuus ja monipuolisuus yhdeksi laadun määreeksi ja 

valita laadultaan korkeimmat tuotteet suositeltavaksi käyttäjälle, kuten Smyth ja McClave 

[2001]. McSherryn [2002] menetelmä painotti suositusten sopivuutta monipuolisuutta 

enemmän ja jakoi tuotteet samankaltaisuuskerroksiin tai -intervalleihin, joiden avulla py-

rittiin säilyttämään suositusten samankaltaisuus kohdekyselyyn nähden. Suosituksen so-

pivuutta ja monipuolisuutta voidaan mitata erikseen ja yhdistää tulokset yhdeksi arvoksi 

käyttämällä kerrointa, joka määrittää näiden ominaisuuksien painoarvon, kuten Liu 

[2014] ja Ziegler et al. [2004; 2005]. Myös Yu et al. [2009a; 2009b] mittasivat suositusten 
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sopivuutta ja monipuolisuutta erikseen ja esittivät kaksi algoritmia, jotka valitsevat suo-

situksia näiden ominaisuuksien mukaisesti. Zhang ja Hurley [2008] puolestaan mallinsi-

vat suositusten monipuolistamista binäärioptimointitehtävänä, jossa huomioidaan sekä 

suositusten sopivuus että monipuolisuus.  

Tarkastelimme myös suositusten yhteisökohtaista monipuolisuutta. Suositusten yh-

teisökohtaista monipuolisuutta voidaan yksinkertaisimmin mitata kaikkien suositeltavien 

tuotteiden lukumääränä, kuten Adomavicius ja Kwon [2011; 2012], tai suositeltavien 

tuotteiden osuutena kaikista tuotteista, kuten Ho et al. [2014] ja Zuo et al. [2015]. Myös 

Niemann ja Wolpers [2013] mittasivat suositusten yhteisökohtaista monipuolisuutta kai-

kille käyttäjille suositeltavien tuotteiden lukumääränä, mutta mukaan laskettiin ainoas-

taan ne suositeltavat tuotteet, joille suosituksen saanut käyttäjä oli todellisuudessa antanut 

korkean arvion. Pitkän hännän suositusten näkökulma voidaan ottaa arvioinnissa parem-

min huomioon esimerkiksi mittaamalla suositusten jakaumaa kaikkien tuotteiden kesken, 

kuten Adomavicius ja Kwon [2012] sekä Ho et al. [2014]. Lisäksi pitkän hännän tuottei-

den mahdollisuutta tulla suositelluksi voidaan mitata yksinkertaisemmin suositeltavien 

pitkän hännän tuotteiden osuutena kaikista suositeltavista tuotteista, kuten Ho et al. 

[2014], tai yksityiskohtaisemmin, kuten esimerkiksi Niemann ja Wolpers [2013] odotet-

tuna suosion komplementtina.  

Tutkimme arvioiden ennustamiseen ja suositusten muodostamiseen kohdistuvia suo-

situsten yhteisökohtaista monipuolisuutta edistäviä suositusmenetelmiä. Park ja Tuzhilin 

[2008] sekä Park [2013] pyrkivät parantamaan arvioiden ennustamista pitkän hännän 

tuotteille klusteroimalla pitkän hännän tuotteet ja käyttämällä arvioiden ennustamiseen 

kaikkia klusterin tuotteiden arvioita. Niemann ja Wolpers [2013] pyrkivät löytämään sa-

mankaltaisia tuotteita tarkastelemalla tuotteiden käyttöyhteyksiä eli tuotteita, joiden 

kanssa ne esiintyvät usein yhdessä käyttäjäprofiileissa. Tuotteiden oletetaan olevan sa-

mankaltaisia, jos niillä on samoja käyttöyhteyksiä. Kahdella tuotteella ei siis tarvitse olla 

yhteisiä arvion antaneita käyttäjiä, jotta ne voidaan tunnistaa samankaltaisiksi. Näin voi-

daan löytää uusia suosituksia ja kasvattaa suositusten yhteisökohtaista monipuolisuutta. 

Adomavicius ja Kwon [2012] esittivät yksinkertaisen menetelmän, jossa tuotteet järjes-

tetään ensin niille annetun ennustetun arvion mukaan ja sitten osittain uudelleen jonkin 

vaihtoehtoisen järjestyskriteerin mukaan. He esittivät useita vaihtoehtoisia järjestyskri-

teerejä, joiden avulla pyritään muodostamaan enemmän suosituksia vähemmän suosi-

tuille tuotteille. Adomavicius ja Kwon [2011] esittivät systemaattisemman graafiperus-

teisen menetelmän, jossa käyttäjistä ja tuotteista muodostetaan graafi ennustettujen arvi-

oiden pohjalta, ja pyritään löytämään mahdollisimman suuri joukko suosituksia etsimällä 

graafin maksimisovitus. Ho et al. [2014] määrittivät tuotteille 5D-arvon, jonka lasken-

nassa otetaan huomioon viisi yhteisökohtaisen monipuolisuuden kannalta oleellista teki-
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jää: suositeltujen tuotteiden ennustettujen arvioiden keskiarvot, suositusten jakauma kaik-

kien tuotteiden kesken, suositeltujen tuotteiden osuus kaikista tuotteista, pitkän hännän 

tuotteiden osuus suositelluista tuotteista ja suositeltujen pitkän hännän tuotteiden arvioi-

den keskiarvot. Suositeltavaksi valittiin 5D-arvoltaan korkeimmat tuotteet. Zuo et al. 

[2015] mallinsivat suositusten muodostamista monitavoiteoptimointitehtävänä, jossa toi-

nen objektifunktio mittaa suositusten tarkkuutta ja toinen suositusten monipuolisuutta. 

Lopuksi vertailimme menetelmien lähtökohtia sekä niille suoritettua testausta ja ar-

viointia. Useissa tutkimuksissa oli käytetty samoja aineistoja menetelmien testaukseen. 

Tyypillisesti aineistot esikäsiteltiin ennen testausta. Testattava suositusmenetelmä itses-

sään sekä valittu testausmenetelmä voivat asettaa vaatimuksia aineiston esikäsittelylle. 

Aineiston arviot voidaan muuttaa suositusmenetelmälle sopivalle asteikolle tai aineistosta 

poistaa tuotteet, joille ei ole suositusmenetelmän tarvitsemaa tietoa saatavilla tai tarpeeksi 

annettuja arvioita. Menetelmien testauksessa oli käytetty niin yksi-pois-ristiinvalidointia 

ja 𝑘-kertaista ristiinvalidointia kuin yksinkertaista jakoa harjoitus- ja testiaineistoonkin. 

Joissakin tutkimuksissa kaikkia aineiston tiedettyjä arvioita käytettiin puuttuvien arvioi-

den ennustamiseen. Algoritmien suorituskykyä oli osassa tutkimuksista arvioitu teoreet-

tisesti ja osassa empiirisesti. 
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