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Tassa tyossa tutkitaan grafiikkkaprosessorin kayttamistd apuvalineena tieteellisessa ja ylei-
sessa laskennassa. Dataintensiiviset sovelluskohteet hyétyvat rinnakkaislaskentaan perustu-
vasta toteutuksesta, johon on ideaalista kayttaa rinnakkaisuutta hyddyntavaa laskentavalinetta,
kuten grafiikkaprosessoria. Grafiikkaprosessorin avulla voidaan lyhentaa laskutoimitusten suori-
tusaikaa, seka vahentaa virrankulutusta ja kustannuksia.

Tieteen sovelluskohteet vaativat paljon laskentatehoa, jotta saadaan tarkkoja tuloksia mah-
dollisimman nopeasti. Monissa sovelluksissa kaytetaan apuna neuroverkkoja, jotka sisaltavat pal-
jon rinnakkaisuutta. Tama ilmi6é vaatii entistéd tehokkaampia laskentamenetelmia ja laskentavali-
neita, joita grafiikkaprosessorit ovat luonnostaan.

TyOssa tarkastellaan ensin grafiikkaprosessorin rakennetta, jossa rinnakkaisuus ilmenee kom-
ponenttitasolla. Sen jalkeen tutkitaan rinnakkaislaskentaa, ja miten grafiikkaprosessoria hyddyn-
netaan tieteen sovelluskohteissa. Lopuksi tutkitaan kokeellisesti, miten grafiikkaprosessorin hyo-
dyt tulevat esille kayttaen MATLAB-ohjelmistoa. MATLAB antaa hyvéan lahtokohdan grafiikka-
prosossorilaskennan kehittamiseen, jota voidaan parantaa entisestdan kayttamalla CUDA-raja-
pintaa. Kokeellisten tulosten perusteella grafiikkaprosessoria kannattaa hyodyntaa, kun ongelma
on tarpeeksi dataintensiivinen.

Avainsanat: grafiikkaprosessori, rinnakkaisuus, rinnakkaislaskenta, keskusyksikkd
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LYHENTEET JA MERKINNAT
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engl. Compute Unified Device Architecture, Nvidian kehittdma raja-
pinta rinnakkaisohjelmointiin

engl. Fast Fourier Transform, nopea Fourier-muunnos

engl. Floating point Operations Per Second, liukulukuoperaatiota
sekunnissa

engl. General Purpose computing on Grapichs Processing Units,
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engl. High Performance Computing, suurteholaskenta
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engl. Multiple Instruction Multiple Data
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engl. Peripheral Component Interconnect Express, nayténohjainten
kayttama tiedonsiirtovayla

engl. Single Instruction Multiple Data

engl. Single Instruction Single Data

engl. Streaming Multiprocessor, monisuoritin



1. JOHDANTO

Tieteellista dataa on nykypaivana saatavilla valtavasti, ja datan maara lisaantyy lasken-
tamenetelmien ja mittausteknologioiden kehittyessa. llmié vaatii entistd tehokkaampia
laskentakeinoja niin suorituskyvyn kuin virrankulutuksenkin nakokulmasta. Tieteelliset
ongelmat ovat usein niin suuria, ettd ongelman prosessointi voidaan jakaa pienempiin
rinnakkaisesti suoritettaviin prosesseihin. Rinnakkaisuutta esiintyy monien tieteen- ja
teknologioiden aloilla, kuten matematiikan, fysiikan ja tietojenkasittelyn sovelluksissa [1,
S. 286].

Perinteisesti grafiikkaprosessorin (Graphics Processing Unit, GPU) tehtdvana on grafii-
kan tuottaminen tietokoneella. Esimerkiksi videopelit ja videonmuokkausohjelmistot vaa-
tivat tehokkaan grafiikkaprosessorin hyvan kayttokokemuksen saamiseksi. Grafiikkapro-
sessoria voidaan kayttdad myos yleisessa laskennassa (General Purpose computing on
Grapichs Processing Units, GPGPU), joka normaalisti suoritettaisiin keskusyksikolla
(Central Processing Unit, CPU). Jararwehin et al. [2] mukaan grafiikkaprosessorit ovatkin
osoittautuneet tehokkaiksi varsinkin rinnakkaisuutta sisaltavissa sovelluksissa alentaen
laskenta-aikaa, virrankulutusta ja kustannuksia. Tama johtaa siihen, etta loppukayttajat

suosivat entistd enemman grafiikkkaprosessoreita yleisessa laskennassa [2, s. 2].

Monet laskentaohjelmistot, kuten MATLAB, pystyvat hydodyntamaan grafiikkkaprosesso-
ria osittain laskennassa. On my6s mahdollista muokata suoritettavaa ohjelmaa niin, etta
ohjelma kayttaa grafiikkaprosessoria mahdollisimman paljon hyddyksi. Tassa tydssa ka-
sitellaan grafiikkaprosessorin etuja ja rajoituksia tieteellisessa laskennassa seka yleisella
tasolla ettd hyddyntden MATLABIlla saatuja tuloksia. Luvussa 2 tutkitaan tarkemmin gra-
fiikkaprosessoria ja esitetaan sen rinnakkainen rakenne. Kolmannessa luvussa tutkitaan
rinnakkaislaskentaa ja sen sovelluskohteita. Neljas luku kasittelee grafiikkaprosessorin
hyddyntamistd MATLAB-ohjelmistossa. Ohjelmiston avulla vertaillaan myds, miten ja

missa tilanteissa grafiikkaprosessori eroaa keskusyksikoélla suoritettavasta laskennassa.



2. GRAFIIKKAPROSESSORIN RAKENNE

Grafiikkaprosessori voi olla joko integroituna keskusyksikkdon tai se voi sisaltya erilli-
seen naytonohjaimeen. Jalkimmaisessa tapauksessa saadaan parempi suoritusteho,
silld pinta-alaa on kaytettavissa enemman komponenteille. Useimmat tietokoneet sisal-
tavat nykydan grafiikkaprosessorin, joten sitd voidaan hyddyntaa laajasti yleiseen las-

kentaan.

Grafiikkaprosessori voidaan luokitella sen arkkitehtuurin mukaan laitteeksi, joka suorittaa
yksittaisen operaation usealle tietovirralle samanaikaisesti. Tamantapainen luokittelu on
nimeltaan Flynnin luokittelu [3], joka esitetdan alaluvussa 2.1. Grafiikkaprosessorin tar-
keimmat komponentit ovat monisuorittimet (Streaming Multiprocessor, SM) ja erilaiset

muistit, jotka esitetdan alaluvussa 2.2.

2.1 Rinnakkaisuuden luokittelu

Michael J. Flynn esitti vuonna 1972 julkaistussa artikkelissa [3] nelja kategoriaa, joihin
kaikki tietokonearkkitehtuurit voidaan luokitella. Luokittelussa kaytetaan termeja ohje-
virta (instruction stream) ja tietovirta (data stream) [3, s. 948]. Ohjevirta on prosessorille
syOtettavien yksittaisten ohjeiden muodostama jono, ja tietovirta on yksittaisten tietoalki-
oiden muodostama jono. Ohje- ja tietovirtoja voi olla joko yksi tai useampi, jolloin saa-
daan nelja erilaista vaihtoehtoa tietokonearkkitehtuureille. Tata havainnollistetaan ku-

vassa 1, jossa ohje- ja tietovirtoja sydtetaan suoritinyksikolle (PU, Processing Unit).
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Kuva 1. Rinnakkaisten arkkitehtuurien luokittelu [4, s. 5]

SISD (Single Instruction Single Data) on yksinkertaisin arkkitehtuuri, jossa suoritinyk-
sikkd suorittaa ohjevirran mukaan yhden toimenpiteen yhdelle tietovirralle kerrallaan.
SIMD (Single Instruction Multiple Data) on yleisin arkkitehtuuri grafiikkaprosessoreiden
keskuudessa, jossa useat suoritinyksik6t suorittavat ohjevirran mukaan yhden toimenpi-
teen usealle tietovirralle. MISD (Multiple Instructions Single Data) on harvinainen arkki-
tehtuuri, jossa suoritinyksikét suorittavat useita toimenpiteitd samalle tietovirralle. Viimei-
nen arkkitehtuuri on MIMD (Multiple Instructions Multiple Data), jossa suoritinyksikét suo-
rittavat useita toimenpiteita useille tietovirroille samanaikaisesti. Tdma on yleisin moder-

nien keskusyksikdiden ja supertietokoneiden kayttama arkkitehtuuri. [4, s. 6], [5, s. 3]

2.2 Komponentit

Grafiikkaprosessori koostuu useista rinnakkaisista komponenteista, joista tarkeimmat
ovat monisuorittimet ja erilaiset muistit. Monisuorittimien maaraa on lisatty grafiikkapro-
sessoreissa vuodesta toiseen [6-8]. Samalla uusia mikrosiruja valmistetaan yha pienem-
malla prosessilla [8], jolloin grafiikkaprosessorin komponentteja voidaan lisata yha
enemman pinta-alan pysyessa samana. Tdma johtaa nopeaan laskentatehon kehittymi-

seen, joka on arveltu olevan noin 50 % vuodessa [7].



2.2.1 Monisuorittimet

Grafiikkaprosessori sisaltda useita monisuorittimia, joissa on useita eri tehtaviin tarkoi-
tettuja ytimia. Monisuorittimien ja niiden ydinten lukumaara on kasvanut viime vuosina,
mika lisda mahdollisuutta suorittaa useampaa operaatiota samaan aikaan tai saman
operaation nopeammin edellyttaen, ettd operaatio on rinnakkainen [6]. Nvidian vuonna
2020 julkaistussa A100-grafiikkaprosessorissa on 108 monisuoritinta ja yhteensa 6 912
FP32-ydinta (single-precision floating-point) [8]. Kuvassa 2 on esitetty monisuorittimen

rakenne.
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Kuva 2. A100-grafiikkaprosessorin monisuoritin [8, s. 22]



A100-grafiikkaprosessorin monisuoritin sisaltda seuraavia toiminnallisia komponentteja:
o FP32-ytimet suorittavat laskutoimituksia 32-bittisilla liukuluvuilla.

o FP64-ytimet (double-precision floating-point) suorittavat laskutoimituksia 64-bitti-

silla liukuluvuilla.
o INT32-ytimet suorittavat laskutoimituksia 32-bittisilla kokonaisluvuilla.

o SFU-yksikdt (Special Function Unit) suorittavat transkedenttilukufunktioita, kuten

sini-, kosini- ja nelidjuurifunktiota [9].

e Tensor core -ytimet suorittavat matriisioperaatiota ja tukevat useita laskentatark-
kuuksia [8], [9].

o LD/ST-yksikot (load/store) vastaavat tiedonsiirrosta keskusyksikon ja grafiikka-

prosessorin muistien valilla [9].
o Warp scheduler ja dispatch unit vastaavat ohjeiden ryhmittelemisesta ytimille.

Ohjelman pienin suoritettava yksikkd on nimeltaan thread. Warp scheduler yhdistaa 32
samaa ohjetta sisaltdvaa threadia yhdeksi joukoksi, jota kutsutaan nimella warp [9]. Yh-
dessa warpissa on ohjeena suorittaa vain samaa laskutoimitusta, esimerkiksi kertolas-
kua, mutta tietoalkiot voivat vaihtua threadin mukaan. Taysi potentiaali SIMD-laitteesta

saadaan, kun mahdollisimman monta threadia suoritetaan samanaikaisesti.

Erilaisia ytimia ja yksikdita tarvitaan, jotta grafiikkaprosessori voi suorittaa samanaikai-
sesti erilaisia operaatiota. Naiden komponenttien absoluuttista ja suhteellista lukumaa-
raa muuttamalla pystytaan optimoimaan suorituskykya haluttua sovellusta varten. Kom-
ponentit vaihtelevat paljon mallista toiseen, ja niiden lukumaaraa on kasvatettu viime
vuosina [8]. Samalla mikropiirien valmistusprosessi on kehittynyt tarkemmaksi, jolloin
transistoreita voidaan lisata mikropiirille kasvattamatta merkittavasti sen pinta-alaa. Tau-
lukossa 1 on vertailtu Nvidian arkkitehtuureja, joita kaytetaan erityisesti datakeskuksien

grafiikkaprosessoreissa.



Taulukko 1. Nvidian arkkitehtuurien vertailu, muokattu lahteestéd [8, s. 36]

GPU Features

NVIDIA P100

NVIDIA V100

NVIDIA A100

GPU Architecture
SMs

Pascal (2016)
56

Volta (2017)
80

Ampere (2020)
108

FP32 Cores / SM 64 64 64

FP64 Cores / SM (excl. Tensor) 32 32 32

INT32 Cores / SM NA 64 64

Tensor Cores / SM NA 8 42
Transistors 15.3 billion 21.1 billion 54.2 billion
GPU Die Size 610 mm? 815 mm? 826 mm?
TSMC Manufacturing Process 16 nm FinFET+ 12 nm FEN 7 nm N7

Tulevaisuudessa nahdaan viela pienemmalla prosessilla valmistettuja mikrosiruja, mutta
valmistusprosessin pienentyessa kustannukset nousevat eksponentiaalisesti [10] ja
komponentit alkavat karsia lampdhavidista [11]. Uusilla teknologioilla voidaan mahdolli-

sesti paasta yha pienempiin skaaloihin kustannustehokkaasti.

2.2.2 Muistit

Grafiikkaprosessorilla on monenlaisia muisteja, joilla on jokaisella oma tehtavansa. Ne
ovat useimmiten valimuisteja, joissa data sailyy vain valiaikaisesti. Tarkeimpia ominai-
suuksia muisteille on, etta tiedonsiirto on nopeaa ja viivetta esiintyy mahdollisimman va-
han. Tiedonsiirron nopeuden mittauksessa kaytetaan termia kaistanleveys, ja grafiikka-
prosessoreilla kaistanleveys voi olla nykyaan yli tuhat gigatavua sekunnissa [8]. Nykyaan
grafiikkaprosessoreiden muistirakenteet ovat todella kehittyneita, eika niiden taydellista
arkkitehtuuria edes aina julkaista. Kuitenkin on selvilla muistirakenteiden yleisimmat

komponentit ja niitd voidaan analysoida erilaisten suorituskykytestien avulla [12—14].

Kuvassa 3 esitetdan Nvidian Volta-arkkitehtuuriin pohjautuvan V100-grafiikkaprosesso-
rin muistirakenne. Vaikka Volta (2017) on Amperen (2020) edeltaja, sen arkkitehtuuri on
hyvin samankaltainen seuraajansa kanssa. Voltasta on kuitenkin tehty enemman ana-

lyyseja tdahan mennessa ja siksi se esitetdan tassa.
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Kuva 3. V100-grafiikkaprosessorin muistirakenne [14, s. 16]

V100 ja A100 kayttavat globaalissa muistissa HBM2-rajapintaa (High Bandwith Memory
2). Toinen yleisesti nykyaan kaytdssa oleva rajapinta on GDDRG6 (Graphics Double Data

Rate 6). Suurin ero nailla on, ettd HBM2:lla paastaan suurempiin kaistanleveyksiin [14].
Grafiikkaprosessori sisaltda yleensa seuraavia muisteja:
e Globaali muisti (HBM2 tai GDDR6)

L2-valimuisti

L1-valimuisti

e LO-valimuisti

rekisterit (registers)

Globaali muisti on kapasiteetiltaan suurin. V100:ssa se on joko 16 tai 32 gigatavua
riippuen mallista, mutta A100 nostaa kapasiteetin 40 tai 80 gigatavuun [8]. Globaalilla
muistilla on my6s suurin kaistanleveys, johon yleensa viitataan puhuttaessa grafiikka-
prosessorin kaistanleveydesta. V100:lla globaalin muistin teoreettinen kaistanleveys on
900 Gt/s ja A100:lla 1555 Gt/s [8]. Globaalin muistin tehtdvana on sail6a dataa isdnnan
muistin (host memory) ja laitteen muistin (device memory) valilla. Siihen kohdistuu siis

paljon luku- ja kirjoitusoperaatiota, joten suuri kaistanleveys on eduksi. Isdnnan muistilla



tarkoitetaan tassa yhteydessa yleensa keskusyksikdn kaytettavissa olevaa muistia ja

laitteen muistilla grafiikkaprosessorin muisteja [15].

L2-valimuisti on jaettu kaikkien monisuorittimien valilla. Se on kapasiteetiltaan suurempi
kuin L1-valimuisti mutta huomattavasti pienempi kuin globaali muisti. Sen tarkoituksena
on sailéa seka valittda ohje- ja tietovirtoja globaalin muistin ja L1-valimuistin valilla.
A100:lla on 40960 kilotavua L2-valimuistia [8].

L1-valimuisteja on yksi kullekin monisuorittimelle. Sen tehtavana on valittaa ohjevirtoja
LO-valimuistille ja tietovirtoja rekisterille. L1 my6s vastaanottaa prosessoituja tietovirtoja
rekisterista, jotka valitetdan eteenpain L2:lle. Kapasiteetiltaan L1 on satojen kilotavujen
luokkaa [14].

LO-valimuisteja on yksi kullekin monisuorittimen lohkolle. Sen tehtavana on valittaa L2-
valimuistilta tuleva ohjevirta monisuorittimen lohkon toiminnallisile komponenteille.
A100:n monisuorittimessa on nelja lohkoa, joten yhteensd monisuorittimessa on nelja

LO-valimuistia. Yhden LO-valimuistin kapasiteetti on pieni, vain joitakin kilotavuja [14].

Rekisterit ovat grafiikkaprosessorin nopein muistityyppi ja niissa sailytetaan valiaikai-
sesti tietovirtoja, jotka voivat olla esimerkiksi muuttujia. Yhdessa rekisterissa oleva data
on kaytettavissa valiaikaisesti vain yhdelle threadille. Nykyaan monisuorittimessa yleinen

rekisterien lukumaara on 64 tuhatta ja niissa oleva data on 32-bittista [9].

Taulukossa 2 on yhteenveto Nvidian viimeisimpien arkkitehtuurien muistien ominaisuuk-

sista.

Taulukko 2. Nvidian arkkitehtuurien muistien vertailu, muokattu léhteesta [8, s. 36]

NVIDIA Tesla P100  NVIDIA Tesla V100  NVIDIA A100
Pascal (2016) Volta (2017) Ampere (2020)
4096-bit HBM2 4096-bit HBM2 5120-bit HBM2

GPU Features
GPU Architecture
Memory Interface

Memory Size 16 GB 32GB/16 GB 40 GB
Memory Bandwidth 720 GB/sec 900 GB/sec 1555 GB/sec
L2 Cache Size 4096 KB 6144 KB 40960 KB
Shared Memory Size / SM 64 KB Up to 96 KB Up to 164 KB
Register File Size / SM 256 KB 256 KB 256 KB
Register File Size / GPU 14336 KB 20480 KB 27648 KB




3. RINNAKKAISLASKENTA

Keskusyksikolla suoritettavat algoritmit voivat osoittautua liian hitaiksi, jos kyseessa
oleva operaatio sisaltda paljon rinnakkaisuutta. Rinnakkaislaskennan periaatteita seura-
ten voidaan kehittda grafiikkaprosessoreilla suoritettavia ohjelmia, jotka suoriutuvat te-
hokkaasti suurien datamaarien sisaltavista ongelmista. Tallaisia ongelmia sisaltavat esi-
merkiksi syvat neuroverkot, joissa kaytetaan miljoonista kuvista koostuvia tietokantoja
[16]. On kuitenkin ongelmia, joita ei voida jakaa rinnakkaisesti suoritettaviin osiin ja sen
takia ne kannattaa suorittaa keskusyksikdlla. Kaistanleveys on myos rajoittava tekija, jos

kaytdssa on erillinen ndytdnohjain.

Alaluvussa 3.1 kaydaan lapi rinnakkaislaskennan tavoitteita. Alaluvussa 3.2 kerrotaan
toimintamalleista, joiden avulla rinnakkaislaskentaa voidaan kehittda. Suoritettavan ope-
raation suorituskykya voidaan myos tarkastella mittareilla, joista kerrotaan alaluvussa
3.3. Sovelluskohteisiin, joissa hyddynnetaan rinnakkaisuutta, perehdytdan alaluvussa
3.4.

3.1 Tavoitteet

Ohjelmat, jotka suorittavat ohjevirrasta vain yhden ohjeen kerrallaan, ovat suunniteltu
yksittaiselle suoritinyksikolle. Tassa tapauksessa ongelma jaetaan pienempiin osiin,
mutta vain yksi osaongelma suoritetaan kerrallaan, kunnes kaikki osat ovat suoritettu.

Kuvassa 4 havainnollistetaan ylla mainitun tapatumasarjan kulkua.

Problem

_ Processor

Instruction n . - . . Instruction 2 Instruction 1

Kuva 4. Perinteisen sarjalaskennan tapahtumasarja [4, s. 2]

Jos kyseessa oleva ongelma on rinnakkainen, niin yksittainen suoritinyksikkd muodostaa

pullonkaulan koko ohjelman suorittamiselle. Rinnakkaislaskennan tavoitteena on, etta
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samaa ohjevirtaa voidaan suorittaa mahdollisimman monelle ohjelman osalle samanai-

kaisesti. Kuvassa 5 havainnollistetaan rinnakkaislaskennan tapahtumasarjaa.

Instruction n Instruction 2 Instruction 1

=

Instruction n Instruction 2 Instruction 1

-~
Partn --

Instruction n Instruction 2 Instruction 1

Problem

Kuva 5. Rinnakkaislaskennan tapahtumasarja [4, s. 3]

Mita enemman resursseja eli suoritinyksikkdja on kaytdssa, sita nopeammin ongelma
voidaan suorittaa. Ohjelmoijan vastuulle jaa, miten kaikki resurssit saadaan kayttéon
mahdollisimman tehokkaasti. Se ei ole aina yksinkertaista, silla usein ohjelma pitaa Kkir-
joittaa uudelleen kayttaen rinnakkaisohjelmoinnin rajapintoja, kuten Nvidian CUDA-raja-
pintaa (Compute Unified Device Architecture). On tarkeaa pohtia, kuinka suuri hyéty oh-
jelman uudelleensuunnittelemisesta on ja sisaltdako ongelma tarpeeksi rinnakkaisuutta,

jotta sita on jarkeva kehittaa.

On olemassa myds ongelmia, joissa ei voida hyddyntaa rinnakkaislaskentaa tai se on
erittdin haastavaa. Tallaiset ongelmat ovat riippuvaisia aikaisemmin prosessoidusta tie-
dosta, mika tarkoittaa, ettd ongelman suoritus on rekursiivista. Tdman takia kyseisia on-
gelmia ei voida suorittaa suoraan rinnakkaislaskentaa kayttden, mutta ongelmaa voi-
daan yrittdd muokata ensin sopivaan muotoon. Esimerkiksi Fibonaccin lukujono voidaan

laskea kaavalla [4, s. 42]
By =Fpq+Fa, €9)
missa F,,_; = 0 ja F,,_, = 1. Kaavassa kaytetaan rekursiivisesti kahta viimeista tulosta,

joten jonon alkioita ei voida laskea samanaikaisesti. Kaava on sellaisenaan riippuvainen

aikaisemmasta tiedosta, mutta kayttamalla Binetin kaavaa [4, s. 42]

. 1+ - (1-V5)"
n = 2”\/§

(2)
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voidaan Fibonaccin lukujonon alkiot ratkaista ilman riippuvuutta aikaisemmasta tiedosta.

Nyt haluttu maara jonon alkioita voidaan laskea samanaikaisesti.

3.2 Toimintamallit

Rinnakkaislaskennan hyddyntamisen avuksi on kehitetty toimintamalleja, joiden avulla
ohjelmoija tunnistaa ohjelman kehitettavat osa-alueet. Yksi naista toimintamalleista on
APOD-sykli [17], joka tulee sanoista assess (arviointi), parallellize (rinnakkaistaminen),

optimize (optimointi) ja deploy (kayttoonotto). Kuva 6 havainnollistaa syklin kulkua.

Kuva 6. APOD-sykli [17]

APQOD-syklin avulla ohjelmaa voidaan kehittaa iteratiivisesti, joten pienetkin kehityskoh-
teet voidaan saavuttaa vahaisella tydpanoksella. Kayttéonottovaiheessa ohjelman suo-
rituskykya voidaan verrata edellisen iteraatioon, jonka jalkeen voidaan arvioida, pystyykd
ohjelmaa kehittdmaan entisestdan. Seuraavaksi kdydaan lapi yksityiskohtaisemmin syk-

lin eri vaiheita.

Assess eli arviointi alkaa siita, etta paikallistetaan ohjelman osat, joissa ohjelman suori-
tus vie eniten aikaa. On hyva maarittda suorituskyvyn nopeutumisen teoreettinen ylaraja,
jota voidaan arvioida Amdahlin ja Gustafsonin lakien avulla. N&ita lakeja kutsutaan no-

peutumisen laiksi ja ne esitetaan alaluvussa 3.3.3.

Parallellize eli rinnakkaistaminen tarkoittaa ohjelman muokkausta niin, etta siina hyo-
dynnetdan mahdollisimman paljon rinnakkaislaskentaa. Arviointivaiheessa 16ydetyt oh-
jelman osat ohjelmoidaan kayttden esimerkiksi CUDA-rajapintaa, jolloin laskentaa siirre-

tadan grafiikkaprosessorille. Jotkut ohjelman osat ovat helppo rinnakkaistaa kayttamalla
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valmiiksi optimoituja kirjastoja tai funktioita, mutta toisaalta rinnakkaistaminen voi vaatia

ohjelmakoodin suurempaa muokkausta.

Optimize eli optimointi tarkoittaa ohjelmankoodin hienosaatéa, jotta saadaan paras
mahdollinen suorituskyky. Optimointi on hyvin sovelluskohtaista ja siksi on hyddyllista
tietdd ongelman tausta perinpohjaisesti. Tamakin vaihe on iteratiivinen, silla kaikkea
mahdollista optimointia ei ole tarpeen toteuttaa samalla kertaa, vaan voidaan koittaa eri-
laisia strategioita ja valilla testata ohjelman suorituskykya. Optimointia voidaan toteuttaa
monella eri tasolla ja siihen on myos kaytettavissa suuntaa antavia tyokaluja, jotka eh-

dottavat mitd ohjelman osaa kannattaa optimoida.

Deploy eli kayttoonotto tarkoittaa yhden iteraation valmistumista. Tassa vaiheessa oh-
jelma testataan ja suorituskykya vertaillaan edellisiin iteraatioihin. Vertailua voidaan
my0s tehda syklin alussa tehtyjen teoreettisten ylarajojen kanssa, silla I1&dhes aina kay-
tannon toteutus poikkeaa odotetusta tuloksesta. Vaikka syklia voitaisiin viela jatkaa,
my®0s osittain rinnakkaistettu ohjelma kannattaa ottaa kayttéon, silld saavutettu suoritus-
kyvyn nopeutuminen on hyodyllinen ohjelmaa kayttaville. Liian suuret muutokset ohjel-

maan voivat olla osittain haitaksi.

Myo6s muita toimintamalleja ja optimointitapoja on esitetty kirjallisuudessa [18], jotka ka-
sittelevat rinnakkaislaskennan avainalueita. Usein toimintamallit ovat sovelluskohtaisia,
eivatka kaikki keinot valttamatta pade omaan toteutukseen. Tarkeinta on muistaa valita

toimintatapa, joka soveltuu kyseisen ohjelman tarpeisiin.

3.3 Suorituskyvyn mittarit

Rinnakkaislaskennan suorituskykya havainnollistetaan erilaisilla mittareilla. Ne ovat hyo-
dyllisida ohjelman kehitysvaiheessa seka vertaillessa, mika laite sopisi parhaiten omaan
sovellukseen. Nopeutumisen lait antavat arvion kehitettavan ohjelman potentiaalista,
kun taas kaistanleveys kertoo, kuinka nopeasti data liikkkuu muistien ja prosessoreiden
valilla. Voidaan myds mitata raakaa laskentatehoa, josta saadaan hyva yleiskuva laitteen

tehokkuudesta.

3.3.1 Nopeutumisen lait

Amdahlin laki [19] voidaan esittdd muodossa

1
Sa(fin) =———, (3)
R
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jossa S, viittaa sanaan speedup (nopeutuminen). Parametri f on ajan osuus, joka kuluu
ohjelman osan suorittamiseen yhdelld suoritinyksikolla. Parametri n on kerroin, joka
maarittaa kuinka monta kertaa nopeammin ohjelman osa suoritetaan. Toisaalta se tar-
koittaa my0s, kuinka monta suoritinyksikkda ohjelman osalla on kaytéssa. Amdahlin la-
kiin perustuvaa nopeutumista kutsutaan myds nimella vahva skaalaus [1]. Ongelman
koon oletetaan pysyvan vakiona, vaikka resurssit ongelman suorittamiseen lisaantyisi-

vat.

Amdahlin laista paranneltu versio Gustafsonin laki [20] merkitdan muodossa
Ss(fm)=f+A—-f)-n, (4)

joka ottaa huomioon suoritettavan ongelman skaalautumisen suhteessa resursseihin.
Tama tarkoittaa, etta resurssien kasvaessa myds ongelma kasvaa. Erityisesti ongelman
rinnakkainen osuus kasvaa, jolloin lisdantyneita resursseja voidaan hyodyntaa parem-
min. Esimerkiksi tietokonegrafiikan luonti tai sdan ennustus ovat sovelluksia, joissa on-
gelma kasvaa resurssien myoéta [1, s. 293]. Tata voi havainnollistaa silla, etta tehokkaam-
mat grafiikkaprosessorit mahdollistavat myos nayttéresoluution lisdamisen, joka lisaa
rinnakkaisten operaatioiden maaraa eli pikselien luontia. Gustafsonin lakiin perustuvaa

nopeutumista kutsutaan heikoksi skaalautumiseksi.

Kummatkin nopeutumisen lait ovat hyddyllisid suorituskyvyn arvioinnissa, mutta Gustaf-
sonin laki on optimistisempi ja soveltuu paremmin rinnakkaislaskentaan. Kuvassa 7 nah-
daan nopeutumisen lakien vaikutukset. Pystyakselilla on nopeutumiskerroin ja vaaka-

akselilla ohjelman osuus, joka on rinnakkainen.

Speedup when execution
time is fixed (Gustafson)

Speedup when problem
size is fixed (Amdahl)

Speedup factor

A

0.0 0.2 04 0.6 0.8 1.0
Observable parallel fraction of existing workload

A L A

Kuva 7. Nopeutumisen lakien vaikutukset [21, s. 10]
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3.3.2 Kaistanleveys

Kaistanleveys on yksi tarkeimmista suorituskyvyn mittareista, kun puhutaan tiedonsiir-
rosta. Se kertoo, kuinka nopeasti dataa voidaan siirtda muistien ja suorittimien valilla.
Kaistanleveytta mitataan yleensa yksikolla tavua per sekunti. Tavun kanssa kaytetaan

sopivaa etuliitetta, kuten giga tai tera.

Grafiikkaprosessorin kaistanleveys ylittdd huomattavasti keskusyksikon kaistanlevey-
den, mutta grafiikkaprosessorin teoreettista kaistanleveyttd on vaikeampi saavuttaa [1,
s. 295]. Tama johtuu siitd, ettd ohjelman muistin kaytto riippuu ongelman tyypista ja data
pitaa ryhmitelld oikeaan muotoon grafiikkaprosessoria varten. Jos muistia luetaan epa-
saanndllisesti ja tietoalkioiden muodostamat ryhmat ovat erikokoisia, kaistanleveys pie-

nenee.

Kuvassa 8 vertaillaan naytdénohjainten ja keskusyksikdiden teoreettisen kaistanleveyden
kehitysta. Kuvasta ndhdaan, ettd kaistanleveyden kehitys on nopeaa grafiikkaprosesso-

reilla, mutta keskusyksikailla kaistanleveys on pysynyt melko samalla tasolla.

GB/s
1600
—@— NVIDIA data-center GPU
1400 NVIDIA GeForce GPU
Intel CPU
1200
1000
RTX 3090
800
TITANRTX
600
400 | GTX780Ti GTX980Ti

. J

200 K40 GTXTITANBlack M40

i9-7960X i9-9980XE  i9-10980XE

i7-4960X 17-5960X o 500 i7-6785R i9-10850K

2013 2014 2015 2016 2017 2018 2019 2020

Kuva 8. Teoreettisen kaistanleveyden kehitys, perustuu lahteisiin [22], [23]

Myos keskusyksikon ja erillisen naytonohjaimen valinen kaistanleveys on otettava huo-
mioon, silla se on paljon pienempi, kuin grafiikkaprosessorilla itselldan. Nayténohjainten

kayttdman PCle-vaylan (Peripheral Component Interconnect Express) kaistanleveys on
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nykyaan kymmenia gigatavuja sekunnissa [8]. Tiedonsiirto on optimoitava komponent-

tien valilla, jotta valtytdan pullonkaulan muodostumiselta.

3.3.3 FLOPS

Aritmeettista laskentatehoa mitataan yksikélla FLOPS (Floating point Operations Per Se-
cond) eli liukulukuoperaatiota sekunnissa. Grafiikkaprosessorilla pyritdan suorittamaan
paljon liukulukuoperaatioita samanaikaisesti, ja nykyaan paastaan useiden teraflopsien
tasolle. Usein ilmoitetaan vain teoreettinen FLOPS-arvo, mutta kaytanndssa suoritus-
kyky on huonompi. Teoreettinen arvo perustuu ajattelumalliin, jossa pystyttaisiin kaytta-
maan kaikkia prosessorin resursseja suurimmalla mahdollisella kellotaajudella. Todelli-
suudessa kuitenkin vain osa resursseista on kaytdssa, silla tietovirtoja rajoittavat kay-

tossa olevat kaistanleveydet.

Teoreettiset FLOPS-arvot ovat olleet jatkuvassa kasvussa keskusyksikailla ja grafiikka-
prosessoreilla. Tatad havainnollistetaan kuvassa 9, jossa on vertailtu eri valmistajien pro-
sessoreita.

—8-CPU —Intel-Core-CPU Intel-Xeon-CPU —— AMD-Ryzen-CPU —— AMD-EPYC-CPU

-#--GPU NVIDIA-Titan-GPU —— NVIDIA-GeForce-GPU NVIDIA-Tesla-GPU AMD-Radeon-GPU AMD-MI-GPU

8

16 X
x
H 7
14 -
6
12
%
10 x 5
0
4 b
9 s : 4
o y
N7,
6 ! 3
XX/
XX °
x e i /
4 N - S /. 2 x v
X / X A
/ 1
2 e /
%% __.--'4:..)-"'” X R ST _-_--.,ﬁ_—__; 0o—
e ———0 & A %
o Xox—REK e -85~ 0 X-- X g-@R——NE—X- ¥
2008 2010 2012 2014 2016 2018 2020 2008 2010 2012 2014 2016 2018 2020
(a) Single-precision performance. (b) Double-precision performance.

Kuva 9. Teoreettisten FLOPS-arvojen kehitys [24, s. 4]

Kuvan 9 vasemmassa kuvaajassa on vertailtu laskentanopeutta 32-bittisilla liukuluvuilla

laskentanopeus on noin puolet suurempi kuin 64-bittisilla. Tata selittda se, etta lasken-

tatarkkuus on alhaisempi kaytettaessa 32-bittisia liukulukuja.

Tulevaisuudessa tullaan ndkemaan yha suurempia FLOPS-arvoja, mika kasvattaa rin-

nakkaislaskennan potentiaalia. Kayttden Mooren lakia hyodyksi voidaan arvioida, etta
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grafiikkaprosessoreiden teho kasvaa noin 50 % vuodessa [7]. Edistysaskeleet laitteiden

arkkitehtuureissa ja rinnakkaisohjelmoinnissa kasvattavat myds suorituskykya.

3.4 Sovelluskohteet

Laskennallisesti intensiivisia sovelluskohteita ovat esimerkiksi saan ennustaminen, tie-
teelliset simulaatiot ja itseajavat autot [8]. Monissa sovelluksissa kaytetaan apuna syvia
neuroverkkoja, jotka sisaltavat valtavasti rinnakkaisuutta. Tieteelliset simulaatiot pyrkivat
mallintamaan todellisia iimiditd mahdollisimman tarkasti, mika vaatii laskentaresursseja.
Tallaisissa sovelluksissa voidaan hyddyntaa rinnakkaislaskentaa ja erityisesti grafiikka-

prosessoria.

3.4.1 Neuroverkot

Neuroverkkojen toiminta perustuu siihen, etta niille syotetdan paljon samantyyppista da-
taa, josta ne oppivat erottamaan tiettyja ominaisuuksia. Ominaisuuksien perusteella neu-
roverkko voi esimerkiksi tunnistaa kuvasta tietyn objektin, kuten ihmisen. Neuroverkossa
on tyypillisesti monta tasoa, ja yhdella tasolla usealle tietovirralle suoritetaan samaa ope-
raatiota. Kuvassa 10 on esitetty yksinkertainen konvoluutiota hyédyntava neuroverkko
(convolutional neural network, CNN) LeNet-5 [25]. Se on kehitetty tunnistamaan kasin

kirjoitettuja numeroja.

Feature
Maps

Input : .
Convolution

Pooling Convolution I T

Pooling  Full Connection

Kuva 10. LeNet-5-neuroverkon rakenne [25, s. 68]

Konvoluutiotasot ovat CNN:n keskeisin osa [25]. Jokaisella konvoluutiotasolla konvoluu-
tio suoritetaan useaan otteeseen, joten ne vievat suuren osan neuroverkon suoritus-

ajasta. Kaytannon toteutusta varten on kehitetty erilaisia konvoluutiostrategioita, kuten
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suora konvoluutio, levittdmiseen perustuva konvoluutio ja Fourier-muunnokseen perus-
tuva konvoluutio. Suorassa konvoluutiossa kaytetaan pistetuloa ja epalineaarista akti-
vointifunktiota, kuten sigmoid-funktiota. Grafiikkaprosessorille tehokkaampi menetelma
on levittamiseen perustuva konvoluutio, silla siina kerrottavat elementit muokataan sopi-
viksi rivi- ja sarakematriiseiksi. Sen jalkeen voidaan laskea matriisitulo, johon on kehitetty
tehokkaita menetelmia, kuten cuBLAS-kirjasto (CUDA Basic Linear Algebra
Subprograms). Myoés Fourier-muunnokseen perustuva konvoluutio on tehokas, silla siind
kaytetdan nopeaa Fourier-muunnosta (Fast Fourier Transform, FFT), jonka jalkeen mat-

riisitulo voidaan laskea Fourier-tasossa.

3.4.2 Saahavaintopallon laskeutumisradan simulaatio

Saahavaintopallon laskeutumisradan maarittamiseen kaytetdan simulaatiota, joka poh-
jautuu Monte Carlo -menetelmaan [26]. Simulaatioita suoritetaan usein paljon, jolloin
saadaan tarkempia arvioita sdahavaintopallon laskeutumispisteesta. Yksittaisen lento-
radan simulaatio sisaltda useita parametreja, kuten ilmanpaine, ldmpdtila ja tuulenvoi-
makkuus. Lisaksi simulaatio on suoritettava jokaisella halutulla ajanhetkella ja sita vas-
taavalla korkeudella, joten simulaatio on laskennallisesti intensiivinen. Kuvassa 11 ha-

vainnollistetaan tilannetta.

* Wind

Yy @ Recovery zone

Kuva 11. Sddhavaintopallon laskeutumisrata [26, s. 587]

Kuvan 11 recovery zone eli laskeutumisalue arvioidaan suorittamalla esimerkiksi mil-

joona erillistd simulaatiota. Jokaisen simulaation alussa maaritetaan alkuparametrit, joita
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simulaation sisaltava malli muokkaa jokaisella ajanhetkella. Koska simulaatiot ovat toi-
sistaan riippumattomia, niille voidaan kehittda grafiikkaprosessorilla ajettava rinnakkai-
nen algoritmi, joka on perinteiseen sarjalaskentaan pohjautuvaa algoritmia monta kertaa
nopeampi. Tama on tarpeen, silla joissain tilanteessa simulaatiot on suoritettava lahella
laskeutumisaluetta, joten yksinkertainen komponentti kuten grafiikkaprosessori on
helppo kuljettaa paikan paalle. Myds tilanteeseen nopea reagointi on valttamatonta, silla

laskeutumisradan simulaatio taytyy suorittaa sddhavaintopallon lentdessa.
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4. KAYTTO MATLAB-OHJELMISTOSSA

Monet MATLABIN funktiot tukevat valmiiksi grafiikkaprosessoria, jos funktioille syotettava
data on ladattu grafiikkaprosessorin muistiin. Parallel Computing Toolbox mahdollistaa
funktioiden suorittamisen grafiikkaprosessorilla helposti, silld kayttdjan ei tarvitse tehda
merkittdvid muutoksia ohjelmakoodiin. MATLAB tarjoaa myds mahdollisuuden suorittaa
ohjelmia, jotka ovat kehitetty CUDA-rajapinnalla. Taman etuna on, etta ohjelmia voidaan
optimoida enemman ja voidaan myos suorittaa ohjelmia, joilla ei ole valmiiksi tukea gra-

fiikkaprosessorille MATLABIn puolesta.

Kaytdssa olevassa jarjestelmassd on AMD Ryzen 5 1600 -keskusyksikkd ja NVIDIA
GeForce GTX 1080 -grafiikkaprosessori. Grafiikkaprosessorin taytyy tukea CUDA com-
pute capability 3.5 tai suurempaa versiota, jotta sitd voidaan hyddyntdd MATLABIssa.

Grafiikkaprosessorin tiedot saa selville MATLABissa komennolla gpuDevice.

4.1 Parallel Computing Toolbox

Parallel Computing Toolboxin gpuArray-funktiolla mahdollistetaan datan siirto tyémuis-
tista grafiikkaprosessorille. Funktiolle voidaan sy6ttaa joko numeerisia tai loogisia arvoja
sisaltava taulukko, ja funktio palauttaa gpuArray-objektin, jossa syotetty taulukko on ko-
pioitu grafiikkaprosessorin muistiin. Palautetulle objektille voidaan suorittaa halutut funk-
tiot kuten normaalisti, jos ne tukevat objektia. Kun dataa halutaan tarkastella, taulukko

voidaan siirtda takaisin tydmuistiin gather-funktiolla.

Tarkastellaan seuraavaksi yksinkertaista esimerkkia, jossa lasketaan kahden neliomat-
riisin tulo. Talléin matriisien dimensiot ovat N X N, ja niiden tulon laskemiseen tarvittava

liukulukuoperaatioiden maara saadaan kaavasta
FLOPS(N) = 2N3 — N2. (5)

Liukulukuoperaatioiden maara sekunnissa saadaan, kun kaavan 5 tulos jaetaan las-
kenta-ajalla. Kaytetaan laskennassa erikokoisia matriiseja, ja mitataan laskenta-ajat kes-
kusyksikkda ja grafiikkaprosessoria kayttden. Kuvassa 12 on esitetty komentosarja, jolla
FLOPS-arvot ovat laskettu.
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1l= N =2.7(6:14); % Matrix sizes

Zl= t CPU = inf(size (N));

3= t GPU = inf(size (N));

4

5= for i = l:numel (N)

6 % CPU matrix multiplication

7= A = rand(N(i)) s

8 — B = rand (N (1))

9 — t CPU(i) = timeit(@() A*B);

10 % GPU matrix multiplication

11 - A = gpulrray(B):

12 — B = gpuBrray (B):

13 — t GPU(i) = gputimeit(@() A*B):;

14 — end

15

le — GFlopsCPU = (2*N."3 - N."2)./t CPU/1le9;
117 (= GFlopsGEU = (2*N."3 - N."2)./t GPU/1le9;
18 — [GFlopsCPU max, idxl] = max (GFlopsCPU);
19 — [GFlopsGPU max,idx2] = max(GFlopsGPU);

Kuva 12. FLOPS-arvojen laskeminen

Suurimmat FLOPS-arvot saadaan muuttujista GFlopsCPU_max ja GFlopsGPU_max,
jotka sijaitsevat kuvassa 12 riveilla 18 ja 19. Keskusyksikdlle suurin arvo on 127.9 ja
grafiikkaprosessorille 282.1. Kuvassa 13 on piirretty kuvaaja, joka nayttda FLOPS-arvot

matriisin koon funktiona.
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Kuva 13. Matriisitulon suorituskyvyn vertailu
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Kuvasta 13 voidaan paatella, etta suurilla matriiseilla matriisitulo on tehokkaampi grafiik-
kaprosessoria kayttaen. Keskusyksikké on kuitenkin tehokkaampi pienten matriisien ka-
sittelyssa, silla niissa ei esiinny yhta paljon rinnakkaisuutta. Kun matriisin koko ylittaa
2000 rajan, niin nopeutuminen on lahes kolminkertainen. Tuloksiin vaikuttaa vahvasti
tietokoneen komponentit, ja laskentaa voidaan optimoida esimerkiksi CUDA-rajapintaa

kayttaen.

4.2 CUDA-rajapinta

CUDA-rajapinta toteuttaa laajan valikoiman laskentakirjastoja, kuten cuBLAS-kirjaston,
joka soveltuu lineaarialgebran ongelmien ratkaisemiseen. CUDA-kerneliksi kutsutaan
funktioita, joka toteuttaa itse laskutoimituksen CUDA-ohjelmakoodissa. Kaytanndssa
CUDA-rajapinta on C/C++ -ohjelmointikielen laajennus, joten ohjelmoijan ei tarvitse ope-

tella uutta syntaksia.

Seuraavaa esimerkkia varten on kirjoitettu CUDA C++ -ohjelma cublasDemo, joka las-
kee kahden matriisin tulon. Tarkastellaan yha nelidmatriiseja, jotta voidaan verrata tulok-
sia alaluvun 4.1 tulosten kanssa. Kokonaisuudessaan ohjelma, joka on muokattu 1ah-
teesta [4, s. 243], on esilla litteessa. Lisaksi ohjelma on kdannetty MATLABIa tukevaksi
MEX-funktioksi (MATLAB executable), jotta sitd voidaan kutsua suoraan MATLABIsta.
Kuvassa 14 on esitetty komentosarja, jossa funktiota kutsutaan rivilla 44, ja lasketaan

FLOPS-arvot, kuten alaluvussa 4.1.

35 — N =2.7(6:14); % Matrix sizes

36 — repeat = 5;

37 — t GPUZ = inf([size(N), repeat]):

38

39 — for i = l:numel (N)

40 — A = rand(N(i)):

41 — B = rand (N(i)) s

42 — for r = l:repeat

43 % GPU matrix multiplication with cuBLAS
44 — [C, t GPU2(:,i,r)] = cublasDemoc (A, B):;
45 — end

46 — end

47

48 — t GPUZ = median(t GPUZ,3):

49 — GFlopsGPUZ = (2*N."3 - N."2)./t _GPUZ2/1eY;

S0 |= [GFlopsGPU2 max,idx3] = max (GFlopsGPU2);

Kuva 14. FLOPS-arvojen laskeminen cuBLAS-kirjastolla
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Nyt grafiikkaprosessorille saadaan suurin FLOPS-arvo rivilla 50 olevasta muuttujasta
GFlopsGPU2_max, joka on 281.5. Kuvassa 15 vertaillaan FLOPS-arvoja MATLABIN ja
cuBLASIn toteutuksia kayttaen.

Double precision matrix-matrix multiply
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Kuva 15. FLOPS-arvot cuBLAS-toteutuksella

Kuvasta 15 nahdaan, ettd cuBLASIia kayttden saadaan hieman parempia tuloksia mat-
riisin koon ollessa alle 1000, mutta sen jalkeen tulokset ovat yhtenevia MATLAB-toteu-
tuksen kanssa. Kaytéssa oleva CUDA-kerneli on paremmin optimoitu grafiikkaprosesso-
rille, kuin Parallel Computing Toolboxin funktiot. Kernelia voitaisiin optimoida viela lisaa
esimerkiksi kayttamalld kehittyneempaa laskentafunktiota, mutta se olisi tydlaampi to-

teuttaa.
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5. YHTEENVETO

Tassa tydssa tutkittiin, miten grafiikkaprosessoria voidaan hyédyntaa tieteellisessa ja
yleisessa laskennassa. Luvussa 2 esiteltiin grafiikkaprosessorin rakenne, josta kavi ilmi
sen rinnakkaisuus. Esiteltin myos grafiikkaprosessorin tarkeimmat komponentit, jotka
ovat monisuorittimet ja muistit. Luvussa 3 perehdyttiin rinnakkaislaskennan tavoitteisiin
ja toimintamalleihin, joilla rinnakkaislaskentaa voidaan kehittda. Taman jalkeen esiteltiin
mittareita, joiden avulla laskennan suorituskykya voidaan arvioida. Kaytiin 1api myos
kaksi sovelluskohdetta, joissa hyddynnetdan rinnakkaislaskentaa. Luvussa 4 perehdyt-
tiin grafiikkkaprosessorin kayttoon MATLAB-ohjelmistossa ja vertailtiin eri menetelmien

avulla, miten suorituskykya voidaan kasvattaa rinnakkaislaskentaa kayttaen.

Rinnakkaislaskentaa voidaan hyddyntaa monissa tieteen sovelluksissa, jolloin laskentaa
voidaan nopeuttaa, ja kustannuksia saastda. Rinnakkaislaskennan toteutus on usein
haastavaa, mutta onnistuessaan se on hyodyllisempi, kuin vastaava sarjalaskentaan pe-
rustuva toteutus. Rinnakkaislaskennan hyotyja voidaan arvioida ennen toteutusvaihetta,
ja toteutuksen avuksi on kehitetty useita toimintamalleja. Grafiikkaprosessorille ohjelmoi-
tavat tieteellisen laskennan toteutukset vaativat optimointia, jotta niistd saadaan suurin
hyéty irti. Optimointimahdollisuuksia on paljon, ja uusia menetelmia kehitetaan jatku-

vasti.
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LIITE: CUBLASDEMO-OHJELMA

#include "mex.h"
#include <cuda_runtime.h>
#include <cublas_v2.h>

void mexFunction(int nlhs, mxArray *plhs[], int nrhs, const mxArray
{
if (nrhs 1= 2){
mexErrMsgTxt("Invaid number of input arguments");

}

// Variables

double *deviceA, *deviceB, *deviceC;
const double *A, *B;

double *C;

// Input arrays
A = (double *)mxGetData(prhs[0]);
B = (double *)mxGetData(prhs[1]);

// Array dimensions

int numARows = mxGetM(prhs[0]);
int numACols = mxGetN(prhs[@]);
int numBRows = mxGetM(prhs[1]);
int numBCols = mxGetN(prhs[1]);
int numCRows = numARows;

int numCCols = numBCols;

// Output array

*prhs[])

plhs[@] = mxCreateNumericMatrix(numCRows, numCCols, mxDOUBLE_CLASS,

mxREAL) ;
C = (double *)mxGetData(plhs[@]);

// Allocate memory on GPU

cudaMalloc(&deviceA, sizeof(double) * numARows * numACols);
cudaMalloc(&deviceB, sizeof(double) * numBRows * numBCols);
cudaMalloc(&deviceC, sizeof(double) * numCRows * numCCols);

cublasSetMatrix(numARows, numACols, sizeof(double), A, numARows, de-

viceA, numARows);

cublasSetMatrix(numBRows, numBCols, sizeof(double), B, numBRows, de-

viceB, numBRows);

// Measure time

float time;

cudaEvent_t start, stop;
cudakventCreate(&start);
cudakventCreate(&stop);
cudakventRecord(start, 0);

// Kernel

cublasHandle_t handle;

cublasCreate(&handle);

double alpha = 1.0;

double beta = 0.9;

cublasDgemm(handle,
CUBLAS_OP_N, CUBLAS_OP_N,
numARows, numBCols, numACols,
&alpha,



deviceA, numARows,
deviceB, numBRows,
&beta,

deviceC, numCRows);

cudakventRecord(stop, 9);

cudakventSynchronize(stop);
cudakventElapsedTime(&time, start, stop);
//printf("Time to generate: %1.4f s \n", time/1000);
plhs[1] = mxCreateDoubleScalar(time/1000);

// Get results
cublasGetMatrix(numCRows, numCCols, sizeof(double), deviceC, numCRows,
C, numCRows);

// Clear from memory
cublasDestroy(handle);
cudaFree(deviceA);
cudaFree(deviceB);
cudaFree(deviceC);



