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Projektiliiketoiminnassa osa projekteista epdonnistuu aikataulullisesti tai vaatii suunniteltua
enemman resursseja pysyakseen aikataulussa. Projektien suunnittelussa yhdistetédan tieto en-
nustetusta tybkuormasta, eli resurssisuunnitelmasta, ja toteutuneista tunneista. Naita vertaamal-
la voidaan tutkia suunnitelmien onnistumista ja maéritelld aikataulun ja tuntibudjetin mukaiset kri-
teerit projektin onnistumiselle.

Silverbucket Oy:n toteuttamassa resursointitydkalussa yhdistetdan projektien resursointisuun-
nitelma, toteutuneet tunnit, aikataulu ja tuntibudjetti. Tassa tydssa tutkittiin pystyisikd nailla tiedoil-
la ennustamaan projektin onnistumisen mahdollisuuden aikataulun suhteen koneoppimisen kei-
noin jo ennen kuin projekti on paattynyt. Mahdollisimman varhaisessa vaiheessa ongelmalliseksi
tunnistettu projekti olisi projektip&allikélle arvokas tieto.

Aikataulun ylityksen liséksi projektin onnistuminen maariteltiin projektinhallinnan teorian mu-
kaisesti ja pohdittiin erityisesti resursoinnin ndkdkulmasta olennaisia tunnuslukuja projektin onnis-
tumisen mittaamiseksi.

Koneoppimisen keinoin kone tekee johtopaatdksia oppimansa aineiston perusteella. Erityisen
tehokas kone on ratkomaan yksinkertaista ongelmaa, joka vaatii suuren datan lukemista ja siita
itsenaisesti syy-seuraussuhteiden I6ytamista. Kaytannén toteutusta tehdessa havaittiin ongelman
olevan sopiva koneoppimisen ratkaistavaksi, mutta datassa todettiin suuresta méarasta huolimat-
ta olevan puutteita kunnollisen onnistumisen ennustamisen tekemiseen.

Toteutuksessa kaytettiin neuroverkkoja koneoppimisen ratkaisuna. Tama valittiin suoritusky-
kynsa ja intuititiota jaljittelevan kykynsa vuoksi. Maaritelty toteutus on modulaarinen, joten neu-
roverkkojen vaihtaminen esimerkiksi satunnaismetsdén ei vaadi suuria muutoksia toteutuksen
muihin osiin.

Ty6n tuloksena saatiin varmuutta ratkaisun toimivuudelle toteutetun tyékalun muodossa seké
maaritelma niille parannuksille, joita toteutukseen, erityisesti datan kerdédmiseen, tulee tehda pro-
jektin onnistumisen ennustamisen tehostamiseksi. Toteutusta kannattaa jatkokehittad ja erityisesti
datan kerdamista koskeviin parannuksiin Silverbucket Oy aikoo tarttua mahdollisimman pian.

Avainsanat: resursointi, projektinhallinta, koneoppiminen, neuroverkko, onnistumisen ennustami-
nen, projektin lapivienti
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In project business some of the projects will eventually fail to meet the planned schedule or will
need extra hours to meet the goal. Project planning combines planned allocation which is called
resource plan and realised hours. By comparing these two one can study allocation accuracy of
projects and define schedule and hour budget based criteria for successful project.

Project resourcing tool made by Silverbucket Oy combines the information of resourcing plan,
realised hours, schedule and hour budget. This study researched the possibility of predicting
project’s possibility of success in the scope of resourcing by the information that is at hand within
the resourcing tool. At the early states of the project this would be the most informative and
valuable for the project manager as there would still be time to address the possibly problematic
project.

Successful project is defined with project management theory and there is more than simply
examining how project meets the agreed schedule. Attributes to represent project’s success that
are relevant in the scope of resourcing were chosen from project management theory.

Machine learning means that computer makes decisions on it's own based on the material it
was taught with. Machine learning techniques are especially well performing where it is required
to find causes and effects on its own from a massive dataset and a straightforward target result.
While working on the implementation for this study | understood that this problem is quite fitting to
be solved by machine learning techniques but the dataset has it’s limitations.

For the implementation neural networks were chosen as the fitting solution due their raw per-
formance and intuition like features. The specification made for the new implementation is modular
and so changing neural network solution to random forest for example will be possible without the
need to change much else of the tool.

As a result from the research made within this study | got a so called working prototype that
shows potential for solving the problem that was raised. Then this study resulted a specifications
for an improved version of the first version of the solution that makes improvements especially on
how the data should be stored in order to get more accurate estimations for the project success
analysis. Further improvements for this tool should be made and as a first thing Silverbucket Oy
is going to improve data storing as soon as possible as that is simply better done early.

Keywords: resourcing, project management, machine learning, neural network, success predic-
tion, project follow-through
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LYHENTEET JA MERKINNAT

algoritmi

narf

ohjelmisto

prod

projekti

rest

Kuvaa prosessin tai tehtavan yksiselitteisen ja tarkan kuvauksen.
Algoritmin suorittaminen on ohjeiden tdsmallistd noudattamista.

NARF palvelimelle on asennettu koneoppimisen tarpeisiin sopiva
tietokanta seka rest-rajapinnan toteuttava palvelu. Rest-rajapinnan
kautta palvelulle sydtetdan uutta dataa ja pyydetédan onnistumisa-
nalyysi projektille.

Taman tyén yhteydessa kun puhutaan ohjelmistosta, tarkoitetaan
Silverbucket -ohjelmistoa, joka esitelldén luvussa 5.

Yksi yksittainen palvelin, jolla on asennettu useita Silverbucket-
ohjelmiston asennuksia. Puhuttaessa useista téllaisista tuotanto-
kayttoisista palvelimista voidaan kayttaa termia PRODS.

Projekti on kokonaisuus jolla on selkeé alku ja loppu, sen tavoitteet
on selkeasti maaritelty ja siitd vastaa etukateen maaritellyt resurs-
sit. [1]

eng. Representational State Transfer, on arkkitehtuurimalli ohjel-
mistojen rajapintojen tekemiseen.

Vii



1 JOHDANTO

1.1 Tausta

Silverbucket kehittdd omaa henkildresurssien suunniteluun tarkoitettua pilvipalveluna tar-
jottavaa ohjelmistoa. Palvelun merkittavind etuina perinteiseen resurssienhallintaan on
yllapidettavyys, helppokayttbisyys ja lapinékyvyys. Merkittdvaa ennakoitavuutta saadaan
nakyvalla suunnittelulla, jolloin monia projektiliiketoiminnan ongelmia, kuten paallekkaiset
henkildvaraukset sekd vajaa- tai ylikuormitus, saadaan valtettya.

Silverbucketin asiakkaille on ehtinyt kertya jo suuri méaéara resursointidataa seka onnistu-
neista ettd epaonnistuneista projekteista. Projektin onnistumista seurataan projektipaal-
likdn tai resursointipaéllikon toimesta syétetyn tiedon pohjalta ja ennusteen projektin on-
nistumisesta aikataulussaan tekee ihminen.

Kertynyttd datamaarad halutaan hyddyntdd projektin onnistumisen ennustamiseen ko-
neoppimisen menetelmien avulla ja nain tukea projektipaallikkda tyéssaan. Mitéa varhai-
semmassa vaiheessa voidaan tehda vahvoja ennusteita projektin etenemisesta, sité pa-
remmat mahdollisuudet projektipaallikdlla on vaikuttaa projektin kulkuun puuttumalla ha-
vaittuihin ongelmiin.

1.2 Tavoitteet ja rajaukset

Diplomityén tavoitteena on selvittdd koneoppimisen kayttdémahdollisuuksia projektin on-
nistumisen ennustamiseen Silverbucket-ohjelmiston kayttdédatan pohjalta. Tama tavoite
jaetaan viela kolmeen vaiheeseen, joiden kautta ratkaisua tutkimusongelmaan haetaan.

Ensimmaisend selvitetddn ongelmaan sopiva koneoppimisen ratkaisu seka ennusteen
tekemiseen sopivat tunnusluvut. Ongelman ymmartamiseksi yhdistetdan koneoppimisen
teoriaa ja projektinhallinnan teoriaa. Nailla tiedoilla luodaan maaritelmét projektin onnis-
tumisen ennustamiselle.

Seuraavaksi toteutetaan tydkalu projektin onnistumisen ennustamiselle aiemmin tehtyjen
maaritelmien ja valintojen perusteella. Ta&ma osuus testaa aiempia paatoksia kaytannos-
sd. Kaytannon toteutuksen pohjalta tehdaan havaintoja ja mietitdan jatkokehitysta.

Viimeisena pohditaan havaintojen pohjalta jatkokehitystarpeita. Tama osio nousi erittain
suureen rooliin kdytanndn toteutuksen kohdalla havaittujen puutteiden tdhden ja on mer-



kittdva osa ty6ta. Jatkokehitysehdotuksena maaritellaan kaytanndn toteutuksen seuraava
versio.

Tydn tulokset ovat sovellettavissa yleisesti resurssienhallintaan vaikka ty6 rajoittuu kasit-
telemaan Silverbucket Oy:n omaa tuotetta. Projektin onnistumisen ennustamisen mah-
dollisuuksia pohditaan kyseessa olevan resursointitydkalun asettamissa puitteissa.

1.3 Tyon rakenne

Luvussa 1 esitelladn tyén taustatiedot, tavoitteet ja rajaukset seka tyén rakenne eli tydn
kulku tiiviisti.

Ty6ssé kasitelldan ensin ongelman kannalta olennaisia osia teoriaa seka koneoppimisen
ettd projektinhallinnan osalta. Luvussa 2 esitelladn lyhyesti koneoppimisen historiaa ja
luvussa 3 esitelldan tyypillisid koneoppimisen algoritmeja. TAman jalkeen kasitelldan pro-
jektinhallinan ja resursoinnin teoriaa luvussa 4. Samalla mé&éaritelladn projektinhallinnan
teorian mukaisesti onnistunut projekti.

Ongelman ymmartamiseksi on tunnettava Silverbucket-ohjelmisto ja vaikka tyékalun kayt-
téliittymaén ei tasséa tydssa perehdyta niin tydkalun tarkoitus ja toiminnan filosofia kar-
kealla tasolla esitelldaan luvussa 5.

Luvussa 6 syvennytdan projektin onnistumisen ennustamisen ongelmaan ja maaritellaan
miten ongelmaa lahdetaan ratkomaan aiemmin esiteltyyn teoriaan nojaten. Maariteltyjen
rakenteiden pohjalta tehty toteutus esitelldan luvussa 7.

Toteutuksen perusteella tehdyt havainnot esitelldén luvussa 8 ja pohdintaani tdman ai-
heen jatkokehityksesté on luvussa 9.

Havaittujen puutteiden vuoksi toimivaa tyékalua projektin onnistumisen ennustamiseksi
ei pystytty toteuttamaan. Tasta syysta tarkedan rooliin nousi tydkalun seuraavan version
maarittely, joka korjaa nama havaitut puutteet. Maarittely toteutetun onnistumisanalyysi
tydkalun seuraavasta versiosta esitelldan luvussa 10.

Lopuksi luvussa 11 on tydn yhteenveto.



2 KONEOPPIMISEN PERUSTEET

Koneoppimiseen perehtyessa kasitelldan lyhyesti sen potentiaalin kasvu historiasta ta-
han paivaan. Lisaksi avataan koneoppimisen kasitteitd sen kannalta mita erilaisilla ko-
neoppimisen menetelmilla voidaan saavuttaa.

2.1 Koneoppimisen potentiaali

Vuonna 1952 termi&a Koneoppiminen (eng. Machine Learning) kaytti ensimmésena Arthur
Samuel. Han kehitti tietokoneohjelman, joka osasi pelata Tammea, oppi pelin edetessa
ja valitsi seuraavan siirtonsa kayttdmalla Minimax algoritmia. [2]

Vuonna 1985 Garry Kasparov pelasi shakkia vastassaan yhtdaikaisesti 32 maailman te-
hokkainta, shakkia pelaavaa, tietokonetta. Kasparov voitti kaikki 32 ottelua ja osoitti nain
ihmisen olevan yha konealyn ylapuolella strategisessa kamppailussa. 12 vuotta myéhem-
min vuonna 1997 Kasparovia vastassa oli vain yksi supertietokone ja Kasparov havisi.
Tata pidetaan yhtena merkittdvana merkkipaaluna konealyn historiassa. [3]

Toinen vastaavanlainen merkkipaalu ohitettiin kun vuonna 2016 Googlen AlphaGo paihitti
ottelusarjassa korkeimman tason Go-mestarin Lee Sedolin pistein 4-1. Shakissa mahdol-
lisia aloitussiirtoja on 20 erilaista [4] ja Go -lautapelissa niitéd on 361 [5]. Go on saanndoil-
tddn Shakkia yksinkertaisempi, mutta erilaisten siirtojen valtava maara tekee siita vai-
keasti ennakoitavan pelin. Ammattilaiset joutuvat tekemaéan valintansa intuitiolla ja nain
ihminen pysyi koneélyn ylapuolella tdssa pelissa Shakkia kauemmin. [6]

Strategiset mittel6t ovat harjoittelua koneoppimisen potentiaalin koettelussa. Seka las-
kentateho ettd tietomaaramme kasvavat ja koneoppimista kaytetdan alati kasvavan da-
tan tutkimiseen [6]. Tietom&aramme kasvavat niin paljon, ettei sita kaikkea pysty yksikaan
ihminen kdyma&an Iapi. Googlella on arvioitu olevan 2.5 miljoonaa palvelinta kaytdssdan
ja tama arvio on tehty 2017 [7]. Tata massiivista tietomaaraa tutkimaan tarvitsemme tie-
tokoneen, joka voi tunnistaa yhdistavia tekijéita tapahtumien valilla tai luokitella tapah-
tumia maarittelemallamme tavalla [8]. Koneélyn innovaatiot 1&8ketieteessa ja vihredssa
energiassa ovat esimerkkeja todellisista haasteista.



2.2 Koneoppimisen ennustemallit

Koneoppiminen luokittelee dataa ennustemallinsa mukaan erilaisiin ryhmiin datan omi-
naisuuksien perusteella tai arvioi tulevan tapahtuman maaraa. Naita kahta ennustemallia
kutsutaan vastaavassa jarjestyksessa klassifikaatiomalliksi ja regressiomalliksi. [9]

Heidi Kananen ja Harri Puolitaival antavat kirjassaan selkeitd esimerkkeja eri mallien tyy-
pillisista kayttbkohteista [9].

Luokittelumalli:
e Asiakaskadon mittaaminen: lopettaako asiakas tuotteen tai palvelun kaytdn tai pe-
ruuttaako han tilauksen.
o Ladketieteelliset diagnoosit: onko potilaalla sairaus vai ei.

e Suosittelu: todennakoisyys sille, ettéd asiakas on kiinnostunut myés toisesta saman-
kaltaisesta tuotteesta.

¢ Huoltojen ennustaminen: todennékdisyys sille, ettd kone rikkoutuu lahitulevaisuu-
dessa.

e Huijauksen tunnistaminen: todennakdisyys sille, etta kyseesséa on huijaus.

¢ Virheiden tunnistaminen: todennakgisyys sille, etta aineistossa on virhe.
Regressiomalli:

o Kuluttajakayttdytyminen: Kuinka paljon asiakas ostaa seuraavan kuukauden aika-

na?

e Talousennusteet: Miten pdrssikurssit kehittyvat tulevaisuudessa?

e Hinnanmaarittely: Mik& asunnon hinnan tulee olla?
Kéytanndssa luokittelumalli luokittelee datan valmiiksi maariteltyjen vaihtoehtojen mukai-
sesti ja regressiomalli voi valita luokittelun tuloksen myds jostain silté vélilta. Toisin sa-

noen luokittelumallin tulos on kokonaisluku kun regressiomallilla sen ei tarvitse olla koko-
naisluku.

Erilaiset koneédlyn ennustemallit ovat tehokkaita ty6kaluja asiantuntijan apuna tai jopa
korvaamassa tiettyja manuaalisia paatoksia [9]. Projektipaéllikdn tekemat paatékset ja
analyysit ovat sen verran laajoja ja ihmislahtéisia, ettei niitd ole helppo korvata kokonaan
koneélyn tekemilla ennustemalleilla. Tarkka ennustemalli kuitenkin antaa projektipaalli-
kélle viitekehyksen projektin kehityksesta ja tilasta.

2.3 Kone oppii datasta

2.3.1 Opetusaineisto

Tehdakseen itsendisia paatdksia koneen tulee ensin oppia kyseiseen ongelmaan liittyvat
syy-seuraussuhteet. Tata varten konetta varten jasennelldan aineisto, jonka avulla oppi-



minen tapahtuu. Aineisto muodostetaan aiemmin kerétysta datasta ja aineistoon valitaan
ongelman kannalta olennaisia tunnuslukuja kuvaamaan yksittaisia tilanteita. [10]

Tarvittavan datan vahimmaism&aralle on vaikea antaa yleista sdant6a, mutta kone oppii
tarkemmaksi, kun opetusaineistoa on paljon. Erilaisia tapoja opettaa konetta aineiston
pohjalta k&sitelladn seuraavissa luvuissa 2.3.2, 2.3.3 ja 2.3.4.

2.3.2 Ohjattu oppiminen

Kun konetta opetetaan oikeiden ratkaisujen avulla tunnistamaan ja luokittelemaan tilan-
teita, on kyseessé ohjattu oppiminen [10]. Tallainen opetusmateriaali voisi pitda sisallaan
asuntojen toteutuneen kauppahinnan ja tdhan kauppahintaan olisi liitetty asunnon asuin-
neliét ja huoneiden lukumaara. Kun konetta on koulutettu riittdvan suurella maaralla ti-
lanteita, niin se oppii kertomaan meille asunnon kayvan kauppahinnan asuinneliéiden ja
huoneiden lukum&aran perusteella.

Todellisuudessa asunnon kauppahintaan vaikuttaisi suuri maara muitakin tekijéita, mutta
tata esimerkkia varten on valittu vain kaksi, silla téllainen tilanne on miellyttdvampi esittaa
kuvaajassa.

Ohjatulle oppimiselle on tyypillista, ettéd koneella on selkeéa tehtéva ja tavoite seka oikeat
vastaukset, joiden pohjalta koneen kouluttaminen tapahtui [10].

Yksi ongelma ohjatussa oppimisessa liittyy itse kerattyyn dataan. Tassa tilanteessa kone
tarvitsee suuren maéaran valmiiksi luokiteltuja tilanteita, joista se voi oppia tunnistamaan
tulevat tilanteet. Erilaisten tilanteiden luokitteluun tarvitaan ammattilainen ja hyvin paljon
aikaa. [8]

2.3.3 Ohjaamaton oppiminen

Ohjaamaton oppiminen tarkoittaa tilannetta jossa koneelle annetaan informaationa vain
suuri maara toteutuneita tilanteita, muttei mitd&n ennakko-oletusta siitd miten tilanteet
tulisi luokitella. Téllaisessa tilanteessa kone pyrkii etsimaan yhtalaisyyksia ja rakenteita
eri tilanteiden valilta. [8]

Téllainen voisi olla tilanne, jossa tiettyyn tautiin sairastuneiden ihmisten dna annetaan
koneelle tutkittavaksi ja etsitddn ohjaamattoman oppimisen keinoin ihmisten dna:sta yh-
distavia tekijoita. Tallainen voi olla hy6dyllista taudin tieteellisessa tutkimisessa ja mah-
dollisten parannuskeinojen kehittdmisessa.

Ohjaamattomalle oppimiselle tyypillista on, ettd koneella ei ole kuvaa oikeasta ratkaisusta
vaan se etsii tiedosta yhtevaisyyksia. [8]

Ohjaamattoman oppimisen etuna on, etta sille voidaan antaa syétteena hyvin jalostama-
tonta informaatiota. Talldin ei tarvitse kayttda runsaasti aikaa informaation ja erilaisten
tilanteiden luokitteluun. [8]



2.3.4 Vahvistettu oppiminen

Kun koneelle kaikkien esitetietojen opettaminen olisi ajankaytéllisesti mahdotonta ja kui-
tenkin haluamme opettaa koneen suorittamaan tiettyd tehtavaa. Tarvitaan vahvistettua
oppimista. Tassd menetelmassé kone opettaa itse itsedan kokeilemalla jotain ja saamal-
la tasta joko positiivista tai negatiivista palautetta. [10]

Téllainen esimerkki voisi olla Shakin pelaaminen. Olisi kdytanndssa mahdotonta opettaa
koneelle paras siirto kaikissa mahdollisissa tilanteissa, silla erilaisia tilanteita ja erityisesti
tilanteiden sarjoja on lukemattomia. Tallin on parempi, ettad kone pelaa itsedan vastaan
mahdollisimman monia peleja ja oppii sité kautta erilaisten siirtojen vaikutuksen lopputu-
lokseen. [10]

2.3.5 Ylisovittaminen ja alisovittaminen

Ylisovittamiseksi sanotaan tilannetta jossa kone oppii opetusaineistonsa liian hyvin. Kone
oppii tunnistamaan opetusaineistonsa tilanteet aarimmaisen hyvin ja tunnistaa ne todella
suurella tarkkuudella, mutta ei osaa soveltaa oppimaansa yleisella tasolla. Talldin se ei
opi tunnistamaan uusia tilanteita, joihin opetusaineistoa tulisi soveltaa. Tama johtuu siita,
etta kone oppii l6ytamaan datan kohinasta syy-seurausuhteita lopputuloksen kanssa. [11]

Jos ylisovittamisen my6ta kone oppii aineistonsa aarimmaisen tarkasti, niin alisovittami-
nen tarkoittaa tilannetta jossa kone ei opi tunnistamaan tilanteita riittdvan hyvin. Tama ti-
lanne on helpompi huomata siita, ettd koneen osumatarkkuus ei ole l1ahtékohtaisestikaan
hyva. [11] Osumatarkkuuden nostaminen halutulle tasolle kdytdnnéssé korjaa alisovitta-
misen ongelman.

Molempien ongelmien suuruutta voidaan pyrkia pienentdmaan erilaisilla keinoilla riippuen
siitd mik& koneoppimisen algoritmi on kyseisessa tapauksessa kaytdssa [11]. Tasta esi-
merkkind myéhemmin esiteltdva satunnaismetsa 3.4.1.

2.4 Koneoppiminen liiketoiminnassa

Tekoélyn hyédyntamiseen liiketoiminnassa on Antti Merilehdon ajatusten mukaan kolme
vaihetta. Ensimmaisena tulee kdyda lapi liiketoiminnan prosesseja ja tunnistaa toistuvia
paatdksentekotilanteita. Toiseksi tulee keskittya tassa paatdéksentekotilanteessa mahdol-
lisimman kapeisiin ongelmiin. Kolmantena ottaa tdmén kapean toistuvan paatéksenteon
tueksi tietokone ja tekodly. [6]

Ensimmainen kohta on esitelty luvussa 1.1 ja on tamén tydn alkuperaisen tarpeen ydin.
Projektipaallikkd paattelee kasilla olevan informaation perusteella toistuvasti hallinoimien-
sa projektien kohdalla projektin tAman hetkisen elinvoimaisuuden ja punnitsee onko tama
projekti edelleen onnistumassa.

Toinen kohta eli ongelman kaventaminen koneoppimiselle sopivaksi tehtdvaksi kaydaan



luvussa 6 ja on tdmén tydn olennainen tutkittava asia. Miten projektipaallikk6a voidaan
tukea t&ssa toistuvassa paatdksenteossa koneoppimisen keinoin.

Kolmas kohta eli tekoélyn valjastaminen ongelman varsinaiseen ratkaisemiseen sitoo en-
simmaiset vaiheet ja tdméan tydn yhteen. Toteutus itsessaan esitelldéan luvussa 7.

2.5 Koneidly ja etiikka

Konedlysta puhuttaessa on olennaista pohtia myds sen kayton eettisia nakdékulmia.

Taman tybén osalla I1ahestymme koneélya data- ja sovellusléhtdisesti, jossa projektipaal-
likélle annetaan logiikkaan ja aikaisempaan datamassaan perustuva tyékalu projektinsa
lapiviennin avuksi ja ongelmien paikantamiseksi. Yrityskulttuuriin konealyn algoritmit voi-
sivat tata kautta vaikuttaa neuvomalla projektipaallikkéa teettdmaan tiimilldadn merkitta-
vasti ja jatkuvasti ylitbitd saadakseen projektit aikataulussaan maaliin.

Tallaisena valillisena tyékaluna konedly ei tee paatoksia projektipaallikén puolesta vaan
antaa talle analyysinsa tilanteesta. Luvussa 4.6 maéritelladn epdonnistuneen projektin
tunnusmerkit ja yksi niista on liilan suuren tydkuorman suunnittelu kaytettéavissa oleville
resursseille.

Koneélyn analyyseille tulee maéritella sellaiset s&dédnnét, jotta ne ovat eettisid ja linjassa
positiivisen yrityskulttuurin kanssa. Taman tyén osalta ndhdaan ettei koneélyn vaikutus
resursointitydkalun osana ja projektipaallikén tyékaluna ole merkittava vaikuttaja yritys-
kulttuuriin.



3 YLEISIA KONEOPPIMISEN TEKNIIKOITA

3.1 Koneoppiminen pohjautuu algoritmeihin

Koneoppiminen perustuu logiikkaan ja toimii algoritmien voimalla [11]. Toistaiseksi on
viela haastavaa luoda aidosti intuitiivista konedlya, joka oppisi asioita sitd ymparoivasta
maailmasta ja rakentaisi itse itselleen oman tarkoituksensa. Sellaista kuin Douglas Adam-
sin romaanin Marvin, masennuksesta karsiva paranoidi androidi [12]. Yksi varsin naytta-
vid ihmista imitoivia ja ihmisten kanssa jarkevia keskusteluja kayvia androideja valmista-
va yritys on Hanson Robotics [13]. Tieteistarinoiden androidit ovat naista vield kaukana
eika projektipaallikkda lahitulevaisuudessa olla vaihtamassa androidiin, jolloin etiikan 2.5
kysymykset nousisivat merkittdvaan asemaan.

Tehokkaammin koneoppinen toimii vaatimattomampien ongelmien ratkaisussa, jotka kui-
tenkin ovat liian laajoja ihmisen kasiteltavaksi [14]. Koneoppiminen paasee oikeuksiin-
sa valtavan datan ja selkeiden pelisdantdjen kanssa, eli tybkaluna kasittelemasséa dataa
ihmisen apuna. Ottaessa koneoppimisen keinoja kayttdédén ongelman ratkaisussa tulee
harkita millainen koneoppimisen algoritmi soveltuu tilanteeseen parhaiten [9].

3.2 Lineaariregressio

Tilastomatematiikan puolelta tuttu lineaariregressio on koneoppimisen algortimeista van-
himpia sek& yksinkertaisimpia ymmartaa. Tekniikan ideana on laskea tulokseen vaikutta-
vat arvot yhteen ja piirtdd naiden mukainen suora jana. Kun jana on kattavalla opetusda-
talla saatu kohdalleen, voidaan jatkossa olettaa uusien tulosten asettuvan tdméan janan
tuntumaan. [11]

Lineaariregressiota voidaan hyddyntda esimerkiksi asuntojen arvojen madarittelyyn. Yk-
sinkertaisesti ajateltuna kuvaajan kahdella akselilla voisi olla asunnon koko neliémetrei-
na seka asunnon hinta euroina. Tutkimalla kattavaa opetusdataa huomaamme niiden
seuraavaan tiettyd kaavaa. Télta pohjalta voidaan piirtdd kuvaajaan suora jana, jota tu-
lokset keskim&arin noudattavat. Kun arvioon otetaan viela huomioon virhemarginaali niin
voimme ennustaa myyntiin tulevan asunnon kayvan hinnan kohtuullisen hyvin. Tallainen
tilanne on havainnoillistettu kuvassa 3.1.

Lineaariregressiolla saadaan esimerkkid vahvempia ennusteita kun malliin otetaan mu-
kaan useampia muuttujia [11]. Asunnon arvoon vaikuttaa moni muukin asia koon liséksi



Asunnon hinta Yksi piste kuvaa yhtd opetusdatan esimerkkié

Kuva 3.1. Asuntojen hinnan ja koon vélinen yhteys on ndhtdvissé kuvaajasta ja lineaari-
regressio kuvaa trendid hintojen ja koon suhteessa.

Asunnon koko

kuten ika, kunto, sijainti ja huoneiden lukumaaran.

Lineaariregressio luottaa lineaariseen ennusteeseen, eli siihen ettd kaikki arvot noudat-
tavat samaa suoraa janaa. Samaa ideaa voidaan kayttda myds kun ennustetta tarkenne-
taan lineaarisen janan sijaan kayttamalla funktioita. Talldin opetusdatalla voidaan havaita
ennusteen seuraavan jotain kdyraa lineaarisen janan sijaan ja ndin parantaa ennusteen
tarkkuutta. [11]

3.3 Lahin naapuri

Koneélyn tuottamiseen erds yksinkertaisimmista algoritmeista on luokitella siséén tuleva
syobte sité lahimpéana olevan opetusdatan esimerkin perusteella. Tassa opetusdatalla on
koneelle kerrottu miten mikakin syéte tulee luokitella ja tdman jalkeen kone osaa uuden
sybtteen saadessaan etsid arvoiltaan mahdollisimman samanlaisen esimerkin ja tehda
johtopaatdksen, ettéd tdma uusi sydte luokitellaan samoin kuin opetusdatan esimerkki.
[11] LAhimma&n naapurin luokitin esitelldan kuvana 3.2.

Syoétteen luokittelu [ahimman naapurinsa perusteella on suoraviivaista. Poikkeama al-
kuperdisessa opetusdatassa johtaa poikkeaman korostumiseen, silla kaikki poikkeaman
lahelle osuneet sydtteet luokitellaan poikkeaman mukaisesti. [11]

Tatd ongemaa voidaan hallita tutkimalla useampi sy6tteen I1ahimmistd naapureista ja
paattaa, ettd syote luokitellaan esimerkiksi viiden lahimman naapurinsa perusteella. Ta-
ma vahentda yksittaisten poikkeamien aiheuttamia virhetulkintoja, mutta voi aiheuttaa
toisenlaisia virhetulkintoja. Vaadittujen naapurien lukumaéran valitsemiseen ei ole yksi-
selitteista saantda. [9]
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Kuva 3.2. Uuden sydtteen luokittelu sitéd IGhimmé&n esimerkin perusteella on suoraviivais-
la.

Lahimpien naapureiden I6ytdminen on laskennallisesti raskas operaatio, silla opetusda-
tan tarvitsee olla suuri ja sybtteen etaisyys tarvitsee laskea kaikkiin mahdollisiin opetus-
datan verrokkiarvoihin jotta niistéa voidaan I6ytaa K -kappaletta lahimpié. [9]

Kun lahimman naapurin luokittelulla halutaan saada kattava kyky luokitella laajasti eri-
laisia syétteitd, taytyy opetusdatan olla kattava. LAhimman naapurin luokittelu ei kykene
tarkasti luokittelemaan opetusdatansa ulkopuolisia syétteitéd, vaan niissékin tapauksissa
valitsee lahimman verrokkituloksen, vaikka se olisi hyvinkin kaukana. Lahimmé&n naapu-
rin luokittelulle on yleisesti kaytetty koneoppimisen algoritmi esimerkiksi siksi etta se on
yksinkertainen ymmartaa ja tulkita.

3.4 Paatospuut

P&aatéspuu on yksi keino toteuttaa konedly. Tama malli sopii hyvin luokittelun toteutta-
miseen, jossa sydtettd arvioidaan ja testataan erilaisten ehtojen perusteella. Tallaises-
sa mallissa sy6te kulkee paatdspuun haaroja pitkin sen lavitse paatyen lopulta johonkin
lehteen, joka kertoo luokittelun sydtteelle. Pieni paatéspuu on yksinkertainen kuvata vuo-
kaaviolla, josta sen toimintalogiikka on hyvin ymmarrettévissa. [11]
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Kuva 3.3. Olentojen tunnistaminen havainnoillistettu pdatéspuuna.

Juuri paatdspuun ymmarrettavyyden ja lapinékyvyyden tdhden se on houkutteleva ratkai-
su koneélya rakentaessa. Vaikka paatdspuulla ei valttaméatta paastakaan yhta tarkkoihin
ennustuksiin kuin muilla mahdollisilla algoritmeilla. Sen toteuttamisen yksinkertaisuus on
merkittdva vahvuus kun haetaan sopivaa tai riittdvan hyvaa konealya. [15]

Usea sovelluskehittdja on todennakéisesti tuottanut pienid paatéspuita toteuttaessaan
erilaisia ohjelmia. Pienten paatdspuiden toteuttaminen kasin on vield mielekésta, mutta
varsinaisen luokittelua tekevan konealyn kohdalla se ei enda ole jarkevaa vaan paatéspuu
muodostetaan opetusdatan avulla. Paatéspuusta tulee helposti tarpeettoman syva kun
koneelle annetaan siihen mahdollisuus, jolloin tatd mahdollisuutta on hyva rajoittaa siten
etté saavutetaan juuri riittdva tarkkuus luokittelussa. [11]

Paatéspuu muistuttaa tavallaan ihmisen tekemaa paattelyketjua ja kuvassa 3.3 on ha-
vainnoillistettu algoritmia olentojen tunnistamisen avulla.

3.4.1 Satunnaismetsa

Satunnaismetsa on suuri joukko erillisia paatéspuita, jotka ratkovat kaikki samaa ongel-
maa [11]. Kuvassa 3.4.1 esitetddn satunnaismetsan rakennetta havainnollistaen, etta jo-
kainen risteaméakohta kuvastaa itsenaista paatdspuuta.

Talla tavalla pyritddn korjaamaan paatdspuiden taipumusta ylisovittamiseen, jolloin ko-
neoppimisen malli oppii erittéin tarkasti kaikki opetusaineiston esimerkit, mutta ei osaa
yleistaa niitd uusia tilanteita ajatellen. Satunnaismetsaén luodaan suuri maara paatdéspui-
ta tekemaan sama luokitus ja lopulliseksi luokitukseksi valitaan se, joka sai eniten &ania.
Lopullisen luokituksen valitsemiseksi voidaan kayttaa erilaisia perusteita kuten mediaania
tai keskiarvoa. [11]
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Kuva 3.4. Satunnaismetsa on joukko paéatdspuita ratkomassa samaa ongelmaa.

3.5 Neuroverkko

Neuroverkot ovat kasvattaneet suosiotaan 2010-luvulla Heidi Kanasen ja Harri Puolitai-
valeen mukaan [9] siksi etta:

e dataa on paljon saatavilla
¢ laskentatehoa on paljon saatavilla

e matemaattiset ideat osataan toteuttaa kaytanndsséa tehokkaalla tavalla.

Yksi neuroverkkojen merkittava potentiaalinen hyoty on epélineaaristen ilmididen tarkas-
telu valtavassa datassa. Perinteisin keinoin epélineaarisesti separoituvan datan, johon
viitattiin luvun 3.2 lopussa, laskeminen yhtéalélla vaatii suuren maaran muuttujia ja erittain
paljon laskentatehoa. [9]

Neuroverkot ovat yhdenlainen matemaattisten funktioiden sarja jonka avulla kone an-
taa vastauksen sydtteené olevien arvojen pohjalta. Neuroverkot koostuvat funktioita ku-
vaavista neuroneista ja neuroneja yhdistavista linkeista eli kaarista. Jokaisella neuronilla
on oma painoarvonsa, joka vaikuttaa kyseisen neuronin merkityksellisyyteen vastauksen
kannalta. Painoarvot vaikuttavat tapahtumien todennakdisyyksiin ja ovat laskettu opetus-
datan perusteella. [9] Kuvassa 3.5 kuvataan neuroverkkoon syétettya dataa, kaaria, neu-
roneja ja tulosta, eli neuroverkon rakennetta. Yksittdinen neuroni suorittaa saamalleen
datalle yksinkertaisen matemaattisen operaation, jota kutsutaan aktivaatiofunktioksi, ja
antaa tuloksen eteenpain seuraavalle neuronille [11].

Neuronien valisten yhteyksien ja niille annettujen painoarvojen perusteella neuroverkko
osaa maaritella sydtearvojen vaikutuksen tulokseen. Opetusdatan perusteella neuroverk-
ko oppii jattdmaan huomiotta sellaiset syétteet joilla ei ole lopputuloksen kannalta mer-
kitystd. Nain neuroverkolle voi antaa jopa taysin epéarelevantin syétteen muiden ohella ja
se ei tule vaikuttamaan neuroverkon luotettavuuteen. [9] Neuronien painoarvojen ideaa
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Kuva 3.5. Neuroverkon osat esitetty kahden piilokerroksen neuroverkossa.

havainnollistetaan kuvalla 3.6. Tama tarkoittaa sita, ettd neuroverkko on tehokas I6yta-
m&an asioiden valisia yhteyksia. Erottelemaan lopputuloksen kannalta merkitykselliset
lahtéarvot ja millaisella painoarvolla ne vaikuttavat eri tapauksissa tapauksessa.

Alkuarvojen vaikutuksen merkittavyyden ja lopputulokseen vaikuttavien yhteyksien etsi-
misen liséksi neuroverkolla voidaan ennustaa todenngkdisinta tulosta. Talldin arvioidaan
opetusdatalla opittujen yhteyksien perusteella todennakdisyys halutulle lopputulokselle.
[9] Tapahtuma ei siis valttamatta edelleenkdan tapahdu vaikka neuroverkko olisi vahvas-
ti sitd mieltd. Kun l&htéarvomme ovat selvilld ja koulutus on opetusdatalla tehdy, voisi
neuroverkon vastaus olla: "Tama projekti onnistuu 76,5% todennakdisyydella”.
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Kuva 3.6. Neuronien painoarvojen vaikutus, jossa suurempi painoarvo kuvataan vahvem-
malla nuolella.
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4 PROJEKTIN RESURSOINTI

Ymmartaakseen projektipadllikén tydta projektin onnistumisen arvioinnissa lapiviennin ja
resursoinnin osana, on ymmarrettdva mika on projektipaallikén rooli projektissa, mité |a-
pivienti tarkoittaa ja mitk& ovat resursoinnin kannalta olennaisia tunnusmerkkeja projektin
onnistumisen ja epdonnistumisen suhteen. Tassa luvussa késitelldan projektin resursoin-
tia ja resursoinnin ymmartamisen kannalta olennaisia késitteita projektinhallinnasta.

4.1 Projektipaallikkoé vastaa projektista

Projektilla on oltava vastuuhenkild ja tdma vastuuhenkild voi olla esimerkiksi projektipaal-
likkd. llman projektipaallikkda projekti voi joutua tuuliajolle jossa kukaan ei tarkalleen tieda
mit& tulisi tehda ja milloin.

Projektipaallikbn tehtava projektilla on suunnitella, delegoida ja hallita projektia. Projekti-
paallikdn tulee projektin edetessa etsia tapoja tuottaa lisdarvoa projektille mahdollisuuk-
sien niin salliessa. Projetipdallikdn paneutuminen lilaksi operatiivisiin tehtaviin isommas-
sa projektissa enteilee ongelmia projektin hallitussa etenemisessa. [16]

Resursoinnin kannalta projektipaallikén tulee jatkuvasti arvioida projektin laajuuden muu-
toksia ja seurata projektin etenemista. Projektipaallikén tulee olla herkk& havaitsemaan
orastavia haasteita ja valmis tekemaan paéatoksia tehtavien priorisoimiseksi. [17]

4.2 Projekti kulkee elinkaaren lavitse

Projektin elinkaari voidaan jakaa neljaan, toiminnallisuuksiltaan hieman erilaiseen, vai-
heeseen: valmisteluun, suunnitteluun, toteutukseen ja viimeistelyyn. Projektille tulee maa-
ritella sekd alku- etté loppupdivamaéara, muuten kyse ei olisi projektista vaan jatkuvasta
tyosta. [18]

Projektin tavoitteiden ja aikataulun valja maarittely johtaa helposti ongelmiin henkilétyo-
maaran suunnittelussa ja huomaamattomaan yllapitovaiheeseen luisumiseen, jossa pro-
jektin viimeistely ja& hieman kesken [19].

Viimeistelyn venyminen projektin elinkaaren ylitse hairitsee seuraavan projektin aloitusta,
jolloin uusi projekti ei padse alkamaan toden teolla. Valmistelu ja suunnittelu vaiheisiin
tulee varata aikaa, jotta ne ovat valmiita silloin kun toteutuksen tulee alkaa. Kai Ruuskan
mukaan usein kay niin, etta projektin toteutuksen aloitusta seuraa suvantovaihto jolloin
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projektia viela organisoidaan ja suunnitellaan toteuttamisen sijaan. [19]

Projektin vaiheiden aikataulun suunnittelun ja virstanpylvaiden méaérittely on osa projektin
resursointia ja selkea tekija projektin onnistumisessa.

4.3 Projektipaallikko lapivie projektin

Projektin 1apivienti on projektip&allikdn vastuulla ja tarkoittaa projektin kuljettamista sen
elinkaaren lavitse kohti projektin tavoitteita [20]. Elinkaari kuvaa millaisia vaiheita projektin
aikana kaydaan lavitse ja lapivienti on se aktiivinen toimi, jota projektipaallikké suorittaa
saattaakseen projektin elinkaarensa lavitse onnistuneesti. Onnistuneen ja epaonnistu-
neen projektin tunnusmerkit kdydaan luvuissa 4.5 ja 4.6.

Yksi projektipééllikon tarkea tydkalu projektin 1apiviennissa on resursointi [21], joka esi-
telladn kappaleessa 4.4.

Tydn kannalta lapivienti termind sitoo yhteen kasitteeseen projektin elinkaaren, projekti-
paallikdn ja onnistuneen projektin tunnusmerkit.

4.4 Resursointi projektipaallikon tyokaluna

Resursointi on yksi projektinhallinnan menetelmistad ja tarkoittaa projektin tarvitsemien
resurssien varaamista ja niiden kaytdn suunnittelua. Tallg pyritddn varmistamaan resurs-
sien saatavuus ja riittavyys ennakkoon. Tyypillisimmin projekti venyy siksi, ettei sille va-
rata alussa riittavasti resursseja. Pitddkseen projektin aikataulussaan, projektipaallikon
tulee varmistua resurssien saatavuudesta. [18]

Resurssit voivat olla sekd ihmisia, ettd koneita tai tyOkaluja. Tassé tydssa keskitytaan
ihmisten resursointiin, sill4 tarkastelun alla oleva tyékalu on ihmisten resursoinnin tyékalu.

Tarvittavien henkildiden kuormitus on haasteellista ennakoida silla sairastumisten ja mui-
den odottamattomien riskitekijoiden lisdksi ihmisten ammatillisen osaamisen taso vaihte-
lee. [18]

Projektin suunnittelu ja resursointi on jatkuvaa tyotd, joten projektipaéllikon tulee tarkas-
tella projektin resurssitarpeita jatkuvasti projektin edetessé. Tilanteet muuttuvat ja niihin
tulee reagoida. [16]

4.5 Onnistumisen mittaaminen

Resursointi on on ty6ékalu projektipaallikélle projektin lapiviemiseksi. Projektin onnistu-
nutta lapivientia tarkastelemme onnistuneen projektin maaritelmien kautta. Nain voimme
tunnistaa mika projekti on onnistunut tai toisaalta mik& onnistuneen projektin ehdoista jai
toteutumatta.

Jokainen organisaatio voi maéaritelld projekteilleen hieman toisistaan poikkeavat ehdot
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onnistumiselle. Harold Kerzner maarittelee seitseméan-kohtaisen listan projektin onnistu-
miselle ja tdman mukaan onnistunut projekti tayttda seuraavat ehdot [16]:

o Ajankayttd pysyi suunnitelluissa rajoissa.

e Budjetti pysyi suunnitelluissa rajoissa.

e Vaatimustaso taytettiin.

e Asiakas hyvéksyi toteutuksen.

e Projektin laajuus pysyi lahes muuttumattomana tai siihen tuli vain yhdessa hyvak-
syttyja muutoksia.

¢ Organisaation muu toiminta ei hairiintynyt.

o Korporaation kulttuuri pysyi muuttumattomana.
Resursointitydkalun kannalta olennaisia kohtia listalta ovat kolme ensimmaista.

Ajankaytt6a seurataan toteumien onnistumisen kautta, eli vertaamalla suunniteltua ajan-
kayttda projektille toteutuneisiin tunteihin. Tassa tydssa puhutaan suunnitelmien onnistu-
misesta kun tarkastellaan ajankaytén suunnitelmien onnistumista.

Budjetin seuraaminen on yhtalailla sidottu k&ytettyihin tyétunteihin omakustannehinnan
kautta jolloin on olennaista kuka tydén tekee, mihin hintaan ja kuinka pitk&dan ty® kestaa.
Omakustannehinnan liséksi budjettiseurantaan liittyy myds projektin kiinteat kulut.

Vaatimustason tayttymista ei resursointityékalulla voida suoraan varmentaa, mutta kaik-
kien suunniteltujen ty6tuntien toteutumista voidaan mitata. Talld mittauksella voidaan to-
deta esimerkiksi kaikkien ty6tehtévien tai roolien suunniteltujen tuntien toteuminen.

4.6 Epaonnistumisen syyt

Kun projektin onnistumiselle on maaritelty vaatimukset niin epdonnistunut projekti on sel-
lainen joka ei vaatimuksia tayta. Projektipdallikén kannalta on olennaista tuntea tyypilliset
syyt projektin epaonnistumiselle. Syita paremmin ymmartamalla voimme tuoda ongelmia
kuvaavia tunnuslukuja myds koneen opettamiseen kaytettyyn aineistoon.

Jatkaen luvun 4.5 maéritelmid Harold Kerzner jakaa projektin epdonnistumisen syyt kol-
meen kategoriaan [16]:

e Suunnittelun ja toteutuksen aikaiset epaonnistumiset.

e Sidosryhmien hallinnollisen tason epaonnistumiset.

o Poliittiset epaonnistumiset.
Resursoinnin kannalta olennainen kategoria on ensimmainen ja sen sisalle on lueteltu
yhteensa 41 epaonnistumisen syyta [16]. Kaikkia syita ei ole lueteltu tdssa vaan listasta
taman tyén kannalta olennaisia ovat:

e Suunnitellaan toteutettavaksi enemman kuin annetussa ajassa voidaan toteuttaa.

e Huonosti suunniteltu budijetti.
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e Resurssien puute.

e Projektille osoitetut resurssit eivat ole osaamisiltaan riittdvan kykenevia.
¢ Tarvittavat roolit eivat ole selkeita.

¢ Virstanpylvaat ovat kaukana toisistaan.

e Budjettia ei seurata.

e Projektia ei uudelleenresursoida sdanndllisesti.

e Resursointiin ei kayteta riittdvasti aikaa.

¢ Riskeja ei seurata ja niihin ei varauduta.

Kattavan resursointitydkalun avulla ylla esitettyjen ongelmien ennusmerkit on projekti-
paallikén havaittavissa. Havainnointia voi selkeyttaa esimerkiksi visualisoinneilla.

Resurssien riittdmattdémyys, resursointiin kaytetty aika tai epaselvat roolit ovat esimerkik-
si sellaisia tekijoitd joita ei ole aivan yksiselitteinen esittaa yksinkertaisina lukuina. Tallai-
sista tekijéistd kone voisi oppia syy-seuraussuhteen raakaa dataa tutkimalla esimerkiksi
ohjaamatonta oppimista kayttaen 2.3.3.

Taman tydn osana arvioidaan ettd naihin ongelmiin liittyy muun muassa sellaisia ké&-
sitteita kuin valittujen resurssien maara, virstanpylvaiden maara, uudelleen resursointien
maara. Nama ovat selkeitd numeerisia arvoja kaytettavaksi koneoppimisen opetusaineis-
tossa. Liséksi voitaisiin harkita esimerkiksi erilailla nimettyjen roolien maaraa.
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5 SILVERBUCKET-OHJELMISTO

Silverbucket-ohjelmisto on Silverbucket Oy:n kehittdma henkiléresursoinnin pilvipalvelu
projektiorganisaatioiden tarpeisiin. Palvelussa on keskitytty [22]:

o Selkedan lapinakyvyyteen, projektipaallikéilla tulee olla nédkyvyys henkiléstén koko-
naiskuormitukseen. Nakyvyys vain omiin projekteihin ei anna riittdvda ymmarrysta
henkildiden kuormituksesta.

e Tiedon nopeaan yllapidettavyyteen, ainoastaan ajantasalla pysyva tieto vallitsevas-
ta resursointitilanteesta on hyddyksi projektin suunnittelussa.

e Ennusteen ja toteuman vertaamiseen toisiinsa. Suunnitelmien onnistumisen seu-
raaminen vahvistaa projektien suunnittelua jatkossa.

5.1 Lapinakyvyys vahentaa yllatyksia

Selkea nakyvyys henkil6ston kokonaiskuormitukseen on tarkeda projektipaallikélle hen-
kilokiinnityksia ja aikatauluja tehdessa. Yllattava kiinnitys kahteen eri projektiin voi viivyt-
taa koko projektia. Ylikuormitustilanteen véalttdmisen kanssa yhta arvokasta on tietaa jos
tydntekija on syysta tai toisesta vapaa jo viikkoja oletettua aikaisemmin. [23]

Resursointidatan keskittdminen pilvipalvelun avulla tuo 1&pinékyvyyttd myés korkeammal-
la tasolla. Yksikdiden ja koko organisaation tilanteesta saadaan yhtendinen kuva, josta
seurata muun muassa laskutusasteen kehitystd. Taméan tason lapinakyvyys koko resur-
sointikuormaan on merkittdvaa tietoa yrityksen johdolle. [24]

5.2 Helposti yllapidettavaa dataa

Kirkkaan resursointitilannekuvan lisédksi data on hyddyllista vain niin kauan kuin se vastaa
todellisia suunnitelmia. Yllapitdmatén informaatio voi nopeastikin aiheuttaa paallekkaisia
varauksia tai toisaalta piilottaa todellisuudessa vapaan tydntekijan. [23]

Pilvipohjainen ohjelmisto takaa sen, etta varaukset ovat aina ajantasalla tehtiin ne sitten
mistépain maailmaa hyvénsa [24].

Onhjelmiston kehityksess& on huomioitu tiedon syéttdmisen helppous, silld vain helposti yl-
lapidettava data pysyy ajantasalla ilman merkittavaa pakottamista tai byrokratiaa. Lisaksi
tieto jonka ajantasaisuudesta on tiedon yllapitdjalle itselleen hyédyta, pysyy ajantaisena
kuin itsestdan. [25]
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5.3 Suunnitelmien onnistuminen

Suunnitelmien onnistumisen selke& kuva kertoo todellisesta ajankéytésta ja tuo esille pii-
loty6ta, paljastaen mahdollisia systemaattisia virheitd suunnitelmia tehdessa. Silverbucket-
ohjelmiston ty6kaluilla suunnitelmien onnistumista seurataan vertaamalla resursointisuun-
nitelmia niihin linkitettyihin toteutuneisiin tyétunteihin. Organisaatiolla ja yksittaisella pro-
jektipaallikdlla on mahdollisuus oppia aiemmin tehtyjen suunnitelmien pohjalta tekeméaén
tarkempia suunnitelmia jatkossa. [26]

5.4 Resursointiohjelmiston keskeiset hyodyt

Toni Uimonen on yksi Silverbucketin perustajajasenista ja hanen listatessa Silverbucket-
ohjelmiston tarkeimpia hy6tyja, niista tAman tutkimuksen aiheeseen liittyy erityisesti:
e Selkeytynyt ndkyvyys oman toiminnan tulevaisuuden nakymiin.

e Ajantasainen projektien ennustetieto yhdessa keskitetyssa paikassa kaikkien saa-
tavilla.

e Projektien nopeampi lapimenoaste.
¢ Projektitoiminnan hallittu ja osaava toteutus.
e Projektien aikataulutuksessa seka talousarvioissa onnistuminen.
e Projektimiehityksissa onnistuminen.
e Lomien ja muun toiminnan vaikutuksen realistinen ennakointi projektitoiminnassa.
o Kasvanut tydntekijoiden tyytyvaisyysaste.
e Motivoitunut henkil6std matalalla vaihtuvuusasteella.
Hyddyt kuten selkeytynyt nékyvyys ja ajantasainen projektien ennustetieto edesauttavat

onnistunutta aikataulutusta ja parantaa nain projektien lapimenoa. Ongelmatilanteet ja
virhearviot vievat vahemméan aikaa kun niihin voidaan reagoida ajoissa.

Onnistuneet projektimiehitykset seka lomien ja muun toiminnan realistinen arviointi ede-
sauttavat henkildston tyytyvaisyysastetta, joka puolestaan motivoi henkiléstda. Realisti-
set ja onnistuvat suunnitelmat siis motivoivat henkildstd myo6s tuleviin projekteihin ja ede-
sauttaa myoés niiden onnistumista.

5.5 Projektin onnistumisen ennustaminen

Projektin onnistumisen ennustaminen on palvelua kayttavan inmisen vastuulla. Projekti-
paallikdlle tarjotaan analyysin tueksi dataa ja siitd johdettuja laskennallisia arvoja kuten
kassavirtaennuste ja visuaalisia varoituksia tulevista yliresursoinneista. Tietokoneen te-
kemaa analyysia projektin onnistumisen mahdollisuuksista ei kuitenkaan vield ole.

Luvussa 5.4 listaamiin hy6tyihin peilaten. Vahvistamalla projektin ongelmien ennakointia
edesautetaan onnistuneita projekteja ja motivoituneempaa henkiléstéa. Projektin onnis-
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tumisen ennustamisen tarkentaminen vahvistaa ohjelmiston tarjoamia hyétyja entises-
taan.
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6 RESURSOINTISUUNNITELMALLA PROJEKTIN
ONNISTUMISEN ENNUSTAMINEN

Tydn tarkoituksena on tutkia mahdollisuutta ennustaa projektin onnistuminen resursointi-
suunnitelmaa kayttden. Nykytilanteessa luvun 5.5 mukaisesti Silverbucket-ohjelmistossa
projektin onnistumisen ennustaminen jaa inmisen tehtavaksi, saatavilla olevan datan avus-
tamana.

Ongelman tutkiminen vaatii pohdintaa seké projektinhallinnan 6.1 ettd koneoppimisen 6.2
nakoékulmista.

Toteutusta varten tehddan maaritelmid, rajauksia ja menetelmien valintoja luvuissa 6.3,
6.4,6.5,6.6ja6.7.

6.1 Projektinhallinnallinen ongelma

Projektiorganisaation tehdessa runsaasti projekteja, osa niistd todennakoisesti tulee epa-
onnistumaan. Projektin epaonnistumisen estamiseksi projektipaallikblla on projektinhal-
linnalliset keinonsa, kuten resursoinnin tydkalut.

Resursointidatan perusteella projektin onnistumisen ennustaminen on mahdollista sikali
kuin kdytéssé on ennusteen lisdksi my6s toteuma. Ennusteen vertaaminen toteumaan
paljastaa projektin onnistumisen resurssienkaytén nakékulmasta. [26]

Yksittainen projektipaallikké sovittaa teoriaa tilannekohtaisesti analysoidessaan projektin
tilaa, eika projektin onnistumisen méaéritelmé& nain ole aivan yksiselitteinen. Silverbucket-
ohjelmisto ei pida sisalldadn ihmisen tekemaa paatdsta projektin onnistumisesta, joten
meidan on maariteltava kriteerit seka projektin onnistumisella etta paattymiselle. Maari-
telmaa vasten kerddmme tietokannasta aineiston paattyneista projekteista ja merkitsem-
me ne onnistuneiksi tai epaonnistuneiksi. Onnistunut projekti maaritellaan luvussa 6.3.

Koneoppimisen opettamiseksi kaytettdvaan aineistoon tulee valita ongelman kannalta
merkityksellisia tunnuslukuja. Silla ongelma on projektinhallinnallinen, myés tunnusluku-
jen valinta pohjataan projektinhallinnan teoriaan. Ongelma on 16ytaa sellaiset tunnusluvut
jotka tukevat teoriaa, ovat resursoinnin kannalta olennaisia ja Silverbucket-ohjelmiston
datalla kyetdan vastaamaan esitettyyn piirteeseen. Tunnusluvut perusteluineen kasitel-
l&&n luvussa 6.5.
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6.2 Koneoppimisen ongelma

Erilaiset koneoppimisen menetelméat toimivat tehokkaasti hieman erilaisiin kayttétarkoi-
tuksiin ja jottei kaikkia tarvitse kokeilla kaytdnndssa, ongelman tekninen puoli keskittyy
sopivan menetelman valitsemiseen teorian pohjalta. Menetelmén valinta perustellaan lu-
vussa 6.4.

Tunnuslukujen valinta on ensisijaisesti projektinhallinnallinen ongelma ja Silverbucket-
ohjemisto asettaa sille omat rajoitteensa. Silti tunnuslukujen valinnassa tulee ottaa huo-
mioon myds koneoppimisen menetelmien rajoitteet. Projektin resursointiin ja aikataulu-
tukseen liittyy olennaisesti paivamaarien kasittely, mutta koneoppimisen aineiston kan-
nalta paivamaarat ovat huonoja tunnuslukuja. Paivamaarat tunnuslukuina olisivat sellai-
sia jotka kasvavat vuosi vuodelta vaikka projektit olisivat muuten tismalleen yhtalaisia,
tallainen aineisto voi johtaa tilanteeseen jossa kone oppii kasvavien paivdmaarien perus-
teella olemattoman syy-seuraussuhteen. TAma on ylisovittamista ja siita puhuttiin luvussa
2.3.5. Paremmin aikaa kuvaavia tunnuslukuja olisivat esimerkiksi projektin kesto paivina
ja projektin mybh&styminen paivina.

6.3 Resursointisuunnittelun nakokulmasta projektin
onnistumisen maarittaminen

Silverbucket-ohjelmistoon ei projektipaallikdn ole mahdollista mééaritellda onko projekti on-
nistunut vai ei, joten taman tydén kannalta joudumme valikoimaan koneoppimisen opetus-
materiaaliksi sellaisia projekteja, joiden tietojen perusteella voidaan paatella onko projekti
onnistunut vai ei.

Projektille maariteltiin ensin yleisesti onnistumisen ehdot ja tdméan jélkeen resursoinnin
kannalta olennaiset kohdat luvussa 4.5. Tiivistden onnistunut projekti maaritelldan tassa
tydssé projektiksi, joka on:

¢ Valmistunut suunnitellussa aikataulussa.
e Pysynyt sovitussa budjetissa.
e Vastaa suunniteltuja resursointeja seka roolien etta tuntien osalta.

Nailld ehdoilla onnistuneeksi tai epaonnistuneeksi maaritellyille projekteille muodostam-
me tunnusluvut jotka esitelldaan luvussa 6.5.

6.4 Koneoppimisen tekniikoiden valinta

Seka satunnaismetsalla ettd neuroverkolla pystytdén tehokkaaseen ennustamiseen epa-
lineaaristen ongelmien kanssa ja ovat ndin soveltuvia projektin onnistumisen ennusta-
misen ongelman ratkaisuun. Taman tyén kohdalla kayttéén valittiin neuroverkot niiden
potentiaalisen suorituskyvyn tadhden, satunnaismetsaa ei sovi kuitenkaan kokonaan si-
vuuttaa vaihtoehtona. [27]
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Projektin onnistumisen ennustamiseen rakennetaan neuroverkko tunnistamalla sille an-
nettavia tunnuslukuja ja valmistelemalla néistd anonymisoitu opetusdata. Tavoitteena on
saada neuroverkolta vastaus projektin onnistumisen todennékéisyydesta pohjaten pro-
jektipaallikdn perinteisesti hyddyntamiin tunnuslukuihin ja projektinhallinnan teoriaan, te-
hostettuna neuroverkon painoarvojen tuomalla lisaarviolla. Taméa osuus ty6sta suorite-
taan kayttaen ohjattua oppimista 2.3.2.

Taysin uusien yhtalaisyyksien l16ytaminen opetusdatasta neuroverkon avulla kasitellaan
tutkimuksen osana teoreettisesti ja sité ei toteuteta kdytdnnén osuudessa kuten aiem-
min mainittu projektin onnistumisen ennustamiseen tahtaava kaytannéntyd. Taméa osuus
tarkottaisi keratyn aineistoin kasittelyd ohjaamattoman oppimisen avulla ja sen 16ytdmien
havaintojen analysointia 2.3.3.

6.5 Projektin onnistumiseen vaikuttavien tunnuslukujen
valinta

T&ssa tutkimuksessa rajataan tarkasteltavat arvot kasittelem&éan projektien kokoa ja suun-
nittelua tuntipohjaisesti. Budjettia ja muita arvoja tarkastellaan tuntien kannalta, ei oma-
kustannehinnan tai laskutushinnan perusteella.

Luvussa 6.3 esitellyn maaritelman mukaan onnistumista mitataan aikataulun, tuntibudje-
tin ja resurssien kaytdn pohjalta. Opetusdatan tunnusluvuiksi valittiin néité asioita kuvaa-
via arvoja.

Projektin aikatauluun liittyen valittiin nelja tunnuslukua kuvaamaan projektin suunniteltua
aikataulua ja toteutunutta aikataulua. Nama tiedot ovat johdettu projektin suunnitellun ja
toteutuneen aikataulun perusteella, jotka taas laskemme projektin resurssisuunnitelman
ja toteumatuntien pohjata. Liséksi mukana on suhdeluku joka kuvaa projektin etenemista
elinkaarellaan. Aikataulua kuvaavat arvot ovat:

e estimated_project_length: Projektin arvioitu pituus lasketaan resurssisuunnitel-
man ensimmaisen ja viimeisen resursoidun tunnin paivamaaran valilta.

e actual_project_length: Projektin toteutunut pituus lasketaan toteumatuntien en-
simmaisen ja viimeisen toteutuneen tunnin paivamaaran valilta.

e days_project_started_late: Lasketaan projektin ensimmaisen toteumatunnin ja
ensimmaisen resursoidun tunnin erotus ja méaaritellddn nain kuinka monta paivaa
mydhassa projekti alkoi. TAma luku voi olla negatiivinen jolloin se tarkoittaa projek-
tin alkaneen etuajassa.

e days project _ended _late: Lasketaan projektin viimeisen toteumatunnin ja viimei-
sen resursoidun tunnin erotus ja méaritellddn nain kuinka monta paivaa mydhassa
projekti loppui. Tdma luku voi olla negatiivinen jolloin se tarkoittaa projektin paatty-
neen etuajassa.

e calculated_readiness: Lasketaan suhdeluku, joka kuvaa projektin laskennallista
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valmiusastetta. Suhdeluku lasketaan jakamalla tah&n asti toteutuneet tunnit suun-
niteltujen tuntien summalla.

Projektin tuntibudjettia kuvaan yksinkertaisesti suunnitellulla ja toteutuneella tuntibudjetil-
la. Nama arvot ovat suoraviivaisia, joten tuntibudjettia kuvaavat arvot ovat:

e estimated_project_scale: Projektille kokonaisuudessa resursoidut tunnit.

e actual _project_scale: Projektille kokonaisuudessaan toteutuneet tunnit.

Resurssien kayttda kuvaamaan valittiin tunnusluvut, jotka kuvaavat suunniteltujen roolien
ja suunniteltujen henkildiden maéaraa projektissa. Lisdksi kuvataan resurssien suunnitte-
lematonta kayttaytymista projektilla. Resurssien kaytt6a kuvaavat arvot ovat:

e projectrole_count: Roolien maara projektissa.
e people_count: Henkildiden maara projektissa.

e unallocated_work_count: Henkildiden maara, jotka merkitsivat projektille toteu-
maa ilman, ettd heit& on resursoitu projektille.

e allocations_undone_count: Henkildiden maara, jotka eivat merkinneet projektille
lainkaan toteumaa vaikka olivat resursoitu projektille.

Edellisten lisdksi mukaan otetaan kaksi tunnuslukua kuvaamaan projektipaallikén toimin-
taa projektin aikana. Talla tuodaan mukaan projektinhallintaa kuvaavia arvoja, joita on
mahdollisesti vaikeampi muuten havaita. Nama tunnusluvut on muodostettu luvussa 4.6
esitetyn listan perusteella:

e re_allocation_count: Kuinka monena paivana projektia on uudelleenresursoitu.

e milestone_count: Virstanpylvdiden maara.

Tietokannan tiedoista luodaan tietokoneelle opetusmateriaalin, jonka jokainen rivi sisal-
taa oheisten listojen arvot. Nailla arvoilla pyritdan arvioimaan projektin onnistumista neu-
roverkon avulla.

6.6 Neuroverkon rakenne

Neuroverkolle annetaan sisddnmenokerroksessa kaikki kappaleessa 6.5 esitellyt tunnus-
luvut ja ulostulokerroksesta saamme projektille luokittelun arvoksi joko onnistunut projek-
ti tai epaonnistunut projekti. Luokittelun liséksi saamme tiedon, milla todennakdisyydella
projekti kuuluu kuhunkin luokkaan.

Neuroverkon osumatarkkuuteen vaikuttaa opetusmateriaalin lisdksi verkon rakenne, eli
tunnuslukujen ja piilokerroksien maaré seka erillisten piilokerrosten leveys. Toistaiseksi
ei kuitenkaan ole yksiselitteisesti parasta rakennetta neuroverkolle tai kaavaa, joka ker-
toisi optimaalisen neuroverkon leveyden ja syvyyden suhteen [9]. Leveys tarkoittaa tdssa
neuroverkon piilokerrosten leveytta ja syvyys piilokerrosten maaraa. Tasta syysta kokei-
lemme opettaa muutaman erilaisen neuroverkon ja vertaamme niiden saamia tuloksia
toisiinsa.



26

Jokainen kokeiltava neuroverkon syvyys kokeillaan kolmella tavalla. Tunnuslukuja ka-
peammalla 6 neuronin rakenteella halutaan tietdd miten tunnuslukujen tiivistdminen hei-
jastuu suorituskykyyn. Toinen kokeiltava leveys on tunnuslukujen maaraa vastaava jossa
piilokerrosten leveys on 13 neuronia. Levedmmalla rakenteella kokeillaan kuinka neuro-
verkon suorituskyky muuttuu kun tunnuslukujen perusteella luodaan reilusti uusia tunnus-
lukuja asettamalla piilokerrosten neuronien maaraksi 26.

Ensimmainen kokeiltava rakenne on yhden piilokerroksen neuroverkko. Tasta oletetaan
tuloksena hyva lahtétilanne neuroverkon suorituskykyyn. Oletus kuitenkin on, ettei neuro-
verkko onnistu vain yhden piilokerroksen turvin 16ytdméaan tunnuslukun perusteella niiden
hienojakoisempia suhteita toisiinsa.

Toinen kokeiltava rakenne on kolmen piilokerroksen neuroverkko. Yhden piilokerroksen
rakenteeseen verrattuna tdman rakenteen uskotaan pystyvan tunnistamaan syvempia
suhteita eri tunnuslukujen valilla, silla alkuperaisiin tunnuslukuihin ei muodostettu erilai-
sia johdettuja tunnuslukuja. Syvemman piilokerrosten rakenteen oletetaan muodostavan
itse alkuarvoista erilaisia johdettuja yhdistelmia ja painottavan niiden merkittavyyden.

Kolmanneksi kokeiltava rakenne on viiden piilokerroksen neuroverkko. Talla tutkitaan tuo-
ko piilokerrosten lisddminen entisestdan merkittavaa lisatarkkuutta kolmen piilokerroksen
rakenteeseen verrattuna. Oletus on, etta piilokerrosten lisddminen vaatii enemman las-
kentatehoa, joten on myds mahdollista ettei piilokerrosten lisddminen entisestdan ole las-
kentatehollisesti jarkevaa.

6.7 Neuroverkon opettamisen yksityiskohdat

Luvussa 2.2 kasitteltiin Heidi Kanasen ja Harri Puolitaipaleen kirjan esimerkkeja erilaisis-
ta koneoppimsen tavoista luokitella dataa. Tamén tyén ongelmaa lahdetdan ratkomaan
luokittelumallin avulla.

Luokittelemme projektit onnistuneisiin ja epaonnistuneisiin projekteihin, ja annamme neu-
roverkon kertoa milla todennakdisyydelle projekti kuuluu luokkaan onnistunut projekti.
Nain saadaan todennakdisyys sille, milla todennékdisyydelld projektin voidaan télla het-
kelld sanoa muistuttavan onnistunutta projektia.

Koneen opettamiseen kaytetddn ohjattua oppimista 2.3.2, silla opetusaineisto kerataan
kuvaamaan seka onnistuneita ettéd epaonnistuneita projekteja ja koneen halutaan oppi-
van luokittelemaan data opetusaineiston perusteella. Ohjaamaton oppiminen 2.3.3 ei ole
tarkoitettu tallaiseen tilanteeseen, vaan sita voitaisiin kayttda kun haluttaisiin 16ytaa ai-
neistosta ennalta maarittelemattémia yhtalaisyyksia.
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7 TOTEUTUS

Toteutus tdman tutkimuksen mittakaavassa tarkoittaa aineiston kerdamisté, neuroverkon
opettamista seka Silverbucket-ohjelmistoon sellaisen rajapinnan toteutusta, joka antaa
arvion projektin onnistumisen todennakdisyydesta.

Toteutus on néin jaettu kolmeen eri osaan, jotka késitelladn seuraavaksi luvuissa 7.1, 7.2
ja7.3.

7.1 Aineisto

Koneoppimisen opetusmateriaalin tulee sisaltad tuloksia seka onnistuneista ettd epéon-
nistuneista projekteista. Muuten kone ei kykene itsendisesti tekemaan luokittelua. Taméan
lisaksi aineiston laadulla on valtava merkitys oppimisen ja lopputuloksen kannalta. [6]

7.1.1 Aineiston keraaminen

Silverbucket-ohjelmiston data on jaettu asiakaskohtaisiin tietokantoihin, jotka on sijoitettu
useammalle eri virtuaalipalvelimelle. Kattavaa aineistoa varten kootaan tiedot mahdolli-
simman monesta eri tietokannasta ja yhdistetdan yhdeksi opetusdataksi. Aineisto ano-
nymisoidaan siten, ettei projekti tai asiakas ole enda tunnistettavissa opetusdatan riveis-
ta. Kaikki ohjelmistoa kayttavat organisaatiot eivat kayta resursointidatan tukena toteu-
matunteja, joten heidan datansa ei ole hyddyllistd tdman tyén osalta. Neuroverkkoa ja
ohjelmiston rajapintaa toteuttaessa otettiin materiaaliksi ynden isohkon asiakkaan resur-
sointidata jossa on mukana noin 11 000 p&attynytta ja aineistoomme sopivaa projektia.
Keréatyn aineistoin rakenne nakyy kuvassa 7.1.

Dataa keratessa maariteltiin paattynyt projekti sellaiseksi, joka on sille asetetun aikatau-
lun mukaan paattynyt eiké sille ole merkitty toteumatunteja viimeisen 28 paivan aikana.
Tama rajaus tehtiin sen tédhden, ettd venynyt projekti voi olla aikataulunsa mukaan jo
paattynyt, mutta sille kertyy edelleen toteumaa.

Ohjelmiston kayttajat eivat yksiselitteisesti maérittele mik& projekti on onnistunut ja mika
epaonnistunut. Tasta johtuen dataa keratessa tulee tukea projektinhallinnalliseen maa-
ritelm&an projektin onnistumisesta, joka maariteltin kappaleessa 6.3. Projektin toteutu-
neen budijetin tulee pysya suunnitellussa budjetissa, toteuneen aikataulun tulee pysya
suunnitellussa aikataulussa ja projektia toteuttamassa pitéisi olla sen tiimin joka siihen
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on suunniteltu.

Todellinen maailma ei aina sovi taydellisesti maéariteltyihin laatikoihin. Tasta syysta pro-
jektin onnistumista tarkastelevaan logiikkaan on mahdollista maarittaa virhemarginaali.
Esimerkiksi 5% virhemarginaali sallii onnistuneeksi projektiksi 40 paivaa pitkan projektin
joka todellisuudessa paattyi kaksi paivaa suunniteltua mybhassa.

7.1.2 Tunnuslukujen muodostaminen

Aineistoon sopivien projektien kerdamisen jalkeen naille projekteille keratddn maaritellyt
tunnusluvut. Tahan on ohjelmiston palvelinpuolen toteutuksessa jo valmiiksi toteutettuja
tydkaluja, tunnusluvut ovat monelta osin yhtenevia sovelluksen itsensa kayttolittymassa
esittdmiin arvoihin.

Kattavan opetusdatan laatimiseksi otamme yhdesta paattyneesté projektista tunnusluvut
aineistoon mukaan sen elinkaaren eri vaiheista jakamalla projektin aikataulunsa mukai-
sesti kymmeneen osaan. Projektin tunnusluvut keratdan kymmeneltéd paivamaaralta his-
toriasta niin etta projektia on edetty 10%, 20%, 30%, 40%, 50%, 60%, 70%, 80%, 90%
ja 100%. Jos projekti valmistuu jo suunnitellun elinkaarensa puolessa valissa, projek-
tista otetaan mukaan kuitenkin vain yksi kokonaan valmis rivi. Tunnusluvut eri projektin
elinkaaren vaiheista rakennetaan projektin tietojen kuten resursointien ja toteumatuntien
luonti- ja muokkausaikaleimojen avulla. Kuvan 7.1 aineistossa ndhdaan saman projektin
tietojen kehittyvan rivi riviltd kunnes se saavutta laskennallisen valmiusasteen 100%.

Opetusdataa onnistuneille ja epaonnistuneille projekteille tarvitaan myds niiltd vaiheilta
kun projektit ovat olleet kesken, muuten neuroverkko osaisi tunnistaa onnistuneen pro-
jektin vain paattyneen projektin tunnusluvuille ja se ei ole erityisen hyddyllista.

Tunnuslukujen kerd@minen projektin elinkaaren alkupuolelta muutoshistorian perusteella
ei ole taysin aukotonta, mutta paras tarjolla olevista ratkaisuista. Tata kasitelladn myo-
hemmin aineiston kehittdmistd koskevissa luvuissa 8.1, 9.1 ja 10. Taméan hetkinen malli
joutuu tekemaan hieman oletuksia, silla esimerkiksi poistetuista resursoinneista ei jaa
jalkea tietokantaan vaan ne todella poistetaan. Tasta johtuen muokkaushistorian perus-
teella ei saada rakennettua historian hetkien tunnuslukuja aukottomasti.

7.1.3 Tunnusluvut aineistoissa

Projektit ovat dataltaan erittéin vaihtelevia silla ohjelmistoa voi kayttaa joko hyvin vapaa-
mielisesti tai erittain santillisesti. Tallaisessa tilanteessa tunnuslukujen lisddminen ja mo-
nimutkaistaminen tarkoittaa suoraan sita, ettei kaikille projekteille pystytd maarittelemaan
kaikkia tunnuslukuja. Tasté johtuen tunnuslukujen valinta vaikuttaa suoraan siihen kuinka
suuri osa kaikista projekteista on sopivia aineistoon.

Talla hetkelld valitut tunnusluvut ovat kuitenkin sellaisia, etté sikéli kun projektille on teh-
ty resurssisuunnitelma ja sille on kirjattu toteutuneet tunnit niin se pystytaan ottamaan
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Kuva 7.1. Aineistossa ndhddédn samasta projektista useita rivejé jotka kuvaavat saman
projektin eri hetkid sen elinkaaren aikana.

mukaan aineistoon.

Tulevaisuudessa tunnuslukujen lisddmista harkitessa on hyva analysoida sita, voidaanko
kyseiset tunnusluvut muodostaa yha samalle joukolle projekteja, jotka nyt on mukana vai
rajaako uudet tunnusluvut liilaksi pois projekteja aineistosta.

7.2 Neuroverkon toteutus

Silverbucket-ohjelmiston palvelinpuoli on toteutettu Pythonilla [28]. N&in ollen neurover-
kon rakentaminen osaksi ohjelmistoa on yksinkertaisinta toteuttaa samalla tekniikalla.
Tasta syysta muut kuin Python pohjaiset tyékalut on rajattu ulos. TensorFlow on Google
tiimin kehittdma avoimen ldhdekoodin vakuuttava ja laajasti kaytetty projekti neuroverk-
kojen toteutukseen seka tutkimustydssa etté liiketoiminnassa [29].

TensorFlow on kaytettavissa jo sellaisenaan neuroverkkojen rakentamiseen, mutta Ten-
sorFlown kaytt6a abstrahoimaan on luotu tyékalu nimeltdan Keras. Keras on omien sano-
jensa mukaan syvaoppimista ihmisille. [30] Taman tydkalun tarkoitus on yksinkertaistaa
TensorFlown kaytt6a abstrahoimalla osan TensorFlown komennoista oman rajapintan-
sa taakse. Kerasia kayttavan kehittajan ei tarvitse tehda kaikkea itse, mutta tarvittaessa
pystyy kuitenkin kayttdmaan kaikkia TensorFlown ominaisuuksia suoraan.

Aineisto hallitaan csv muodossa ja sen kasittelyyn kaytetaan tydkalua nimeltd Pandas,
joka on erittain tehokas sarakemuodossa olevan datan kirjoitukseen, lukuun ja muok-
kaukseen. [31]

7.2.1 Neuroverkon opettaminen

Ennen varsinaista neuroverkon opettamista aineistosta otetaan osa erilleen. Tata eril-
leen otettua osaa kaytetdan tarkistamaan kuinka hyvin neuroverkko opetuksen jalkeen
tunnistaa onnistuneen projektin. Pandas tarjoaa valmiit tydkalut tallaisten operaatioiden
tekemiseen, joka ndhdaan kuvassa 7.2.

Vield ennen varsinaista opettamista aineiston data yhtendistetdén. Neuroverkon muodos-
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Preparing the data

Let's download the data and load it into a Pandas dataframe:

= pd.read_csv(filepath)

The last column, "target", indicates whether the project is successful (1) or not
(0).

Let's split the data into a training and validatilon set:

val_dataframe = dataframe.sample(frac=0.2, random_state=1337)

Kuva 7.2. Aineistosta erotellaan osa tarkistamista varten.

from tensorflow.keras.layers.experimental.preprocessing import Normalization

def encode_numerical_feature(feature, name, dataset):

normalizer = Normalization()

feature_ds = dataset.map(lambda x, y: x[name])

feature_ds feature_ds.map( lambda X: tf.expand_dims(x,

normalizer.adapt(feature_ds)

encoded_feature = normalizer(feature)

return encoded_feature

Kuva 7.3. Kerasin oppaiden perusteella toteutettu numeeristen arvojen normalisointi.

taminen Kerasin avulla on tehty seuraten oppaita Kerasin verkkosivuilta ja myds kuvassa
7.3 esitetty numeeristen arvojen normalisointiin tarkoitettu metodi on kopioitu oppaasta
sellaisenaan.

Itse neuroverkon rakenteen muodostaminen on tehty Kerasin avulla helpoksi. Kaytannos-
s& Kerasin moduulista layers voi valita minkalaisia kerroksia verkon rakenteeseen halu-
aa lisata, naille annetaan parametreina esimerkiksi kerroksen leveys ja aktivaatiofunktio.
Erilaisia kerroksia asetetaan toistensa peraan liukuhihnamaisesti.

T&ssa rakenteessa on ensin tasalevyinen usean kerroksen sarja, jonka jalkeen lisataan
yksi Dropout-kerros ja lopuksi arvoista tiivistetaan viimeisella kerroksella yksi lopputulos.
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## Neural Network structure.

EPNESS

x = layers.Dense(WIDENESS, activation=ACTIVATION_FUNCTION)(all_features)

for _ in range(1, DEEPNESS):

X = layers.Dense(WIDENESS, activation=ACTIVATION_FUNCTION)(x)

X = layers.Dropout(0.5)(x)
output = layers.Dense(1, activation="sigmoid")(x)
self.model = keras.Model(all_inputs, output)

self.model.compile("adam”, "binary_cr y", metrics=["accuracy"])

## Train the model

self.model.fit(train_ds, epochs=50, validation_data=val_ds)

Kuva 7.4. Neuroverkon rakenteen muodostaminen ja opettaminen.

Droput-kerroksen tehtava on tiputtaa datasta sellaiset arvot joilla ei ole lopputuloksen
kannalta lainkaan merkitysta [32]. Toteutukseen on luotu vakiot leveydelle, syvyydelle ja
aktivaatiofunktiolla, jotta niiden muuttaminen olisi helppoa ja erilaisten rakenteiden tes-
taaminen suoraviivaista. Rakenteen muodostaminen on esitetty kuvassa 7.4.

Kun neuroverkko opetetaan aineiston avulla, annetaan samassa komennossa aiemmin
erilleen otettu tarkistusdata. Tama on nahtavissa kuvan 7.4 lopussa. Kerasin neuroverkon
opetus kayttaad tatéa erikseen otettua dataa tarkistaakseen, kuinka hyvin malli oppii tun-
nistamaan onnistuneen projektin ja osaa siten kertoa, milla todennakdisyydelle se osaa
onnistuneen projektin tunnistaa.

Aiemmin esiteltyjen muuttujien avulla erilaisten neuroverkkojen rakennetta on nopea tes-
tata. Kaytanndn testeilld huomattiin, ettd neuroverkon suorituskyky oli télla aineistolla var-
sin hyvé jo yhden piilokerroksen rakenteessa. Yhdella kerroksella tarkkuus oli suunnilleen
80% ja vain muutaman kerroksen lisddminen nostaa osumatarkkuutta 90% tuntumaan
kunnes tarkkuus ei enda kasva vaan pysyy samana kerroksia lisattdessa. Osumatark-
kuus lahti jalleen laskemaan kun kerroksia lisattiin malliin satoja.

Kéytdnndssa sama kaava toistui my6s neuroverkon leveyden suhteen. Liian kapea verk-
ko antaa huonon osumatarkkuuden ja leveyden kasvattaminen 13-16 haarukkaan paran-
taa osumatarkkuutta, jonka jalkeen tarkkuus alkaa jalleen laskea.

Opetuksen tulokset vaihtelevat hieman samoillakin arvoilla ja samalla opetusdatalla ajet-
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Kuva 7.5. Opetetun neuroverkon ilmoittama osumatarkkuus onnistuneen projektin tun-
nistamiselle.

taessa, mutta ne pysyvéat kuitenkin muutaman prosenttiyksikén haarukassa. Vastoin ole-
tusta neuroverkko suoriutui hyvin jo yhdella piilokerroksella ja asettamalla kerrosten maa-
ran noin kolmeen ja leveyden noin viiteentoista neuroverkon osumatarkkuus asettui saan-
néllisesti suunnilleen 90% tarkkuuteen kuten kuvassa 7.5 suoritettu opetusajo esittaa.

7.3 Osaksi tuotetta

7.3.1 Neuroverkon kaytté

Neuroverkon kayttdminen opettamisen jalkeen on suoraviivaista, kdytanndssa sybtetaan
mallille data ja luetaan annettu tulos muuttujaan. Kuvassa 7.6 esitetdan mita kaytannoés-
sa tapahtuu kun pyydamme arviota projektin onnistumisen todennakéisyydesta. Ensim-
maisena tulee projektin tiedoista kerata kayttdmamme tunnusluvut. Taman jalkeen viela
tarkistamme, etta arviointi voidaan télla datalla tehda ja taméan jalkeen annamme kappa-
leessa 6.5 maarittelem@mme tunnusluvut neuroverkon analysoitavaksi.

7.3.2 Onnistumisanalyysi osana tuotetta

Projektin onnistumisen analyysi oli tarkoitus nayttda Silverbucket-ohjelmiston projektisi-
vulla muiden projektin edistymista kuvaavien numeroidan ja kuvaajien yhteydessa. Ohjel-
mistolle kehitetdan talla hetkella uutta kayttolittymaa [25]. Tasté johtuen tdmén tyén omi-
naisuutta ei pystyta vield toteuttamaan alkuvaiheessa olevaan uuteen kayttéliittymaan
muttei sité kuitenkaan enda toteuta vanhempaan kayttoliittymaan.

Onnistumisanalyysille toteutettiin kuitenkin valmiiksi jo rajapinta. Rajapinta ottaa vastaan
pakollisena tietona projektin jonka onnistuminen halutaan analysoida. Rajapinta on osa
yksittéisen projektin rajapintaa ja se esitelldan kuvassa 7.7.
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def predict_success(self, project):
parser = CurrentState(project)

sample_estimated_to_finished = parser.project_data()

if None in [value for name, value in sample_estimated_to_finished.items()]:

raise Exception("This particular project does not have required information for evaluation.")
Elfser
input_dict = {
name: tf.convert_to_tensor([self.floatify(value)])
for name, value in sample_estimated_to_finished.items()
}

probability_of_success = self.model.predict(input_dict)

calculated_readiness = parser.calculated_readiness()

Kuva 7.6. Projektin onnistumisen arviointiin tarvitsemme tiedon miltd projekti ndyttaisi
valmiina.

@action(detail=True, methods=["get"])
def success_analysis(self, .

project = self.get_object()

response = ml_model.predict_success(project)

serializer = SuccessAnalysisSerializer(response)

return Response(serializer.data, status=status.HTTP_200 OK)

Kuva 7.7. Projektin onnistumisanalyysi rajapinnan toteutus.

Rajapinnan vastaus on esitetty kuvassa 7.8 ja vastauksen eri arvot ja niiden tarkoitus on
avattu seuraavassa listassa:

e id: mitd projektia analyysi k&sittelee.
e estimated_readiness: mika on projektin laskennallinen valmiusaste talla hetkella.

e probability_of_success: mika on projektin arvioitu todennakdisyys onnistua.
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Success analysis exra Actons -

GET /api/2.0@/projects/6984/success_analysis/

HTTP 200 0K

Allow: GET, HEAD, OPTIONS
Content-Type: application/json
Vary: Accept

{
"id": 6984,
"calculated_readiness": "16.55"
"probability_of_success": "20.80"
}

Kuva 7.8. Projektin onnistumisanalyysi rajapinnan vastaus.
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8 TOTEUTUKSEN POHJALTA TEHDYT HAVAINNOT

Toteutuksen kehityksen mittaan tehtiin kiinnostavia havaintoja koneoppimisen soveltami-
sesta téllaisen projektinhallinnalisen ongelman parissa, joita kdydaan luvuissa 8.2 ja 8.3.

Aineistoa keratessa havaittiin siind merkittavia puutteita, jotka estavat julkaisuvalmiin on-
nistumisanalyysity6kalun toteuttamisen. Naita kasitellaan tarkemmin luvussa 8.1.

Toteutusta voi puutteidensa tdhden kutsua prototyypiksi, joka osoitti ongelman itsessdan
olevan erinomainen ratkottavaksi koneoppimisen keinoin ja vahvisti kasitysta siitd, etta
resursointidatasta kerattavat tunnusluvut tukevat onnistuneen projektin tunnistamista au-
tomaattisesti. Ty onnistui nostamaan esille ne ongelmat, jotka viela on ratkottava tarkem-
man ennusteen tekemiseksi. Yhtena tydn tuloksena esitellaan nyt tehdylle toteutukselle
kattava jatkokehitysajatus luvussa 10.

8.1 Onnistuminen lahtee aineistosta

Tyota tehdessa havaittiin aineiston olevan tallaisessa toteutuksessa ensiarvoisen tarke-
aa. Aineiston laatu vaikuttaa suoraan siihen kuinka hyvin neuroverkko suoriutuu sille ase-
tetusta tehtavéasta, tassa tapauksessa onnistuneen projektin tunnistamisesta.

Suuri méaéara dataa ei vield valttaméatta tarkoita sita, ettd siitd saataisiin muodostettua
neuroverkolle suunniteltua tehtédvaa varten sopivaa aineistoa. Tdma havaittiin aineiston
kerddmisen yhteydessé, silla vaikka data itsessaan on erittain kattavaa ja sita on kertynyt
pitkalta ajalta, siitéd ei nahda miltéd onnistunut projekti naytti eri vaiheissa ollessaan viela
kesken. Tdma on merkittava ongelma ennusteen tekemisen kannalta.

Yhtend osana aineiston keradmisessa kaytettiin projektien muutoshistorian tulkintaa, jot-
ta saatiin muodostettua tieto siité, miltd onnistuneet ja epaonnistuneet projektit nayttivat
tunnuslukujensa valossa keskeneraisina projekteina. Tama oli kaytanndssa valttdmatdn-
t4 aineiston puutteiden tdhden. Toisenlainen vaihtoehto olisi ollut opettaa neuroverkko
aineistolla, joka sisaltaa vain paattyneiden projektien tiedot ja analyysia tehtédesséa pro-
jisoida keskeneréisen projektin tunnusluvut siihen tilaan miltd ne todenndkdisesti nayt-
taisivat projektin paatyttya ja tehda analyysi onnistumisesta tdman jalkeen. Molemmat
tyylit yrittavat kuitenkin korjata samaa ongelmaa, eli puuttuvaa aineistoa. Nyt toteutettua
mallia voidaan kayttda suoraan sen jalkeenkin kun aineiston kerddmisesta toteutetaan
kattavampi.

Taman lisaksi tunnuslukuja kerdtessa havaittiin niista puuttuvan selkean tiedon siita mil-
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loin projekti on todella paattynyt ja onnistuiko se projektipaallikon mielesta vai ei. Nama
tiedot voidaan projekteilta paatella tehtyjen maaritelmien mukaan, mutta olisi mielenkiin-
toista ottaa niiden rinnalle vastaava tieto ihmisen selkeésti merkitsemana.

Havainnot aineistosta ovat isossa roolissa tAman tydn tuloksia sillé niiden pohjalta pysty-
taadn maarittelemaan minkalaisia muutoksia kannattaa Silverbucket-ohjelmiston tiedonke-
ruuseen tehda ensimmaisend jotta taman tydn kaltainen projektin onnistumisen ennusta-
minen voidaan ottaa tuotantokayttdén.

8.2 Neuroverkon rakenteen merkitys

Tallaisen aineiston ja ongelman parissa neuroverkon ei tarvinnut olla merkittdvan sy-
va saavuttaakseen hyvan suorituskyvyn, mutta suorituskykya tulee tarkastella uudelleen,
kun aineistoa varten on keratty tasmallisempééa dataa projektien elinkaaren varrelta. Ra-
kenteeseen voidaan tarpeen vaatiessa lisata syvyytté viela merkittavasti lisda. Syvakaan
rakenne ei valttdmatta nouse suorituskykyhaasteeksi kovin nopeasti. Tata tyéta tehdes-
s& neuroverkkoa suoritettiin vuoden 2018 MacBook Pro:lla ja se suoriutui 15 000 rivia
sisdltavalla aineistolla neuroverkon opettamisesta ja taman jalkeen onnistumisen ana-
lysoinnista varsin hyvin vaikka neuroverkon syvyys kasvatettiin sataan piilokerrokseen
saakka.

Neuroverkko tiputtaa tarpeettomien tunnuslukujen vaikutuksen olemattomaksi kayttamal-
|4 painoarvoja, kuten luvussa 3.6 kerrottiin. Lisaksi neuroverkkon rakenteeseen 6.7 on li-
séatty Dropout kerros [32], joka pudottaa kokonaan sellaiset tunnusluvut joilla ei ole lop-
putuloksen kanssa merkitysta. Tarpeettomien tunnuslukujen karsiminen tapahtuu neuro-
verkkojen yhteydessa siis automaattisesti ja talléin ylimaaraiset tunnusluvut eivat vaikuta
lopputulokseen vaan siihen kuinka suorituskykyinen neuroverkosta tulee.

Suuri maéara tunnuslukuja vaatii enemman laskentaa ja jos niistd merkittdva osa olisi
lopputuloksen kannalta merkityksettémia, ne kannattaisi jattéda pois. Nyt toteutetun neu-
roverkon tunnuslukujen maéra on vield hyvin rajallinen eik& niiden toimivuutta ole vield
paasty testaamaan koko tietomassalla, joten tdssa kohtaa ei ndhda jarkevaksi lahteé ti-
puttamaan tunnuslukuja pois.

Tunnuslukuja voi jatkossa olla hyva yrittéda jopa lisaté dataan, silla suorituskyky ei toistai-
seksi ole vield ongelma. Tunnuslukuja lisattaessé niiden tulee olla perusteltuja ja teoriaan
pohjaavia, silla eparelevantit tunnusluvut voivat johtaa ylisovittamiseen 2.3.5.

8.3 Resurssisuunnitelman perusteella onnistumisen
ennustamisen toimivuus
Tydn yhtend tuloksena saatiin toteutus neuroverkon kaytdsta projektin onnistumisen ar-

viointiin mista tahansa projektin elinkaaren kohdasta, kunhan projekti on ehditty aloittaa.
Toteutus antaa vastauksen siitd milla todennékoisyydelld projekti onnistuu. Valittujen tun-
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nuslukujen valossa tdma ennuste pitaa paikkaansa, mutta projektipaallikéiden kokemusta
asiasta ei ole tutkittu.

Tunnusluvut kuvaavat resurssisuunnitelman nékokulmasta projektin kulkua lapi sen elin-
kaaren ja onnistuminen tukee projektinhallinnan maarityksia. Tarkoitus on nostaa huomio
sellaisiin projekteihin joiden onnistumisen ennuste on ndiden valossa huono, jotta niiden
kulkuun ehditdan viela reagoida. Ennusteen tarkkuutta on jatkokehitystoimilla mahdollista
parantaa, mutta tdman hetkisen toteutuksen perusteella arvioidaan ratkaisun vastaavan
alkuperaiseen haasteeseen.
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9 KEHITYSAJATUKSET KONEOPPIMISEN
SOVELTAMISESTA RESURSOINNIN OSANA
PROJEKTIN LAPIVIENNIN ENNUSTAMISESSA

Tassé luvussa esitelldan erillisia kehitysajatuksia ja ne on jaoteltu kolmeen kategoriaan
koskemaan aineistoa, toteutettua tyékalua ja koneoppimista. Niiden perusteella on jalos-
tettu analyysi ty6kalun seuraavan version maaritelma luvussa 10.

9.1 Aineiston kehitysajatukset

Silverbucket Oy:n kannattaa ensimmaisena kehittda aineiston kerdamista niin, etta tun-
nuslukuja keratédan projekteilta jo niiden ollessa kesken. Tietoa keskeneraisen projektin
onnistumisesta ei viela ole, joten tassé vaiheessa aineistossa tulee viela olla mukana
projektin yksildiva tunniste. Projektin paatyttya paivitetdan kyseiseen projektiin liittyvien
rivien viimeinen arvo kohdilleen, joka kuvaa sita onnistuiko projekti vai ei. Projektin yk-
siliva tunniste kannattaa muodostaa niin, ettei sen perusteella pystytd paattelemaan
mika projekti todellisuudessa on kyseessa. Nain aineisto tuottaa opetusdatan jolla neu-
roverkko voidaan suoraan opettaa tunnistamaan onnistuva projekti mista tahansa kohtaa
elinkaartaan.

Taman tyén osana tehdysséa toteutuksessa aineiston muodostamiseen tarvittu toteu-
tus on osa Silverbucket-ohjelmistoa. Vaikka tunnuslukujen muodostaminen on tehokas-
ta osana resursointitydkalua, niin aineiston tallettamisen ja jatkokasittelyn vastuun siir-
tdminen erilliselle tyékalulle voisi selkeyttdd koneoppimisen opetusaineiston hallinnoin-
tia. Tallainen erillinen tyékalu voisi tarjota rajapinnan, joka ottaa vastaan tunnuslukuja
Silverbucket-ohjelmiston useilta eri asennuksilta ja kokoaa aineiston ndin suoraan yhteen
tietokantaan.

Yhteisessa tietokannassa rivit voitaisiin lisdksi luokitella esimerkiksi asiakkaan toimialan
mukaisesti. Talldin voitaisiin suurella massalla opetetun neuroverkon liséksi opettaa toi-
mialakohtaiset neuroverkot.

9.2 Koneoppimisen kehitysajatukset

Projektin onnistumisen kannalta sen rahallinen budjetti on olennainen, vaikka se olikin
rajattu tdman tyén ulkopuolelle [16]. Silverbucket-ohjelmisto késittelee projektien resur-
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sointien yhteydessa rahallisia arvoja seka laskutuksen ettd omien kulujen avulla, joten
jatkossa kannattaa pohtia rahallisten arvojen ottamista mukaan tunnuslukuihin koneoppi-
misen arvioiden tarkentamiseksi.

Uusien tunnuslukujen lisdksi keratyn aineiston tunnuslukujen avulla voidaan tutkia 16ytyy-
ké niistd jotain tunnistamattomia yhtalaisyyksia, eli kdytdnndssa tutkia aineistoa neuro-
verkkojen ja ohjaamattoman oppimisen avulla 2.3.3. Téllaisten uusien havaintojen pohjal-
ta voi syntyd myds uusia tunnuslukuja varsinaisen onnistumisen analysoinnin tarpeisiin.
Neuroverkko voi ndin 16ytaa sellaisia projektin onnistumiseen vaikuttavia yksityiskohtia,
joita ei ole osattu ajatella pelkén projektinhallinan teorian pohjalta.

Nykyaikaisilla ty6kaluilla, kuten tassa tyéssa kaytetty Keras [30], koneoppimisen kéayt-
tdonotto ja kokeileminen on varsin yksinkertaista. Tasta syysta onnistumisen ennustami-
seen voidaan tehokkaasti testata myés muita koneoppimisen algoritmeja kuin neuroverk-
koa.

9.3 Tyokalun kehitysajatukset

Toteutus tehtiin nyt osaksi itse Silverbucket-ohjelmistoa, mutta koneoppimisen analyysia
voitaisiin suorittaa myds taysin erillisella tydkalulla, joka toteuttaa vastaavanlaisen raja-
pinnan kuin esiteltiin kuvassa 7.7. Erilliselle tyékalulle tulisi antaa kaikki tarvittavat projek-
tin tunnusluvut, silla se ei pelkan projektin tunnisteen perusteella pysty naita tunnuslukuja
itse selvittamaan.

Erillisen ty6kalun etuna olisi esimerkiksi se, etta kaikki Silverbucket-ohjelmiston asennuk-
set saavat rajapinnan kautta kayttéénsa aina uusimmalla saatavilla olevalla aineistolla
koulutetun neuroverkon tekeman analyysin.

Neuroverkon lisaksi onnistumisen analyysiin voitaisiin kdyttdd myds muita koneoppimi-
sen keinoja kuten satunnaismetsaa 3.4.1. Téllainen kokeilu erillisen tyékalun tapaukses-
sa onnistuu yksinkertaisesti, kunhan Silverbucket-ohjelmiston kayttdma rajapinta pysyy
ennallaan.

Nain eri Silverbucket-ohjelmistojen valilla saataisiin automaattisesti jaettua seka aineiston
ettd algoritmien kannalta paivitetyin versio onnistumisen analyysista. Ja tdma on yKksi
selkeista kokonaisuuksista projektin onnistumisen ennustamisen ty6kalun seuraavassa
versiossa.



40

10 PROJEKTIN ONNISTUMISEN ENNUSTAMISEN
TYOKALUN SEURAAVAN VERSION
MAARITTELY

Taman tutkimuksen viimeisend tuloksena syntyi maarittely seuraavalle versiolle koneop-
pimista hyddyntavasta projektien onnistumisen ennustamisen tydkalusta. Seuraavassa
versiossa analyysity6kalu kannattaa eriyttaé@ Silverbucket-ohjelmistosta. Tassé mallissa
vastuut jaetaan uudelleen nyt maariteltdvan tydkalun ja Silverbucket-ohjelmiston valilla.

Uutta rakennetta kuvataan aineiston kerddmisen tiedonkulkua havainnollistavalla kuval-
la 10.1 ja analyysin aikaista tiedonkulkua havainnollistavalla kuvalla 10.2. Tassa luvussa
kaydaan maérittely viitataen edelld mainittuihin kuviin aina olennaisista kohdista ja kuvis-
sa viitataan sanaston termeihin PROD, NARF ja Ohjelmisto.

10.1 Tunnuslukujen keraaminen

Vastuu datan parsimisesta séilyy Silverbucket-ohjelmiston puolella. Ohjelmiston palve-
linpuolella projektiin liittyva oheistieto on helposti saatavilla ja ohjelmistoon on valmiiksi
toteutettu laskentaa liittyen tunnuslukujen laskentaan. Silverbucket-ohjelmisto on asen-
nettu tuotantopalvelimelle PROD, joita on useita ja kuvassa 10.1 merkittynd tunnuksella
PRODS.

Tama toteutetaan niin, ettd Silverbucket-ohjelmiston osana toimiva projektin tunnuslu-
kujen kerdaja muodostaa tunnusluvut projekteille ja lahettdad ne REST-rajapinnan kautta
uudelle analyysity6kalulle NARF-palvelimelle. Kyselyt REST-rajapintaan |ahetetdan aina
Silverbucket-ohjelmiston palvelinpuolelta, eli PROD-palvelimilta.

Tunnuslukujen mukana ei laheteta yksilbivaa tietoa projekteista silla analyysityékalun da-
taa tutkimalla ei tule olla mahdollista paatella mihin projektiin data liittyy. Sen sijaan tun-
nuslukujen oheen lisdtdan Silverbucket asennuksen nimen, asennuskohtaisen siemenen
ja projektin tunnisteen perusteella SHA512 algoritmia kayttéden laskettu salattu tiiviste.
Talla tiivisteella pystymme projektin paatyttya paivitthmaan samasta projektista keskene-
raisend otettuihin tunnuslukuihin tiedon siité onnistuiko projekti vai ei.

Téllainen projektien tunnuslukujen keradminen voitaisiin suorittaa ajastetusti kahden vii-
kon vélein esimerkiksi viikonloppuisin jolloin resursointisovelluksen kuormitus on muuten
pienempi.



41

(oJofo] B e amama
Ajastetaan kahden viikon vilein suoritettavaksi:
= = = - datan kerédaminen jokaisella tuotantopalvelimella PROD
= = = - datan ldhetdminen analyysipalvelimelle NARF
PRODS
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Ajastetaan kahden viikon vilein suoritettavaksi:
- neuroverkkojen uudelleen opettaminen

NARF
- —
- Aineisto talletetaan palvelimen NARF tietokantaan.
- péivitetdén tieto projektin onnistumisesta saman
projektin riveihin tietokannassa
- poistetaan pédttyneen projektin riveiltd tunniste
AINEISTO
L _J

Kuva 10.1. Havainnekuva parannellun analyysi tyékalun rakenteelle.

Silverbucket-ohjelmisto on vastuussa siitd, ettd se lahettda analyysitydkalun rajapintaan
projekteiltaan kerddmia tunnuslukuja. Tunnuslukuja kerédtdan seké@ keskeneraisilta etta
hiljattain paattyneilta projekteilta ja on analyysitydkalun vastuulla kasitelld ndma rivit sen
mukaisesti.

10.2 Tunnuslukujen tallettaminen

Analyysity6kalu ottaa vastaan tunnuslukuja rajapintansa kautta ja on vastuussa tietojen
tallettamisesta. TAm@& osuus toteutuu kokonaisuudessaan palvelimella NARF 10.1. Tun-
nusluvut, joista puuttuu tieto projektin onnistumisesta, kasitelladn keskeneraisina projek-
teina ja talletetaan ilman tietoa projektin onnistumisesta. Tama tieto rakentuu lopulta in-
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Kuva 10.2. Kaavio kuvaa tiedon kulkua analyysin aikana.

formaatioksi siité, miltéd onnistunut projekti naytti ollessaan viela kesken.

Tunnusluvut, joiden mukana tulee tieto projektin onnistumisesta, kuvaavat paattyneita
projekteja. Taman tiedon perusteella etsitdan tietokannasta kyseista projektia kuvaavat ri-
vit, jotka on talletettu sen ollessa kesken, ja paivitetdan kaikkien niiden rivien tieto projek-
tin onnistumisesta vastaamaan tietoa, joka saatiin kun projekti on paattynyt. Nain saam-
me keréttya tietoa siitd, miltd onnistunut projekti tunnuslukujensa osalta naytti ollessaan
viela kesken. Tietojen anonymiteetin varmistamiseksi, projektin paatyttya siihen liittyvien
rivien tiedoista voidaan kokonaan poistaa niille laskettu tiiviste.

Keskenerdisten ja paattyneiden projektien tunnusluvut voidaan kasitelld samassa tieto-
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kantataulussa, silla ne erotellaan toisistaan sen perusteella, onko onnistumisen tila tie-
dossa. Kuvassa 10.1 tietokanta on merkitty tunnuksella AINEISTO.

10.3 Tunnuslukujen luokittelu

Analyysitydkalu voi ottaa vastaan tunnuslukujen ohessa projektiriveihin liitettavia luokitte-
luja, joka voi esimerkiksi kertoa mihin toimialaan tunnusluvut liittyvat. Tata voidaan kayt-
taa hyvaksi, jos havaitaan eri toimialojen projektien onnistumisen merkkien eroavan toi-
sistaan. Kaytanndssa tama mahdollistaa koneédlyn opettamiseen kaytetyn aineistoin ra-
jaamista paremmin kyseessa olevaan tilanteeseen.

Suurella aineistolla neuroverkon opettaminen kestaa sen aikaa, ettei Silverbucket-ohjelmiston
kayttdjan haluta odottavan ensin neuroverkon opetusta ja sitten itse analyysia. Kaytta-
jaystavallisestéd nakékulmasta ajatellen kannattaa opettaa neuroverkko jokaista luokitte-
lua ja yleista tilannetta varten etukéateen, jolloin kayttajan tarvitsee odottaa vain itse ana-
lyysin ajan. Kaytanndssaé erilailla luokitellut neuroverkot ovat siis esimaaritelty ja kayttaja

voi halutessaan tdsmentda mihinka luokitteluun oma projekti parhaiten osuu.

10.4 Neuroverkon opettaminen

Eri asiakkaiden Silverbucket asennukset lahettavat omat tietonsa omista projekteistaan
kahden viikon valein analyysityOkalulle, joten on jarkevad ajaa neuroverkkojen opetta-
minen samassa syklissa. Kaytanndssa tama kannattaa tehda viikonloppuna sen jalkeen
kun uusi aineisto on saatu I&hdejarjestelmilta.

Analyysity6kalun tulee tallettaa eri luokituksilla opetetut neuroverkot tydmuistiinsa niin,
ettd ovat nopeasti kayettavissa onnistumisanalyysin tekemiseen. Kaytanndssa tdma no-
peuttaa sita kuinka nopeasti NARF-palvelimen analyyistydkalu pystyy vastaamaan kuvan
10.2 mukaiseen pyyntoon.

10.5 Onnistumisanalyysin rajapinta

Analyysity6kalu toteuttaa rajapinnan, joka ottaa vastaan tunnusluvut yhdeltéd projektilta.
Tunnuslukujen liséksi voidaan vaihtoehtoisena antaa tdsmentava luokittelu jolloin valitaan
luokittelun mukaan opetettu neuroverkko analyysin tekemiseen, muuten kaytetaan yleista
koko aineistolla opetettua neuroverkkoa.

Silverbucket-ohjelmiston kayttéliittyma ottaa yha yhteyden omaan palvelinpuoleensa. Ta-
m& yhteys nakyy kuvassa 10.2 nuolena Ohjelmiston ja PRODin valilla. Silverbucket-
ohjelmisto lahettaa tdman jalkeen palvelinpuolelta kutsun analyysitydkalulle ja autenti-
koi kutsun Token pohjaisesti Silverbucket-ohjelmistoa kayttavasta kayttajasta riippumatto-
masti. Tama nékyy samassa analyysin tiedonkulkua kuvaavassa kuvassa nuolena PROD:n
ja NARF:n valilla. Vastauksen saatuaan Silverbucket-ohjelmiston palvelin vastaa kaytto-
littymalle, kuten se olisi itse suorittanut analyysin. Tama nakyy kuvassa paluuviivoina
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NARF:lta aina Ohjelmistolle asti.
Etu tallaisessa jarjestelyssé on:

o Kayttoliittyman ei tarvitse ottaa yhteyttd ulkopuoliseen jarjestelmaan vaan se voi
keskustella oman palvelinpuolensa kanssa.

o Kayttoliittyman ei tarvitse analyysia pyytdessaan tietaa tunnusluvuista mitaan, riit-
tad kun se osaa kertoa projektin id:n, jolle analyysi halutaan tehda. Palvelin osaa
kerata tarpeelliset tunnusluvut tietokannasta.

¢ Autentikoinnin suoraviivaisuus. Analyysipalvelin voidaan pitda autentikoitumisen ta-
kana, mutta kaikki Silverbucket asennukset voivat autentikoitua sen rajapintaan sa-
malla tunnuksella. N&in resursointijarjestelman kayttoliittymaa kayttavan henkildon
ei tarvitse autentikoitua analyysityékaluun.

10.6 Resursoinnin kayttoliittyma

Silverbucket-ohjelmiston kayttoliittymauudistuksen myéta tuodaan projektin tietoihin On-
nistumisanalyysi, joka kertoo projektipaallikélle projektin onnistumisen todenndkéisyy-
den. Yksittaisen projektin kohdalla analyysin tekeminen on nykyisen prototyypin perus-
teella arvioiden kohtuullinen operaatio suorituskyvyltdan ja onnistumisanalyysi voidaan
tehda aina projektin tyépdydalle siirryttdessa. Onnistumisen todennakdisyyden raportoin-
ti projektin ty6pdydélle voidaan tuoda visuaalisesti esimerkiksi ympyradiagrammin kaltai-
sena donitsidiagrammina 10.3.

Onnistumisanalyysi voidaan raportoinninomaisesti ajaa usealla projektille kerrallaan, jol-
loin ne saadaan jarjestettya onnistumisen todennakéisyytensd mukaan. TAma antaa pro-
jektipaallikdlle arvokasta tietoa projekteista joiden kohdalla saattaa olla ongelmia tulevai-
suudessa. Tata ei kannata ottaa osaksi projektien normaalia listausndkymaa, ainakaan
niin etté analyysi kdynnistyy aina kaikille projekteille kun listaus avataan. Tuhansien pro-
jektien kohdalla analyysin tekeminen automaattisesti ei ole jarkevaa palvelinresurssien
kayttéa. Tasta syystd usean projektin analyysi kannattaa suorittaa esivalitulle joukolle
projekteja ja silloin kun ohjelmiston kayttaja sita tarvitsee.
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Kuva 10.3. Onnistumisen todennékoisyyden esittdmiseen selked kuvaaja on ympyrédia-
grammin Kkaltainen donitsidiagrammi.
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11 YHTEENVETO

Taman diplomityén tarkoituksena oli tutkia projektin onnistumisen ennustamista resurs-
sisuunnitelman pohjalta kayttden koneoppimisen mentelmia. Tyd on tehty Silverbucket
Oy:lle ja tyd on tehty erityisesti Silverbucket Oy:n tuottaman resursoinnin tyékalun tarpei-
siin ja sen tietokantoja kayttaen, vaikka tutkimuksen tulokset ovat yleistettavissa resurs-
sisuunnitelman ja projektin onnistumisen ennustamiseen yleisella tasolla.

Tydn tavoitteena oli tuottaa projektipaallikon tarpeisiin alykas tydkalu havaitsemaan mah-
dollisimman varhaisessa vaiheessa sellaiset projektit, jotka ovat ajautumassa ongelmiin.
Projektin alussa tilanne on helpommin korjattavissa kuin projektin elinkaaren loppupéés-
sa. Optimaalisessa tilanteesa projektipaallikkd voisi jarjestdd Silverbucket-ohjelmiston
kayttoliittyméssa omat projektinsa jarjestykseen niin, etta listan ensimmaisena olisi pro-
jekti, jolla on kaikista suurin riski epaonnistua. Tydn kannalta tarkeampaa oli kuitenkin
testata koneoppimisen keinoja Silverbucket-ohjelmiston kerddmalla datalla.

Ensimmainen askel tyéssa oli tutustua seka projektinhallinnan teoriaan ettéa koneoppimi-
sen menetelmiin, sillda molempien tunteminen oli tdrke&a ongelman ymmartdmisen kan-
nalta. Ongelman avaaminen toi esille ne rajoitteet ja maaritykset joita koneoppimisen
soveltamiseksi oli viela tehtéva.

Projektin onnistumisen ennustamisen merkitysta Silverbucket-ohjelmiston nakékulmasta
kasiteltiin viela erikseen, joka konkretisoi tavoitteen ja tydsta saatavan hyodyn.

Ongelman tarkemman avaamisen jalkeen toteutettiin kdytdnndén osuus, jossa projek-
tinhallinnan teorian ja Silverbucket-ohjelmiston tietokannoissa olevien resurssisuunnitel-
mien perusteella muodostettiin aineisto, jolla opetettiin neuroverkko ennustamaan projek-
tin onnistumista.

Jo aineistoa muodostettaessa havaittiin saatavilla olevan datan olevan puutteellista on-
gelman todellisen ratkaisemisen suhteen, mutta prototyyppihengessa neuroverkko ope-
tettiin aineiston epéatarkkuudesta huolimatta tunnistamaan onnistunut projekti. Puutteis-
taan huolimatta kaytannén osuus antoi lupaavia tuloksia ratkaisun potentiaalista. Jatko-
kehittdmalla aineiston keradmistd, ennusteen tarkkuuden uskotaan parantuvan.

Kaytanndn tydssa nousseiden ongelmien ratkomiseksi toteutettiin maaritys tyékalun seu-
raavalle versiolle. Uusi maéritys ei ainoastaan ratko aineiston ongelmia, vaan jatkokehit-
taa koko tydkalun rakennetta ja tekee eri Silverbucket-asennuksien valiltd anonymisoidun
tiedonkeruun automaattiseksi.
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Tyéta tehdessa havaittiin aineiston olevan merkittdvassa asemassa onnistumiselle ko-
neoppimisen menetelmia soveltaessa. Laadukas aineisto ja ratkaistavaa ongelmaa hyvin
kuvaavat tunnusluvut ovat ensiarvoisen tarkeitd analyysin onnistumiselle.

Kirjallisuusosuutta tehdessa oli mielenkiintoista tutustua koneoppimisen periaatteisiin ja
metelmiin. Erityisen kiinnostavaa oli pohtia kuinka koneoppimisen menetelmia voitaisiin
hyédyntaa projektinhallinnan ja resursoinnin parissa.

Tyd onnistui tarkoituksessaan 16ytaa keinoja ennustaa projektin onnistuminen resursoin-
tisuunnitelman perusteella, vaikka toimivaa tydkalua ei tdméan diplomitydén mittakaavas-
sa toteutettu. Tyd paljasti nykytilanteen heikkoudet ja esittdd perusteellisen maarityksen
muodossa mahdollisen ratkaisun niihin.
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