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Tässä kandidaatintyössä tutkitaan luonnollisen kielen käsittelyyn soveltuvaa Transformer-
arkkitehtuuria ja siihen pohjautuvia esiopetettuja malleja. Transformer on neuroverkkomalli, joka
on suunniteltu käsittelemään sarjallista tietoa, kuten esimerkiksi tekstiä. Transformer-arkkitehtuuri
esiteltiin ensimmäisen kerran vuonna 2017 ja sittemmin siihen pohjautuvat mallit ovat saavutta-
neet suuren suosion luonnollisen kielen käsittelyssä.

Työ jakaantuu kahteen osaan. Teoriosuus esittelee Transformer-arkkitehtuurin ja kolme sii-
hen pohjautuvaa esiopetettua mallia. Kokeellisessa osuudessa testataan esiteltyjen mallien suo-
rituskykyä luokitteluongelmassa käyttämällä valmiiksi luokiteltua aineistoa. Mallit hienosäädetään
yksitellen opetusaineiston avulla ja niistä luodaan myös yhdistelmämalli enemmistöäänestyksen
avulla.

Tuloksista selviää, että valitut mallit toimivat erittäin hyvin tekstin luokittelussa. Paras tulos
saavutetaan mallien yhdistelmällä, joka luokittelee testiaineiston katkelmat 94.99 % tarkkuudella
oikein.

Avainsanat: Neuroverkko, syväoppiminen, Transformer-arkkitehtuuri, kielimalli, luonnollisen kielen
käsittely
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1 JOHDANTO

Kiinnostus koneoppimiseen ja sen käyttämiseen reaalimaailman sovellutuksissa on kas-

vanut merkittävästi viime vuosina. Erityisesti neuroverkkopohjaiset menetelmät ovat saa-

neet huomiota osakseen, sillä tieteelliset läpimurrot ja laskentatehon kasvu on mahdollis-

tanut niiden hyödyntämisen useissa eri sovelluskohteissa, kuten hahmontunnistuksessa

ja sairauksien diagnosoinnissa. Luonnollisen kielen käsittely ei ole poikkeus, sillä neuro-

verkot ovat mahdollistaneet parempien kielimallien rakentamisen ja näiden mallien tehok-

kaan hyödyntämisen luonnollisen kielen analysoinnissa.

Uusimpana innovaationa luonnollisen kielen käsittelyssä on Transformer-arkkitehtuuri,

jonka Vaswani et al. esittelivät vuonna 2017 [1]. Vuonna 2018 Google julkaisi Transformer-

arkkitehtuuriin pohjautuvan BERT (Bidirectional Encoder Representations from Transfor-

mers) mallin, joka rikkoi aikaisempia ennätyksiä useassa luonnollisen kielen suoritusky-

kymittauksessa [2]. Transformer-arkkitehtuuriin pohjautuvia malleja on sittemmin kehitetty

useita ja mallit ovat saavuttaneet hyviä tuloksia eri suorituskykytesteissä.

Tässä kandidaatintyössä tarkastellaan kolmea eri Transfomer-arkkitehtuuriin pohjautuvaa

mallia: BERT:iä, XLNet:iä [3], ja RoBERTa:a [4]. Nämä mallit ovat esiopetettuja suurella

määrällä luokittelematonta tekstiä ja niitä voidaan hyödyntää monenlaisiin ongelmiin, ku-

ten esimerkiksi automaattiseen tiivistelmän luontiin tekstistä, tai automaattiseen kysymyk-

siin vastaamiseen. Tässä työssä tutkitaan mallien suorituskykyä yksinkertaisessa teks-

tin luokittelutehtävässä lisäämällä esiopetettuihin malleihin luokittelukerros, jonka jälkeen

mallit hienosäädetään luokitteluun liittyvällä opetusaineistolla.

XLNet, BERT, ja RoBERTa eroavat niin arkkitehtuuriltaan kuin opetuksessa käytetyiltä

menetelmiltään [2][3][4]. Erovaisuuksien vuoksi työssä oletetaan mallien oppivan eri asioi-

ta ja tuottavan erilaisia tuloksia työssä käytetyllä testiaineistolla.

Mallien eroavaisuuksien vuoksi ne opetetaan työn kokeellisessa osuudessa yksittäin,

mutta myös mallien yhdistämistä kokeillaan enemmistöäänestys-menetelmällä. Yhdistä-

minen on usein tehokas tapa parantaa mallien suorituskykyä [5, p 264] ja mallien eroa-

vaisuuksien myötä yhdistelmämallilta voidaan odottaa parempaa tulosta kuin yksittäisiltä

malleilta.

Seuraavassa luvussa tarkastellaan Transformer-arkkitehtuuria tarkemmin ja esitellään sii-

hen pohjautuvat mallit BERT, XLNet, ja RoBERTa. Luvussa 3 esitellään työn kokeellises-
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sa osassa käytetty aineisto, mallien opetusprosessi, sekä esitellään testiaineistolla saadut

suorituskykytulokset. Lopuksi luvussa 4 analysoidaan saadut tulokset ja tehdään yhteen-

veto työstä.
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2 TEOREETTINEN TAUSTA

Luonnollisen kielen prosessoinnilla (engl. natural language processing) tarkoitetaan ti-

lastollisia menetelmiä tekstin ymmärtämiseksi. Tällä ymmärtämisellä tarkoitetaan usein

tekstin muuttamista laskennan kannalta sopivaan representaatioon, kuten vektoriksi, tai

tensoriksi. [6, luku 1] Tekstin kuvaaminen vektoriavaruuteen mahdollistaa sanojen vä-

listen yhteyksien ymmärtämisen, sillä vektoriavaruudessa esimerkiksi samaa tarkoittavat

sanat ja usein yhdessä esiintyvät sanat voivat olla lähellä toisiaan. Kun vektoriavaruuden

dimensio kasvatetaan riittävän suureksi voivat sanat olla todella monella tavalla lähellä

toisiaan ja avaruus pystyy näin pitämään tietoa monimutkaisistakin yhteyksistä sanojen

välillä.

Vektorirepresentaatioiden muodostaminen on haastava ongelma, mutta koneoppimisen

avulla optimaaliset vektorit sanoille voidaan oppia suoraan tekstistä. Vektoreiden myötä

tietokoneen voidaan katsoa ymmärtävän kieltä, jolloin tietokoneen on mahdollista ratkais-

ta tekstin käsittelyyn liittyviä tehtäviä. Vektorirepresentaatiot eivät siis usein olekaan var-

sinaisen kiinnostuksen kohteena, mutta ne luovat pohjan luonnollisen kielen käsittelyyn

liittyvien ongelmien ratkaisemiseksi.

Luonnollinen kieli voidaan ajatella aikasarjana, jossa nykyinen sana riippuu edellisistä sa-

noista. Takaisinkytkettyjä neuroverkkoja on pidetty parhaimpana menetelmänä luonnolli-

sen kielen käsittelyyn, sillä niiden muistiominaisuuksien ansiosta ne pystyvät ymmärtä-

mään nykyisen ja aiempien sanojen välisen yhteyden [1].

Takaisinkytketty neuroverkko generoi piilotilojen sarjan ht edellisen piilotilan ht−1 ja si-

sääntulon t funktiona. Tämä rekursiivinen rakenne estää takaisinkytketyn neuroverkon

tehokkaan rinnakkaisen opetuksen, joka johtaa tehottomaan opetukseen. Pitkät sarjat

ovat myös ongelma takaisinkytketyille neuroverkoille, sillä näiden käsittely johtaa usein

katoavan tai räjähtävän gradientin ongelmaan. Näiden ongelmien ratkaisemiseksi tavalli-

sen takaisinkytketyn neuroverkon tilalle on sittemmin ehdotettu erilaisia arkkitehtuureita,

kuten pitkäaikaista työmuistia (engl. Long short-term memory, LSTM). [7]

LSTM mahdollistaa pidempien sarjojen käsittelyn muistisolurakenteellaan. Muistisolun lä-

pi informaatio voi virrata vapaasti ilman merkittävää prosessointia ja tämän myötä sarjan

alkupään informaatiota voidaan hyödyntää myös sarjan loppupään alkioiden käsittelyssä.

Tämä informaation virtaus toimii myös takaisinpropagoinnissa mahdollistaen gradienttien
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virtauksen välttäen näin katoavan gradientin ongelman.

Vaikka LSTM tavalliseen takaisinkytkettyyn neuroverkkoon verrattuna parantaakin infor-

maation kulkeutumista pitkien sarjojen yhteydessä, sen kyky ymmärtää todella pitkiä riip-

puvuuksia on silti rajallinen. Luonnollisen kielen tapauksessa tekstissä riippuvuudet voivat

olla todellakin kaukaisia. Esimerkiksi tekstissä yhdessä kappaleessa oleva lause saattaa

liittyä merkittävästi toisessa kappaleessa olevaan lauseeseen ja näiden lauseiden välil-

lä saattaa olla huomattava määrä muuta tekstiä. LSTM ei myöskään paranna tilannetta

opetuksen rinnakkaistumisen tapauksessa, ollen jopa hitaampi opettaa kuin tavallinen ta-

kaisinkytketty neuroverkko.

Takaisinkytkettyjen neuroverkkojen heikko kyky ymmärtää pitkäaikaisia riippuvuuksia ja

opetuksen hitaus ovat merkittäviä ongelmia kielen mallinnuksessa. Ongelmien ratkaise-

miseksi Vaswani et al. esittelivät Transformer-arkkitehtuurin, joka pyrki ratkaisemaan nä-

mä ongelmat hyödyntämällä huomiomekanismeja takaisinkytkennän sijasta. [1]

2.1 Transformer-arkkitehtuuri

Transformer-arkkitehtuuri on pääasiallisesti luonnollisen kielen käsittelyssä käytetty syvä

neuroverkko, joka esiteltiin ensimmäisen kerran vuonna 2017. Transformer-arkkitehtuuri

noudattaa tyypillistä enkooderi-dekooderi rakennetta, jossa sisääntuleva lause syötetään

yhden tai useamman enkooderikerroksen läpi, jotka generoi ulostulon jokaiselle sanalle

sisääntulosarjassa. Vastaavasti dekooderi pyrkii enkooderin ulostulon ja oman sisääntu-

lonsa avulla ennustamaan seuraavan sanan. Tämä rakenne on havainnollistettu kuvassa

2.1. [1]

Transformer-arkkitehtuuri on käytännössä kielenkääntäjä, jossa enkooderi ottaa sisään-

tulonaan käännettävän lauseen ja dekooderi generoi käännöksen toiselle kielelle. Esi-

merkiksi englannista suomeksi käännettäessä enkooderi saisi sisääntulonaan englannin-

kielisen lauseen ja dekooderi pyrkisi kääntämään tämän suomen kielelle.

Merkkijonon hyödyntäminen sellaisenaan on tietokoneelle hankalaa, joten enkooderi muut-

taa aluksi jokaisen lauseen sanan tai tokenin n-pituiseksi vektoriksi (engl. word embed-

ding). Koska Transformer-arkkitehtuuri ei sisällä takaisinkytkentää, on sanoista muodos-

tettuihin vektorirepresentaatiohin lisättävä relatiivinen sijainti-informaatio. Tämä tehdään

muodostamalla jokaista sanaa vastaavaa vektorirepresentaatiota varten sijaintipohjainen

enkoodaus-vektori ja lisäämällä se kyseisen sanan varsinaiseen vektorirepresentaatioon.

Tämän sijaintipohjaisen enkoodauksen jälkeen sanojen etäisyydet n-ulotteisessa vekto-

riavaruudessa perustuvat niiden merkityksen samankaltaisuuteen ja relatiiviseen etäisyy-

teen alkuperäisessä sisääntulolauseessa. Kun sanat on muutettu vektoreiksi ja näille vek-

toreille on suoritettu sijainti-enkoodaus, voidaan saadut vektorit pinota matriisiksi X ja

syöttää se huomiokerrokselle. [1]
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Kuva 2.1. Transformer-malli, jossa enkooderi vasemmalla ja dekooderi oikealla [1].

Huomiokerros on kantava ajatus Transformerer-arkkitehtuurissa ja se pyrkii vastaamaan

kysymykseen mitkä osat sisääntulosarjassa ovat relevantteja eli mihin kohtiin mallin olisi

syytä kiinnittää huomiota. Tämä tarkastelu tehdään jokaisen sisääntulevan sanan koh-

dalla suhteessa sanaan itseensä, jolloin kyse on omahuomiomekanismista (engl. self-

attention). Kerros tuottaa siis ulostulonaan huomiovektorin jokaiselle sanalle, joka pitää

sisällään kontekstuaalista informaatiota siitä kuinka merkittäviä muut sanat ovat suhtees-

sa tarkasteltavaan sanaan.

Huomiokerroksen toiminta perustuu kolmeen matriisiin Q, K ja V , jotka muodostetaan
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kertomalla huomiokerrokselle sisääntulevaa matriisia X opetusprosessin aikana opitta-

villa painomatriiseilla WQ, WK , W V . Matriisin Q ajatellaan sisältävän kyselyitä (engl.

query) q, joiden perusteella päätetään mihin arvoihin (engl. value) huomio kohdistetaan

matriisissa V . Kyselyt eivät kuitenkaan löydä haluamiansa arvoja suoraan, mutta matrii-

sin K sisältämien avaimien (engl. key) avulla arvot löydetään ja huomio kohdistuu oikein.

Ulostuleva huomiomatriisi lasketaan kaavalla

Attention(Q,K, V ) = softmax(
QKT

√
dk

)V, (2.1)

missä on matriisien Q, K ja V lisäksi mukana on avainvektorien pituutta vastaava skalaari

dk. [1]

Transformer-arkkitehtuurin tapauksessa huomion toimivuutta on paranneltu käyttämällä

monipäistä huomiota (engl. Multi-Head Attention), joka hyöndyntää useita aliavaruuksia

kohdistaakseen huomion paremmin. Monipäisessä huomiossa Q, K ja V kuvataan mata-

lamman dimension vektoriavaruuteen kolmen uuden painomatriisin WQ, WK , W V avul-

la. Näitä kolmen painomatriisin joukkoja muodostetaan h kappaletta, jolloin Q, K ja V

kuvataan h kertaa uuteen vektoriavaruuteen eri painoilla. Kuvauksien avulla voidaan las-

kea monipäinen huomio kaavalla

MultiHead(Q,K, V ) = Concat(head1, ..., headh)W
O, (2.2)

missä WO on uusi opittava painomatriisi ja headi = Attention(QWQ
i , KWK

i , V W V
i ). [1]

Monipäiseltä huomiokerrokselta tuleva ulostulo ohjataan eteenpäin kytketylle neurover-

kolle. Tämän neuroverkkokerroksen tehtävänä on lisätä mallin ennustusvoimaa ja samal-

la prosessoida ulostulo seuraavan kerroksen odottamaan muotoon.

Dekooderin rakenne on enkooderin rakenteen kaltainen. Kielenkääntämisen tapaukses-

sa enkooderi otti sisääntulonaan käännettäväksi tarkoitetun lauseen ja dekooderi pyr-

kii kääntämään tämän kohdekielelle. Dekooderi pyrkii tuottamaan oikeellisen käännetyn

lauseen yksi sana kerrallaan aloittaen tyhjästä, joten sen sisääntulo on siirretty oikealle

yhdellä askeleella. Tämä sisääntulo muutetaan vektorirepresentaatioon ja siihen lisätään

sijantikoodaus enkooderia vastaavalla tavalla.

Dekooderin ensimmäinen huomiokerros on peitetty (engl. masked). Tämä johtuu siitä,

että opetuksen aikana malli näkee käännettäväksi tulevan lauseen ja oikeellisen kään-

nöksen kokonaan. Reaalimaailmassa tätä kokonaista käännöstä ei tietenkään ole tarjol-

la, vaan malli joutuuu generoimaan käännöksen sana sanalta ja voi hyödyntää vain jo

ennustamiaan sanoja. Tästä syystä opetuksen aikana mallin ennustaessa yksittäistä sa-

naa kohdassa i oikeellisesta käännöksestä peitetään kaikki tämän jälkeen tulevat sanat.
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Peittoa lukuunottavatta dekooderin huomiokerroksen toiminta on kuitenkin vastaava kuin

enkooderissa.

Dekooderin jälkimmäisessä huomiokerroksessa enkooderi ja dekooderi yhdistyvät. Ku-

vassa 2.1 näkyy, kuinka kaksi nuolta tulee enkooderin puolelta ja yksi dekooderin puolel-

ta. Enkooderin puolelta tulevat kaksi nuolta ovat huomion laskemiseen tarvittavat matriisit

K ja V ja dekooderin puolelta tuleva nuoli on vastaavasti kyselymatriisi Q. Koska de-

kooderin tuottama kysely valitsee nyt enkooderin tuottamia arvoja, voidaan varsinaisen

lauseen kääntämisen ajatella tapahtuvan tällä kerroksella. [1]

Jälkimmäiseltä dekooderin huomiokerrokselta ulostulo ohjataan jälleen eteenpäin kytke-

tylle neuroverkolle, josta se ohjataan edelleen lineaariselle kerrokselle. Lineaarinen ker-

ros tuottaa ulostulonaan vektorin, jonka alkioina on yksittäinen arvo jokaista kohdekie-

len sanakirjassa olevaa sanaa vasten. Tämä vektori syötetään softmax-kerrokselle, joka

muuttaa vektorin arvot todennäköisyysjakaumaksi, eli lopullisena ulostulona saadaan to-

dennäköisyys jokaiselle kohdekielen sanalle. Todennäköisyyksistä voidaan valita korkein

arvo ja etsiä tätä vastaava sana mallin kohdekielen sanakirjasta.

Transformer-arkkitehtuuria tarkastellessa on tärkeää huomata, että se ei sisällä minkään-

laista rekursiota. Yksittäistä sisääntulevaa sanaa tarkastellessa huomiokerros hyödyntää

informaatiota sisääntulon muista sanoista, mutta informaatio ei kulje rekursiivisten piilo-

tilojen läpi, kuten takaisinkytketyissä neuroverkoissa. Tämän myötä jokaiselle enkoode-

rin sisääntulolle on mahdollista laskea ulostuloa rinnakkain. Dekooderi joutuu luontaisesti

reaalimaailman sovellutuksissa tuottamaan sanat peräkkäin, mutta opetusvaiheessa pei-

tetyn huomiokerroksen ansiosta tätä rajoitetta ei ole. Koska opetusvaihe rinnakkaistuu

enkooderin ja dekooderin osalta, on opetuksessa mahdollista hyödyntää moderneja näy-

tönohjaimia ja tensoriprosessoreja. Näin opetus nopeutuu merkittävästi verrattuna takai-

sinkytkettyihin neuroverkkoihin, joka mahdollistaa suurempien datamäärien käytön ope-

tusvaiheessa.

Toinen tärkeä huomio on, että huomiokerros näkee koko sisääntulon ja pystyy kiinnittä-

mään huomionsa mihin tahansa kohtaan sisääntulossa. Huomion ansiosta informaatiota

ei siis tarvitse kuljettaa piilotilojen läpi takaisinkytkettyjen neuroverkkojen tapaan, jolloin

Transformer-arkkitehtuurissa vältytään informaatiohäviöltä. Informaatiohäviön puuttumi-

nen mahdollistaa pitkien riippuvuuksien mallintamisen Transformer-arkkitehtuurilla. Tä-

mä yhdistettynä nopeampaan opetukseen ja suuriin datamääriin on mahdollistanut pa-

rempien kielimallien luonnin, joka onkin siivittänyt Transformer-arkkitehtuuriin pohjautuvat

mallit kärkipaikoille luonnollisen kielen suorituskykyä mittaavissa testeissä [2] [3] [4].
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2.2 BERT

BERT (Bidirectional Encoder Representations from Transformers) on Transformer-pohjainen

kielimalli, jonka Devlin et al. esittelivät vuonna 2018. BERT osoittautui tehokkaaksi kieli-

malliksi rikkoen aiempia ennätyksiä kielenkäsittelyn suorituskykytesteissä, parantaen esi-

merkiksi GLUE testin tulosta 7.7 prosentilla [2].

BERT hyödyntää Transformer-arkkitehtuuria ja pyrkii oppimaan optimaalisen enkooderin,

joka tuottaa kontekstista riippuvan vektorirepresentaation sanoille. Enkooderi lukee ko-

ko lauseen tai sarjan, jolloin yksittäistä sanaa vastaava vektorirepresentaatio voi riippua

kaikista muista sanoista sen molemmilla puolilla. Sanan ympäristön molemminpuolinen

tarkastelu tuottaa paremman kielimallin ja on erityisen hyödyllistä tehtävissä, jotka eivät

vaadi sanojen peräkkäistä generointia vasemmalta oikealle. [2]

Usein kielimalleja opettaessa malli pyrkii arvaamaan seuraavan sanan edellisten sanojen

pohjalta. Tämän opetusmenetelmän ongelmana on oletus, että sanan merkitys riippuu

vain sitä edeltäneistä sanoista, eikä sanan jälkeen tulevista sanoista. BERT:in opetukses-

sa tätä yksisuuntaista oletusta ei tehty, vaan siitä rakennettiin kaksisuuntainen kielimalli

eli se hyödynsi kontekstia sanojen molemmin puolin. [2]

BERT:in opetusvaiheessa käytettiin kahta eri strategiaa: peitettyä kielimallia (engl. Mas-

ked Language Model, MLM) ja seuraavan lauseen ennustusta (engl. Next Sentence Pre-

diction, NSP). Peitettyä kielimallia käytettäessä osa opetusdatan sanoista korvataan sym-

bolilla [MASK] ja opetuksen yhteydessä malli pyrkii arvaamaan mikä oli alkuperäinen sa-

na symbolin tilalla hyödyntäen muita sanoja, jotka esiintyvät symbolin ympärillä. Peitetyn

kielimallin myötä malli siis oppii ymmärtämään mitkä sanat esiintyvät usein yhdessä ja

missä suhteessa ne ovat toisiinsa. [2]

Peitetyn kielimallin tarkoitus oli oppia varsinainen kielimalli eli sanojen väliset yhteydet

kontekstista riippuen. BERT:iä oli tarkoitus kuitenkin soveltaa monissa tehtävissä, joissa

Devlin et al. mukaan on hyödyllistä ymmärtää myös lauseiden välisiä riippuvuuksia. Koska

peitetty kielimalli ei tätä lauseiden välistä yhteyttä mallinna BERT:in opetuksessa toisena

tehtävänä oli seuraavan lauseen ennustaminen. [2]

Seuraavan lauseen ennustamisen opetus toteutettiin muodostamalla lausepareja ope-

tusdatasta. Muodostus tehtiin siten, että 50 % mallille annettavista pareista oli sellaisia,

joissa toinen lause seuraa ensimmäistä. Toinen 50 % muodostettiin valitsemalla ensim-

mäisen lauseen pariksi aineistosta satunnainen lause ja oletuksen mukaisesti tämä toi-

sen lauseen pitäisi olla täysin irrallinen ensimmäisestä. Opetusprosessi malli pyrkii en-

nustamaan ovatko lauseet peräkkäiset, vai ovatko ne toisistaan irralliset, jolloin se oppii

ymmärtämään lauseiden välisiä riippuvuuksia. [2]

Seuraavan lauseen ennustusta ja peitettyä kielimallia pyritään opettamaan samanaikai-
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sesti ja tavoitteena on minimoida näiden kahden strategian yhdistetty häviöfunktio. Va-

littua arkkitehtuuria ja opetusstrategioita voidaan pitää hyvinä, sillä BERT rikkoi useita

suorituskykyennätyksiä. [2]

Alkuperäisessä julkaisussa Devlin et al. esittelivät kaksi erikokoista BERT-mallia: suurem-

man 345 miljoonan parametrin mallin ja pienemmän 110 miljoonan parametrin perusmal-

lin. Suurempi malli suoriutui paremmin, tai huomattavasti paremmin kaikissa suoritusky-

kytesteissä, joten valtavissa yli sadan miljoonan parametrin malleissakin suorituskykyä

pystytään parantamaan mallin kokoa kasvattamalla. Sittemmin BERT:stä on tehty lukui-

sia erilaisia variantteja, kuten DistilBERT ja RoBERTa.

2.3 XLNet

BERT oli merkittävä kehitysaskel kielimallien osalta, mutta sillä oli myös heikkoutensa.

Vuonna 2019 julkaistu XLNet toi esille kaksi merkittävää BERTin ongelmaa, joista mo-

lemmat ongelmat liittyivät opetuksen aikaiseen sanojen peittämiseen. [3]

Ensimmäinen esitetty ongelma oli kuinka symbolia [MASK] käytetään vain esiopetuk-

sessa, mutta niitä ei esiinny todellisissa aineistoissa joihin BERT:iä lopulta sovelletaan.

Näiden eroavaisuuksien esiopetus- ja hienosäätöaineistojen välillä ajateltiin heikentävän

BERT:in suorituskykyä todellisissa sovellutuskohteissa. [3]

Toisena ongelmana esitettiin sitä, kuinka BERT arvaa peitettyjä sanoja rinnakkain, jolloin

sen ei ole mahdollista oppia riippuvuuksia näiden samanaikaisesti peitettyjen sanojen

välillä. Esimerkiksi mikäli BERT:iä opetettaessa esiintyy lause “New York on kaupunki”

ja sanat “New” ja “York” korvataan [MASK]-symbolilla, BERT ei pysty ymmärtämään yh-

teyttä sanojen välillä, sillä se tutkii niitä toisistaan riippumattomina. Näin ollen BERTin

näkökulmasta lauseet “New York on kaupunki” ja “Los Angeles on kaupunki” ovat oikeel-

lisia, mutta myös todellisuudessa virheellinen lause “Los York on kaupunki” on BERT:in

näkökulmasta täysin oikein. [3]

XLNet pyrki ratkaisemaan BERT:in ongelmat hyödyntämällä permutaatioita opetusvai-

heessa. Sen esittelemä permutaatiopohjainen kielimalli pyrkii ennustamaan yksittäisiä

sanoja lauseessa peräkkäisen järjestyksen sijasta satunnaisessa järjestyksessä. Tärkeä

huomio on että itse sanojen järjestystä ei muuteta, vaan vain järjestystä jossa sanat en-

nustetaan. Malli oppii siis kaksisuuntaisen kielimallin, joka satunnaisen järjestyksen avulla

pystyy oppimaan sanojen väliset riippuvuudet ja kaikki niiden väliset kombinaatiot korrup-

toimatta esiopetusdataa [MASK]-symboleilla. [3]

Permutaatiopohjaisen opetuksen lisäksi XLNet käytti Transformer-arkkitehtuurin sijasta

Transformer XL-arkkitehtuuria pohjanaan. Transformer-arkkitehtuuri käyttää suuria mää-

riä muistia, joten mallille syötettävä tekstin pituus on rajattava ja teksti jaettava tämän

pituuden mukaan osateksteiksi. Osateksteiksi jakaminen taas aiheuttaa sen, että malli ei
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voi oppia yhteyksiä eri osatekstien välillä, jolloin malli ei kykene mallintamaan pitkiä riip-

puvuuksia. Transformer XL ratkaisi tämän tuomalla arkkitehtuuriin muistiominaisuuden.

Muistiin lasketaan jokaisesta osatekstistä tietoa, jota voidaan hyödyntää kun yksittäisestä

osatekstistä lasketaan ulostuloa. Muistiominaisuuden hyödyntämiseksi Transformer XL

teki myös muutoksia Transformer-arkkitehtuurin sijaintipohjaiseen enkoodauseen, jotta

osatekstien välinen sijainti-informaatio saataisiin enkoodattua. [8]

XLNet opetettiin 30 miljardilla sanalla, joka on lähes 10 kertaa enemmän kuin mitä BERT:in

opetuksessa käytettiin. Valtava opetusdatan koko, permutaatiopohjainen opetus ja Trans-

former XL-arkkitehtuurin käyttö tuotti tulosta ja XLNet paransikin merkittävästi aiempia

BERT:in tekemiä ennätyksiä useissa suorituskykytesteissä.

2.4 RoBERTa

Liu et al. esittelivät RoBERTa:n (A Robustly Optimized BERT Pretraining Approach) vuon-

na 2019 ja näyttivät BERTin olleen aliopetettu verrattuna malleihin, jotka oli esitelty BERT:in

jälkeen. RoBERTa käytti BERT:in arkkitehtuuria pohjanaan ja opetukseen tehtyjen muu-

toksien myötä RoBERTa pystyi kilpailemaan XLNet:in kanssa suorituskykytestien kärkitu-

loksista. [4]

RoBERTa:n muutokset eivät koskeneet itse arkkitehtuuria, vaan tehdyt muutokset liittyi-

vät vain opetukseen. Liu et al. osoittivat, että seuraavan lauseen ennustus toisena ope-

tustehtävänä ei ollut tarpeellinen ja keskimäärin jopa heikensi mallin suorituskykyä. Tästä

johtuen seuraavan lauseen ennustus poistettiin kokonaan RoBERTa:n opetusvaiheesta.

[4]

Toinen RoBERTa:an tehty muutos koski sanojen peittoa. BERT käytti opetuksessaan

staattista peittoa, eli lauseet peitettiin vain kerran esiprosessoinnin yhteydessä. RoBER-

Ta muutti tämän peiton dynaamiseksi, peittämällä lauseen eri tavalla joka kerta kun se

näytettiin mallille opetusvaiheessa ja osoitti tämän tuottavan parempia tuloksia. [4]

Kolmas muutos koski opetusdatan kokoa: RoBERTa opetettiin huomattavasti suuremmal-

la datamäärällä BERT:iin verrattuna (160GB vs 16GB) ja opetusta tehtiin kauemmin (500k

askelta vs 100k askelta). Opetusaineiston koon ja opetusajan kasvattamisen lisäksi huo-

mattavaa oli eräkoon kasvattaminen nelinkertaiseksi, joka paransi kielimallin suoritusky-

kyä ja nopeutti opetusta mahdollistaen tehokkaamman rinnakkaistumisen. [4]

Suurempaa BERT-mallia vastaava 355 miljoonan parametrin RoBERTa-malli pystyi lyö-

mään niin BERT:in, kuin XLNet:in useissa suorituskykytesteissä [4]. RoBERTa osoitti näin

BERT-arkkitehtuurin kilpailukykyisyyden, optimoinnin tärkeyden ja opetusaineiston koon

merkityksen.
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3 KOKEELLINEN OSUUS

Teoriaosuudessa esiteltyjä Transformer-arkkitehtuuriin pohjautuvia malleja voidaan sovel-

taa monenlaisiin luonnolisen kielen ongelmiin, kuten tekstin luokitteluun, tekstin generoin-

tiin, tai kysymyksiin vastaamiseen. Tämän työn kokeellisessa osuudessa malleja testattiin

binaarisessa luokittelutehtävässä, jossa malli pyrkii tunnistamaan onko tekstimuotoinen

elokuva-arvostelu sävyltään positiivinen vai negatiivinen.

3.1 Aineisto

Työssä käytetään IMDb:n [9] aineistoa, joka on yleisesti luonnollisen kielen luokittelussa

käytetty suorituskykymittaus. Kirjoitushetkellä paras aineistolla saavutettu luokittelutark-

kuus on 96.80 %, joka oli saavutettu XLNet:llä. Transformer-arkkitehtuuriin pohjautuvat

mallit hallitsevat tulostaulukon kärkisijoja kyseisellä aineistolla ja huomioitavaa on, että

ennen vuotta 2019 paras aineistolla saavutettu tulos on 92.58 % [10]. [11]

Aineisto sisältää tekstimuotoisia elokuva-arvosteluja ja jokaiselle arvostelulle on määritet-

ty sentimentti: positiivinen tai negatiivinen. Opetus- ja testausaineisto sisältävät molem-

mat 25000 arvostelua ja molemmat aineistot ovat tasaisesti jakautuneet, eli molemmissa

aineistoissa puolet arvosteluista on positiivisia ja puolet negatiivisia. Satunnaisotos ope-

tusaineistosta on esitetty taulukossa 3.1.

3.2 Aineiston esikäsittely

Transformer-malleille ei voi sellaisenaan syöttää tekstimuotoista dataa, vaan aineisto täy-

tyy esikäsitellä opetusta ja luokittelua varten. Työssä käytetty Transformers-kirjasto [12],

sisältää jokaiselle työssä käytetylle Transformer-mallille sitä vastaavan tokenaattorin. To-

kenaattori sisältää enkoodaus-funktion, jonka avulla raaka tekstidata saadaan prosessoi-

tua neuroverkolle sopivaan muotoon.

Enkoodauksen alkuvaiheessa tokenaattori erottelee annetusta tekstistä esimerkiksi sa-

nat, osasanat ja symbolit tokeneiksi. Tässä vaiheessa saatuun token-vektoriin lisätään

myös erikoistokeneita, joista tämän työn kannalta oleellisin on jokaisen token-vektorin

ensimmäiseksi alkioksi lisättävä [CLS] tokeni. Mallin [CLS] tokenia vastaavan ulostulon

on tarkoitus koostaa tekstikatkelmasta kaikki luokitteluun tarvittava tieto, jolloin luokitte-
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Arvostelu Sentimentti

Excellent episode movie ala Pulp Fiction. 7
days - 7 suicides. It doesnt get more depres-
sing than this. Movie rating: 8/10 Music rating:
10/10

positiivinen

My favorite movie. What a great story this really
was. I’d just like to be able to buy a copy of it but
this does not seem possible.

positiivinen

Long, boring, blasphemous. Never have I been
so glad to see ending credits roll.

negatiivinen

The characters are unlikeable and the script is
awful. It’s a waste of the talents of Deneuve and
Auteuil.

negatiivinen

I wouldn’t rent this one even on dollar rental
night.

negatiivinen

Taulukko 3.1. Satunnaisotos opetusaineistosta.

luongelmissa voidaan tarkastella vain tätä yksittäistä ulostuloa.

Tokenoinnin jälkeen token-vektorin sisältämät alkiot ovat tyypiltään merkkijonoja, jotka

täytyy muuttaa lukuarvoiksi ennen mallille syöttämistä. Jokaisella Transformer-mallilla on

sanakirja, joka sisältää merkkijonon ja sitä vastaavan lukuarvon. Sanakirjan avulla jokai-

nen tokeni muutetaan sitä vastaavaksi numeroarvoksi, ja näin saatua vektoria voidaan

käyttää mallille tulevana sisääntulovektorina, jonka avulla malli pystyy hakemaan sanakir-

jansa tokeneita vastaavat vektorirepresentaatiot.

Tokenoinnin ja lukuarvoksi muunnon lisäksi enkoodausvaiheessa määritetään myös mal-

liin syötettävän vektorin koko, jolloin tätä pidemmät vektorit katkaistaan lopusta ja lyhyem-

mät vektorit täydennetään nollilla valittuun kokoon. Koska valittua maksipituutta lyhempiä

vektoreita täydennetään keinotekoisesti nollilla, neuroverkon ei haluta kiinnittävän huo-

miota näihin täytearvoihin. Tämän vuoksi enkoodaus-funktion paluuarvo sisältää myös

sisääntulovektoria vastaavan huomiovektorin, joka sisältää arvoja 0 ja 1. Varsinaisen si-

sääntulovektorin lisäksi neuroverkolle annetaan sisääntulona myös tämä huomiovektori,

jonka avulla malli tietää mitkä sisääntulovektorin alkiot ovat relevantteja: mikäli huomio-

vektorin alkio hi = 1, vastaava sisääntulovektorin alkio xi on relevantti ja vastaavasti, jos

hi = 0, niin neuroverkko jättää alkion xi huomiotta.

Enkoodaus tehtiin opetus- ja testiaineiston jokaiselle tekstikatkelmalle rajoittaen sisään-

tulovektorin koko 512 alkioon, jonka jälkeen enkoodatut vektorit jaettiin kahdeksan alkion

eriin, joka oli myös opetuksessa käytetty eräkoko. Eräkoko vaikuttaa oppimistulokseen ja

yleisenä nyrkkisääntönä suositellaan aloittamaan eräkoolla 32 ja testaamaan myös miten

tätä suuremmat arvot vaikuttavat neuroverkon suorituskykyyn [13]. Kahdeksaa suurem-
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man eräkoon käyttö ei kuitenkaan tässä työssä ollut mahdollista, sillä käytettyjen lasken-

tayksikköjen muisti ei riittänyt näin suurien tensoreiden käsittelyyn.

3.3 Mallien hienosäätö

Työssä käytetty Transformers-kirjasto mahdollistaa uusimpien luonnollisen kielen proses-

sointiin käytettävien arkkitehtuurien hyödyntämisen sisältäen useita esiopetettuja malleja.

Transformers-kirjasto tarjoaa myös hyvän yhteensopivuuden tunnettujen neuroverkkokir-

jastojen TensorFlown ja PyTorchin kanssa.

Transformers-kirjaston avulla on mahdollista ladata itse esiopetettu malli, sekä siihen liit-

tyvä konfiguraatio ja tokenaattori. Esiopetetusta mallista on mahdollista valita raakaversio,

jota ei sellaisenaan voi käyttää mihinkään tehtävään. Raakaversion päälle voi kuitenkin li-

sätä haluamansa kerrokset, jolloin sen soveltaminen haluttuun tehtävään on mahdollista.

Kustomoitujen kerrosten avulla esiopetetun Transformer-mallin käyttö on joustavaa ja sitä

voidaan soveltaa useisiin ongelmiin. Raakaversioiden lisäksi Transformers-kirjastosta on

ladattavissa myös tiettyihin tehtäviin suoraan soveltuvia arkkitehtuureita, jotka sisältävät

sekä esiopetetun mallin että sen päälle lisätyt kerrokset halutun tehtävän suorittamiseksi.

Työssä hienosäädettiin kolme esiopettua Transformer-mallia opetusaineiston avulla. Va-

litut arkkitehtuurit olivat BERT, RoBERTa ja XLNet, joita vastaavat esiopetetut mallinimet

Transformers-kirjastossa olivat bert-base-cased, roberta-base ja xlnet-base-cased. Kos-

ka aineistoon liittyvä tehtävä oli tekstin luokittelua, työssä käytettiin suoraan Transformer-

kirjaston luokitteluun soveltuvia arkkitehtuureita.

Transformer-kirjaston tarjoama suoraa luokitteluun soveltuva arkkitehtuuri perustuu toke-

nointivaiheessa lisättyyn [CLS]-tokeniin. Mallin ulostulo sisältää jokaiselle sisääntulevalle

tokenille ulostulon, mutta luokittelumalli jättää huomioimatta kaikki muut paitsi ensimmäi-

sen vektorin, joka vastaa [CLS]-tokenia. [CLS]-tokenia vastaava ulostulovektori sisältää

luokitteluun tarvittavan tiedon ja se syötetään yksittäisen tiheän neuroverkkokerroksen

läpi, joka tuottaa yhden ulostulon sekä positiiviselle, että negatiiviselle luokalle. Näis-

tä ulostuloista suurempaa arvoa vastaava indeksi kertoo kumpaan luokkaan sisääntulo

kuului.

Ladatut mallit olivat TensorFlown kanssa yhteensopivia, joka mahdollista mallien hallin-

noinnin Keras-rajapinnan läpi. Keraksen avulla malli voidaan konfiguroida hienosäätävää

opetusta varten. Konfiguroinnissa määritettiin häviöfunktioksi kategorinen ristientropia ja

optimoijaksi Adam, jonka opetusnopeudeksi (engl. learning rate) valittiin 2e-5. Konfigu-

roinnin jälkeen malleja opetettiin opetukseen varatulla datalla yhden eepokin verran.



14

3.4 Tulokset

Opetettujen mallien suorituskykyä arvioitiin testiaineistolla, jota mallit eivät olleet nähneet

opetusvaiheessa. Metriikkana käytettiin tarkkuutta, joka laskee kuinka monta prosenttia

testiaineiston katkelmista malli sai luokiteltua oikein. Saadut tulokset on esitelty taulukos-

sa 3.2.

# Arkkitehtuuri Esiopetetun mallin nimi Tarkkuus

1 BERT bert-base-cased 92.08 %

2 RoBERTa roberta-base 94.30 %

3 XLNet xlnet-base-cased 94.57 %

4 Mallien yhdistelmä 1 + 2 + 3 94.99 %

Taulukko 3.2. Tulokset.

Tuloksista nähdään kuinka BERT:iä uudemmat mallit XLNet ja RoBERTa suoriutuvat luo-

kittelutehtävästä paremmin. BERT:in tulosta ei voida kuitenkaan pitää huonona, sillä en-

nen vuotta 2019 paras aineistolla saavutettu tulos oli 92.58 %. Tuloksista huomataan

myös, kuinka yksinkertainen mallien yhdistäminen enemmistöäänestyksellä parantaa tu-

losta lähes puolella prosentilla.
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4 YHTEENVETO

Työn motivaationa oli tutkia useampaa Transformer-mallia ja testata niiden suorituskykyä

yksittäin sekä yhdistettynä tekstin luokittelutehtävässä. Kokeellisessa osuudessa saadut

tulokset osoittavat, kuinka esiopetetuilla Transformer-arkkitehtuuriin pohjautuvilla malleil-

la on nopeassa ajassa ja pienelläkin opetusaineistolla mahdollista saavuttaa todella hy-

viä tuloksia tekstin luokittelussa. Erityisesti BERT:iä uudemmat mallit XLNet ja RoBERTa

suoriutuivat hyvin tehtävästä ja myös mallien yhdistäminen oletuksen mukaisesti paran-

si tulosta. Lopullista yhdistelmämallin tulosta 94.99 % voidaan pitää hyvänä, sillä työssä

käytettiin vain valittujen Transformer-mallien perusmalleja ilman merkittäviä optimointeja.

Vaikka tulosta voidaankin pitää hyvänä valituista malleista olisi varmasti puristettavissa li-

sää tarkkuutta. Tarkkuutta oletettavasti heikensi perusmallien käyttö ja suorituskyvyn pa-

rannusta voitaisiinkin pitää hyvin todennäköisenä mikäli mallien laajempia versioita käy-

tettäisiin perusmallien sijasta.

Työssä ei myöskään käytetty merkittävästi aikaa opetuksessa käytettävien parametrien

optimointiin, mutta niiden vaikutusta tarkkuuteen on vaikea arvioida. Todennäköisesti tark-

kuutta saataisiin parannettua myös parametreja optimoimalla ja parametrien säätämisellä

voitaisiin kontrolloida myös mallien ylioppimista, joka mahdollistaisi pidemmän opetuksen

ja paremmin generalisoituvan mallin.

Työssä käytetty mallien yhdistäminen enemmistöäänestyksellä paransi absoluuttista luo-

kittelutarkkuutta lähes puolella prosentilla. Enemmistöäänestys on todella yksinkertainen

tapa yhdistää verkot ja tulevaisuudessa tarkkuuden parantamiseksi voisikin olla miele-

kästä testata muunlaisia yhdistämismenetelmiä. Transformer-arkkitehtuuriin pohjautuvia

malleja kehitetään myös jatkuvasti uusia ja näiden uusien mallien testaaminen sekä tuo-

minen osaksi laajempaa yhdistelmämallia jää myös tulevaisuuden tutkimuksen aiheeksi.

Työtä voidaan pitää onnistuneena, sillä valituilla malleilla saavutettiin hyvät tulokset ja mal-

lien yhdistelmällä onnistuttiin parantamaan luokittelutarkkutta. Laskentaresurssien puut-

teen ja kandidaatintyön laajuden vuoksi työssä jouduttiin tyytymään yhteen aineistoon ja

yksinkertaiseen luokitteluongelmaan. Näistä rajoitteista huolimatta työssä saavutetut hy-

vät tulokset antavat kuitenkin aihetta jatkotutkimuksille, joissa malleja voitaisiin soveltaa

haastavampiin ongelmiin ja pyrkiä mallien parempaan optimointiin.
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