(.

'D Tampereen yliopisto

Santeri Kuusisto

RAAKA-AINETARPEIDEN
ENNUSTAMINEN VALMISTAVAN
TEOLLISUUDEN YRITYKSESSA

Informaatioteknologian ja viestinnan tiedekunta
Diplomityo
Huhtikuu 2020



TIVISTELMA

Santeri Kuusisto: Raaka-ainetarpeiden ennustaminen valmistavan teollisuuden yrityksessa
Diplomityo

Tampereen yliopisto

Tietotekniikan tutkinto-ohjelma

Huhtikuu 2020

Materiaalitarpeiden ennakointi on iso haaste valmistavan teollisuuden yrityksissa. Tassa
tydssa suunnitellaan ja luodaan ostajan paatoksenteon tueksi tyokalu, joka luo automaattisesti
ennusteen kunkin raaka-aineen tulevasta tarpeesta. Ennusteet luodaan hyddyntden eteenpain
kytkettya monikerroksista perseptroniverkkoa (engl. multi-layer perceptron, MLP). Tyon tavoite
on luoda MS Power Bl:lla helppokayttdinen tydkalu, jossa ennustemallinnus on taysin automati-
soitua. Samalla tavoitteena on tutkia, miten tarkkoja ennusteita raaka-aineiden tulevasta tar-
peesta automaattisesti luoduilla neuroverkoilla saadaan.

Tyon tuloksena syntyi ennustetydkalu, joka lukee itsenaisesti tarvittavat lahtétiedot asiakkaan
toiminnanohjausjarjestelmastd, suorittaa tietojen esikasittelyn, sovittaa ennustemallit ja tuottaa
ennusteet. Ennustemallinnuksen automatisointiin kaytetaan R-ohjelmointikieltd, joka integroituu
suoraan tietojen sisdanlukuun MS Power Bl:ssa. R-ohjelmointikielen nnfor-paketin avulla hyddyn-
netaan Cronen ja Kourentzesin menetelmaa neuroverkon parametrien automaattiseen maaritta-
miseen.

Tyokalun luomien ennusteiden tarkkuutta arvioidaan muun muassa suhteellisen virheen mit-
tarilla (mean absolute percentage error, MAPE) seka naiiviin ennusteeseen vertaavalla mittarilla
(mean absolute scaled error, MASE). Mittaustuloksista voidaan paatella, etta tydkalun ennusteet
ovat naiivia ennusteita parempia, kun lahtétietojen joukossa on tarvehistorian lisaksi yrityksen
likevaihdon kehitystd kuvaava aikasarja. Lisaksi tuloksista ndhdaan, ettd suhteellinen virhe yk-
sittdisen ennusteen kohdalla on keskimaarin useita kymmenia prosentteja. Tulosten perusteella
vaikuttaisi silta, ettd ennustettavat aikasarjat sisaltavat paljon satunnaisuutta, mutta myoés tar-
peeksi sdanndnmukaisuutta, mikd mahdollistaa niiden mallintamisen neuroverkoilla.
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Forecasting future raw material needs is a big challenge in manufacturing industry. In this
work, a forecasting tool is developed to help purchasers make their decisions. The tool generates
forecasts automatically for each raw material item using multi-layer perceptron (MLP), a type of
neural network. This work aims is to create an easy-to-use tool utilizing MS Power BI, with com-
pletely automated modeling and parametrization of the network. The objective is also to determine
how well automatically modeled neural networks perform in forecasting raw material needs.

The work resulted in a forecasting tool, which automatically reads needed input data from
customer’s Enterprise Resource Planning (ERP) system, performs data pre-processing, fits neu-
ral network models and produces forecasts. The tool uses programming language R to automate
neural network modeling, taking advantage of direct integration of R in MS Power Bl data queries.
Automatic parametrization of neural network is achieved using R-package “nnfor”, which imple-
ments methodology proposed by Crone & Kourentzes.

To measure the accuracy of forecasts generated by the tool, several error measures are cal-
culated. Most important error measures in this work are mean absolute percentage error (MAPE),
which measures relative error, and mean absolute scaled error (MASE), which measures error
compared to naive forecast. From the results, it can be determined that the forecasts generated
by the tool are better than naive forecasts, if input parameters of the tool include time series about
turnover development of the company. However, the results also show that relative error for one-
point forecast averages in tens of percent. Judging by the results, it seems the underlying time
series contain significant amount of randomness, but just enough regularity to be modeled with
neural networks somewhat accurately.

Keywords: forecast, time series, neural network, manufacturing industry, raw material
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1 JOHDANTO

Valmistavalla teollisuudella on ollut Suomessa merkittava rooli tyodllistajana ja talouskas-
vun tuottajana aina toisen maailmansodan paattymisesta nykypaivaan. Tasta teollisuu-
desta merkittavan osan ovat muodostaneet metallia tyostavat konepajat. Nykypaivana-
kin konepajoilla seka muilla metalliteollisuuden yrityksilla on edelleen iso rooli Suomen
teollisuudessa ja talouskehityksessa. Esimerkkeina mainittakoon tassa isoista yrityksista
Kone Oyj ja Wartsila Oyj, mutta my6s pienempia toimijoita, kuten edella mainittujen ali-
hankkijoita, 16ytyy Suomesta paljon. Globalisoituvassa maailmassa valmistavan teolli-
suuden alihankintaketjuihin kohdistuu jatkuvasti painetta, ja suomalaisten toimijoiden —
niin isojen kuin pientenkin — on kyettava vastaamaan tahan paineeseen tehokkaammalla

toiminnalla.

Yksi mahdollinen kehitettava osa-alue metalliteollisuuden yritysten toiminnassa on ti-
laus-toimitusketjun hallinta, ja raaka-ainehankinta sen osana. Asiakkaat edellyttavat yha
lyhyempia toimitusaikoja, mink& vuoksi raaka-aineita pitdd monesti ostaa ennakoivasti
varastoon. Samaan aikaan raaka-ainevarastoon sitoutuvaa padomaa halutaan mini-
moida. Hankintoja saatetaan usein tehda ostoista vastaavien henkildiden toimesta ilman
tarkkaa kuvaa siita, mika hankittavien nimikkeiden todellinen tuleva tarve on. Téhan tu-
levien tarpeiden ennakointihaasteeseen pyritdan tassa tydssa vastaamaan hyddynta-
malla koneoppimista ostajan paatdksenteon tukena, jotta ostajien olisi helpompi opti-

moida raaka-ainevaraston kokoa.

Erilaisia tilastollisia menetelmia (esim. ARIMA, exponential smoothing) on hyédynnetty
kysynnan ennustamisessa jo yli puoli vuosisataa. 2010-luvulla koneoppimismenetelmilla
ja erityisesti neuroverkoilla on saatu tilastollisia menetelmia parempia tuloksia monissa
ennusteongelmissa (esim. Ayodele et al. 2014, Nargale &. Patil 2016). Valmistavan te-
ollisuuden raaka-ainetarpeiden ennustamisesta neuroverkoilla ei kuitenkaan juuri tutki-
muksia I0ydy. Tassa tyossa tutkitaan, miten neuroverkot soveltuvat raaka-ainetarpeiden

ennustamiseen.

Taman tyon tavoitteena on suunnitella ja toteuttaa automaattinen tyokalu raaka-ainetar-
peiden ennustamista varten valmistavassa teollisuudessa, ja arvioida sen tuottamien en-

nusteiden tarkkuutta. Tyo tehdaan Tasowheel Gears Oy:lle, joka valmistaa voimansiirron



komponentteja mm. moottoreita ja vaihteistoja varten. Luvussa 2 taustoitetaan Tasow-
heel Gears Oy:n toimintaa, materiaalihankintaan liittyvaa ennustetarvetta seka ennuste-

tydkalun rakennetta tarkemmin.

Ennustemallinnus toteutetaan hyddyntaen neuroverkkoihin lukeutuvaa eteenpain kytket-
tya monikerroksista perseptroniverkkoa (multi-layer perceptron, MLP). Neuroverkkoja on
kaytetty aikasarjojen ennustamiseen jo vuosikymmenia (Zhang et al. 1998), ja 2010-lu-
vullakin tutkimuksia on tehty paljon. Luvussa 3 kasitellaan teoriaa aikasarjojen ennusta-

misesta neuroverkoilla.

Neuroverkkojen toteuttamiseen ja automaattiseen konfigurointiin kaytetaan tassa tyossa
tilastolliseen laskentaan tarkoitettua R-ohjelmointikielta ja sen valmiita, vapaasti saata-
villa olevia kirjastoja. Lopullisten ennusteiden visualisointi tehdaan Microsoftin raportoin-
titydkalu Power Bl:lIa, jossa on rajapinta R-skripteja varten. Ennustemalliin syotettavat
lahtdtiedot tuodaan Power Bl:hin suoraan yrityksen toiminnanohjausjarjestelmasta, ja
esikasittely tehdaan Power BIl:hin integroidulla Power Query-analyysityokalulla. Luvussa

4 esitellaan tarkemmin ennustemallin toteutus ja tulokset.

Luvussa 5 kaydaan lapi toteutuksessa ilmenneitad asioita ennusteiden tarkkuudesta ja
automaattisesti luotujen neuroverkkojen rakenteesta. Tydn lopuksi luvussa 6 tehdaan

yhteenveto tyon tuloksista ja pohditaan jatkokehitystarpeita.



2 ONGELMANASETTELU

2.1 Tasowheel Gears Oy

Tasowheel Gears Oy (mydh. TG) on Tampereen Hervannassa toimiva valmistavan teol-
lisuuden yritys, joka valmistaa voimansiirron komponentteja. Yritys on perustettu vuonna
2009, ja vuonna 2018 se tyollisti 62 henkiléa 12,5 miljoonan euron liikevaihdolla (Asia-
kastieto 2020). Valmistettavia tuotteita ovat esimerkiksi hammaspyérat ja -akselit erilais-
ten laitteiden vaihteistoja seka moottoreita varten. Suurin osa tuotteista valmistetaan va-
rasto-ohjautuvasti, mutta myos tilausohjautuvien tuotteiden osuus on merkittava. Toimi-
tusajat vaihtelevat vajaasta kuukaudesta puoleen vuoteen, keskiarvon ollessa noin kaksi

kuukautta.

TG:n tekemien hankintojen kokonaisarvosta raaka-aineet muodostavat noin kolmas-
osan. Raaka-aineet ovat paaasiassa pronssimetalleja, erilaisia teraksia ja terasvaluja
seka takeita. Yhdessa edelld mainittuihin kategorioihin kuuluvat nimikkeet muodostavat
noin nelja viidesosaa TG:n kaikkien raaka-ainehankintojen arvosta, ja siten noin neljas-
osan yrityksen kaikkien hankintojen kokonaisarvosta. Hankinnoista vastaavia henkil6ita

kutsutaan ostajiksi, ja he ovat tassa tydssa luotavan ennustetydkalun loppukayttajia.

2.2 Varastotasojen optimointi

Varaston hallinta on yrityksille usein suuri kuluera, minka lisaksi varastoon sitoutuu pal-
jon pddomaa. Valmistavassa teollisuudessa raaka-aineita saadaan kuitenkin usein han-
kittua edullisemmin, kun erdkoko on isompi. Naista syistd onnistuneella varastotasojen
ja varaston kierron optimoinnilla on mahdollista parantaa yrityksen kannattavuutta.
Raaka-ainevaraston optimointi on erityisen haastavaa silloin kun kysynta ei ole tasaista.
Epatasainen kysynta yhdessa lyhyiden toimitusaikojen ja osittain tilausohjautuvan tuo-
tannon kanssa vaikeuttaa varastotasojen optimointia entisestdan. Materiaaleja taytyy
olla varastossa riittavasti, jotta kysynnan muutoksiin pystytaan vastaamaan, muttei kui-
tenkaan liikaa, jotta kustannukset ja sitoutunut pddoma saadaan minimoitua. (Martinsuo
et al. 2016)

Raaka-ainevaraston optimoinnin kannalta on olennaisen tarkedd muodostaa mahdolli-
simman tarkka ennuste kunkin raaka-aineen tarpeesta lahitulevaisuudessa. TG:n ta-
pauksessa osa naista tarpeista pystytdan laskemaan ennakkoon tiedossa olevan myyn-
titilauskannan perusteella, mutta merkittava osa raaka-aineen tulevasta tarpeesta koos-

tuu tulevista tilauksista, joita ei viela tilauskannassa ole. Mita tarkemmin tulevia tarpeita



pystytdan ennustamaan, sitd paremmat edellytykset TG:n ostajilla on optimoida raaka-

ainevaraston kokoa ja siten parantaa yrityksen kannattavuutta.

2.3 Lahtotiedot ja ennustetyokalu

Ennustemallinnukseen kaytettavissa olevat lahtotiedot tulevat paaasiassa TG:n toimin-
nanohjausjarjestelma Poweredin tietokannasta. Poweredissa on tallennettuna myyntiti-
lausten historia, josta saadaan tieto kunkin raaka-aineen historiallisesta tarpeesta vuo-
desta 2012 alkaen. Lisaksi myyntitilaushistorian avulla voidaan tarkastella, kuinka mo-
neen eri myyntinimikkeeseen tarkasteltavaa raaka-ainetta tarvitaan. Lisaksi Poweredin

ulkopuolelta tuodaan mallinnukseen mukaan tieto TG:n liikevaihdon kehityksesta.

Tavoitteena on saada aikaan tydkalu, joka luo automaattisesti ennusteet kunkin raaka-
aineen tulevalle tarpeelle seuraavan kolmen kuukauden aikana. Tyokalun tulee hakea
lahtdtiedot itsenaisesti seka toiminnanohjausjarjestelmasta etta Excelista, suorittaa esi-
kasittely analyysitydkalu Power Queryll3, ja luoda R-ohjelmointikielella neuroverkkomalli,
johon se syo6ttaa kasitellyt [&htotiedot. Lopulliset ennusteet visualisoidaan MS Power
Bl:lla. Kayttajan tarvitsee vain valita haluamansa raaka-ainenimike, ja tyokalu hoitaa lo-

put. Kuvassa 1 on esitelty ennustetydkalun rakenne.

Ennustetytkalu

R

Tarvehistoria |

Myyntinimikkeiden
lukumaari T

/ —_ N Ennuste

TR ikési Ennuste- tulevasta
Esikasittely |— mallinnus —+—

) tarpeesta

N 7
Excel i
T J

J

Kuva 1: Ennustetybkalun tavoiteltu rakenne.



3 AIKASARJAN ENNUSTAMINEN NEUROVER-
KOLLA

Aikasarja on jostain havainnoitavasta asiasta tehtyjen (perakkaisten) mittausten muo-
dostama aineisto (Brockwell & Davis 2016). Aikasarja voi olla diskreetti (epajatkuva,
engl. discrete) tai jatkuva (engl. continuous). Diskreetilla aikasarjalla on arvo vain maa-
ritetyilld mittaushetkilla, siina missa jatkuvalla aikasarjalla on arvo jokaisella hetkella tie-
tylla aikavalilla (Brockwell & Davis 2016). Esimerkkina diskreetista aikasarjasta toimii
paivittain mitattu sademaara millimetreina jollain tietylla sadahavaintoasemalla, tai pors-
siosakkeen paivittainen paatdskurssi. Tassa tydossa ennustettavan aikasarjan muodos-
taa kunkin raaka-ainenimikkeen historiallinen tarve. Ennustettava aikasarja on diskreetti,

ja mittaukset on tehty tasavalein.

Aikasarjojen ennustamisen tutkimuksella on pitka historia, eika tdman tyon puitteissa ka-
sitelld sitd kovin tarkkaan. Joitakin tdman tyon kannalta olennaisia paakohtia kaydaan
kuitenkin seuraavaksi lapi. Kattavammin aikasarjojen ennustamisen tutkimushistoriaa
ovat kasitelleet esimerkiksi Fase (1998) ja Mills (2011).

Aikasarjan sanotaan olevan stationaarinen, jos sen jakauma ei muutu ajan funktiona
(Brockwell & Davis 2016). Nain ollen aikasarja, joka sisaltda kausiluonteisuutta tai tren-
din, ei ole stationaarinen. Stationaarisen aikasarjan mallintamiseen on useita menetel-
mia. Aikasarjoja mallinnettaessa pyritaankin yleensa poistamaan aikasarjasta kausiluon-
teisuus ja trendi, jotta jaljelle jaisi stationaarinen aikasarja (Brockwell & Davis 2016).
Poistetut kausiluonteisuus- ja trendikomponentit voidaan lisata mallinnuksen jalkeen ta-

kaisin, kun halutaan tuottaa ennuste tulevasta.

Box ym. julkaisivat vuonna 1970 teoksen autoregressiivisen ja siihen integroidun liuku-
van keskiarvon (engl. Auto-Regressive Integrated Moving Average, ARIMA)
menetelmasta (Box et al. 2015). Menetelman keskidssa on erotteluprosessi (engl. diffe-
rencing), jonka tavoitteena on muokata mallinnettavasta aikasarjasta stationaarinen. Ky-
seisen menetelman julkaisua voidaan pitaa jonkinlaisena kaannekohtana aikasarjojen
tutkimuksen historiassa, silld menetelmalla tehtyja ja siité inspiroituneita tutkimuksia on
paljon. Tata kirjotettaessa esimerkiksi IEEE Xploren tietokannasta 16ytyy hakusanalla
"ARIMA” yli tuhat tutkimusta, kuten esimerkiksi Contreras et al. (2003) ja Calheiros et al.
(2015).



Zhangin ym. (1998) mukaan ensimmaisena neuroverkkoja aikasarjan ennustamiseen
kaytti Hu (1964), kayttotarkoituksenaan saan ennustaminen. Tuolloin tutkimusta kuiten-
kin rajoitti se, ettd monikerroksisen neuroverkon opettamiseen ei ollut algoritmia. Vasta-
virta-algoritmin (engl. backpropagation) esittdaminen (Rumelhart et al. 1986) ratkaisi ta-
man haasteen, ja neuroverkkoja on sittemmin hyddynnetty monenlaisten aikasarjojen
ennustamisessa. Vastavirta-algoritmin kasitettd avataan luvussa 3.3. Viime vuosikym-
menind neuroverkkoja on kaytetty muun muassa osakekurssien muutosten (Vui et al.

2013) seka sahkoenergian kysynnan ennustamiseen (Nargale & Patil 2016).

Tassa luvussa kaydaan lapi neuroverkkojen teoriaa ja niiden soveltuvuutta aikasarjojen

ennustamiseen.

3.1 Neuroverkot

Neuroverkot ovat alun perin aivojen toiminnasta inspiraationsa saaneita koneoppimis-
malleja (Zhang et al. 1998). Neuroverkkojen piiriin kuuluu niin ohjattuja, ohjaamattomia
kuin tuettuja oppimisalgoritmeja. Tassa tyossa neuroverkolla tarkoitetaan kuitenkin ni-
menomaan ohjatusti oppivia neuroverkkoalgoritmeja, mika tarkoittaa sita, etta malli oppii
esimerkkitapausten perusteella. Nama neuroverkot koostuvat itsendisista laskentayksi-
koista, neuroneista, jotka toisiinsa synapseilla kytkettyind muodostavat yhdessa verkko-
maisen rakenteen. Synapsit valittavat neuronien tuottamia signaaleja neuronilta toiselle,
ja kukin neuroni prosessoi saamaansa signaalia itsenaisesti. Lopulta neuroverkosta joh-

detaan ulos lopullinen tulossignaali.

Yhtena neuroverkkojen etuna moniin muihin menetelmiin ndhden on kyky mukautua it-
senaisesti datan perusteella (Zhang et al. 1998). Tama tarkoittaa sita, ettd neuroverkkoa
hyddyntaakseen ei tarvitse etukateen tietda paljoakaan lahtdparametrien valisista suh-
teista, vaan neuroverkko kykenee 16ytdmaan riippuvuudet itsenaisesti. Toinen merkit-
tava etu on epalineaarisuus: neuroverkot pystyvat mallintamaan myos epalineaarisia
riippuvuussuhteita (Zhang et al. 1998), siina missa monet tilastolliset menetelmat rajoit-
tuvat lineaariseen mallinnukseen. Kolmas mainittava etu on yleistyvyyskyky, eli neuro-
verkko pystyy yleistamaan oppimaansa myos sellaisiin tapauksiin, joita se ei ole opetta-

misvaiheessa ole nahnyt (Zhang et al. 1998).

3.2 MLP:n rakenne

Tassa tyossa kaytetaan neuroverkoista yleisinta, eli eteenpain kytkettya monikerroksista
perseptroniverkkoa (engl. multi-layer perceptron, MLP). MLP:ssa neuronit on jaettu ker-

roksiin, joista ensimmainen vastaanottaa verkon ulkopuolisen signaalin, eli Iaht6tiedot.



Ensimmaista kerrosta kutsutaankin syotekerrokseksi (engl. input layer). Seuraavien ker-
rosten neuronit kayttavat syotteinaan edellisen kerroksen neuronien ulostulosignaaleja.
Viimeinen kerros on tuloskerros (engl. output layer), joka tuottaa verkon ulostulosignaa-
lin. Termi "eteenpain kytketty” (engl. feedforward neural network) tarkoittaa sita, etta sig-
naali liikkuu verkossa vain yhteen suuntaan, eli edempana verkossa olevilta kerroksilta

ei palaudu signaalia aiemmille kerroksille.

MLP:n syotekerroksen ja tuloskerroksen valissa olevia neuronikerroksia kutsutaan piilo-
tetuiksi kerroksiksi (engl. hidden layer). Niitd on MLP:ssa yksi tai useampia, tapauksesta
riippuen. MLP:n kerrokset ovat yleensa taysin kytkettyja (engl. fully connected), mika
tarkoittaa, etta jokainen kerroksen neuroni on kytketty synapsilla jokaiseen seuraavan
kerroksen neuroniin. Kuvassa 2 on esimerkki taysin kytketyn MLP:n rakenteesta: syote-
kerroksen neuronit on kuvattu sinisella varilla, piilotetun kerroksen neuronit harmaalla ja
tuloskerroksen neuroni vihrealla. Punaiset nuolet neuronien valilla kuvaavat synapseja,
ja nuolten suunta osoittaa signaalin kulkusuunnan. Jaljempana tassa luvussa selitettavat

synapsien painoarvot wy on myods merkattu kuvaan.

Kuva 2. Eteenpéin kytketty monikerroksinen perseptroniverkko. Solmut 1-2 kuvaa-
vat syStekerroksen neuroneja, Solmut 3-5 piilotetun kerroksen neuroneja ja solmu 6 tu-
loskerroksen neuronia. Nuolet kuvaavat synapseja.



Neuroverkon syodte- ja tuloskerrosten koko voi maaraytya suoraan kohdeongelman pe-
rusteella. SyOtekerroksessa on yhtd monta neuronia, kuin sille syotetylla vektorilla on
muuttujia eli Iahtotietoja (Zhang et al. 1998). Tuloskerroksessa on yhtd monta neuronia,
kuin on haluttuja tulosparametreja. Jos tarkoituksena on esimerkiksi ennustaa asunnon
myyntihintaa huoneiston koon ja huoneiden lukumaaran perusteella, voi syotekerrok-
sessa olla kaksi neuronia ja tuloskerroksessa yksi. Aikasarjoja mallinnettaessa syotevek-
torien maara ei kuitenkaan ole yhta yksinkertaista, kuten huomataan luvussa 3.4. Piilo-
tettujen kerrosten maaraan ja kokoon ei sen sijaan ole yleensakaan mitaan yksiselitteista

saantéa (Zhang et al. 1998).

Kullakin synapsilla on oma painoarvonsa (engl. weight), joka maarittada neuronien valisen
riippuvuussuhteen voimakkuuden (Zhang et al. 1998). Synapsien kautta tulevan infor-
maation lisdksi neuroneilla voi olla sybtteenaan vakiotermeja. Matemaattisesti yksittai-

sen neuronin suorittama laskutoimitus voidaan esittaa kaavalla

m
In=9¢ anjxj
j=0

missa y» on neuronin n ulostuloarvo, ¢ on aktivaatiofunktio, wy; on synapsin painoarvo ja
x; syotesignaali. Signaaleja on tadssd m+1, joista xo on varattu vakiotermille, jolle x=1.
Signaalit x1...xm ovat siis neuronin varsinaisia sybétesignaaleja, ja niita vastaavat paino-

arvot Wyy...Wsm. Vakiotermi b, sijoitetaan wpno=bp.

Aktivaatiofunktiona on usein kaytetty logistista sigmoid-funktiota

90) =S0) = 1=
tai hyperbolista tangenttifunktiota
(e*—e™)
= h =
PO = tanh(x) = ()

joista kumpikin mahdollistaa epalineaarisen riippuvuussuhteen mallinnuksen (Zhang et

al. 1998). Neuroverkon eri kerroksilla voi olla keskenaan eri aktivointifunktiot.

3.3 MLP:n opettamisprosessi

MLP:n opettamisessa on kyse prosessista, jonka avulla synapsien painoarvoille ja va-
kiotermeille pyritddn maarittdmaan optimaaliset arvot. Nama painoarvot maarittavat
viime kadessa sen, mika on neuroverkon sydteparametrien suhde tulosarvoon. Opetta-
misprosessilla on siten suuri merkitys neuroverkon lopullisen ennustekyvyn kannalta.

Erittain kaytetty menetelma synapsien painoarvojen ja vakiotermien maarittdmiseen on



Rumelhartin ym. (1986) esittdama vastavirta-algoritmi (Zhang et al. 1998). Tassa alalu-

vussa esitelldan lyhyesti vastavirta-algoritmin toimintaperiaate.

Neuroverkolle sybdtetdan opetusdataa nayte kerrallaan, ja vastavirta-algoritmi pyrkii mi-
nimoimaan ennusteiden ja todellisten arvojen valisen virheen. Virheen maarittamiseen
kaytetdan tappiofunktiota (engl. loss function), jonka gradienttia, eli suurinta muutosno-
peutta, vastavirta-algoritmi tarkastelee. Gradientin avulla ndhdaan, miten painoarvoja pi-
tda muokata, jotta tappiofunktion arvo pienenee eniten. Taman perusteella painoarvoja
muokataan ennalta maaritellyn askelkoon (engl. learning rate) verran, ja tappiofunktion
arvo lasketaan uudelleen. Tata jatkuu, kunnes tappiofunktion minimi on saavutettu. (Ru-
melhart et al. 1986)

Vastavirta-algoritmin nimi tulee siita, etta gradienttia laskiessa osittaisderivaattojen las-
kenta aloitetaan tuloskerroksesta. Tuloskerroksen osittaisderivaattoja hyddynnetaan sit-
ten tuloskerrosta edeltavan kerroksen derivoinnissa, ja nain jatketaan kerros kerrallaan
syotekerrokseen asti (Rumelhart et al. 1986). Algoritmi etenee siis tuloskerroksesta syo-
tekerroksen suuntaan, "vastavirtaan” neuronien valisten signaalien kulkusuuntaan nah-

den.

3.4 Aikasarjojen ennustaminen MLP:lla

Ennen kuin neuroverkon opettamisprosessi voidaan aloittaa, taytyy sen arkkitehtuuri ja
muut ominaisuudet maaritelld. Neuroverkon maarittavid parametreja on paljon: tarkeim-
pind mainittakoon neuronien lukumaarat kussakin kerroksessa, piilotettujen kerrosten
lukumaara, synapsikytkennat neuronien valilla, neuronien aktivointifunktiot seka paino-
arvojen maarittdmiseen kaytettdva opetusalgoritmi. Kaikki neuroverkon parametrit yh-
dessa maarittavat sen, mika on sydtteena kaytettavien aikasarjavektorien suhde ennus-

tettuihin arvoihin (Crone & Kourentzes 2010).

Aikasarjoja ennustettaessa neuroverkolle voidaan sy6ttaa lahtétietoina riippuvia (engl.
dependent) ja riippumattomia (engl. independent) regressioaikasarjoja. Esimerkiksi en-
nustettavan muuttujan havaintohistoria on riippuva aikasarja. Riippumaton aikasarja tar-
koittaa ns. selittdvaa (engl. explanatory) aikasarjaa, joka vaikuttaa ennustettavaan muut-
tujaan. Tosiasiassa selittavat aikasarjat eivat aina ole taysin riippumattomia ennustetta-
vasta aikasarjasta, mutta neuroverkon toiminnan kannalta ne oletetaan sellaisiksi. Jos
riippuvia aikasarjoja merkitaan vektorilla Y, ja riippumattomia aikasarjoja vektorilla X, on

neuroverkon tehtava maarittaa naiden suhde ennustettavaan arvoon yi.1:

Yer1 = fX,Y)
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missa X sisaltaa rippumattomien aikasarjojen havaintopisteet nykyhetkeen asti [x; xt1,
Xt2, ..., Xen+1] j@ Y riippuvien aikasarjojen havaintopisteet [y;, Vi1, Vi2, ..., Yen+1], jOisSsa n
on havaintopisteiden maara. Kuva 3 havainnollistaa sellaisen neuroverkon rakennetta,
johon syétetaan lahtdtietoina seka riippuvan etta rippumattoman aikasarjan kolme edel-

listd havaintopistetta.

Aikasarjojen ennustamisessa yksi maaritettavista parametreista on, mitka havaintopis-
teet historiasta tulisi huomioida. Toisin sanoen, kuinka pitkalle historiaan kannattaa kat-
soa eli mitka havaintopisteet x1..» ja yi..» syotevektoreihin sisallytetdan. Jos aikasarja on
kausiluonteinen (engl. seasonal), tietyilla vanhemmillakin havaintopisteilld saattaa olla
merkitysta: esimerkiksi vuositasolla kausiluonteisessa aikasarjassa tasan kahden vuo-
den takaisella naytteella y:.4 saattaa olla merkitysta, vaikka puolentoista vuoden takai-
sella naytteella yi1s ei olisikaan. Huomioitavista havaintopisteista kaytetaan termia vii-

veet (engl. lags).

Neuroverkon parametrien valinta vaikuttaa merkittavasti neuroverkon ennusteiden tark-
kuuteen, eika optimaalisten parametrien automaattinen valinta ole helppoa (Crone &
Kourentzes 2010). Parametrien maarittdmisen vaikeus saattaa olla syy neuroverkkojen
teoreettisen ja havaitun ennustekyvyn valiseen eroon, kun tarkoitus on ennustaa suurta

maaraa erilaisia aikasarjoja (Crone & Kourentzes 2010).

Yi

Yia

Yi-2

Kuva 3: Aikasarjoja léhtétietoinaan kayttdvé neuroverkko. Solmut kuvaavat neuro-
neja, punaiset viivat synapseja ja katkoviivat syotettévia lahtétietoja.
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3.4.1 Suodattimet ja kaarijat

Parametrien valinta on optimointiongelma, jonka ratkaisemiseen on kokeiltu paljon eri-
laisia menetelmia. Tarkoituksena on |6ytaa kaikkien mahdollisten vaihtoehtojen joukosta
se asetusjoukko, joka tuottaa parhaat ennusteet. Optimointiongelmaa voidaan [&hestya

suodattamalla (engl. filtering) tai k&darimalla (engl. wrapping).

Suodattamistyyppisissd menetelmissa perusajatus on, ettd parametrien ja esimerkkiai-
neiston suhdetta tarkastellaan irrallaan varsinaisesta ennustealgoritmista (Kohavi &
John 1997). Suodattamismenetelmien ongelma on se, etta niissa ei huomioida ennus-
teita tuottavan algoritmin ominaisuuksia. Kaarimistyyppisissa menetelmissa taas oppi-
misalgoritmi toimii ns. induktioalgoritmina kaarimisprosessille (Kohavi & John 1997), jo-
ten algoritmin ominaisuudet ovat mukana parametreja valittaessa. Kaarimismenetelmat
vaativat kuitenkin usein paljon laskentatehoa (Crone & Kourentzes 2010), minka vuoksi

niita ei kaikkiin ongelmiin ole mahdollista kayttaa.

Crone ja Kourentzes (2010) esittivat aikasarjaa ennustavan neuroverkon optimaalisten
parametrien maarittamiseen automaattista menetelmaa. Menetelma pyrkii yhdistamaan
suodattamisen ja kdarimisen parhaat puolet: suodattamista kaytetdan aikasarjan kausi-
luonteen tunnistamiseen, ja kaarimista muiden ominaisuuksien maarittamiseen. Seuraa-

vassa luvussa kaydaan lapi menetelman perusteet tarkemmin.

3.4.2 Cronen ja Kourentzesin menetelma

Menetelman keskidssa on neuraalisuodatin (engl. neural filter). Neuraalisuodatin on ite-
ratiivinen, ei-parametrinen (engl. non-parametric) suodatin, joka yhdistaa euklidisen etai-
syyden laskentaa ja neuroverkkoja. Euklidisen etdisyyden laskentaa neuraalisuodatin
kayttda aikasarjan kausiluonteisuuden ja trendin tunnistamiseen. Havaittu kausiluontei-
suus suodatetaan neuroverkoilla aikasarjasta pois. Tata jatkuu iteratiivisesti, kunnes
kaikki aikasarjan paallekkaiset (esim. kuukausi- ja kvartaalitason) kausiluonteet on pois-
tettu. Poistetuista kausiluonteista muodostetaan ensimmaiset syotevektorikandidaatit
varsinaisen ennustemallin neuroverkkoa varten. Neuraalisuodattimen toiminnan tar-
kempi tekninen kuvaus esimerkkeineen I0ytyy alkuperaislahteesta (Crone & Kourentzes
2010).

Kausiluonteisuus voi olla determinististd (ennustettavissa olevaa) tai stokastista (osittain
sattumanvaraista). Esimerkiksi kausiluonteisuus, joka toistuu samanlaisena aina sa-
maan aikaan vuodesta, on deterministista. Stokastista taas on esimerkiksi sellainen kau-
siluonteisuus, jonka alkamisaika vaihtelee vuosittain. Edelld kuvattu neuraalisuodatin ei

osaa erottaa stokastista ja deterministista kausiluonteisuutta toisistaan. Siksi Cronen ja
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Kourentzesin menetelmassa kaytetaan neuraalisuodattimen ymparilld kaarijaa, joka luo
uusia sydtevektorikandidaatteja deterministisen ja stokastisen kausiluonteisuuden erot-
tamiseksi. Samalla kaarija mahdollistaa muuttujien luomisen (engl. feature construction),

seka muokkauksen (engl. feature transformation) erottelemalla (engl. differencing).

Syotevektorikandidaatteina kaytetddn alkuperaistd aikasarjaa, sekd sen sellaista ver-
siota josta kausiluonteisuus ja trendi on poistettu. Kun kaikki sydtevektorikandidaatit on
luotu, luodaan joukko MLP-arkkitehtuureja. Kaarijdiden avulla maaritellaan kullekin ark-
kitehtuurivaihtoehdolle piilotettujen kerrosten ja niiden neuronien maara, seka aktivaa-
tiofunktiot. Verkot koulutetaan, ja parhaat arkkitehtuurit valitaan muodostamaan lopulli-

set ennusteet.

3.5 Neuroverkon mallinnus R-ohjelmointikielella

Neuroverkon mallinnus voidaan toteuttaa tilastolliseen laskentaan tarkoitetussa R-ohjel-
mointiymparistdssa (The R Foundation). Ohjelmointiymparist66n on saatavilla monia lii-
tannaisia, jotka mahdollistavat neuroverkon konfiguroinnin, mallin kouluttamisen ja tes-
tauksen yksinkertaisilla skripteilla. Koska R:n ja MS Power Bl:n valilla on valmis integ-
raatiorajapinta, R-skripteja voidaan kayttda suoraan Power Bl:ssa tietojen sisdanluvun
yhteydessa. Valmiit ennusteet halutaan visualisoida Power BI:lI&, joten R on integroitu-

vuutensa vuoksi hyva valinta tassa tydssa kaytettdvaksi ohjelmointitydkaluksi.

Nnfor-paketti on R:n liitannainen, joka mahdollistaa neuroverkon optimaalisten paramet-
rin automaattisen maarittdmisen luvussa 3.4.2 kuvaillulla Cronen ja Kourentzesin mene-
telmalla (Kourentzes 2019). Lisaksi nnfor tarjoaa muut tarvittavat funktiot ennusteiden
luomiseen. Neuroverkon mallinnuksen ja konfiguroinnin halutaan olevan automatisoitua,
joten nnfor-paketti valikoitui tdssa tydssa kaytettavaksi tydkaluksi neuroverkon mallin-

nukseen ja ennusteiden luontiin.

Nnfor-paketin mip-funktiolla voidaan luoda ennustemalli aikasarjan ennustamista var-
ten. Mip-funktiota voi yksinkertaisimmillaan kutsua parametrinaan ainoastaan ennustet-
tavan aikasarjan havaintohistoria, jolloin funktio kayttda muilta osin oletusparametrejaan.
Funktio maarittda annetulle aikasarjalle optimaalisen arkkitehtuurin, ja kouluttaa sen 20
kertaa. Koulutuskertojen maaraa voidaan muuttaa reps-parametrilla. Tuloksena funktio
antaa mlip-luokan objektin, joka sisaltaa toistokertojen mukaisen maaran dataan sovitet-
tuja neuroverkkomalleja. Kun mlp-objektia myohemmin kaytetdan ennusteiden luomi-
seen, lopullinen ennuste on oletusarvoisesti naiden neuroverkkomallien ennusteiden

mediaani.
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Mip-funktio maarittda oletusasetuksilla automaattisesti verkon syéteparametrit Cronen ja
Kourentzesin menetelman mukaisesti (Kourentzes 2019). Oletuksena funktio kokeilee
autoregressiivisia viiveita 7-m, jossa m on kauden pituus. Kuukausittaisessa datassa
kauden pituus on 12, joten viiveitd 1-12 kokeillaan. Kokeiltavia viiveitad voidaan muuttaa
manuaalisesti, ja funktio voidaan myos pakottaa sailyttdmaan halutut viiveet lopullisissa
ennustemalleissa. Xreg-parametrilla funktiolle voidaan sy6ttda ennustettavan aikasarjan
lisdksi selittdva regressioaikasarja. Oletuksena funktio valitsee talléin automaattisesti
regressioaikasarjalle kokeiltavat viiveet, mutta myés nama voidaan tarvittaessa maarit-

taa manuaalisesti.

Ennustettava aikasarja testataan automaattisesti mahdollisten trendien tai kausiluontei-
den varalta (Kourentzes 2019). Jos aikasarjassa havaitaan trendi, se pyritaan erista-
maan ja sen numeerista differentiaalia (engl. numerical differentiation tai first difference)
kokeillaan syoteparametrina. Kausiluonteisuutta havaittaessa tarkastetaan Canova-
Hansen testilla (Canova & Hansen 1995), onko kausiluonne deterministista vai stokas-
tista. Stokastisen kausiluonteen tapauksessa syéteparametreihin lisataan kausitason dif-
ferentiaali (engl. seasonal difference). Deterministisen kausiluonteen tapauksessa syo6-
teparametreihin lisdtdan kausiluoteisuutta mallintavia tekomuuttujia (engl. dummy va-

riables).

Oletusasetuksilla funktion mallintamat neuroverkot sisaltavat viisi piilotettua neuronia yh-
dessa piilotetussa kerroksessa. Parametrilla hd.auto.type funktio voidaan kuitenkin maa-
rittdd optimoimaan piilotettujen neuronien maara itsendisesti. Asetuksella
hd.auto.type="valid” 20% testidatasta kaytetdan optimaalisen neuronimaaran validoimi-
seen, ja asetuksella hd.auto.type="cv” kaytetdan viisinkertaista ristiinvalidointia (engl.
cross-validation) (Kourentzes 2019). Automaattista neuronien maaran optimointia kay-

tettdessa parametrilla hd.max maaritellaan piilotettujen neuronien maksimimaara.
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4 ENNUSTETYOKALUN TOTEUTUS JA ENNUS-
TETARKKUUDEN TESTAUS

4.1 Tietojen esikasittely

Ennustemalli tarvitsee sy6tteenaan aikasarjan kunkin raaka-ainenimikkeen tarvehistori-
asta. Tassa kohtaa esille nousee kaksi asiaa. Ensinnakin, TG:n kaytdssa oleva toimin-
nanohjausjarjestelma Powered ei suoraan sisalla tallaisia aikasarjoja, vaan ne tulee
muodostaa myyntitilaushistorian perusteella. Toiseksi, osa raaka-ainetarpeista tiedetaan
jo nykyisen myyntitilauskannan perusteella, eika taman osuuden ennustaminen ole siksi

mielekasta.

Poweredissa myyntitilausdata on tallennettuna Progress-tietokannassa kahteen eri tau-
luun. Yhdessa taulussa on myyntitilauksen otsikkotiedot, kuten asiakas, tilauspaiva, toi-
mituspaiva, jne. Toinen taulu sisaltaa rivitason tiedot, kuten nimiketunnus, tilattu maara,
tilausrivin luontipaiva, jne. Seuraavissa alaluvuissa kerrotaan, miten naista tiedoista

muodostetaan neuroverkolle syotteeksi tarvittavat aikasarjat.

4.1.1 Myyntitilauksista raaka-aineiksi

Tarvehistoria-aikasarjojen luomiseksi tarvitaan edellda mainituista tiedoista tilattu maara
ja toimituspaiva. Poweredissa myyntitilauksella on itse asiassa useita toimituspaivia: si-
sainen toimituspaiva, asiakkaan toivoma toimituspaiva, seka asiakkaalle vahvistettu toi-
mituspaiva. Naista hyodyllisin raaka-ainetarvetta maaritellessa on sisdinen toimitus-

paiva, joka tarkoittaa paivamaaraa, jolloin tuotteen tulisi olla valmis toimitettavaksi.

Tosiasiassa myyntinimikkeen valmistamiseen kuluu paivia tai viikkoja, eli raaka-aineen
todellinen tarvepaivamaara on selvasti ennen sisaista toimituspaivaa. Poweredista ei
kuitenkaan tallaista tarvepaivamaaraa ole saatavissa, eika sita ole kovin helppo laskea,
silla myyntinimikkeen lapimenoaika on erakohtainen ja riippuu monesta muuttujasta.
Tasta johtuen tassa tyossa kaytetdan raaka-aineen tarvepaivana myyntitilauksen si-
saista toimituspaivaa.

Myyntitilaustietojen lisaksi tarvehistorian muodostamiseksi tarvitaan tiedot kunkin myyn-
tinimikkeen rakenteesta, eli kuinka paljon mitékin materiaalia tarvitaan yhta valmista kap-

paletta kohden. Rakenne voi olla Poweredissa monitasoinen, eli nimikkeen osa voi edel-
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leen koostua pienemmistd osista. Kunkin nimikkeen valmistukseen kaytettavat seuraa-
van tason osat loytyvat tietokannasta omina riveindan. Naiden osien alaosat 16ytyvat

samalla logiikalla samaan tietokantatauluun tallennettuna.

Myyntinimikkeen alimman tason raaka-ainetarve lasketaan siis kertomalla keskenaan
rakenteen eri tasojen kertoimet. Jos esimerkiksi auton valmistamiseen tarvitaan nelja
rengasta, ja jokaisen renkaan valmistamiseen kaksi kiloa kumia, tarvitaan auton valmis-
tamiseen 4*2=8 kiloa kumia. Talla tavalla laskemalla saadaan myyntitilaushistoria muu-

tettua raaka-aineiden maariksi.

4.1.2 Tiedossa oleva tarve ja tarpeen lisays

Nykyhetkea tarkasteltaessa tiedossa olevan raaka-ainetarve voidaan helposti laskea sa-
malla tavalla kuin historiakin. Jos ennustettava aikaikkuna on esimerkiksi kolme kuu-
kautta nykyhetkesta, lasketaan tiedossa oleva tarve edella kuvatulla tavalla myyntitilauk-
sista, joiden sisainen toimituspaiva on seuraavan kolmen kuukauden aikana. Ennuste-
mallin halutaan ennustavan tarpeen lisdys, joka seuraavan kolmen kuukauden aikana

tulee uusien myyntitilausten muodossa.

Jotta ennustemalli voisi luotettavasti ennustaa tarpeen lisaysta, tarvehistoriakin tulee ja-
kaa tiedossa olleeseen tarpeeseen ja tarpeen lisdykseen. Tahan tarvitaan tilausrivin
luontipaivaa: kullakin tarkasteluhetkelld tiedossa ollut tarve muodostuu siitd osasta
myyntitilausriveja, joiden luontipdiva on ennen tarkasteluhetkea. Loput maaritellylle ajan-
jaksolle sisaisen toimituspaivan perusteella osuvat myyntitilausrivit ovat tarpeen lisaysta.
Tilausrivin luontipdivaa kaytetaan tilauspaivan sijaan siksi, etta tilaukselle saatetaan li-

satd uusia riveja tilauksen avaamisen jalkeen.

Muodostuu siis kaksi aikasarjaa: tarve ajanjakson alussa ja tarpeen lisdys ajanjakson
aikana. Jos ennustettava ajanjakso on kolme kuukautta, voidaan tarvehistorian molem-
mat aikasarjat jakaa kolmen kuukauden mittaisiin havaintoyksikoihin. Koska kaytetta-
vissa oleva myyntitilausdata alkaa vuodesta 2012, kolmen kuukauden mittaisiin havain-
toyksikoihin jaettu aikasarja jaisi havaintojen maaralla mitaten melko lyhyeksi. Lyhyt ai-
kasarja ei tarjoa riittavasti opetusaineistoa neuroverkolle. Taman vuoksi kaytetaan liuku-
vaa 90 paivan aikaikkunaa (aina kuukauden alusta alkaen): ensimmainen havaintoyk-
sikké on raaka-aineen tarve 1.1.2012 - 30.3.2012, toinen havaintoyksikkd 1.2.2012 -
30.4.2012, ja niin edelleen. Nain havaintojen maara, ja samalla neuroverkon opetusai-

neisto, saadaan kolminkertaistettua.

Kuva 4 havainnollistaa esikasittelyn haluttua lopputulemaa, ja se on otettu kuvankaap-

pauksena suoraan Power Bl:sta esikasittelyprosessin jalkeen. Date on tarkasteluhetki
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eli paivamaara, josta alkaen 90 paivan aikaikkuna lasketaan. Tarve3kkAlussa on aikaik-
kunan ajalle tiedossa ollut tarve tarkasteluhetkelld, ja TarpeenLisays3kk on aikaikku-
nassa tullut tarpeen lisdys samalle ajanjaksolle. Kuva on rajattu niin, etta siina nakyy 14

havaintopistettd alkaen vuoden 2013 alusta.

Date -1 | Tarve3kkAlussa |~ | TarpeenLisays3kk |~
1.1.2013 9,525 28,122
1.2.2013 8,377 30,535
1.2.2013 15,287 24,928
1.4.2013 8,039 23,806
1.5.2013 17,565 21,868
1.6.2013 23,394 8,751
1.7.2013 27,496 7,165
1.8.2013 16,759 7,875
1.5.2013 8,735 11,6
1.10.2013 5176 23,0593
1.11.2013 7,826 27,2362
1.12.2013 17,891 24,5972
1.1.2014 12,144 26,3222
1.2.2014 20,1324 15,0472

Kuva 4: Erdén raaka-ainenimikkeen tarvehistoriaa kuvaavat aikasarjat.

4.1.3 Selittavat aikasarjat

Neuroverkolle voidaan syéttaa lahtdtietoina useita selittavia aikasarjoja. Edellisessa lu-
vussa muodostettu Tarve3kkAlussa on yksi tassa tydssa sybtteena kaytettavista selitta-
vistd aikasarjoista. Lisdksi muodostetaan kaksi muuta selittdvaa aikasarjaa, joista en-
simmainen kuvaa TG:n liikevaihdon kehitystd, ja toinen raaka-ainetta tarvitsevien nimik-

keiden lukumaaran muutosta.

Yrityksen liikevaihdon lisdamisen lahtdtietoihin voidaan ajatella tuovan laskentaan infor-
maatiota myynnin kehityksesta yleistasolla, joka saattaa jossain maarin vaikuttaa myds
yksittaisten raaka-ainenimikkeiden tarpeeseen. Liikevaihdon kehitystd kuvaavan aika-
sarjan muodostamista varten kaytettavissd on TG:n kuukausittainen liikevaihto. Kehi-
tysta kuvaamaan lasketaan suhdeluku L Vsunce, jossa verrataan tarkasteluhetkea edelta-
van kolmen kuukauden jakson liikkevaihtoa edellisen vuoden vastaavaan ajankohdan lii-

kevaihtoon:

-1 —-13
Wounge = ) LV, / >

i=-3 j=-15

missa i ja j tarkoittavat kuukausia tarkasteluhetkesta laskettuna.
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Raaka-aineen kulutukseen voi vaikuttaa merkittdvasti myos kyseista raaka-ainetta tar-
vitsevien myyntinimikkeiden lukumaara. Nimikelukumaaran muutosta kuvaamaan laske-
taan kullekin raaka-ainenimikkeelle suhdeluku Nimikesunge, joSSa verrataan tarkastelu-
hetked edeltdvan kolmen kuukauden jakson aikana myytyjen, kyseistad raaka-ainetta
kayttavien nimikkeiden lukumaaraa edellisen vuoden vastaavan ajankohdan lukumaa-
raan. Tama suhdeluku lasketaan kullekin tarkasteluhetkelle, ja ndin muodostuu jokai-

selle raaka-aineelle oma aikasarja.

4.1.4 Esikasittelyn tekninen toteutus

Myyntitilausrivit, niihin liittyvat otsikkotiedot ja nimikkeiden rakennetiedot saadaan Powe-
redista REST-rajapinnan kautta vietya Power Bl:hin. Power Bl:ssa on integroituna Power
Query -analyysityokalu, joka mahdollistaa tietojen hakemisen ja esikasittelyn. Power
Query M -kaavakielella luodaan skripti, jolla nimikkeiden rakennetietojen hierarkia saa-
daan purettua taulukoksi, jossa on kuhunkin myyntinimikkeeseen tarvittavat raaka-aineet

myyntiyksikkda kohden.

Taman jalkeen myyntitilausrivien tiedot liitetdan Power Querylla edella luodun taulukon
tietoihin raaka-aineista osatunnuksen perusteella. Tuloksena on taulukko, joka sisaltaa
myyntitilauksen sisdisen toimituspaivan, raaka-aineen tunnuksen, tarvittavan maaran

seka tilausrivin luontipaivan.

Aikasarjojen pohjaksi otetaan lista raaka-ainenimikkeistd, joiden tulevaa tarvetta halu-
taan ennustaa. Lisaksi tarvitaan lista kuukausien alkupaivamaarista vuoden 2012 alusta
nykyhetkeen. Ottamalla Power Querylld naiden kahden listan karteesinen tulo, saadaan
tuloksena taulukko, jossa jokainen kuukauden alkupaivamaara esiintyy kerran jokaisen
osatunnuksen kanssa. Tahan taulukkoon pystytdan Power Querylla laskemaan kunkin
kuukauden kohdalle kuukauden alussa tiedossa ollut seuraavan 90 paivan tarve
(Tarve3kkAlussa) seka naiden 90 paivan aikana tullut tarpeen lisdys (TarpeenLisays3kk)
edellisessa vaiheessa muodostetun taulukon tiedoista vertaamalla tilausrivin luontipai-

vaa ja sisaista toimituspaivaa tarkastelupaivaan.

Liikevaihdon kehitysta kuvaavan suhdeluvun laskemiseksi tuodaan Power Bl:hin Excel-
tietolahteena tuloslaskelma, joka sisaltéa TG:n liikevaihdon kuukausittain. Edella muo-
dostettuun taulukkoon voidaan lisatd Power Querylla sarake, johon lasketaan kullekin

tarkastelupaivalle luvussa 4.1.3 selitetty LVsunde.

Raaka-ainetta kayttavien nimikkeiden lukumaaran muutosta kuvaava suhdeluku Nimike-
suhde S@adaan myos lisattya samaan taulukkoon omana sarakkeenaan Power Querylla.

Kunkin tarkastelupaivan kohdalle lasketaan, montako eri myyntinimiketta I6ytyy aiemmin
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luodusta myyntitilausrivit ja raaka-aineen osatunnukset sisaltavasta taulukosta tarkaste-
lupisteesta katsoen edellisen 90 paivan aikana (sisdisen toimituspaivan perusteella).
Edellisen vuoden saman ajanjakson vertailuarvo lasketaan samaan tapaan sisaista toi-
mituspaivaa tarkastelemalla, ja jakamalla ensimmainen jalkimmaisella saadaan tulok-

sena Nimikesunde.

4.2 Ennustemallinnus ja ennusteiden visualisointi

Koska havaintoyksikdn koko on kolme kuukautta, TarpeenLisays3kk tiedetdan nykyhet-
kella vain kolmen kuukauden takaiselle (ja sitd vanhemmille) havaintoyksikdlle. Selitta-
vien aikasarjojen arvot tiedetdan aina nykyhetkeen asti, mutta lopullinen Tarpeen-
Lisays3kk selviaa vasta 90 paivaa jalkikateen. Tama huomioidaan ennustemalleja sovi-
tettaessa siten, etta seka ennustettava aikasarja etta selittavat aikasarjat katkaistaan
kolme kuukautta ennen nykyhetkea. Katkaisuhetkesta eteenpain selittavat aikasarjat
syotetaan lahtéarvoina ennusteelle, ja TarpeenLisays3kk on ennustettava arvo. Ennus-
tehorisontiksi asetetaan kolme kuukautta, jolloin ennusteen kolmas arvo on haluttu, ny-

kyhetkesta kolme kuukautta eteenpain ennustettu tarpeen lisays.

Ennusteiden luomiseksi luodaan R-skripti valmista nnfor-kirjastoa ja sen mip-funktiota
hyddyntaen. Skripti ottaa syotteendan esikasittelyvaiheessa luodun taulukon, joka sisal-
taa kullekin ennustettavalle raaka-ainenimikkeelle kuvan ennustettavan aikasarjan seka
selittavat aikasarjat. Skriptin aluksi taulukko pilkotaan niin, etta kullekin raaka-ainenimik-
keelle on oma muuttujansa. Sen jalkeen tiedot sydtetdan nimike kerrallaan funktiolle,
joka kutsuu mip-funktiota parametreinaan ennustettava aikasarja ts (TarpeenLisays3kk)
ja regressioaikasarjalista xreg. Kaikkien aikasarjojen frekvenssi on 12, ja ne ulottuvat
edellisessa kappaleessa mainittuun katkaisupisteeseen asti. Funktio asetetaan optimoi-
maan piilotettujen neuronien maara automaattisesti 1-20 valiltd syéttamalla parametrit

hd.auto.type="valid” ja hd.max=20.

Mip-funktio palauttaa mlp-luokan objektin, eli sille syotettyihin aikasarjoihin sovitetun
neuroverkon. Ennuste tulevasta saadaan kutsumalla forecast.mlp-funktiota parametrei-
naan edella luotu neuroverkko object, ennustehorisontti h seka regressioaikasarjan arvot
katkaisupisteesta eteenpain. Paluuarvona forecast.mlp palauttaa forecast.net luokan ob-

jektin. Ennustetut arvot |6ytyvat objektin mean elementista.

Ennusteet visualisoidaan MS Power Bl:lla. Kuvassa 5 nakyy ennustetydkalun ulkoasu:
vasemmasta ylakulmasta kayttaja valitsee haluamansa raaka-ainenimikkeen, jolloin na-
kyviin tulee kyseisen nimikkeen tarvehistoria ja ennuste. Oikealla ylhaalla on palkkikaa-

vio, jonka vaaka-akselina on kolmen kuukauden mittaisia aikajaksoja viimeisen vuoden
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ajalta. Turkoosilla varilla kaaviossa nékyy raaka-aineen tiedossa ollut tarve aikajakson
alussa (Tarve3kkAlussa), ja mustalla varilla aikajakson aikana tullut tarpeen lisays (Tar-
peenLisays). Punaisella varilla nakyy tarpeen ennustettu lisdys kuluvalle aikajaksolle.
Kuva on otettu kesken tammikuun 2020, joten tammi-maaliskuun palkissa nakyy jo hie-
man mustalla varilla tammikuun aikana aikajaksolle tullutta tarpeen lisaysta. Tyokalun
alaosassa on taulukko, jossa nakyy valituilta nimikkeiltd samat arvot kuin ylla olevassa

palkkikaaviossa.

NimikeID Tarve3kkAlussa, Tarpeenlisays ja EnnusteKor, tekijd Aikajakso
. 33541080- @ Tarve3kidlussz @ Tarpeenlisays @ Ennustekor]
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33541130-

33541140-

33541145- I
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Kuva 5: Ennustetybkalun ulkoasu

4.3 Ennustetarkkuuden testaus

Parhaan ennustemallin I0ytdmiseksi testattiin neuroverkon syoétteina luvussa 4.1.3 ku-
vattuja selittavia aikasarjoja yhdessa ja erikseen. Ensin kokeiltiin, millaisia tuloksia saa-
daan, jos selittdvana aikasarjana on ainoastaan Tarve3kkAlussa (Malli 1). Toiseen mal-
lin (Malli 2) lisattiin edellisen liikevaihdon kehitystéd kuvaava aikasarja toiseksi selitta-
vaksi aikasarjaksi. Kolmanteen malliin (Malli 3) lisattiin viela raaka-ainetta kayttavien ni-
mikkeiden lukumaaran muutosta kuvaava suhdeluku kolmanneksi selittavaksi aikasar-
jaksi. Selittavien aikasarjojen vaihtamisen lisaksi kokeiltiin autoregressiivisten viiveiden
maksimin muuttamista. Oletuksena mlp-funktio valitsee kaytettavat viiveet valilta 1-12.
Mallissa 4 viiveet asetettiin valittavaksi valilta 1-24, ja mallissa 5 valilta 1-36.
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Koska ennustemalli luodaan aina uudelleen kayttaen tuoreimpia mahdollisia tietoja, tes-
taus suunniteltin samaa periaatetta simuloiden. Ennustetarkkuuden testausta varten
luotiin 12 tarkastelupistetta historiasta: kuukauden alkupaivat helmikuusta 2019 tammi-
kuuhun 2020. Jokaiselle raaka-ainenimikkeelle (OsalD) luctiin tarpeen lisdyksen ennus-
temalli (Malli 1) kullekin tarkastelupisteelle kappaleessa 4.2 kuvatulla tavalla. Ennusteita
verrattiin toteutuneeseen tarpeen lisdykseen, ja laskettiin kullekin nimikkeelle keskivirhe
(engl. mean error, ME), keskinelidvirheen nelidjuuri (engl. root mean squared error,
RMSE), virheen itseisarvon keskiarvo (engl. mean absolute error, MAE), keskivirhepro-
sentti (engl. mean percentage error, MPE), virheprosentin itseisarvon keskiarvo (engl.
mean absolute percentage error, MAPE), seka keskimaarainen virheen itseisarvo naii-
viin ennusteeseen verrattuna (engl. mean absolute scaled error, MASE). Tulokset on

esitetty taulukossa 1.

Taulukko 1: Ennusteiden virheet nimikkeittéin, malli 1 (Tarve3kkAlussa).

OsalD ME RMSE MAE MPE MAPE MASE
33541080 -5,23 9,63 8,92 -16,09 24,60 1,10
33541090 -4,02 16,80 12,56 -19,28 34,83 0,95
33541100 -1,50 6,29 4,95 -32,70 49,71 0,57
33541130 -8,55 13,33 10,95 -378,04 386,66 0,89
33541140 -5,23 7,28 5,90 -43,86 46,54 0,99
33541145 -5,22 7,17 5,91 -26,75 29,24 1,24
33543260 -10,71 16,23 11,73 -67,03 69,57 0,79

Ennustetarkkuutta pyrittiin parantamaan lisdamalla neuroverkolle annettaviin Iahtotietoi-
hin toinen selittdva aikasarja: yrityksen liikevaihdon kehityksestd kertova aikasarja
LVsunde. TAma sydtettiin neuroverkoille toisena regressioaikasarjana Tarve3kkAlussa-ai-
kasarjan lisaksi (malli 2), laskettiin uudet ennusteet ja niiden virheet. Tulokset on esitetty

taulukossa 2.

Taulukko 2: Ennusteiden virheet nimikkeittdin, malli 2 (Tarve3kkAlussa ja LVsunde)

OsalD ME RMSE MAE MPE MAPE MASE
33541080 -2,90 6,46 5,30 -10,68 15,34 0,65
33541090 0,21 12,31 10,80 -7,50 28,05 0,82
33541100 -0,74 4,94 3,87 -20,79 38,74 0,45
33541130 -7,18 12,69 9,17 -238,68 247,27 0,74
33541140 1,91 4,79 3,39 8,14 17,39 0,57
33541145 -5,54 7,18 6,27 -31,01 33,61 1,32
33543260 -8,06 13,75 8,56 -56,24 57,61 0,58
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Ennustetarkkuutta pyrittiin edelleen parantamaan lisdamalla I&htdtietoihin kolmas selit-
tava aikasarja: raaka-ainetta tarvitsevien myyntinimikkeiden lukumaaran muutosta ku-
vaava suhdeluku Nimikesundse. Suhdeluku syétettiin neuroverkolle kolmantena regressio-
aikasarjana Tarve3kkAlussa-aikasarjan seka liikevaihdon suhdeluvun lisaksi (malli 3).

Uudelleen laskettujen ennusteiden virheet on esitetty taulukossa 3.

Taulukko 3: Ennusteiden virheet nimikkeittdin, malli 3 (LV suhdeluku ja Nimikelkm

suhdeluku)

OsalD ME RMSE MAE MPE MAPE MASE
33541080 -5,46 8,94 7,78 -17,42 22,56 0,96
33541090 9,42 17,29 11,18 16,88 22,87 0,85
33541100 -0,78 4,68 3,91 -24,32 38,16 0,45
33541130 -9,53 16,51 12,96 -249,41 263,22 1,11
33541140 -0,81 6,47 4,91 -13,32 28,60 0,82
33541145 -4,49 7,40 6,13 -20,77 30,70 1,28
33543260 -9,02 14,30 9,02 -60,20 60,20 0,70

Seuraavaksi testattiin, vaikuttaako koulutettavien neuroverkkojen maaran kasvattami-
nen ennustetarkkuuteen. Koulutettavien mallien maara (mip-funktion reps-parametri)
nostettiin 20:sta 40:een, ja malli 2:n ennusteet laskettiin uudelleen kayttaen regressioai-
kasarjoina Tarve3kkAlussa-aikasarjaa ja liikkevaihdon suhdelukua LVsunde. Tulokset on
esitetty taulukossa 4.

Taulukko 4: Ennusteiden virheet nimikkeittdin, malli 2 (LV suhdeluku), koulutettuja
verkkoja 40.

OsalD ME RMSE MAE MPE MAPE MASE
33541080 -1,02 5,88 5,00 -5,38 14,80 0,62
33541090 0,21 12,29 10,80 -7,47 28,06 0,82
33541100 -1,11 5,21 3,71 -27,55 42,65 0,43
33541130 -8,94 12,54 9,50 -188,83 191,10 0,77
33541140 -0,94 4,59 4,07 -9,47 23,99 0,68
33541145 -4,38 6,45 5,68 -23,96 28,55 1,19
33543260 -7,27 13,19 8,49 -52,42 55,57 0,57

Lopuksi kokeiltiin, parantuuko ennustetarkkuus, jos autoregressiivisten viiveiden maara
asetetaan korkeammaksi, kuin mitd mip-funktio automaattisesti enimmillaan valitsee.
Mip-funktion lags-parametri asetettiin ensin arvoon 24 (malli 4), ja sitten arvoon 36 (malli
5). Aikasarjat pidettiin samoina kuin mallissa 2, ja verkkoja koulutettiin 40. Tulokset on

esitetty taulukoissa 5 ja 6.
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Taulukko 5: Ennusteiden virheet nimikkeittdin, malli 4 (LV suhdeluku, lags=24),
koulutettuja verkkoja 40.

OsalD ME RMSE MAE MPE MAPE MASE
33541080 -3,89 6,85 5,74 -13,54 17,03 0,71
33541090 1,48 8,48 6,35 0,75 16,33 0,48
33541100 -0,91 2,53 2,16 -14,15 19,24 0,25
33541130 -3,01 7,03 5,65 -219,90 230,75 0,46
33541140 -1,45 5,24 4,16 -14,27 28,98 0,70
33541145 -4,15 5,82 4,78 -23,76 26,49 1,00
33543260 -12,84 14,15 12,84 -63,84 63,84 0,87

Taulukko 6: Ennusteiden virheet nimikkeittdin, malli 5 (LV suhdeluku, lags=36),
koulutettuja verkkoja 40.

OsalD ME RMSE MAE MPE MAPE MASE
33541080 -4,90 8,62 6,74 -16,69 20,15 0,83
33541090 1,12 18,10 15,65 -6,43 41,19 1,19
33541100 -1,57 2,95 2,56 -16,26 20,31 0,30
33541130 -5,14 11,07 7,81 -255,68 264,95 0,63
33541140 -6,29 8,19 7,22 -49,33 52,76 1,21
33541145 -2,98 4,86 4,04 -16,52 21,23 0,85
33543260 -12,93 14,21 12,93 -64,17 64,17 0,87
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5 HAVAINNOT

Koska raaka-ainenimikkeiden yksikkdbmaarat ovat eri suuruusluokkaa, ei keskivirheen
vertaaminen nimikkeiden valilla ole mielekasta. Vertailun kannalta hyodyllisempaa onkin
tarkastella keskivirheprosenttia (MPE) ja virheprosentin itseisarvon keskiarvoa (MAPE).
Naistd ensimmainen kuvaa virheen keskimaaraista suuntaa ja jalkimmainen sen suu-
ruutta. MAPE on erittain kaytetty virheen mittari (Hyndman & Koehler 2006), ja siksi sen

avulla arvioidaan ennustetarkkuutta myos tassa tydssa.

Hyndman ja Koehler (2006) esittivat ennustetarkkuuden mittaamiseen keskimaaraista
virheen itseisarvoa naiiviin ennusteeseen verrattuna (engl. mean absolute scaled error,
MASE). Mittarina se on suoraviivainen tulkittava: jos arvo on alle yhden, mallin ennuste
on keskimaarin naiivia ennustetta parempi (Hyndman & Koehler 2006). Tassa tytssa
ennustettavien aikasarjojen skaala ja varianssi ovat hyvin erilaisia. Siksi MASE on erityi-
sen kiinnostava mittari ennustetarkkuuden arvioimiseen — silla saadaan aikasarjasta riip-
pumatta helposti tulkittava ja vertailukelpoinen virhearvo. Tassa tydssa MASE:n lasken-

nassa kaytetty naiivi ennuste on edellinen tiedossa oleva tarpeen lisays.

Suhteellisen virheen (MAPE) perusteella ennusteiden tarkkuus ei keskimaarin ole kovin
hyva, mutta vaihtelu nimikkeiden valilld on suurta. Yhden raaka-aineen (osalD
33541080) ennusteissa paastiin suhteellisen virheen suuruudessa pienimmilldadn noin
15 prosenttiin. Toisen raaka-aineen (osalD 33541130) osalta suhteellinen virhe oli pie-
nimmilldankin yli 190 prosenttia. Muiden raaka-aineiden osalta virhe oli parhaimmillaan

20-60% valimaastossa.

Naiiviin ennusteeseen vertaavan virhemittarin (MASE) arvoista nahdaan, ennustetark-
kuus on keskimaarin selvasti naiivia ennustetta parempi, mutta nimikkeiden valinen vaih-
telu on tallakin mittarilla suurta. Kuuden nimikkeen kohdalla seitsemasta MASE oli pie-
nimmilldan alle yhden. Yhden raaka-aineen (OsalD 33541100) ennusteissa saavutettiin
parhaimmillaan MASE 0,25. Toisen raaka-aineen (OsalD 33541145) osalta MASE oli
pienimmilldankin 1,00, eli ennustetarkkuus vastasi naiivia ennustetta. Muiden raaka-ai-

neiden osalta MASE oli parhaimmillaan valilla 0,46-0,82.

5.1 Mallien ennustetarkkuuden vertailu

Taulukosta 1 nahdaan, etta pelkastaan raaka-aineiden tarvehistorialla koulutetut neuro-
verkot eivat tarjoa kovin hyvia ennusteita. Seitsemasta nimikkeesta vain kolmen kohdalla

malli 1 ennusti merkittavasti naiivia ennustetta paremmin (MASE < 0,90), ja vain yhden
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nimikkeen MASE oli pienempi kuin 0,75. Kahden nimikkeen osalta malli oli naiivia en-
nustetta huonompi (MASE > 1,00), ja kahden kohdalla ero on marginaalinen (0,90 <=
MASE <= 1). Pienin suhteellisen virheen suuruus (MAPE) oli 24,60%, suurin 386,66% ja
loput 25-70% valilla.

Liikevaihdon kehityksesta kertovan suhdeluvun lisdaminen neuroverkon saamiin 1ahto-
tietoihin paransi ennusteiden tarkkuutta selvasti (taulukko 2). Kuuden nimikkeen koh-
dalla malli 2 ennusti merkittavasti naiivia ennustetta paremmin, ja viiden nimikkeen koh-
dalla MASE oli alle 0,75 tason. Malli oli naiivia ennustetta huonompi enaa yhden nimik-
keen osalta. Ennustetarkkuuden parantuminen nakyi myds suhteellisen virheen piene-
nemisena: pienin MAPE oli nyt 15,34%, suurin 247,27% ja loput 17-58% valilla. Ainoas-
taan yhden nimikkeen (33541090) kohdalla suhteellinen virhe nousi ensimmaiseen mal-

liin nahden.

Raaka-ainetta kayttavien nimikkeiden lukumaaran kehitysta kuvaavan suhdeluvun lisaa-
minen neuroverkon lahtotietoihin sen sijaan ei parantanut ennustetarkkuutta, vaan pi-
kemminkin heikensi sita (taulukko 3). Neljan nimikkeen kohdalla malli 3 ennusti merkit-
tavasti naiivia ennustetta paremmin, kahden nimikkeen kohdalla selvasti huonommin, ja
yhden nimikkeen kohdalla ero oli marginaalinen. Seitsemasta nimikkeesta viiden koh-
dalla MASE oli nyt huonompi kuin edelliselld mallilla, ja enda vain yhden nimikkeen
MASE oli alle 0,75. Suhteellisen virheen mittarilla ero edelliseen malliin on myds selva:
pienin MAPE oli 22,56%, suurin 263,22% ja loput 22%-61% valilla.

Koulutettavien neuroverkkojen maaran lisddminen vaikutti ennustetarkkuuteen hieman
(taulukko 4). Joidenkin nimikkeiden kohdalla tarkkuus parani, toisien kohdalla taas heik-
keni. Kuuden nimikkeen kohdalla malli 3 ennusti merkittavasti naiivia ennustetta parem-
min, ja neljan nimikkeen kohdalla MASE oli alle 0,75 tason. Suhteellinen virhe oli nyt

pienimmillaan 14,80%, suurimmillaan 191,10%, ja muuten valilla 23-56%.

Autoregressiivisten viiveiden nostaminen 24:3an paransi entisestdan ennustetarkkuutta
(taulukko 5). Kuuden nimikkeen kohdalla malli 4 ennusti merkittavasti naiivia ennustetta
paremmin, ja naista viiden kohdalla MASE oli alle 0,75 tason. Vain yhden nimikkeen
kohdalla malli oli yhtad heikko kuin naiivi ennuste. Suhteellinen virhe oli pienimmilldan
16,33%, suurimmillaan 230,75%, ja muuten valilla 17%-64%. Huomattavaa on, etta siina
missa kolmen nimikkeen ennusteet parantuivat edelliseen malliin ndhden selvasti, kah-

den nimikkeen kohdalla tulokset painvastoin heikkenivat merkittavasti.

Sen sijaan autoregressiivisten viiveiden nostaminen 36:een ei enda parantanut ennus-
tetarkkuutta, vaan heikensi sita kaikilla nimikkeilld (taulukko 6). Viiden nimikkeen koh-

dalla malli 5 ennusti edelleen merkittavasti naiivia ennustetta paremmin, mutta naista
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vain kahden kohdalla MASE oli alle 0,75 tason. Kahden nimikkeen kohdalla malli oli na-
iivia ennustetta huonompi. Suhteellinen virhe oli pienimmillddn 20,15%, suurimmillaan
264,95%, ja muuten valilld 20-65%.

5.2 Neuroverkkomallien rakenne

Ennustetydkalun automaattisesti luomien neuroverkkomallien rakenne vaihteli seka
syo6tteiden etta piilotettujen neuronien lukumaaran suhteen. Koska mallinnus tehtiin aina
uudelleen jokaisessa tarkastelupisteessa, saattoi neuroverkon rakennekin olla erilainen
eri tarkastelupisteissa. Tassa tydssa ei tehty kattavaa dokumentaatiota syotteiden ja
neuronien maarista jokaisessa tarkastelupisteessa, mutta suuntaa antamaan dokumen-

toitiin neuroverkkomallien rakenne viimeisessa tarkastelupisteessa.

Viimeisessa tarkastelupisteessa yhdelle nimikkeelle (OsalD 33541090) parhaan tark-
kuuden saavuttanut malli sisalsi vain yhden piilotetun neuronin, toiselle nimikkeelle
(OsalD 33543260) seitseman. Muiden nimikkeiden kohdalla piilotettujen neuronien
maara oli jotain talta valilta. Autoregressiivisten viiveiden lukumaara vaihteli valilla 1-3,
ja selittavien aikasarjojen viiveiden lukumaara valilla 1-4. Tuloksista nahdaan, etta eri
nimikkeiden kohdalla parhaiten toimivat neuroverkkomallit ovat hyvin erilaisia rakenteel-

taan.

Kuvissa 6-8 on esitetty muutamalle nimikkeelle viimeisessa tarkastelupisteessa luodun
neuroverkon rakenne. Kunkin kuvan vasemmassa reunassa on sydtekerroksen neuronit
(Inputs): autoregressiiviset syotteet harmaalla ja selittdvien aikasarjojen syoétteet sini-
sella. Keskella on piilotetun kerroksen neuronit (Hidden) ja oikealla tuloskerroksen neu-

roni (Output).
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MLP

o
A

Inputs Hidden
(3) (1) Output

Kuva 6: Ennustetybkalun automaattisesti méaarittdmaé neuroverkon rakenne

OsalD:lle 33541090.
MLP
Inputs Hidden
(4) (3) Output

Kuva 7: Ennustetybkalun automaattisesti méérittdmé neuroverkon rakenne
OsalD:lle 33541140.
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Inputs Hidden
(7) (7) Output

Kuva 8: Ennustetybkalun automaattisesti maérittdmaéa neuroverkon rakenne
OsalD:lle 33543260

5.3 Johtopaatokset

Malleista selvasti parhaiten toimivat mallit 2 ja 4, jotka sisalsivat liikevaihdon kehityksesta
kertovan suhdeluvun, mutta eivat nimikelukumaaran kehityksesta kertovaa suhdelukua.
Seitsemasta tutkittavasta raaka-ainenimikkeestad kuuden kohdalla malli ennusti merkit-
tavasti naiivia ennustetta paremmin. Voidaan siis perustellusti esittaa, etta kyseisten ni-
mikkeiden kohdalla tulevan tarpeen ennustaminen neuroverkolla tuottaa kayttékelpoisia
ennusteita. Yhden nimikkeen (OsalD 33541145) osalta on todettava, ettd ennusteet ei-
vat ole riittdvan hyvia kaytettavaksi. On mahdollista, etta kaytetyt lahtdtiedot (tarvehisto-
ria, likevaihdon kehitys, nimikemaaran kehitys) eivat taman nimikkeen kohdalla sisalla

riittavasti informaatiota toimivan neuroverkkomallin luomiseksi.

Malli 4 toimi keskimaarin paremmin kuin malli 2, vaikka joidenkin nimikkeiden kohdalla
malli 2 antoi parempia tuloksia. Tulosten perusteella voidaan todeta, ettd autoregressii-
visten viiveiden maara kannattaa joissakin tilanteissa asettaa aikasarjan kausiluontei-

suutta isommaksi. Liian iso viiveiden maara kuitenkin heikentaa tuloksia.

Tuloksista nahdaan, ettd mallit antoivat kauttaaltaan ennemmin liian pienia ennusteita,

kuin lilan suuria. Jonkin vakiotermin lisddminen ennusteisiin voisi nain ollen parantaa
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ennustetarkkuutta. Joka tapauksessa ennusteiden hyédyntamisessa tama on syyta huo-
mioida, samoin kuin se, etta yksittdisen havaintopisteen osalta ennusteen virhe saattaa

olla useita kymmenia prosentteja.

Ennustetydkalun automaattisesti maarittdmien neuroverkkojen rakenteiden vaihtelusta
voidaan paatella, etta eri nimikkeille toimi parhaiten erilainen syéteneuronien ja piilotet-
tujen neuronien kombinaatio. Ennustetytkalu kykeni mukautumaan eri nimikkeiden kayt-
taytymiseen, mitd voidaan pitda menetelman etuna. Jatkossa olisikin tarpeen tutkia, mil-
lainen vaikutus ennustetarkkuuteen olisi, jos mallinnuksessa kaytettaisiin kiinteda arkki-

tehtuuria neuroverkolle.
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6 YHTEENVETO

Taman tyon tavoitteena oli suunnitella ja toteuttaa tydkalu raaka-ainetarpeiden ennusta-
mista varten valmistavassa teollisuudessa. Ennustemallien toteuttamiseksi luotiin R-
skripti, joka luo kullekin ennustettavalle nimikkeelle ennusteen tulevasta tarpeesta hyo-
dyntaen eteenpain kytkettyd monikerroksista perseptroniverkkoa. Ennusteiden tark-
kuutta arvioitiin vertaamalla virheen itseisarvon keskiarvoa naiivin ennusteen virheeseen
(MASE), seka tarkastelemalla suhteellista virhettd (MAPE).

Kuuden nimikkeen kohdalla seitsemasta neuroverkkojen ennusteilla saatiin naiivia en-
nustetta parempia tuloksia. Ennustemalleja voidaan siis pitda tassa mielessa onnistu-
neena. Suhteellinen virhe oli kuitenkin kaikkien nimikkeiden kohdalla pienimmillaankin
useita kymmenia prosentteja, mika tarkoittaa isoa virhemarginaalia. Kaytanndssa tama
viittaa siihen, etta ennustettavien nimikkeiden tarvemaarat vaihtelevat kuukausittain suu-

resti, ja sisaltavat paljon satunnaisuutta eli varianssia.

R-skripti saatiin integroitua Power Bl —raportin datan hakuun, ja ennusteet visualisoitiin
Power Bl:lla. Laht6tiedot tulevat Power Bl:hin suoraan asiakkaan toiminnanohjausjarjes-
telmasta. Loppukayttajan tarvitsee vain valita raportilta haluamansa materiaalinimike, ja
nakyviin tulee tuorein neuroverkon laskema ennuste nimikkeen tulevasta tarpeesta seu-
raavien kolmen kuukauden aikana. Talta osin tydn tavoite saavutettiin: tydssa luotiin toi-

miva tyOkalu raaka-ainetarpeiden ennustamiseen.

Tybkalun ennustemalleja voisi pyrkid edelleen kehittdmaan esimerkiksi etsimalla lisaa
selittavia aikasarjoja. Tallaisia voisivat olla esimerkiksi yleista taloudellista tilannetta, tai
jotain muuta valmistavan teollisuuden yritykseen vaikuttavaa asiaa kuvaavat tunnuslu-
vut. Toinen vaihtoehto ennustemallien kehittamiseen voisi olla jonkinlaisen vakiotermin
kayttéonotto, kompensoimaan mallien keskimaarin lilan matalia ennusteita. Kaytetty
nnfor-kirjaston mip-funktio tarjoaa myés enemman mahdollisuuksia mallien manuaali-

seen konfigurointiin, kuin mita tdssa tydssa kaytettiin.

Taysin erilaisten ennustemallien kokeilu ja tulosten vertailu tdman tyon tuloksiin olisi
myo0s erittain hyodyllista. Kokeiltavia ennustemalleja voisivat olla esimerkiksi jo aiemmin
mainittu ARIMA, eksponentiaalinen tasoitus (engl. exponential smoothing), tai darimmai-
nen koneoppiminen (engl. extreme learning machine). Kokonaan toinen lahestymistapa
raaka-ainetarpeiden maarittamiseksi voisi olla myyntitilausrivien muodostaman katko-

naisen aikasarjan ennustaminen neuroverkolla tai jollakin muulla menetelmalla.
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Viime k&dessa tydkalun toimivuuden arvioivat kuitenkin sen loppukayttajat. Tassa tydssa
luotua ennustetydkalua ei vield ole otettu kayttédén TG:lla, joten on liian aikaista tehda
lopullista arviota sen onnistumisesta. Aika nayttaa, luottavatko TG:n ostajat tyokalun
tuottamiin ennusteisiin, ja pystyvatkd he hyddyntamaan niita raaka-ainevaraston opti-

moinnissa yrityksen kannattavuutta parantaen.
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