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Nykyisin voidaan datan valtaisan määrän vuoksi puhua massadatasta. Kertyneen datan hyö-
dyntäminen edellyttää kuitenkin sen analysointia. Tiedonlouhinnassa datasta pyritään löytämään 
oleelliset tiedot tai mallit. Tietovirraksi kutsutaan jonkin prosessin synnyttämää jatkuvaa havain-
tojen sarjaa. Tietovirtojen tilastolliset ominaisuudet kuitenkin vaihtelevat ajan kuluessa. Tälle ilmi-
ölle käytetään nimitystä käsitteen vaihtelu (concept drift). 

Päätöspuut ovat tehokas luokittelumenetelmä. Hoeffdingin puuhun pohjautuvat päätöspuut 
kykenevät tekemään analytiikan reaaliaikaisesti suoraan tietovirrasta. Hoeffdingin puu tarjoaa 
Hoeffdingin rajan ansiosta tilastollisen takuun suorituskyvylleen. Hoeffdingin puun pohjalta kehi-
tettyjä päätöspuita yhdistääkin niissä kaikissa esiintyvä Hoeffdingin raja. Näissä päätöspuissa 
hyödynnetään usein myös esimerkiksi rinnakkaisia alipuita. Manapragada, Webb ja Salehi esitti-
vät vuonna 2018 äärimmäisen nopean päätöspuun (EFDT, Extremely Fast Decision Tree), joka 
oli huomattava parannus inkrementaalisen oppimisen standardeihin. Samassa julkaisussa esitet-
tiin myös EFDT:n vertailu todella nopean päätöspuun (VFDT, Very Fast Decision Tree learner) 
kanssa usealla laajalla aineistolla. 

Tässä työssä tutustutaan ongelman taustoihin, perehdytään Hoeffdingin puun teoriaan ja so-
velluksiin, esitetään ja toistetaan vertailu VFDT:n ja EFDT:n välillä sekä laajennetaan vertailua 
satunnaisella aineistolla. Vertailu toistettiin virtuaalikoneessa olevalla Linux-alustalla käyttäen ko-
keiden toistoa varten saatavissa olevaa ohjelmakoodia. Tähän alkuperäiseen ohjelmakoodiin jou-
duttiin toteuttamaan uudelleen tulosdatan käsittely kuvaajan piirtoa varten. Työssä pystytään vah-
vistamaan Manapragadan, Webbin ja Salehin saamat tulokset. Näihin tuloksiin lukeutuu muun 
muassa se, että EFDT on useimmissa tapauksissa tarkempi, mutta suoritusajallisesti hitaampi. 
VFDT on EFDT:tä tarkempi ainoastaan laajoilla fysiikan simulaatioaineistoilla. Suoritusajallisesti 
VFDT on nopeampi niin ikään myös satunnaisella aineistolla, mutta tällä aineistolla on VFDT:n ja 
EFDT:n tarkkuuden välinen ero pieni ja kummankin päätöspuun tarkkuus lähellä 50 %:ia. 

 
 

Avainsanat: EFDT, VFDT, Hoeffdingin puu, tiedonlouhinta, luokittelu, inkrementaalinen 
oppiminen 
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1. JOHDANTO 

Nykypäivänä melkein kaikki laitteet kerryttävät dataa. Dataa syntyy myös erilaisista läh-

teistä – niin käyttäjiltä, prosesseista kuin ympäristöstäkin. Esineiden internet (IoT, Inter-

net of Things) laitteineen on hyvä esimerkki datan kertymisestä. Näiden internetiin yh-

distettävien esineiden määrä on kasvanut kuluneiden vuosien aikana, ja melkein kaikki 

näistä IoT-laitteista kerryttävät dataa. Datasta saatava hyöty edellyttää kuitenkin sen 

analysointia. 

Uutta dataa tyypillisesti kertyy nopeasti, ja usein se pitäisi pystyä prosessoimaan reaali-

aikaisesti. Datan pohjalta pitäisi myös pystyä välittömästi luomaan malli tai parantamaan 

aiempaa olemassa olevaa mallia. Päätöspuut ovat tehokas ratkaisu tällaisiin haasteisiin. 

Tässä työssä käsitellään ensisijaisesti Hoeffdingin puuhun (HT, Hoeffding tree) pohjau-

tuvia päätöspuita, joista tärkeimpänä käsittelyssä on äärimmäisen nopea päätöspuu 

(EFDT, Extremely Fast Decision Tree). Hoeffdingin puu on standardi päätöspuu tietovir-

rasta oppimiseen [2, s. 1953]. Hoeffdingin puiden tehokkuus perustuu pitkälti tilastollisen 

takuun tarjoavaan Hoeffdingin rajaan (Hoeffding bound) [1, s. 71-75]. Hoeffdingin puusta 

onkin jatkokehitetty useita, erilaisissa tilanteissa hyvin suoriutuvia päätöspuita. Jatkoke-

hitystä on tehty pyrkimyksenä luoda tiettyyn haasteeseen mahdollisimman hyvin vas-

taava päätöspuu. 

Perinteisesti koneoppimissovelluksissa data jaetaan erikseen opetus- ja testausdataan, 

joita molempia on rajallinen määrä. Jos mallin opettaminen suoritetaan liian suurella da-

tamäärällä, niin koneoppimisen perusongelman, ylisovittamisen (overfitting), riski kasvaa 

[1, s. 71]. Hoeffdingin puu poikkeaa näistä perinteisistä sovelluksista, sillä se voidaan 

opettaa käytännössä äärettömän suurella datamäärällä [2, s. 1955-1957]. 

Tässä työssä tutustutaan ensin luvussa 2 massadataan, tiedonlouhintaan ja siinä koh-

dattaviin haasteisiin, tietovirtoihin sekä Hoeffdingin puun teoriaan. Luvussa 3 käydään 

läpi tutkimustaustaa liittyen Hoeffdingin puun pohjalta jatkokehitettyihin puihin sekä 

EFDT:n jatkotutkimuksiin. Luku 4 käy läpi Manapragadan, Webbin ja Salehin toteutta-

maa ja vuonna 2018 KDD-tapahtumassa esittämää VFDT:n (Very Fast Decision Tree 

learner, todella nopea päätöspuu) ja EFDT:n vertailua MOA-ympäristössä (Massive On-

line Analysis) [2]. Luvussa 5 esitetään luvun 4 kokeet toistamalla saadut tulokset sekä 

VFDT:n ja EFDT:n vertailun laajennus. Luku 6 on yhteenveto tuloksista ja itse työstä. 
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2. TIEDONLOUHINTA 

Nykypäivänä dataa kertyy erilaisista lähteistä niin paljon, että voidaan puhua massada-

tasta (big data). Massadatan ominaisuuksia kuvastavat kolme V:tä, jotka ovat suomeksi 

vauhti (velocity), määrä (volume) ja vaihtelevuus (variety). Datan valtaisa määrä asettaa 

omat haasteensa sen analysoinnille. [10, s. 6–8]  

2.1 Massadata ja tiedonlouhinta 

Massadatan ominaisuudella vauhti tarkoitetaan, että dataa kertyy nopeasti ja se pitäisi 

myös pystyä prosessoimaan nopeasti [10, s. 7]. Kuitenkin isojen datamäärien siirtäminen 

ilman nopeita tiedonsiirtoyhteyksiä on hidasta, mikä asettaa rajoituksia datan siirtämi-

selle esimerkiksi pilvessä analysoitavaksi. Pilvilaskennan hyödyntäminen datan analy-

soinnissa onkin yleistynyt viime vuosina ja siitä voidaan puhua termillä ohjelmisto palve-

luna (SaaS, Software as a Service) [16, s. 24–25]. 

Massadatan ominaisuus määrä viittaa yksinkertaisesti datan kokoon. Ominaisuuksista 

vaihtelevuus kuvastaa datan laatua ja kertoo siitä, onko data jäsenneltyä, jäsentelemä-

töntä vai osin jäsenneltyä. [10, s. 6–7] 

Tiedonlouhinnaksi (data mining) kutsutaan toimia, joilla yritetään löytää massadatasta 

oleelliset tiedot tai mallit (patterns). Tiedonlouhinnan sijaan voitaisiinkin puhua myös tie-

don louhimisesta datasta. [14] Tiedonlouhinta voidaan suorittaa käyttäen yhtä tai use-

ampaa algoritmia. Tiedonlouhinnan päätteeksi voidaan arvioida luotua mallia. [16, s. 5, 

214] Toisinaan tuotetut mallit saattavat olla liiankin yksinkertaisia, etenkin mikäli kaikkea 

dataa ei pystytä täysin hyödyntämään [1, s. 71]. 

Tiedonlouhinnan toimintoja ovat esimerkiksi luokittelu, klusterien muodostus, regressio 

ja assosiaatio (association). Nämä toiminnot voidaan kategorisoida kuvaileviksi (desc-

riptive) tai ennustaviksi (predictive). Kuvailevat luonnehtivat datan ominaisuuksia, kun 

taas ennustavat pyrkivät tekemään ennustuksia datan perusteella. [14] 

Tutkijat kehittävät jatkuvasti entistä kehittyneempiä metodeja tiedonlouhintaan. Tähän 

liittyviä tutkimussuuntia ovat esimerkiksi tiedonlouhinta monidimensioisessa avaruu-

dessa, muilta tieteenaloilta löytyvien metodien soveltaminen ja tieto-objektien (data ob-

jects) semanttisten suhteiden huomiointi. [14, s. 29] 
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2.2 Tietovirrat 

Tietovirralla tarkoitetaan Yhdysvaltain kansallisen standardin 1037C määritelmän mukai-

sesti digitaalisesti koodattujen signaalien sarjaa, joka esittää informaatiota siirrossa [18]. 

Käytännössä tällä tarkoitetaan jatkuvaa järjestyksessä olevien havaintojen sarjaa. Isojen 

tietovirtojen analyysin sanotaan olevan tämän vuosisadan haaste. [17, s. 22] 

Hoeffdingin puita käyttäen analytiikka pyritään tekemään suoraan tietovirrasta tallenta-

matta tietoa, sillä järjestelmien muistin määrä voi olla rajallinen, jolloin tietoa ei edes voi-

taisi varastoida. Myös suorituskyky on tärkeä, sillä mikäli tietoa ei pystytä louhimaan vä-

hintään samaa vauhtia kuin sitä tulee, niin hukatun tiedon määrä kasvaa koko ajan. Tieto 

tulee siis pystyä louhimaan reaaliaikaisesti. [1, 2] 

Tietovirtojen tilastolliset ominaisuudet vaihtelevat ajan kuluessa. Tästä ilmiöstä käyte-

tään nimitystä käsitteen vaihtelu (concept drift). Syynä ilmiölle on tietovirtojen mahdolli-

sen pitkän olemassaoloajan sisällä tapahtuvat muutokset tietovirran synnyttävissä pro-

sesseissa. Käsitteen vaihtelusta johtuu, että myös tiedonlouhinnan perusteella luotujen 

mallien tulisi sopeutua tähän ilmiöön. [1, s. 71] 

2.3 Hoeffdingin puu 

Hoeffdingin puu on päätöspuu, jonka tarkoitus on pystyä luokittelemaan data suurella 

tarkkuudella, ja joka voidaan opettaa käytännössä äärettömän suurella datamäärällä [1, 

s. 72–75]. Hoeffdingin puun tärkeä etu on, että vaikka se käy jokaisen näytteen vain 

kertaalleen läpi, se oppii samalla datalla aina saman mallin [1, s. 71]. 

Tilastotieteilijä Hoeffding esitti julkaisussaan vuonna 1963 Hoeffdingin rajan (Hoeffding 

bound), joka on riippumaton havaintojen muodostamasta todennäköisyysjakaumasta 

[11]. Tämä Hoeffdingin raja on Hoeffdingin puun tärkein ominaisuus. 

Jokainen Hoeffdingin puun solmu sisältää attribuuttitestin, jonka tuloksen perusteella 

haaraudutaan seuraavaan solmuun käsitellystä solmusta lähtevän oksan mukaisesti. Jo-

kainen lehti, joihin lopulta päädytään, edustaa yhtä luokkaa. Uuden näytteen saapuessa 

aloitetaan tämä rekursiivinen haarautumisprosessi Hoeffdingin puun ylimmästä solmusta 

eli juurisolmusta. Hyvän juurisolmun valinta on tärkeää, ja Hoeffdingin puussa se teh-

dään ensimmäisten näytteiden perusteella. [1, s. 72] 

Päätös siitä, kuinka monta näytettä on kullekin solmulle tarpeen, tehdään Hoeffdingin 

rajan avulla. Reaaliarvoinen satunnaismuuttuja r vaihtelee välillä 0–R. Voidaan olettaa 

satunnaismuuttujasta r olevan havaintoja n kappaletta, joiden keskiarvoa merkitään �̅�. 
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Hoeffdingin rajan perusteella on todennäköisyydellä 1 − 𝛿 satunnaismuuttujan r todelli-

nen keskiarvo vähintään �̅� − 휀, jossa 

휀 =  √
𝑅2ln (1/𝛿)

2𝑛
.      (1) 

Hoeffdingin puu tekee oletuksen, että datan jakauma ei muutu ajan funktiona. Puu kas-

vaa inkrementaalisesti ja luokittelee näytteet oikein suurella tarkkuudella. [1, s. 71-75] 
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3. PÄÄTÖSPUUALGORITMEJA TIETOVIRROILLE 

Tässä luvussa käsitellään Hoeffdingin puuhun (HT) pohjautuvia muita päätöspuita ja joi-

tain äärimmäisen nopeaan päätöspuuhun (EFDT) liittyviä uusia tutkimuksia. Tärkein yh-

teinen asia HT:hen liittyville päätöspuille on niissä kaikissa hyödynnettävä Hoeffdingin 

raja. 

3.1 Algoritmit VFDT ja CVFDT 

VFDT (Very Fast Decision Tree learner, todella nopea päätöspuu) on Domingosin ja 

Hultenin vuonna 2000 esittämä HT:stä jatkokehitetty päätöspuu [1]. VFDT sallii sen käyt-

täjän määrätä uusien tapausten määrän ennen hyödyn (gain) uudelleenlaskemista. Tällä 

saavutetaan ajallinen etu tilanteeseen, jossa hyöty lasketaan uudelleen aina näytteen 

saapuessa. [1, s. 75] 

Mikäli muistinkäytön maksimimäärä ollaan saavuttamassa, VFDT tekee tilaa uusille leh-

dille poistamalla vähiten lupaavia lehtiä. Artikkelissa, jossa VFDT esitettiin, on esitetty 

myös VFDT:n ja perinteisemmän C4.5-päätöspuun vertailu [1]. Vertailun päätelmä oli, 

että VFDT:llä päästiin C4.5:sta parempiin tuloksiin niin tarkkuuden kuin suorituskyvyn 

osalta. [1, s. 75-77] 

CVFDT:llä (Concept-adapting Very Fast Decision Tree, käsitteeseen mukautuva todella 

nopea päätöspuu) tarkoitetaan VFDT:stä jatkokehitettyä, niin ikään Domingosin ja Hul-

tenin esittämää päätöspuuta vuodelta 2001 perustuen HT:hen [3]. Idea CVFDT:ssä on, 

että se kasvattaa alipuuta, joka lopulta korvaa käytössä olevan puun siinä vaiheessa, 

kun kasvatettu alipuu muuttuu käytössä olevaa puuta tarkemmaksi [3, s. 98]. 

VFDT tekee oletuksen, että data on satunnainen otos muuttumattomasta jakaumasta. 

CVFDT vastaa tästä oletuksesta aiheutuvaan ongelmaan ottamalla huomioon, että ja-

kauma muuttuu ajan kuluessa. Yhteenvetona voisi sanoa, että CVFDT on VFDT:n laa-

jennus, joka kuitenkin säilyttää VFDT:n nopeuden ja tarkkuuden, mutta lisää kyvyn ha-

vaita muutoksia ja reagoida niihin suorituksen aikana. [1, 3] 

3.2 Algoritmit HAT ja HATT 

HAT (Hoeffding Adaptive Tree, Hoeffdingin mukautuva puu) on Bifetin ja Gavaldàn 

vuonna 2009 esittämä päätöspuu, joka on laajennus HT:lle [13]. Se kasvattaa rinnakkai-

sia alipuita vaihtaen välittömästi siihen puuhun, joka saavuttaa käytössä olevaa puuta 

paremman tarkkuuden. HAT:n voisi luonnehtia olevan parempi versio CVFDT:stä, sillä 
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CVFDT tarvitsee parametrejä ja siltä uupuu teoreettinen takuu suorituskyvylle. HAT ei 

tarvitse parametrejä ja se pystyy tarjoamaan tämän teoreettisen takuun suorituskyvyl-

leen. [5, 13] 

HATT (Hoeffding Anytime Tree, Hoeffdingin milloin-vain puu), tämän työn tärkein pää-

töspuualgoritmi, on HT:tä nopeampi oppija, sillä se valitsee attribuutit ja vaihtaa niitä tar-

peen mukaan HT:n miettiessä valintoja pidempään [2, s. 1954]. Toisin kuin HT, HATT 

tarvittaessa miettii valintoja uudelleen ja tarpeen tullen päivittää niitä. Tällä ominaisuu-

della HATT teki muutoksen vuoden 2018 aikaiseen inkrementaalisen oppimisen yleiseen 

toimintatapaan. [2, s. 1961] HT on tehokkaampi laskennallisesti, mutta HATT taas tilas-

tollisesti [2, s. 1953-1954]. 

HATT hyödyntää Hoeffdingin rajaa päättääkseen, ylittääkö parhaan attribuutin jakami-

sella saavutettava etu jakamatta jättämisen tai tämänhetkisen jaetun attribuutin edun. 

Joka tapauksessa HATT yleensä ennemmin jakaa kuin jättää jakamatta. [2, s. 1954-

1955] 

HATT:ssa on kyse päätöspuusta, jonka toteutus on tässä työssä tärkeimpänä käsitelty 

EFDT. Manapragada, Webb ja Salehi esittivät HATT:n ja EFDT:n paperissaan vuonna 

2018. [2] 

3.3 EFDT:n jatkotutkimukset 

Manapragadan, Webbin ja Salehin esittämien ja tämän työn neljännessä luvussa refe-

roitujen kokeiden johtopäätöksenä todettiin HATT:lla (EFDT:llä) olevan jonkinlainen si-

säinen toleranssi käsitteen muuttumiseen sopeutumiseen. Tässä lieneekin aihe jatkotut-

kimukselle, miten HATT saataisiin sopeutumaan entistä paremmin käsitteen muuttumi-

seen. [2, s. 1961] 

EFDT:n energiankulutus on todettu suureksi. Tämä on ollut lähtökohtana tutkimukselle 

GAHT:sta (Green Accelerated Hoeffding Tree, vihreä kiihdytetty Hoeffdingin puu). GAHT 

on EFDT:n laajennus, joka saavuttaa EFDT:n kanssa yhtäläisen tarkkuuden, mutta pää-

see siihen keskimäärin 27 % pienemmällä energiankulutuksella. [12, s. 231] Idea 

GAHT:n taustalla on kasvattaa nopeammin usein tutkittuja lehtiä ja poistaa lehtiä, joita 

tutkitaan harvemmin [12, s. 234-235]. 
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4. TUTKIMUS VFDT:N JA EFDT:N VERTAILUSTA 

Manapragadan, Webbin ja Salehin esitettämä tutkimus on suoritettu käyttäen MOA-oh-

jelmistoa (Massive Online Analysis) [2]. MOA on Javalla kirjoitettu ohjelmisto, jolle voi-

daan kirjoittaa algoritmeja ja erilaisia koetilanteita, ja ajaa niitä tietovirtojen kanssa [4, s. 

1601-1602]. MOA on tehokas, mutta kuitenkin hitaampi kuin esimerkiksi STREAMDM-C++ 

ja VFML (Very Fast Machine Learning toolkit, todella nopea koneoppimisen kirjasto) [5, 

s. 1739-1740]. Manapragadan, Webbin ja Salehin tutkimuksessa vertailtiin luvussa 3.1 

esiteltyä VFDT:tä sekä luvussa 3.2 esitellyn HATT:n käytännön toteutusta, EFDT:tä. Ky-

seiset algoritmit on toteutettu MOA:ssa olleen aiemman VFDT-toteutuksen pohjalta. Tut-

kimus keskittyi luokittelun oikeellisuuden eli tarkkuuden sekä suoritusajan mittaukseen. 

[2, s. 1958-1960] 

4.1 Tutkimuksessa käytetty data 

Tutkimuksessa on käytetty datana useaa UCI-varastosta (UCI-repository) [6] saatavaa 

laajaa aineistoa. MOA:n tuki puuttuville arvoille on rajallinen, joten niitä ei valituissa ai-

neistoissa ole. Dimensioiden määrä aineistojen välillä vaihtelee muutamista satoihin, ja 

aineistot sisältävät niin numeerisia kuin nominaalisia arvoja. [2, s. 1958] 

Nämä UCI-varastosta saadut aineistot ovat reaalimaailman dataa, mutta kokeissa käy-

tettiin myös synteettistä, keinotekoisesti generoitua dataa. Tämä data generoitiin 

MOA:sta löytyvällä tietovirtageneraattorilla. 

UCI-varastosta saaduilla aineistoilla tehdyissä kokeissa ensimmäinen osa tietyllä aineis-

tolla suoritetusta kokeesta perustui tilanteeseen, jossa aineistosta luotiin kymmenen tie-

tovirtaa, joita sekoitettiin Unixin shuf-komennolla aineistoissa esiintyvien säännöllisyyk-

sien purkamiseksi. Lopulliset tulokset ovat näiden kymmenen erilaisen tietovirran ajojen 

keskiarvotuloksia. Tietyllä aineistolla suoritetun kokeen jälkimmäisessä osassa ajettiin 

yksi muokkaamattomasta alkuperäisestä aineistosta muodostettu tietovirta. 

MOA:a varten nämä aineistot on muunnettu ARFF-tiedostoiksi (Attribute-Relation File 

Format), joista osaa kokeista varten eroteltiin otsikko-osuus ja data toisistaan. ARFF on 

tiedostoformaatti, joka sisältää ensin otsikko-osuuden ja tämän jälkeen datan. ARFF-

tiedostoja voidaan käyttää tietovirran simulointiin. [8, 9] 
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4.2 Tutkimuksessa saadut tulokset 

Keinotekoisesti generoidulla datalla saadut tulokset on esitetty kuvassa 1. 

 

Kuva 1: Keinotekoisella datalla saadut tulokset (VFDT vasemmalla ja EFDT oikealla) [2, 
s. 1953]. 

Kuvassa 1 on vasemmalla puolella VFDT:llä saadut tulokset ja oikealla puolella EFDT:llä 

saadut tulokset. Virhelukemat nähdään ison E-kirjaimen (lyhenne sanasta Error) jäl-

jessä. Voidaan havaita, että EFDT:n tarkkuus on luokkien määrästä riippumatta kaikissa 

tilanteissa parempi. Tässä kokeessa on ollut 3 000 000 instanssia käytössä. Liitteessä 

A on esitetty ajo 100 000 000 instanssiin asti. Myös liitteessä esitetyssä ajossa saadut 

tulokset ovat linjassa kuvan 1 tulosten kanssa, virhelukeman kuitenkin entisestään pie-

nentyessä instanssien määrän kasvaessa. 

Kuvassa 2 on esitetty Skin-aineistolla saadut tulokset. 

 

Kuva 2: Skin-aineistolla saadut tulokset [2, s. 1959]. 



9 
 

Kuvassa 2 oleva ylempi kaavio havainnollistaa tilannetta, jossa on käytetty kymmentä 

sekoitettua tietovirtaa, joiden ajojen keskiarvo on kaaviossa esitetty. Alemmassa kaavi-

ossa esitetään tulokset, jotka on saatu ajamalla koe alkuperäisestä muokkaamattomasta 

aineistosta luodulla tietovirralla. 

Kuvasta 2 nähdään, että alemman kaavion tuloksissa ei VFDT:n ja EFDT:n välille ole 

syntynyt eroa tarkkuudessa, kun taas ajassa on pieni ero VFDT:n hyväksi. Sen sijaan 

ylemmästä kaaviosta nähdään, että vaikka VFDT:llä on EFDT:hen verrattuna tässä ti-

lanteessa pieni ajallinen etu, on EFDT:n tarkkuus VFDT:n omaa huomattavasti parempi. 

Suurimmassa osassa kokeista toistui vastaava kuin kuvassa 2: VFDT on ajallisesti 

EFDT:tä nopeampi, mutta EFDT:n tarkkuus on VFDT:n tarkkuutta parempi, mistä kui-

tenkin poikkeuksena ovat fysiikan simulaatioihin liittyvillä laajoilla aineistoilla Higgs, 

SUSY ja Hepmass saadut tulokset. Manapragada, Webb ja Salehi esittivät VFDT:n pa-

remman tarkkuuden näillä fysiikan simulaatioihin liittyvillä aineistoilla johtuvan todennä-

köisesti EFDT:n matalan tason säätöjen aiheuttamasta ylisovittamisesta. [2] Higgs-ai-

neistolla saadut tulokset on esitetty kuvassa 3. 

 

Kuva 3: Higgs-aineistolla saadut tulokset [2, s. 1961]. 

Kuvan 3 ylemmästä kaaviosta nähdään, että sen lisäksi, että VFDT on ollut sekä sekoi-

tettujen kymmenen tietovirran ajon keskiarvossa ajallisesti nopeampi, se on ollut myös 

tarkempi. Vastaava tuloshavainto voidaan tehdä kuvan 3 alemmasta kaaviosta, jossa on 
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ajettu kertaalleen alkuperäisestä aineistosta luotu tietovirta. Loput Manapragadan, Web-

bin ja Salehin tutkimuksessa saadut tulokset on esitetty liitteessä A. 
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5. VERTAILUN TOISTO JA LAAJENNUS 

Pystyttämällä Manapragadan, Webbin ja Salehin toteuttamaa ja tämän työn luvussa 4 

referoitua tutkimusta vastaavat koejärjestelyt pyrittiin nämä tutkimuksessa tehdyt kokeet 

toistamaan mahdollisimman tarkasti. Kokeita myös laajennettiin uudella aineistolla. 

5.1 Koejärjestelyt 

kdd2018-varastossa on luvun 4 kokeissa käytetyt Java-toteutukset VFDT:lle ja EFDT:lle, 

Python-skripti kokeiden ajamiseen, lisenssitietoja sekä ohjeita aineiston kanssa toimimi-

seen. Kokeet toistettiin tuossa varastossa olevan aineiston ja tehdyn käytännön kokeilu-

työn perusteella mahdollisimman tarkasti. [7] Mainittakoon, että näissä kokeissa käytetyn 

EFDT:n Java-toteutuksen pohjalta tehty EFDT-toteutus löytyy MOA:n versiosta 2019.04 

sisäänrakennettuna. 

Kokeiden toistossa käytettiin MOA-ympäristönä vuoden 2016 julkaisua 2016.04. Käy-

tössä ollut Python-versio oli 2.7.16, JDK-versio oli 1.8.0_232 ja alustana toimi virtuaali-

koneessa oleva Linux Mint 19.3. MOA Manualista [9, s. 22-23] hieman poiketen piti 

VFDT:stä ja EFDT:stä kääntää JAR-tiedostot sisältäen käännetyn Java-totetuksen siinä 

määritellyn hakemistorakenteen alla (moa/classifiers/trees/*.class). Vasta tämän jälkeen 

ne saatiin toimimaan MOA:n kanssa. 

Toistettujen kokeiden tarkkuudet ovat täysin vertailukelpoisia Manapragadan, Webbin ja 

Salehin tekemien kokeiden kanssa, mutta suoritusajallisesti niitä ei voi suoraan verrata, 

sillä tutkijoiden kokeisiin käyttämän tietokoneen suorituskykyä ei ole dokumentoitu. Myös 

kokeiden toistossa käytetyn virtuaalikoneen keskusmuistin määrää jouduttiin isojen ai-

neistojen takia nostamaan kesken kokeiden suorituksen. Tästä syystä ajat ovat vertailu-

kelpoisia ainoastaan yksittäisen kokeen tietyn osan sisällä, mutta eivät eri kokeiden tai 

saman kokeen eri osien välillä. Kaikki suoritusajat ovat siis vaihtelevissa suhteissa ver-

tailukelpoisia Manapragedan, Webbin ja Salehin tekemien kokeiden kanssa. 

5.2 Käytetty data ja tehdyt kokeet 

Datana käytettiin niin ikään UCI-varastosta [6] saatavissa olevia samoja aineistoja kuin 

luvussa 4 esitetyissä kokeissa. Kaikkien tehtyjen kokeiden, pois lukien tässä luvussa 

esitettyjen, tulokset on esitetty liitteessä B. Kaikkia kokeita ei voitu toistaa, sillä muuta-

man aineiston vastaavuudesta ei päästy varmuuteen UCI-varaston sisältäessä useam-

pia samannimisiä aineistoja. 
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Aineistot piti kokeita varten muuntaa ARFF-tiedostomutoon. Tähän on useampia mah-

dollisia tapoja, ja nyt se tehtiin käyttäen Wekan (Waikato Environment for Knowledge 

Analysis -ohjelmisto) ArffViewer-työkalua. Useimpia aineistoja piti myös hieman käsitellä 

tiedostoformaatin muunnoksen onnistumiseksi. Tämä käsittely oli esimerkiksi otsikkori-

vien lisäystä ja välimerkkien päivitystä. Jotkut aineistoista koostuivat myös useammista 

tiedostoista, jotka piti yhdistää. Esimerkiksi PAMAP2-aineisto koostui yhdeksästä yhdis-

tettävästä tiedostosta. 

Muuten kokeet toistettiin käyttäen kdd2018-varastossa [7] olevaa Python-skriptiä muu-

tamin muokkauksin, joista tärkeimmät olivat alkuperäisen ohjelmakoodin pohjalta toteu-

tettu tulosdatan käsittely ennen kuvaajien piirtoa, kuvaajien kansion luominen manuaali-

sesti sekä ARFF-tiedostoformaatin lisääminen tiedostojen lähdepolkuihin. 

Kuvaajien piirto toimi siis virheellisesti kymmenen sekoitetun tietovirran ajon tapauk-

sessa. Tämä johtui ongelmista MOA:n ulostulona saadun tulosdatan käsittelyssä. 

kdd2018-varastosta löytyvä ohjelmakoodi on julkaistu GNU General Public License 

v3.0:n alla, joten tämän nojalla on ongelman korjannut, alkuperäiseen ohjelmakoodiin 

tukeutuen kirjoitettu Python-ohjelmakoodi esitetty samalla lisenssillä liitteessä C. 

5.3 Saadut tulokset 

Kuvassa 4 on esitetty kokeet toistamalla keinotekoisella datalla VFDT:llä ja EFDT:llä 

saadut tulokset. 

 

Kuva 4: Keinotekoisella datalla kokeet toistamalla saadut tulokset (VFDT vasemmalla 
ja EFDT oikealla). 

Verrattaessa kuvaa 4 kuvaan 1 nähdään heti, että virhelukemat ovat kuvien välillä juuri 

samoja. Sen sijaan verrattaessa kuvassa 4 olevia T-kirjaimen (lyhenne sanasta Time) 

perässä olevia suoritusaikoja kuvan 1 suoritusaikojen kanssa voidaan havaita, että ku-

van 1 suoritusajat ovat olleet huomattavasti lyhyempiä, mutta molemmissa tapauksissa 

yhtä kohtaa lukuun ottamatta nopeudellisesti VFDT:n eduksi. 

Kuvassa 5 on esitetty kokeet toistamalla Skin-aineistolla saadut tulokset. 
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Kuva 5: Skin-aineistolla kokeet toistamalla saadut tulokset. 

Kuvan 5 ylemmässä kaaviossa on esitetty jälleen kymmenen sekoitetun tietovirran ajon 

keskiarvo ja alemmassa ajo alkuperäisestä aineistosta luodulla tietovirralla. Verrattaessa 

kuvan 5 virhelukemia kuvan 2 virhelukemien kanssa nähdään, että ne ovat hyvin saman-

suuntaiset – eri kuvien samojen testien välillä ne ovat samansuuruiset ja EFDT:n virhe-

lukema on molemmissa kuvissa ylemmissä kaavioissa noin samassa suhteessa VFDT:n 

virhelukemaa pienempi. Verrattaessa kuvan 5 alempaa kaaviota kuvan 2 alemman kaa-

vion kanssa voidaan todeta, että toiminta käsittelemättömällä aineistolla on ollut ident-

tistä pientä ajallista eroa lukuun ottamatta. 

Kuvassa 6 on esitetty laajemmalla fysiikan simulaatioaineistolla, Higgs:llä, saadut tulok-

set. 
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Kuva 6: Higgs-aineistolla kokeet toistamalla saadut tulokset. 

Kuvasta 6 nähdään, että kuten luvussa 4.2 ja kuvassa 3 esitettiin, on VFDT:n tarkkuus 

ollut kyseisellä aineistolla parempi. Alkuperäisestä aineistosta luodulla tietovirralla (ku-

vien 3 ja 6 alemmat kaaviot) saadut tulokset ovat melkeinpä samoja, sillä niissä esiintyy 

pientä eroa vasta neljännessä desimaalissa. Myös kuvien 3 ja 6 ylempien kaavioiden, 

joissa on siis esitetty kymmenen sekoitetun tietovirran ajon keskiarvo, tulokset ovat hyvin 

lähellä toisiaan. Ajallisesti kokeiden toisto on ollut huomattavasti hitaampaa verrattuna 

kuvassa 3 esitettyihin suoritusaikoihin. 

Loppujen toistettujen kokeiden tulokset on esitetty liitteessä B. 

5.4 Kokeiden laajennus 

Vertailua laajennettiin toistamalla kokeet satunnaisella aineistolla. Tämä satunnainen ai-

neisto generoitiin Python-skriptillä hyödyntäen Pythonin secrets-kirjaston tarjoamaa 

funktiota randbelow(n), jolle annettava parametri n määrää kokonaislukuvälin ylärajan, 

jolta satunnaisluku generoidaan. Secrets-kirjasto tarjoaa aidosti satunnaisia lukuja, joita 

voi käyttää esimerkiksi myös salaustarkoituksiin [15]. Generoidun aineiston data on ne-
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lidimensioista sisältäen kolme eri väleiltä olevaa numeroa ja yhden yhdeksän alkion lis-

tasta satunnaisesti indeksoidun maatunnuksen, kuten esimerkiksi ”FIN”. Yhteensä dataa 

generoitiin kaksi miljoonaa riviä. 

Koe ajettiin MOA-ympäristössä muiden tehtyjen kokeiden tapaan ja siinä vertailtiin niin 

ikään VFDT:n ja EFDT:n suoriutumista aineistosta luodun tietovirran kanssa. Saadut tu-

lokset on esitetty kuvassa 7. 

 

Kuva 7: VFDT:n ja EFDT:n vertailu satunnaisella nelidimensioisella aineistolla. 

Kuten kuvasta 7 voidaan nähdä, VFDT:n ja EFDT:n keskiarvotarkkuudet ovat hyvin lä-

hellä toisiaan ja ylipäätään lähellä tarkkuutta 50 %. Ero tarkkuudessa on hienoisesti 

VFDT:n puolella. Suoritusajallisesti VFDT suoriutui tehtävästä yli puolta nopeammin kuin 

EFDT. 
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6. YHTEENVETO 

Hoeffdingin puun (HT) pohjalta on julkaistu useita erilaisissa tilanteissa hyvin menestyviä 

päätöspuita. Luvussa 2 pohjustettiin massadataa, tiedonlouhintaa ja tietovirtoja, sekä 

käsiteltiin HT:n teoriaa. Tämän jälkeen tutustuttiin luvussa 3 tarkemmin näihin HT:stä 

jatkokehitettyihin päätöspuihin, kuten VFDT, CVFDT, HAT ja HATT. Seuraavana esitet-

tiin luvussa 4 Manapragedan, Webbin ja Salehin vuonna 2018 julkaisemat tulokset 

VFDT:n ja EFDT:n vertailusta eri aineistoilla [2]. Luku 5 taas esitti kokeet mahdollisim-

man tarkasti toistamalla saadut tulokset ja laajensi tuloksia satunnaisella aineistolla. 

Mahdollisia luvun 5 koetilanteisiin vaikuttaneita tekijöitä voivat olla esimerkiksi erot ai-

neistoissa, virtuaalikoneen vaikutus suoritusaikaan, erot ohjelmistoversioissa ja itse teh-

tyjen koodimuutosten erot alkuperäiseen ohjelmakoodiin. Aineistojen erojen suhteen on 

mahdollista, että aineistoja on päivitetty tai aineisto on kokonaan eri kuin alkuperäisessä 

kokeessa käytetty. Esimerkiksi verrattaessa Poker-aineistolla saatuja tuloksia liitteistä A 

ja B voidaan saatujen tarkkuuksien merkittävän erilaisuuden vuoksi pitää aineistojen 

eroa mahdollisena. 

Virtuaalikoneen käyttö on saattanut vaikuttaa suoritusaikaan, mutta kuten jo luvun 5.1 

lopussa todettiin, suoritusaikoja voidaan aiemmassa tutkimuksessa käytetyn laitteiston 

dokumentaation puutteen takia verrata näiden tutkimusten välillä ainoastaan suhteelli-

sesti. Koska ajettu Python-skripti vaikuttaa kuitenkin toimineen oikein ilman virheilmoi-

tuksia, voidaan ohjelmistoversioiden aiheuttamia eroja pitää pieninä. On tosin mahdol-

lista, että juuri ohjelmistoversioiden erot aiheuttivat tarpeen tehdyille koodimuutoksille. 

Näissä koodimuutoksissa on pieniä eroja alkuperäiseen ohjelmakoodiin esimerkiksi kes-

kiarvovirheen laskemisessa, mutta kuten suurin osa saaduista tuloksista osoittaa, näyt-

tää näiden erojen vaikutus jääneen pieneksi. 

Keinotekoisella datalla saadut lähes identtiset tulokset osoittavat luokittelijoiden (VFDT 

ja EFDT) toimineen samalla tavalla molemmissa kokeissa. Pienet erot reaalimaailman 

aineistoja käytettäessä etenkin kymmenen sekoitetun tietovirran ajon keskiarvotulok-

sissa selittyvät Unixin shuf-komennon toiminnalla. Yhteenvetona kokeiden toistosta voi-

daan kuitenkin luvussa 5 ja liitteessä B esitettyjen tulosten perusteella vahvistaa Ma-

napragadan, Webbin ja Salehin saamat tulokset. Voidaan myös vahvistaa tutkijoiden tu-

los VFDT:n EFDT:tä paremmasta tarkkuudesta fysiikan laajoilla simulaatioaineistoilla ja 

todeta heidän päätelmänsä EFDT:llä näillä aineistoilla tapahtuvasta ylisovittamisesta 

olevan täysin mahdollinen. 
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VFDT:n ja EFDT:n vertailua onnistuttiin myös laajentamaan satunnaisella aineistolla. 

Johtopäätöksenä tästä voidaan todeta saatujen tuloksien olevan järkeviä, sillä sekä 

VFDT:n että EFDT:n noin 50 %:n tarkkuus aineistosta luodulla tietovirralla osoittaa, että 

nämä päätöspuut eivät kykene luomaan kunnollista mallia ja niiden suorittama luokittelu 

menee sattumanvaraiseksi. 

Voidaan myös todentaa tutkijoiden johtopäätös siitä, että HATT (EFDT) on tehnyt mer-

kittävän eron tutkimuksen aikaisiin inkrementaalisen oppimisen standardeihin. Käytän-

nössä aiemmassa tutkimuksessa saadut ja nyt toistetut tulokset osoittavat, että HATT:n 

pääominaisuus, tiheä jakautuminen, on tarjonnut kokeissa käytetyillä aineistoilla erittäin 

hyvän suorituskyvyn. [2, s. 1961] 

 

 



18 
 

LÄHTEET 

[1] P.Domingos and G.Hulten, Mining high-speed data streams, In Proceedings of 
the sixth ACM SIGKDD International Conference on Knowledge Discovery and 
Data Mining, ACM, 2000, pp. 71–80.  

[2] C.Manapragada, G.I. Webb, and M.Salehi, Extremely Fast Decision Tree, In 
Proceedings of the 24th ACM SIGKDD International Conference on Knowledge 
Discovery and Data Mining, ACM, 2018, pp. 1953–1962. 

[3] G.Hulten, L.Spencer and P.Domingos, Mining time-changing data streams, In 
Proceedings of the seventh ACM SIGKDD International Conference on 
Knowledge Discovery and Data Mining, ACM, 2001. pp. 97–106. 

[4] A.Bifet, G.Holmes, R.Kirkby and B.Pfahringer, Massive Online Analysis, In Jour-
nal of Machine Learning Research 11, 2010, pp. 1601–1604. Saatavissa (vii-
tattu 04.02.2020): https://dl.acm.org/doi/abs/10.5555/1756006.1859903 

[5] A.Bifet A, J.Zhang, W.Fan, C.He, J.Zhang, J.Qian, G.Holmes, Extremely Fast 
Decision Tree Mining for Evolving Data Streams, In Proceedings of the 23rd 
ACM SIGKDD International Conference on Knowledge Discovery and Data Min-
ing, ACM, 2017, pp. 1733–1742. 

[6] M.Lichman, UCI Machine Learning Repository, 2013. Saatavissa (viitattu 
04.02.2020): http://archive.ics.uci.edu/ml 

[7] C.Manapragada, kdd2018-repository. Saatavissa (viitattu 04.02.2020): 
https://github.com/chaitanya-m/kdd2018 

[8] MOA Manual. Saatavissa (viitattu 09.02.2020): https://sourceforge.net/pro-
jects/moa-datastream/files/documentation/Manual.pdf  

[9] G.Paynter, L.Trigg, E.Frank and R.Kirkby, Attribute-Relation File Format 
(ARFF), Department of Computer Science of the University of Waikato, 2008. 
Saatavissa (viitattu 04.02.2020): https://www.cs.waikato.ac.nz/ml/weka/arff.html 

[10] P.Russom, Big data analytics, TDWI best practices report, fourth quarter, 2011, 
34 p. 

[11] W.Hoeffding, Probability inequalities for sums of bounded random variables, 
Journal of the American Statistical Association, Vol. 58, No. 301, Mar 1963, pp. 
13–30. 

[12] E.García-Martín, A.Bifet and N.Lavesson, Green Accelerated Hoeffding Tree. 
Submitted to: The 24th PacificAsia Conference on Knowledge Discovery and 
Data Mining, 2019, pp. 231–245. 

[13] A.Bifet and R.Gavaldà, Adaptive Parameter-free Learning from Evolving Data 
Streams, Universitat Politècnica De Catalunya, Departament De Llenguatges I 
Sistemes Informàtics, Universitat Politècnica De Catalunya, Larca - Laboratori 
D’Algorísmia Relacional CIA, 2009. 

https://dl.acm.org/doi/abs/10.5555/1756006.1859903
http://archive.ics.uci.edu/ml
https://github.com/chaitanya-m/kdd2018
https://sourceforge.net/projects/moa-datastream/files/documentation/Manual.pdf
https://sourceforge.net/projects/moa-datastream/files/documentation/Manual.pdf
https://www.cs.waikato.ac.nz/ml/weka/arff.html


19 
 

[14] J.Han, M.Kamber and J.Pei, Data mining: Concepts and Techniques, 3rd ed., 
Burlington, MA: Elsevier, 2012. 

[15] Python 3.7 dokumentaatio, secrets-kirjasto. Saatavissa (viitattu 27.04.2020): 
https://docs.python.org/3.7/library/secrets.html 

[16] R.J. Roiger, Data mining: A Tutorial-Based Primer, Second Edition, Boca Raton, 
Florida: CRC Press, 2017. 

[17] W.Szewczyk, Streaming data, Wiley Interdisciplinary Reviews: Computational 
Statistics, vol. 3, no. 1, John Wiley & Sons, Inc., Jan 2011, pp. 22–29. 

[18] Federal Standard 1037C. Saatavissa (viitattu 16.04.2020): https://glos-
sary.atis.org/glossary/data-stream/?char=D&page_number=10&sort=ASC 

 

https://docs.python.org/3.7/library/secrets.html
https://glossary.atis.org/glossary/data-stream/?char=D&page_number=10&sort=ASC
https://glossary.atis.org/glossary/data-stream/?char=D&page_number=10&sort=ASC


20 
 

LIITE A: TUTKIJOIDEN AIEMMIN SAAMAT 
TULOKSET 

Tässä liitteessä on esitetty tutkijoiden toteuttaman VFDT:n ja EFDT:n vertailun tulokset 

UCI-varastosta [6] saatavilla aineistoilla [2]. Keinotekoinen data on MOA:lla generoitua. 

 
VFDT, keinotekoinen data, 100 000 000 
instanssia 

 
Poker, 10 sekoitetun tietovirran kes-
kiarvo 

 
PAMAP2, 10 sekoitetun tietovirran 
keskiarvo 

 
WISDM, 10 sekoitetun tietovirran kes-
kiarvo 

 
Fonts, 10 sekoitetun tietovirran kes-
kiarvo 

 
Forest covertype, 10 sekoitetun tieto-
virran keskiarvo 

 

 
EFDT, keinotekoinen data, 100 000 000 
instanssia 

 
Poker, sekoittamaton 

 
PAMAP2, sekoittamaton 

 

 
WISDM, sekoittamaton 

 

 
Fonts, sekoittamaton 

 

 
Forest covertype, sekoittamaton 
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Gas sensor, 10 sekoitetun tietovirran 
keskiarvo 

 
Hepmass, 10 sekoitetun tietovirran 
keskiarvo 

 
Human Activity Recognition, 10 sekoi-
tetun tietovirran keskiarvo 

 
KDD intrusion, 10 sekoitetun tietovir-
ran keskiarvo 

 
SUSY, 10 sekoitetun tietovirran kes-
kiarvo 

 
 
 
 
 
 
 
 

 

 
Gas sensor, sekoittamaton 

 

 
Hepmass, sekoittamaton 

 

 
Human Activity Recognition, sekoitta-
maton 

 
KDD intrusion, sekoittamaton 

 

 
SUSY, sekoittamaton 
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LIITE B: TOISTAMALLA SAADUT TULOKSET 

Tämä liite esittää loput tutkijoiden VFDT:n ja EFDT:n vertailun kokeet toistamalla saa-

duista tuloksista. Aineistoina ovat olleet MOA:lla generoitu keinotekoinen data sekä UCI-

varastosta [6] saatavat aineistot. 

 

 
VFDT, keinotekoinen data, 100 000 000 
instanssia 

 
Poker, 10 sekoitetun tietovirran kes-
kiarvo 

 
PAMAP2, 10 sekoitetun tietovirran 
keskiarvo 

 
WISDM, 10 sekoitetun tietovirran kes-
kiarvo 

 
Forest covertype, 10 sekoitetun tieto-
virran keskiarvo 

 
EFDT, keinotekoinen data, 100 000 000 
instanssia 

 
Poker, sekoittamaton 

 

 
PAMAP2, sekoittamaton 

 

 
WISDM sekoittamaton 

 

 
Forest covertype, sekoittamaton 
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Hepmass, 10 sekoitetun tietovirran 
keskiarvo 

 
KDD, 10 sekoitetun tietovirran kes-
kiarvo 

 
SUSY, 10 sekoitetun tietovirran kes-
kiarvo 

 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 

 

 
Hepmass, sekoittamaton 

 

 
KDD, sekoittamaton 

 

 
SUSY, sekoittamaton 
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LIITE C: TULOSDATAA KÄSITTELEVÄ PYTHON-
OHJELMAKOODI 

 

Liitteessä on esitetty kokeiden toistossa käytetty, alkuperäisen ohjelmakoodiin [7] tukeu-

tuen kirjoitettu tulosdatan käsittelyn kuvaajan piirtoa varten tekevä Python-ohjelmakoodi, 

jota on käytetty osana tiedostoa efdtexp.py. Tulostiedostoissa on 1000 instanssin välein 

mittausarvoja, ja pienten aineistojen tulostiedostoissa niitä voi olla tiheämminkin. Ideana 

ohjelmakoodissa on yhdistää tulostiedostot, laskea sarakkeen ’classifications correct 

(percent)’ keskiarvo jokaisessa mittauskohdassa, muokata tämä tarkkuus käänteisar-

vokseen ’error’ ja antaa yhdistetty tulosdata parametrina kuvaajan piirtävälle funktiolle. 
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###++++++++++++++++ Own solution for plotting 
     
    error_df = pd.DataFrame([]) 
    folder_ctr = -1 
    for folder in output_dirs: 
      folder_ctr += 1 
      files = [os.path.join(folder, f) 
               for f in os.listdir(folder) 
               if os.path.isfile(os.path.join(folder, f))] 
      dataframes = [] 
      for this_file in files: 
        # Read files 
        dataframes.append(pd.read_csv(this_file, 
                                      index_col=False, 
                                      header=0, 
                                      skiprows=0)) 
 
      sum_df = pd.concat(dataframes) 
      # Sort by 'learning evaluation instances' 
      sum_df = sum_df.sort_values(by=[mcv.INDEX_COL]) 
 
      # Remove instance rows where instance is not divisible 
      # by 1000 
      # Don't use this for small dataframes (there aren't 
      # enough rows) 
      sum_df.drop(index=sum_df[ 
          sum_df[mcv.INDEX_COL] % 1000 != 0].index, 
                  inplace=True) 
      sum_df = sum_df.reset_index(drop=True) 
 
      # Calculate CPU-time 
      cpu_time = sum_df['evaluation time (cpu seconds)'].iloc[ 
          sum_df.shape[0] - 1] 
 
      # Group by 'learning evaluation instances' and calculate 
      # mean for every 'learning evaluation instances'. 
      sum_df = sum_df.groupby(mcv.INDEX_COL) \ 
          .agg({'classifications correct (percent)': 'mean'}) \ 
          .reset_index() 
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Tulosdataa käsittelevä Python-ohjelmakoodi, kdd2018-varaston [7] ohjelmakoodiin 
pohjautuen, ja niin ikään GNU General Public License v3.0:n alla. Rivit täytyi katkaista 
64 merkkiin selvemmän esitystyylin vuoksi. ”pd” tarkoittaa pandas-kirjastoa. 
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      # Create column for error 
      sum_df['error'] = (100.0 - sum_df[ 
          'classifications correct (percent)']) / 100.0 
      # Get average error 
      average_error = sum_df['error'].sum() / sum_df.shape[0] 
 
      legend_str = '' 
      if folder_ctr == 0: 
        legend_str = 'VFDT' 
      else: 
        legend_str = 'EFDT' 
 
      # Rename the column for plotting 
      error_df[legend_str + ": | T: " + ("%.2f" % cpu_time) + 
               's | ' + " E:" + ("%.4f" % average_error) 
               + ' |'] = \ 
        sum_df['error'] 
 
    # Divide by the measurement frequency 
    error_df[mcv.INDEX_COL] = sum_df[mcv.INDEX_COL] / 1000 
    error_df = error_df.set_index(mcv.INDEX_COL) 
    error_df.to_csv(mcv.OUTPUT_DIR + "/" + mcv.OUTPUT_PREFIX + 
                    "Sum.csv") 
    # Plot the figure 
    se.Plot.plot_df(error_df, "Error", mcv.FIG_DIR + "/" + 
                    str(exp_no).zfill(3), None) 
 
###+++++++++++++++++ 

 


