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WLAN fingerprinting -pohjainen laitepaikannus on WLAN-tukiasemien RSS-arvoja
hybédyntamiseen perustuva paikannusmenetelma. Menetelma jakautuu opetus- ja
paikannusvaiheeseen. Opetusvaiheessa kohdeymparistosta kerataan sormenjalkia. Sormenjalki
on tieto, jossa fyysiseen sijaintiin liitetddn kyseisessa pisteessa kuultavista WLAN-tukiasemista
saatavat RSS-arvot. Kun kohdeymparistosta on keratty tietokantaan riittavasti tallaisia
sormenjalkia, laite voidaan algoritmin avulla paikantaa. Tama algoritmi hybddyntaa
oppimisvaiheen tietokantaa seka kayttajan laitteen kuulemia RSS-arvoja.

Tassa ty0ssa esitelldaan WLAN fingerprinting -menetelman teoria ja siina kaytettavia
algoritmeja. Tyéhon kuuluu myds mittaukset, joissa WLAN fingerprinting -menetelmaa testattiin
kaytannéssa Tampereen yliopiston Tietotalossa. Tietotalossa kerattin 292 sormenjalkea ja
paikannusta mallinnettin MATLAB:ssa.
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WLAN fingerprinting based device positioning is a method for positioning a device using WLAN
access points. It is possible to measure RSS from WLAN access points. WLAN fingerprinting
based device positioning is using this RSS measurements and algorithms to position the device.
The method consists of two different phases. The first phase is called learning phase. In this
phase the fingerprints are collected. One fingerprint consists of physical location and the RSS
measurements of heard WLAN access points. The second phase is called user location phase.
After enough fingerprints are collected in the first phase the device is possible to locate using the
database of fingerprints and algorithms.

In this thesis we explain the theory behind WLAN fingerprinting based device positioning. We
also introduce some of the algorithms used in this method. Studying this method in practice was
also a part of this study. 292 fingerprints were collected in Tampere University’s Tietotalo. Using
this database location phase was modeled in MATLAB.
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LYHENTEET JA MERKINNAT

dBm desibelimilliwatti

GNSS engl. Global Navigation Satellite System
GPS engl. Global Position System

JSON engl. JavaScript Object Notation

KNN engl. K-Nearest Neighbor

MAC engl. Media Access Control

MATLAB engl. Matrix Laboratory

NN engl. Nearest Neighbor

RSS engl. Received Signal Strength

WKNN engl. Weighted K-Nearest Neighbor

WLAN engl. Wireless Local Area Network



1. JOHDANTO

Sisatiloissa toimiviksi tarkoitetuille paikannusjarjestelmille on kasvava tarve.
Paikkatiedon avulla voidaan tarjota erilaisia palveluita esimerkiksi museoissa,
ostoskeskuksissa ja sairaaloissa. Paikallinen markkinointi on yksi kayttokohde. Suurissa

rakennuksissa kuten ostoskeskuksissa voi olla myos tarve reittiopastukseen. [1]

Satelliittipaikannusjarjestelmat kuten GPS (Global Positioning System) toimivat hyvalla
tarkkuudella ulkotiloissa. Sisatiloissa satelliittipaikannus ei kuitenkaan toimi niin hyvin
signaalin ollessa heikko erilaisten fyysisten rakenteiden vuoksi. Kaupungeissa signaali
voi my0s heijastua rakenteista, mika huonontaa paikannustarkkuutta. GPS voi siis olla
liian epatarkka tai virheellinen joihinkin kayttotarkoituksiin sisatiloissa. Toisaalta GPS voi
olla joissain kayttotarkoituksissa liian tarkka ja energiatehokkuudeltaan huono ratkaisu.
Esimerkiksi paikalliseen markkinointin GPS on turhan tarkka ja huono
energiatehokkuudeltaan. On siis syntynyt tarve vaihtoehtoisille paikannusjarjestelmille,
jotka toimivat hyvalla tarkkuudella sisatiloissa ja ovat energiatehokkaampia kuin GPS ja

muut satelliittipaikannusjarjestelmat. [2, 3]

Uusia paikannusjarjestelmid suunnitellessa myods kustannustehokkuus on tarkeaa.
Suunnittelussa  pyritdan  ottamaan  huomioon  paikannustarkkuuden lisaksi
aloituskustannukset ja yllapitokustannukset. Lisaksi energiatehokkuus on tarkeaa
erityisesti mobiililaitteissa. Kustannuksien minimoimiseksi on pyritty hydédyntamaan jo
olemassa olevaa infrastruktuuria ja tekniikkaa. Yksi tallainen vaihtoehto on hyédyntaa
rakennuksissa jo olevia WLAN-tukiasemia (Wireless Local Area Network). Monet
paikannusjarjestelmat hyédyntavat WLAN-signaalin RSS (Received Signal Strength)
tietoa. RSS:n avulla voidaan selvittaa, kuinka vahva WLAN-signaali on eri sijainneissa.
Tata tietoa voi hyddyntaa usealla eri tavalla selvittdessa kayttajan tai laitteen sijaintia.
RSS-tieto on myo6s helposti saatavissa WLAN-verkosta, joten sitd on helppo hyddyntaa.
[2, 4]

Koneoppimisen ja syvaoppimisen suosion kasvamisen myo6td myos sisatilapaikannus
voi olla yksi sovelluskohde, jossa voidaan hyddyntdd koneoppimista. Syvaoppimista

onkin jo kokeiltu kayttajan sijainnin arvioimiseen. [5]



Yksi paikannusjarjestelma ei voi olla paras jokaisessa tilanteessa. Siksi tarvitaan
useampia paikannusjarjestelmia, joita voi kayttaa erilaisissa tilanteissa. Tassa tydssa
keskitytdan WLAN fingerprinting -pohjaiseen laitepaikannukseen. Toisessa luvussa
kasitelldan WLAN fingerprinting -menetelman teoriaa ja siind kaytettavia algoritmeja.
Kolmannessa luvussa kasitellaan tdman tydon osana olevat mittaukset seka niiden

tulokset. Neljannessa luvussa on virhearvio. Yhteenveto on luvussa viisi.



2. WLAN FINGERPRINTING -MENETELMA

Tassa luvussa esitellddn WLAN fingerprinting -menetelmaan liittyvaa teoriaa.
Ensimmaisena esitelldadn menetelman kaytéssa tarvittavat lahtokohdat ja suureet.
Taman jalkeen esitellddn menetelman kayttamiseen liittyvat oppimis- ja paikannusvaihe.
Luvussa 2.2 esitelldan tarkemmin paikannusvaiheessa kaytettavia algoritmeja, joiden

avulla laite lopulta paikannetaan.

2.1 Oppimis- ja paikannusvaihe

WLAN fingerprinting -menetelman avulla on mahdollista paikantaa kayttdjan laite
kayttden hyvaksi WLAN-tukiasemia ja niistd saatavia RSS-arvoja. Menetelmassa
voidaan kayttaa rakennuksissa jo olevia tukiasemia, eikd menetelman kayttaminen vaadi
uusien laitteiden asentamista. Kayttajan laitteen mittaamia arvoja vertaillaan
tietokannassa oleviin sormenjalkiin (engl. fingerprint). Tavoitteena on 10ytada sormenjalki,
jonka RSS-arvot ovat mahdollisimman lahelld kayttajan laitteen mittaamia RSS-arvoja.
Arvio kayttgjan sijainnista saadaan kayttamalla yhden tai useamman téllaisen
sormenjaljen koordinaatteja. Sormenjaljella tarkoitetaan tietoa, jossa on yhdistettyna
tiedossa olevat sijainnin koordinaatit ja tdssa sijainnissa mitatut RSS-arvot. Nama

sormenijaljet keratdan menetelman oppimisvaiheessa.

RSS-arvojen kayttdmisessd on monia hyvia puolia. RSS on yksi tarkeimmista
tietolikennetekniikassa  kaytettavistd suureista. Se on tarkedssd osassa
tietoliikennetekniikassa, ja sita monitoroidaan jatkuvasti useissa
tietoliikennejarjestelmissa. RSS-arvojen mittaukset ovat siis tarkeitda, ja on erittain
todennakaista, ettd niitd tullaan kayttamaan myos tulevaisuudessa. Tastakin syysta
RSS-arvojen kayttaminen on jarkevaa WLAN fingerprinting -menetelmassa. RSS-arvot
ovat siis laajalti saatavilla ja tulevat olemaan saatavissa tulevaisuudessakin. RSS-arvot

ovat myos helposti saatavilla useimmissa kayttojarjestelmissa. [2, 6]

WLAN fingerprinting -menetelma jakautuu kahteen vaiheeseen: oppimisvaiheeseen ja
paikannusvaiheeseen.  Oppimisvaiheessa keratdan dataa eli sormenjalkia
kohdealueesta. Paikannusvaiheessa kayttajan laite paikannetaan kayttaen hyvaksi
aikaisemmin kerattyd oppimisdataa. Kuvassa 1 on kuvattu fingerprinting-menetelman
kahta vaihetta. Kuvan 1 osassa a on kuvattuna oppimisvaihe ja osassa b

paikannusvaihe. Kayttajan laitteen mittaamia RSS-arvoja vertaillaan tietokannassa



olevaan dataan ja maaritetdan kayttajan sijainti. [2] Kayttajan sijainnin maarittelemiseen
voidaan kayttaa useita erilaisia algoritmeja. Naita erilaisia algoritmeja kasitellaan luvussa

2.2 tarkemmin.
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Kuva 1. Fingerprinting-menetelmén kaksi vaihetta [7].

Jotta kayttaja voisi paikantaa laitteensa kayttaen fingerprinting-menetelmaa, taytyy olla
olemassa tietokanta, jossa on sormenjalkia. Oppimisvaiheessa kerataan tietokantaan
dataa kohdealueesta. Jokaisesta pisteesta kerataan ainakin sen koordinaatit ja
pisteessa kuultavien WLAN-tukiasemien RSS-arvot. Termi télle tiedolle on sormenjalki.
Oppimisvaiheen jalkeen tietokanta koostuu sormenjaljistd, joissa on koordinaattien
lisdksi RSS-arvot yhdesta tai useammasta WLAN-tukiasemasta. Yhdesta tukiasemasta
voi olla yksi tai useampi RSS-arvo riippuen siitd, kuinka monta tukiasemaa kyseisessa
pisteessa kuuluu. Lisaksi yhdesta tukiasemasta voidaan saada mitatuksi useampi kuin
yksi RSS-arvo, jos tukiasemassa on monta antennia. Kuvassa 2 on kaksi esimerkkia
sormenjalkiruudukoista. Ensimmaisessa esimerkissa sormenjalkien valinen etaisyys on
viisi metrid ja toisessa yhden metrin. Paikannusvaiheessa saatava paikannuksen
tarkkuus riippuu suuresti siitd, miten oppimisvaihe on suoritettu. Jotta paikannus olisi
mahdollisimman tarkka, taytyy sormenjalkia keratd mahdollisimman laagjalti ja

mahdollisimman tiheasti.



(=]
=
1

e
=
T

0 20 40 60 80 100 120 140 160
x [m]

Kuva 2. Kaksi eri sormenjélkiruudukkoa Tampereen yliopiston Tietotalosta [2].

Tarvittavien sormenjalkien maara riippuu valittavasta etaisyydesta sormenjalkien valilla.
Jokaiseen sormenjalkeen liittyy koordinaatti, joka kayttajan taytyy itse maarittaa
karttapohjalla. Koordinaatit jokaiselle sormenjaljelle taytyy maaritella kasin, koska
sisatiloissa GNSS-pohjainen paikannus ei ole riittavan tarkka. [2, 8] Tasta syysta
oppimisvaiheessa voi tulla inhimillisia virheitd, jotka vaikuttavat paikannusvaiheessa

tarkkuuteen.

Oppimisvaiheessa seka paikannusvaiheessa mitattavat RSS-arvot ovat herkkia
ympariston muutoksille. Arvot muuttuvat, kun ymparistdssa tapahtuu muutoksia.
Tallaisia muutoksia voi olla vaikkapa oven asennon muuttuminen tai huonekalujen
jarjestyksen vaihtuminen. Jo se, mihin suuntaan kayttaja seisoo, vaikuttaa RSS-arvoon
[9]. Muutokset fyysisessa ymparistdssa vaikuttavat siis suuresti RSS-arvoihin.
Oppimisdata ei siis valttamattad ole pitkdan ajan tasalla. Tietokantaan kerattavan
oppimisdatan kerdaminen ja paivittdminen ovat siis aikaa vaativaa. Siksi yhtena
vaihtoehtona oppimisvaiheen toteuttamiseen on joukkouttaminen. Joukkouttamisessa

vapaaehtoiset ihmiset keraavat sormenjaljet.



2.2 Algoritmit

Kayttajan sijainti voidaan maarittda usealla eri algoritmilla. Kaikissa ndissa on kuitenkin
sama perusperiaate. Kayttajan mittaamia RSS-arvoja vertaillaan tietokannassa olevaan
oppimisdataan. Kayttajan sijainti maaritellddn kayttden yhden tai useamman parhaiten
sopivan sormenjaljen koordinaatteja. WLAN fingerprinting -pohjainen paikannus onkin
siis pohjimmiltaan luokitteluongelma, jossa kayttajan mittaamat arvot yritetaan luokitella

oikeaan sormenjalkeen. [2]

Fingerprinting-menetelmassa kaytettavat algoritmit voidaan jakaa kahteen kategoriaan,
deterministisiin  ja todennakdisyyteen perustuviin  menetelmiin. Deterministisissa
menetelmassa kayttajan sijainnin ei ajatella olevan satunnainen, kun taas
todennakodisyyteen perustuvissa menetelmissa sen ajatellaan olevan satunnainen
muuttuja, jolla on todennakdisyysjakauma. Deterministisilla menetelmilla kayttajan
sijainnille saadaan arvio, kun taas todennakoisyyteen perustuvilla menetelmilla saadaan

my0s todennakoisyys sille, etta kayttaja on kyseisessa sijainnissa. [2, 10, 11]

Deterministisissda menetelmissa lasketaan ennalta maaratty funktio jokaisessa
sormenjéliessa. Yleisesti kaytetty funktio on Euklidinen etaisyys ||.||? kayttajan
mittaamien arvojen ja sormenjalkien arvojen valilla. Taman jalkeen valitaan sopivin
koordinaatti kayttden yhta tai useampaa sormenjalkea. Yleisesti kaytettyja determinis-
tisia menetelmia ovat Nearest Neighbor (NN), K-Nearest Neighbor (KNN) ja Weighted
K-Nearest Neighbor (WKNN). [1, 2, 7]

Determinististd menetelmistd NN on yksinkertaisin. Siind lasketaan kayttajan mittaamien
signaalien ja tietokannassa olevien signaalien voimakkuuksien etaisyys kaikissa
sormenjéljissa Euklidisista etaisyytta ||.||> kayttden. Esimerkiksi kolmen kuullun WLAN-
tukiaseman tapauksessa kayttajan mittaamien arvojen [rss1, rss2, rss3] ja sormenjaljen
arvojen [RSS1, RSS2, RSS3] erotus olisi

d_ \((rss1 — RSS1)2 + (rss2 — RSS2)%) + (rss3 — RSS3)?-

Sormenijalki, jolle tdma etaisyys d on lyhyin, on arvioitu kayttajan sijainti. KNN menetelma
on muuten sama kuin NN, mutta siind otetaan huomioon k kappaletta sormenjalkia,

joiden signaalien voimakkuuksien etaisyydet ovat pienimmat. Naista k kappaleesta



sormenijalkien koordinaateista lasketaan keskiarvo. Saatu keskiarvo on kayttajan sijainti.
WKNN-menetelmassa naitd sormenjalkia viela painotetaan eri kertoimilla. Yksi tapa on

painottaa kayttamalla etaisyyden laskemiseen kaytetyn funktion kaanteisfunktiota. [1, 2]

Yleisesti KNN:aa ja WKNN:aa kaytettdessa voidaan saada tarkempia tuloksia, kuin
yksinkertaisempaa NN:aa kaytettdessa. Jos kuitenkin sormenjalkien valinen etaisyys on
tarpeeksi pieni, NN voi suoriutua paremmin kuin monimutkaisemmat algoritmit. [2]
Kayttamalla K:n arvoja 3 ja 4 saadaan parhaita tuloksia. Kaksi 1ahintd naapuria ei siis
ritd hyvan tarkkuuden saamiseksi, koska osa hyddyllisesta informaatiosta jatetaan
huomioimatta. Jos taas kaytetaan yli neljaa 1ahintd naapuria, tarkkuus pienenee, koska

osa naapureista on liian kaukana todellisesta sijainnista. [9]

Bayesin metodi on yksi todennakdisyyteen perustuva algoritmi, jolla voidaan maarittaa

kayttajan sijainti. Bayesin saanté on

p(5t|ht) = p(hls)p(sy) * N

missa s: on sijainti hetkelld t, h: on havainto hetkelld ¢ (hetkelliset RSS arvot). N on
normalisointitekija, joka varmistaa, ettd todenndkodisyyksien summa on 1.
Todennakoisyys kayttdjan olemiselle sijainnissa s havainnolla h on yhtad suuri
todennakdisyys havainnon h tekemiselle sijainnissa s ja todennakdisyys olla ylipaataan
sijainnissa /. Paikannusvaiheessa tama ehdollinen todenndkoisyys lasketaan kaikille
sormenijaljille. Kaikista todennakoisimman sormenjaljen sijainti on kayttajan arvioitu

sijainti.



3. MITTAUKSET

Tassa tyossa tehtyjen mittauksien tarkoituksena oli tutustua WLAN fingerprinting -
menetelmaan kaytanndssa. Mittauksissa kerattiin sormenjalkia Tampereen yliopiston
Tietotalosta. Mittaukset suoritettin 2.10.—20.10.2017. Naiden sormenjalkien avulla
tehtiin MATLAB:ssa erilaisia mittauksia. Oppimisvaihe, paikannusvaihe seka virhearvio

esitelldadn seuraavissa kappaleissa.
3.1 Oppimisvaihe

Mittauksissa kaytettava data kerattin puhelimella kayttamalla TTY:n opiskelijoiden
kehittamaa sovellusta, jonka minulle toimitti Simona Lohan. Mittaukset tehtiin TTY:n
Tietotalossa. Data kerattiin ympari Tietotaloa eri kerroksissa. Painamalla nappia sovellus
tallensi tiedon siina sijainnissa kuultavista WLAN-tukiasemista ja niiden RSS-arvoista.
Taman jalkeen kayttaja valitsi sovelluksen kartalta oikean kerroksen ja oman sijaintinsa
tassa kerroksessa. Tama kayttajan sijainti tallennettiin yhdessd RSS-arvojen kanssa.
Sormenjalkeen liitettiin vield paivamaara ja kayttajan laitteen mallin nimi. Taman jalkeen

sovellus lahetti sormenjaljen palvelimelle.

Kun kaikki mittaukset oli suoritettu, sormenjaljet ladattiin palvelimelta JSON-tiedostona.
Tama JSON-tiedosto parsittin MATLAB:ssa, jotta sitd voisi kasitelld. Palvelimelta
ladatussa tiedosto sisalsi myds muiden henkildiden tekemid mittauksia. Jokaiseen
sormenjalkeen liitetyn laitteen mallin avulla suodatettiin muut kuin tdman tyon tekijan
mittaamat sormenjaljet pois. Kuvassa 3 nakyvat ndma mitatut sormenjaljet. Mittapisteita

on tassa yhteensa 292 kappaletta.



O Sormenjalki

Kuva 3. Mitatut sormenjéljet Tampereen yliopiston Tietotalossa.

Suurin osa mittapisteista sijaitsevat ensimmaisessa ja toisessa kerroksessa. Kaikkiin
kaytaviin ei ollut paasya, joten naistd kaytavistd ei ole mittapisteitd. Tutkimuksen
kannalta olisi ollut parempi, jos mittapisteitad olisi tasaisemmin eri kerroksista seka eri
kaytavilta ja huoneista. Talldin paikannustarkkuus olisi mahdollisesti parempi. Nyt suurin
osa mittapisteista on samasta tilasta ja useimpien eri mittapisteiden valissa ei ole seinia
tai muita esteitd. Kuvassa 4 on mittapisteiden jakauma eri kerroksittain. Jokaisen
mittapisteen ja kolmen lahimman naapurin sijainnin keskiarvon valinen etaisyys oli

keskimaarin 1,9 metria.
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Kuva 4. Mittapisteiden jakauma kerroksittain.

3.2 Paikannusvaihe

Tietokannassa oli 599 kappaletta uniikkeja MAC-osoitteita. WLAN-tukiasemia oli
todellisuudessa vahemman, koska yhdellda WLAN-tukiasemalla voi olla useampi MAC-
osoite. MAC-osoitteita, jotka kuultiin vain alle kymmenessa mittapisteessa, oli 195
kappaletta. Nama 195 MAC-osoitetta saattavat olla esimerkiksi matkapuhelimien omia

WLAN-tukiasemia tai viereisten rakennusten sisalla olevia WLAN-tukiasemia.

Yhdessa sormenjaljessa kuultiin keskimaarin 71 MAC-osoitetta. Yksi MAC-osoite kuultiin
keskimaarin 36:ssa sormenjaljessa. WLAN-tukiasemien keskimaarainen RSS-arvo oli -

74.7 dBm. Kuvassa 5 nakyy WLAN-tukiasemista saatujen RSS-arvojen jakauma.
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Kuva 5. WLAN-tukiasemista saatu keskiméarainen RSS-arvo.

Mittauksissa kaytettavat 292 sormenjalkea jaettiin kahteen osaan satunnaisesti tietyn
prosentin mukaan. Kayttdmalla osaa sormenjaljistd muodostettin  oppimisdata.
Kayttamalla tatd oppimisdataa, loppujen sormenjalkien avulla testattiin paikannusta ja
sen tarkkuutta. Oppimisdatan maaraa vaihdeltin ja testattin sen vaikutusta
paikannustarkkuuteen. Kuvassa 6 on esimerkki paikannuksesta, kun 292 sormenjalkea

oli jaettu puoliksi oppimisdataan ja paikannusdataan.
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Kuva 6. Esimerkki paikannuksesta, kun oppimisdataa on 50%.

Paikannustarkkuutta mitatessa paikannusdatassa olevista sormenjaljista tarkasteltiin
vain niiden RSS-arvoja ikdan kuin niiden oikeaa sijaintia ei tiedettaisi. Bayesin metodiin
perustuvalla algoritmilla laskettin todennakdisyys paikannusdatassa olevalle
sormenijaljelle jokaisessa oppimisdatan sormenjaljessa. Taman jalkeen kaytettiin 3NN:n
menetelmaa eli naista oppimisdatan sormenjaljista valittin 3 sormenjalked, joilla oli
suurin todennakoisyys. Naiden 3 sormenjaljen koordinaateista laskettiin keskiarvo, joka
oli lopullinen arvio kayttajan sijainnista. Taman jalkeen laskettiin erotus algoritmin

laskeneen sijainnin ja todellisen sijainnin valilla.

Tallaisista paikannustarkkuuden mittauksista piirrettiin kartalle kuusi esimerkkia, joissa
nakyy algoritmin laskema arvio sekad todellinen sijainti. Kuvissa 6, 7 ja 8 on naita
esimerkkeja. Todellinen sijainti on merkitty ympyralld ja arvio salmiakkikuviolla.
Samanvariset kuviot ovat pareja keskenaan. Kuvassa 7 oppimisdataa on 5 % ja kuvassa

8 oppimisdataa on 95 % kaikista sormenjaljista.
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Kuva 7. Esimerkki paikannuksesta, kun oppimisdataa on 5%.

Algoritmi kayttda arvioon 3 sormenjalkea, joille todennakdisyys on suurin. Tasta syysta
osa paikannusarviosta on kerroksien valissa. Esimerkiksi kuvassa 7 keltainen ja sininen
arvio ovat kerrosten valissa. Vertailemalla kuvaa 7 ja 8 huomaa eron
paikannustarkkuudessa, kun oppimisdatan maarad kasvatetaan. Paikannustarkkuus

kasvaa, kun oppimisdatan maaraa kasvatetaan.

Todellinen
Arvia

07

Kuva 8. Esimerkki paikannuksesta, kun oppimisdataa on 95%.
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Seuraavaksi  tutkittin  tarkemmin, kuinka oppimisdatan maara vaikuttaa
paikannustarkkuuteen.  Tatd  tutkittin  oppimisdatan  prosenttiosuuksilla 2
prosenttiyksikosta 98 prosenttiyksikkdon. Kun sormenjaljet oli jaettu oppimisdataan ja
paikannusdataan, kaikille paikannusdatan sormenijaljille laskettiin algoritmilla sijainti-
arvio. Taman avulla laskettiin virhe sijainti-arvion ja todellisen sijainnin valilla. Sen
jalkeen laskettiin keskiarvo kaikkien tapauksien virheista. Tama toistettiin 50 kertaa ja
naista keskiarvoista laskettiin yksi keskiarvo talle prosenttiyksikélle. Toistoja tehtiin 50
kertaa, jotta satunnaisuutta olisi vahemman. Tama toistettiin kaikille prosenteille.
Tulokset ovat nahtavissa kuvassa 9. Kuvasta nakee, ettd keskivirhe pienenee
voimakkaasti, kun oppimisdatan osuus kasvaa 2 prosentista noin 20 prosenttiin. Kun
oppimisdatan osuus on 2 prosenttia, keskivirhe on yli 25 metria. Kun oppimisdatan osuus
on yli 50 prosenttia, keskivirhe on alle 10 metria. Keskivirhe ei kuitenkaan laske alle

viiden metrin, vaikka oppimisdatan osuus olisi yli 90 prosenttia.

18 T T T T T T T T

17

16 | -

14 \ ]

13 ¢ 1

Keskivirhe [m]

10 -

0 10 20 30 40 50 60 70 80 g0 100
Oppimisdata[%]

Kuva 9. Keskivirhe sijaintiarvion ja todellisen sijainnin vélilla.
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Tasta selviaa, etta Tietotalon kokoisessa rakennuksessa sormenjalkia pitaa kerata noin
150 kappaletta, jotta keskivirhe paikannuksessa olisi alle 10 metria. Tahan tietysti
vaikuttaa myds se, kuinka tasaisesti sormenjaljet on keratty. Tassa tutkimuksessa
sormenijaljet sijaitsivat keskimaarin 2 metrin etaisyydella toisistaan. Paikannuksessa
arvioidun kerroksen oikeuden todennakdisyytta tutkittin samalla tavalla, kuin
keskivirhettd. Tama oikean kerroksen todennakdisyys oppimisdatan osuuteen nahden

on esilla kuvassa 10.

1':”:' T T T T T T T T T

95 1
80 .
35 i ' _.__,-' e e |
.___/"v"FJ

80 - W 4

751 -

70 b A i

Todenakaisyys [ %]
%
X

65 { T

60 1

55 i i i i i 1 i i i
0 10 20 30 40 50 60 70 80 90 100

Oppimisdata[®]
Kuva 10. Oikean kerroksen todennakoisyys.

Keskivirhe ja oikean kerroksen todennakdisyys muuttuvat samalla tapaa oppimisdatan
maaran kasvaessa. Kun oppimisdatan maara kasvaa, keskivirhe pienenee ja oikean
kerroksen todennakdisyys kasvaa. Jos oppimisdatan osuus on 2 prosenttia, algoritmi
arvioi kerroksen oikeaksi vain 50 prosentin todenndkdisyydelld. Vaikka oppimisdatan
osuus olisi yli 90 prosenttia, oikea kerros arvioidaan kuitenkin alle 90 prosentin

todennakdisyydella.
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4. VIRHEARVIO

Paikannuksen tarkkuuteen vaikuttaa moni tekija. Oppimisvaiheen toteutus vaikuttaa
suuresti paikannusvaiheessa saavutettavaan tarkkuuteen. Suurin vaikuttava tekija on
paikannusvaiheessa kerattavien sormenjalkien maara suhteutettuna kohdeymparistdon
pinta-alaan. Tassd tydssa tehdyssa tutkimuksessa huomattiin, ettd alle 10 metrin
paikannustarkkuuteen keskimaarin paastdan, kun oppimisdataa on noin 150
sormenjalked. Pienempdan paikannustarkkuuden virheeseen paastaisiin, jos

sormenjalkia kerattaisiin enemman seké tasaisemmin kuin tassa tyossa tehtiin.

Myds tapa, jolla sormenjaljet keratdan, vaikuttaa paikannustarkkuuteen. Koska
sormenjalkeen liitettdvaa todellista sijaintia ei voi maarittaa satelliittipaikannuksen avulla
riittdvalla tarkkuudella, pitdd sijainti maarittdd muulla keinoin. Tassa tydssa olevassa
tutkimuksessa sormenjaljen todellinen sijainti maaritettiin itse. Tama tapahtui puhelimen
naytolla olevalle karttapohjalle merkitsemalla. Taman vaiheen suorittamisessa voi
tapahtua inhimillisia virheita, jotka vaikuttavat heti paikannustarkkuuteen. Myos
ympariston muutokset voivat vaikuttaa paikannustarkkuuteen. Jos oppimisdata on
kerdamisen ja paikannuksen valissa rakennuksessa on esimerkiksi purettu tai
rakennettu seinia, se vaikuttaa paikannustarkkuuteen. WLAN-tukiasemien fyysisen
sijainnin muuttuminen vaikuttaa myds paikannustarkkuuteen, jos fyysinen sijainti

muuttuu paljon.

Luvussa 3.2 esitellyista tutkimustuloksista selviaa, etta paikannustarkkuus paranee
vahemman, mitd enemman datasta kaytetdan oppimisdataan. Kun oppimisdataa
kaytetdan 75%:n sijasta 95%, paikannustarkkuus paranee vain muutamalla metrilla.
Tama on ndhtavissa kuvassa 9. Sama trendi on huomattavissa myds oikean kerroksen
todennakdisyydessa kuvassa 10. Niinpa on mahdollista, ettd vaaran kerroksen arvio
huonontaa sijainnin kokonaistarkkuutta metreissa huomattavasti, koska kerrosten vali on

3.7 metria.

Tasta syysta tutkittiin erikseen paikannustarkkuutta 2D -tasossa eli oikeasta sijainnista
seka algoritmin antamasta arviosta sijainnille otettiin huomioon vain x ja y -koordinaatit.
Tata keskimaaraista 2D-virhettd verrattiin 3D virheeseen. Kuvassa 11 on nahtavissa

tama tulos.
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Kuva 11:  Keskivirhe per oppimisdataprosentti 3D- ja 2D-tasossa.

Kuvassa 11 sininen vari esittaa keskivirhetta 3D-tasossa ja punainen vari 2D-tasossa.
Tasta kuvasta nakee oikean kerroksen arvioinnissa tapahtuva mahdollinen virhe ei
vaikuta lopulliseen virheeseen paikannuksessa juurikaan. Selvasti paikannustarkkuus
paranee, jos tuloksia tarkastellaan vain kahdessa ulottuvuudessa, mutta ei merkittavasti.
Ja jos kayttdjalle annettaisiin vain kaksiulotteinen tulos, tdma alle puolen metrin
parannus kaksiulotteisessa tarkkuudessa, se ei olisi jarkevaa, koska talloin kayttaja ei

saisi tietoa kerroksesta ollenkaan.

Paikannusvirheelle laskettin  myds  kertymafunktio  kayttamalla  viittd eri
opetusdataprosenttia. Opetusdataprosenteiksi valittiin kertymafunktiota varten 5, 25, 50,
75 ja 95. Nailla eri opetusdataprosenteilla 292 sormenjaljen data jaettiin tdman prosentin
mukaan. Sen jalkeen lopuilla sormenjaljilla laskettiin sijaintiarvio ja virhe todellisen
sijainnin ja sijaintiarvion valillda tallennettin. Tama toistettiin jokaiselle viidelle
opetusdataprosentille 500 kertaa, jotta saatiin riittavasti dataa kertymafunktiota varten.

Naiden kertyméafunktioiden kuvaajat ovat nahtavissa kuvassa 12.
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Kuva 12:  Kertyméfunktio paikannusvirheelle eri opetusdataprosenteilla.

Tassa ei ollut merkityksellista, mitkd nama prosenttiyksikot opetusdatalle tasmalleen
ovat. Enemman oli merkityksellistd valita tasaisesti eri arvoja valilta 0-100. Lisaksi
kayttamalla viittd eri arvoa, kuvaan saatiin enemman informaatiota, mutta se pysyi
edelleen selkeana lukea. Tasta kuvasta on mahdollista lukea milla todennakoisyydella
paikannusvirhe X on pienempi tai yhta suuri kuin x metria. Esimerkiksi lukemalla kuvasta
violettia viivaa, mikd kuvaa opetusprosenttia 25, on nahtavissa, ettd noin 55%
todennakdisyydelld paikannusvirhe on alle 10 metrid. Lisdksi tastd kuvasta 12 on
nahtavissd sama tieto, kuin kuvasta 9, eli paikannusvirhe pienenee, kun opetusdatan
maara kasvaa. Erona on se, ettd kuva 9 esittdd keskivirhettd ja kuvasta 12 on
mahdollista kertoa milla todennakdisyydella virhe on alle x metrid. Kuvaan 12 kaytetysta
datasta  poimittin  vield erikseen 50 todennakdisyydelle raja-arvot eri
opetusdataprosenteille. Sama tehtiin 68 ja 95 prosentin todennakdisyyksille. Nama

tulokset ovat nahtavissa taulukossa 1.
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Taulukko 1. Kertyméfunktioista kerétyt arvot paikannusvirheelle eri oppimisdataprosenteille.

Opetusdataprosentti P(X=x)=50% P(X <x)=68% P(X< keskiarvo
(%) (m) (m)  x)=95% (m) (m)

5 14,2 20,0 42,6 17,2

25 9,2 13,2 28,8 11,3

50 7,7 11,2 23,8 9,6

75 6,9 10,1 22,0 8,7

95 6,3 9,7 19,8 8,2

Lisaksi taulukon 1 viimeisessa sarakkeessa on paikannusvirheen keskiarvo. Tasta
taulukosta on nyt mahdollista nahda esimerkiksi, ettd opetusdataprosentilla 25
paikannusvirhe on 95% todennakdisyydellda 28,8 metria tai vahemman. Ja
opetusdataprosentilla 95 vastaavasti paikannusvirhe on 95% todennakdisyydella 19,8

metria tai vahemman.
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5. YHTEENVETO

Tassa kandidaatintydssa kasiteltin WLAN fingerprinting -pohjaista laitepaikannusta.
Tama on yksi tapa toteuttaa laitepaikannus sisatiloissa, jolloin satelliittipaikannus ei ole
sopiva vaihtoehto esimerkiksi riittamattéman tarkkuuden vuoksi. Laitepaikannusta on
mahdollista toteuttaa myos toisilla tavoilla ja tekniikoilla, mutta tassa tyossa kasiteltiin

vain WLAN fingerprinting -pohjaista laitepaikannusta.

Toisessa kappaleessa esiteltin teoria, johon WLAN fingerprinting -pohjainen
laitepaikannus  perustuu. Se jakautuu kahteen vaiheeseen, opetus- ja
paikannusvaiheeseen. Opetusvaiheessa keratdan sormenjalkid kohdeymparistdsta ja
paikannusvaiheessa voidaan erilaisia algoritmeja hyddyntamalla laskea sijaintiarvio
kayttdjan laitteelle. WLAN fingerprinting -pohjainen laitepaikannus hyddyntaa
tarkeimpana suureenaan RSS-arvoa. RSS-arvo on suure, joka ilmaisee WLAN-
tukiaseman signaalin vahvuuden kayttajan laitteelle. Yksi sormenjalki on tieto, jossa
yhteen fyysiseen sijaintiin on yhdistettyna siina pisteessa kuultavat WLAN-tukiasemat
sekd niistd saatavat RSS-arvot. Lisaksi toisessa kappaleessa esiteltiin tarkemmin

paikannusvaiheessa kaytettavia algoritmeja.

Tahan kandidaatintydhdn kuului myds osuus, jossa kokeiltin WLAN fingerprinting -
menetelmdd kaytanndssa. Tama osuus esiteltiin kappaleessa kolme. Oppimisvaihe
suoritettiin keraamalla 292 sormenjalkea Tampereen yliopiston Tietotalon neljasta eri
kerroksesta. Tama oppimisvaiheen suorittamisen jalkeen paikannusvaihetta mallinettiin
MATLAB:ssa. Tarkeimpana tutkimuksena testattiin oppimisdatan maaran vaikutusta
lopulliseen paikannustarkkuuteen. Tata varten laskettiin keskivirhe ja oikean kerroksen
todennakdisyys eri opetusdataprosenteilla. Nama tulokset ovat ndhtavissa kuvissa 9 ja
10.

Neljannessa luvussa kasiteltiin paikannuksessa tapahtuvaa virhetta tarkemmin. Luvussa
pohdittiin eri syitd virheen syntymiseen. Lisdksi MATLAB:n avulla laskettiin erikseen
paikannusvirhe, kun korkeuskoordinaatti jatettin huomioimatta. Paikannustarkkuutta
kolmessa  ulottuvuudessa  tutkittin ~ tarkemmin  kertyméafunktioiden  avulla.
Kertymafunktioista saadut tulokset kerattiin taulukkoon 1. Kun oppimisdataan kaytettiin
75% kaikista 292 keratyistd sormenjaljistd, oppimisdatana oli 219 sormenjalkea ja
paikannusvaiheessa kaytettiin loppuja 73 sormenjalkea. Talldin paikannuksen keskivirhe

oli 8,6 metria. Ja 98% todennakoisyydella paikannusvirhe oli 28,9 metria tai vahemman.
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Oppimisvaihe on siis todella tarked, jotta WLAN fingerprinting -menetelma toimii halutulla
tavalla. Jos sormenjaljet keratdan huolellisesti ja tarkasti, helpoin tapa parantaa

paikannustarkkuutta on kerdamalla lisda sormenjalkia.

WLAN fingerprinting -menetelmalla ei siis tassa tydssa paasty vastaaviin tarkkuuksiin
kuin esimerkiksi satelliittipaikannuksella esteettomassa ulkotilassa. Mutta WLAN
fingerprinting -menetelmaa voidaan hyédyntaa kuitenkin tapauksissa, joissa tallainenkin
tarkkuus riittda. Kayttékohteena voi olla etenkin suuret rakennukset, joissa kuuluvuus
satelliittipaikannukselle on huono tai olematon. Talléin WLAN fingerprinting -pohjaista
laitepaikannusta voisi hyddyntaa. Yksi tdman menetelman etu on se, etta erillisia laitteita
ei tarvita. Talloin voidaan saastaa rahassa ja energiankulutuksessa. WLAN fingerprinting
-pohjainen laitepaikannus on siis toimiva paikannusmenetelma, joka hyddyntad jo

olemassa olevia tekniikoita ja laitteita.

Syvaoppimisen soveltuvuus sisatilapaikannukseen yleisesti on myds kiinnostava
mahdollinen kehityssuuntaus. Syvaoppimista kayttamalla WLAN-tukiasemista mitattavat
RSS-arvot voisivat olla yksi monista sisdantuloista neuroverkolle. Muita kaytettavia
suureita sisaantulossa voisi olla esimerkiksi kiihtyvyysanturi ja GPS. Syvaoppimisen

avulla voisi myds mahdollisesti paikantaa kayttajan liiketta ja nopeutta. [5]
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