
PRO GRADU -TUTKIELMA

Joonas Kauppinen

Matriisin singulaariarvohajotelman historia,
teoria ja sovellukset tilastotieteessä

TAMPEREEN YLIOPISTO
Matematiikan ja tilastotieteen laitos

Tilastotiede
Huhtikuu 2008



Tampereen yliopisto

Matematiikan ja tilastotieteen laitos

KAUPPINEN, JOONAS: Matriisin singulaariarvohajotelman historia, teoria ja so-
vellukset tilastotieteessä

Pro gradu -tutkielma, iii, 53 s.

Tilastotiede

Huhtikuu 2008

Tiivistelmä

Tutkielmassa tarkastellaan matriisin singulaariarvohajotelmaa. Sen avulla mikä
tahansa reaali- tai kompleksilukualkioinen matriisi on esitettävissä kolmen mat-
riisin tulona. Näistä kolmesta matriisista ensimmäinen ja viimeinen ovat orto-
gonaalisia matriiseja ja keskimmäinen singulaariarvoista koostuva diagonaali-
matriisi. Hajotelmalla on merkittäviä sovelluksia mm. tilastotieteessä ja
signaalinkäsittelyssä.

Singulaariarvohajotelman historia ulottuu 1800-luvulle saakka. Paremmin
tunnetuksi hajotelma tuli kuitenkin vasta 1930-luvun lopulla, kun Eckart ja
Young esittivät hajotelman ei-neliömatriiseille. Tämänkin jälkeen hajotelmaa pi-
dettiin vielä melko tuntemattomana ja teoreettisena käsitteenä, kunnes 1960-
luvun lopulla Golub esitteli tehokkaan menetelmän hajotelman laskemiseksi
tietokoneella.

Tässä tutkielmassa esitellään singulaariarvohajotelman perusominaisuuksia
ja mm. singulaariarvoihin liittyviä epäyhtälöitä. Lisäksi näytetään, miten ha-
jotelman avulla voidaan laskea matriisin optimaalisia, alempiasteisia approksi-
maatioita ja miten eri ominaisuuksia omaavat yleistetyt käänteismatriisit ovat
laskettavissa hajotelmaa käyttämällä. Lopuksi tutkielmassa esitellään kolme
singulaariarvohajotelman merkittävää sovellusta tilastotieteessä. Nämä ovat
regressioanalyysiin liittyvä pienimmän neliösumman menetelmä ja tilastollisiin
monimuuttujamenetelmiin lukeutuvat pääkomponentti- ja faktorianalyysi.

Asiasanat Matriisiapproksimointi, monimuuttujamenetelmät, regressio-
analyysi, singulaariarvo, singulaarivektori, yleistetty käänteismatriisi
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1 Johdanto

Tietyn matriisin esittäminen kahden tai useamman matriisin tulona on usein erit-
täin hyödyllinen apukeino matriisilaskennallisissa ongelmissa. Näitä matriisi-
hajotelmiksi kutsuttavia esitysmuotoja voidaan käyttää apuna esim. matriisin
asteen, determinantin ja yleistettyjen käänteismatriisien laskemisessa sekä line-
aarisen yhtälöryhmän ratkaisemisessa. (esim. Harville 1997, s. 515.)

Tilastotieteen ja monen muun tieteenalan kannalta eräs tärkeimmistä
matriisihajotelmista on singulaariarvohajotelma (engl. singular value decompo-
sition, SVD). Hajotelma ”on merkityksestään huolimatta jäänyt useimmissa alan
oppikirjoissa jatkuvasti vaille riittävää huomiota, vaikka sen avulla hyvin monet
tulokset ovat kaikkein helpoimmin johdettavissa. Tämä on sitäkin hämmästyt-
tävämpää, kun kuitenkin monet oppikirjat sen mainitsevat, mutta eivät jostain
syystä käytä sitä tehokkaasti hyväksi.” (Mustonen 1995, s. 193.) Singulaari-
arvohajotelmalla on merkittäviä sovelluksia tilastotieteen lisäksi mm. signaalin-
käsittelyssä, hahmontunnistuksessa, tiedonhaussa, sään ennustamisessa ja kuva-
analyysissa (ks. esim. Meyer 2000, s. 418–421; Moler 2006; Wikipedia 2008).

Tässä tutkielmassa keskitytään nimenomaan singulaariarvohajotelman ja sii-
hen liittyvien singulaariarvojen ominaisuuksien tarkastelemiseen. Tätä verraten
laajaa aihepiiriä on rajattu seuraavasti:

• tarkastellaan ainoastaan matriisin tavallista singulaariarvohajotelmaa, ei
sen lukuisia yleistyksiä,

• asiat, jotka on yksinkertaisempi esittää matriisin ominaisarvohajotelman
(spektraalihajotelma, symmetrinen Schurin hajotelma) ja/tai siihen liitty-
vien ominaisarvojen avulla, jätetään yleensä esittämättä,

• keskitytään tarkastelemaan pääsääntöisesti asioita, jotka ovat oleellisia
tilastotieteen sovellusten kannalta,

• tarkastellaan ainoastaan reaalilukuja (R) ja reaalilukualkioisia vektoreita
ja matriiseja (ja vastaavasti ainoastaan sellaisia vektoriavaruuksia, joiden
skalaarikunta on R). 1

Esitetyistä rajauksista huolimatta kaikkia rajattuun aihepiiriin liittyviä merkittä-
viä asioita ei käsitellä. Mm. matriisin kuntoisuuden käsite vain esitellään, kun
taas ns. pienimmän neliösumman menetelmään liittyviä skaalauksia ja tulosten

1. Kirjallisuudessa singulaariarvohajotelmaa tarkastellaan usein myös kompleksiluku-
alkioisilla (C) matriiseilla, mutta etenkään tilastotieteen sovellusten kannalta tämä ei ole välttä-
mätöntä.
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iteratiiviseen parantamiseen liittyviä asioita ei käsitellä. Tutkielmaa voidaankin
pitää vain johdatuksena singulaariarvohajotelman aihepiiriin: suuresta osasta
esitettäviä tuloksia voidaan johtaa uusia yleisemmin voimassa olevia tuloksia.

Tutkielma voidaan jakaa otsikon mukaisesti kolmeen osaan: historiaan (lu-
ku 2, s. 7), teoriaan (luku 3, s. 11) ja tilastotieteen sovelluksiin (luku 4, s. 35).
Tarkasteltavia sovelluksia ovat regressio- ja monimuuttujamenetelmät. Tekstin
lukijalta edellytetään matriisilaskennan, lineaarialgebran ja tilastotieteen joiden-
kin peruskäsitteiden tuntemusta. Erityisesti tilastotieteen matriisilaskennan kes-
keisimpiä käsitteitä voi kerrata esim. teoksista Harville (1997) ja Puntanen
(1998). Taulukossa 1.1 on esitetty tutkielmassa käytettävien merkintöjen seli-
tyksiä.

Erityisen tärkeä rooli on vektori- ja matriisinormien käsitteillä sekä matriisin
ortogonaalisuuden käsitteellä. Yleisesti vektorinormi avaruudessa Rn on kuvaus
f : Rn→ R, jolla on seuraavat ominaisuudet:

f (x )≥ 0, f (x + y)≤ f (x ) + f (y), f (ax ) = |a| f (x ) ∀ x , y ∈ Rn, a ∈ R.

Vastaavasti kuvaus g : Rn×m → R on matriisinormi, jos sillä on seuraavat omi-
naisuudet:

g(A)≥ 0, g(A+ B)≤ g(A) + g(B), g(aA) = |a|g(A) ∀ A, B ∈ Rn×m, a ∈ R.

Tässä tutkielmassa käytetään euklidista vektorinormia, matriisin spektraali-
normia ja Frobeniuksen (Hilbertin–Schmidtin) matriisinormia (ks. merkintä-
tavat taulukosta 1.1). Lisäksi oletetaan tunnetuiksi seuraavat kaikille p-
normeille voimassaolevat hyödylliset epäyhtälöt:

‖Ax‖p ≤ ‖A‖p‖x‖p ∀ A ∈ Rn×m, x ∈ Rm, 1≤ p ≤∞,

‖AB‖p ≤ ‖A‖p‖B‖p ∀ A ∈ Rn×m, B ∈ Rm×k, 1≤ p ≤∞.

Matriisin Qn×n sanotaan olevan ortogonaalinen, jos ja vain jos Q′Q = In.
Matriisin Q sarakevektorit q1, . . . ,qn muodostavat tällöin avaruuden Rn ortonor-
maalin kannan. Erityisesti jos matriisit Qn×n ja Zm×m ovat ortogonaalisia,

‖Qx‖2
2 = x ′Q′Qx = x ′x = ‖x‖2

2,

‖QAZ‖2
2 = ‖Z ′A′Q′QAZ‖2 = ‖AZ‖2

2 = ‖Z ′A′‖2
2 = ‖A‖2

2,

‖QAZ‖2
F = tr(Z ′A′Q′QAZ) = tr(A′AZZ ′) = tr(A′A) = ‖A‖2

F ,

missä x ∈ Rn ja A ∈ Rn×m. Euklidinen vektorinormi, matriisin spektraalinormi
ja Frobeniuksen matriisinormi ovat näin ollen ortogonaalisesti invariantteja.

Matriisi PA ∈ Rn
≥ on ortogonaaliprojektori sisätulomatriisin In suhteen matrii-

sin An×m sarakeavaruuteen C (A), jos ja vain jos seuraavat ehdot ovat voimassa:
C (PA) = C (A), P2

A = PA ja P′A = PA. Ortogonaaliprojektori voidaan tunnetusti
esittää yksikäsitteisesti muodossa PA = AA+ = A(A′A)−A′, mikä on invariantti
matriisin A′A ∈ Rm

≥ yleistetyn käänteismatriisin valinnan suhteen. Yleistettyjä
käänteismatriiseja käsitellään tarkemmin alaluvussa 3.2, s. 17.
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Taulukko 1.1. Tutkielmassa käytettävä notaatio.

Merkintä Selite

Rn×m reaalilukualkioisten n×m -matriisien joukko
Rn×m

r joukon Rn×m r-asteisten matriisien osajoukko
Rn

s joukon Rn×n symmetristen matriisien osajoukko
Rn
≥ joukon Rn

s positiivisesti semidefiniittien matriisien osajoukko
Rn
> joukon Rn

≥ positiivisesti definiittien matriisien osajoukko
0 nollavektori, nollamatriisi
1n ykkösvektori: 1n = (1, . . . , 1)′ ∈ Rn

In n× n -identiteettimatriisi: In = diag(1, . . . , 1)
A= {ai j} matriisi An×m elementein ai j , i ∈ {1, . . . , n}, j ∈ {1, . . . , m}
An×m n×m -matriisi A
a = (a1, . . . , an)′ sarakevektori a ∈ Rn elementeittäin esitettynä
A′ matriisin A transpoosi
(A : B) ositettu matriisi
A= (a1 : . . . : am) matriisi An×m sarakkeittain esitettynä
A= (a(1) : . . . : a(n))′ matriisi An×m riveittäin esitettynä
A−1 matriisin A ∈ Rn×n

n käänteismatriisi: A−1A= In
A− matriisin An×m yleistetty käänteismatriisi: A− ∈ {Gm×n : AGA= A}
A+ matriisin A Mooren–Penrosen käänteismatriisi

‖a‖p vektorin a p-normi (Hölderin normi): ‖a‖p =
�
∑n

i=1|ai |p
�1/p

‖a‖2 vektorin a euklidinen normi (pituus): ‖a‖2
2 = a′a

‖A‖p matriisin A p-normi: ‖A‖p =max‖x‖p=1‖Ax‖p

‖A‖2 matriisin A spektraalinormi: ‖A‖2 = δ1(A) =
p

λ1(A′A)
‖A‖F matriisin A euklidinen (Frobeniuksen) normi: ‖A‖2

F = tr(A′A)
diag(d1, . . . , dn) n× n -diagonaalimatriisi diagonaalielementein d1, . . . , dn
r(A) matriisin A aste
tr(A) matriisin An×n jälki: tr(A) =

∑n
i=1 aii

PA ortogonaaliprojektori sarakeavaruuteen C (A): PA = AA+

C (A) matriisin An×m sarakeavaruus: C (A) = {y ∈ Rn : ∃ x ∈ Rm : y = Ax}
N (A) matriisin An×m nolla-avaruus: N (A) = {x ∈ Rm : Ax = 0}
C (A)⊥ sarakeavaruuden C (A) ortogonaalikomplementti: C (A)⊥ =N (A′)
U �V ortogonaalisten vektoriavaruuksien U ja V suora summa
λi(A) = λi matriisin A ∈ Rn

s i. suurin ominaisarvo, i ∈ {1, . . . , n}
δi(A) = δi matriisin An×m i. suurin singulaariarvo, i ∈ {1, . . . , min{n, m}}
Jn ortogonaaliprojektori sarakeavaruuteen C (1n): Jn = 1n1′n/n
Cn keskistäjämatriisi (ortogonaaliprojektori): Cn = In − Jn
E(x ) satunnaisvektorin x odotusarvo
cov(x ) satunnaisvektorin x kovarianssimatriisi
var(x) satunnaismuuttujan x varianssi
Nn(µ,Σ) n-ulotteinen multinormaalijakauma parametrein µ ∈ Rn ja Σ ∈ Rn

≥
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Tekstin yhteydessä esitettävissä numeerisissa esimerkeissä käytetään ilmai-
sia R- ja Survo Editor -ohjelmistoja. Näin ollen mahdollisimman monella tämän
tekstin lukijalla on mahdollisuus itse kokeilla kyseisten ohjelmistojen käyttöä
numeeristen ongelmien ratkaisemisessa. Mainituista ohjelmistoista R on erit-
täin laajalti käytössä ympäri maailmaa, ja sitä varten on olemassa useita hyviä
käyttöoppaita. Yksi kattavimmista on teos Venables & Ripley (2002), joka to-
sin pohjautuu ohjelmiston kaupalliseen versioon mutta soveltuu pääosin myös
R-ohjelmiston oppaaksi.

Survo Editor -ohjelmisto

Survo Editor on professori Seppo Mustosen kehittämän Survo-tietojenkäsittely-
järjestelmän ilmainen, Windows-käyttöjärjestelmässä toimiva versio, joka sisäl-
tää yli puolet SURVO MM -ohjelmiston (ks. Mustonen 2001) toiminnoista.
Survon editoriaalinen käyttöliittymä yhdessä matriisitulkin ja Survon makro-
jen (sukrojen) laadinta- ja käyttömahdollisuuksien kanssa tekee Survo Editor
-ohjelmistosta erinomaisen apuvälineen mm. tämän tekstin yhteydessä esitettä-
vien numeeristen esimerkkien tietokoneajossa. Survo Editor on saatavilla ilmai-
seksi Survon verkkosivuilta osoitteesta http://www.survo.fi/. (Mustonen
2006.)

Alla esitetään lyhyt johdatus Survon käyttöön. Varsinaisista käyttöoppaista
mainittakoon teokset Mustonen (1992, 1996), jotka soveltuvat hyvin Survon
käytön opetteluun. Survon matriisitulkin historiallista kehitystä voi tutkia tar-
kemmin esim. raportteja Mustonen (1963, 1977) tarkastelemalla. Survon
verkkosivuilla on esitetty kattava luettelo Survoon liittyvistä julkaisuista.

Kuviossa 1.1 on esitetty kuvakaappaus Survo Editor -ohjelmiston aloitus-
näkymästä. Survolle on ominaista sen editoriaalinen käyttötapa: käyttäjä työs-
kentelee kirjoittamalla toimituskenttään tekstiä ja aktivoimalla operaatioita ja
komentoja. Aktivointi voidaan suorittaa joko näppäimistön Esc-näppäintä pai-
namalla tai hiiren vasemman painikkeen kaksoisnapsautuksella. Survon vali-
koissa valinnat voidaan tavallisesti tehdä Enter-näppäimellä ja hiirellä. (Seuraa
näytölle tulevia ohjeita!) Toimituskentässä liikutaan pääasiassa nuolinäppäinten
avulla, mutta myös esim. Home-, End-, Page Up - ja Page Down -näppäimet ovat
käytettävissä.

Esimerkki 1.1. Ao. Survon toimituskentän otteessa on esitetty esimerkki Sur-
von editoriaalisen laskennan hyödyntämisestä. Riveillä 2–3 on esitetty kaava
kolmion pinta-alan laskemiseksi kolmion sivujen pituuksien avulla. Rivillä 4
on kiinnitetty nämä pituudet ja laskettu pinta-ala painamalla Esc-näppäintä sa-
naa ’ala’ seuraavan yhtäsuuruusmerkin jälkeisessä toimituskentän sarakkeessa.
(Mustonen 1996, s. 14.)

1 ∗Olkoon kolmion s i v u j e n p i tuudet a , b j a c .
2 ∗Kolmion pinta−a la on a la=s q r t (p∗(p−a )∗(p−b )∗(p−c ))
3 ∗missä p=(a+b+c )/2 ( kolmion p i i r i n puo l ikas ) .
4 ∗ Jos a=3, b=4 j a c=6, n i i n a la=5.3326822519254

4
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Kuvio 1.1. Survo Editor -ohjelmiston (versio 2.51) aloitusnäkymä. Ik-
kunan ylälaidassa näkyvät mm. päivämäärä, kellonaika ja nykyisen työ-
hakemiston polku.

Survossa voidaan käyttää myös ns. kosketuslaskentaa. Tästä saa lisätietoja akti-
voimalla komennon TOUCH?.

Survoa käytettäessä on hyvä noudattaa eräitä yleisiä suosituksia. Näitä
ovat mm. komentojen kirjoittaminen isoilla kirjaimilla sekä tallennuskomennon
SAVE <nimi> sijoittaminen toimituskentän ensimmäiselle riville. Tallennus-
komento voidaan tällöin aktivoida kohdistimen sijainnista riippumatta näppäin-
yhdistelmällä Ctrl+F12. Komento onkin syytä muistaa aktivoida riittävän usein,
sillä Survo ei esim. Survosta poistuttaessa erikseen tiedustele, halutaanko
toimituskenttä tallentaa vai ei. Tallennettu toimituskenttä voidaan avata ko-
mennolla LOAD <nimi>.

Survon pääikkunan ylälaidassa näkyy mm. nykyisen työhakemiston pol-
ku ts. hakemisto, josta tietoja luetaan ja jonne niitä tallennetaan. Uusi ha-
kemisto voidaan luoda komennolla MD <polku>, työhakemistosta toiseen voi-
daan siirtyä komennolla CD <polku>, ja nykyisen työhakemiston sisältöä voi-
daan tarkastella komennolla DD, jonka tuottamasta näkymästä päästään takai-
sin toimituskenttään F8-näppäimellä. Edellä esitetyt MD-, CD- ja DD-komennot
lukeutuvat Survon ns. työpöytäohjelmiin, joista saa lisätietoja aktivoimalla ko-
mennon DESKTOP?. Survossa voidaan näiden komentojen lisäksi käyttää myös
käyttöjärjestelmän komentoja (ks. tarkemmin aktivoimalla komento OS?).

Edellä esitetyt kysymysmerkkiin päättyvät komennot avaavat uuden ikkunan,
Survon englanninkielisen neuvontajärjestelmän, jossa annetaan ohjeita Survon
komentojen käytöstä. Neuvontajärjestelmään päästään siis aktivoimalla jokin
neuvontajärjestelmästä löytyvä avainsana, jonka perässä on kysymysmerkki.
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Vaihtoehtoisesti neuvontajärjestelmään voidaan päästä kaksoisnapsauttamalla
toimituskentässä sijaitsevaa avainsanaa hiiren oikealla painikkeella tai antamalla
näppäinyhdistelmä F2+F1 silloin, kun kohdistin on avainsanan kohdalla. Pelk-
kä F1-näppäimen painaminen antaa ohjeita viimeksi aktivoidusta komennos-
ta. (Survo Editorin versiosta 2.53 alkaen tämä tapahtuu näppäinyhdistelmällä
F1+F1.) Taulukossa 1.2 on esitetty eräitä muita hyödyllisiä näppäintoimintoja.

Taulukko 1.2. Survon näppäintoimintoja (ks. tarkemmin aktivoimalla ko-
mento KEYS?).

Näppäinyhdistelmä Selite

F2 Yleinen etunäppäin, esim. F2+Esc aktivoi alakkaiset komennot
F6 Tekstin taittaminen kohdistimen suhteen
F8 Poistuminen nykyisestä näkymästä tai koko Survosta
F9 tai Insert Päällekirjoitustavan vaihtaminen
F10 tai Delete Kohdistimen kohdalla olevan merkin poistaminen
Ctrl+End Nykyisen rivin tyhjentäminen kohdistimesta oikealle
Alt+F3 Rivin kopioiminen (Survo tiedustelee, mikä rivi kopioidaan)
Alt+F4 Tekstilohkon kopioiminen (myös hiiren oikealla painikkeella)
Alt+F9 Uuden tyhjän rivin lisääminen nykyisen alapuolelle
Alt+F10 Nykyisen rivin poistaminen

Tässä tutkielmassa Survon käyttö rajautuu suurelta osin matriisitulkin käyt-
töön. Matriisit voidaan esittää Survossa esim. kirjoittamalla tyhjälle riville
MATRIX <nimi> ///, jonka jälkeisille riveille kirjoitetaan matriisin varsinai-
set elementit välilyönneillä eroteltuina. Matriisin päättyminen ilmaistaan tyh-
jällä rivillä. Matriisi tallennetaan komennolla MAT SAVE <nimi>, ja se voidaan
tarvittaessa tulostaa toimituskenttään komennolla MAT LOAD <nimi>,<rivi>,
missä <rivi> määrää tulostuksen aloitusrivin. Huomattakoon että toimitus-
kentän riveihin voidaan viitata myös suhteellisesti. Esim. komennon MAT LOAD
A,CUR+1 aktivointi tulostaa tallennetun matriisin A heti komentoa seuraavalta
riviltä alkaen. Matriisin A rivillä i, sarakkeessa j oleva alkio saadaan tulostet-
tua näytölle aktivoimalla operaatio MAT_A(i,j)= yhtäsuuruusmerkin jälkeises-
sä toimituskentän sarakkeessa.

Esimerkkinä matriisitulkin mahdollistamista operaatioista mainitaan matrii-
sin A singulaariarvohajotelman U∗∆∗V ′ laskeva komento MAT SVD OF A TO
U,D,V. Muita matriisitulkin operaatioita ei tässä yhteydessä tarkemmin esitel-
lä. Mainittakoon kuitenkin, että matriisitulkin komennot alkavat aina sanalla
MAT ja että niistä saa lisätietoja Survon neuvontajärjestelmästä aktivoimalla ko-
mennon MAT?.

Tämän tutkielman esimerkeissä matriisitulkin komennot on esitetty peräkkäi-
sillä riveillä. Tällöin kaikki komennot voidaan aktivoida nopeasti Survon jatku-
valla aktivoinnilla antamalla näppäinyhdistelmä F2+Esc ensimmäisen komen-
non rivillä. Jatkuvan aktivoinnin päättäminen ilmaistaan tyhjällä rivillä.
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2 Historia

Tässä luvussa esitetään katsaus singulaariarvohajotelman historiaan. Tarkempi
dokumentaatio hajotelman historiasta on esitetty artikkelissa Stewart (1993) ja
teoksessa Horn & Johnson (1991, alaluku 3.0). Stewart (1993) keskittyy tarkas-
telemaan viiden singulaariarvohajotelman teorian kehitykseen 1900-luvun tait-
teessa vaikuttaneen henkilön esityksiin, kun taas Horn & Johnson (1991) tar-
kastelevat tarkemmin mm. napahajotelman (polaarihajotelma) kehityksen yh-
teyttä singulaariarvohajotelman kehitykseen ja singulaariarvoihin liittyvien epä-
yhtälöiden varhaista kehitystä.

2.1 1800-luku

Stewartin (1993) mukaan suuri osa klassisista matriisihajotelmista juontaa juu-
rensa ajalta, jolloin itse matriiseja ei vielä käytetty matemaattisissa teksteissä.
Matriisien sijaan hajotelmat esitettiin tuohon aikaan determinanttien, lineaaris-
ten yhtälöryhmien sekä erityisesti bilineaari- ja neliömuotojen avulla. Näiden
esitysmuotojen tunnetuimpia soveltajia oli Carl Friedrich Gauss (1777–1855),
joka esitti 1800-luvun alussa klassisen eliminointimenetelmänsä. Sen mukaan
neliömuodossa x ′Ax matriisi An×n voitiin saattaa muotoon R∆−1R, missä ∆n×n

on diagonaalimatriisi ja Rn×n yläkolmiomatriisi, jonka diagonaalielementit ovat
samat kuin matriisilla ∆. 1 (Gauss 1809, 1823.)

Myöhemmin 1800-luvulla mm. Augustin Louis Cauchy (1789–1857), Carl
Gustav Jacob Jacobi (1804–1851), Karl Weierstrass (1815–1897) ja Leopold Kro-
necker (1823–1891) esittivät osaksi Gaussin eliminointimenetelmän avulla tu-
loksia, joiden voidaan sanoa johtaneen myöhemmin singulaariarvohajotelman
olemassaolon esittämiseen (ks. Cauchy 1829; Jacobi 1846; Jacobi & Borchardt
1857; Kronecker 1866; Weierstrass 1868). Eugenio Beltrami (1835–1899), Ca-
mille Jordan (1838–1921) ja James Joseph Sylvester (1814–1897) esittivät hajo-
telman lineaarialgebrallisin keinoin, bilineaarimuotoja tarkastelemalla. (Stewart
1993, 1998a, s. 76.)

Edellä mainituista henkilöistä italialaista Beltramia ja ranskalaista Jordania
voidaan pitää singulaariarvohajotelman kantaisinä. Beltramin tarkoituksena oli
tutustuttaa matematiikan opiskelijat bilineaarimuotojen ominaisuuksiin vuon-
na 1873 julkaistussa kirjoitelmassaan ”Sulle funzioni bilineari”. Tästä kirjoitel-

1. Stewartin (1998a, s. 27–28, 78) mukaan Joseph Louis Lagrange (1736–1813) käytti Gaus-
sin mukaan nimettyä eliminointimenetelmää jo vuonna 1759. Lagrangen tarkoituksena oli sel-
vittää, milloin neliömuodon x ′Ax arvo on positiivinen.
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masta käy kuitenkin myös ilmi, että Beltrami on onnistunut esittämään reaali-
lukualkioisen, ei-singulaarisen neliömatriisin singulaariarvohajotelman, missä
singulaariarvot ovat keskenään erisuuria (ks. Beltrami 1873).

Jordan oli tiettävästi työskennellyt vastaavien bilineaarimuotojen ominai-
suuksien parissa samoihin aikoihin kuin Beltrami. Jordanin vuonna 1874 julkais-
tut artikkelit ”Mémoire sur les formes bilinéaires” ja ”Sur la réduction des formes
bilinéaires” ovat kuitenkin Beltramin kirjoitelmaa täydellisempiä, sillä niissä esi-
tettävät singulaariarvot eivät välttämättä ole keskenään erisuuria (ks. Jordan
1874a,b). Jordan kirjoitti vuotta myöhemmin vielä kolmannen puheena olevaa
aihepiiriä käsittelevän artikkelin, joka johti myöhemmin mm. CS-hajotelman
(kosini-sini-hajotelma) esittämiseen (ks. Jordan 1875; Davis & Kahan 1970).

Beltramin ja Jordanin lisäksi myös Sylvester esitti singulaariarvohajotelman
bilineaarimuotojen avulla. Sylvester kirjoitti 1880-luvulla kolme hajotelman
esittämiseen läheisesti liittyvää artikkelia. Vaikka nämä kirjoitukset julkaistiin
yli viisitoista vuotta myöhemmin kuin Beltramin ja Jordanin kirjoitukset, Syl-
vester oli mitä todennäköisimmin tietämätön edeltäjiensä esittämistä tuloksista.
Stewartin (1993) mukaan tästä on osoituksena se, että Sylvester lähetti työnsä
tuloksia (ks. Sylvester 1889c) Comptes Rendus -lehdelle, joka oli jo aikaisemmin
julkaissut Jordanin (1874b) samoja tuloksia sisältävän artikkelin. Niin ikään Syl-
vesterin (1889a) uutena esittämä iteratiivinen algoritmi neliömuodon diagonali-
soimiseksi osoittautui samaksi algoritmiksi, jonka Beltrami (1873) oli kuvannut
omassa kirjoitelmassaan (ks. myös Sylvester 1889b). Sylvester käytti singulaari-
arvoista nimitystä ’kanoniset kertoimet’. (Horn & Johnson 1991, s. 134–136;
Stewart & Sun 1990, s. 34–35; Stewart 1993.)

Kuviossa 2.1 on esitetty aikajana eräistä singulaariarvohajotelman historian
alkutaipaleen merkittävimmistä julkaisuista tekijöiden nimillä varustettuna. Tar-
kemmat tiedot näistä julkaisuista ovat saatavilla lähdeluettelosta (s. 44).

Gauss (2)

1809–1823

Cauchy

1829

Jacobi (2)

1846–1857

Weierstrass

1866–1875

Beltrami

Jordan (3)

1889

Sylvester (3)

Schmidt

1902–1915

Weyl

Fischer

Picard (2)

Autonne (3)

Kronecker

Bateman

Riesz

Kuvio 2.1. Matriisin singulaariarvohajotelman historiaan läheisesti liittyviä
julkaisuja vuosilta 1809–1915.
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2.2 1900-luku

Vuonna 1902 Léon Autonne (1859–1916) todisti napahajotelman olemassaolon
ei-singulaarisille neliömatriiseille. Singulaariarvohajotelmaa voidaan pitää mm.
tämän hajotelman yleistyksenä. Itse singulaariarvohajotelman olemassaolon Au-
tonne todisti noin kymmenen vuotta myöhemmin kompleksilukualkioisille neliö-
matriiseille. Samassa yhteydessä Autonne esitti, miten hajotelmaa voidaan käyt-
tää lukuisien muiden matriisihajotelmien olemassaolon todistamiseen (Autonne
mm. yleisti napahajotelman singulaarisille neliömatriiseille) ja että hajotelman
yksikäsitteisyys riippuu oleellisesti siitä, ovatko singulaariarvot keskenään eri-
suuria. (Autonne 1902, 1913, 1915; Horn & Johnson 1991, s. 136; Horn &
Olkin 1996.)

Toisin kuin Beltrami, Jordan, Sylvester ja Autonne, Erhard Schmidt (1876–
1959) ja Hermann Weyl (1885–1955) tarkastelivat singulaariarvohajotelmaa
integraaliyhtälöiden näkökulmasta. Schmidt (1907) esitti hajotelman integraali-
operaattoreille ääretönulotteisissa avaruuksissa. Pelkän olemassaolon esittä-
misen lisäksi Schmidt näytti, miten hajotelmaa voidaan käyttää optimaalisten,
alempiasteisten approksimaatioiden laskemiseen Frobeniuksen matriisinormin
suhteen.

Schmidtin (1907) esittämä approksimointilauseen todistus on kuitenkin
pitkä. Elegantimman todistuksen on esittänyt Weyl (1912) kehittämiensä
perturbaatiotulosten avulla. Weylin esittämät tulokset ovat hyödyllisiä myös
singulaariarvojen ns. min-max-karakterisaation todistamisessa. Kyseisen min-
max-lauseen esitti ensimmäisenä ominaisarvoille Ernst Fischer (1875–1954),
ja sen yleisti differentiaalioperaattoreille Richard Courant (1888–1972) (ks.
Fischer 1905; Courant 1920).

Mainittakoon tässä välissä, että Harry Bateman (1882–1946) oli tiettäväs-
ti ensimmäinen henkilö, joka otti käyttöön termin ’singulaariarvo’ integraali-
yhtälöitä käsittelevässä artikkelissaan vuonna 1908 (ks. Bateman 1908). Vuotta
aiemmin Frigyes Riesz (1880–1956) oli esittänyt lauseen yleistettyjen Fourier’n
sarjojen suppenemisesta (ks. Riesz 1907), jota Émile Picard (1856–1941) käytti
yhdessä Schmidtin (1907) esittämien tulosten kanssa todistaakseen välttämättö-
män ja riittävän ehdon integraaliyhtälöiden ratkaisujen olemassaololle. Molerin
(2006) mukaan Picard käytti singulaariarvojensa (ransk. valeurs singulières) yh-
teydessä adjektiivia ’singulaarinen’ kuvaamaan jotakin erityistä, tavanomaisesta
poikkeavaa (ks. Picard 1909, 1910). Itse termi ’singulaariarvo’ yleistyi kuitenkin
varsin hitaasti 1900-luvun aikana. Singulaariarvojen sijaan kirjallisuudessa on
käytetty mm. nimityksiä ’matriisin A′A ominaisarvojen neliöjuuret’ ja ’s-luvut’. 2

Vasta 1930-luvun lopulla Carl Eckart (1902–1973) ja Gale Young yleisti-
vät singulaariarvohajotelman ei-neliömatriiseille ja esittivät Schmidtin (1907)
approksimointilauseen matriisimuodossa (ks. Eckart & Young 1936, 1939;
Householder & Young 1938). Singulaariarvohajotelmaa kutsutaankin joskus

2. Matriisin A′A ominaisarvohajotelman yhteyttä singulaariarvohajotelmaan tarkastellaan
tarkemmin alaluvussa 3.1, s. 11.
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Eckart–Young-hajotelmaksi ja approksimointilausetta Eckartin–Youngin lauseek-
si. Vuonna 1937 John von Neumann (1903–1957) osoitti, että matriisinormi on
ortogonaalisesti invariantti, jos ja vain jos se on argumenttinsa singulaariarvojen
absoluuttisesti permutaatioinvariantti vektorinormi (engl. symmetric gauge
function, ks. von Neumann 1937). Leon Mirsky (1918–1983) osoitti vuonna
1960, että approksimointilauseen optimaalinen approksimaatio on sama kaikilla
ortogonaalisesti invarianteilla matriisinormeilla (ks. Mirsky 1960). Mm. Stewart
& Sun (1990, s. 208) ja Nievergelt (1997) käyttävätkin approksimointilauseesta
nimitystä ’Schmidtin–Mirskyn lause’ tunnustuksena alkuperäisen tuloksen esittä-
jän ja sen yleistäjän esittämistä tuloksista. Myöhemmin approksimointilauseen
yleistyksiä ovat esittäneet mm. Rao (1979, 1980), Demmel (1987) ja Nievergelt
(1997). (Horn & Johnson 1991, s. 137–139; Stewart 1993.)

1950-luvun taitteessa Weyl (1949) osoitti, että jos matriisin An×n ominais-
arvot ovat |λ1| ≥ · · · ≥ |λn| ja singulaariarvot δ1 ≥ · · · ≥ δn, niin on voimas-
sa epäyhtälö

∑k
i=1|λi| ≤

∑k
i=1δi kaikilla k ∈ {1, . . . , n}. Weylin (1949) artik-

kelia seurasi useita merkittäviä singulaariarvoepäyhtälöitä tarkastelevia artikke-
leita (samassa lehdessä), joista ehkä merkittävimmät kirjoitti Ky Fan (ks. Fan
1949, 1950, 1951). Nämä tulokset loivat pohjan lukuisien singulaariarvoepä-
yhtälöiden kehitykselle. Huomattakoon että Weyl ja Fan eivät vielä tällöinkään
käyttäneet termiä ’singulaariarvo’. (Horn & Johnson 1991, s. 139–140.)

Molerin (2006) mukaan singulaariarvohajotelmaa pidettiin vielä 1960-luvun
alussa melko tuntemattomana ja teoreettisena käsitteenä. Termit ’singulaari-
arvo’ ja ’singulaariarvohajotelma’ tulivat kuitenkin paremmin tunnetuiksi 1960-
luvun lopulla, kun mm. numeerisen lineaarialgebran pioneeri Gene Howard Go-
lub (1932–2007) esitteli tehokkaan menetelmän hajotelman laskemiseksi tieto-
koneella. Golubin panos oli erittäin merkittävä hajotelman myöhemmin saavut-
taman suuren suosion suhteen: ”Gene Golub has done more than anyone to
make the singular value decomposition one of the most powerful and widely
used tools in modern matrix computation” (Moler 2006). ”The algorithms he
created will continue to influence the evolution of numerical analysis, perhaps
for an indefinite period” (Friedman, Gerritsen, Lambers & Murray 2008). Golu-
bin merkittävimmistä artikkeleista (kommentteineen) on julkaistu kokoelmateos
Chan, Greif & O’Leary (2007) (ks. myös O’Leary 2008). 3

1970-luvulla Davis & Kahan (1970) esittelivät CS-hajotelman implisiittisesti
ja Stewart (1977) eksplisiittisesti. CS-hajotelmaa voidaan käyttää hyväksi to-
distettaessa van Loanin (1976) esittelemää yleistettyä singulaariarvohajotelmaa
(ks. Paige & Saunders 1981; Golub & van Loan 1996, s. 465–467). Muita mielen-
kiintoisia yleistyksiä ovat tarkastelleet mm. Hassi (1987, 1990) ja de Lathauwer,
de Moor & Vandewelle (2000). Lisäksi Rao (2007) on esitellyt mielenkiintoisen
antisingulaariarvon käsitteen, joka on eräänlainen yleistys Gustafsonin (2006)
esittelemälle antiominaisarvon käsitteelle ns. matriisitrigonometriassa.

3. Singulaariarvohajotelman laskemista tietokoneella tarkastellaan tarkemmin ala-
luvussa 3.6, s. 31, jossa myös viitataan eräisiin algoritmien kehityksen kannalta merkittäviin
julkaisuihin.
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3 Teoria

Tässä luvussa käsitellään singulaariarvohajotelman teoriaa. Alaluvussa 3.1
esitetään hajotelman olemassaolon todistus ja tarkastellaan mm. hajotel-
man yksikäsitteisyyttä ja yhteyksiä muihin matriisihajotelmiin. Tämän jälkeen
alaluvussa 3.2 tarkastellaan yleistettyjen käänteismatriisien laskemista. Ala-
luvussa 3.3 esitetään joitakin esimerkkejä hajotelman käyttökelpoisuudesta mm.
lineaarisen kuvauksen yleisen rakenteen yhteydessä.

Alaluvussa 3.4 tarkastellaan eräitä singulaariarvoihin liittyviä epäyhtälöitä,
joita on esitetty enemmän esim. teoksessa Horn & Johnson (1991, luku 3).
Lisäksi tarkastellaan matriisin approksimointia alempiasteisella matriisilla (ala-
luku 3.5) ja singulaariarvohajotelman laskemiseen tarkoitettuja algoritmeja (ala-
luku 3.6).

3.1 Olemassaolo ja perusominaisuudet

Singulaariarvohajotelmaa voidaan pitää toisen tärkeän matriisihajotelman,
ominaisarvohajotelman yleistyksenä. Nyt esitettävää ominaisarvohajotelmaa
käytetäänkin myöhemmin apuna singulaariarvohajotelman olemassaolon todis-
tamisessa.

Apulause 3.1. (Ominaisarvohajotelma) Matriisi A ∈ Rn
s voidaan esittää muodossa

A= TΛT ′ =
n
∑

i=1

λi ti t
′
i ,

missä Tn×n = (t1 : . . . : tn), T ′T = In, Λ = diag(λ1, . . . ,λn), λ1 ≥ · · · ≥ λn,
λi = λi(A) ja i ∈ {1, . . . , n}. Jos A ∈ Rn

≥ ja r = r(A)> 0, niin

A= TΛT ′ = (T1 : T0)
�

Λ1 0
0 0

��

T ′1
T ′0

�

=
r
∑

i=1

λi ti t
′
i ,

missä T1 = (t1 : . . . : tr), T0 = (tr+1 : . . . : tn), Λ1 = diag(λ1, . . . ,λr), λ1 ≥ · · · ≥
λr > 0, λi = λi(A) ja i ∈ {1, . . . , r}.
Todistus. Ominaisarvohajotelman olemassaolo seuraa symmetrisen matriisin
diagonalisoituvuudesta (esim. Harville 1997, s. 534–538).

Määritelmä 3.1. Apulauseessa 3.1 esitettyjä reaalilukuja λ1, . . . ,λn kutsutaan
matriisin (järjestetyiksi) ominaisarvoiksi ja vektoreita t1, . . . , tn edellä mainittuja
ominaisarvoja vastaaviksi ominaisvektoreiksi.

11



Seuraavaksi esitetään tämän tutkielman päälause ja sen todistus. Ao. todis-
tuksen ovat pääkohdiltaan samanlaisena esittäneet mm. Rao (1973, s. 42–43),
Stewart (1973, s. 318–319, 1990, s. 30–31), Lawson & Hanson (1974, s. 18–20),
Mustonen (1995, s. 194–195), Harville (1997, s. 550–552) ja Isotalo, Puntanen
& Styan (2005, s. 154–157).

Lause 3.2. (Singulaariarvohajotelma) Matriisi A ∈ Rn×m
r (n ≥ m ≥ r > 0) voi-

daan esittää muodossa

A= U∆V ′ = U∗∆∗V
′ = U1∆1V ′1 = (U1 : U0)

�

∆1 0
0 0

��

V ′1
V ′0

�

=
r
∑

i=1

δiui v
′
i ,

missä

Un×n = (U1 : U0) = (u1 : . . . : un), U1 ∈ Rn×r , U ′U = In,

Vm×m = (V1 : V0) = (v1 : . . . : vm), V1 ∈ Rm×r , V ′V = Im,

∆n×m =
�

∆1 0
0 0

�

=
�

∆∗
0

�

, ∆1 = diag(δ1, . . . ,δr),

U∗ = (u1 : . . . : um) ∈ Rn×m, ∆∗ = diag(δ1, . . . ,δm),

δ1 ≥ · · · ≥ δr > δr+1 = · · ·= δm = 0, δi = δi(A), i ∈ {1, . . . , m}.
Todistus. Matriisi A′A ∈ Rm

≥ [r = r(A) > 0] voidaan esittää apulauseessa 3.1
esitetyn ominaisarvohajotelman avulla muodossa

(3.1a) A′A= V∆2
∗V
′ = (V1 : V0)

�

∆2
1 0

0 0

��

V ′1
V ′0

�

= V1∆
2
1V ′1,

missä

Vm×m = (V1 : V0), V1 ∈ Rm×r , V ′V = Im,

∆2
∗ =
�

∆2
1 0

0 0

�

= diag(δ2
1, . . . ,δ2

m), ∆2
1 = diag(δ2

1, . . . ,δ2
r ),

δ2
1 ≥ · · · ≥ δ2

r > δ
2
r+1 = · · ·= δ2

m = 0.

Nyt V ′1V1 = Ir , joten kertomalla yhtälö (3.1a) vasemmalta matriisilla V ′1 ja oi-
kealta matriisilla V1 saadaan

(3.1b) ∆2
1 = V ′1A′AV1.

Määritellään matriisi U1 seuraavasti:

(3.1c) U1 = AV1∆
−1
1 ∈ Rn×r .

Matriisi U1 on tällöin ortogonaalinen, sillä yhtälöä (3.1b) käyttämällä saadaan

U ′1U1 =∆
−1
1 V ′1A′AV1∆

−1
1 =∆

−1
1 ∆

2
1∆
−1
1 = Ir .
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Nyt V1V ′1 = PA′ , sillä matriisi V1V ′1 on symmetrinen ja idempotentti jaC (V1V ′1) =C (A′). Kertomalla yhtälö (3.1c) oikealta matriisilla ∆1V ′1 saadaan

U1∆1V ′1 = AV1V ′1 = APA′ = A,

mikä on eräs singulaariarvohajotelman esitysmuoto. Tällöin ovat olemassa sel-
laiset matriisit U0 ∈ Rn×(n−r) ja V0 ∈ Rm×(m−r), että matriisit Un×n = (U1 : U0) ja
Vm×m = (V1 : V0) ovat ortogonaalisia. Näin ollen

A= U∆V ′ = (U1 : U0)
�

∆1 0
0 0

��

V ′1
V ′0

�

= U
�

∆∗
0

�

V ′ = U∗∆∗V
′,

missä U∗ = (u1 : . . . : um) ∈ Rn×m.

Singulaariarvohajotelman olemassaolo voidaan todistaa monella muullakin
tavalla kuin edellä esitettiin. Meyer (2000, s. 405–412) johtaa hajotelman läh-
temällä liikkeelle yhtälöistä

(3.2) Rn =C (A)�N (A′), Rm =C (A′)�N (A),
missä A ∈ Rn×m

r (r > 0). Kun muodostetaan avaruuksien C (A), N (A′),
C (A′) ja N (A) ortonormaalit kannat {u1, . . . , ur}, {ur+1, . . . , un}, {v1, . . . , vr}
ja {vr+1, . . . , vm}, saadaan yhtälöiden (3.2) avulla muodostettua ortogonaaliset
matriisit U ja V . Tarkasteltaessa yhtälöä ∆= U ′AV nähdään, että

u′i A= 0, Avi = 0 ∀ i ∈ {r + 1, . . . , m},
joten matriisi A on esitettävissä muodossa

A= U∆V ′ = U
�

∆1 0
0 0

�

V ′ = U1∆1V ′1.

Matriisi ∆1 voidaan nyt eliminoida diagonaalimatriisiksi, minkä avulla päädy-
tään singulaariarvohajotelmaan (ks. myös Horn & Johnson 1991, s. 144–145;
Golub & van Loan 1996, s. 70; Stewart 1998a, s. 62–63; Watkins 2002, s. 396–
399; Ben-Israel & Greville 2003, s. 182–184).

Singulaariarvohajotelman mukaan matriisi A voidaan esittää muodossa

A= (U1 : U0)
�

∆1 0
0 0

��

V ′1
V ′0

�

,

joten selvästi C (A) ⊆ C (U1) ja r(A) = r(U1), ja näin ollen C (A) = C (U1).
Edelleen N (A′) = C (A)⊥ = C (U1)⊥ = C (U0). Vastaavasti nähdään, että
C (A′) = C (V1) ja N (A) = C (V0). Nämä yhtäpitävyydet ovat usein hyödyl-
lisiä aputuloksia aliavaruuksien avulla todistettavien lauseiden merkitysten ha-
vainnollistamisessa (ks. Strang 1993).

Lisäksi on syytä huomata, että C (U1U ′1) = C (A), (U1U ′1)
2 = U1U ′1 ja

(U1U ′1)
′ = U1U ′1. Ortogonaaliprojektorin määritelmän mukaan tämä tarkoit-

taa, että PA = U1U ′1. Vastaavasti nähdään, että PA⊥ = U0U ′0, PA′ = V1V ′1 ja
P(A′)⊥ = V0V ′0.
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Määritelmä 3.2. Lauseessa 3.2 esitettyjä positiivisia reaalilukuja δ1, . . . ,δm kut-
sutaan matriisin (järjestetyiksi) singulaariarvoiksi, vektoreita u1, . . . , un edellä
mainittuja singulaariarvoja vastaaviksi vasemmanpuoleisiksi singulaarivektoreiksi
ja vektoreita v1, . . . , vm edellä mainittuja singulaariarvoja vastaaviksi oikean-
puoleisiksi singulaarivektoreiksi.

Huomautus. Jos n < m, matriisin A ∈ Rn×m
r (r > 0) singulaariarvohajotelma on

lauseen 3.2 merkintöjä käyttämällä edelleen muotoa A = U∆V ′, mutta tällöin
∆n×m = (∆# : 0), missä ∆# = diag(δ1, . . . ,δn) ja δ1 ≥ · · · ≥ δr > δr+1 = · · · =
δn = 0. Tämän hajotelman olemassaolo on todistettavissa samaan tapaan kuin
lause 3.2. Singulaariarvohajotelma on siis muodostettavissa kaikille matriiseille,
kun taas esim. ominaisarvohajotelma on määritelty ainoastaan symmetrisille
matriiseille ja Cholesky-hajotelma positiivisesti definiiteille matriiseille. 1 (esim.
Mustonen 1995, s. 193–195.)

On myös huomattava, että singulaariarvohajotelma ei ole yksikäsitteinen sil-
loin, kun siinä esiintyy keskenään yhtä suuria singulaariarvoja. Näitä singulaari-
arvoja vastaavat singulaarivektorit eivät ole yksikäsitteisesti määritellyt mutta it-
se singulaariarvot ovat. Vaikka oikeanpuoleiset singulaarivektorit eivät olisikaan
yksikäsitteisesti määritellyt, ne virittävät joka tapauksessa yksikäsitteisen ali-
avaruuden. Lisäksi vasemmanpuoleiset singulaarivektorit ovat yksikäsitteisesti
määritellyt yhtälön (3.1c) mukaisesti. Tämän takia sanotaankin, että singulaari-
arvohajotelma on ns. oleellisesti yksikäsitteinen. (esim. Stewart 1998a, s. 65–
66.)

Matriisin A ∈ Rn×m
r (r > 0) singulaariarvohajotelmaa (ks. lause 3.2) käyttä-

mällä saadaan

(3.3) AA′ = U∆V ′V∆′U ′ = U∆2
#U ′.

Matriisin A vasemmanpuoleiset singulaarivektorit ovat siis samat kuin matriisin
AA′ ∈ Rn

≥ ominaisvektorit. Vastaavasti yhtälöstä (3.1a) nähdään, että matriisin A
oikeanpuoleiset singulaarivektorit ovat samat kuin matriisin A′A ∈ Rm

≥ ominais-
vektorit. Lisäksi yhtälöistä (3.1a) ja (3.3) nähdään, että matriisin A singulaari-
arvot ovat samat kuin matriisien A′A ja AA′ ominaisarvojen neliöjuuret. (esim.
Harville 1997, s. 552–554.)

Positiivisesti semidefiniitin matriisin ominais- ja singulaariarvohajotelmien
esitysmuodoissa ei ole oleellista eroa. Tällöin siis T = U = V ja λi = δi kai-
killa i ∈ {1, . . . , n}. Tämä käy ilmi ao. esimerkistä 3.1.

Esimerkki 3.1. Olkoon matriisin A ∈ Rn
s [r = r(A) > 0] ominaisarvohajotelma

muotoa

(3.4a) A= V∆V ′ =
r
∑

i=1

δi vi v
′
i ,

1. Matriisin A ∈ Rn
> Cholesky-hajotelma on muotoa A= LL′, missä matriisi Ln×n on sellainen

yksikäsitteinen alakolmiomatriisi, jonka diagonaalielementit ovat positiivisia.
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ja olkoon

U = VΩ, Ω= diag(ω1, . . . ,ωn), ωi =

(

1, kun δi ≥ 0,

−1, kun δi < 0,
i ∈ {1, . . . , n}.

Tällöin matriisi U on ortogonaalinen, sillä U ′U = Ω′V ′VΩ = Ω2 = In. Lisäksi
ominaisarvohajotelman (3.4a) mukaan V ′AV =∆, joten

U ′AV = ΩV ′AV = Ω∆= diag(ω1δ1, . . . ,ωnδn) = diag(|δ1|, . . . , |δn|) =∆,

ja matriisin A singulaariarvohajotelma on siten esitettävissä muodossa

(3.4b) A=
r
∑

i=1

|δi|ui v
′
i =

r
∑

i=1

|δi|ωi vi v
′
i .

Erityisesti voidaan huomata, että jos A ∈ Rn
≥, niin

ωi = 1, ui = vi ∀ i ∈ {1, . . . , n},
joten matriisin A singulaariarvohajotelma (3.4b) on tällöin yhtenevä ominais-
arvohajotelman (3.4a) kanssa. (Harville 1997, s. 554–555.)

Esimerkki 3.2. Olkoon matriisin A ∈ Rn×m
r (n ≥ m ≥ r > 0) QR-hajotelma

(Gram–Schmidt-hajotelma) muotoa

A= QR = (Q1 : Q0)
�

R1

0

�

= Q1R1,

missä Qn×n = (Q1 : Q0), Q1 ∈ Rn×m, Q′Q = In ja Rn×m on yläkolmiomatriisi. Ol-
koon lisäksi matriisin R1 ∈ Rm×m

r singulaariarvohajotelma muotoa R1 = W1∆1V ′1.
Asettamalla U1 = Q1W1 saadaan

U ′1AV1 = W ′
1Q′1Q1R1V1 = W ′

1W1∆1V ′1V1 =∆1,

mikä on matriisin A singulaariarvohajotelma. Matriisilla A ja sen QR-hajotelman
yläkolmiomatriisilla R on siis samat singulaariarvot ja niitä vastaavat oikean-
puoleiset singulaarivektorit. (Stewart 1998a, s. 253–254.)

Edelleen matriisin A ∈ Rn×m
r (r > 0) singulaariarvohajotelmaa käyttämällä

saadaan

U ′AV =
�

U ′1AV1 U ′1AV0

U ′0AV1 U ′0AV0

�

=
�

∆1 0
0 0

�

=∆,(3.5a)

U ′AA′U = U ′AVV ′A′U =∆∆′ =∆2
#,(3.5b)

V ′A′AV = V ′A′UU ′AV =∆′∆=∆2
∗.(3.5c)
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Edellä yhtälöt (3.5b) ja (3.5c) seuraavat yhtälöstä (3.5a). Lisäksi yhtälös-
tä (3.5a) seuraa, että

U1 = U1∆1∆
−1
1 = U1U ′1AV1∆

−1
1 = (In−U0U ′0)AV1∆

−1
1(3.5d)

= AV1∆
−1
1 −U0 U ′0AV1

︸ ︷︷ ︸

0

∆−1
1 = AV1∆

−1
1 ,

V1 = V1∆1∆
−1
1 = V1V ′1A′U1∆

−1
1 = (In− V0V ′0)A

′U1∆
−1
1(3.5e)

= A′U1∆
−1
1 − V0 V ′0A′U1

︸ ︷︷ ︸

0

∆−1
1 = A′U1∆

−1
1 .

Yhtälön (3.5d) mukaan r ensimmäistä oikeanpuoleista singulaarivektoria
määrittelevät yksikäsitteisesti r ensimmäistä vasemmanpuoleista singulaari-
vektoria. Vastaavasti yhtälön (3.5e) mukaan r ensimmäistä vasemmanpuoleista
singulaarivektoria määrittelevät yksikäsitteisesti r ensimmäistä oikeanpuoleista
singulaarivektoria. (esim. Harville 1997, s. 552–554.)

Määritellään vielä matriisin A singulaariarvohajotelman avulla ortogonaali-
nen matriisi Q seuraavasti:

Q =
1p
2

�

V V 0
U∗ −U∗

p
2U#

�

∈ R(n+m)×(n+m),

missä Un×n = (U∗ : U#) ja U∗ ∈ Rn×m. Koska U ′∗U = (Im : 0) ja U ′#U = (0 : In−m),
niin

Q′
�

0 A′

A 0

�

Q =
1

2







V ′ U ′∗
V ′ −U ′∗
0
p

2U ′#







�

0 V∆′U ′

U∆V ′ 0

�

�

V V 0
U∗ −U∗

p
2U#

�

=
1

2







U ′∗U∆+∆
′U ′U∗ U ′∗U∆−∆′U ′U∗

p
2∆′U ′U#

−U ′∗U∆+∆
′U ′U∗ −U ′∗U∆−∆′U ′U∗

p
2∆′U ′U#p

2U ′#U∆
p

2U ′#U∆ 0







= diag(δ1, . . . ,δm,−δ1, . . . ,−δm, 0, . . . , 0
︸ ︷︷ ︸

(n−m) kpl

),

mikä on matriisin
�

0 A′
A 0

�

∈ R(n+m)×(n+m)
s ominaisarvohajotelma. Useat ominais-

arvoille voimassa olevat tulokset ovat yleistettävissä singulaariarvoille tämän
tuloksen avulla. Lisäksi esitettyä tulosta voidaan hyödyntää singulaariarvo-
hajotelman laskemiseksi tarkoitetuissa algoritmeissa (ks. esim. Golub & Kahan
1965). (Lawson & Hanson 1974, s. 24–25; Golub & van Loan 1996, s. 448–450.)

Lause 3.3. Seuraavat tulokset ovat voimassa:

• matriisin aste on sen nollasta poikkeavien singulaariarvojen lukumäärä,

• matriiseilla A ja B on samat singulaariarvot, jos ovat olemassa sellaiset
ortogonaaliset matriisit U ja V , joille A= U ′BV .
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• neliömatriisi on kääntyvä, jos ja vain jos sen singulaariarvot ovat nollasta
poikkeavia,

• neliömatriisin determinantin itseisarvo on sen singulaariarvojen tulo,

• vektorin a singulaariarvo on ‖a‖2.

Todistus. Tulokset seuraavat suoraan lauseesta 3.2 ja neliömatriisin determinan-
tin ominaisuuksista (esim. Stewart 1998a, s. 16, 38, 64, 66–67).

3.2 Yleistetyt käänteismatriisit

Matriisin A tavanomainen, yksikäsitteinen käänteismatriisi on tunnetusti ole-
massa, jos ja vain jos A ∈ Rn×n

n . Usein on kuitenkin tarvetta ns. yleistetyl-
le käänteismatriisille, jollainen on laskettavissa myös silloin, kun matriisi A on
singulaarinen tai se ei ole neliömatriisi. Tavanomaisen määritelmän mukaan
matriisin An×m yleistetty käänteismatriisi (g-inverssi) on mikä hyvänsä matriisi
Gm×n, jolle on voimassa yhtälö AGA = A. Mikäli matriisi A ei ole singulaarinen,
G = A−1 on yhtälön AGA = A yksikäsitteinen ratkaisu. Jatkossa mistä tahansa
yhtälön AGA = A toteuttavasta matriisista G voidaan käyttää merkintää A− ja
kaikkien g-inverssien joukosta merkintää {A−}.

Penrose (1955) on osoittanut, että jokaiselle matriisille A ∈ Rn×m on olemas-
sa yksikäsitteinen g-inverssi G ∈ {A−}, joka toteuttaa seuraavat yhtälöt (Penro-
sen ehdot):

(1) AGA= A, (2) GAG = G, (3) (AG)′ = AG, (4) (GA)′ = GA.

Yhtälöt (1)–(4) toteuttavasta matriisista G käytetään merkintää A+ ja nimi-
tystä Mooren–Penrosen käänteismatriisi (ks. myös Moore 1920). Yleistetystä
käänteismatriisista, joka toteuttaa yhtälöt (i) ja ( j), käytetään merkintää A−i j.

Erityisesti merkitään refleksiivistä g-inverssiä A−12 = A−r , pienimmän neliö-
summan g-inverssiä A−13 = A−` ja miniminormin g-inverssiä A−14 = A−m. Esitetyt
nimitykset seuraavat g-inverssien ominaisuuksista. Esim. mikä tahansa vektori
A−` b on yhtälöryhmän Ax = b pienimmän neliösumman ratkaisu ja vektori A−mb
saman yhtälöryhmän minimaalisen normin ratkaisu. Pienimmän neliösumman
menetelmää tarkastellaan tarkemmin alaluvussa 4.1, s. 35. (Rao 1973, s. 24–
27, 48–49; Stewart & Sun 1990, s. 102; Meyer 2000, s. 422–423; Ben-Israel &
Greville 2003, s. 1, 35, 91–92, 95; Isotalo et al. 2005, s. 166–167.)

Eri ominaisuuksia omaavat g-inverssit ovat laskettavissa kätevästi singulaari-
arvohajotelman avulla. Tämä käy ilmi seuraavasta lauseesta 3.4 (ks. myös Rao
1980; Eubank & Webster 1985).

Lause 3.4. Olkoon matriisin A ∈ Rn×m
r (r > 0) singulaariarvohajotelma muotoa

A= U∆V ′ = (U1 : U0)
�

∆1 0
0 0

��

V ′1
V ′0

�

.
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Tällöin seuraavat yhtäpitävyydet ovat voimassa:

G ∈ {A−} ⇐⇒ G = V
�

∆−1
1 L

M N

�

U ′,(3.6a)

G ∈ {A−r } ⇐⇒ G = V
�

∆−1
1 L

M M∆1L

�

U ′,(3.6b)

G ∈ {A−` } ⇐⇒ G = V
�

∆−1
1 0

M N

�

U ′,(3.6c)

G ∈ {A−m} ⇐⇒ G = V
�

∆−1
1 L
0 N

�

U ′,(3.6d)

G = A+ ⇐⇒ G = V
�

∆−1
1 0
0 0

�

U ′,(3.6e)

missä L ∈ Rr×(n−r), M ∈ R(m−r)×r ja N ∈ R(m−r)×(n−r).

Todistus. Oletetaan ensin, että yhtäpitävyyden (3.6a) vasen puoli on voimassa.
Siis on olemassa sellainen matriisi G, että AGA= A eli

(3.7a) U∆V ′GU∆V ′ = U∆V ′.

Kertomalla yhtälö (3.7a) vasemmalta matriisilla U ′ ja oikealta matriisilla V saa-
daan

(3.7b) ∆V ′GU∆=
�

∆1 0
0 0

��

K L
M N

��

∆1 0
0 0

�

=
�

∆1 0
0 0

�

=∆,

missä

(3.7c) V ′GU =
�

K L
M N

�

,

K ∈ Rr×r , L ∈ Rr×(n−r), M ∈ R(m−r)×r ja N ∈ R(m−r)×(n−r). Yhtälöstä (3.7b)
nähdään, että ∆1K∆1 = ∆1 eli K = ∆−1

1 . Kertomalla yhtälö (3.7c) vasemmalta
matriisilla V ja oikealta matriisilla U ′ saadaan

(3.7d) G = V
�

∆−1
1 L

M N

�

U ′,

mikä on yhtäpitävyyden (3.6a) oikea puoli. Oletetaan nyt, että yhtä-
pitävyyden (3.6a) oikea puoli, eli yhtälö (3.7d), on voimassa. Tällöin

AGA= U∆V ′V
�

∆−1
1 L

M N

�

U ′U∆V ′

= U
�

∆1 0
0 0

��

∆−1
1 L

M N

��

∆1 0
0 0

�

V ′ = U
�

∆1 0
0 0

�

V ′ = A,

mikä vastaa yhtäpitävyyden (3.6a) vasenta puolta. Näin ollen yhtä-
pitävyys (3.6a) on voimassa. Yhtäpitävyyksien (3.6b)–(3.6e) voimassaolo on
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todistettavissa vastaavalla tavalla [esim. yhtäpitävyys (3.6c) voidaan todis-
taa oikeaksi osoittamalla, että Penrosen ehdoista (1) ja (3) seuraa, että yhtä-
pitävyyden (3.6c) oikea puoli on voimassa, ja että tästä seuraa vastaavasti Pen-
rosen ehtojen (1) ja (3) voimassaolo]. (Stewart & Sun 1990, s. 103–104; Isotalo
et al. 2005, s. 167–168.)

3.3 Havainnollistavia esimerkkejä

Esimerkki 3.3. Multinormaalijakautuneista satunnaismuuttujista koostuva vek-
tori y ∈ Rn voidaan esittää singulaariarvohajotelman avulla muodossa

(3.8) y = Ax +µ= U∆V ′x +µ,

missä A ∈ Rn×m
r (r > 0), µ ∈ Rn ja x = (x1, . . . , xm)′ ∼ Nm(0, Im). Edel-

lä matriisit U , ∆ ja V ovat määritellyt kuten lauseessa 3.2 (s. 12). Kos-
ka satunnaismuuttujien x1, . . . , xm ortogonaalinen muunnos säilyttää muuttujat
riippumattomina ja (0, 1)-normaalisina, yhtälö (3.8) voidaan kirjoittaa muodos-
sa y = U∆x + µ. Multinormaalijakauman voidaan siis ajatella syntyvän (0,1)-
normaalisista satunnaismuuttujista kolmessa vaiheessa:

1. tehdään muuttujittain venytyksiä ja kutistuksia (kertomalla vasemmalta
matriisilla ∆),

2. kierretään koordinaatistoa (kertomalla vasemmalta matriisilla U),

3. siirretään jakauman keskipistettä (lisäämällä vektori µ).

(Mustonen 1995, s. 15–20.)

Esimerkki 3.4. Matriisin A ∈ Rn×m
r (r > 0) euklidinen (Frobeniuksen) normi

voidaan esittää singulaariarvojen avulla seuraavasti:

‖A‖2
F = tr(A′A) = tr(V∆′U ′U∆V ′) = tr(∆′U ′U∆V ′V)

= tr(∆′∆) = tr(∆2
∗) =

r
∑

i=1

δ2
i

(esim. Harville 1997, s. 554). Vastaavasti matriisin A 2-normi (spektraalinormi)
on sama kuin matriisin suurin singulaariarvo:

‖A‖2 = ‖U∆V ′‖2 = ‖U ′U∆V ′V‖2 = ‖∆‖2 = δ1

(esim. Meyer 2000, s. 281–282). Näin ollen matriisin spektraalinormin ja Fro-
beniuksen matriisinormin välillä on voimassa

‖A‖2
2 = δ

2
1 ≤

r
∑

i=1

δ2
i = ‖A‖2

F ≤ r ·δ2
1 = r · ‖A‖2

2.

Jos esim. r = 101 ja 1= δ1 > δ2 = · · ·= δr = 0.1, niin

‖A‖2 = 1< ‖A‖F =
p

1+ 100 · 0.01=
p

2<
p

r‖A‖2 =
p

101.

(Stewart 1998a, s. 65.)
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Tarkastellaan seuraavaksi esimerkkiin 3.3 liittyvää lineaarista muunnosta
y = Ax tarkemmin laajentamalla Meyerin (2000, s. 412–414) esitystä yksikkö-
pallon P kuvautumisesta koskemaan kaikkia matriiseja A ∈ Rn×m

r (r > 0). Ol-
koon siis

P = {x : ‖x‖2 = 1}, A= U1∆1V ′1, A+ = V1∆
−1
1 U ′1,

missä x ∈ Rm. Edellä matriisit U1, ∆1 ja V1 ovat määritellyt kuten lauseessa 3.2
(s. 12). Tällöin

∀ y ∈ A(P ) : ∃ x ∈ P : y = Ax ∈ Rn,

ja näin ollen

1= ‖A+A‖2
2‖x‖2

2 ≥ ‖A+Ax‖2
2 = ‖A+y‖2

2 = ‖V1∆
−1
1 U ′1y‖2

2

= ‖∆−1
1 U ′1y‖2

2 = ‖∆−1
1 t‖2

2 =
r
∑

i=1

t2
i

δ2
i

,

missä t = U ′1y ∈ Rr . Tällöin joukko U ′1A(P ) on ellipsoidi, jonka pääakselien
pituudet ovat δ1, . . . ,δr . Ortogonaalisten muunnosten isometrisuudesta seuraa,
että myös A(P ) on ellipsoidi samoin pääakselipituuksin kuin U ′1A(P ).

Edellä esitetyn perusteella ellipsoidin U ′1A(P ) pääakselit ovat avaruuden Rr

ns. luonnollisen kannan muodostavien vektorien e1, . . . , er suuntaiset. Näin ollen
ellipsoidin U1U ′1A(P ) = A(P ) pääakselit ovat matriisin U1 määrittämien mat-
riisin A vasemmanpuoleisten singulaarivektorien suuntaiset eli δ1u1, . . . ,δrur .
Singulaariarvohajotelman mukaan

AV1 = U1∆1 ⇐⇒ Avi = δiui ∀ i ∈ {1, . . . , r},
joten matriisin A oikeanpuoleiset singulaarivektorit v1, . . . , vr kuvautuvat
yksikköpallolta P ellipsoidin A(P ) pääakseleille.

Kuviossa 3.1 on havainnollistettu edellä esitettyä kuvautumista avaruudessa
R2 (ks. myös Strang 1993). Lisäämällä yhtälön y = Ax oikealle puolelle vek-
tori µ saadaan johdetuksi esimerkin 3.3 multinormaalijakaumaa kuvaava kuvio,
jolloin kuvion 3.1 ellipsoidin keskipiste ei olisi origo (kun µ 6= 0).

V′ ∆ U

v1

v2

e1

e2

δ1e1

δ2e2

δ1u1

δ2u2

Kuvio 3.1. Yksikköpallon kuvautuminen ellipsoidiksi avaruudessa R2.
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Mainittakoon, että edellä esitettyihin esimerkkeihin liittyy osittain Gabrielin
(1971, 1978, 2002) kehittämä matriisin ns. biplot-kuvio, joka on hyödylli-
nen mm. pääkomponentti- ja korrespondenssianalyysin yhteydessä (ks. myös
Friendly & Kwan 2003). Lisäksi edellä esitettyihin tarkasteluihin liittyy kaksi eri-
tyistä singulaariarvojen avulla karakterisoitavaa käsitettä. Nämä ovat matriisin
tilavuuden ja kuntoisuuden käsitteet. Matriisin tilavuus voidaan nimittäin mää-
ritellä sen singulaariarvojen tulona. Matriisin kuntoisuutta taas tarkastellaan
yleisesti sen spektraalinormin kuntoisuusluvun avulla.

Määritelmä 3.3. Matriisin A ∈ Rn×m
r , missä r = min{n, m} > 0, kuntoisuusluku

on κ = ‖A‖‖A+‖. Erityisesti matriisin spektraalinormin kuntoisuusluku on κ2 =
‖A‖2‖A+‖2 = δ1/δr .

On syytä huomata, että kuntoisuusluvun arvo riippuu käytettävästä matriisi-
normista. Matriisin sanotaan olevan huonokuntoinen, jos sen kuntoisuusluku
on verraten suuri. Pienin mahdollinen kuntoisuusluvun arvo on 1, ja se saavute-
taan, jos ja vain jos matriisi on ortogonaalinen. (esim. Meyer 2000, s. 413–414;
Ben-Israel & Greville 2003, s. 181–182, 187.)

Esimerkin 3.2 (s. 15) mukaan matriisilla An×m ja sen QR-hajotelman ylä-
kolmiomatriisilla Rn×m on samat singulaariarvot ja niitä vastaavat oikean-
puoleiset singulaarivektorit. Tällöin on siis voimassa yhtälö A′A = R′Q′QR =
R′R, missä Q′Q = In. Olkoon nyt matriisin A′A = R′R ∈ Rm

≥ ominaisarvo-
hajotelma (ks. lause 3.1, s. 11) muotoa A′A = R′R = V∆2

∗V
′. Singulaariarvo-

hajotelman (ks. lause 3.2, s. 12) todistuksen perusteella tiedetään, että on mah-
dollista muodostaa sellaiset ortogonaaliset matriisit F ,G ∈ Rn×n, että A= F∆V ′

ja R = G∆V ′, missä ∆n×m = (∆∗ : 0)′. Nyt matriisi A on esitettävissä muodossa
A = FG′G∆V ′ = QR, missä Q = FG′ ja Q′Q = GF ′FG′ = In. (Vinograde 1950;
Horn & Olkin 1996; Neudecker & van de Velden 2000, 2001; Isotalo et al. 2005,
s. 159.)

Edellä esitetyssä tarkastelussa ei ole tarvetta olettaa, että R on yläkolmio-
matriisi. Näin ollen on osoitettu, että seuraava tulos on yleisesti voimassa kaikil-
la matriiseilla A, B ∈ Rn×m:

A′A= B′B ⇐⇒ ∃Qn×n : A= QB, Q′Q = In.

Tämä tulos on hyödyllinen mm. kanonisen analyysin yhteydessä (ks. esim. Horn
& Olkin 1996).

3.4 Singulaariarvoepäyhtälöitä

Aikaisemmin (ks. esimerkki 3.4) todettiin, että matriisin An×m suurin singulaari-
arvo on sama kuin sen spektraalinormin ‖A‖2 arvo. Tarkalleen ottaen kyseessä
on vektorinormin ‖Ax‖2 maksimiarvo kaikkien yksikkövektorien x ∈ Rm suh-
teen. Tällä karakterisaatiolla on olemassa hyödyllinen yleistys, joka tunnetaan
singulaariarvojen min-max-lauseena. (esim. Stewart 1998a, s. 67.)
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Ennen singulaariarvojen min-max-lauseen esittämistä esitetään kuitenkin
vielä yksi tapa määritellä matriisin singulaariarvot. Seuraavan lauseen 3.5
singulaariarvojen karakterisaatio liittyy oleellisesti singulaariarvohajotelman
1800-luvun lopun historiaan, sillä se perustuu bilineaarimuodon x ′Ay maksi-
mointiin (ks. alaluku 2.1, s. 7). Esitettävä karakterisaatio on verrattavissa myö-
hemmin esitettävään min-max-karakterisaatioon.

Lause 3.5. Olkoon matriisin A ∈ Rn×m (n≥ m) singulaariarvohajotelma muotoa

A= U∗∆∗V
′ =

m
∑

i=1

δiui v
′
i .

Tällöin matriisin A singulaariarvot voidaan määritellä seuraavasti:

δ1 = max
‖x‖2=‖y‖2=1

x ′Ay = u′1Av1 ≥ · · · ≥ δi = max
‖x‖2=‖y‖2=1

x ′u j=y ′v j=0 ∀ j∈{1,...,i−1}
x ′Ay = u′i Avi,

≥ · · · ≥ δm = min
‖x‖2=‖y‖2=1

x ′Ay = u′mAvm,

missä x ∈ Rn ja y ∈ Rm.

Todistus. Olkoon x ∈ Rn ja y ∈ Rm sellaisia vektoreita, joille ‖x‖2 = ‖y‖2 = 1.
Singulaariarvohajotelmaa ja Cauchyn–Schwarzin epäyhtälöä käyttämällä saa-
daan

(x ′Ay)2 = (x ′U∗∆∗V
′y)2

≤ x ′U∗U
′
∗x

︸ ︷︷ ︸

1

·y ′V∆2
∗V
′y = y ′V∆2

∗V
′y = t ′∆2

∗ t =
m
∑

i=1

δ2
i t2

i

≤ δ2
1

m
∑

i=1

t2
i = δ

2
1 y ′VV ′y
︸ ︷︷ ︸

1

= δ2
1,

missä t = V ′y ∈ Rm. Asettamalla x = ui ja y = vi saadaan

x ′Ay = u′i

 

m
∑

j=1

δ ju j v
′
j

!

vi = δi u′i ui
︸︷︷︸

1

v ′i vi
︸︷︷︸

1

+
m
∑

j=1
j 6=i

δ j u′i u j
︸︷︷︸

0

v ′j vi
︸︷︷︸

0

= δi.

(Mustonen 1995, s. 196–197; Isotalo et al. 2005, s. 158–159.)

Lauseen 3.5 ominaisarvoversiossa A ∈ Rn
s , jolloin maksimoitava lauseke on

neliömuoto x ′Ax , ts. maksimoidaan Rayleigh’n osamäärän x ′Ax/‖x‖2
2 arvo vek-

torin x ∈ Rn suhteen. Tämän maksimointitehtävän tuloksena saadaan matriisin
A ominaisarvot λi, i ∈ {1, . . . , n} (ks. myös Golub 1973). Tätä tulosta käyte-
tään mm. seuraavaksi esitettävän, Weylin lauseena tunnetun apulauseen 3.6
todistuksessa. Weylin lausetta käytetään myöhemmin mm. singulaariarvojen
min-max-lauseen todistuksessa.
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Apulause 3.6. (Weylin lause) Olkoon matriisin A ∈ Rn×m
r singulaariarvohajotelma

muotoa

A= U∆V ′ =
r
∑

i=1

δi(A)ui v
′
i ,

ja olkoon B ∈ Rn×m
k (k < r) ja E ∈ Rn×m

r . Tällöin ovat voimassa

δ1(A− B) = max
x∈N (B)
‖x‖2=1

‖Ax‖2 ≥ δk+1(A),(3.9a)

δp(A+ B) = min
x∈N (B)
‖x‖2=1

‖Ax‖2 ≤ δp−k(A),(3.9b)

δi+ j−1(A+ E)≤ δi(A) +δ j(E),(3.9c)

missä p =min{n, m}, i, j ∈ {1, . . . , p} ja i+ j ≤ p+ 1.

Todistus. Todistetaan ensin epäyhtälöt (3.9a) ja (3.9b) käyttämällä matriisin A
singulaariarvohajotelmaa ja matriisin B täysiastehajotelmaa. Olkoon siis matrii-
sin B täysiastehajotelma muotoa B = FG′, missä F ∈ Rn×k

k ja G ∈ Rm×k
k . Merki-

tään lisäksi

U(c:d) = (uc : . . . : ud), ∆(c:d) = diag[δc(A), . . . ,δd(A)], V(c:d) = (vc : . . . : vd),

missä c, d ∈ {1, . . . , p} ja c ≤ d. Tällöin matriisilla G′V(1:k+1) ∈ Rk×(k+1) on ei-
triviaali nolla-avaruus, sillä matriisissa on enemmän sarakkeita kuin rivejä. Ol-
koon b ∈ Rk+1 sellainen vektori, jolle ‖b‖2 = 1 ja G′V(1:k+1)b = 0. Tällöin
x = V(1:k+1)b ∈ N (G′) = N (B), sillä N (G′) ⊆ N (B) ja r(G′) = r(B) = k. Näin
ollen

δ2
1(A− B)≥ ‖(A− B)x‖2

2 = ‖Ax − FG′V(1:k+1)b‖2
2 = ‖Ax‖2

2

= ‖U ′U∆V ′V(1:k+1)b‖2
2 = ‖∆(Ik+1 : 0)′b‖2

2

= ‖(b′∆(1:k+1) : 0)′‖2
2 = b′∆2

(1:k+1)b

≥ λk+1(∆
2
(1:k+1)) = δ

2
k+1(∆(1:k+1)) = δ

2
k+1(A),

mikä vastaa epäyhtälöä (3.9a). Vastaavasti nähdään, että jos G′V(p−k:p)b = 0,
niin x = V(p−k:p)b ∈ N (B). Edelleen

δ2
p(A+ B)≤ ‖(A+ B)x‖2

2 = ‖Ax‖2
2 = ‖∆(0 : Ik+1)

′b‖2
2

= b′∆2
(p−k:p)b ≤ λp−k(∆

2
(p−k:p)) = δ

2
p−k(A),

mikä vastaa epäyhtälöä (3.9b). Epäyhtälö (3.9c) on voimassa, kun i = j = 1,
sillä kolmioepäyhtälön mukaan

δ1(A+ E) = ‖A+ E‖2 ≤ ‖A‖2+ ‖E‖2 = δ1(A) +δ1(E).

Olkoon nyt matriisin E singulaariarvohajotelma muotoa E =
∑r

i=1δi(E)wi z
′
i ,

ja merkitään bAk =
∑k

i=1δi(A)ui v
′
i ja bEk =

∑k
i=1δi(E)wi z

′
i . Tällöin myöhem-

min esitettävästä matriisiapproksimointia koskevasta lauseesta 3.12 (s. 29) seu-
raa, että δ1(A− bAi−1) = δi(A) ja δ1(E − bE j−1) = δ j(E). Lisäksi nähdään, että
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r(bAi−1 + bE j−1) ≤ i + j − 2, joten kolmioepäyhtälöä ja epäyhtälöä (3.9a) käyttä-
mällä saadaan

δi(A) +δ j(E) = δ1(A− bAi−1) +δ1(E − bE j−1) = ‖A− bAi−1‖2+ ‖E − bE j−1‖2

≥ ‖(A+ E)− (bAi−1+ bE j−1)‖2 = δ1[(A+ E)− (bAi−1+ bE j−1)]

≥ δi+ j−1(A+ E),

mikä vastaa epäyhtälöä (3.9c). (Stewart 1998a, s. 67–68.)

Apulauseen 3.6 sisältö perustuu Weylin (1912) esittämiin tuloksiin matriisien
ominaisarvoista (ks. alaluku 2.2, s. 9). Seuraavaksi esitettävä singulaariarvojen
min-max-karakterisaatio 3.7 seuraa suoraan apulauseesta 3.6.

Lause 3.7. (Min-max-karakterisaatio) Olkoon matriisin A ∈ Rn×m singulaariarvo-
hajotelma muotoa

A= U∆V ′ =
p
∑

i=1

δiui v
′
i ,

missä p =min{n, m}. Tällöin on voimassa yhtälö

δi = min
dim(X )=p−i+1

max
x∈X
‖x‖2=1

‖Ax‖2 = max
dim(X )=i

min
x∈X
‖x‖2=1

‖Ax‖2,

missä i ∈ {1, . . . , p} ja X ⊆ Rm.

Todistus. Olkoon B ∈ Rn×m
i−1 sellainen matriisi, jolle N (B) = X , missä

dimN (B) = p − i + 1. Tällöin apulauseen 3.6 ensimmäisen epäyhtälön mu-
kaan maxx∈N (B)‖Ax‖2 ≥ δi ehdolla ‖x‖2 = 1. Kuten apulauseen 3.6 todistuk-
sessa, olkoon matriisin B täysiastehajotelma muotoa B = FG′, ja olkoon b ∈ Ri

sellainen vektori, jolle ‖b‖2 = 1 ja G′V(1:i)b = 0. Tällöin x = V(1:i)b ∈ N (B),
joten

min
dimN (B)=p−i+1

max
x∈N (B)
‖x‖2=1

‖Ax‖2
2 = min

dimN (B)=p−i+1
max
‖b‖2=1

‖∆V ′V(1:i)b‖2
2

= min
dimN (B)=p−i+1

max
‖b‖2=1

b′∆2
(1:i)b = δ

2
i .

Jos taas C ∈ Rn×m
p−i on sellainen matriisi, jolle N (C) = X , missä dimN (C) = i,

niin apulauseen 3.6 toisen epäyhtälön mukaan minx∈N (C)‖Ax‖2 ≤ δi ehdolla
‖x‖2 = 1. Edelleen on muodostettavissa vektori x = V(p−i+1:p)c ∈ N (C), missä
‖c‖2 = 1, jolloin saadaan

max
dimN (C)=i

min
x∈N (C)
‖x‖2=1

‖Ax‖2
2 = max

dimN (C)=i
min
‖c‖2=1

‖∆V ′V(p−i+1:p)c‖2
2

= max
dimN (C)=i

min
‖c‖2=1

c′∆2
(p−i+1:p)c = δ

2
i ,

mikä päättää esitetyn lauseen todistuksen.
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Lauseen 3.7 ominaisarvoversio tunnetaan yleisesti Courantin–Fischerin min-
max-lauseena (ks. alaluku 2.2, s. 9). Lause 3.7 olisikin voitu todistaa soveltamal-
la Courantin–Fischerin min-max-lausetta matriisille A′A ∈ Rn

≥. Edellä käytettiin
kuitenkin Weylin lausetta 3.6, josta seuraa myös seuraavan lauseen 3.8 ensim-
mäinen hyödyllinen perturbaatiotulos. (esim. Golub & van Loan 1996, s. 394,
449–450; Stewart 1998a, s. 69.)

Lause 3.8. Olkoon A, E ∈ Rn×m. Tällöin ovat voimassa epäyhtälöt

|δi(A+ E)−δi(A)| ≤ ‖E‖2 ∀ i ∈ {1, . . . , p},(3.10a)
p
∑

i=1

[δi(A+ E)−δi(A)]
2 ≤ ‖E‖2

F ,(3.10b)

missä p =min{n, m}.
Todistus. Epäyhtälön (3.10a) todistamiseksi asetetaan apulauseen 3.6 viimeises-
sä epäyhtälössä j = 1. Tällöin

δi(A+ E)≤ δi(A) +δ1(E) ⇐⇒ δi(A+ E)−δi(A)≤ ‖E‖2,(3.11a)

δi(A)≤ δi(A+ E) +δ1(−E) ⇐⇒ δi(A+ E)−δi(A)≥−‖E‖2.(3.11b)

Epäyhtälöistä (3.11a) ja (3.11b) seuraa, että |δi(A+E)−δi(A)| ≤ ‖E‖2. (Stewart
1998a, s. 69.) Todistetaan nyt epäyhtälö (3.10b) esimerkkinä ominaisarvoille
voimassaolevien tulosten hyödyntämisestä käyttämällä Wielandtin–Hoffmanin
lausetta. Sen mukaan symmetrisille ja samankokoisille matriiseille R ja S on
voimassa epäyhtälö

∑

i[λi(R + S)− λi(R)]2 ≤ ‖S‖2
F . Olkoon nyt R =

�

0 A′
A 0

�

ja

S =
�

0 E′
E 0

�

. Tällöin

�

λi(R)
λi(S)

�

=







(δi(A),δi(E))′, kun 1≤ i ≤ p,

0, kun p < i ≤ n+m− p,

−(δn+m−i+1(A),δn+m−i+1(E))′, kun n+m− p < i ≤ n+m

(tämä yhteys ominais- ja singulaariarvojen välillä esitettiin alaluvun 3.1 lopus-
sa). Lisäksi nähdään, että

‖S‖2
F =

n+m
∑

i=1

n+m
∑

j=1

s2
i j = 2 ·

n
∑

i=1

m
∑

j=1

e2
i j = 2 · ‖E‖2

F .

Näin ollen Wielandtin–Hoffmanin lausetta käyttämällä saadaan

n+m
∑

i=1

[λi(R+ S)−λi(R)]
2 = 2 ·

p
∑

i=1

[δi(A+ E)−δi(A)]
2 ≤ 2 · ‖E‖2

F = ‖S‖2
F ,

mikä vastaa epäyhtälöä (3.10b).
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Epäyhtälön 3.10a mukaan matriisin singulaariarvoissa tapahtuvat muutok-
set eivät voi olla suurempia kuin perturbaatiomatriisin spektraalinormin ar-
vo. Toisin sanoen singulaariarvot eivät ole herkkiä matriisin perturbaatioil-
le. Epäyhtälöä (3.10b) voidaan pitää edellä esitetyn todistuksen perusteel-
la Wielandtin–Hoffmanin lauseen yleistyksenä singulaariarvoille. Seuraavan
lauseen 3.9 mukaan sarakkeen lisääminen matriisiin An×m (n> m) tekee matrii-
sista huonokuntoisemman spektraalinormin suhteen, sillä tällöin matriisin suu-
rin singulaariarvo suurenee ja pienin pienenee. (esim. Golub & van Loan 1996,
s. 395–396, 450; Stewart 1998a, s. 69.)

Lause 3.9. Olkoon A = (a1 : . . . : am) ∈ Rn×m, ja merkitään Ak = (a1 : . . . : ak),
missä k ∈ {1, . . . , p− 1} ja p =min{n, m}. Tällöin on voimassa epäyhtälöketju

δ1(Ak+1)≥ δ1(Ak)≥ δ2(Ak+1)≥ · · · ≥ δk(Ak+1)≥ δk(Ak)≥ δk+1(Ak+1).

Todistus. Olkoon xk = (x1, . . . , xk)′ ∈ Rk, missä k ∈ {1, . . . , p − 1} ja p =
min{n, m}. Lauseessa 3.7 esitettyä min-max-karakterisaatiota käyttämällä saa-
daan

δi(Ak+1) = min
X⊆Rk+1

dim(X )=p−i+1

max
xk+1∈X
‖xk+1‖2=1

‖Ak+1xk+1‖2

≥ min
X⊆Rk

dim(X )=p−i

max
xk∈X
‖xk‖2=1

‖Akxk‖2 = δi(Ak) = max
X⊆Rk

dim(X )=i

min
xk∈X
‖xk‖2=1

‖Akxk‖2

≥ max
X⊆Rk+1

dim(X )=i+1

min
xk+1∈X
‖xk+1‖2=1

‖Ak+1xk+1‖2 = δi+1(Ak+1),

missä i ∈ {1, . . . , k}. (Horn & Johnson 1991, s. 149–150.)

Esimerkki 3.5. Ao. Survon toimituskentän otteessa matriisien A, E ja A + E
singulaariarvot sijaitsevat matriiseissa (tässä: vektoreissa) DA, DE ja DS. Näistä
lasketaan edelleen lauseessa 3.8 esitettyjen epäyhtälöjen vasempien puolien ar-
vot sekä Frobeniuksen matriisinormin arvo (spektraalinormin arvo saadaan suo-
raan suurimpana singulaariarvona). Lisäksi lasketaan matriisin A ensimmäisestä
sarakkeesta koostuvan vektorin (matriisin) singulaariarvo D1.

1 ∗MATRIX A /// 6 ∗MATRIX E ///
2 ∗1 4 7 ∗0 0
3 ∗2 5 8 ∗0 0
4 ∗3 6 9 ∗0 eps
5 ∗ 10 ∗

11 ∗MAT SAVE A
12 ∗MAT SAVE E / eps=0.1
13 ∗MAT S=A+E / ∗S~A+E 3∗2
14 ∗MAT SVD OF A TO UA,DA, VA
15 ∗MAT SVD OF E TO UE, DE, VE
16 ∗MAT SVD OF S TO US , DS , VS
17 ∗MAT L1=DS−DA / ∗L1~Dsvd (A+E)−Dsvd (A) 2∗1
18 ∗MAT TRANSFORM L1 BY abs (X#)
19 ∗MAT L2=SUM(DS−DA,2)
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20 ∗MAT FR=TRACE(E ’ ∗ E)
21 ∗MAT A1=A(∗ ,1)
22 ∗MAT SVD OF A1 TO U1 , D1 , V1
23 ∗
24 ∗MAT_L1(1 ,1).=0.06518172204879 < MAT_DE(1 ,1) .=0.1
25 ∗MAT_L1(2 ,1).=0.02215063454457 < MAT_DE(1 ,1) .=0.1
26 ∗MAT_L2(1 ,1).=0.00473930749997 < MAT_FR(1 ,1).=0.01
27 ∗MAT_DA(1 ,1).=9.5080320006957 > MAT_D1(1 ,1).=3.7416573867739
28 ∗ > MAT_DA(2 ,1).=0.77286963567348

Rivien 24–28 epäyhtälöiden mukaan lauseiden 3.8 ja 3.9 tulokset ovat voimassa.
Huomattakoon että kun vaihdetaan rivillä 12 sijaitsevan eps-muuttujan arvoa,
uudet tulokset saadaan nopeasti Survon jatkuvalla aktivoinnilla.

3.5 Matriisiapproksimointi

Eräs singulaariarvohajotelman arvokkaimmista ominaisuuksista liittyy matriisin
asteen käsitteeseen. Lineaarialgebrassa lukuisat hyödylliset tulokset ovat voi-
massa vain, jos tietty matriisi on täysiasteinen. Käytännön tilanteissa matriisin
asteen määrittäminen ei kuitenkaan ole triviaalia, sillä datassa esiintyy yleen-
sä mm. pyöristysvirheitä. Tämän takia voi olla hyödyllistä tarkastella matriisin
ε-astetta.

Määritelmä 3.4. Olkoon A, B ∈ Rn×m. Tällöin matriisin A ε-aste spektraalinormin
suhteen on

rε = r(A,ε) = min
‖A−B‖2≤ε

r(B).

Jos esim. matriisin A alkiot ovat kahden desimaalin tarkkuuteen pyöristet-
tyjä lukuja, voisi olla mielekästä tarkastella ε-astetta r(A, 0.01). Käytännössä
tällöinkään ei aina pystytä määrittämään matriisin ns. numeerista astetta, sillä
singulaariarvojen välillä ei aina ole havaittavissa selvää ”väliä”. Matriisin numee-
rinen astevajavaisuus ja ε-aste ovat kuitenkin luonnehdittavissa singulaariarvo-
hajotelman avulla, sillä singulaariarvojen avulla voidaan ilmaista, kuinka lähellä
tietty matriisi on sen alempiasteista approksimaatiota. (Golub & van Loan 1996,
alaluku 2.5; Stewart 1998a, s. 69–70; Watkins 2002, s. 269–271.)

Approksimointi alempiasteisella matriisilla

Eräiden tilastollisten menetelmien yhteydessä voidaan haluta esittää esim.
kovarianssimatriisille tietynrakenteinen, alempiasteinen approksimaatio. Tämän
approksimaation hyvyyttä voidaan mitata esim. erotusmatriisin alkioiden neliö-
summalla. Neliösumman minimoiva approksimaatio on esitettävissä approk-
simoitavan matriisin singulaariarvohajotelman avulla. (esim. Mustonen 1995,
s. 197.)

Erotusmatriisin minimointia koskevan lauseen todistuksessa käytetään apu-
na kahta apulausetta, jotka esitetään seuraavaksi. Tätä todistustekniikkaa ovat
käyttäneet mm. Harville (1997, s. 556–558) ja Isotalo et al. (2005, s. 160–162).
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Apulause 3.10. Olkoon A ∈ Rn×m
r , ja olkoon matriisin B ∈ Rn×m

k (k < r) täysi-
astehajotelma muotoa B = FG′, missä F ∈ Rn×k

k , G ∈ Rm×k
k ja G′G = Ik. Tällöin

on voimassa

‖A− B‖2
F = ‖A− FG′‖2

F ≥ ‖A− AGG′‖2
F = ‖A− APB′‖2

F ∀ F .

Todistus. Matriisien A ja B erotuksen normin neliö saadaan muotoon

‖A− B‖2
F = ‖(A− APB′) + (APB′ − B)‖2

F = ‖R+ S‖2
F

= tr(R′R) + tr(S′S) + 2 · tr(RS′)

= ‖A− APB′‖2
F + ‖APB′ − B‖2

F ≥ ‖A− APB′‖2
F ,

missä R = A− APB′ , S = APB′ − B ja

RS′ = (A− APB′)(PB′A
′− B′) = APB′A

′− AB′− APB′A
′+ AB′ = 0.

Matriisin B täysiastehajotelman mukaan ‖A−B‖2
F = ‖A−FG′‖2

F . Koska C (B′)⊆
C (G) ja r(B′) = r(G), niin C (B′) = C (G). Tästä ja oletuksesta G′G = Ik seuraa,
että

‖A− APB′‖2
F = ‖A− APG‖2

F = ‖A− AGG′‖2
F ,

mikä päättää esitetyn apulauseen todistuksen.

Apulause 3.11. Olkoon matriisin A ∈ Rn
≥ [r = r(A) > 0] ominaisarvohajotelma

muotoa

A= TΛT ′ =
n
∑

i=1

λi ti t
′
i .

Tällöin on voimassa yhtälö

(3.12) max
G′G=Ik

tr(G′AG) = tr(T ′(k)AT(k)) =
k
∑

i=1

λi,

missä G ∈ Rn×k, T(k) = (t1 : . . . : tk) ja k ≤ n.

Todistus. Olkoon Gn×k sellainen matriisi, jolle G′G = Ik. Ominaisarvohajotelmaa
käyttämällä saadaan

(3.13) tr(G′AG) = tr(G′TΛT ′G) = tr(Y ′ΛY ) = tr(YY ′Λ),

missä Y = T ′G. Nyt Y ′Y = G′T T ′G = Ik, ja YY ′ = P ∈ Rn
≥ on ortogonaali-

projektori, jonka diagonaalielementeille pii on voimassa

0≤ pii ≤ 1 ∀ i ∈ {1, . . . , n},
n
∑

i=1

pii = k = r(P).

Näin ollen yhtälö (3.13) saadaan muotoon

tr(G′AG) = tr(PΛ) =
k
∑

i=1

piiλi +
n
∑

i=k+1

piiλi ≤
k
∑

i=1

λi.
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Asettamalla G = T(k) saadaan

tr(G′AG) = tr(T ′(k)TΛT ′T(k)) = tr[(Ik : 0)Λ(Ik : 0)′] =
k
∑

i=1

λi,

joten yhtälö 3.12 on voimassa.

Olemme nyt valmiita todistamaan matriisin parasta tietynasteista approksi-
maatiota koskevan lauseen 3.12. Tässä lauseessa minimointi suoritetaan Frobe-
niuksen matriisinormin suhteen.

Lause 3.12. Olkoon matriisin A ∈ Rn×m
r singulaariarvohajotelma muotoa A =

∑r
i=1δiui v

′
i , ja olkoon B ∈ Rn×m

k (k < r). Tällöin on voimassa yhtälö

(3.14) min
B
‖A− B‖2

F = ‖A− bBk‖2
F =

r
∑

i=k+1

δ2
i ,

missä bBk =
∑k

i=1δiui v
′
i .

Todistus. Olkoon Gn×k sellainen matriisi, jolle G′G = Ik. Apulauseita 3.10 ja 3.11
käyttämällä saadaan

‖A− B‖2
F ≥ ‖A− AGG′‖2

F = tr(A′A)− tr(G′A′AG)≥
r
∑

i=1

δ2
i −

k
∑

i=1

δ2
i =

r
∑

i=k+1

δ2
i .

Asettamalla B = bBk saadaan

‖A− B‖2
F = tr(A′A) + tr(bB′kbBk)− 2 · tr(A′bBk)

=
r
∑

i=1

δ2
i +

k
∑

i=1

δ2
i − 2 ·

k
∑

i=1

δ2
i =

r
∑

i=k+1

δ2
i ,

joten yhtälö 3.14 on voimassa.

Lauseen 3.12 mukaan matriisin paras k-asteinen approksimaatio saavute-
taan, kun matriisin singulaariarvohajotelmassa singulaariarvot asetetaan nollik-
si (k + 1):nnestä singulaariarvosta lähtien. Approksimaation hyvyyttä voidaan
edellä esitetyn perusteella mitata nollaksi asetettujen singulaariarvojen alku-
peräisten, nollasta poikkeavien arvojen neliösummalla.

Edellä esitetty erotusmatriisin alkioiden neliösumman minimointi vastaa siis
minimointia Frobeniuksen matriisinormin suhteen. Mirsky (1960) on osoittanut,
että lauseen 3.12 approksimaatio bBk on optimaalinen kaikilla ortogonaalisesti
invarianteilla matriisinormeilla (ks. alaluku 2.2, s. 9). Jos esim. suoritetaan
minimointi erotusmatriisin spektraalinormin suhteen, niin Weylin lauseen 3.6
(s. 23) ensimmäisestä epäyhtälöstä seuraa suoraan, että

min
B
‖A− B‖2 = ‖A− bBk‖2 = δk+1.
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Weylin lause on varsin kätevä myös lauseen 3.12 todistamisessa, sillä sen mu-
kaan δi(A− B) ≥ δk+i(A) kaikilla i ∈ {1, . . . , r − k} [koska δk+1(B) = 0]. Tästä
nähdään, että

‖A− B‖2
F ≥

r−k
∑

i=1

δ2
i (A− B)≥

r
∑

i=k+1

δ2
i (A).

(Stewart 1998a, s. 69–70.) Muita lauseen 3.12 todistuksia ovat esittäneet mm.
Golub & Kahan (1965), Stewart (1973, s. 322–323), Alam (1975), Rao (1980),
Stewart & Sun (1990, alaluku 4.5), Chipman (1997), Meyer (2000, s. 417) ja
Nievergelt (2000).

Oletetaan nyt, että matriisi A ∈ Rn×m
r on täysiasteinen, ts. r = min{n, m}.

Jos nyt Bn×m on sellainen matriisi, että ‖A − B‖2 < δr(A), niin edellä esite-
tyn perusteella on selvää, että myös matriisi B on tällöin täysiasteinen. Toisin
sanoen jokainen matriisi B, joka on riittävän lähellä täysiasteista matriisia A,
on myös täysiasteinen. Toisaalta on osoitettavissa, että jokainen astevajavainen
matriisi on äärimmäisen lähellä täysiasteisia matriiseja. Jos siis matriisi ei ole
täysiasteinen, niin pienikin perturbaatio tekee siitä suurella todennäköisyydellä
täysiasteisen. (esim. Watkins 2002, s. 270–272.)

Vaikka edellä esitetyn perusteella matriisin pienet singulaariarvot ovat vält-
tämätön ja riittävä ehto matriisin numeeriselle astevajavaisuudelle, singulaari-
arvoihin perustuvalla asteen määrittämisellä on ainakin kaksi merkittävää
haittapuolta. Ensinnäkin matriisin singulaariarvot muuttuvat, kun sen sarakkei-
ta tai rivejä skaalataan. Toiseksi singulaariarvojen laskeminen on verraten työläs
tehtävä. Matriisin numeerisen asteen määrittämiseksi onkin kehitetty erityisiä,
mm. QR-hajotelman käyttöön perustuvia tekniikoita, jotka antavat käytännös-
sä yhtä luotettavia tuloksia kuin singulaariarvoihin perustuvat päättelytekniikat.
(esim. Stewart 1990, 1992, 1998b.) Matriisin numeerisen asteen määrittämistä
ovat tarkastelleet tarkemmin mm. Golub, Klema & Stewart (1976) ja Stewart
(1992).

Esimerkki 3.6. Ao. R-ohjelmiston konsolin otteessa on muunnettu 256× 192 -
pikselin valokuva harmaasävyihin ja tallennettu tämä matriisina, jonka alkioiden
arvot vastaavat pikselien eri harmaasävyjä. Tämän astetta r = 192 olevan mat-
riisin singulaariarvohajotelmaa käyttämällä on laskettu asteita 1, 8 ja 48 olevat
approksimaatiot kyseiselle valokuvalle. Kuvat on esitetty kuviossa 3.2.

> l i b r a r y ( rimage )
> ( j a r v i <− rgb2grey ( read . jpeg ( "C:/ j a r v i . jpg " ) ) )
s i z e : 256 x 192
type : grey
> s <− svd ( j a r v i ) ; s$d [1:5]
[1] 127.002964 24.544112 11.401873 8.375699 6.972475
> j a r v i 1 <− imagematrix ( s$u [ , 1] %o% s$d [1] %∗% t ( s$v [ , 1]))
> j a r v i 8 <− imagematrix ( s$u [ , 1:8] %∗%
+ diag ( s$d [1:8]) %∗% t ( s$v [ , 1 :8] ) )
> j a r v i 4 8 <− imagematrix ( s$u [ , 1:48] %∗%
+ diag ( s$d [1:48]) %∗% t ( s$v [ , 1 :48]))
> p lo t ( j a r v i 1 ) ; p l o t ( j a r v i 8 ) ; p l o t ( j a r v i 4 8 ) ; p l o t ( j a r v i )
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r = 1 r = 8 r = 48 r = 192

Kuvio 3.2. Valokuva Säkylän Pyhäjärven rannalta (26.7.2007) singulaari-
arvohajotelmaan perustuvin approksimaatioin.

Kuvion 3.2 perusteella astetta 1 oleva approksimaatio soveltuu lähinnä kuvan
rakenteen kuvailemiseen, kuvauskohteesta voidaan tuskin sanoa mitään. Astet-
ta 8 olevassa approksimaatiossa on jo hahmotettavissa joitakin yksityiskohtia, ja
astetta 48 oleva approksimaatio muistuttaa jo paljon alkuperäistä kuvaa. Kuvan
oikeassa reunassa sijaitsevan yksityiskohtaisen puun takia kuvan vasemmassa
reunassa sijaitseva taivas näyttää kuitenkin vielä rakeiselta ja maa hieman epä-
selvältä.

Tämän esimerkin alkuperäinen valokuva voidaan tallentaa perinteisellä ta-
valla 256 · 192 = 49 152 luvun avulla. Koska kuvasta muodostetun mat-
riisin jokaista singulaariarvoa vastaa yksi 256 elementin vasemmanpuoleinen
singulaarivektori ja yksi 192 elementin oikeanpuoleinen singulaarivektori, astet-
ta r oleva approksimaatio voitaisiin tallentaa r · (1+ 256+ 192) luvun avulla.
Näin ollen kuvion 3.2 asteita 1, 8 ja 48 olevien approksimaatioiden tallenta-
miseen tarvittavien lukujen lukumäärät olisivat noin 0.9 %, 7.3 % ja 43.8 %
alkuperäisen kuvan tallentamiseen tarvittavien lukujen lukumäärästä (ks. myös
Long 1983).

3.6 Laskeminen tietokoneella

Matriisin ominais- ja singulaariarvohajotelmien välillä olevien yhteyksien ta-
kia voisi olla houkuttelevaa laskea singulaariarvohajotelma esim. matriisin
A′A ∈ Rm

≥ ominaisarvohajotelman avulla (ks. esimerkki 3.1, s. 14; Stewart 2001,
alaluku 3.2). Golub & Reinsch (1970) ovat kuitenkin esittäneet selvästi tehok-
kaamman algoritmin, joka on numeerisesti erittäin tarkka ja vakaa. Myöhemmin
Chan (1982) esitti algoritmin, joka on vieläkin tehokkaampi, kun matriisin An×m

dimensioille pätee n > 5m/3. Tässä alaluvussa tarkastellaan näihin algoritmei-
hin liittyviä kysymyksiä.

Businger & Golub (1965) ovat esittäneet algoritmin yhtälöryhmän Ax = b
pienimmän neliösumman ratkaisun bx ∈ Rm laskemiseksi Householderin peilaus-
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ten avulla (ks. liite, s. 50). Algoritmi hyödyntää sarakepermutoidun matriisin
QR-hajotelmaa, jonka avulla saadaan laskettua sarakeavaruuden C (A) ortonor-
maali kanta myös silloin, kun matriisin An×m sarakeaste ei ole täysi. House-
holderin peilauksia voidaan hyödyntää tehokkaasti myös matriisin singulaari-
arvohajotelman laskemisessa. Golub & Kahan (1965) ovat esittäneet perusteita
algoritmille, jossa matriisi ensin saatetaan Householderin peilausten avulla ns.
bidiagonaalimuotoon. Tästä muodosta matriisi voidaan diagonalisoida nollaa-
malla ylädiagonaalin elementit iteratiivisesti.

Ao. R-ohjelmiston konsolin otteessa on esitetty funktio bidiag, jonka avulla
matriisi An×m (n≥ m) voidaan saattaa Householderin peilausten avulla muotoon
B = U ′BAVB, missä B on yläbidiagonaalimatriisi ja UB ja VB ovat ortogonaalisia
(vrt. Golub & van Loan 1996, s. 251–252). Tarvittava funktio house on esitetty
liitteessä (s. 50). Tuloksena saadaan matriisi, jonka yläbidiagonaaliosa on sama
kuin matriisin B yläbidiagonaaliosa. Funktiota on sovellettu matriisille

A=











1 1 5
1 2 6
1 3 7
1 4 8











.

> A <− matrix ( c ( rep (1 , 4) , 1 :8) , nrow = 4 , ncol = 3)
> b id iag <− func t ion (A) {
+ n <− dim(A) [1 ] ; m <− dim(A)[2]
+ f o r ( i in 1:m) {
+ vb <− house (A[ i : n , i ])
+ v <− vb [1 : ( n − i + 1) ] ; b <− vb[n − i + 2]
+ A[ i : n , i :m] <− A[ i : n , i :m] −
+ (b ∗ v ) %∗% ( t ( v ) %∗% A[ i : n , i :m])
+ A[( i + 1) :n , i ] <− v [2 : ( n − i + 1)]
+ i f ( i <= m − 2) {
+ vb <− house ( t (A[ i , ( i + 1) :m] ) )
+ v <− vb [1 : (m − i ) ] ; b <− vb[m − i + 1]
+ A[ i : n , ( i + 1) :m] <− A[ i : n , ( i + 1) :m] −
+ (A[ i : n , ( i + 1) :m] %∗% v ) %∗% (b ∗ t ( v ))
+ A[ i , ( i + 2) :m] <− t ( v [2 : (m − i ) ] )
+ }
+ }
+ A
+ }
> (A <− b id iag (A))

[ ,1] [ ,2] [ ,3]
[1 ,] 2 13.928388 −1.456030e+00
[2 ,] −1 2.889726 1.284323e+00
[3 ,] −1 0.236068 −1.110223e−16
[4 ,] −1 0.000000 0.000000e+00
> B <− A; B[ lower . t r i (B)] <− 0; m <− dim(B)[2]
> i f (m > 2) B[ , 2:m][ upper . t r i (B[ , 2:m] )] <− 0
> B

[ ,1] [ ,2] [ ,3]
[1 ,] 2 13.928388 0.000000e+00

32



[2 ,] 0 2.889726 1.284323e+00
[3 ,] 0 0.000000 −1.110223e−16
[4 ,] 0 0.000000 0.000000e+00

Koska funktio house koostuu noin 3n liukulukuoperaatiosta ja
∑m

i=1 i ≈
m2/2 ja

∑m
i=1 i2 ≈ m3/3, funktion bidiag suorittamiseen tarvittavien liukuluku-

operaatioiden lukumäärä on noin

4·




m
∑

i=1

(n− i)(m− i) +
m−2
∑

i=1

(n− i)(m− i)



= 4·


2 ·
m
∑

i=1

(n− i)(m− i)−
m
∑

i=m−1

(n− i)(m− i)





= 4 ·
(

2 ·
m
∑

i=1

[nm− (n+m)i+ i2]− (n−m+ 1)

)

≈ 4nm2 − 4m3/3

(ks. liite, s. 50). 2 Matriisit UB ja VB voidaan tarvittaessa laskea funktion bidiag
palauttaman matriisin avulla: tarvittavat tiedot ortogonaaliset matriisit muodos-
taneista Householderin peilauksista sijaitsevat matriisin UB osalta diagonaali-
elementtien alapuolella ja matriisin VB osalta ylädiagonaalielementtien oikealla
puolella (nämä elementit ovat peilauksia vastaavien Householderin vektorien ns.
oleellisten osien elementit, ks. esim. Golub & van Loan 1996, s. 210, 224–225).

Esimerkissä 3.2 (s. 15) osoitettiin, että matriisilla A ja sen QR-hajotelman ylä-
kolmiomatriisilla R on samat singulaariarvot ja niitä vastaavat oikeanpuoleiset
singulaarivektorit. Lawson & Hanson (1974, s. 119) ovatkin ehdottaneet, että
bidiagonalisoitava matriisi saatettaisiin ensin Householderin peilausten avulla
yläkolmiomuotoon ja suoritettaisiin bidiagonalisointi tälle yläkolmiomatriisille.
Olkoon siis matriisin An×m QR-hajotelma muotoa

A= QR = (Q1 : Q0)
�

R1

0

�

= Q1R1,

missä Qn×n = (Q1 : Q0), Q1 ∈ Rn×m, Q′Q = In ja Rn×m on yläkolmiomatriisi. Mat-
riisin R1 ∈ Rm×m bidiagonalisoinnin tuloksena saadaan matriisi B1 = U ′RR1VB,
missä UR ja VB ovat ortogonaalisia. Asettamalla UB = Q diag(UR, In−m) saadaan
(B′1 : 0)′ = U ′BAVB, mikä on matriisin A bidiagonalisoinnin tulos. Tällä tavalla
tehtävää bidiagonalisointia kutsutaan R-bidiagonalisoinniksi.

Bidiagonalisointi voitaisiin suorittaa myös Lanczosin (1950) menetelmää so-
veltamalla. Tällainen tekniikkaa osoittautuu hyödylliseksi, kun bidiagonalisoita-
va matriisi on ns. harva (ts. koostuu lähinnä nollista, ks. esim. Paige 1974;
Golub, Luk & Overton 1981; Golub & van Loan 1996, s. 495–496).

2. Liukulukuoperaatiolla (engl. floating point operation, FLOP) tarkoitetaan nimensä mu-
kaisesti yhtä liukulukuaritmetiikalla suoritettavaa laskutoimitusta. Tarvittavien operaatioiden
kokonaislukumäärää ilmoitettaessa jätetään tyypillisesti pienimpiä potenssiluokkia vastaavat
termit esittämättä, sillä näiden vaikutus kokonaislukumäärään on suhteellisen pieni suuril-
la parametrien arvoilla. Esim. laskutoimituksessa AB + C , missä A ∈ Rn×p, B ∈ Rp×m ja
C ∈ Rn×m, matriisien kertolasku koostuu npm kertolaskusta ja n(p − 1)m yhteenlaskusta ja
matriisien yhteenlasku nm yhteenlaskusta. Näin ollen operaatioiden kokonaislukumäärä on
npm+ n(p− 1)m+ nm= 2npm.
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Matriisin singulaariarvohajotelman laskemiseksi bidiagonalisoitu matriisi tu-
lisi vielä saattaa diagonaalimuotoon. Tämä voidaan tehdä käyttämällä ns. sym-
metriseen QR-iterointiin perustuvaa algoritmia, joka käyttää hyväkseen mm. Gi-
vensin rotaatioita (ks. liite, s. 50). Tätä algoritmia ei kuitenkaan käsitellä täs-
sä esityksessä tarkemmin sen laajuuden takia. Mainittakoon kuitenkin, että al-
goritmi muodostaa ortogonaaliset matriisit U∆ ja V∆ siten, että U ′∆BV∆ = ∆
on diagonaalimatriisi. Määrittämällä U = UBU∆ ja V = VBV∆ nähdään, että
U ′AV =∆ on matriisin A singulaariarvohajotelma.

Mainitun QR-iterointiin perustuvan menetelmän ovat esittäneet Golub &
Kahan (1965), ja ensimmäisiä implementaatioita esittivät Businger & Golub
(1969) ja Golub & Reinsch (1970) (ks. myös Golub & van Loan 1996, s. 452–
456). R-bidiagonalisointiin perustuvaa laskemista on analysoinut tarkemmin
Chan (1982). Taulukossa 3.1 on esitetty Golub & Reinschin (1970) ja Chanin
(1982) SVD-algoritmien likimääräiset työmäärät (liukulukuoperaatioiden lkm:t)
sen mukaan, mitkä matriisit matriisin An×m singulaariarvohajotelmasta U∆V ′ =
U∗∆∗V ′ lasketaan.

Taulukko 3.1. Tarvittavien liukulukuoperaatioiden lkm:t laskettaessa mat-
riisin An×m singulaariarvohajotelman U∆V ′ = U∗∆∗V ′ matriiseja.

Matriisit Golub & Reinsch (1970) Chan (1982)

∆ 4nm2− 4m3/3 2nm2+ 2m3

∆, V 4nm2+ 8m3 2nm2+ 34m3/3
∆, U 4n2m+ 8nm2 4n2m+ 38m3/3
∆, U∗ 14nm2− 2m3 6nm2+ 32m3/3
∆, U , V 4n2m+ 8nm2+ 28m3/3 4n2m+ 22m3

∆, U∗, V 14nm2+ 22m3/3 6nm2+ 20m3

Algoritmien työmääriä vertailemalla nähdään, että laskettaessa vain matriisit
∆ ja V jälkimmäistä algoritmia voidaan pitää tehokkaampana, kun n > 5m/3.
Ero Chanin (1982) algoritmin hyväksi on vieläkin selvempi, jos halutaan las-
kea vasemmanpuoleiset singulaarivektorit. Työmäärä on tällöin pienempi kuin
Golub & Reinschin (1970) algoritmilla, kun n> 19m/12.

On syytä huomata, että taulukon 3.1 suhteelliset työmäärät ovat vain ar-
vioita todellisista työmääristä. Algoritmin todellinen tehokkuus riippuu myös
monista muista toteutukseen liittyvistä tekijöistä, mm. muistinkäytöstä. Chan
(1982) on kuitenkin demonstroinut, että R-bidiagonalisointiin perustuva algo-
ritmi toimii selvästi paremmin kuin Golub & Reinschin (1970) algoritmi mat-
riiseille, joiden rivien lukumäärä poikkeaa selvästi sarakkeiden lukumäärästä.
Tilastotieteessä havaintomatriisin rivien (havaintojen) lukumäärä on tyypillises-
ti moninkertainen sarakkeisiin (muuttujiin) nähden, joten R-bidiagonalisointiin
perustuva singulaariarvohajotelman laskeminen on tämän takia lähes aina esite-
tyistä menetelmistä suositeltavin vaihtoehto. (Lawson & Hanson 1974, luku 18;
Golub & van Loan 1996, s. 18–19, 251–254; Stewart 2001, luku 3.)
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4 Sovellukset tilastotieteessä

Tässä luvussa tarkastellaan eräitä singulaariarvohajotelman sovelluksia tilasto-
tieteessä. Alaluvussa 4.1 tarkastellaan pienimmän neliösumman menetelmää ja
näytetään, miten pienimmän neliösumman ongelma voidaan ratkaista havainto-
matriisin singulaariarvohajotelman avulla myös silloin, kun havaintomatriisin
sarakeaste ei ole täysi.

Alaluvuissa 4.2 ja 4.3 tarkastellaan tilastollisia monimuuttujamenetelmiä,
joilla siis käsitellään usean satunnaismuuttujan aineistoja. Näissä menetelmis-
sä koko aineistoon liittyvästä vaihtelusta pyritään karsimaan pois satunnainen
osuus tiivistämällä tietoa. Tiivistäminen voidaan toteuttaa vähentämällä muut-
tujien lukumäärää tai yhdistelemällä muuttujia sopivien sääntöjen mukaan. Täs-
sä tutkielmassa tarkastellaan kahta monimuuttujamenetelmiin kuuluvaa kuvaus-
menetelmää, joiden avulla voidaan saada paljastetuksi tutkittavan ilmiön taus-
talla piileviä rakenteita. 1 (esim. Mustonen 1995, s. iii.)

4.1 Regressioanalyysi

Tarkastellaan lineaarista regressiomallia (Gaussin–Markovin malli)

(4.1) y = Xβ + ε,

missä y ∈ Rn on havaittu satunnaisvektori, X ∈ Rn×m kiinteä havaintomatriisi
(mallimatriisi), β ∈ Rm tuntematon parametrivektori ja ε ∈ Rn satunnainen
virhetermi. Mallissa (4.1) oletetaan, että y ∼ Nn(Xβ ,σ2Σ) ja ε ∼ Nn(0,σ2Σ),
missä σ2 > 0 ja Σ ∈ Rn

≥. (esim. Rao 1973, s. 221; Isotalo et al. 2005, s. 6–7.)
Oletetaan nyt, että Σ = In. Tällöin tarkoituksena olisi estimoida parametri-

vektori β siten, että y = Xβ . Kun oletetaan, että n> m, tällä yhtälöllä ei yleensä
ole täsmällistä ratkaisua [koska tyypillisesti y /∈ C (X)]. Likimääräinen ratkaisu
voidaan kuitenkin laskea minimoimalla ‖y − Xβ‖p, missä 1≤ p ≤∞.

Eri p-normeja käyttämällä saadaan yleensä eri ratkaisut parametrivektorille
β . Tässä esityksessä keskitytään tarkastelemaan pienimmän neliösumman mi-
nimointia, jolloin p = 2. Toisin kuin esim. vastaavat 1- ja ∞-normit, euklidi-
nen vektorinormi 1

2
‖y − Xβ‖2

2 on sekä derivoituva vektorin β suhteen että or-
togonaalisesti invariantti. (Stewart 1973, s. 208–209; Golub & van Loan 1996,
s. 236–237.)

1. On syytä huomata, että esim. usean selittävän muuttujan regressioanalyysin ei katsota lu-
keutuvan monimuuttujamenetelmien joukkoon, sillä selittäjät ovat tällöin esim. koesuunnittelun
määräämiä kiinteitä (systemaattisia, ei-satunnaisia) tekijöitä.
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Tavallisesti pienimmän neliösumman ongelman ratkaisemisen yhteydessä
havaintomatriisi X redusoidaan johonkin kanoniseen muotoon ortogonaalisten
muunnosten avulla. Tällaisia yleisesti käytettyjä muunnoksia ovat mm. House-
holderin peilaukset ja Givensin (Jacobin) rotaatiot, joihin voi tutustua liitteessä
(s. 50). Näiden muunnosten avulla voidaan laskea matriisin X QR-hajotelma
(ks. esimerkki 3.2, s. 15), jota voidaan käyttää pienimmän neliösumman ongel-
man ratkaisemiseen silloin, kun havaintomatriisin sarakeaste on täysi. Tällöin
QR-hajotelman ortogonaalisen n × n -matriisin m ensimmäistä saraketta muo-
dostavat sarakeavaruuden C (X) ortonormaalin kannan. (esim. Golub & van
Loan 1996, s. 206, 223.)

Toinen yleisesti käytetty menetelmä pienimmän neliösumman ratkaisun las-
kemiseksi perustuu normaaliyhtälöön

(4.2) X ′Xβ = X ′y .

Jokainen normaaliyhtälön (4.2) ratkaisu voidaan esittää muodossa

(4.3) bβ = (X ′X)−X ′y

sopivalla yleistetyn käänteismatriisin (X ′X)− ∈ Rm×m valinnalla. Jos olete-
taan, että havaintomatriisin sarakkeet ovat lineaarisesti riippumattomat, rat-
kaisu (4.3) on yksikäsitteinen [koska käänteismatriisi (X ′X)−1 on tällöin ole-
massa]. Normaaliyhtälö (4.2) voidaan tällöin kertoa vasemmalta matriisilla
X(X ′X)−1 ∈ Rn×m, jolloin yhtälön vasemmaksi puoleksi saadaan Xβ ja oikeak-
si puoleksi PX y , mitä voidaan nyt pitää havaintovektorin y pienimmän neliö-
summan estimaattorina.

Olkoon nyt havaintomatriisin X ∈ Rn×m
m QR-hajotelma muotoa X = Q1R1.

Tällöin estimoitu ratkaisuvektori bβ voidaan esittää muodossa bβ = R−1
1 Q′1y , ja se

on harhaton, sillä

E( bβ) = E[(X ′X)−1X ′y] = (X ′X)−1X ′ E(y) = (X ′X)−1X ′Xβ = β .

Ratkaisuvektorin bβ estimoitu kovarianssimatriisi on esitettävissä muodossa

dcov( bβ) =dcov[(X ′X)−1X ′y] = (X ′X)−1X ′ cov(y)X(X ′X)−1

= bσ2(X ′X)−1 = bσ2(R′1R1)
−1,

missä bσ2 = ‖y − X bβ‖2
2/(n−m). Kuviossa 4.1 on havainnollistettu pienimmän

neliösumman ongelman ratkaisemista graafisesti.
Mikäli havaintomatriisin X sarakeaste ei ole täysi, sen QR-hajotelman ortogo-

naalisen matriisin Q ∈ Rn×n sarakkeista ei välttämättä voida muodostaa sarake-
avaruuden C (X) ortonormaalia kantaa. Vastaavasti normaaliyhtälön (4.2) rat-
kaisu (4.3) ei ole tällöin yksikäsitteinen, eikä sitä näin ollen voida pitää varsinai-
sena estimaattorina. QR-hajotelman kohdalla syntynyt ongelmatilanne voidaan
kuitenkin ratkaista laskemalla joko QR-hajotelma sarakepermutoidulle havainto-
matriisille tai vaihtoehtoisesti jokin muu ns. täydellinen ortogonaalinen hajotel-
ma. Tällaisen hajotelman avulla voidaan esittää se pienimmän neliösumman on-
gelman ratkaisu, jonka euklidinen vektorinormi on minimaalinen. (Rao 1973,
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y

x

PX 
y

Jn y

e

Cn y

�(1n)

�(x)

�(X)

�(1n)┴

�(X)┴

1x

01n

SST

SSR

SSE

Kuvio 4.1. Pienimmän neliösumman ongelman ratkaiseminen graafisesti,
kun havaintomatriisina on X = (1n : x ). Huomaa että X bβ = bβ01n + bβ1x ja
että SST = SSR+ SSE, missä SST = ‖Cny‖22, SSE = ‖e‖22 ja e = y − X bβ .

s. 222–228; Stewart 1973, s. 219–221; Lawson & Hanson 1974, s. 5–7, 12–13,
67–68, 121–123; Golub & van Loan 1996, s. 237–239, 248–251, 256; Isotalo
et al. 2005, s. 7, 51.)

Määritelmä 4.1. Matriisi X ∈ Rn×m
r (r > 0) on esitettävissä muodossa

X = QRZ ′ = Q
�

R1 0
0 0

�

Z ′,

missä Q ∈ Rn×n ja Z ∈ Rm×m ovat ortogonaalisia ja T1 ∈ Rr×r on yläkolmio-
matriisi. Mitä tahansa tällaista esitysmuotoa kutsutaan matriisin täydelliseksi or-
togonaaliseksi hajotelmaksi.

Esim. QR-hajotelman sarakepermutoitu versio (XΠ = QR) ja singulaari-
arvohajotelma ovat täydellisiä ortogonaalisia hajotelmia. Seuraavassa lausees-
sa 4.1 ja sitä seuraavassa esimerkissä 4.1 näytetään, kuinka pienimmän neliö-
summan ongelman yksikäsitteinen, minimaalisen normin ratkaisu voidaan las-
kea havaintomatriisin Xn×m singulaariarvohajotelman avulla myös silloin, kun
r(X)< m. Esitettävä ratkaisu on sama kuin havaintomatriisin Mooren–Penrosen
käänteismatriisin (ks. alaluku 3.2, s. 17) avulla saatava ratkaisu bβ = X+y , jol-
loin siis virheneliösumma on SSE = ‖(In − PX)y‖2

2. (esim. Golub & van Loan
1996, s. 257.)
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Lause 4.1. Olkoon matriisin X ∈ Rn×m
r (r > 0) singulaariarvohajotelma muotoa

X = U∆V ′ =
r
∑

i=1

δiui v
′
i .

Tällöin on voimassa yhtälö

min
β
‖y − Xβ‖2

2 = ‖y − X bβ‖2
2 =

n
∑

i=r+1

(u′i y)
2,

missä y ∈ Rn, β ∈ Rm ja bβ =
∑r

i=1 viu
′
i y/δi.

Todistus. Euklidisen vektorinormin ortogonaalisesta invarianttisuudesta seuraa,
että

‖y − Xβ‖2
2 = ‖U ′y −∆V ′β‖2

2 =
r
∑

i=1

(u′i y −δi v
′
iβ)

2+
n
∑

i=r+1

(u′i y)
2 ≥

n
∑

i=r+1

(u′i y)
2.

Asettamalla β = bβ saadaan

‖y − Xβ‖2
2 =

r
∑

i=1

(u′i y −δi v ′i vi
︸︷︷︸

1

u′i y/δi)
2+

n
∑

i=r+1

(u′i y)
2 =

n
∑

i=r+1

(u′i y)
2.

(Golub & van Loan 1996, s. 257; Watkins 2002, s. 275–276.)

Huomautus. Lauseessa 4.1 ei ole tarvetta olettaa, että n > m. Singulaariarvo-
hajotelman avulla voidaan siis esittää yksikäsitteinen, minimaalisen normin rat-
kaisu myös silloin, kun havaintoja on yhtä paljon tai vähemmän kuin selittäviä
muuttujia. Lisäksi on syytä huomata, että käytännön tilanteissa matriisin täs-
mällisen asteen määrittäminen on hankalaa, sillä datassa esiintyy tyypillisesti
mm. pyöristyksestä johtuvia virheitä. Näin ollen lausetta 4.1 sovellettaessa (ja
yleensäkin matriisin yleistettyä käänteismatriisia määrittäessä) tulisi ensin pyr-
kiä määrittämään matriisin numeerinen aste (ks. alaluku 3.5, s. 27). (Golub &
van Loan 1996, alaluku 5.7; Watkins 2002, s. 272–276.)

Pienimmän neliösumman menetelmän historiaa on tarkastellut tarkemmin
mm. Nievergelt (2000) ja selittävien muuttujien lineaarista riippuvuutta (kol-
lineaarisuutta) mm. Mandel (1982) ja Stewart (1987) (ks. myös Eubank
& Webster 1985; Nelder 1985). Mainittakoon lisäksi, että singulaariarvo-
hajotelman käyttöön liittyy läheisesti myös ns. täydellinen pienimmän neliö-
summan menetelmä (engl. total least squares, tilastotieteessä errors-in-variables
/ measurement error modeling, ks. esim. Golub & van Loan 1980; Demmel
1987; Nievergelt 1994; van Huffel, Cheng, Mastronardi, Paige & Kukush 2007),
monimuuttujainen, alennetun asteen regressio (ks. esim. Anderson 1951; Rao
1979; Davies & Tso 1982; Takane 2004) sekä ns. harjanneregressio (engl. ridge
regression, numeerisessa analyysissa Tikhonov regularization, ks. esim. Tikho-
nov 1963; Marquardt & Snee 1975; Lowerre 1982; Golub, Hansen & O’Leary
1999).
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Esimerkki 4.1. Ao. Survon toimituskentän otteessa on tallennettu havainto-
vektori y ja havaintomatriisi X sekä laskettu havaintomatriisin aste ja singulaari-
arvohajotelma. On syytä huomata, että Survo laskee muotoa X = U∗∆∗V ′ olevan
singulaariarvohajotelman (alla U∗ = Z ∈ R4×3). Jotta pienimmän neliösumman
estimaattorin virheneliösumma saadaan laskettua lauseessa 4.1 esitetyllä taval-
la, matriisi U∗ on täydennetty riveillä 17–19 ortogonaaliseksi neliömatriisiksi U .
Varsinainen pienimmän neliösumman ratkaisu bβ , estimaattori X bβ ja virheneliö-
summa SSE lasketaan riveillä 20–24.

1 ∗MATRIX Y /// 7 ∗MATRIX X ///
2 ∗2 8 ∗1 1 5
3 ∗3 9 ∗1 2 6
4 ∗5 10 ∗1 3 7
5 ∗7 11 ∗1 4 8
6 ∗ 12 ∗

13 ∗MAT SAVE Y
14 ∗MAT SAVE X
15 ∗MAT R=RANK(X) / MAT_R(1 ,1)=2
16 ∗MAT SVD OF X TO Z ,D, V / MAT_D(3 ,1)=7.4538899357814e−020
17 ∗MAT U!=ZER(4 ,4)
18 ∗MAT U(1 ,1)=Z
19 ∗MAT U(1 ,4)=BASIS (IDN(4 ,4)−Z∗Z ’ )
20 ∗MAT BETAHAT1!=V(∗ ,1)∗U(∗ , 1 ) ’∗Y/d1 / d1=MAT_D(1 ,1)
21 ∗MAT BETAHAT2!=V(∗ ,2)∗U(∗ , 2 ) ’∗Y/d2 / d2=MAT_D(2 ,1)
22 ∗MAT BETAHAT=BETAHAT1+BETAHAT2 / ∗BETAHAT~BETAHAT1+BETAHAT2 3∗1
23 ∗MAT YHAT=X∗BETAHAT / ∗YHAT~X∗(BETAHAT1+BETAHAT2) 4∗1
24 ∗MAT SSE!=(U(∗ , 3 ) ’∗Y)^2+(U(∗ , 4 ) ’∗Y)^2 / MAT_SSE(1 ,1)=0.3
25 ∗LINEDEL CUR+3,END
26 ∗MAT LOAD BETAHAT,END+2
27 ∗MAT LOAD YHAT,END+2
28 ∗
29 ∗MATRIX BETAHAT 36 ∗MATRIX YHAT
30 ∗BETAHAT1+BETAHAT2 37 ∗X∗(BETAHAT1+BETAHAT2)
31 ∗/// 1 38 ∗/// 1
32 ∗ 1 −0.37778 39 ∗ 1 1.700000
33 ∗ 2 1.60556 40 ∗ 2 3.400000
34 ∗ 3 0.09444 41 ∗ 3 5.100000
35 ∗ 42 ∗ 4 6.800000

4.2 Pääkomponenttianalyysi

Pääkomponenttianalyysilla pyritään muodostamaan sellaisia muuttujien riippu-
mattomia lineaarikombinaatioita, jotka sisältävät mahdollisimman suuren osan
alkuperäisten muuttujien kokonaisvaihtelusta. Toisin sanoen pyritään muodos-
tamaan sellainen muuttujien ortogonaalinen muunnos, että saatavilla muunne-
tun havaintomatriisin sarakkeilla on mahdollisimman suuret varianssit. Hotel-
lingin (1933) esittelemä pääkomponenttianalyysi onkin varsin käyttökelpoinen
sellaisissa käytännön sovelluksissa, joissa tutkittavaa ilmiötä halutaan kuvata
mahdollisimman pienellä muuttujamäärällä.
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Pääkomponenttianalyysi voidaan määritellä monella eri tavalla. Perintei-
sen määritelmän mukaan maksimoidaan muuttujien x = (x1, . . . , xm)′ lineaari-
kombinaation varianssi var(a′x ) ehdolla ‖a‖2 = 1. Tuloksena saadaan

max
‖a‖2=1

var(a′x ) = max
‖a‖2=1

a′ cov(x )a = t ′1 cov(x )t1 = λ1,

missä cov(x ) =
∑m

i=1λi ti t
′
i on kovarianssimatriisin cov(x ) ominaisarvo-

hajotelma. Muuttujaa t ′1x sanotaan tällöin ensimmäiseksi pääkomponentiksi,
jonka varianssi on siis kovarianssimatriisin suurin ominaisarvo λ1.

Muut pääkomponentit saadaan maksimoimalla var(a′x ) ehdolla ‖a‖2 = 1
siten, että uusi yhdistetty muuttuja on korreloimaton kaikkien edeltävien pää-
komponenttien kanssa. Koska t ′i t j = 0 kaikilla i, j ∈ {1, . . . , m}, i 6= j, tuloksena
saadaan pääkomponentit t ′i x , i ∈ {2, . . . , m}, joiden varianssit ovat siis ominais-
arvot λ2, . . . ,λm. (esim. Hammarling 1985; Mustonen 1995, s. 57.)

Kaikki olennaiset pääkomponenttianalyysiin liittyvät tulokset ovat kuitenkin
saatavissa suoraan standardoidun havaintomatriisin singulaariarvohajotelman
avulla. Olkoon X ∈ Rn×m

r (n ≥ m ≥ r > 0) alkuperäinen havaintomatriisi (n
havaintoa m muuttujalla), Cn = In − Jn keskistäjämatriisi ja S = diag(s1, . . . , sm)
muuttujien keskihajonnoista koostuva diagonaalimatriisi. Keskistetty havainto-
matriisi Y ∈ Rn×m

r on tällöin muotoa Y = CnX . Skaalaamalla keskistetyn
havaintomatriisin sarakkeet pituuteen 1 saadaan muodostettua standardoitu
havaintomatriisi Z = YS−1/

p
n− 1 ∈ Rn×m

r .
Olkoon matriisin Z singulaariarvohajotelma muotoa Z = U∆T ′. Muuttujien

välinen otoskorrelaatiomatriisi R ∈ Rm
≥ on nyt esitettävissä muodossa

R = S−1Y ′YS−1/(n− 1) = Z ′Z = T∆′U ′U∆T ′ = T∆2
∗T
′,

missä viimeinen esitysmuoto on siis korrelaatiomatriisin R ominaisarvo-
hajotelma. Tästä nähdään suoraan, että matriisi T = (t1 : . . . : tm) sisäl-
tää pääkomponenttien kerroinvektorit ja matriisi∆2

∗ pääkomponenttien varians-
sit. Lisäksi pääkomponenttipistemäärät saadaan matriisista U∆ = ZT (pää-
komponenttien varianssit ovat tarkalleen ominaisarvoja λ1, . . . ,λm, kun ker-
rotaan esitetty matriisi skalaarilla

p
n− 1). Edellä esitetyn perusteella pää-

komponenttianalyysissa ei olisi tarvetta muodostaa korrelaatio- tai kovarianssi-
matriisia; oleellisimmat pääkomponenttianalyysin tulokset saadaan suoraan
standardoidun matriisin singulaariarvohajotelman avulla. (esim. Mustonen
1995, s. 64–65.)

Tarkastellaan vielä keskistetyn havaintomatriisin Y = (y(1) : . . . : y(n))′ ha-
vaintojen muodostamaa pisteparvea havaintoavaruudessa Rm. Etsitään sellai-
nen sarakkeittain ortonormaali matriisi G ∈ Rm×k (m≥ k), että havaintojen y(i),
i ∈ {1, . . . , n}, etäisyydet sarakeavaruuteen C (G) ortogonaalisesti projisoiduista
pisteistä PG y(i) ovat mahdollisimman pieniä.

Merkitään E′ = (Im − PG)Y ′, jolloin matriisi E sisältää havaintojen ja niiden
projektioiden välisten koordinaattien erotukset. Edellä mainitut mahdollisim-
man pienet etäisyydet saavutetaan, kun minimoidaan lauseke

‖E‖2
F = ‖Y − YPG‖2

F = tr(Y ′Y )− tr(G′Y ′YG).
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Tämän lausekkeen minimi saavutetaan, kun maksimoidaan lauseke tr(G′Y ′YG)
ehdolla G′G = Ik. Apulausetta 3.11 käyttämällä saadaan

(4.4) min
G′G=Ik

‖E‖2
F = ‖Y − Y T(k)T

′
(k)‖2

F ,

missä matriisi T(k) on määritelty kuten apulauseessa 3.11. Olkoon havainto-
matriisin Y singulaariarvohajotelma muotoa Y =

∑r
i=1δiui t

′
i . Tällöin mini-

mi (4.4) voidaan esittää lauseen 3.12 perusteella muodossa
∑r

i=k+1δ
2
i . Pää-

komponentit määritellään tällöin vektoreina ti, i ∈ {1, . . . , k}. (Isotalo et al.
2005, s. 163–166.)

4.3 Faktorianalyysi

Faktorianalyysilla pyritään muodostamaan muuttujien korrelaatioiden avulla ns.
vähäulotteinen piilorakenne, jolla voitaisiin kuvata jotakin tiettyä ilmiötä. Ha-
vaitut muuttujat x = (x1, . . . , xm)′ esitetään faktorianalyysissa mallin

(4.5) x = µ+ Af + u

avulla. Tässä mallissa µ ∈ Rm on keskiarvovektori, A ∈ Rm×k
k on faktorimatriisi,

muuttujat f = ( f1, . . . , fk)′ ovat yhteisfaktoreita ja u = (u1, . . . , um)′ ominais-
faktoreita. Lisäksi muuttujavektoria Af ∈ Rm kutsutaan havaittujen muuttujien
x kiinteäksi (systemaattiseksi) osaksi.

Faktorianalyysin mallissa (4.5) oletetaan, että

x ∼ Nm(µ,Σ), f ∼ Nk(0,Φ), u ∼ Nm(0,Ψ2),

missä Σ ∈ Rm
≥, Φ ∈ Rk

≥ ja Ψ2 = diag(ψ2
1, . . . ,ψ2

m). Lisäksi oletetaan, että yhteis-
faktorit f ovat riippumattomia ominaisfaktoreista u. Mallin (4.5) rakenteesta ja
edellä esitetyistä oletuksista seuraa, että

Σ= E[(x −µ)(x −µ)′] = E[(Af + u)(Af + u)′] = E(Af f ′A′) + E(uu′).

Toisin sanoen muuttujien välisellä kovarianssimatriisilla on rakenne

(4.6) cov(x ) = AΦA′+Ψ2.

Yhtälöä (4.6) sanotaan faktorianalyysin perusyhtälöksi.
On syytä huomata, että yhteisfaktorit f eivät määräydy edellä mainituista

oletuksista ja perusyhtälöstä (4.6) yksikäsitteisesti. Jos nimittäin f∗ = T ′ f , missä
T ∈ Rk×k on ns. rotaatiomatriisi, niin tällöin f∗ ∼ Nk(0, T ′ΦT) ja

x = µ+ A∗ f∗+ u, cov(x ) = A∗Φ∗A
′
∗+Ψ

2,

missä A∗ = A(T−1)′ ja Φ∗ = T ′ΦT . Mallissa (4.5) voidaan siis valita A = A∗ ja
f = f∗.
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Käytännön tilanteissa faktorianalyysissa on tapana olettaa yhteisfaktorit f
korreloimattomiksi. Jos siis oletetaan, että Φ = Ik, niin perusyhtälö (4.6) saa-
daan muotoon cov(x ) = AA′ +Ψ2. Edellä esitetyn perusteella tästä seuraa, että
rotaatiomatriisi T on ortogonaalinen. (esim. Mustonen 1995, s. 75–77, 80.)

Singulaariarvohajotelma osoittautuu hyödylliseksi faktorianalyysiin liittyvän
ns. Prokrustes-ongelman ratkaisemisessa. Oletetaan nyt, että matriisit A
ja B ovat kahden, samoilla muuttujilla suoritettujen faktorianalyysien tulok-
sina saatuja m × k -faktorimatriiseja, jotka eivät erilaisen rotaatiomatriisin
valinnan takia ole samoja. Prokrustes-menetelmän tarkoituksena on tut-
kia näiden faktorirakenteiden samankaltaisuutta. Tavanomaisessa Prokrustes-
menetelmässä pyritään muodostamaan sellainen transformaatiomatriisi Q ∈
Rk×k, jolle AQ ≈ B. Ortogonaalisessa Prokrustes-menetelmässä oletetaan lisäksi,
että transformaatiomatriisi Q on ortogonaalinen. 2

Kun tarkastellaan tavanomaista Prokrustes-menetelmää, transformaatio-
matriisi Q voidaan määrätä minimoimalla erotusmatriisin AQ − B alkioiden
neliösumma. Olkoon nyt matriisin A ∈ Rm×k

r (m ≥ k ≥ r > 0) singulaariarvo-
hajotelma muotoa A =

∑r
i=1δiui v

′
i , ja olkoon matriisi B esitettävissä muodossa

B = (b1 : . . . : bk). Lausetta 4.1 (s. 38) soveltamalla saadaan

min
Q
‖AQ− B‖2

F = ‖AbQ− B‖2
F =

m
∑

i=r+1

k
∑

j=1

(u′i b j)
2,

missä bQ =
∑r

i=1 viu
′
i B/δi. Ratkaisumatriisi bQ on siis yhtälöryhmän AQ = B pie-

nimmän neliösumman ratkaisu, ja se voidaan näin ollen esittää myös muodossa
bQ = A+B.

Tavanomaisen Prokrustes-menetelmän antama tulos riippuu suunnasta, jossa
transformaatio tehdään. Jos kuitenkin vaaditaan, että Q′Q = Ik, niin ihanne-
tapauksessa A = BQ′ = BQ−1. Kyseessä on siis ortogonaalinen Prokrustes-
ongelma, jonka singulaariarvohajotelman avulla saatava ratkaisu esitetään seu-
raavassa lauseessa 4.2 (ks. myös Takane 2004). (Green 1952; Cliff 1966; Schö-
nemann 1966; Rao 1980; Mustonen 1995, s. 95–98.)

Lause 4.2. Olkoon A, B ∈ Rm×k (m ≥ k), ja olkoon matriisin A′B ∈ Rk×k

singulaariarvohajotelma muotoa

A′B = U∆V ′ =
k
∑

i=1

δi(A
′B)ui v

′
i .

Tällöin on voimassa yhtälö

(4.7) min
Q′Q=Ik

‖AQ− B‖2
F = ‖AbQ− B‖2

F =
k
∑

i=1

[δ2
i (A) +δ

2
i (B)− 2δi(A

′B)],

missä bQ = UV ′.

2. Prokrustes-menetelmä vastaa osittain ns. transformaatioanalyysia, jonka yhteydessä kiin-
nitetään erityistä huomiota mahdollisiin rakenne-eroihin, jotka ilmenevät ns. poikkeavana trans-
formoitumisena (ks. Mustonen 1995, alaluku 5.6).
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Todistus. Matriisien AQ ja B erotuksen normin neliö voidaan esittää muodossa

‖AQ− B‖2
F = tr(A′A) + tr(B′B)− 2 · tr(Q′A′B).

Tämän lausekkeen minimi saavutetaan, kun maksimoidaan lauseke tr(Q′A′B)
ehdolla Q′Q = Ik. Matriisin A′B singulaariarvohajotelmaa käyttämällä saadaan

tr(Q′A′B) = tr(V ′Q′U∆) = tr(Z∆) =
k
∑

i=1

ziiδi(A
′B)≤

k
∑

i=1

δi(A
′B),

missä Z = V ′Q′U on ortogonaalinen ja zi j ≤ 1 kaikilla i, j ∈ {1, . . . , k}. Asetta-
malla Q = bQ saadaan

‖AQ− B‖2
F = tr(A′A) + tr(B′B)− 2 · tr(∆) =

k
∑

i=1

[δ2
i (A) +δ

2
i (B)− 2δi(A

′B)],

joten yhtälö (4.7) on voimassa. (Mustonen 1995, s. 97; Golub & van Loan 1996,
s. 601.)

Rao (1980) on tarkastellut lauseen 4.2 yleistystä, jossa minimoitava lauseke
on ‖AQ−RB‖F , missä Q′Q = Ik ja R′R = Im. Koska

‖AQ−RB‖2
F = tr(A′A) + tr(B′B)− 2 · tr(Q′A′RB),

tehtävänä on maksimoida lauseke tr(Q′A′RB) ehdoilla Q′Q = Ik ja R′R = Im.
Jos nyt matriisien A ja B singulaariarvohajotelmat ovat muotoja A = U∆AV ′ ja
B = W∆BZ ′, niin tuloksena saadaan

min
Q′Q=Ik
R′R=Im

‖AQ−RB‖2
F = ‖AbQ− bRB‖2

F =
k
∑

i=1

[δ2
i (A) +δ

2
i (B)− 2δi(A)δi(B)],

missä bQ = VZ ′ ja bR = UW ′ (ks. esim. Stewart & Sun 1990, s. 76–78).
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Liite A

Householderin ja Givensin transformaatiot

Tässä liitteessä tarkastellaan esimerkinomaisesti Householderin (1958) peilauk-
sia (Householderin matriiseja) ja Givensin (1958) rotaatioita ja esitetään R-
ohjelmiston funktioita näiden muunnosten toteuttamiseksi. Givensin rotaatiot
tunnetaan myös Jacobin (1846) rotaatioina. Tämän liitteen sisältö pohjautuu
suurelta osin teokseen Golub & van Loan (1996, luku 5).

Määritelmä. Ortogonaalista matriisia

H = In−
2v v ′

v ′v
∈ Rn

s

kutsutaan Householderin peilaukseksi ja siinä esiintyvää vektoria v 6= 0 ∈ Rn

Householderin vektoriksi. Ortogonaalista matriisia

G =















Ii−1 0 0 0 0
0′ cosθ 0′ sinθ 0′

0 0 I j−i−1 0 0
0′ − sinθ 0′ cosθ 0′

0 0 0 0 In− j















∈ Rn×n,

missä i ∈ {1, . . . , j − 1}, j ∈ {i + 1, . . . , n} ja 0 ≤ θ ≤ 2π, kutsutaan Givensin
rotaatioksi.

Vektorin x kertominen vasemmalta Householderin peilauksella H vastaa pis-
teen x peilausta sarakeavaruuden C (v) suuntaisesti. Vastaavasti vektorin x ker-
tominen vasemmalta Givensin rotaation transpoosilla G′ vastaa pisteen x kiertoa
kulman θ verran vastapäivään i. ja j. komponenttia vastaavalla tasolla.

Peilausten ja rotaatioiden käyttö on usein erittäin hyödyllistä laskennalliselta
kannalta: kun valitaan sopiva rotaatiokulma tai peilaussuora, muunnetun vek-
torin komponenteiksi voidaan saada yksi tai useampia nollia. Esim. Givensin
rotaatiolla saadaan nollattua muunnetun vektorin j. komponentti. Househol-
derin peilauksia ja Givensin rotaatioita voidaan käyttää apuna useiden matriisi-
hajotelmien laskemisessa, mikä ilmenee mm. seuraavasta esimerkistä.

Esimerkki. Ao. R-ohjelmiston konsolin otteessa on esitetty funktio house,
jonka avulla voidaan määrittää Householderin vektori Householderin peilaus-
ta varten, sekä funktio givens, jonka avulla saadaan laskettua rotaatiokulman
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kosini ja sini Givensin rotaatiota varten. Funktion house palauttama vektori
on muotoa [v ′, 2/(v ′v)]′. Funktioiden suorittamiseen tarvittavien liukuluku-
operaatioiden lukumäärät ovat noin 3n ja 6. Alla funktioita on sovellettu vekto-
rille x = (1, 2,3,4)′.
> x <− c (1 , 2 , 3 , 4)
> house <− func t ion ( x ) {
+ n <− l ength ( x ) ; s <− x [2:n] %∗% x [2:n ] ; v <− c (1 , x [2:n ])
+ i f ( s == 0) {
+ b <− 0
+ }
+ e l s e {
+ m <− s q r t ( x[1]^2 + s )
+ v [1] <− i f ( x [1] <= 0) x [1] − m e l s e −s / ( x [1] + m)
+ vs <− v[1]^2; b <− 2 ∗ vs / ( s + vs ) ; v <− v / v [1]
+ }
+ c (v , b)
+ }
> house ( x )
[1] 1.0000000 −0.4467052 −0.6700578 −0.8934104 0.8174258
> g ivens <− func t ion (a , b) {
+ i f (b == 0) {
+ c <− 1; s <− 0
+ }
+ e l s e {
+ i f ( abs (b) > abs (a )) {
+ t <− −a / b ; s <− 1 / s q r t (1 + t ^2); c <− s ∗ t
+ }
+ e l s e {
+ t <− −b / a ; c <− 1 / s q r t (1 + t ^2); s <− c ∗ t
+ }
+ }
+ c ( c , s )
+ }
> g ivens ( x [2] , x [4])
[1] −0.4472136 0.8944272

Ao. Survon toimituskentän otteessa on tallennettu yllä saatu Householderin vek-
tori v ja rotaatiomatriisi G, jonka avulla saadaan kierrettyä pistettä x toista ja
neljättä komponenttia vastaavalla tasolla arccos(−0.4472136) ≈ 2.034 radiaa-
nia vastapäivään. Tämän jälkeen on muodostettu Householderin peilausta var-
ten matriisi H sekä laskettu peilatut ja rotatoidut pisteet Hx ja G′x .

1 ∗MATRIX X /// 7 ∗MATRIX V /// 13 ∗MATRIX G ///
2 ∗1 8 ∗ 1.0000000 14 ∗1 0 0 0
3 ∗2 9 ∗−0.4467052 15 ∗0 c 0 s
4 ∗3 10 ∗−0.6700578 16 ∗0 0 1 0
5 ∗4 11 ∗−0.8934104 17 ∗0 −s 0 c
6 ∗ 12 ∗ 18 ∗

19 ∗MAT SAVE X
20 ∗MAT SAVE V
21 ∗MAT SAVE G / c=−0.4472136 s=0.8944272
22 ∗MAT DIM X /∗ rowX=4 colX=1
23 ∗MAT H=IDN(rowX , rowX)−b∗V∗V ’ / b=0.8174258

51



24 ∗MAT PEILAUS=H∗X / ∗PEILAUS~(IDN−b∗V∗V ’ ) ∗X 4∗1
25 ∗MAT ROTAATIO=G’ ∗X / ∗ROTAATIO~G’ ∗X 4∗1
26 ∗LINEDEL CUR+3,END
27 ∗MAT LOAD PEILAUS ,END+2
28 ∗MAT LOAD ROTAATIO ,END+2
29 ∗ 37 ∗
30 ∗MATRIX PEILAUS 38 ∗MATRIX ROTAATIO
31 ∗(IDN−b∗V∗V ’ ) ∗X 39 ∗G’ ∗X
32 ∗/// 1 40 ∗/// 1
33 ∗ 1 5.477225 41 ∗ 1 1.00000
34 ∗ 2 0.000000 42 ∗ 2 −4.47214
35 ∗ 3 0.000000 43 ∗ 3 3.00000
36 ∗ 4 0.000000 44 ∗ 4 0.00000

Funktioita house ja givens voidaan käyttää hyväksi uusissa funktioissa, joiden
avulla voidaan laskea esim. matriisin QR-hajotelma (ks. esimerkki 3.2, s. 15).
Alla on esitetty funktio qr.r, joka etsii Householderin peilaukset H1, . . . , Hn siten,
että jos Q = H1 · · ·Hn, niin matriisi Q′A = R on yläkolmiomatriisi. Tuloksena
saadaan matriisi, jonka yläkolmio-osa on sama kuin QR-hajotelman matriisin R
yläkolmio-osa. Alla funktiota on sovellettu matriisille A=

�

1 2 3
4 5 6

�′.

> A <− matrix (1 :6 , nrow = 3 , ncol = 2)
> qr . r <− func t ion (A) {
+ n <− dim(A) [1 ] ; m <− dim(A) [2 ] ;
+ f o r ( i in 1:m) {
+ vb <− house (A[ i : n , i ])
+ v <− vb [1 : ( n − i + 1) ] ; b <− vb[n − i + 2]
+ A[ i : n , i :m] <− A[ i : n , i :m] −
+ (b ∗ v ) %∗% ( t ( v ) %∗% A[ i : n , i :m])
+ i f ( i < n) A[( i + 1) :n , i ] <− v [2 : ( n − i + 1)]
+ }
+ A
+ }
> (A <− qr . r (A))

[ ,1] [ ,2]
[1 ,] 3.7416574 8.552360
[2 ,] −0.7294858 1.963961
[3 ,] −1.0942286 −3.576283
> R <− A; R[ lower . t r i (R)] <− 0
> R

[ ,1] [ ,2]
[1 ,] 3.741657 8.552360
[2 ,] 0.000000 1.963961
[3 ,] 0.000000 0.000000

Funktion qr.r suorittamiseen tarvittavien liukulukuoperaatioiden lukumäärä on
noin

4 ·
m
∑

i=1

(n− i)(m− i) = 4 ·
m
∑

i=1

[nm− (n+m)i+ i2]≈ 2nm2− 2m3/3.

QR-hajotelman ortogonaalinen matriisi Q voidaan tarvittaessa muodostaa edel-
lä esitetyn funktion qr.r palauttaman matriisin avulla. Laskemisessa voidaan

52



käyttää esim. ao. funktiota qr.q, jonka suorittamiseen tarvittavien liukuluku-
operaatioiden lukumäärä on noin

4 ·
m
∑

i=1

(n− i)2 = 4 ·
m
∑

i=1

(n2− 2ni+ i2)≈ 4n2m− 4nm2+ 4m3/3.

> qr . q <− func t ion (A) {
+ n <− dim(A) [1 ] ; m <− dim(A)[2]
+ v <− numeric (n ) ; Q <− diag (1 , n)
+ f o r ( i in m:1) {
+ v[ i : n] <− c (1 , A[( i + 1) :n , i ])
+ Q[ i : n , i : n] <− Q[ i : n , i : n] − ( as . numeric (2 / v[ i : n] %∗%
+ v[ i : n ]) ∗ v[ i : n ]) %∗% ( t ( v[ i : n ]) %∗% Q[ i : n , i : n ])
+ }
+ Q
+ }
> (Q <− qr . q(A))

[ ,1] [ ,2] [ ,3]
[1 ,] 0.2672612 0.8728716 −0.4082483
[2 ,] 0.5345225 0.2182179 0.8164966
[3 ,] 0.8017837 −0.4364358 −0.4082483
> t (Q) %∗% Q

[ ,1] [ ,2] [ ,3]
[1 ,] 1.000000e+00 1.250627e−16 −7.695125e−17
[2 ,] 1.250627e−16 1.000000e+00 −3.923457e−17
[3 ,] −7.695125e−17 −3.923457e−17 1.000000e+00
> Q %∗% R

[ ,1] [ ,2]
[1 ,] 1 4
[2 ,] 2 5
[3 ,] 3 6

Edellä määritelty matriisi A voidaan siis esittää QR-hajotelman avulla muodossa

A= QR ≈






0.267 0.873 −0.408
0.535 0.218 0.816
0.802 −0.436 −0.408













3.742 8.552
0 1.964
0 0






.

QR-hajotelma voidaan laskea Householderin peilausten sijaan myös Givensin
rotaatioita käyttämällä. Yläkolmiomatriisin R muodostaminen tällä tavoin koos-
tuu kuitenkin noin 3nm2−m3 liukulukuoperaatiosta, eli tarvittavia operaatioita
on noin puolet enemmän kuin Householderin peilausten avulla laskettaessa. Ta-
vallisesti QR-hajotelman laskemiseen käytetäänkin juuri Householderin peilauk-
sia.
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