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Texas Hold’emissa, kuten muissakin pokerin varianteissa, yksi tirked menestyksekkédn
pelin osatekiji on vastustajan toiminnan ennakointi. Tutkin tdssd ty0ssd, miten
luotettavaa tietoa opetettu neuroverkko voi antaa Texas Hold’em -pokeria pelaavan
henkilon seuraavasta toiminnosta.

Neuroverkkoja on hyodynnetty laajasti erilaisten pelien tutkimuksessa, ja
johdantoluvussa referoin muutamia esimerkkejd tillaisista tutkimuksista. Useimmat
neuroverkkosovellukset keskittyvit vuoropohjaisiin ja matemaattiseen sekid loogiseen
paittelykykyyn perustuviin peleihin, kuten pokeriin ja shakkiin. Neuroverkkojen
oppimiskykyé voidaan hyddyntédd kuitenkin myos esimerkiksi videopeleissa.

Johdannon jilkeen kédyn lyhyesti ldpi Texas Hold’em -pokerin sddnnot, minka
jilkeen kerron perustiedot neuroverkoista ja niiden toiminnasta. Lisdksi késittelen
neuroverkkojen opettamista ja opettamisessa usein kiytettyd takaisinlevitysalgoritmia
(back-propagation algorithm). Esittelen myds muita neuroverkkomalleja itse kdyttamini
ohella kootakseni laajemman yleisesityksen neuroverkoista.

Seuraavassa vaiheessa késittelen neuroverkon kédytinnon toteutusta ja kerron, miten
olen toteuttanut oman neuroverkkoni ja kisitellyt siind kiytettivdd dataa. Késittelen
my6s datankdsittelyyn liittyvid yleisid ohjeita ja metodeja.

Seuraavaksi kerron neuroverkon opettamisesta, validoinnista ja testaamisesta, seki
tuloksista ja tulkinnoista, joihin neuroverkon opetuksen aikana pdidyin. Olen testannut
neuroverkkoani 87 erilaisella datajoukolla pyrkien kaiken aikaa parempaan tulokseen, ja
lopulta tyon tuloksista nidhdiin, etti muodostamani neuroverkko osaa ratkaista oikein
hieman yli puolet testattavista tapauksista, mikd on hyvin lidhelld ennakkoon
asettamaani tavoitetta.

Tulosten purkamisen yhteydessd pohdin my0ds, miten olisin voinut pédstad
parempaan tulokseen, ja minkélaisia jatkotutkimuksen aiheita neuroverkot erityisesti
pokerin yhteydessi tarjoavat.

Avainsanat ja -sanonnat: tekoily, neuroverkko, pokeri
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Mairitelmiit ja lyhenteet

bluffata: Pokerissa bluffaaminen tarkoittaa sitd, ettd pelaaja yrittdd saada vastustajan

uskomaan oman kétensi olevan parempi kuin mité se todellisuudessa on.

flop: Kolme ensimmdistd pOytddn jaettavaa korttia Texas Hold’em -pelissd. Téssd
tyossd flopilla tarkoitetaan jaon aikana toisena tapahtuvaa pelikierrosta, jolla em. kortit
jaetaan.

jakajan nappi: Vastaa englanninkielistd termid button ja tarkoittaa merkkid, joka
osoittaa, kuka on jakovuorossa. Jakovuoro (ja samalla myos jakajan nappi) kiertdvit
pOytdd myotdpdiviin siten, ettd jakajaksi vaihtuu joka jaolla poydéssd seuraavana istuva

pelaaja.

korottaa: Korotus vastaa tidssd ty0ossd englanninkielistd pokeritermii raise ja merkitsee
vuorossa olevan pelaajan tekeméé korotusta. Korotus on mahdollinen tilanteessa, jossa
joku edeltédvistd pelaajista on panostanut.

livepokeri: Pokeri, jota pelataan kanssapelaajien kanssa fyysisesti samassa tilassa

(yleensd saman pOydin dédressd). Vrt. nettipokeri.

luovuttaa: Luovuttaminen vastaa tdssd tyOssd englanninkielisti pokeritermid fold ja

merkitsee tilannetta, jossa vuorossa oleva pelaaja luopuu kéddestddn kesken jaon.

maksaa: Maksu vastaa tdssd tyOssd englanninkielistd pokeritermid call ja merkitsee
tilannetta, jossa vuorossa oleva pelaaja maksaa ennen héntd tehdyn panostuksen ja

mahdolliset korotukset pysyidkseen jaossa mukana.

nettipokeri: Pokeri, jota pelataan internetin vilitykselld virtuaalisissa pelihuoneissa. Vrt.
livepokeri.

panostaa: Panostus vastaa tdssd tydssd englanninkielistd pokeritermid bet ja merkitsee
vuorossa olevan pelaajan tekemii panostusta. Panostus on mahdollinen tilanteessa,

jossa kukaan aikaisempi pelaaja ei ole vield panostanut kyseiselld kierroksella.

pelikierros: Texas Hold’em -pokerissa on jaon aikana neljd erillistd pelikierrosta:

floppia edeltidva kierros (pre-flop), flop-kierros, turn-kierros ja river-kierros. Jokaisen



jaon aikana ei vilttimittd pelata jokaista pelikierrosta, mutta ne pelataan aina edelld

esitetyssd jarjestyksessi.

pimed kortti: Kts. taskukortti.

positio: Positiolla tarkoitetaan tdsséd tydssd pelaajan istumapaikkaa pOydissd suhteessa
jakajan nappiin. Positio on sitd parempi, mitd kauempana pelaaja on jakajan napista

myotdpdiviin laskettuna. Jakajan napin kohdalla pelaavalla on paras positio.

potti: Pottiin kuuluvat ne kaikki pelimerkit, jotka pelaajat ovat laittaneet pelipoytddn
panostaessaan, korottaessaan tai maksaessaan panostuksen tai korotuksen. Jaon voittaja

voittaa jaon péityttyd potin.

pre-flop: Jaon aikana ensimmiisend pelattava pelikierros, jolla jaetaan jokaiselle

pelaajalle kaksi taskukorttia.

river: Viides pOytddn jaettava kortti Texas Hold’em -pelissd. Tdssd tyOssd riverilld

tarkoitetaan jaon aikana neljintend tapahtuvaa pelikierrosta, jolla em. kortti jaetaan.

showdown: Taskukorttien avaaminen ja jaon voittajan ratkaiseminen siind vaiheessa,
kun kaikki pelikierrokset on pelattu ja river-kierroksen panostukset ja korotukset
suoritettu. Jos pelikierroksia ei pelata loppuun (kaikki pelaajat yhtd lukuun ottamatta

ovat luopuneet kiddestdin pelin aikaisemmassa vaiheessa), showdownia ei suoriteta.

sokkopanos: Ennen jaon aloittamista jakajasta seuraava pelaaja asettaa pOytddn pienen
sokkopanoksen (small blind) ja pienestd sokkopanoksesta seuraava pelaaja asettaa ison
sokkopanoksen (big blind). N@mid panokset toimivat pelin alussa ikddn kuin
panostuksena ja korotuksena, jotka seuraavien pelaajien pitdd maksaa osallistuakseen

floppiin.

sOkottdd: Sokottdminen vastaa tdssd tyOssd englanninkielistd pokeritermid check ja
merkitsee tilannetta, jossa ennen vuorossa olevaa pelaajaa ei ole panostettu tai korotettu

pelikierroksen aikana, eikd mydskéddn vuorossa oleva pelaaja panosta tai korota.

taskukortti: Pre-flop-kierroksella pelin alussa jokaiselle pelaajalla jaetaan kaksi
taskukorttia, joita muut pelaajat eivit nde. Ndiden taskukorttien ja pOytddn jaettavien

korttien avulla jokainen pelaaja muodostaa oman pelikétensi.



turn: Neljds poOytddn jaettava kortti Texas Hold’em -pelissd. Tdssd tyOssd turnilla

tarkoitetaan jaon aikana kolmantena tapahtuvaa pelikierrosta, jolla em. kortti jaetaan.

véri: Viri on pokerikdsi, jossa kaikki pelaajan kortit ovat samaa maata (herttaa, pataa,
ristid tai ruutua). Texas Hold’em -pokerissa viiden kortin kdsi muodostetaan kahden

taskukortin ja viiden pdytikortin avulla.



1. Johdanto

Pokeri ja etenkin sen variantti Texas Hold’em on viime vuosina kasvattanut huimasti
suosiotaan ympéri maailman — myds Suomessa. Osaltaan tdtd suosion kasvua selittdvit
lukuisat internetissd toimivat pelipalvelut, joista suurin osa tarjoaa muiden pelien
ohessa my0s mahdollisuuden pelata pokeria verkon kautta ympdri maailman. Lisiksi
Texas Hold’em on nopea peli oppia, mutta se tarjoaa kuitenkin haasteita myos
kehittyneemmille pelaajille.

Vaikka Texas Hold’em muiden pokeripelien tavoin perustuukin paljolti
matematiikkaan ja todennikoéisyyksien sekd tilastojen hallintaan, my6s vastapelaajien
lukemisella on pelissi oma tidrked roolinsa. Pelattaessa livepokeria toisten kanssa
samassa tilassa pelaajia voidaan tulkita heiddn kéyttaytymisensd, eleidensd ja
ilmeidensd kautta, mikd ei ole mahdollista internetin vilitykselld pelattaessa.
Nettipelissd pelaajien tulkitsemisen tulee perustua heiddn toimintaansa erilaisissa
pelitilanteissa, koska vastaavaa vastapelaajan fyysisen ldsndolon mukanaan tuomaa
informaatiota kuin livetilanteessa ei ole kéytettdvissa.

Kehittyessddn ja oppiessaan pelid pelaaja yleensd oppii lukemaan vastapelaajia
paremmin heidin toimintojensa perusteella. Pokeri on kuitenkin hyvin monitahoinen
peli, koska ammattimaiset pelaajat voivat kdyttdd hyvinkin vaihtelevaa pelityylii ja olla
taitavia bluffaamaan. Aina ei ole helppoa lukea vastustajaa tai muistaa kaikkea pelin
aikana esiin tullutta informaatiota, ja lisdksi kisityksen muodostamista vaikeuttaa
pelissd esiintyvien muuttujien suuri madrd. Tamén vuoksi olen rakentanut ja opettanut
neuroverkon, joka pyrkii ennustamaan vastapelaajan seuraavaa toimintoa. Téssd tyOssi
kdyn lapi neuroverkon suunnittelun ja rakentamisen sekd sen antamat tulokset.
Vastustajan seuraavan toiminnon ennustaminen voi tuoda pelaajalle huomattavaa etua,
ja on mielenkiintoista nihdéd, kuinka luotettavasti neuroverkko pystyy timén tekemé&én.

Viisi mahdollista pelaajan toimintoa ovat luovutus, sOkottiminen, maksu,
panostus ja korotus. Keskityn tdssd tyossd tarkastelemaan pelaajien reagointia
panostuksiin ja korotuksiin, joten toiminnoista tyon kannalta relevantteja ovat luovutus,
maksu ja korotus.

Tekodlyd ja neuroverkkoja on kéytetty apuna erilaisissa peleissd paitsi oman
oikeanlaisen  toiminnan  vahvistamisessa, my0s kanssapelaajien  toiminnan
ennustamisessa. Aiheesta on tehty jonkin verran aikaisempia tutkimuksia, ja referoin
niitd myohemmin johdannossa.

Toisessa luvussa kidyn lyhyesti ldpi Texas Hold’em-pelin sdéinnot. Kolmannessa
luvussa kerron yleisesti neuroverkoista ja niiden toiminnasta. Luvussa 4 kisittelen
yleisesti neuroverkkosysteemin toteutusta. Luvussa 5 kuvailen kiyttaméini datan

kisittelyd. Luvussa 6 kerron oman neuroverkkoni kdytinnon opettamisesta ja
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testaamisesta. Testaamisessa hyddynnidn kymmenkertaista ristiinvalidointia, jolloin
testijoukkona kiytetdiin osuutta opetusjoukon datasta. Luvussa 7 késittelen tulokset ja

teen yhteenvedon.

1.1. Neuroverkkojen kiytto vastustajan mallintamiseen Texas Hold’em -pelissi

Omassa kidytannon toteutuksessani olen kiyttdnyt ldhteend péddasiassa Davidsonin
[1999] tyotd. Davidson on kayttinyt tutkimuksessaan 19 syotearvoa, monikerroksista
perceptronia (multi-layer perceptron, MLP) sekid takaisinlevitysalgoritmia. Kaikki
painokertoimet saavat alkuarvokseen satunnaisluvun véliltd [-0,5, 0,5]. [Davidson,
1999]

Davidson kiyttdd opetuskertoimena tutkimuksessaan joko vakioarvoa 0,4 tai
keskiarvovirhettd riippuen siitd, kumpi on pienempi. Ndin hdn uskoo vilttavinsi liian
rajut heilahdukset neuroverkon opetuksen aikana, jolloin suppeneminen kohti oikeita
arvoja tapahtuu tasaisemmin. [Davidson, 1999]

Vilttddkseen juuttumista paikallisiin ddriarvoihin (local peaks) Davidson kayttaa
momenttia pienid esteitd varten. Tamén lisdksi hidn on kehittdnyt oman tekniikkansa,
jossa hin tarkkailee, onko opetus mahdollisesti jumittunut, ja jos nédin kdy, hédn ldhettaa
neuroverkkoon signaalin, joka sddtdd painoarvoja satunnaisesti hyvin pienid maédrid.
Davidson on havainnut tdmén toimivaksi tavaksi estdd opetuksen jumiutuminen
ddriarvokohdissa. [Davidson, 1999]

Neuroverkon tarkkuuden Davidson médrittelee testijoukon avulla. Jos parhaan
tuloksen saanut tulosneuroni vastaa oikeaa tulosta, luokittelua pidetddn onnistuneena.
Virhe neuroverkossa on laskettu halutun tuloksen ja saavutetun tuloksen vilisen
keskivirheen neliond. Davidsonin neuroverkko osasi vain 25 epookin eli
opetusiteraation jidlkeen ennustaa 85 % testidatan esiintymistd oikein, mitd voidaan
pitda varsin hyvini tuloksena. [Davidson, 1999]

Suurimpia Davidsonin kohtaamista ongelmista oli nopeasti pelityyliddn vaihtavien
pelaajien toimintojen mallintamisen vaikeus, silld he vaihtelevat tyyliddan juuri siitd
syystd, ettd heiddn toimiensa ennakoiminen olisi vaikeampaa. Ratkaisuehdotukseksi
tdhdan ongelmaan Davidson ehdottaa useamman yhtdaikaisen neuroverkon kayttoa
saman pelaajan ennustamisessa. Naméd neuroverkot opetettaisiin erilaisella pelaajaan
liittyvilla datalla kéyttden eri dataméérid ja ajallisesti eri hetkend kerdttyd dataa.
[Davidson, 1999]

Davidson ottaa jatkotutkimuksen mahdollisuuksista ensimmadisend esiin
reaaliaikaisen internetissd toimivan mallintamissysteemin rakentamisen. Lisdksi
Davidson on sitd mieltd, ettd hidnen oma tutkimuksensa olisi voinut antaa parempia
tuloksia, jos hdn olisi kdyttinyt enemmén kuin 19 muuttujaa. Hin myontdd kuitenkin,
ettd mitd suurempaa midrdd muuttujia kidytetddn, sitd enemméin on kéytettdvd aikaa
muuttujien kisittelyyn, jotta se vahvistaisi neuroverkon ennustamiskykyd. Lisdksi

Davidson suunnittelee erilaisten neuroverkkorakenteiden ja -tekniikoiden kayttod



tarkoituksenaan saavuttaa parempia tuloksia. Loppupdidtelménd Davidson toteaa
Iyhyesti, ettd neuroverkot ovat osoittautuneet toimivaksi tavaksi mallintaa

pokerinpelaajia. [Davidson, 1999]

1.2. Bayesilainen pokeri

Korb ja muut [1999] ovat tutkineet bayesialaisen verkon (Bayesian network) avulla
muodostetun ohjelman kiyttéd ohjelman oman pokerikdden, vastustajien kisien sekd
vastustajien kiyttdytymisen tulkinnassa. Kyseisessd tutkimuksessa on tutkittu viiden
kortin avopokeria, joka eroaa Texas Hold’emista pelind melko paljon, mutta jossa on
tutkimuksellisesti paljon yhteisid piirteitd: yritetddn ennustaa asioita puutteellisen
informaation avulla samankaltaisessa pelissd. [Korb et al., 1999]

Viiden kortin avopokerissa on yhteensé neljd pelikierrosta jakoa kohti, ja Korb ja
muut kidyttavit erillistd bayesilaista verkkoa jokaisella kierroksella. Kukin verkko
mallintaa suhteet nykyisen késityypin, lopullisen késityypin ja vastustajan
kayttdytymisen vililli. Verkko palauttaa yhden totuusarvon, joka kertoo sen, tuleeko
verkkoa kiyttavd ohjelma voittamaan pelin. Nykyinen késityyppi mallinnetaan verkkoa
kdyttdvan ohjelman osalta kokonaan, mutta koska vastustajilla on kyseisessd
pelityypissd yksi taskukortti, vastustajien nykyistd Kkisityyppid ei voi mallintaa
kokonaan ennen showdownia. [Korb et al., 1999]

Korb ja muut kéyttivit alkuperidisessd verkossaan 9 kisityypin jaottelua verrattaessa
ohjelman ja pelaajien kasityyppeja. Tdlld ei kuitenkaan péaasty kovinkaan hyviin
tuloksiin, minkd vuoksi kisityyppien madrdd nostettiin 17:44n. Tutkittaessa pokeripeleja
pelinaikaisten kisien perusteella ongelmaksi muodostuu juuri erilaisten késien valtava
maiird. Tietynlaista luokittelua voidaan tehdd, mutta jos esimerkiksi sekid ohjelmalla ettd
pelaajalla on kiddessédédn pari, ei ole lainkaan yhdentekevdd, minkd arvoinen pari on.
Lisdksi, jos molemmilla on samanarvoinen pari, seuraavaksi suurin kortti eli hai
ratkaisee pelin voittajan. Tutkimuksissa néitd késid kuitenkin luokitellaan yleensda melko
pelkistetysti, koska liilan suuri muuttujien madrd vaikeuttaa oikean tuloksen
muodostamista. Korb ja muut ovat helpottaneet titd ongelmaa kartoittamalla eri kisien
muodostumistodennidkoisyyksid  pelin  eri  vaiheissa  jakamalla 10 miljoonaa
esimerkkikéttd ja kerddamailld ndistd saadun datan talteen toimintamatriiseihin (action
matrices). [Korb et al., 1999]

Korb ja muut ovat muodostaneet verkkoa kiyttiville ohjelmalleen tietynlaiset
funktiot, joilla pddtetddn ohjelman toiminnot vastustajia vastaan. Kyseisten funktioiden
kaavoissa on huomioitu pelattava kierros sekd voiton todennikoisyys, joka on laskettu
em. toimintamatriisien avulla. Funktioita on testattu ja pyritty tarkentamaan stokastisen
haun (stochastic search) avulla pelauttamalla ohjelmaa sddntOperustaista vastustajaa
vastaan. Edelld mainittujen funktioiden kayttoon ohjelmassa liittyy my0s jonkin verran
satunnaisuutta, jolla on pyritty saamaan ohjelma bluffaamaan silloin télldin. [Korb et
al., 1999]
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Bayesilaista verkkoa testattiin kahta automaattista vastustajaa  vastaan:
yksinkertaista todenndkoisyyksien perusteella valintansa tekevdd vastustajaa ja
sddntopohjaista vastustajaa vastaan. Testaus osoitti, ettd bayesilainen verkko péihittdd
ndmd automatisoidut vastustajat helposti. Verkkoa testattiin my0ds verkkopeliin
kutsuttuja ihmisvastustajia vastaan, jolloin bayesilaista verkkoa kiyttivd ohjelma jii
toiseksi. Thmisvastustajat onnistuivat kuitenkin keskimiirin voittamaan vain n. 63
panosyksikkod 450 pelid kohti, mikd ei ole kovin paljon. Korb ja kumppanit [1999]
uskovatkin, ettd tietyin parannuksin heididn jirjestelminsd oppii pdihittimiin myos

ithmisvastustajat.

1.3. Tietokonevastustajien kehittiminen yksinkertaistettuun pokeripeliin

Barone ja While [1998] ovat tutkineet evolutiivista tapaa saada ohjelma oppimaan
yksinkertaistettua pokeria. Evolutiivisessa prosessissa yritetddn sopeutua vallitsevaan,
todenndkoisesti kaiken aikaa muuttuvaan ympéristoon.

Barone ja While kiyttavit autonomisia agentteja suorittamaan tiettyjd osatehtdvia
oppimisprosessista perustuen tiettyihin pokerin pelaamisen tirkeisiin periaatteisiin. He
osoittavat tyossddn, ettd ndméd kehittyvdt agentit muodostavat erilaisia tekniikoita
reagoida monenlaisiin pelistrategioihin, joita niiden vastustajat (pelaajat) kayttdvit,
maksimoidakseen voittonsa kutakin vastustajatyyppid vastaan. [Barone and While,
1998]

Geneettiset algoritmit kayttdvit tietokoneissa evoluution toimintaperiaatteita
luonnonvalinnan  kautta tapahtuvaan ongelmienratkaisuun. Ratkaisuehdotusten
populaatio kehittyy jonkin valintamekanismin vaikutuksesta, kunnes tietyt ratkaisuun
vaadittavat kriteerit tdyttyvit. Evolutiiviset algoritmit mallintavat ongelman ulkoisten
piirteiden mukaan geneettisen materiaalin asemesta, ja riippumatta esiintyvistad
geneettisistd muodonmuutoksista ulkoisissa piirteissid tapahtuva muutos seuraa Gaussin
kdyrdd keskiarvovirheelld nolla ja jollain tietylld keskihajonnalla. [Barone and While,
1998]

Pattie Maes on mdiritellyt agentin jdrjestelméksi, jonka edellytetddn tayttivin
useita, usein monimutkaisia tavoitteita muuttuvassa ymparistossid. Agentit tunnistavat
ympdristodadan erilaisin sensorein ja vaikuttavat ympéristoonsd nk. aktuaattorien
(actuator) kautta. Agentit jaetaan usein pienempiin komponentteihin, joista kukin
hallitsee  pientd, erillistd aliongelmaa. Néididen komponenttien keskindinen
kanssakdyminen antaa agentille persoonallisuuden ja kyvyn ratkaista useita tavoitteita.
[Barone and While, 1998]

Maes on maédritellyt kaksi asiaa, jotka pitdd ratkaista suunniteltaessa autonomisia
agentteja: 1) Kokemuksesta oppimisen ongelma: agenttien pitdd pysyd tasapainossa
nykyisen parhaan ratkaisun hyoddyntdmisen ja uusien, mahdollisesti parempien
ratkaisujen vililla. 2) Toiminnan valinnan ongelma: agenttien tiytyy paittdd, kuinka

tdytetddn useat, usein keskenddn ristiriidassa olevat tavoitteet. Agentit tarvitsevat



paidtosmekanismin késittelemé@dn ristiriitaisia toimia eri toimijakomponenteilta. [Barone
and While, 1998]

Barone ja While lidhestyvit pokerin pelaamiseen liittyvdd ongelmaa siten, ettd
tietokonepelaajalle haetaan vahvuutta muiden pelaajien eri pelityyleille ominaisista
heikkouksista. He esittelevit tyossddn uuden viitekehyksen  mukautuvan
pokerinpelaajan suunnitteluun upottamalla implisiittiset evolutiivisen algoritmin
oppimisen erityispiirteet itsendiseen agenttiarkkitehtuuriin kehittddkseen konepelaajan,
joka paljastaa vastustajien pelityylien heikkoudet ja maksimoi niin voittonsa. [Barone
and While, 1998]

Barone ja While ratkovat edelld mainituista kahdesta perusongelmasta ensimmaéisté,
kokemuksesta oppimisen ongelmaa, kiyttamilld pokeriagenttien populaatiota sekd
evolutiivista (1 + 1) strategiaa oppimismekanismina. Kyseinen strategia toimii siten,
ettd kiytetddn yhtd vanhempaa generoimaan yksi jilkeldinen seuraavan sukupolven
muodostuessa vanhempien ja jilkeldisten yhdistetystd populaatiosta. [Barone and
While, 1998]

Toista perusongelmaa, eli toiminnan valinnan ongelmaa, joka tdssd tutkimuksessa
merkitsee valintaa pokeritoimintojen luovutus, maksu ja korotus vililtd, Barone ja
While ratkovat suunnittelemalla eri tavalla pidtevid itsendisid komponentteja, joista
jokainen vastaa yhtd pokeripelin perusperiaatetta. [Barone and While, 1998]

Kolme pokerin perusperiaatetta, joita Barone ja While kiyttidvit kunkin erillisen
komponentin pétevyysalueena, ovat kédden vahvuusanalyysi, positio sekd riskien
hallinta. Lisédksi he kiyttdavit nk. ratkaisijaa (resolver), joka kuuntelee jokaista erillistid
komponenttia, yhdistelee niiden ehdotukset ja pddttdd agentin  globaalin
aktuaattoritoiminnon. Ratkaisija asettaa tietyt painotukset jokaiselle ehdotukselle ja
pyrkii kehittiméén néitd painotuksia, jolloin saadaan aikaiseksi agentti, jonka yksittéiset
komponentit sekd niiden suhteellinen merkitys kehittyvit ajan kuluessa. [Barone and
While, 1998]

Jokainen komponentti tuo tietonsa ratkaisijalle panostusmonikkoina (betting tuple).
Kédden vahvuudesta vastaava komponentti voisi tuoda esimerkiksi melko vahvalla
kiddelld panostusmonikon (5 %, 10 %, 85 %), jossa S5 % tarkoittaa
luovuttamistodennidkoisyyttd, ja 10 % sekd 85 % vastaavasti maksun ja korotuksen
todennikoisyyksid. Ratkaisija kédyttdd nditd monikkoja sekid painotuksia médritellessidin
globaalin aktuaattoritoiminnon. [Barone and While, 1998]

Barone ja While peluuttivat agenttejaan kahdessa 10 hengen pdyddssd, joissa
molemmissa oli 5 pokeriagenttia ja 5 pelaajaa. Poydit oli jaoteltu pelaajien karkean
pelitapajaon mukaisesti kdyttden pelaajamédrittelyjd passiivinen / aggressiivinen sekd
16ysd / tiukka. Taulukosta 1 on néhtdvissd em. pelaajatyyppien ristiintaulukointi siten,
kuin Barone ja While sen esittidvit. TestipOytien pelaajat olivat nk. 10ysédssd poydéssa

16ysid ja aggressiivisia, ja nk. tiukassa poyddssi tiukkoja ja passiivisia. Pokeriagenteilla



oli ndissd poydissd tavoitteena keskittyd poydissd esiintyvien pelaajatyyppien
heikkouksien paljastamiseen ja sitd kautta voittojen maksimoimiseen. [Barone and
While, 1998]

Loysa Tiukka

Passiivinen Pelaaja, joka yliarvioi kétensi Pelaaja, joka pelaa harvoja kisid
arvon, mutta korottaa harvoin (yleensd vain kun kidelld on
peliten suuria potteja. suuri voittomahdollisuus), mutta

korottaa harvoin peliten suuria

potteja.

Aggressiivinen | Pelaaja, joka yliarvioi kitensi Pelaaja, joka pelaa harvoja kisid
arvon, ja joka korottaa usein (yleensd vain kun kidelld on
kasvattaakseen mahdollisia suuri voittomahdollisuus), ja
voittojaan. joka korottaa usein

kasvattaakseen mahdollisia

voittojaan.

Taulukko 1 [Barone and While, 1998]. Pokerin pelaajien luokittelu.

Barone ja While tutkivat hyvin yksinkertaistettua mallia pokerista. Peli oli korttien
perusteella vastaava kuin Texas Hold’em (jokaisella on kaksi taskukorttia ja viisi
yhteistd korttia, joista muodostetaan yksi viiden kortin kési), mutta tutkimuksessa
kisiteltiin vain viimeistd kierrosta, riverid, jolloin osittaisen kidden arvioiminen voitiin
jattdd pois laskuista. Evolutiivisessa prosessissa uuden sukupolven tuotantovaiheessa
kiytettiin aluksi Gaussin kdyridn poikkeamaa 10. Tétd poikkeamaa vihennettiin ajan
myotd. [Barone and While, 1998]

Loysdssd poyddssd kehittyvien agenttien keskiméddrdinen pelimerkkien palautus ei
ollut koskaan negatiivinen 25 sukupolven jilkeen. Pokeriagentit kehittyivit
satunnaisesta tilasta palauttamaan tuottoa n. 2500 jaetun kédden jédlkeen. 40 sukupolven
jilkeen kasvuvauhti hidastui huomattavasti, mutta yleinen nouseva trendi tuloksissa
jatkui aina 500 sukupolveen asti. [Barone and While, 1998]

Tiukassa pOyddssd saatiin jokseenkin samankaltaisia tuloksia kuin 10ysdssa
pOydissd. Aluksi agentit menestyivit huonosti, mutta ne kehittyivit ajan myotid. Voitot
jdivit tdssd pOydidssd kuitenkin selvisti pienemmiksi, mikd on odotuksenmukaista
tiukassa pOydissi. [Barone and While, 1998]

Barone ja While tutkivat myds komponentti kerrallaan agentin toimintaa tiukassa
pOydissd saadakseen selville ratkaisijan asettamat painotukset eri komponenteille.
Lopulliset painotukset antoivat kiiden voimakkuudelle 85 % painotuksen, positiolle 4 %
painotuksen ja riskienhallinnalle 11 % painotuksen. Odottamattoman suurta painoarvoa
kdden voimakkuudelle he perustelivat silld, ettd testaus oli rajoitettu yhteen

pelikierrokseen. Useamman pelikierroksen kdyttdminen olisi tarkoittanut sitd, ettd kiden
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vahvuutta arvioidaan vajaalla tiedolla, mikd olisi tuottanut agenteille vahvemman
valintapaineen riskienhallinnan ja position suhteen. LOysdssd pOydidssd painotukset
olivat samankaltaiset mutta vieldkin selkedmmin kiden vahvuutta painottavat 95 %
osuudella. [Barone and While, 1998]

Kolmas kokeilu, jota Barone ja While agenteillaan tuottivat, oli eri agenttien
(1oysdssd poyddssd kehitetyn, tiukassa poydidssd kehitetyn ja kehittimédttomén agentin)
pelauttaminen eri pdydissd kuin missd niitd alun perin pelautettiin. Ndméd kokeilut
varmistivat odotetun tuloksen siitd, ettd l0ysien pelaajien heikkoudet on helpompi
paljastaa kuin tiukkojen pelaajien. Lisdksi néhtiin, ettd tietynlaisessa poydéssa kehitetty
agentti osasi pelata omassa pOyddssdin paremmin kuin toisentyyppisessd pOydassi.
[Barone and While, 1998]

1.4. Vahvat strategiat ja vastastrategiat: mestaruustason tietokone-
pokerinpelaajan rakentaminen

Johanson [2007] on tutkinut ammattilaistason pokerinpelaajan rakentamista
tietokoneelle. Johanson tutkii neljdd eri ldhestymistapaa tehokkaan pokeriohjelman
rakentamiseen: 1) Nashin tasapainostrategiaa, 2) vastustajan pelitapaan perustuvaa
vastastrategiaa, 3) kahden edellisen kompromissia, vahvaa vastastrategiaa ja 4) usean
aiemmin muodostetun agentin kidyttod joukkueena ja kdytettdvdn agentin valintaa pelin
aikana opitun perusteella. Tutkimuksessa tuloksena kehitettyjd ohjelmia on kiytetty
AAAI Computer Poker Competition -tapahtumassa kilpailemaan ihmispelaajia vastaan
ensimmaisessd ihminen-kone-pokerikilpailussa.

Johanson tekee tyonsd aikana vertailua jo tunnettujen tekniikoiden ja ohjelmien
kanssa suhteessa omaan tyohonsd. Hénen Nashin tasapainostrategiaan perustuva
kokeilunsa antoi hyvit tulokset siitd syystd, ettd hdn onnistui luomaan uusia
tasapainostrategioita ratkaisemalla suuremman tasapainojoukon kuin aiemmin on ollut
mahdollista. Nédiden uusien strategioiden ansiosta hdn onnistui peittoamaan kaikki
aiemmin tunnetut pokeriagentit. Tdssd ldhestymistavassa Johansonilla oli yhtend
lahtokohtana luoda ohjelma, jolla olisi mahdollisimman védhdn hyvéksikéytettdavid
ominaisuuksia sen sijaan, ettd ohjelma olisi aktiivisesti etsinyt muiden pelaajien
heikkouksia. Vaikka télld ldhestymistavalla pystytddn luomaan ohjelma, joka kykenee
voittamaan useimmat vastustajat olemalla vaikeasti hyviksikéytettdavi, siitd 10ydettiin
my0s heikkous: voitot jddvit pieniksi, koska siind ei yritetd kdyttdd hyvéksi vastustajien
heikkouksia. [Johanson, 2007]

Vastastrategian luomisessa hankaluutena on erityisesti vastustajasta luodun mallin
mahdollinen virheellisyys tai se, ettd vastustaja saattaa vaihtaa pelityyliddn kesken
kaiken. Tavoitteena Johansonilla olikin luoda vahva vastastrategia, joka kykenee
kayttimaan hyvikseen tiettyd vastustajaa tai vastustajien luokkaa samalla, kun pyritdén
pienentdméain vastustajien mahdollisuutta hyddyntdd ohjelman mahdollisia heikkouksia.

Ndin ohjelma kykenee voittamaan tietyn tyyppiset vastustajat, mutta ei kuitenkaan hévia



paljoa niitdkddn vastustajatyyppejd vastaan, joita ei ole erikseen otettu huomioon
ohjelman toiminnassa. [Johanson, 2007]

Edellisten ldhestymistapojen yhdistelméd perustuu siihen, ettd vastustaja voidaan
mallintaa riittdvin tarkasti erilaisten vastastrategioiden avulla ja valita sen perusteella
oikeanlainen vahva strategia, jota kidytetddn. Johanson onnistui luomaan yhdistelmén,
joka pystyy kiyttdim@ddn vastastrategioita melkein yhtd tehokkaasti  kuin
lahestymistavassa 2 heikentdmattd kuitenkaan liiaksi ldhestymistavan 1 vahvuutta
yleiselld tasolla. Tamai saatiin aikaan asettamalla tietynlaisia rajoituksia ldhestymistavan
1 huonoimman suorituskyvyn tuottamiin tilanteisiin. [Johanson, 2007]

Neljas ldhestymistapa on otettu mukaan siksi, ettd ldhestymistavoissa 1-3 kéytetyt
tekniikat olettavat kukin vastustajasta jotain, kun taas kilpailuvastustajan, jota vastaan
lopullista tyotd ollaan testaamassa, pelitapoja ei tunneta. Nidin ollen oikean
ldhestymistavan valinta etukidteen on mahdotonta. Vahvaa agenttia (1ihestymistapa 1)
kiytetddnkin nyt muodostamaan joukkue ja kdytetddin meta-agenttia, joka valitsee, mitd
lahestymistapaa kunkin kidden kohdalla hyodynnetéén. [Johanson, 2007]

Johansonin ohjelmat osallistuivat ensimmiiseen ihminen-kone -pokerikilpailuun,
jossa useat pokeriagentit pelasivat kahta menestynyttd ihmispelaajaa, Phil Laakia ja Ali
Eslamia vastaan. Paitsi etti molemmat pelaajat ovat pokeriammattilaisia, heilld on
molemmilla myds melko vahva tekninen tausta, josta on heille hy6tyd ohjelmallisia
pokerinpelaajia vastaan pelatessa. [Johanson, 2007]

Tulos tulkittiin joko koneen tai ihmisen voitoksi, jos tietyn pelimiérdn jédlkeen
jompi kumpi osapuoli oli vihintddn 25 pienen panostuksen verran edelld. Yhteensd
neljasti erillisestd ottelusta Johansonin kehittdamit koneet hivisivit 3 ottelua ja pelasivat
yhden tasapelin. Kilpailun tulos oli siis selkedsti voitto ihmisille. [Johanson, 2007]

Kilpailussa seurattiin panosten jakautumisen lisdksi DIVAT-arvoa, joka pyrkii
analysoimaan taito-osuutta ja poistamaan tuurielementin peleistd. Tdtd arvoa
analysoimalla Johansonin pokeriohjelmat olisivat pérjanneet paljon paremmin, voittaen
kolme neljastd pelistd ja pelaten yhden tasapelin. Kahta omalla tyylillddn pelaavaa
pelaajaa vastaan pelaaminen sekd lopulta melko véhdinen kisien midrd heikensi
Johansonin ohjelmien suoritusta. Johanson kuitenkin uskoi saaneensa riittdvéasti
lisdinformaatiota ja jatkotutkimuksen kohteita, jotta vastaavissa kilpailuissa pystyttéisiin
kiyttimédn tulevaisuudessa vield tehokkaampia ja voitokkaampia ohjelmia. [Johanson,
2007]

1.5. Neuroverkkoagenttien kehittiminen NERO-videopelissa

Neuroverkkoja voidaan hyodyntdd myos muissa peleissd kuin pokerissa. Pokerin ohella
suosittuja sovellusaloja ovat shakki, go ja muut rajattuihin siirtoihin ja vuoroihin
pohjautuvat pelit, mutta myds monipuolisemmilla ja epdtdsméllisemmilla
toimintavaihtoehdoilla toimivissa peleissd ja sovelluksissa voidaan hyoddyntéaa

neuroverkkoja.
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Useimmissa  nykyaikaisissa  tietokonepeleissd  pelaajan ~ kohtaamat  ei-
pelaajahahmojen (non-player-character) eli tietokoneohjattujen hahmojen heikkoudet
toistuvat aina uudestaan. Peli alkaa tuntua nopeasti tylsiltd vastustajien tehdessd joka
kerta samat liikkeet. Jos ndmi hahmot voisivat oppia pelaajan toimintojen perusteella
kehittdmiin kdyttdytymistdédn tiettyyn suuntaan, peli pysyisi pidempididn kiinnostavana.
Stanley ja muut [2005] esittelevit tyossddn rt-NEAT-metodin  (real-time
NeuroEvolution of Augmenting Topologies), jolla voidaan kehittdd monimutkaisia
neuroverkkoja reaaliaikaisesti pelin pelaamisen aikana. Tdmén konseptin esittelemiseksi
pelaaja opettaa robottien joukkoa taistelemaan NeuroEvolving Robotic Operatives -
pelissd (myohemmin NERO).

Paitsi ettd tietokonepelit ovat suosittu viihdemuoto, ne tarjoavat myds oivan
testiympériston tekoidlysovelluksille. Yksi perusongelma ei-pelaajahahmojen — joihin
tdssé myOhemmin viitataan sanalla agentti — opettamisessa on se, ettd pelin
ennustettavuus ja ohjattavuus kérsii agenttien toiminnan muuttuessa. Yksi tapa ldhestyi
titd ongelmaa on opettaa agentit pelin kehitysvaiheessa ja siirtdd ne valmiiksi
opetettuina mukaan lopullisen peliin. Tilloin agentit eivédt kuitenkaan pysty endd
muokkaamaan kiytostddn tietyn pelaajan toiminnan perusteella. [Stanley et al., 2005]

Koska NEROn pitédd oppia pelaamisen aikana, ohjattu oppiminen, kuten esimerkiksi
takaisinlevitysalgoritmin kiytto tai padtospuuoppiminen (decision tree learning), ei tule
kyseeseen. Stanley ja muut listaavat viisi videopelien ominaisuutta, jotka vaikuttavat
ratkaisevasti kéytettdvan oppimistekniikan valintaan: 1) suuri tila- ja toimintoavaruus,
2) eri agenttien eridvit kiyttdytymismallit, 3) yksittdisen agentin toiminnan pysyvyys, 4)
nopea omaksumiskyky, 5) aikaisempien tilojen muistaminen. [Stanley et al., 2005]

Edelld esitettyjen ominaisuuksien vuoksi Stanley ja muut hylkédédvit perinteisen
vahvistusoppimisen (reinforcement learning) tekniikat, kuten Q-oppimisen (Q-learning)
ja tila-toiminto-palkkio-tila-toiminto -algoritmin (State-Action-Reward-State-Action
algorithm, SARSA algorithm) NEROn opettamisessa, ja kéyttdvit niiden asemesta
neuroevoluutiota (NeuroEvolution, NE), jolla edelld mainitut videopelien ominaisuudet
pystytddn toteuttamaan paremmin. [Stanley et al., 2005]

Suurin haaste on neuroevoluution kéyttd reaaliaikaisesti pelin aikana. Stanley ja
muut pitdvat rtNEATia kuitenkin soveltuvana ratkaisuna tédstd huolimatta. NEAT
kdyttdd useita neuroevoluution metodeita opetukseen, ja koska se laajentaa
etsintdavaruutta (search space) vain silloin kun se on hyodyllistd, se pystyy 10ytdméin
merkittavisti monimutkaisempia kontrollirakenteita kuin ennalta maiéritellylld
topologialla toimiva evoluutio. [Stanley et al., 2005]

NEAT perustuu kolmeen pidajatukseen: 1) Verkkorakenteen kehittdminen
edellyttdd joustavaa geneettisti koodausta. Jokaisessa genomissa on lista
yhteysgeeneistd, jotka viittaavat kahteen yhdistettyyn solmugeeniin. Jokainen

yhteysgeeni mddrittdd syotesolmun, tulossolmun, yhteyspainon ja innovaationumeron,
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joka auttaa 10ytdmé@ddn vastaavat geenit risteytyksen aikana. Mutaatiot voivat muuttaa
painoarvoja tai neuroverkon rakennetta, kuten missd tahansa
neuroevoluutiojirjestelmédssd. 2) NEATissa jokainen yksilo kilpailee omassa
evolutiivisessa lokerossaan koko populaatiossa kilpailemisen asemesta. Siten
topologisilla innovaatioilla on aikaa optimoida rakenteensa, ennen kuin aletaan kilpailla
muiden evolutiivisten lokeroiden kanssa. NEAT kayttdd lisddntymisstrategiaa nimeltd
eksplisiittinen sopivuusjako (explicit fitness sharing), jossa jokainen evolutiivisen
lokeron sisdlld esiintyvd yksilo hallitsee osuutta ko. lokeron evolutiivisesta
sopivuudesta, eikd yksilo péddse ottamaan valtaa populaatiosta. 3) NEATissa
ldhtotilanne on yksinkertainen verkko, jossa ei ole piiloneuroneja. Uusia rakenteita
esitetddin sitd mukaa kun niitd mutaatioiden myo6téd syntyy, ja vain sopivuusarvioinnissa
hyodyllisiksi todetut rakenteet selvidvit. Ndin NEAT tutkii minimiméérdn painosuhteita
ja loytdd sopivan kompleksisuusasteen ongelmalle. [Stanley et al., 2005]

Reaaliaikainen evoluutio pelin aikana toteutetaan siten, etti huonoiten toimiva
yksilo korvataan parhaiden yksiloiden jilkeldiselld. N&in viltytddn liian suurilta
yhtidkkisiltd muutoksilta, ja titd hienovaraista kehitystd voidaan jatkaa ldpi koko pelin.
Liian nuoria agentteja ei poisteta, silld kehitystd ei tapahtuisi, jos uudet,
kehittyméttomit agentit poistettaisiin heti luomisen jidlkeen. [Stanley et al., 2005]

NEROssa pelaaja opettaa robottien armeijaa, joka ei osaa aluksi mitddn. Opetuksen
tuloksia voidaan testata pelaamalla toista pelaajaa vastaan, mink jilkeen pelaaja pyrkii
luomaan oikeanlaisia  opetusharjoituksia  kehittddkseen heikoiksi  havaittuja
ominaisuuksia. Pelaaja luo harjoitukset asettamalla objekteja kentille ja méaritteleméalla
tavoitteet liukuvalikoilla (slider). Erilaisia objektivaihtoehtoja ovat staattiset viholliset,
vihollisen tykkitornit, litkkuvat tykkitornit sekd seindt. Liukuvalikoilla taas
maidritellddn, kuinka paljon agenttia palkitaan tai rangaistaan mm. vihollisten
ldhestymisesti, kohteisiin osumisesta, ammutuksi tulemisesta, ystidvien seuraamisesta ja
tuhoutumisesta. Kaikkia nditd mitataan samalla asteikolla, ja agentin sopivuus lasketaan
nididen komponenttien summana. [Stanley et al., 2005]

Pelin roboteilla on monenlaisia sensoreita, joilla ne mittaavat mm. muiden objektien
laheisyyttd ja niiden toimintaa. Opetuksen aikana poistettavat robotit menevit
pelikentille sijoitettuun tehtaaseen, josta palaa seuraavan sukupolven robotti
korvaamaan poistetun. Opetuksen alussa kentilld on 50 robottia, joita kontrolloidaan
neuroverkolla, jossa on satunnaiset painoarvot eikd lainkaan piiloneuroneja. Robotit
kehittyvit tistd 1dhtoasetelmasta nopeasti, ja pelaaja voi tallentaa opetustilanteita sekd
testata robottiensa osaamista muiden pelaajien kouluttamia robotteja vastaan
taistelumoodissa. [Stanley et al., 2005]

Taistelumoodissa kumpikin pelaaja kiyttdd 20 robottia, jotka voi olla koottu eri
opetusryhmistid. Robotit taistelevat keskendidn, kunnes toisen joukkueen robotit on

tuhottu tai jiljelld olevat robotit eivit endd taistele. Se pelaaja, jolla on suurempi mééra
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robotteja jiljelld, voittaa pelin. Taistelukenttd voi olla pelkkd tyhjd tila, tai se voi
sisdltdd muureja tai muita esteitd. Stanleyn ja muiden testauksessa on kiytetty tyhjdi
kenttdi. [Stanley et al., 2005]

Yksi perustaktiikka NEROssa on etsid vihollinen ja ampua tdtd. Tamén
ominaisuuden opetusta varten kentélle asetettiin yksi litkkkumaton vihollinen, ja robottia
palkittiin vihollisen ldhestymisestd. Koska robotit katsovat tehtaasta kentélle tullessaan
satunnaiseen suuntaan, 90 %:lla roboteista kului keskimidirin 99,7 sekuntia oppia
ldhestymiin vihollista onnistuneesti. Robotteja opetettiin myos véltteleméidn vihollista.
Pelaaja ohjasi vihollista peliohjaimella, ja robotti sai rangaistuksen, jos oli liian ldhelld
vihollista. Mielenkiintoinen havainto oli, ettd robotti pyrki tdlldin vihollisen selustaan,
jotta voisi tulla palkituksi vihollisen ampumisesta mutta ei saisi rangaistusta
padstdessddn vihollisen liian ldhelle. Robotit saatiin myods vdiistdimédn tykkitulta
palkitsemalla niitd vihollisen ldhestymisestd ja rankaisemalla ammutuksi tulemisesta.
Lisdksi robotit oppivat mm. suunnistamaan useiden seinien muodostamissa
labyrinteissa sekd valitsemaan turvallisimman reitin halutun kohteen luokse. [Stanley et
al., 2005]

Stanley ja muut huomasivat my®os, etté jotkin robottijoukkueet pérjasivét tietynlaisia
vastustajia vastaan paremmin, toisenlaisia vastaan huonommin. Haasteeksi
muotoutuikin opettaa robottijoukko, joka pirjdisi kaikille vastustajatyypeille. Yksi
parhaista robottijoukkueista opetettiin tarkkailemalla ilmid6itd, jotka toistuivat usein
taisteluissa. Takaa-ajot pédtyivit usein siihen, ettd vihollinen oli selkd seindd vasten
kentin reunassa. Tidlloin ei ollut mahdollista toteuttaa aiemmin hyviksi havaittua
taktiikkaa ja kiertdd vastustajan seldn taakse. Robotit onnistuivat kuitenkin ldhestyméén
seindd vasten olevia, kenttdd kohti tdhtddvid tykkejd silloin, kun ne ampuivat toiseen
suuntaan. Vastaavasti robotit oppivat vetdytyméin silloin, kun tykit ampuivat robotteja
kohti. Tdma joukkue voitti ensimméisen NERO-turnauksen kiyttamilld edelld kuvattua
strategiaa. [Stanley et al., 2005]

Ensimmadisen NERO-turnauksen osanottajat olivat yhtd mieltd siitd, ettd peli oli
viithdyttavd. Ensimméaisen NERO-prototyypin, joka valmistui vuonna 2004, menestys
tarjoaa potentiaalia kaupallisiin tuotteisiin nykyaikaisissa peleissd. Erityisen hyvin
kyseinen tekniikka toimisi pitkddn jatkuvissa peleissd, kuten massiivisissa, verkossa
pelattavissa moninpeleissd (Massive Multiplayer Online Games, MMOGs), jotka
kestdavit kuukausia tai vuosia, ja joissa rtNEAT ehtii omaksua ja optimoida agenttien

kayttaytymistd pitkdjaksoisesti. [Stanley et al., 2005]
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2. Texas Hold'em

Texas Hold'em on tilld hetkelld suosituin kaikista pokerin lukuisista varianteista
Pohjois-Amerikassa ja Euroopassa [PokerStars.com, 2008]. Osaltaan Texas Hold'emin
suosiota selittdd se, ettd sitd pelataan my0s suurissa TV-turnauksissa, kuten esimerkiksi
World Poker Tourissa. Lisdksi internet on tuonut jokaiselle yhteyden haltijalle
mahdollisuuden pelata pokeria verkossa, ja suuri pelaajakunta on innostunut
nimenomaan Texas Hold'em -peleisti.

Kéyn tdssd luvussa lyhyesti ldpi Texas Hold'em -pokerivariantin sddannot. Oletan
pokerin perussddnnot, esimerkiksi kisien arvojirjestyksen, tunnetuksi ja kdyn lédpi
kohdassa 2.1. pelin aloituksen ja ensimmadisen kierroksen toiminnan, silld se eroaa
hieman myohemmaisti pelistd. Kohdassa 2.2. kerron loput pelin kulusta. Keskityn tdssa
kertomaan fixed limit (Ilyhyemmin yleensi vain limit) -pelistd, jossa korotusten méérai
on rajoitettu. Tutkin tdssd ty0ssd nimenomaan limit-pelejd, koska niin kutsutuissa no
limit -peleissd panostuksen tai korotuksen arvoa tai niiden médrdé ei ole rajattu, miki
muuttaa pelin luonnetta ratkaisevasti. No limit -pelid on vaikeampi ennustaa paitsi sen
vuoksi, ettd korotuksen arvo -muuttuja saa vaihtelevampia arvoja, myos sen vuoksi, etti

pelitaktiikat ovat moninaisempia verrattuna limit-peliin.

2.1. Pelin aloitus, pre-flop-kierros

Ennen jakamisen aloittamista jakajasta seuraavana istuva pelaaja asettaa poytddn ns.
pienen sokkopanoksen, ja tdstd seuraava pelaaja (myOtdpdivddn) ns. ison
sokkopanoksen. Iso sokkopanos on yleensid kaksinkertainen pieneen sokkopanokseen
verrattuna, ja ndiden sokkopanosten — samoin kuin myohemmin pelissd tapahtuvien
panostusten ja korotusten — arvo on aina pelikohtaisesti maédritelty. Jakovuoro ja
sokkopanokset kiertdvat myotdapdivddn siten, ettd kukin pelaaja pdydédssd joutuu
vuorollaan laittamaan peliin ensin ison ja seuraavalla jaolla pienen sokkopanoksen.

Kun sokkopanokset on asetettu, jokaiselle pelaajalle jactaan kaksi korttia pimedna
eli siten, ettd muut pelaajat eivit nde kyseisid kortteja. Tatd pelin vaihetta kutsutaan
nimelld pre-flop. Taskukorttien jakamisen jédlkeen isoa sokkopanosta seuraava pelaaja
aloittaa kierroksen. Hin voi tehdd yhden kolmesta toiminnosta: (1) luovuttaa eli heittdd
kortit pois ja luopua jaosta, (2) maksaa, jolloin hédnen pitdd laittaa pOytddn ison
sokkopanoksen verran merkkejéd ja hdn on yhd mukana pelissé tai (3) korottaa, jolloin
hin laittaa poytddn ison sokkopanoksen ja korotuksen summan verran merkkeji. Pre-
flop-kierroksella korotuksen arvo on yleensd sama kuin pieni sokkopanos.

Muilla pelaajilla on samat vaihtoehdot: luovuttaa, maksaa tai korottaa. Mikéli joku
aikaisempi pelaaja on korottanut, maksuun tarvittava summa nousee luonnollisesti

korotuksen verran. Kierroksen toimia jatketaan, kunnes kaikki pelissd mukana olevat
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pelaajat — siis ne jotka eivit ole luovuttaneet — ovat maksaneet kaikki pyydetyt
korotukset tai véhintddn ison sokkopanoksen verran silloin, kun kukaan ei ole
korottanut. Usein sallittujen korotusten mddrdd on rajoitettu, yleensd kolmeen
korotuskertaan kussakin pelivaiheessa: pre-flopissa, flopissa, turnissa ja riverissid. Tadma
tarkoittaa kiytdnnossd sitd, ettd kolmanteen korotukseen ei voi enédéd uudelleen korottaa,
vaan voi vain joko luovuttaa tai maksaa. Tami sdintd on mukana siksi, ettei kaksi

pelaajaa pystyisi jatkuvasti korottelemalla pudottamaan kolmatta pelaajaa pelisti.

2.2. Flop, turn, river ja korttien paljastus
Pre-flop-vaihetta seuraa kolme kierrosta, jotka on nimetty jirjestyksessd flopiksi,
turniksi ja riveriksi. Kun pre-flop on pelattu loppuun, eli kaikki pelaajat ovat joko
maksaneet pyydetyn summan tai luovuttaneet, ja mikidli pelaajia on vield jaljelld
enemman kuin yksi, jaetaan flop, eli kolme avointa korttia pdytddn. Naméa kolme korttia
ovat kaikkien pelaajien yhteisid. Kun flop on jaettu, jakajan vasemmalla puolella oleva
pelaaja aloittaa kierroksen. Hédn voi nyt luovuttaa (miki ei tosin yleensé tdssi tilanteessa
kannata, koska kukaan ei ole panostanut), sokottdd eli passata panostusvuoronsa ja
siirtdd vuoron seuraavalle pelaajalle, tai panostaa. Niin jatketaan myo6tépdiviin pelaaja
kerrallaan. Jos joku pelaajista panostaa tai korottaa, pitdd muiden pelaajien maksaa
pysydkseen pelissd mukana. Korotus on my0s aina mahdollinen, ellei korotuksia ole jo
tehty kolmea kertaa (tai jotain muuta ennalta sovittua maardd) kyseiselld kierroksella.
Kierrosta pelataan jélleen niin kauan, ettd jokainen jaossa mukana oleva pelaaja on
vastannut jokaiseen panostukseen tai korotukseen joko luovuttamalla tai maksamalla.
Flopia seuraa kierros nimeltd turn, jolloin poytdédn jaetaan yksi yhteinen kortti lisda.
Tamin jidlkeen pelataan panostuskierros samaan tapaan kuin flopissa silld erotuksella,
ettd turn- ja river-kierroksella panostuksen ja korotuksen arvo on yleensd
kaksinkertainen aikaisempien kierrosten vastaaviin. River-kierroksella jaetaan taas yksi
kaikkien pelaajien yhteinen kortti poytddn, ja pelataan panostuskierros kuten edelld.
Kun river-kierroksen panostukset on pelattu, eli kaikki ovat luovuttaneet tai maksaneet
viimeisimmaén panostuksen tai korotuksen (on myos mahdollista, ettd kaikki sokottavit
ja ovat pelissd mukana, jos yhtddn panostusta ei tehdd), ndytetddn kortit. Potin voittaa
se, joka pystyy muodostamaan parhaan viiden kortin pokerikdden omista kahdesta
kortistaan ja pOyddn viidestd kortista. Mikédli joku panostaa tai korottaa pelin
aikaisemmassa vaiheessa ennen korttien paljastusta, eikd kukaan muu pelaaja maksa

panostusta tai korotusta, viimeisimpani panostanut tai korottanut voittaa potin.
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3. Neuroverkko

Tdssd luvussa kerron neuroverkoista siind maédrin kuin tdhdn tyohon kuuluvan

soveltavan tutkimuksen kannalta on tarpeellista.

3.1. Johdatus neuroverkkoihin

Keinotekoinen neuroverkko (artificial neural network, myohemmin neuroverkko) on
erds tekodlyn sovellusalue. Tekoilytutkimuksessa on pyritty saamaan tietokoneet
suorittamaan &lyllisid tehtdvid samaan tapaan kuin ihmiset. Tietyilld tekodlyn
sovellusalueilla, kuten shakissa ja muissa rajattuihin vaihtoehtoihin ja tiettyyn
logiikkaan perustuvissa tehtidvisséd, tietokoneiden tekodlyt on saatu toimimaan jopa
ihmistd paremmin. Esimerkiksi IBM:n kehittimé shakkitietokone, Deep Blue, voitti
vuonna 1997 shakin silloisen hallitsevan maailmanmestarin, Garry Kasparovin,
normaaleilla turnauspeliajoilla 6 pelin turnauksessa pistein 3,5-2,5 [IBM Research,
2008].

Jokapdiviisessd elamdssimme on kuitenkin paljon erilaisia, dlykkyyttd vaativia
tehtdavid, joihin tekodlysovellukset eivit vield kykene, tai jotka ihmisaivot pystyvit
suorittamaan tehokkaammin, nopeammin tai tarkemmin. Useimmiten ongelmia
kohdataan sovellusalueissa, joissa késiteltdvdan tiedon mddrd on suuri. Vaikka
tietokoneen laskentateho pdihittddkin leikiten ihmisaivojen vastaavan, ihmisaivot
pystyvit prosessoimaan rinnakkaisesti paljon paremmin kuin parhaatkaan nykyaikaiset
tietokoneet [Juhola, 2000].

Esimerkkinad téllaisesta monimutkaista prosessointia vaativasta tehtdvistd voisi
mainita toimimisen liikenteessd. Ihminen pystyy kohtuullisen hyvin tekemé&éin
havaintoja ja toimimaan vallitsevan tilanteen mukaisesti esimerkiksi autoillessaan,
mutta tekodlylld varustetulle — esimerkiksi robotin ohjaamalle — kulkuneuvolle
litkkenteessd selviytyminen olisi vaikeaa. Havainnoitavien asioiden mddrd on suuri,
tilanteet muuttuvat nopeasti ja erilaisten toimintomahdollisuuksien mééra on valtava.
Lisdksi ndkokyvyn mallintaminen koneelle on hankalaa. Vaikeiden ja monimutkaisten
tehtdvien suorittaminen on tietokoneelle vaikeampaa kuin ihmiselle osaltaan siitd
syystd, ettd vaikka tietokoneen laskentateho onkin parempi kuin ihmisen, ihmisaivoissa
on valtava miird laskentayksikoitd (n. 10'® kpl) ja ne toimivat hyvin rinnakkain
(kullakin niistid on n. 10* yhteyttd muihin laskentayksikoihin) [Juhola, 2000].

Tekodlytutkimus on alkuvaiheessaan edennyt pitkidlti rinnakkain ihmisaivojen
tutkimisen kanssa. Myo6s neuroverkkojen kehitys perustui alun perin biologiseen
esikuvaansa, ihmisaivojen toimintaan. Sittemmin ideat ovat kehittyneet neuroverkkojen
puolella paljolti omaan suuntaansa, mutta perusta on edelleen perdisin biologisten

hermosolujen toiminnan matemaattisesta mallintamisesta.
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Neurolaskennassa hyddynnetidin useita ihmisaivojen ominaisuuksia. Yksi niistd on
oppiminen. Oppiminen neuroverkoissa tapahtuu samaan tapaan kuin ihmisen
oppiminen: aluksi neuroverkko ei osaa juuri mitiéin, mutta kun neuroverkkoa opetetaan,
sen osaaminen kasvaa. Onnistuessaan neuroverkot pyrkivit vahvistamaan onnistunutta
suoritusta, mutta epdonnistuessaan ne pyrkividt korjaamaan virhettddn onnistuakseen
paremmin seuraavalla kerralla [Autio, 2003].

Toinen ihmisaivojen toiminnasta neuroverkkoihin siirretty ominaisuus on
vikasietoisuus. Nykyinen ldiketiede, neuropsykologia ja puheterapia mahdollistavat
esimerkiksi aivovamman kirsineen ihmisen menettimén puhekyvyn palauttamisen jopa
entiselle tasolleen. Epidkuntoon menneiden laskentayksikdiden tehtdvien korvaaminen
muilla laskentayksikdéilld tai epdkuntoisten laskentayksikdiden uudelleenopettaminen
palauttamalla niille tarvittavaa tietoa on tuttu ajattelumalli niin ihmisen Kkuin

neuroverkkojenkin kuntoutuksessa. [Juhola, 2000]

3.2. Neuronien toiminta

Keinotekoisten neuroverkkojen rakenne ja toiminta jéljittelevit ihmisaivojen rakennetta
ja toimintaa. Neuroverkko sisdltdd useita laskentayksikoitd eli neuroneja sekd
laskentayksikoiden vilisid yhteyksid eli synapseja (synapse, edge). Neuroneilla ja
synapseilla on lisiksi joitakin yksilollisid ominaisuuksia, jotka vaikuttavat neuroverkon
toimintaan ja titen myos neuroverkon tuottamiin tuloksiin.

Neuroni saa toisilta neuroneilta syotteitd synapseja pitkin. Synapsille on asetettu
oma painoarvonsa, joka mddirittelee sen, kuinka tidrked yhteys on kyseessd, ja joka
heikentdd tai vahvistaa synapsia pitkin neuronista toiseen kulkevaa signaalia. Mikili
kyseessd on tirked yhteys, eli silli on suuri painoarvo, signaalia vahvistetaan, ja
vihemmin tdrkedn yhteyden kohdalla signaalia vastaavasti heikennetédén.
Syo6teneuroneissa annetaan neuroverkolle tuotavat alkuarvot. Syoteneuronit eivét laske
mitdédn eikd niilld ole kynnysarvoa (bias), ne vain vilittdvit arvoja eteenpdin seuraaville
kerroksille.

Neuronin vastaanottama syote lasketaan kaikkien siihen saapuvien syotteiden
summana. Jokainen syote muodostuu jonkin toisen neuronin tulossignaalista kerrottuna
synapsin painokertoimella, ja mikili kokonaissyotteen arvo ylittdd neuronille asetetun
sisdisen kynnysarvon, neuroni aktivoituu ja ldhettdd vasteen eteenpdin. Vasteen suuruus
madrdytyy kdytettdvin aktivaatiofunktion mukaan.

Aktivaatiofunktiot voidaan jakaa karkeasti kahteen eri luokkaan: lineaarisiin
aktivaatiofunktioihin ja jatkuviin aktivaatiofunktioihin. Esimerkkind lineaarisesta
aktivaatiofunktiosta ~on  Heavisiden funktio, ja  esimerkkind jatkuvasta
aktivaatiofunktiosta tangenttinen sigmoidifunktio (mychemmin sigmoidifunktio, kuva

1). Kuvassa nidkyvissd kaavoissa t on neuroniin tulevan kokonaissyotteen arvo.
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Heavisiden funktio Tangenttinen sigmoidifunktio
0, t<0 1
Ht)=4" : P(t) =
1 lf_r_!——
__;——'_'_'_'_'_‘_)_—(-)—
1 -4 [ 1 4

Kuva 1. Esimerkki lineaarisesta ja jatkuvasta aktivaatiofunktiosta.

3.3. Neuroverkkojen rakenne

Neuronit muodostavat kerroksia, joissa voi olla vaihteleva mééri neuroneita. Perceptron
on Frank Rosenblattin kehittimi yksinkertainen neuroverkko, jossa on sydteneuroneja
sekd yksi tulosneuroni [Estebon, 1997]. Syoteneuronit sijaitsevat syotekerroksessa
(input layer) ja tulosneuroni tuloskerroksessa (output layer). Monimutkaisemmissa
neuroverkoissa, niin sanotuissa monikerroksisissa perceptron-neuroverkoissa, voi olla
syote- ja tuloskerroksen lisdksi my6s piilokerroksia (hidden layer).

Synapsit muodostavat yhteyksid ainoastaan peridkkdisten kerrosten vilille. Mikéli
syotekerroksen ja tuloskerroksen vililld on useita piilokerroksia, neuroverkon synapsien
madrd kasvaa, silld neuroneilla on jokaisen kerroksen vililli useita yhteyksid.
Tuloskerrosta edeltdvin kerroksen — joka on siis syotekerros silloin kun neuroverkossa
ei ole piilokerroksia — neuronit yhdistyvét tuloskerroksen neuroneihin synapseilla,
joiden vilittdimien arvojen perusteella voidaan miéritelld neuroverkon tietyilld
syOtearvoilla tuottama tulos. Neuroverkon kerroksien madéridn ilmaisuun on olemassa
erilaisia kédytdntdjd. Esimerkiksi se, lasketaanko syoOtekerros mukaan neuroverkon
kerroksiin saattaa vaihdella tapauskohtaisesti. Kéytin tissd tyOssd tapaa, jossa myos
syotekerros lasketaan. Niin ollen kuvassa 2 [Picton, 2000] esitetyssd neuroverkossa on
kolme kerrosta.

Yleisesti ottaen yksinkertainen perceptron-verkko, jossa ei ole lainkaan
piilokerroksia, pystyy ratkaisemaan vain ongelmia, joiden hahmot ovat lineaarisesti
erottuvia [Juhola, 2000]. Téhin tyohon liittyvissd sovelluksessa kidytdn monikerroksista
perceptron-verkkoa.

Kuvassa 2 nihdién tyypillinen kolmekerroksinen neuroverkko kuten Picton [2000]
on sen esittanyt. Kolmikerroksisessa neuroverkossa on syotekerros, tuloskerros ja yksi
piilokerros. Pictonin esimerkissd syoOtekerros sisdltdd kolme, piilokerros kaksi ja

tuloskerros kolme neuronia.
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input layer hidden layer output layer

w3 (0,1) x3(1)
W3 (1)1)
W3(2,1)

xo(1)
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%,(2) KZ;%?%% %)
W3(2)2)

3

%(3) x3(3)

Kuva 2 [Picton, 2000]. Tyypillinen kolmikerroksinen perceptron.

Kuvan 2 neuroverkko on kokonaan yhdistetty, milla tarkoitetaan sitd, ettd jokaisessa
kerroksessa kaikkien neuronien tulosarvot on yhdistetty seuraavan kerroksen jokaisen
neuronin syotearvoon. Tdm&d on yleisin mutta ei ainoa tapa, jolla monikerroksinen
perceptron voi olla yhdistetty [Picton, 2000].

Syotekerros on suoraan yhteydessd ulkopuoliseen maailmaan. Fyysisessd
neuroverkossa syotekerros voisi muodostua esimerkiksi mittausantureista, jotka tuovat
dataa neuroverkkoon. Tietokoneella ohjelmallisesti kéytettavd neuroverkko voi saada
syotetietonsa esimerkiksi kédyttdjan manuaalisesti syottdmind, tai suoraan tiedostosta.
Syotekerroksien neuroneista tuodaan siis neuroverkolle syGtearvot, mutta niissd
itsessddn ei tapahdu lainkaan prosessointia. [Picton, 2000]

Neuroverkon piilokerrosta kutsutaan piilokerrokseksi sen vuoksi, ettd kyseisen
kerroksen syote- ja tulosarvot eivdt ole nidhtdvissd neuroverkon ulkopuolelta
katsottaessa. Neuroverkossa voi olla useita piilokerroksia, mutta useimmissa tilanteissa
yksi piilokerros riittdd késiteltdvidn ongelman ratkaisemiseen [Picton, 2000].
Piilokerroksissa tapahtuu neuroverkon varsinainen prosessointi, josta kerron lisdd
myOhemmin tdssd luvussa.

Tuloskerros on yhteydessd neuroverkon ulkopuoliseen maailmaan ja prosessoi dataa
kuten piilokerroksetkin. Kun tietyt syotearvot ajetaan opetetulle neuroverkolle, saadaan
tuloskerroksesta selville kyseisiin syotearvoihin liittyvi tulos. [Picton, 2000]

Kuvassa 2 ei ole eritelty syote- ja tulosarvoja erillisilla symboleilla, koska jokaisesta
tietyn kerroksen tulosarvosta tulee seuraavan kerroksen sydtearvo, ja ne pysyvit siis
keskenddn yhtd suurina. Kuvassa symboli x esittdd arvoa, joka tulee perceptroniin tai
lahtee perceptronista. Neuroverkon syotteilld on alaindeksi 0, ja muissa tapauksissa
alaindeksi kertoo, minkd kerroksen tulosarvoja ko. arvot ovat. Suluissa oleva
numeroarvo viittaa sithen, monennenko kyseisen kerroksen neuronin tulosarvosta on
kyse. Esimerkiksi symboli x,(1) siis tarkoittaa toisen kerroksen ensimmdiisen neuronin
tulosarvoa, ja samalla kolmannen kerroksen neuroneille vietdvdd syotearvoa. [Picton,
2000]
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Neuroverkon painoarvoja on merkitty kuvassa 2 kirjaimella w. Alaindeksi kertoo
taas, minkd kerroksen painoarvosta on kyse. Suluissa olevista numeroista ensimméiinen
kertoo, monenteenko edellisen kerroksen neuroniin paino on yhdistetty ja jilkimmiinen
taas sen, monennenko saman kerroksen neuronin tulosarvoon kyseinen paino vaikuttaa.
Esimerkiksi wy(2,1) ilmaisee siis toisen kerroksen painoa, joka on yhdistetty edellisen
kerroksen tulosarvoon x;(2) ja joka on osallisena tulosarvoon x,(1). [Picton, 2000]

Kohdassa 3.4. kerron neuroverkon opettamisesta ja erddstd yleisestd
monikerroksisen  perceptronin  oppimisalgoritmista,  takaisinlevitysalgoritmista.
Ohjelma, jolla timédn tyon kidytdnnon osuus on tehty, kdyttdd myos takaisinlevitystid

oppimisalgoritminaan.

3.4. Neuroverkon suunnattu opettaminen ja takaisinlevitysalgoritmi

Neuroverkkojen opettaminen tapahtuu syottimaélld neuroverkolle dataa ja muuttamalla
synapsien painoarvoja datan syottimisen aikana. Tietyt syotearvot johtavat
neuroverkolle maédriteltyjen ominaisuuksien ja painoarvojen perusteella aina
tietynlaiseen tulokseen opetuksen eri vaiheissa. Pddperiaate ohjatussa oppimisessa on
se, ettd kun tiettyihin syotetietoihin liittyva oikea tulos tiedetddn ja datan tuottama tulos
senhetkisessd neuroverkossa ndhdddn, pyritddn ohjaamaan neuroverkon toimintaa
oikeaan suuntaan. Jos saatu tulos on erilainen kuin pitdisi, painoarvoja muutetaan siten,
ettd padstddn kohti oikeaa tulosta. Neuroverkko oppii siis opetuksen aikana tekemiensi
virheiden avulla. Neuroverkon oikeanlaista kdyttdytymistd vahvistetaan samalla kun
vddranlaista kdyttaytymistd pyritddan ehkdiseméain.

Opetuksen alussa painoarvot on maddritetty satunnaisesti, silld tdssd vaiheessa
neuroverkko ei voi vield osata mitddn. Neuroverkossa esiintyvidt painoarvot ovat
alkuvaiheessa usein pienid satunnaislukuja, eikd neuroverkko voi niin ollen muodostaa
oikeita tuloksia automaattisesti. Neuroverkkojen kiyttiminen perustuukin siihen, ettd
neuroverkkoa opetetaan jollakin opetusaineistolla, jonka avulla se voi muodostaa
painoarvot neuronien vilisille yhteyksille opetusaineistoon perustuen.

Suunnatussa opettamisessa kidytdssd on jotain valmista dataa, johon kuuluvat seki
syotteet ettd syotteistd johdettavissa oleva tulos. Neuroverkko kédy opetusvaiheen aikana
tatd dataa ldpi useita kertoja pdivittden samalla synapsien painoarvoja siten, ettd
neuroverkon tuottama virhe olisi mahdollisimman pieni. Virhe lasketaan tdssd odotetun
tuloksen ja saavutetun tuloksen erotuksena. [Picton, 2000]

Opetusta jatketaan, kunnes opetuksen lopettamisehto tdyttyy. Ehtona voi toimia
esimerkiksi suoritettavien epookkien eli datan ldpikdyntikertojen méadrd, opetukseen
kiaytetty aika tai keskineliovirheen neliojuuren muutos.

Usein monikerroksisen perceptronin opetuksessa  kidytetddn  niin  kutsuttua
takaisinlevitysalgoritmia. Joskus takaisinlevitysalgoritmiin viitataan yleistettynid delta-
saantond, silld se on samankaltainen aikaisemmin kehitetyn, delta-sddannoksi kutsutun

opetusprosessin kanssa. Tdtd alkuperdistd delta-sdantod on kidytetty ADALINE-
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neuroverkon kanssa. Se oli ensimmadisid neuroverkkoja, joiden opetuksessa voitiin
hyddyntidd painoarvoja. [Picton, 2000]

Perusajatus takaisinlevitysalgoritmin kédytdssd on se, ettd neuroverkon painoarvoja
sdddetddn siten, ettd toivotun tuloksen ja saavutetun tuloksen eroa pyritdin
pienentiméddn. Jos saavutettu tulos on suurempi kuin haluttu tulos, painoarvoa
sdaddetddn siten, ettd tulo wix; antaa pienemmin tuloksen kuin aiemmin. Kéytdnnossi
siis jos X;j on negatiivinen, painoarvoa kasvatetaan ja jos x; on positiivinen, painoarvoa
pienennetddn. Mikili saavutettu tulos on pienempi kuin haluttu tulos, toimitaan
pdinvastoin. [Picton, 2000]

Sen, kuinka paljon painoarvoa sdddetdin, tulee olla suhteessa muuttujiin x;, joka
tarkoittaa siis kdytdnnossd perceptroniin tulevaa syotearvoa, sekd o, jolla merkitddn
virhettd halutun ja saavutetun tuloksen vililld. Kun kéytetidin sigmoidifunktiota, muutos
painoarvossa w; yksittdisessid perceptronissa on kaavan 1 mukainen. Kaavassa Aw;
tarkoittaa siis painoarvon muutosta ja 1 oppimiskerrointa, joka on kiyttdjin
midrittelemd vakio. P:114 merkitddn opetusjoukon esiintymien (pattern) méérdd, ja x;
sekd 6 on midritelty kuten edella. [Picton, 2000]

P
Ui
Awi=— > g0
P

Kaava 1 [Picton, 2000]. Painoarvon muutos kiytettdessd sigmoidifunktiota ja

takaisinlevitysalgoritmia.

Painoarvoja piivitetddn jokaisen opetusjoukon esiintymén jidlkeen sen sijaan, ettid ne
pdivitettdisiin kerralla, kun koko opetusjoukko on kdyty ldpi. Tamid nopeuttaa
neuroverkon oppimista, silld opetusjoukko saattaa olla hyvin suuri. [Picton, 2000]

Mitchell [1997] esittdd takaisinlevitysalgoritmin suorituksen neuroverkon
muodostamisen ja satunnaisten alkupainojen asettamisen jdlkeen nelivaiheisena
proseduurina, joka suoritetaan jokaisen opetusesimerkin, {x, t} kohdalla kunnes ennalta
médritetty lopetusehto tdyttyy. Vektori x on muodostettu verkon sydtearvoista ja vektori
t verkon tavoiteltavista tulosarvoista. Proseduurin nelji vaihetta on esitetty seuraavasti:

1) Aluksi késiteltdvin opetusesimerkin sydtearvot levitetddn eteenpdin verkossa,
jotta saadaan laskettua tulosarvo.

2) Seuraavaksi levitetddn virhe takaperin verkon ldpi. Jokaiselle verkon
tulosneuronille lasketaan virhe perustuen tavoitellun tuloksen ja saavutetun tuloksen
viliseen erotukseen.

3) Jatketaan taaksepiin verkossa ja lasketaan jokaiselle piiloneuronille virhe. Virhe
lasketaan piilokerroksen ja tuloskerroksen vilisten painoarvojen sekd tuloskerroksen

virheiden summana.
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4) Jokainen painoarvo piivitetddn kaavan 2 mukaisesti. 1 on ennalta méiiritetty

oppimiskerroin, 6 on edelld laskettu virhe ja x on perceptroniin tuleva sydtearvo.

Aw =nx0

Kaava 2 [Picton, 2000]. Yksittdisen painoarvon muutos.

3.5. Momentti ja muut neuroverkon variointimahdollisuudet
Monikerroksinen neuroverkko toteutetaan useimmiten yhdelld piilokerroksella kiyttden
sigmoidifunktiota aktivaatiofunktiona [Picton, 2000]. Neuroverkkoa voidaan lisdksi
muokata monin tavoin neuroverkon oppimisen nopeuttamiseksi.

Momenttitermin lisddminen painoarvojen sddtdmisen yhteyteen voi vaikuttaa
neuroverkon oppimisnopeuteen. Aiemmin esitetyn mukaan perceptronin painoarvojen
muutokset seuraavat kaavaa 2.

Painoarvon muutokseen voidaan lisdtd vakiomuotoinen momenttitermi o, jolla

kerrotaan nykyinen Aw:n arvo. Télloin painoarvon muutos seuraa siis kaavaa 3.

(AW)k+1 =Mx0 + a(Aw)k

Kaava 3 [Picton, 2000]. Yksittdisen painoarvon muutos kdytettiessd momenttitermii.

Oikean momentin arvon valitseminen on yrityksen ja erehdyksen kautta tehtidva
valinta, vaikka usein valitaankin arvo, joka on pieni suhteessa arvoon nxo [Picton,
2000].

Toinen variointitapa on sédatdé tulosarvoalue vililtd [0,1] vilille [-1,1]. Tdma saattaa
nopeuttaa opetusta kiytettivan funktion epasymmetrisyyden vuoksi. Tama uusi funktio,
jota  kutsutaan hyperboliseksi tangentiksi, tuottaa my6s sigmoidifunktiota
todennidkodisemmin nollaa ldhelld olevia arvoja laajennetun arvoalueensa vuoksi [Picton,
2000]. Uusi arvoalue voidaan ottaa kédyttoon painottamalla sigmoidifunktio kaavan 4
tapaan.

2 (1—e™)
pAS i _
1+e * Q+e ™)

Kaava 4 [Picton, 2000]. Hyperbolinen tangentti.

Jos hyperbolista tangenttia kéytetddn aktivaatiofunktiona takaisinlevitysalgoritmin
kanssa, pitdd takaisinlevityssddantod muokata siten, ettd y:n derivaatta x:n suhteen on
kaavan 5 mukainen. Kéytettdessd tdtd muokattua takaisinlevityssddntoa

oppimiskertoimen n arvo voidaan kaksinkertaistaa [Picton, 2000].
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y =2y(1-y)

Kaava 5 [Picton, 2000]. Takaisinlevityssdannon muokkaus kéytettdessd hyperbolista

tangenttia.

Edelld on kuvattu sitd, miten neuroverkon opetus algoritmeineen toimii, ja miten
sitd voidaan nopeuttaa. Oleellista on myos tarkastella, milloin neuroverkon opetus on
aika lopettaa.

Opetuksen lopettamisaika voidaan mdiiritelld usealla eri tavalla, mutta yksi
yleisimmistd tavoista on tarkastella halutun tulosarvon ja saadun tulosarvon vilisen
keskineliovirheen arvoa. Tamin arvon tulisi pienentyd opetuksen aikana, ja kun tdma
arvo saavuttaa riittavdn alhaisen, ennalta sovitun arvon, voidaan opetus lopettaa.
[Picton, 2000]

Edelld mainittua ennalta sovittavaa arvoa mietittdessd kannattaa kuitenkin pysya
kohtuudessa. Jos arvo asetetaan liian pieneksi, neuroverkon opetus kestdda kauan ja
voidaan ajautua yliopetukseksi nimitettyyn tilanteeseen. Yliopetuksella neuroverkon
kyky yleistdd dataa heikkenee, mikd sotii neuroverkon perusldhtokohtia vastaan, silld
datan yleistamiskyvyn tulisi olla neuroverkon perusominaisuus [Picton, 2000]. Silloin
kun neuroverkko yliopetetaan, verkon sanotaan ylisovittavan (over-fit) opetusdatan.

Palaan ylisovittamisen ongelmaan ja sen vélttdmiseen tarkemmin luvussa 6.

3.6. Muista neuroverkoista

Edelld kuvatun monikerroksisen perceptronin lisdksi on olemassa monenlaisia muita

neuroverkkomalleja. Esittelen tidssd niistd muutamia yleisimpii.

3.6.1. Kohosen verkko

Kohosen verkko, joka on saanut nimensi kehittdjinsd Teuvo Kohosen mukaan, pyrkii
tuottamaan itsejirjestyvdan malliluokittelijan kidyttden Kohosen oppimista (Kohonen
learning) painoarvojen sddtimiseen. Tyypillisesti Kohosen verkko kostuu neuronien
muodostamasta 2-ulotteisesta taulukosta, jossa jokainen sydtearvo tuodaan jokaiseen
neuroniin. Jokaisella neuronilla on omat painoarvonsa, joita verrataan saapuvaan
syotearvoon, ja ldhimpand syOtearvoa olevia painoarvoja vastaava neuroni antaa
suurimman palautteen. Kohosen verkko on jirjestetty siten, ettd painoarvoiltaan ldhelld
toisiaan olevat neuronit sijaitsevat myos fyysisesti ldhekkéin verkossa. [Picton, 2000]

Hyva esimerkki Kohosen neuroverkosta on itsejarjestyvd kartta (self organising
map, SOM), jonka tavoitteena on tuottaa esitys, jossa painot vastaavat koordinaatteja
jossain topologisessa jarjestelmaissa tai kartassa, ja yksittdiset neuroverkon elementit on
jarjestetty tietylla tavalla (kuva 3). [Picton, 2000]
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Kuva 3 [Picton, 2000]. Kaksiulotteinen kartta esitettynéd kaksiulotteisena

neuronitaulukkona.

Aluksi jokainen painoarvo Kohosen verkossa on asetettu satunnaisesti. Tdmén

jalkeen jdrjestelmd jdrjestdd itse itsensd siten, ettd painot vastaavat koordinaatteja ja
elementtien sijainnit koordinaattisen jdrjestelmédn sijainteja. Tadmén jirjestyksen
aikaansaamiseksi voidaan kayttdd erilaisia metodeja, mutta usein kdytetddn euklidista
etdaisyysfunktiota. Tdmid saadaan ottamalla neliGjuuri erotusten nelididen summasta
(kaava 6). Kaksiulotteisen ongelman tapauksessa etdisyys kullekin neuronille lasketaan
kaavalla 7. [Picton, 2000]

2
D] = 2:1:1 (XZ' = Wz])

Kaava 6 [Picton, 2000]. Neuronin sijainnin selvittiminen Kohosen verkossa.

Kaava 7 [Picton, 2000]. Neuronin sijainnin selvittiminen kaksiulotteisen ongelman

tapauksessa Kohosen verkossa.

Verkkoon tuotavaa syotearvoa verrataan kaikkiin verkon elementteihin samalla
tavalla kuin edelld kuvatun alkutilan jirjestyksen luomisen yhteydessd verrataan
neuroneja toisiinsa. Pienimmin D:n arvon mukaan verkosta valitaan tietty elementti c,
ja sen ympdriltd valitaan ennalta madritellylla etdisyydelld N, olevat elementit. Tata

valintaa, jota kutsutaan tdssd ldhijoukoksi N, (neighbourhood of element c) on
havainnollistettu kuvassa 4. [Picton, 2000]



00

JUUUUUU

JU0UU0UUU
JU00U0UU

DUDUJUT
JU0UUUUL
sIsJelviviivle

TUUUL

neighbourhood Nc

Kuva 4 [Picton, 2000]. Lihijoukko N..

Kun ldhijoukko N, on tunnistettu, kaikki ko. joukon elementtien painot muutetaan
Kohosen oppimisen mukaisesti (kaava 8). Kaikki muut painot verkossa jatetddn
ennalleen.

Aw;; = k(x; - wij)y;

Kaava 8 [Picton, 2000]. Painoarvojen muutos Kohosen verkossa.

N¢:n koko ja kaavassa 8 esiintyvdan vakion k suuruus ovat merkittdvia Kohosen
verkon kidyton kannalta. On myos tarkedd, ettd ne molemmat pienenevit opetuksen
edetessd. [Picton, 2000]

Kohosen neuroverkon tulosarvoa ei saada neuroverkosta samaan tapaan kuin
esimerkiksi monikerroksisen perceptronin kohdalla. Neuroverkon kouluttaminen
sisdltdd samankaltaisten mallien ryhmittelyn malliavaruudessa, joten samankaltaisten
mallien osiot saavat ne neuronit laukeamaan, jotka ovat fyysisesti ldhelld toisiaan.
Yksinkertaisimmillaan tulosarvo on syotteiden painotettu summa, mahdollisesti
sigmoidifunktion ldpi ajettuna. Tdlloin tulosarvo on 1 tietylld koordinaattiavaruuden
alueella, joka vastaa tiettyd mallien luokkaa. Tdll6in pitidisi olla mahdollista tunnistaa,
mitkd alueet kuuluvat mihinkin luokkaan ndyttamélld verkolle tunnettuja malleja ja

katsomalla, mitké osiot aktivoituvat. [Picton, 2000]

3.6.2. Radiaalikantaverkot
Radiaalikantaverkko (radial basis function network, myohemmin RBF), joka on
tyypiltddn ns. eteenpdin syottivd verkko (feedforward network), on suurin haastaja

monikerroksiselle perceptronille. RBF on syntynyt pohjautuen piddosin perinteisiin
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tilastollisiin  mallinluokitustekniikoihin, jotka ovat saavuttaneet suuren yleison

tietoisuuden vasta kun niistd on muodostettu oma neuroverkkomallinsa. [Picton, 2000]

X1
)1
X2
Y2
X3
Output layer
Input layer ; :
(Ean-o11t) (linear weighted sum)

Hidden layer
(weights correspond to cluster centre,
output function usually Gaussian)

Kuva 5 [Picton, 2000]. Radiaalikantaverkko.

RBF:n kolmikerroksinen perusarkkitehtuuri on esitetty kuvassa 5. Syotekerros ei
prosessoi mitddn. Toinen kerros eli piilokerros esittdd epilineaarisen kuvauksen
(mapping) syoteavaruudesta moniulotteisessa avaruudessa, jossa mallit ovat
lineaarisesti erottuvia. Kolmas kerros, eli tuloskerros, esittdd yksinkertaisen painotetun
summan lineaarisena tuloksena. Jos RBF:1l4 ollaan tekemissd malliluokitusta, saattaa
esimerkiksi sigmoidifunktion kiytt6 tulosneuroneille olla tarpeen. [Picton, 2000]

RBF:n toiminta perustuu piilokerroksessa  tapahtuvaan  prosessointiin.
Syoéteavaruuden mallit muodostavat osioita (cluster), ja jos nédiden osioiden keskipisteet
ovat tunnettuja, etdisyys osioiden keskipisteistd voidaan mitata. Tdmi etdisyyden
mittaus tehdddn epilineaarisesti. Jos malli on alueella, joka sijaitsee ldhelld osion
keskipistettd, saadaan arvo, joka on ldhelld arvoa 1. Mitd etddmmiksi tdstd pisteestd

mennddn, sitd pienemméksi arvo laskee. [Picton, 2000]

r 2
P(r)= exp(— —2)
20

Kaava 9 [Picton, 2000]. Yleisimmin kiytetty radiaalikantafunktio.

Useimmiten kiytetty radiaalikantafunktio on esitetty kaavassa 9. Kaavassa r on
etdisyys osion keskipisteesti, ja sen yhtilo piirtdd kdyrédn, joka on nihtivissd kuvassa 6.
[Picton, 2000]
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Kuva 6 [Picton, 2000]. Yleisimmin kéytetyn radiaalifunktion kuvaaja.

Etdisyys osion keskipisteestd lasketaan euklidisena etdisyytend kaavan 10

esittdimailld tavalla, jolloin piilokerroksen j:nnen neuronin tulosarvo saadaan kaavalla

11.
n
= | Sy
i=1

Kaava 10 [Picton, 2000]. Etédisyys osion keskipisteesta.

2
T, (xi = wy) )

¢;= CXP[—
20

Kaava 11 [Picton, 2000]. Piilokerroksen j:nnen neuronin tulosarvo.

Muuttuja ¢ midrittelee kuvassa 6 nihtidvin kellokuvaajan leveyden eli séteen, ja se
pitda asettaa empiirisesti [Picton, 2000].

RBF:n piilokerroksessa on yksikoitd, joiden painoarvot vastaavat osion keskipisteen
vektoriesitystd. Ndami painot voidaan 10ytaa kayttimalld perinteistd osiointialgoritmia,
kuten k-keskiarvoalgoritmia (k-means algorithm) tai esimerkiksi Kohosen algoritmia.
[Picton, 2000]

K-algoritmi toimii siten, ettd asetetaan ensin k satunnaista pistettd malliavaruuteen.
Tamin jidlkeen jokainen opetusdatan esiintymdi liitetddn ldhimpéddn edelld asetetuista
pisteistd. Tdmén jdlkeen lasketaan jokaisessa pisteessd siithen liitettyjen esiintymien
koordinaattien keskiarvot, jotka midrddvat ko. pisteen uuden paikan. Tétd prosessia
jatketaan, kunnes muutosta ei enédé tapahdu. [Picton, 2000]

Kun osioiden keskipisteet on 10ydetty, pitdd seuraavaksi mééritelld Gaussin kdyrin

(kuva 6) sidde. Tdhan kiytetddn useimmiten P ldhintd -algoritmia (P-nearest neighbour),
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jolloin jokaiselle osion keskipisteelle haetaan P ldhintd osion keskipistettd ja lasketaan

niiden vilisten etdisyyksien nelididen summan nelidjuuri (kaava 12). [Picton, 2000]

] p
— — — . 2
&= = E(ck ;)
=1

Kaava 12 [Picton, 2000]. P 14hinté -algoritmin kaava.

Edelld annettua metodia kiytetddn piilokerroksen opetuksessa, jonka jidlkeen
tuloskerros opetetaan kdyttiden jotain perinteistd gradientinvihennystekniikkaa (gradient
descent technique).

3.6.3. Probabilistiset verkot

Probabilistinen verkko (probabilistic neural network, myohemmin PNN) on alun perin
syntynyt rinnakkaiseksi toteutukseksi vanhalle tilastolliselle tekniikalle, jota on kiytetty
mallien luokitteluun. [Callan, 1999]

PNN:ssd malli luokitellaan sen perusteella, mikéd sen etdisyys on muista malleista.
PNN perustuu Bayesin luokittelutekniikkaan. Tietyn esimerkkimallin perusteella
voidaan tehdd paidtelmid siitd, mistd luokasta esimerkkimalli on perdisin. Padtelmén
tueksi pitdd arvioida todenndkdisyyden tiheysfunktio (probability density function,
PDF) jokaiselle luokalle. Tamé arvio luodaan opetusdatan pohjalta. Luokka, jossa on
hyvin tihed populaatio tuntemattoman néytteen (esimerkkimallin) alueella, on
ensisijaisempi valinta kuin muut luokat. Myos luokat, joiden aikaisempi todenndkoisyys
tai vadarinluokittelun aiheuttama virhe ovat suuria, ovat ensisijaisia valintoja. Kahdesta
luokasta, A ja B, valitaan luokka A, jos kaavassa 13 esitetty epdyhtdlo toteutuu. [Callan,
1999]

hyca f4(X) > hpep fp(X)

Kaava 13 [Callan, 1999]. Luokan A valintaan johtava epdyhtalo.

Kaavassa 13 h on aiempi todennédkoisyys, ¢ on véirinluokittelun aiheuttama virhe
(cost of misclassification) ja f(x) on tiheysfunktio. Viadrinluokittelun aiheuttaman
virheen suuruuden arvioiminen edellyttdd tietoa sovellusalasta, mutta monilla
sovellusaloilla sekd vairinluokittelun aiheuttama virhe ettd aiemmat todenndkoisyydet
kisitellddn samoin jokaisen luokan kohdalla. [Callan, 1999]

PNN:ssi ei tapahdu opetusta samassa mielessd kuin esimerkiksi monikerroksisessa
takaisinlevitysalgoritmia kéyttaviassd verkossa, koska kaikki PNN-verkon parametrit
(elementtien ja painojen midrd) mdidritellddn suoraan opetusdatan perusteella.
Ensimmadisen kerroksen painot on médritelty suoraan opetusmalleista, joita yhdistetddn
toisessa kerroksessa. Viimeinen kerros tuottaa signaalien summien perusteella tuloksen

eli kdytannossd kertoo, mihin luokkaan annettu syote todennakodisimmin kuuluu.
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4. Neuroverkkosysteemin toteutuksesta
Jotta pddstidin tutkimaan oppivaa neuroverkkoa kédytinnossd, tulee tyoskentelyn aikana
kdyda lapi tiettyjd vaiheita. Tdssd tyOssd seuraan pédpiirteittdin Juholan [2000]

esittdimii vaihejakoa neuroverkkosysteemin kiytannon toteutuksessa (kuva 7).

esiprojekti

tiedon kerddnunen

tiedon valmistelu

suunnittelu \

optunointi
" r
opettaminen ja
testaaminen
L
toteutus
w
ylldpito

Kuva 7 [Juhola, 2000]. Neuroverkkosysteemin tyypillinen kehittdmiselinkaari.
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Esiprojektin aikana médéritelldéin neuroverkkosysteemille asetetut tavoitteet. Paras
tapa edetd tdssd on rajata kisiteltivd ongelma hyvin ja maédritelld realistiset odotukset
tavoiteltavasta tuloksesta. Ongelma-alueen hyvé hallinta ja historiatiedon hankinta ovat
myos keskeisessd asemassa projektia kiynnistettdessd. [Juhola, 2000]

Tiedon kerddmisessd tulee huomioida kerdttivdan tiedon edustavuus suhteessa
mallinnettavaan ongelmaan, silld jos keritty tieto vastaa heikosti tutkittavaa asiaa, ei
saavuteta totuudenmukaisia tuloksia. Tamén lisdksi tieto tdytyy esiprosessoida. Tiedon
esiprosessointi on kriittinen ja paljon aikaa vievd vaihe neuroverkkosysteemin
toteutuksessa, mutta se on syytd suorittaa huolella, jotta esiprojektissa asetetut tavoitteet
saavutettaisiin. Mikéli neuroverkon suorituskyky jda alle asetettujen tavoitteiden, tiedon
esiprosessointi saatetaan joutua uusimaan. [Juhola, 2000]

Suunnitteluvaiheessa méiritetddn neurolaskennan vilineet, mallin rakenne ja
alkuehdot. Kun neurolaskentamalli on laadittu, sen toimivuus tulee testata. Tdhin
tehtaviin kuuluu mallin opettaminen ja systeemin suorituskyvyn testaaminen tiedolla,
jota ei ole kdytetty opettamisessa. [Juhola, 2000]

Neurolaskentamallin optimointi tapahtuu myos testaamisvaiheen yhteydessd. Mikili
tulokset osoittavat systeemin suorituskyvyn huonoksi, voidaan mallin kehittimistid
jatkaa esimerkiksi muuttamalla neuroverkon rakennetta. Joskus voi olla tarpeellista
palata uudestaan tiedon kerddimiseen ja esiprosessointiin. On myds mahdollista, ettd
kiytettdvissd olevassa tiedossa ei ole riittdvésti ennustettavaa informaatiota. Téssd
tapauksessa on mahdollista pyrkid parempiin tuloksiin jakamalla ongelma pienempiin
osaongelmiin, joita tarkastellaan erikseen. [Juhola, 2000]

Neurolaskentamallin kehittdmisen ja testaamisen jidlkeen sitd on yhid syytd kehittda
ja ylldpitdd. Mallin toimintaa ja sen tekemid pddtoksid on seurattava, jotta verkko ei
aiheuta ongelmia niissd kidytdnnon tilanteissa, joita se on asetettu ratkomaan. [Juhola,
2000]
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5. Datan Kaisittely

Téssd luvussa esittelen kdyttdmini datan kerddmisen ja kisittelyn vaiheittain seuraten

Juholan [2000] esittimé@ad mallia, jonka esittelin luvussa 4.

5.1. Esiprojekti

Esiprojektiin liittyvit tavoitteet systeemin suorituskyvylle ovat tdssi tyossa suhteellisen
viljat. Thminen, varsinkin sellainen jolla on véhidnkéddn kokemusta pokerista, pystyy
ennakoimaan jonkin verran vastapelaajan toimia. Tdmén tyon tavoitteena on luoda
neuroverkkosysteemi, joka pystyisi vahintdin samantasoiseen suoritukseen kuin jonkin
verran kokenut pokerinpelaaja. Aiheesta on aiemmin tehty tutkimuksia, joilla on padsty
jopa 75-90 % tarkkuuteen pelaajien toimintojen ennustamisessa [Davidson, 1999].
Kiytdn pohjana Davidsonin [1999] tutkimusta ja yritin kehittdd eteenpdin muuttujien
valintaa ja neuroverkon rakennetta siten, ettd pédsisin mahdollisimman hyvéin
tulokseen. Tuloksen minimiedellytyksend pidin 50 % tarkkuutta, koska
tulosvaihtoehtoja on kolme, ja jo arvaamalla voi piddstd keskimddrin n. 33,3 %
tarkkuuteen.

Pokerissa pitkdjannitteinen vastapelaajien toimintatapojen opiskelu on tidrkeédssa
asemassa, minkd vuoksi kiytettdvan datan tulee sisdltdd useita pelattuja kisia samalta
pelaajalta. Lisdksi parhaat pelaajat vaihtelevat pelityyliddn, joten kovin pienelld
otoksella ei voitaisi tehdd juurikaan johtopddtoksid yksittdisen pelaajan toiminnoista.
Jotta ty0 sdilyttdisi yleisen luonteensa, tutkin useita pelaajia. Yhtd pelaajaa tutkittaessa

voitaisiin kidytannossd muodostaa malli vain kyseisen pelaajan toiminnoista.

5.2. Tiedon keriddminen ja syotteiden valinta

Syotetietona kiytetddin Pokerhand-palvelusta [Pokerhand.org, 2007] kerdttyd dataa
pokerikidsistd. Olen kerdnnyt em. palvelusta Texas Hold’em limit -pelien tietoja
syottdmalld dataa késin itse tekemidni PHP-sovelluksen kautta tietokantaan. Olen
kerdnnyt jokaiseen peliin liittyvét yksittdiset pelaajien toiminnot sekd nithin liittyvit
oleelliset muuttujat. Jokaisesta Pokerhand-palvelusta kerdtystd kéddesti on saatu
tietokantaan useita rivejd dataa, koska jokainen yksittdinen toiminto on tallennettu
omana tietokantarivindén.

Tietokantaan kerittyjen tietojen perusteella tarkoitukseni on opettaa neuroverkko
ennakoimaan pokerinpelaajan toimintoja tietynlaisissa tilanteissa. Syotetiedoista
tuloksiin péistddn parhaiten suorittamalla tietyt toimenpiteet kidytdnnon toteutuksen
aikana. Juholan [2000] esittimé neuroverkkosysteemin elinkaari on esitetty kuvassa 7.

Seuraan pédpiirteittdin titd mallia neuroverkkosysteemin kédytinnon toteutuksessa.
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Taulukossa 2 on esitetty syotearvot, joita keritystd datasta kdytetddn neuroverkon
syoteneuroneissa. Syotteiden valinnassa on seurattu pitkilti Davidsonin [1999] tydssédédn

kdyttamien syotteiden listaa jonkinasteisin muutoksin.

# | Syote Kuvaus
1 | Pottikerroin (pot odds) Pyydetyn panostuksen suhde pottiin
2 | Panostussuhde (bet ratio) | Omien panostusten suhde kaikkiin panostuksiin
3 | Sitoutuminen Aikaisempi panostus tai maksu kierroksella
kierrokseen
4 | Pelaajien midrd Jaossa mukana olevien pelaajien médri
Asema (position) Pelaajan paikka pelipoydassa

6 | Kierroksen panostukset | Panostusten ja korotusten midrd ennen pelaajan

vuoroa
7 | Kierros Onko kyseessi flop-, turn- vai river-kierros

8 | Edellinen toiminto Oliko pelaajan edellinen toiminto panostus tai korotus
9 | Assd poydissi Onko poytiin jaettu dssi

10 | Kuningas poydéssi Onko poytiin jaettu kuningas

11 | Virin veto Onko poydédssi viérin veto

Taulukko 2. Neuroverkon syotteet.

Kaéyn tissd vield ldpi syotteet yksitellen kertoen tdasméllisemmin niiden merkityksen
sekd perustellen niiden valintaa. Pyrin my0s perustelemaan mahdollisimman hyvin ne
muutokset, joita olen tehnyt Davidsonin [1999] esittiméén syotejoukkoon.

Pottikerroin tarkoittaa tdsmillisesti ilmaistuna suhdelukua pelaajalta pyydetyn
panostuksen ja potissa jo olevien pelimerkkien vililld (tutkimuksessa on tutkittu
pidasiassa kiteispelejd, mutta tdssd puhutaan selkeyden vuoksi pelimerkeisti).
Oletetaan, etti potissa on ennen panostuskierroksen alkua esimerkiksi 800 pelimerkkid,
ja joku edellisistéd pelaajista panostaa 100 pelimerkkié. Toinen edeltivé pelaaja maksaa,
minkd jdlkeen tulee tarkasteltavan pelaajan vuoro piittdd, mitd hdn tekee. Pelaajalta
pyydetddn 100 pelimerkkid ja potissa on nyt 800 + 100 + 100, eli yhteensd 1000
pelimerkkid. Pottikerroin on tdlloin 100:1000 eli 1:10. Pottikerroin on tidrked késite
tehtdessd pddtostd toiminnasta. Pyysing [2005] esittdd pottikertoimeen liittyvén
peruskysymyksen seuraavasti: “Kannattaako minun maksaa vastustajani pyytdmé hinta
tuon kokoisesta potista, kun kéteni todennikdisyys parantua voittavaksi kddeksi on
tami?”. Toiminnon ennustamiseen liittyy siis vahvasti pottikertoimen ja kéidden
mahdollisuuksien yhdessd muodostama odotusarvo voitolle.

Panostussuhde on omien panostusten méérdn suhde kaikkien jaon aikana tehtyjen

panostusten mdiirddn. Pelaaja, joka panostaa kerran, on taipuvainen panostamaan
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uudestaan, koska panostaminen ja sen jédlkeinen sokottiminen on usein merkki kiden
heikkoudesta. Tehokas panostaminen kertoo yleensd vahvasta kidestd, mutta voi olla
myo6s bluffausta. Oli tapaus kumpi hyvénsd, omien panostusten suhde koko pdydin
panostuksiin jaon aikana kertoo paljon siitd, kuinka pitkille pelaaja on valmis
etenemdin ja milld hinnalla.

Sitoutuminen kierrokseen esitetdéin totuusarvona, ja se saa arvon 1 silloin, kun
pelaaja on joko panostanut tai maksanut panostuksen kuluvan panostuskierroksen
aikana. Muussa tapauksessa muuttuja saa arvon 0.

Jaossa mukana olevien pelaajien méadrd on hyvin merkittdvd tekijd, silld mita
enemmadn vastassa on kisid, sitd todennidkdisempdd on, ettd oma kési ei ole voittava
kisi. Lisdksi pddtoksid vaikeuttaa usean pelaajan tarkkaileminen yhtd aikaa sekd
vastustajien mahdollisuudet vaikuttaa peliin. Koska nettipokeripdydésséd voidaan pelata
myOs vajailla poydallisilld, en jaa tdtd lukua kymmenelld, kuten Davidson [1999] on
tehnyt. Lisdksi jdtdn huomiotta alkuperdisen pelaajien méidrdn: Mielestini on
jarkevampid keskittyd tarkastelemaan kulloinkin voimassa olevaa tilannetta ja sithen
liittyvid muuttujia kuin aikaisempia tilanteita, koska tdydellistd informaatiota aiemmista
tilanteista ei kuitenkaan ole kiytettavissd. Aikaisemmat toiminnot vaikuttavat kylldkin
tarkasteltavana olevaan tilanteeseen, mutta jaossa luovuttaneiden pelaajien madrilld ei
ole mielestidni riittdvdn selvdd yhteyttd kanssapelaajien toimintaan. Oleellista on se,
montaako kéttd vastaan pelataan.

Asema tarkoittaa pelaajan asemaa suhteessa jakajan nappiin eli toimintavuoroa
panostuskierroksen aikana. Asema on hyvin merkittdvd tekiji pokeripOydissd, silld
varhaisessa asemassa oleva pelaaja joutuu tekemiéidn péddtdksensd ennen useita muita
pelaajia, kun taas esimerkiksi viimeisestd asemasta nidkee, miten kaikki muut pelaajat
ovat toimineet, mikd helpottaa omaa pelid huomattavasti. Koska pelaajien maédri
vaihtelee pelin kuluessa, myds asema voi muuttua. Taméidn vuoksi asema esitetdin
suhdelukuna toimintavuoron ja pelaajien maarin suhteen. Esimerkiksi tilanteessa, jossa
jaossa on mukana kuusi pelaajaa ja tarkasteltava pelaaja toimii toisena heistd, asema-
muuttuja saa arvokseen 2 / 6 eli likiarvon 0,33.

Kierroksen panostusmiird kertoo, kuinka monta pelaajaa on panostanut tai
korottanut kierroksen aikana ennen tarkasteltavan pelaajan pditostd. Jos esimerkiksi
kierroksella ensimmaéiseni toimiva pelaaja panostaa, toinen korottaa ja kolmas korottaa,
on kierroksen panostusmédrd neljannen pelaajan kohdalla 3. Jokainen korotus kertoo
vahvuudesta tai ainakin pitdd ylli mahdollisuutta, ettd korotukset jatkuvat. Texas
Hold’em limit -pokerissa korotusten méérid on rajoitettu yleensid kolmeen korotukseen
pelikierroksessa (eli yksi panostus ja kolme korotusta), joten kierroksen panostusmééri
saa kokonaislukuarvoja vililtd [0,4].

Jokainen pelikierros pelataan yleensd hieman eri tavalla muihin pelikierroksiin

verrattuna. Davidson [1999] on jittdanyt tutkimuksessaan pre-flop-kierroksella eli ennen
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flopin jakoa tapahtuvien toimintojen tarkastelun pois ja parantanut nidin neuroverkkonsa
tehokkuutta keskimiirin 55-70%:sta  75-90%:iin. Davidson [1999] teki kaksi
olettamusta ndin suuren muutoksen aiheuttajiksi: ensinndkin ennen floppia pelattava
peli eroaa suuresti flopin jidlkeen pelattavasta pelistd, ja lisdksi ennen floppia tehtidvien
toimintojen ennustaminen on paljon vaikeampaa, koska kéytettdvissd on vidhemmén
informaatiota. Nditd ajatuksia tukee myds Pyysingin [2005] kirjassaan esittdma
floppipelistd kertovan luvun aloitus: “Lédhtokorttien pelaaminen on melko mekaanista
toimintaa. Flopissa peli muuttuu, koska kortteja tulee kerralla kolme lisdéd ja ne ovat
kaikkien pelaajien yhteisid. Floppi muuttaa kaiken.” Edelld esitetyn vuoksi piddn hyvin
perusteltuna pitdytyd itsekin tarkastelemaan kierroksia flop, turn ja river, joita
vastaavasti kierros-muuttuja saa arvot 1, 2 ja 3.

Edellinen toiminto on muuttuja, joka saa totuusarvon 1, mikili pelaajan edellinen
toiminto on ollut panostus tai korotus. Jos edellinen toiminto on ollut maksu, muuttuja
saa arvon 0. Voi tuntua irrelevantilta tarkastella vain yhtd edellistd toimintoa, koska
jokainen pelaajan aikaisempi toiminto vaikuttaa tulevan pelin arviointiin, mutta
panostussuhde, sitoutuminen kierrokseen ja muut pelaajan toimintoihin liittyvit
muuttujat antavat uskoakseni riittdvésti lisdinformaatiota edellinen toiminto -muuttujan
tueksi, jotta johtopditoksid voidaan tehdi.

Loput syotemuuttujat koskevat poydidssd nikyvid kortteja ja nithin liittyvid
mahdollisuuksia. Texas Hold’em -pelissd isot kortit ovat vahvoja ja ne pelataan usein
pidemmille, minkd vuoksi tarkastellaan dssien ja kuninkaiden esiintymistd poydissa.
Koska molempia tarkastellaan omalla muuttujallaan, riittdd todeta, onko &dssdd tai
kuningasta pOydissd, eiki tarvitse tarkastella niiden miérid. Periaatteessa tilanne, jossa
pOydédssd on useampia kuninkaita kuin dssid, antaa tdlloin hieman vééristynyttd dataa.
Tapaus on kuitenkin marginaalinen. Molemmat tapaukset kisitelldsin totuusarvoina
siten, ettd muuttuja saa arvon 1, jos kyseessd oleva kortti esiintyy pdydidssd. Muulloin
muuttujan arvo on 0.

Kolmas pdydissd ndkyviin kortteihin liittyvd muuttuja on védrin mahdollisuus.
Davidsonin [1999] tutkimuksessa on uskoakseni tarkasteltu tilannetta, jossa pdydéssa
on vihintddn kolme korttia samaa maata, eli kahdella kyseistd maata edustavalla
taskukortilla pelaajalla on véri. Samoin tehdddn myos tdssd tyossid, eli virin veto saa
arvon 1, kun pdyddssd on 3 tai enemmaén samaa maata. Tédssd kohtaa voitaisiin ajatella,
ettd kahden — tai jopa yhden, jos vasta floppi on jaettu — samaa maata olevan kortin
esiintyminen antaa jo pelaajalle mahdollisuuden viriin, mutta koska mahdollisuus ei ole
vield realisoitunut (pelaajalla ei voi olla virid tarkasteluhetkelld), en pidd tarpeellisena
ottaa tillaisia tilanteita huomioon virin vetoon viittaavassa muuttujassa.

Davidson [1999] kiytti joitakin sellaisia syotteitd, jotka olen itse jdttdnyt pois
tavoitteenani tehostaa neuroverkkoa jittamilld syotteiksi vain oleellisimmat. Pottisuhde

(pot ratio), joka on suhdeluku pelaajan pottiin laittamien pelimerkkien ja potissa
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yhteensd olevien pelimerkkien méérdn vililld, el ole mielestdni kiinnostava siind
mielessd, ettd pottiin laitettu raha on joka tapauksessa menetetty. Potti voitetaan vasta,
kun showdownissa ndytetddn voittokortit, muussa tapauksessa kaikki pOytddn laitettu
raha on hdivittyd. Jotkut pelaajat laskevat myos téidtd suhdelukua pelatessaan ja
huomioivat sen toiminnassaan, mutta itse en pidé pottisuhdetta yhti tirkednd perusteena
pelaajan tekemille pédtokselle kuin syotetaulukossa (taulukko 2) esittdmidni. Lisdksi
sitoutuminen kierrokseen kertoo tdsméllisemmin siitd, kuinka halukas pelaaja on
jatkamaan panostusta tai maksamista aikaisempien toimien valossa. Last-Bets-To-Call
-syotemuuttujan merkitys ei kdy Davidsonin [1999] tyostd tidysin selviksi, mutta uskon
sen tarkoittavan sitd, onko pelaaja viimeinen toimija kierroksella. Koska sisillytin
asema-muuttujan omaan syotelistaani, piddn Last-Bets-To-Call -muuttujan mukaan
ottamista nyt tarpeettomana.

Juhola [2000] esittdd kaksi tidrkedd huomiota keréttyyn dataan liittyen. Ensinnikin
tietoa pitdd olla riittdvisti. Juhola esittdd karkean yleissddnnon tarvittavan tiedon
maédrille seuraavasti: “Opetusjoukon tietojen lukumiirin pitdisi olla kymmenen kertaa
neuroverkon vapaiden parametrien eli painokertoimien kokonaismddrd.” Rajatakseni
aihetta aion késitelld vain tilanteita, joissa aiempi pelaaja on korottanut, jolloin voin
jattdd tulosjoukosta pois sokottdmis- ja panostustoiminnot. Nédiden tulosvaihtoehtojen
pois jattiminen uskoakseni parantaa myds neuroverkon toimintaa, koska sokottiminen
ei oikeastaan kerro mitdin, ja panostus on todennikdisempi bluffaus kuin korotus.
Jiljelle jaavit toiminnot ovat siis luovutus, maksu ja korotus, eli kdytetddn yhteensd
kolmea tulosneuronia. Kéytettdessd 11 syOteneuronia ja yhtd piilokerrosta saataisiin
tarvittavien datarivien minimimééréksi edelld esitetylld laskentatavalla 10 x (11 x N+ N
x 3), missd N on piilokerroksen sisédltimien neuronien miird. Piilokerroksen neuronien
madrd tarkentuu neuroverkon opetuksen yhteydessd, mutta se tuskin tulee olemaan
suurempi kuin sydteneuronien midrd. Edelld esitetyn laskentatavan mukaan tarvittava
syotedatan médrd tydssidni on 1540 opetusesimerkkii, jos kidytetdédn arvoa 11 seki syote-
ettd piilloneuronien lukuméirdni. Tutkimuksen luonteesta johtuen sydtedataan on hyvi
saada erityyppisid pelaajia, jotta saadaan muodostettua mahdollisimman kattava
opetusjoukko, mutta toisaalta yhden pelaajan toimien seuraaminen useamman jaon
ajalta on myos hyodyllistd. Kédytetyn datan mééri lopullisessa tydssd on 1134 rivid, joka
edelld annetun kaavan mukaan sallisi karkeasti arvioiden maksimissaan 8 piiloneuronin
kdyttamisen, mikéli syotekerroksessa on 11 neuronia.

Toinen Juholan [2000] esittimid vaatimus on esimerkkien suhde tulosluokissa.
Kéytidnnossd on tirkedd, ettd opetusdatassa on jokaista kolmea tulosluokkaa (luovutus,
maksu, korotus) suunnilleen yhtd paljon, eli tdssd tapauksessa n. 33 % kutakin.
Tarvittaessa opetusjoukon tietoja voidaan kahdentaa timén tavoitteen saavuttamiseksi,

mutta télldin opetusjoukon pitiisi olla erotettu testijoukosta.
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Olen kerdnnyt dataa yhteensd 1134 rivid. Dataa on keritty yhteensd 252 jaetusta
pokerikidestd — pelaajat voivat tehdd useita toimintoja jokaisessa jaossa. Osasta jakoja
on kerdtty toimintoja kaikkiin kolmeen tulostyyppiin, ja jotta check- ja bet-tyyppiset
toiminnot saatiin jdtettyd datajoukon ulkopuolelle, keskityin tarkastelemaan vain
tilanteita, joissa vihintiin yksi pelaaja on korottanut panostuskierroksen aikana. Koska
(ainakin) limit-peleissd suurin osa luovutuksista tapahtuu ennen floppia tai heti flopin
jaon jilkeen, luovutusten maéadrd tarkasteltavissa panostuskierroksissa oli selkedsti
vihdisempi kuin korotusten ja erityisesti maksujen médrd, joka oli niistd kolmesta
suurin. Tdmén vuoksi osasta jakoja késiteltiin vain korotukset ja luovutukset, ja osasta
ainoastaan luovutukset. Lopulta 1134 rivissd on jokaista toimintoa yhtéd paljon, eli 378
kappaletta. Niilld lukemilla tdytetdén Juholan [2000] esittdmé vaatimus tulosluokkien
keskindisestd suhteesta.

Keritty data siséltdd toimintoja 477 eri pelaajalta. Osalta pelaajista on mukana vain
yksi rivi, tarkastelluimmalta pelaajalta 32 rivid. Vaikka vastustajan toiminnan
ennakoiminen pokerissa perustuukin yleensd pidempiaikaiseen saman pelaajan
tarkkailuun, tdmdn tyon yhteydessi mahdollisimman yleinen datajoukko antanee
parhaan tuloksen, silli ollaan mallintamassa yleistd, keskimiirdistd tapaa toimia, ei
tiettyjen pelaajien pelityylid. SyoGtemuuttujat on pyritty valitsemaan siten, ettd ne
kuvaisivat pelitilanteen mahdollisimman hyvin ja niiden avulla voitaisiin perustella
pelaajien tekemid pédtoksid. Korostettava kuitenkin on, ettd jokainen pelaaja toimii
yksilollisesti ja parhaat pelaajat hyvinkin vaihtelevalla pelityylilld, joten neuroverkon
tapa ennustaa toimintoja antaa vain erdédnlaisen keskimédrdisen, tiettyihin muuttujiin
perustuvan mallin.

Tiedon auditointiin liittyen riittdd todeta, ettd koska lopullinen tietojen keruu ja
tarkistus tapahtui melko pitkilti kiisin, puuttuvia arvoja ei ole. Asia on my®os tarkistettu

tarkastelemalla tietokantaa, joka kerétystd datasta muodostettiin.

5.3. Tiedon esiprosessointi

Tiedon kerdamisen jidlkeen tietoa pitdd esiprosessoida, jotta se toimisi mahdollisimman
luotettavasti ja tehokkaasti neuroverkossa. Kaisittelen tdssd Juholan [2000] esittimid
tiedon esiprosessointiin liittyvii tarkasteluja kerdtyn pokeridatan suhteen.

Luvussa 6 kerron tarkemmin eri tavoin esiprosessoiduilla sydtemuuttujilla
opettamistani neuroverkoista. Neuroverkkoa on testattu kaiken kaikkiaan 87 erilaisella
datajoukolla, ja vain 4 joukolle niistd on tehty tidydellinen, jokaista sydtearvoa koskeva
esiprosessointi. Lopuissa tapauksissa vain osa syotemuuttujista — tai ei yhtidkééan niistd —
on esiprosessoitu. Kédyn tidssd kuitenkin 1dpi esiprosessoinnin jokaisen muuttujan osalta,
koska jokainen yksittdinen muuttuja on esiprosessoitu useassa datajoukossa.

Sellainen parametri, jonka arvoista valtaosa edustaa samoja arvoja, on
neuroverkossa tarpeeton. Tutkin jokaisen syodtemuuttujan jakaumaa selvittddkseni

ndiden arvojen vaihtelevuuden tason. Valitsemissani sydtemuuttujissa kerddmédni
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aineisto sisdltdd kuitenkin jokseenkin vaihtelevia parametrien arvoja. Vihiten vaihtelua
esiintyy 2-arvoisissa parametreissa eli totuusarvoissa, ja nidissdkin vihiten vaihteleva
arvo on virin mahdollisuus, joka saa arvon 1 n. 19,4 %:ssa tapauksista. Lopuissa n. 80,6
9:ssa tapauksista virin mahdollisuus saa arvon 0, joten timédnkdin muuttujan kohdalla
ei voida mielestdni puhua vaihtelemattomasta parametrista. Ndin ollen yhtikddn
valituista muuttujista ei tarvitse poistaa vaihtelemattomuuden takia.

Tarkasteltaessa muuttujien jakaumia pidemmille niissdé havaitaan vinoutta.
Vinoudesta puhuttaessa muuttujan jakauma ei ole normaalijakauman mukainen.
Esimerkkitapaus vinosta muuttujasta ndhdidén kierroksen panostukset

-muuttujan kohdalla, jonka jakaumaa kuvaava histogrammi on esitetty kuvassa 8.

Kierroks en panostukset
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Kuva 8. Kierroksen panostukset -muuttujan jakauma on esimerkki vasemmalle vinosta

muuttujasta.

Juhola [2000] on esittinyt vinouden poistoon sovellettavan vinon funktion
matemaattista kéadnteisfunktiota, mutta muuttujan arvoalueen ollessa pieni, kuten
useiden aineistoni muuttujien kohdalla on, vinouden poisto onnistuu usein
silmadmadrdisesti arvoalueita yhdistamailld. Kierroksen panostukset -muuttujan kohdalla
vinoutta voidaan poistaa rajusti yhdistimailld arvot 2-4. Niin ollen tapauksia, joissa

kierroksella on tehty 1 panostus, on 633 kpl, ja tapauksia joissa panostuksia on 2-4, on
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501 kpl. Histogrammi tilanteesta, jossa kierroksen panostukset -muuttujan vinoutta on
korjattu, on esitetty kuvassa 9. Jotta kierroksen panostusten miird pysyisi suhteellisesti
lahempind oikeaa arvoaan silloin kun niitd on enemman kuin 1, lasketaan jilkimméinen
korjatulle muuttujalle annettava arvo arvojen 2, 3 ja 4 suhteellisena keskiarvona kaavan
14 mukaisesti. Kaavassa m on arvon 2 esiintymien lukuméiiré, n on arvon 3 esiintymien

lukumééré ja p on arvon 4 esiintymien lukumééra.

2m+3n+dp
(mintp)

Kaava 14. Suhteellinen keskiarvo.

Nidin saadaan tulokseksi 2,465. Kuvassa 9 esitetyn jakauman arvo >=2 (eli
muuttujan arvot 2, 3 ja 4) voidaan siis korvata arvolla 2,465 tietokantataulussa, johon

tallennetaan esiprosessoitu data. Arvon 1 tulee pysyé ennallaan.

Kierroks en panostukset
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Kuva 9. Kierroksen panostukset -muuttujan jakauma muunnoksen jilkeen on

lahempind normaalijakaumaa kuin alkuperdinen.

Totuusarvomuuttujille, joita ovat sitoutuminen kierrokseen, edellinen toiminto, dssé

pOyddssd, kuningas pdydidssd ja virin veto pOydissd, ei voida suorittaa merkittdvad
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esiprosessointia, koska mahdollisia arvoja on vain kaksi, eikd kumpikaan arvo ole
mielestédni liian vallitseva toiseen ndhden, kuten jo edelld totesin. Pelaajien méiéra
-muuttujan vinous on pyritty korjaamaan yhdistimalld arvot, joissa pelaajia on
kierroksella mukana 4 tai enemmin. Alkuperdisessd datassa arvot vililli 4-9
muunnetaan arvoksi 4,49, joka on niistd arvoista laskettu suhteellinen keskiarvo.
Suhteellinen keskiarvo lasketaan vastaavasti kuin kierroksen panostukset -muuttujan
yhteydessi.

Koska asema-muuttuja on merkittivd ennen kaikkea suhteessa pelaajien méadrdin,
muutetaan asema-muuttujan siséltd suhteeksi asema/pelaajaméédri ennen edelld kuvattua
pelaaja-arvojen yhdistamistd. Kun tdmén jdlkeen yhdistelldén arvoalueita kuvan 10

osoittamalla tavalla, saadaan kuvattua arvoalueiden jakauma.

Asema

a00

430

400

Fad

300

230

Maara

200

130

100

a0

040,33 0,34-0,567 0,551
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Kuva 10. Muokatun asema-muuttujan histogrammi.

Pyysing [2005] jakaa positiot 10 hengen poydissd taulukossa 3 esitetylld tavalla.
Koska useimmissa testiaineistossani késitellyistd peleistd ei ole kymmentd osallistujaa,
joudutaan ryhmittely erityyppisiin asemiin tekemdédn suhteellisesti. Asema-muuttujan

arvot ovat vililtid [0, 1] silloin, kun se on laskettu suhteena asema / pelaajien méaéri.
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Paikka suhteessa jakajan nappiin, napista laskien | Paikan kuvaus

Paikat 1-2 pieni ja iso sokkopanos
Paikat 3-5 varhainen positio
Paikat 6-8 keskipositio

Paikat 9-10 myohiinen positio

Taulukko 3 [Pyysing, 2005]. Peliasemat.

Jotta tulosten jakauma saataisiin mahdollisimman tasaiseksi, médritelldin
arvoalueet siten, ettd asema-muuttujan arvot 0-0,49 merkitsevit sokkopanosta tai
varhaista positiota, 0,5-0,79 merkitsevit keskipositiota ja arvot 0,8-1 merkitsevit
myo6hdistd positiota.

Edelld mainitulla jaottelulla varhaisen position esiintymii aineistossa on yhteensd
232 esiintymii, keskipositiota 466 esiintymdd, ja myohdistid positiota 436 esiintymad.
Lasketaan niille ryhmille vield arvot suhteellisina keskiarvoina, jolloin arvoiksi saadaan
edelld esitetyssi jirjestyksessid 0,3063; 0,5899 ja 0,9876.

Niistd muuttujista, joiden arvoalueita yhdisteltiin kédyttden suhteellisia keskiarvoja,
olen tehnyt myo6s vaihtoehtoisen esiprosessoinnin. Vaihtoehtoisessa esiprosessoinnissa
on annettu arvoalueille uudet arvot lineaarisesti. Esiprosessoinnin vaikutukset
alkuperidiseen dataan suhteellisia keskiarvoja kéyttden, sekd niitd lineaarisia arvoja

kédyttden on esitetty taulukossa 4.
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Syotemuuttuja | Suhteellinen keskiarvo Lineaarinen arvo
kierroksen yhdistetdédn arvot 2-4 arvoksi 2,465 yhdistetdédn arvot 2-4 arvoksi 2
panostukset

yhdistetdén arvot 4-9 arvoksi 4,490

yhdistetdédn arvot 4-9 arvoksi 4

asema arvot 0-0,49 arvot 0-0,49
muutetaan arvoksi 0,3063 muutetaan arvoksi 0,33
arvot 0,5-0,79 arvot 0,5-0,79
muutetaan arvoksi 0,5899 muutetaan arvoksi 0,67
arvot 0,8-1 arvot 0,8-1
muutetaan arvoksi 0,9876 muutetaan arvoksi 1
pottikerroin arvot 0,03-0,07 arvot 0,03-0,07
muutetaan arvoksi 0,0569 muutetaan arvoksi 0,05
arvot 0,08-0,10 arvot 0,08-0,10
muutetaan arvoksi 0,0902 muutetaan arvoksi 0,09
arvot 0,11-0,14 arvot 0,11-0,14
muutetaan arvoksi 0,1254 muutetaan arvoksi 0,125
arvot 0,15-0,40 arvot 0,15-0,40
muutetaan arvoksi 0,2023 muutetaan arvoksi 0,275
panostussuhde arvot 0-0,17 arvot 0-0,17
muutetaan arvoksi 0,0113 muutetaan arvoksi 0,085
arvot 0,20-0,80 arvot 0,20-0,80
muutetaan arvoksi 0,4078 muutetaan arvoksi 0,50
sitoutuminen ei muuteta alkuperiisti arvoa ei muuteta alkuperiisti arvoa
kierrokseen
edellinen ei muuteta alkuperiisti arvoa ei muuteta alkuperiisti arvoa
toiminto

dssd pOydissi

ei muuteta alkuperiisti arvoa

ei muuteta alkuperiisti arvoa

kuningas ei muuteta alkuperiisti arvoa ei muuteta alkuperiisti arvoa
pOydissi
virin veto ei muuteta alkuperiisti arvoa ei muuteta alkuperiisti arvoa
pOydissi

Taulukko 4. Esiprosessoinnin vaikutus muuttujiin.

5.4. Tiedon koodaaminen ja normalisointi

Kierros-muuttuja voidaan koodata kolmella eri totuusarvolla, silld vain yksi kierros voi

olla kerrallaan kdynnissa. Kédytetdédn siis kolmea eri muuttujaa, flop, turn ja river, joista

kukin saa totuusarvon 1 silloin kun muut saavat arvon 0. Niin kierros-muuttujan

arvojen vilille ei oleteta mink&dénlaista lineaarista riippuvuussuhdetta, miki on jarkevad,
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silld mielestini ei voida esimerkiksi viittdd, ettd river-kierros olisi kauempana flop-
kierroksesta kuin turn-kierroksesta. Tavallaan pelin luonne muuttuu tiettyyn suuntaan
koko ajan kun jakoa jatketaan pidemmadlle, mutta uskon péddsevini parempiin tuloksiin
koodaamalla kierrosmuuttujan edelld kuvaamallani tavalla. Davidson [Davidson, 1999]
on kdyttdnyt kierrosmuuttujan koodauksessa samaa tekniikkaa. Syotteiden méaird kasvaa
tissd tapauksessa kahdella, jolloin kédytdssd on 13 syodteneuronia. 1134 datarivilld ja 3
tulosneuronilla tdmd tarkoittaa sitd, ettd aiemmin esitetyn datarivien médrdén liittyvan
sadannon perusteella sopiva piiloneuronien méidrd olisi 7, kun kéytetdin yhtd
piilokerrosta.

Koska jokaisella neuroverkon sydteparametrilla on oma arvoalueensa, neuroverkko
vol painottaa suuremman vaihteluvilin sydteparametreja liiaksi ja pienen vaihteluvilin
parametreja lilan vdhdn. Tdmédn vuoksi on tarpeellista normalisoida kaikki sydtteet.
Juhola [2000] esittdd normalisointiin tavan, jossa jokaisesta syOtearvosta poistetaan
syoteparametrin tietojen keskiarvo, ja timéin jilkeen jaetaan tulos vield syoteparametrin
tietojen keskihajonnalla. Télloin keskihajonta-arvo kuvautuu arvoksi 1 ja keskiarvo
arvoksi 0. Téssd tyossd kiytdn syotearvojen normalisointiin Juholan [2000] esittdmii

tapaa.

5.5. Testijoukon valinta ja neuroverkon rakentaminen

Aineiston pienehkon koon vuoksi kédytetddan neuroverkon testaamiseen ristiinvalidointia.
Ristiinvalidointi ~ toteutetaan ~ kymmenenkertaisena  ristiinvalidointina,  jolloin
satunnaisesti valittu kymmenesosa opetusjoukosta toimii aina kulloinkin testijoukkona
lopuille 9 kymmenesosalle, joita kiytetdin opetusjoukkona. Validointi suoritetaan siis
10 osassa, ja validoinnin tulos on ndiden 10 osavalidoinnin keskiarvo.

Tassd tyossd kasitellaan luokittelu-tyyppistda ongelmaa ja neuroverkko on
rakenteeltaan  monikerroksinen  perceptron, joka on luultavasti  suosituin
neuroverkkotyyppi.

Kéaytidn neuroverkkoa, jossa on yksi piilokerros, silli Juholan [2000] mukaan
piilokerroksia ei tarvita monta. Kolmella aktiivisella kerroksella, jossa on siis 2
piilokerrosta, voidaan Juholan [2000] mukaan kuvata periaatteessa kaikki mielekkait
kuvaukset. Koska mallinnettava systeemi ei tutkimukseni tapauksessa ole mitenkdin
erityisen monimutkainen, uskon parjdivani yhdelld piilokerroksella.

Juholan [2000] mukaan piilosolmujen liiallinen mé&édrdn kasvattaminen
monimutkaistaa systeemin mallintamaa funktiota, minkd vuoksi voi kdydd niin, ettd
verkko ei loydad yleistd ratkaisua, vaan tulee liian spesifiksi tai yliopetetuksi eli
ylisovitetuksi. Ylisovitus tarkoittaa sitd, ettd neuroverkko ei kykene luomaan yleisid
malleja, vaan toimii vain sellaisten satunnaisten mallien varastona, jotka tarjoavat vihdn
yhtéldisyyksid joukkoon, josta ndméd tapaukset on muodostettu [Hanson et al., 2001].
Téssd tyossd aloitan testaamisen 8 piiloneuronilla ja kokeilen kdytinnon testaamisen

loppuvaiheessa piiloneuronien méiiran muuttamisen vaikutusta tulokseen.
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Kéytidn neuroverkon muodostamiseen EasyNN Plus -ohjelmaa (kuva 11). Kyseisen
ohjelman kokeiluversio on saatavilla ilmaiseksi osoitteesta http://www.easynn.com/,
mutta koska kokeiluversiossa on rajoitettu opetusdatan méidra maksimissaan 100 riviin,
kdytdn tdmidn tyon yhteydessi ohjelman maksullista versiota. Ohjelmalle voidaan
syottdd opetusdataa kédsin tai tiedostosta, minkd jidlkeen mdiiritellddn halutut rivit
opetusjoukoksi ja toiset rivit validointijoukoksi. Tamén jédlkeen voidaan muodostaa,
opettaa ja validoida neuroverkko halutuilla neuroverkon ominaisuuksilla. On tirkedd

huomata, ettd neuroverkon validointijoukon tulee olla eri testijoukosta eridvé.

DS SR &7 = 2| Va1l 8 O =22 E X Q 2% ¥ |et wl|N W=

[pottikerro+ panostussut [Sitoutumint pelaajat asema flop turn river kierroksent [edellinen assa (uriku toimil toimi2 e
16 01500 0.0113 0. 0000 2. 0000 0. 5699 1.0000 0. 0000 1.0000 0. 0000 0. 0000 0.0000 L.0000 false toae |

b1 0.0800 0.4078 1.0000 2. 0000 0.9576 3.0000 0.0000 1.0000 0.0000 1.0000 1.0000 1.0000 false true
HiE bz 0. 0800 0. 4078 L. 0000 2. 0000 0.3063 2. 0000 1.0000 0.0000 0.0000 1. 0000 0.0000 0. 0000 talse true

se b3 0. 1000 0.4078 0. 0000 2. 0000 0.3063 1. 0000 1.0000 0.0000 0.0000 1. 0000 1.0000 0. 0000 false false

0 b 0.1400 0.4078 0.0000 2. 0000 0.5899 1.0000 0.0000 1.0000 0.0000 0. 0000 0.0000 1.0000 talse true

0. 2200 0.4078 0. 0000 3. 0000 0.5876 2. 0000 0. 0000 1.0000 0.0000 0. 0000 0.0000 1.0000 true false

0.0500 0.4078 1.0000 2. 0000 0.9876 3.0000 1.0000 0.0000 0.0000 1.0000 0.0000 1.0000 false true

0.1100 0.4078 L. 0000 2. 0000 0. 5899 2. 0000 0.0000 1.0000 0.0000 1. 0000 1.0000 L.0000 talse false

0.0500 0.4078 L. 0000 3. 0000 0.5576 2. 0000 1.0000 0.0000 0.0000 1. 0000 0.0000 0. 0000 false false

0.0400 0.4078 1.0000 3. 0000 0. 5899 4.0000 1.0000 0.0000 0.0000 1. 0000 0.0000 0.0000 talse true

0. 1400 0.4078 0. 0000 3. 0000 0. 5899 1. 0000 L.0000 0.0000 0. 0000 1. 0000 0.0000 L.0000 false false

0.1500 0.4078 L.0000 2. 0000 0.5699 2. 0000 1.0000 0.0000 0.0000 1.0000 0.0000 1.0000 false false

0. 1700 0.4078 L. 0000 3.0000 0. 5899 3.0000 1 0. 0000 false true

0. 0800 0.4078 L.0000 3. 0000 0.3063 3. 0000 L0000 false true

0.1100 0.4078 0.0000 2. 0000 0.5899 1.0000 n.nnnn talse true

0.1100 0.4078 0. 0000 2. 0000 0.5676 1. 0000 General 0. 0000 false false

0.1100 0.0113 0.0000 3.0000 0,957 1.0000 iadul32tvg 0. 0000 false true

0. 0900 0.4078 L.0000 3.0000 0.5576 2. 0000 Leamningoyoles: 300 koS ave cpcles not set 0. 0000 false true

0.1200 0.4078 0. 0000 3. 0000 0.5876 1. 0000 L. 0000 false false

0.0500 0. 4078 0. 0000 3. 0000 0. 5595 1. 0000 WELLEETE WSS LGy, MR 0. 0000 false rue

0.1100 0.0113 0. 0000 3.0000 0. 5899 1. 0000 Validating results: 48 B2 correct after rounding 1. 0000 true false

0.2000 0.0113 0.0000 4.0000 0.5699 1.0000 0. 0000 talse true

0.2000 0.0113 0.0000 4. 0000 0.3676 1.0000 Grid Hetwark 00000 false true

0. 0500 0.4078 L. 0000 5.0000 0.3063 2. 0000 Input coluins: 12 Input nodes: 12 0. 0000 false true

0.0500 0.4078 0.0000 3.0000 0.9575 1.0000 Hhnfczxs & 0. 0000 true false

Seral columns: il Hidden layer 1 nodes 8

0.2100 0.0113 0. 0000 3. 0000 0. 5699 2. 0000 i e s i ke 2 0 0. 0000 false toue

0.1000 0.0113 0.0000 4.0000 0.3063 1.0000 Hidden laper 3 nodes 0 0. 0000 false false

0. 1700 0.0113 0. 0000 4. 0000 0. 5899 2. 0000 Lfﬁg;ﬁs’:::ﬂ;':fﬂ“is ]5'? Dutp i 7 0. 0000 false true

0. 1000 0.0113 0. 0000 3. 0000 0. 5699 1.0000 DQuerying example fows i 0. 0000 false true

0.0800 0.0113 0.0000 3. 0000 0.3063 1.0000 Excluded example rows: 0 Seial input nodes: 0 L. 0000 talse true

Duplicated example rows: Serial oulput niodes: 0

0. 1400 0.0113 0. 0000 5. 0000 0. 5899 1.0000 L. 0000 true false

0.0700 0.0113 0.0000 5.0000 0.5899 1.0000 0. 0000 false false

0.0400 0.4078 1. 0000 4. 0000 0.9676 4. 0000 G 0. 0000 false true

0.0900 0.4078 0.0000 5.0000 . 5893 1.0000 Learning rate: 06000 Momentum 0.8000 0. 0000 ralse false

0.0500 0.4078 0.0000 4.0000 0. 5899 1.0000 Validaling 'correct' taiget. 100.00% L. 0000 talse true

0. 0500 0.4078 L. 0000 4. 0000 0.5876 2. 0000 e T L. 0000 ralse true

0.1000 0.4078 L.0000 2. 0000 0.5899 3.0000 0. 0000 true false

0.1100 0.4078 1.0000 2. 0000 0. 3676 2. 0000 Validating rules Missing data action 0. 0000 false false

0.0&00 0.0113 0. nooo 3.0000 0.3063 1.0000 sl ienn P Tt o olre e e 1. 0000 false false

0.1100 0.4078 0. 0000 2. 0000 0.9876 1. 0000 0. 0000 talse talse

0.1500 0.4078 0. 0000 3. 0000 0.5576 2. 0000 I Show b 2 s s operet) 0. 0000 true false

0.1300 0.4078 0.0000 4.0000 0.5899 1.0000 L. 0000 talse talse

0. 0600 0.4078 L. 0000 2. 0000 0. 5899 2. 0000 Histay | sae | Reiesh | [ Coinue | Jo.0000 false false

0. 1400 0.0113 0.0000 3.0000 0. 5899 1.0000 j0. 0000 false false

0.1900 0.4078 0. 0000 2. 0000 0. 5899 1. 0000 1. 0000 0. 0000 [0-0000 1~ o000 [0.0000 0.0000 talse false

0.0600 0.4078 0. 0000 3. 0000 0. 5899 1. 0000 0. 0000 |0. 0000 |.0000 |0 0ooo 0. 0000 0.0000 rrue talze

|
For Help, press Fi Fixed cycles stop: 300 cycles Row: 0 Col: 0 [z

Kuva 11 [EasyNN Plus, 2008]. Kuvakaappaus EasyNN Plus -ohjelmasta.

Kerron lisdd EasyNN Plus -ohjelman toiminnasta luvun 6 alussa.
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6. Neuroverkon opetus, validointi ja testaus

Kuten edelld luvussa 5 mainitsin, kidytin neuroverkon opetukseen, validointiin ja
testaukseen EasyNN Plus -nimistid ohjelmaa. EasyNN Plus kiyttdd aktivaatiofunktiona
sigmoidifunktiota, jonka kuvaaja on esitetty kuvassa 1.

Neuroverkon toimintaa testattiin 10-kertaisella ristiinvalidoinnilla 87 eri
datajoukolla, joissa muuttujien médrdd ja esiprosessointia sekd neuroverkon
ominaisuuksia on muutettu opetus- ja testauskertojen vélilldi pyrkien koko ajan
parempaan tulokseen.

Sain  nostettua tuloksen alkuperdisen, tdysin muokkaamattoman datan
opetuksenjdlkeisen validoinnin antamasta arvosta 39,29 arvoon 51,66. Neuroverkon
validoinnin tulokset ovat kiytdnnossd prosenttilukuja, jotka kertovat kuinka monta
prosenttia testijoukon riveistd sai oikean tuloksen opetettua neuroverkkoa kiyttamalla.

Neuroverkon kyky ennustaa vastustajan toiminto nousi siis yli 12 prosenttiyksikkod,
mitd voidaan mielestidni pitdd kohtuullisena tuloksena. Arvaamalla oikean tuloksen saisi
joka kolmas kerta, muokatulla datalla opetettu neuroverkko sen sijaan antaa oikean
tuloksen useammin kuin joka toinen kerta.

Dataa ja neuroverkkoa muokkaamalla olen toteuttanut yhteensd 87 erilaista
datajoukkoa. Ndistd saatavat tulokset on muodostettu 10-kertaisella ristiinvalidoinnilla
siten, ettd kullakin opetuskerralla 1/10 datajoukon riveistd toimii testijoukkona
(kdytdnnossd 113 tai 114 rivid) ja loput 9/10 opetusjoukkona. Testijoukot on luotu
satunnaisesti kdyttden apuna itse koodattua PHP-scriptii.

Jokaisen datajoukon kohdalla pyrin luomaan potentiaalisia vaihtoehtoja paremman
tuloksen saavuttamiseksi muodostaen uudet datajoukot aina jossain médrin vanhojen
pohjalta. Datan esiprosessointi tehtiin pddasiassa suoraan tietokantaan, ja normalisointi
toteutettiin omatekoisen PHP-scriptin avulla luomalla tietokantaan wuusi taulu
normalisoidulle versiolle vanhan taulun datasta. Normalisoinnin operaatiot suoritettiin
my0Os em. scriptin avulla. Datan siirtiminen tietokannasta EasyNN Plus -ohjelmalle
toteutettiin tekstitiedostosta, ja em. tekstitiedosto luotiin myds omatekoisella PHP-
scriptilla.

Jokaisella opetuskerralla data kiytiin 1dpi 300 kertaa, sillda suurempi ldpikdyntien
midrd ei olisi merkittdvisti vaikuttanut tulokseen. Tdmé ndhdddan myos EasyNN Plus -
ohjelman opetuksesta piirtdmistd kuvaajasta (kuva 12) erddn opetus- ja validointiajon
yhteydessd. Validointivirheen (oranssi kidyrd) pienentyminen hidastuu ratkaisevasti n.

100 epookin jilkeen.
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Training Error Maximum Average - ini idating error

1.0000

Learning rate: 0.600000
0.9000

Momentum: 0.800000
0.8000 Maximum error: 0.666670
0.7000 ,_/\\M Average error: 0.205137
0.6000 Minimum error: 0.000000

Target error: 0.010000
0.5000
0-1000); validating examples: 113
0.3000 4 Within 10.0% range. Score: 0
0.2000 Correct if rounded. Score: 56
0.1000

Validating: 49.6% OK

0 28 56 34 112 1# 169 197 225 254 300

Learning Cycles

Kuva 12 [EasyNN Plus, 2008]. EasyNN Plus-ohjelman piirtamisti kuvaajasta ndhdéén,

ettd validointivirheen pieneneminen hidastuu huomattavasti n. 100 epookin jélkeen.

Validointivirhe on neuroverkon opetuksen aikana mitattava virhe neuroverkossa
saadun tuloksen ja odotetun tuloksen vililli. Neuroverkon opetuksen aikana titi
validointivirhettd pyritddn pienentdmiddn sddtamilld neuroverkossa esiintyvid
painoarvoja. Mitd pienemmdiksi tdméd virhe saadaan, sitd paremman tuloksen
neuroverkko antaa validointijoukolla testatessa — tihén tulokseen kiteytyy neuroverkon
suorituskyky.

Neuroverkon opetus on hyvi lopettaa ajoissa, jotta yliopetusta ei tapahtuisi eikd
neuroverkon yleistamiskyky heikkenisi. Kuvan 12 esittimastd kuvaajasta ndhdaén, ettei
validointivirhe eikd nédin ollen neuroverkon tuottama validointitulos endd muutu
ratkaisevasti 100 epookin jidlkeen, minkd vuoksi neuroverkon opetus on jirkevdd
lopettaa suhteellisen pian timén jdlkeen.

Kuvassa 13 nidhdddn toinen esimerkki EasyNN-ohjelman muodostamasta
oppimiskuvaajasta. Tdhdn kuvaan on tarkoituksella valittu sellaisen validointi, josta on
saatu selkedsti huonompi tulos kuin kuvan 12 esittdméssd tilanteessa, jossa

validointitulos on 49,6 %.
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data5.tug

Training Error Maximum Average ini idating error

1.0000

Learning rate: 0.600000
0.9000

Momentum: 0.500000
0.5000 Maximum error: 0.681469
0.7000 _._,../u— Average error: 0.189380
0.6000 Minimum error: 0.000000

Target error: 0.010000
0.5000
0.4000 Validating examples: 114
0.3000 Within 10.0% range. Score: 0
0.2000 I Correct if rounded. Score: 30
0.1000

Validating: 26.3% OK

0 28 56 84 112 1M 169 197 225 254 300

Learning Cycles

Kuva 13 [EasyNN Plus, 2008]. Toinen esimerkki EasyNN-ohjelman antamista kéyrista
opetuksen yhteydessa.

Paapiirteiltddn kuvan 13 kuvaajat seurailevat samansuuruisia tasoja kuin kuvan 12
kdyrdt. Muutamia selkeitd eroja on kuitenkin havaittavissa. Keskiarvovirheen kayra
(vihred) on melkein samanlainen kuin kuvassa 12. Sen sijaan maksimivirheen kdyrdn
(punainen) muoto on muuttunut radikaalisti. Maksimivirheen kuvaajassa esiintyy paljon
enemmain vaihtelua kuvassa 13 kuin kuvassa 12, miki kertoo todennakoisimmin siité,
ettd oikeanlaisten painoarvojen maédrittely neuroverkolle on ollut jalkimmaéisessd
tapauksessa hankalampaa. Tdmid maddrittelyn vaikeus heijastuu myos suoraan
validointitulokseen, joka on jilkimmdisessd tapauksessa 26,3 %. Myods
validointivirheen kéyrdssd nidhdddn selvd ero: validointivirheen vdhenemisnopeuden
laskiessa rajusti n. 100 epookin jilkeen validointivirhe jatkaa silti vdhenemistd
aikaisemmassa tapauksessa (kuva 12). Myohemmadssd tapauksessa (kuva 13),
validointivirhe ldhtee jopa uudelleen kasvuun, mikd ennakoi my0s aiempaa huonompaa
validointitulosta.

Taulukosta 5 nidhdddn tulosneuronien esiintyminen eri validointijoukoissa.
Tulosneuronit jakautuvat validointijoukoissa mielestini riittdvidn tasaisesti. Joissakin
neuroverkon opetus- ja validointikerroissa EasyNN Plus -ohjelma halusi muuttaa
validointijoukon rivejd opetusjoukon riveiksi. Tdma johtui siitd, ettd validointijoukko
sisdlsi jonkin syotemuuttujan kohdalla arvon, jota ei 10ytynyt opetusjoukosta. Esimerkki
ohjelman virheilmoituksesta em. tilanteessa: “The grid contains validating data outside
the training range. Input column 1 ‘panostussuhde’, ‘0.8000° is not in the training
range.” Ratkaisuna tillaisessa tilanteessa muutettiin kyseinen validointijoukon rivi

opetusjoukon riviksi. Vaihtoehtona olisi ollut pudottaa rivi pois molemmista joukoista.
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Validointijoukko Luovutus Maksu Korotus
#1 31 43 39
#2 31 41 41
#3 42 43 29
#4 41 31 41
#5 35 35 44
#6 43 37 34
#7 36 32 45
#8 38 38 37
#9 45 36 33
#10 36 42 35

Taulukko 5. Tulosneuronien jakautuminen validointijoukoissa.

Ensimmiinen datan testaus neuroverkossa tehtiin tdysin kisitteleméttomalld datalla
ja ohjelman tarjoamilla oletusarvoisilla neuroverkon asetuksilla. Piiloneuronien
madridksi madriteltiin kuitenkin 8. Opetuskerroin, jota oletuksena kiytettiin, on 0,6 ja
momentti 0,8. Validointitulos tdysin kisitteleméttomalld datalla on 39,29 %. Koska
tulosneuroneita on yhteensi 3, tulos voidaan arvata oikein n. 33,3 % tapauksista, joten
kisittelemiton data antaa jo hieman paremman tuloksen kuin puhdas arvaus.

Seuraavat viisi testauskertaa sisdlsivdt kaikki luvussa 5 esitellyn datan
esiprosessoinnin (suhteellisilla ja lineaarisilla keskiarvoilla, taulukko 4) ja datan
normalisoinnin muodostamat variaatiot. Taulukosta 6 ndhdidin nédiden datajoukkojen
kuvaukset sekd 10-kertaisella ristiinvalidoinnilla saadut tulokset. Jokainen taulukon
data-numero vastaa yhtid opetus- ja validointikertaa erilaisella datalla neuroverkossa.
Numerointi alkaa taulukossa 6 numerosta 2 siksi, ettd alkuperdisen, kisitteleméttomén
datan opetus ja testaus toteutettiin numerolla 1.

Data # Kuvaus Tulos
2 Esiprosessoimaton ja normalisoitu data. 38,88
3 Esiprosessoitu (suhteellinen ka.) ja normalisoimaton data 38,31
4 Esiprosessoitu (suhteellinen ka.) ja normalisoitu data 37,10
5 Esiprosessoitu (lineaarinen ka.) ja normalisoimaton data 37,09
6 Esiprosessoitu (lineaarinen ka.) ja normalisoitu data 36,11

Taulukko 6. Datajoukot 2-6.

Kuten taulukon 6 tulos-sarakkeesta ndhdddn, neuroverkon tulosta ei saada
parannettua koko datajoukon esiprosessoinnilla ja normalisoinnilla. Muutokset
tuloksessa ovat suhteellisen pienid mutta negatiivisia. Datan ldpiprosessointi ikddn kuin

“tylsyttdd” datan kauttaaltaan, eikd parannusta ndin ollen synny. Seuraavaksi pyrinkin
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parempiin tuloksiin keskittymilld vain osaan muuttujista kerrallaan yrittden selvittaa,
mitkd muutokset vaikuttavat tulokseen parhaalla mahdollisella tavalla.

Seuraavat 10 testausta tein esiprosessoimalla vain yhden muuttujan kerrallaan
normalisoimatta dataa missdidn vaiheessa. Tulokset niistd testeisti ovat ndhtdvilld
taulukossa 7. Totuusarvomuuttujia ei ole esiprosessoitu, koska esiprosessointi on
suoritettu kuten luvussa 5 on esitetty. Kokeilin erikseen suhteellisen keskiarvon

mukaista esiprosessointitapaa, sekd lineaariseksi nimedmaiini esiprosessointia.

Data # Kuvaus Tulos
7 Vain syotemuuttuja pottikerroin esiprosessoitu (suhteellinen ka.) 39,11
8 Vain sydtemuuttuja panostussuhde esiprosessoitu (suhteellinen ka.) 42,55
9 Vain syotemuuttuja pelaajien méadri esiprosessoitu (suhteellinen ka.) | 38,57
10 Vain syotemuuttuja asema esiprosessoitu (suhteellinen ka.) 39,29
11 Vain sydtemuuttuja kierroksen panostukset esiprosessoitu 36,30
(suhteellinen ka.)
12 Vain sydtemuuttuja pottikerroin esiprosessoitu (lineaarinen ka.) 38,47
13 Vain sydtemuuttuja panostussuhde esiprosessoitu (lineaarinen ka.) 42,55
14 Vain syotemuuttuja pelaajien médri esiprosessoitu (lineaarinen ka.) 37,59
15 Vain sydtemuuttuja asema esiprosessoitu (lineaarinen ka.) 40,45
16 Vain sydtemuuttuja kierroksen panostukset esiprosessoitu 36,30
(lineaarinen ka.)

Taulukko 7. Datajoukot 7—-16.

Taulukosta 7 nidhdddn, ettd panostussuhteen ja aseman esiprosessoinnilla néyttiisi
olevan positiivinen vaikutus tulokseen. Datajoukkojen 7-16 kohdalla nidhdiin, ettd vain
yhdessi tapauksessa viidestd muuttujien esiprosessointi lineaarisen keskiarvon mukaan
on tuottanut paremman tuloksen kuin esiprosessointi suhteellisen keskiarvon mukaan.
Kahdessa tapauksessa esiprosessoinnilla ei ole ollut vaikutusta tulokseen. Tdmén vuoksi
en jatkossa kidytd enempidd aikaa eri metodeilla esiprosessoitavien datajoukkojen
luomiseen, vaan jatkan suhteellista keskiarvoa kdyttéen.

Seuraavaksi pditin kokeilla normalisoinnin vaikutusta edelld saatuihin tuloksiin.

Normalisoinnin vaikutus on nihtidvissi taulukossa 8.
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Data # Kuvaus Tulos
17 Data 7 normalisoituna 39,90
18 Data 8 normalisoituna 41,75
19 Data 9 normalisoituna 40,18
20 Data 10 normalisoituna 38,88
21 Data 11 normalisoituna 37,01
22 Data 12 normalisoituna 37,95
23 Data 13 normalisoituna 41,75
24 Data 14 normalisoituna 41,07
25 Data 15 normalisoituna 39,29
26 Data 16 normalisoituna 37,01

Taulukko 8. Datajoukot 17-26.

Viidessd tapauksessa kymmenesti normalisointi paransi tulosta
normalisoimattomiin esiprosessoituihin datajoukkoihin verrattuna, viidessd heikensi.
Alkuperdisen kisitteleméttoméan datan tulokseen verrattuna tulos on parantunut
datajoukoissa 17, 18, 19, 23, ja 24, minkéa lisdksi tulos on joukossa 25 sama. Ndami
vastaavat datajoukkoja, joissa kisitellyt muuttujat ovat pottikerroin, panostussuhde,
pelaajien miira sekd asema.

Seuraavaksi testasin kaikki variaatiot, joissa useampi kuin yksi edelld mainituista
viidestd muuttujasta on esiprosessoitu. Niin saatiin aikaan 11 uutta datajoukkoa, joiden

kuvaukset ja tulokset ovat nihtévilld taulukossa 9.

Data # | Kuvaus Tulos

27 Panostussuhde ja pottikerroin esiprosessoitu (suhteellinen ka.) 36,05

28 Panostussuhde ja pelaajien mééré esiprosessoitu (suhteellinen ka.) | 38,88

29 Panostussuhde ja asema esiprosessoitu (suhteellinen ka.) 44,30

30 Pottikerroin ja pelaajien mééré esiprosessoitu (suhteellinen ka.) 39,17

31 Pottikerroin ja asema esiprosessoitu (suhteellinen ka.) 38,75

32 Pelaajien méird ja asema esiprosessoitu (suhteellinen ka.) 42,13

33 Panostussuhde, pottikerroin ja pelaajien méédrd esiprosessoitu | 39,04
(suhteellinen ka.)

34 Panostussuhde, pottikerroin ja asema esiprosessoitu (suhteellinen | 36,05
ka.)

35 Panostussuhde, pelaajien méidrd ja asema esiprosessoitu | 39,23
(suhteellinen ka.)

36 Pottikerroin, pelaajien médri ja asema esiprosessoitu (suhteellinen | 39,17
ka.)

37 Panostussuhde, pottikerroin, pelaajien médrda ja asema | 39,04
esiprosessoitu (suhteellinen ka.)

Taulukko 9. Datajoukot 27-37.
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Datajoukoissa 38-48 (taulukko 10) testattiin datajoukkojen 27-37 data
normalisoituna. ~ Mikddn ndistd normalisoitujen  datajoukkojen  tuottamista
validointituloksista ei ollut parempi kuin datajoukon 29 tulos, joten yhd paremman
tuloksen etsimisti jatketaan datajoukon 29 perusteella. Datajoukossa 29 panostussuhde

ja asema on esiprosessoitu kdyttden suhteellista keskiarvoa.

Data # Kuvaus Tulos
38 Data 27 normalisoituna 38,00
39 Data 28 normalisoituna 44,10
40 Data 29 normalisoituna 42 .81
41 Data 30 normalisoituna 38,55
42 Data 31 normalisoituna 38,91
43 Data 32 normalisoituna 39,89
44 Data 33 normalisoituna 40,86
45 Data 34 normalisoituna 39,07
46 Data 35 normalisoituna 43.92
47 Data 36 normalisoituna 38,55
48 Data 37 normalisoituna 40,36

Taulukko 10. Datajoukot 38—48.

Seuraavissa 10 datajoukossa poistetaan kussakin 1 muuttuja kerrallaan

syotemuuttujista (taulukko 11). Esiprosessointi on suoritettu kuten datajoukossa 29.

Data # Kuvaus Tulos
49 Data 29, pottikerroin poistettu 40,91
50 Data 29, panostussuhde poistettu 37,42
51 Data 29, sitoutuminen kierrokseen poistettu 40,41
52 Data 29, pelaajien miiri poistettu 39,48
53 Data 29, asema poistettu 39,94
54 Data 29, kierroksen panostukset poistettu 43,58
55 Data 29, edellinen toiminto poistettu 39,53
56 Data 29, dssid poyddssi poistettu 41,31
57 Data 29, kuningas pdydissi poistettu 45,88
58 Data 29, virin veto pdydissi poistettu 50,67

Taulukko 11. Datajoukot 49-58.

Syotemuuttujien poistaminen on vaikuttanut tdhédn asti tehdyistd yksittdisistd toimista
eniten tuloksen paranemiseen. Totuusarvomuuttujien kuningas pdydédssd ja virin veto
pOydissd poistamisella oli positiivinen vaikutus aikaisempaan tulokseen. Jilkikédteen
ajateltuna voidaan siis todeta, ettd vihiten hajontaa tarjoavat 2-arvoiset muuttujat olisi
mahdollisesti kannattanut jattid pois alkuperiisestd sydtemuuttujajoukosta.

Taulukossa 12 ensimmiinen datajoukko, numero 59, on edellisistd datajoukoista
muodostettu yhdistelmd, jossa muuttujat kuningas poydissi ja véri on poistettu. Tdma
ei parantanut tulosta. Datajoukoissa 60—69 on muutettu piiloneuroneiden médrii

neuroverkossa kiyttden edelli saaduista tuloksista parasta, eli datajoukkoa 58.
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Kasitellddn tapaukset, joissa piiloneuronien miird on vélilld 1-11. Autio ja muut [Autio
et al., 2006] esittdvit omassa samankaltaisen verkon avulla tehdysséd tutkimuksessaan,
ettd useimmiten on parasta valita niin vdhin piiloneuroneita kuin mahdollista, jotta
vihennetdin yliopetuksen riskid. Tamidn sekd aineistoni suhteellisen pienen méiéirin

huomioon ottaen yli 11 piiloneuronin verkkoja ei ole mielesténi jirkevéa tarkastella.

Data # Kuvaus Tulos
59 Data 29, kuningas ja véri poistettu 42,79
60 Data 58, 1 piiloneuroni 50,76
61 Data 58, 2 piiloneuronia 49,26
62 Data 58, 3 piiloneuronia 50,67
63 Data 58, 4 piiloneuronia 47,75
64 Data 58, 5 piiloneuronia 37,32
65 Data 58, 6 piiloneuronia 49,89
66 Data 58, 7 piiloneuronia 45,45
67 Data 58, 9 piiloneuronia 49,24
68 Data 58, 10 piiloneuronia 46,70
69 Data 58, 11 piiloneuronia 45,55

Taulukko 12. Datajoukot 59-69.

Kuten taulukosta 12 ndhdiin, 1 piiloneuronilla toteutettu neuroverkko antoi vield
hieman paremman tuloksen kuin alkuperdinen 8 piiloneuronilla toteutettu. 3
piiloneuronilla toteutettu neuroverkko antoi saman tuloksen kuin alkuperdinen. Ero
tdssd tapauksessa on kuitenkin hyvin pieni, ja kyseessd ovat neuroverkon eivétka sille
annettujen syodtearvojen ominaisuudet, minkd vuoksi kokeilin neuroverkkoa vield seki 1
ettd 8 piiloneuronin avulla toteutettuna muuttamalla lisdksi oppimiskerrointa (learning
rate) ja momenttia (momentum). Alkuperiisessi testauksessa oppimiskerroin on saanut
arvon 0,6 ja momentti arvon 0,8.

Testataan neuroverkkoa eri asetuksilla taulukossa 13 kuvatuilla variaatioilla.
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Data # Kuvaus Tulos

70 Data 58, 1 piiloneuroni, oppimiskerroin 0,2; 4277
momentti 0,2

71 Data 58, 1 piiloneuroni, oppimiskerroin 0,2; 45,44
momentti 0,5

72 Data 58, 1 piiloneuroni, oppimiskerroin 0,2; 49,87
momentti 0,8

73 Data 58, 1 piiloneuroni, oppimiskerroin 0,5; 47.47
momentti 0,2

74 Data 58, 1 piiloneuroni, oppimiskerroin 0,5; 50,22
momentti 0,5

75 Data 58, 1 piiloneuroni, oppimiskerroin 0,5; 49,06
momentti 0,8

76 Data 58, 1 piiloneuroni, oppimiskerroin 0,8; 50,49
momentti 0,2

77 Data 58, 1 piiloneuroni, oppimiskerroin 0,8; 51,66
momentti 0,5

78 Data 58, 1 piiloneuroni, oppimiskerroin 0,8; 50,31
momentti 0,8

79 Data 58, 8 piiloneuronia, oppimiskerroin 0,2; 43,88
momentti 0,2

80 Data 58, 8 piiloneuronia, oppimiskerroin 0,2; 43,93
momentti 0,5

81 Data 58, 8 piiloneuronia, oppimiskerroin 0,2; 42.88
momentti 0,8

82 Data 58, 8 piiloneuronia, oppimiskerroin 0,5; 44,37
momentti 0,2

83 Data 58, 8 piiloneuronia, oppimiskerroin 0,5; 44.48
momentti 0,5

84 Data 58, 8 piiloneuronia, oppimiskerroin 0,5; 46,52
momentti 0,8

85 Data 58, 8 piiloneuronia, oppimiskerroin 0,8; 4421
momentti 0,2

86 Data 58, 8 piiloneuronia, oppimiskerroin 0,8; 46,94
momentti 0,5

87 Data 58, 8 piiloneuronia, oppimiskerroin 0,8; 44,59
momentti 0,8

Taulukko 13. Datajoukot 70-87.

Paras tulos saadaan, kun kéytetddn yhtd piiloneuronia ja oppimiskertoimeksi asetetaan
0,8 sekd momentiksi 0,5 (datajoukko 77). Talloin neuroverkon validointitulos on 51,66,

joka on myos lopullinen tulokseni.
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7. Tulokset ja yhteenveto

Tétd tutkimusta tehdessidni huomasin joissakin vaiheissa vaihtoehtoisia tapoja toimia, ja
saatuani oman tutkimukseni paitokseen pystyn esittdmiiin joitakin oletuksia siitd, miten
tutkimuksessa olisi voitu pdédstd parempaan tulokseen.

Suurin  yksittiinen muutos neuroverkon validointituloksessa tapahtui, kun
pudotettiin yksi totuusarvo-tyyppisistd muuttujista pois. Muuttujien valinnalla on tietysti
suuri merkitys validointituloksen kannalta, ja edellinen huomio tukee tdti. Muuttujien
valintaa olisi voinut pohtia vield syvillisemmin, ja neuroverkon toimintaa olisi voinut
testata erillisilli muuttujajoukoilla laajemminkin, mikd ei ollut tidmén tutkimuksen
puitteissa mahdollista.

Eri datajoukkojen muodostamisen olisi voinut tehdd eri jirjestyksessd, aloittaen
juuri esimerkiksi kdytettivien muuttujien valinnasta ja muokaten vasta sen jdlkeen
niiden arvoja.

Datajoukkojen esiprosessointi olisi myOs voitu suunnitella paremmin etukiteen.
Joissakin tyon toteutuksen vaiheissa huomasin, ettd eri tavalla esiprosessoidulla
muuttujalla olisi voinut olla positiivinen vaikutus lopputuloksiin.

Tulos on parempi kuin arvaamalla saatu, mutta pokeriammattilainen saattaisi voittaa
neuroverkon tuloksen. Téssd yhteydessd ei ole ollut mahdollista tutkia
pokeriammattilaisen kykyd ennustaa vastaavia tilanteita.

Yksi syy huonompaan tulokseen kuin esimerkiksi Davidsonin tutkimuksessa on se,
ettd olen kerdnnyt datani peleistd, joissa pelataan oikealla rahalla. Pelattaessa oikealla
rahalla pelaajien taso on yleensd korkeampi, ja pelaajat vaihtelevat pelityyliddn
useammin. Davidson myontdd pelityylin nopean vaihtelun olleen yksi mallintamista
vaikeuttava tekijd, mutta uskon, ettd hdnen aineistossaan vaihtelua on vihemmin, silld
hin on keridnnyt datansa IRC-pokeri -peleist, joissa ei liitku rahaa.

Myoés se, ettd omassa aineistossani oli paljon pelaajien vilistd hajontaa, heikensi
luultavasti tulosta. Vaikka tietyt perustaktiikat ovat keskendidn yhtenevid, jokaisella
pelaajalla on kuitenkin pitkélld aikavililld tarkasteltuna omaperiinen tapansa pelata.

Kisittelen lopuksi  vield joitakin jatkotutkimus- ja  kehitysehdotuksia.
Ensimmadiseksi voin todeta, etti paremmin valituilla ja esiprosessoiduilla muuttujilla
voi olla mahdollista pééstd parempaan tulokseen. Toisenlaista ndkokulmaa voisi etsid
myos tutkimalla esimerkiksi tarkemmin rajattua pelaajajoukkoa.

Yksi mielenkiintoinen lisdtutkimuksen kohde olisi verrata neuroverkon
ennustuskykyd pokeriammattilaisen vastaavaan. Pokeriammattilaiselle voitaisiin antaa
esimerkiksi samat sydtetiedot kuin neuroverkolle, yksi kerrallaan, ja hin voisi niiden

avulla pyrkid ennustamaan pelaajien toimintoja. Téllaisen koejérjestelyn antamien
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tulosten perusteella on helppo verrata neuroverkon paremmuutta tai huonommuutta
suhteessa pokeriammattilaiseen.

Téssd tydssd on tutkittu pidasiassa pienen rahan kiteispelejd, joissa pelimuotona on
Texas Hold’em fixed limit. Erikokoisilla panostuksilla voitaisiin helposti saada
erityyppisid tuloksia, silli yleensd parhaat pelaajat pelaavat isommilla panoksilla.
Turnauspelit ovat kidytinnossd oma lajinsa, jossa riittdisi myOs tutkittavaa. Lisiksi
tutkimuksen aiheita 10ytyisi varmasti my0s no limit -pelin parista, puhumattakaan tiysin

muista pokerin varianteista.
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