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Téssa kandidaatintutkielmassa selvitetdédn, miten teollisuudessa toteutetaan huoltoja, mita on
data-analyysi ja koneoppiminen ja miten niité voidaan hyddyntaé teollisuuden koneiden huoltotar-
peen ennustamiseen. Tutkimuskysymyksena on selvittdd, mitd koneoppimismallien hyédyntédmi-
nen teollisuuden laitteiden huoltotarpeen ennustamiseen vaatii.

Teollisuuden huoltomenetelmid kasiteltdessa kiinnitetddn huomiota erityisesti eri tapojen en-
nustustarkkuuteen, niista aiheutuviin kustannuksiin ja siihen kuinka paljon ennen mahdollista ko-
neen hajoamista pystytdan kasiteltavalld huoltomenetelmalld reagoimaan. Késiteltdvat huolto-
menetelmat ovat reagoiva kunnossapito (reactive maintenance), ehkéiseva huolto (preventive
maintenace), sovellettu huolto (condition-based maintenance), ennakoiva kunnossapito (predic-
tive maintenance) ja ohjaava kunnossapito (prescriptive maintenance).

Data-analyysia esiteltdessa keskitytdan data-analyysin perusperiaatteisiin, vaiheisiin ja yleisiin
ongelmiin. Koneoppimista kasiteltdessa esitelldén, miten data-analyysia voidaan jatkaa koneoppi-
misella, mit& koneoppiminen kdytdnndssé on ja millaisia ovat koneoppimisen nelja yleistd paalin-
jaa. Koneoppimisen esittelya jatketaan kertomalla tapaustutkimusten avulla, miten koneoppimista
kaytanndssa hyddynnetdan. Lopuksi vertaillaan tapaustutkimuksia keskendan ja pohditaan, mi-
ten I6ydettyja koneoppimisen hyédyntamistapoja voidaan oikeasti kéyttéda teollisuuden koneiden
huoltotarpeen ennustamiseen.

Koneoppimisen hyédyntdminen teollisuuden koneiden huoltotarpeen ennustamiseen vaatii laa-
dukasta dataa, koneeseen liittyvaa kontekstintuntemusta, data-analyysin suorittamista ja koneop-
pimismallin hyédyntamista. Toimivaa koneoppimismallia voidaan tehostaa parantamalla minka ta-
hansa edelld mainitun vaiheen toimintaa.

Avainsanat: koneoppiminen, kunnossapito, data-analyysi, ennakoiva kunnossapito, ohjaava kun-
nossapito
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1. JOHDANTO

Tassa kandidaatintutkielmassa tutkitaan data-analyysia ja koneoppimista teollisuuden
laitteiden huoltotarpeen ennustamisen apuna. Koneoppimisen ja data-analyysin hyédyn-
tamista teollisuudessa tutkitaan nykyisin yleisesti runsaasti, mutta suomen kielella melko
vahan. Tassa tutkielmassa selvitéan, mitd koneoppimisen hyddyntaminen teollisuuden lait-
teiden huoltotarpeen ennustamiseen vaatii ja ettd mita hyétyja koneoppimisen avulla on
saavutettavisssa.

R. Patil ym. (2023) esittelevat tutkimuksessaan, miten datan avulla voidaan erindisten ko-
neoppimismallien avulla tehd& ennustuksia koneen hajoamisesta tulevaisuudessa. Tutki-
mus on nakdkulmaltaan eri koneoppimismallien tarkkuutta vertaileva.

Sipos ym. (2014) esittelevat tutkimuksessaan, miten teollisuuden koneita ajavien ohjel-
mistojen lokien avulla voi suorittaa ennakoivaa kunnossapitoa.

Jiang ym. (2022) esittelevat, miten teollisuuden koneista keratyn sahkétiedon perusteella
voi suorittaa ennakoivaa kunnossapitoa. Tutkimus on nakdkulmaltaan eri koneoppimis-
mallien tarkkuuksia vertaileva.

Goby, Brandt ja Neumann (2023) esittelevat tutkimuksessaan, miten yhdistelemalla sy-
vaoppimista ja vahvistusoppimista voidaan suorittaa ohjaavaa kunnossapitoa. Tutkimuk-
sessa keskityttiin vertailemaan kustannuksia esitellyn koneoppimismallipohjaisen huolto-
strategian ja data-analyysia hyddyntamattémien huoltostrategioiden valilla.

Koneoppimisen teollista hyddyntamista pidetaan usein kallina ja monimutkaisena koko-
naisuutena toteuttaa. Etsiessani erilaisia tapoja toteuttaa teollisuuden koneiden huoltoa
I6ydan myoés kustannustehokkaita ja yksinkertaisia tapoja pitda koneet kunnossa.

Tutkielmassani pyrin vastaamaan asettamaani tutkimuskysymykseen: Mita koneoppimis-
mallien hyédyntdminen teollisuuden laitteiden huoltotarpeen ennustamiseen vaatii? Tu-
loksena huomasin, ettd riippumatta valitusta koneoppimismallia hyddyntavasta huolto-
strategiasta, tarvittavat toimenpiteet ovat samankaltaiset. Joka tapauksessa tarvitsee ke-
rata dataa, tuntea datan konteksti, analysoida dataa ja hyédynta& koneoppimismallia.

Tutkielmassani esittelen aluksi teollisuuden erilaisia huoltotapoja, jotta saan selvennettya
mitkd ovat vaihtoehtoisia ratkaisuja koneoppimismalleille pohjautuville ratkaisuille. Taman
jalkeen esittelen data-analyysin, jota teollisuudessa nykyisellaan tehdaan paljon. Jatkan



data-analyysista esittelemalld, miten sita voidaan laajentaa koneoppimismalleihin pohjaa-
vaan ennustavaan data-analyysiin. Taman jalkeen esittelen muutaman yleisen koneoppi-
mismallin. Aivan lopuksi tutkin ja vertailen, miten koneoppimismallit ovat todellisuudessa
hyédynnettavissa kunnonvalvonnassa muutaman tapaustutkimuksen avulla.

Suoritin tiedonhaun Andor -verkkokirjastoon tehdyilla hauilla. Kaytin osiokohtaisia ha-
kusanoja ja pyrin l16ytamaan kuhunkin esittelyosioon |ahteeksi ainakin yhden kirjan ja
kaikkiin osioihin ainakin yhden télla vuosikymmenella tehdyn artikkelin. Hakusanoina kay-
tin esimerkiksi "industrial prescriptive maintenance", "industrial predictive maintenance"ja
"industry 4.0". Rajasin hakutuloksista valitsemalla kasittelyyn vain Andor -verkkokirjaston
relevanttiusjarjestyksessad ensimmaiset kymmenen ja niistd seuloin sopivimman oloiset
tarkastelemalla otsikoita, tekij6ita ja julkaisualustoja. Mikali artikkeli vaikutti viela taman-
kin jalkeen hyvalta, luin sen tiivistelman ja yhteenvedon, joiden perusteella paatin joko
hyddyntaa tai olla hyddyntaméatta artikkelia. Mikéli huomasin jonkin tutkimani artikkelin si-
séltavan runsaasti hyédyllisia viittauksia samaan artikkeliin, tarkastin myds sen Iapi, ja

nain Idysin muutaman hyddyllisen lahteen.



2. TEOLLISUUDEN HUOLTOMENETELMIA

Teollisuuden laitteet vaativat jatkuvaa huoltoa toimiakseen. Tassa osiossa esittelen teolli-
suuden huoltomenetelmia kaavion [ avulla.

2.1 Data-analyysiton kunnossapito

Yleisia data-analyysia hy6dyntamattdmia huoltostrategioita ovat esimerkiksi reagoiva kun-
nossapito (reactive maintenance) ja ehkaiseva huolto (preventive maintenace). R.Patilin
ym. (2023) mukaan reagoivassa kunnossapidossa odotetaan jonkin osan hajoavan ja
se vaihdetaan hajoamisen jéalkeen. Ehkadisevasséa huollossa tehddan huoltoja, tarkastuk-
sia tai osien vaihtoja ennalta maaritellyn aikataulun mukaisesti. Kaytdnndéssa useimmiten
kaytetdan naiden kahden tavan jonkinlaista yhdistelmaa riippuen huollettavasta laitteesta
ja siitd, mik& on halvin tapa pitaa laite kunnossa. Reagoivan kunnossapidon suurimmat
kustannukset tulevat laitteen seisonta-ajasta, usein vielapa yllattavalla hetkelld, ja eh-
kdisevan huollon kustannukset tulevat turhaan tehdyista kunnossapitotéista. Ehkaiseva
huolto ei kuitenkaan aina onnistu odotetusti. Koneiden osat voivat hajota odotettua aiem-
min, sillA koneet toimivat eri tavoin eri olosuhteissa ja vaihdetut osat voivat olla huono-
laatuisia. Talldin joudutaan edelleen korjaamaan hajonnutta konetta ennakoivista toimen-
piteistd huolimatta. Toisaalta ennakoivassa huollossa huolto voi tapahtua myds tarvittua
aikaisemmin, jolloin koneen ehjaa kayttdikaa eli RULia (remaining useful life) jaa turhaan
hyédyntaméatta.

Reagoiva kunnossapito ja ehkaiseva huolto eivét tarvitse tietoa koneen hetkellisesta kun-
nosta koneen toimiessa normaalin oloisesti. Jos koneen ajantasaista kuntoa haluttaisiin
mitata perinteisin menetelmin, voitaisiin visuaalisesti tutkia osia ja mitata niiden fyysis-
ta kulumista (Abubakr ym.|2021). Nain ei useinkaan tehda, koska kuluvat osat ovat usein
my®s liikkuvia osia, hankalasti tarkasteltavina syvalla koneen sisalla tai peitettyiné valmis-
tettavalla tuotteella. Niiden tutkimista voidaan taten ollen harjoittaa vain koneen ollessa
pysahtyneend eli esimerkiksi aikasidonnaisten huoltojen aikana. Koneen pysayttdminen
on kuitenkin I&dhes poikkeuksetta kallista.



enb/Qa

Preventative Maintenance Attempts to Fix Something
Before It’s Broken.. But it May Be Too Early or Too Late

Asset Health

Data-Driven Maintenance Identifies Trends and/or
Preset Conditions with Data to Predict & Prevent Failure

Cost to Repair

Failure Occurs (F) @

Time

Kuva 1. Kaavio eri huoltomenetelmien vaikutusalueista (Hanly|2020)

2.2 Dataohjattu kunnossapito

Teollisuuden laitteiden huoltotarvetta voidaan ennustaa erilaisilla tarkkuuksilla data-analyysin
avulla. Dataohjattu kunnossapito jaetaan kaavion[1 mukaan sovellettuun huoltoon (condition-
based maintenance), ennakoivaan kunnossapitoon (predictive maintenance) ja ohjaa-
vaan kunnossapitoon (preventive maintenance) ennustuksen tarkkuuden ja ajoituksen
ennen hajoamista mukaan.

Sovellettu huolto on naistéd epatarkin ennustusmenetelma, se kykenee ennusta-
maan koneen hajoamisen vasta lahelld itse hajoamista, mutta toisaalta se on ylei-
sesti implementointikustannuksiltaan halvin eli véhiten ohjelmistoty6ta vaativa tapa.
Sovelletussa huollossa annetaan koneen osien kuntoa valvovien sensoreiden mittaa-
mille arvoille asiantuntija-arvioon perustuvat héalytysrajat, joiden ylittymisen jalkeen
kone korjataan (R. Patil ym. |2023). Halytyskynnykset aiheuttavat sovelletussa huol-
lossa myds ongelmia. Jos hélytyskynnys asetetaan liian tiukaksi, vaaria halytyksia voi
tulla myds mitattavien arvojen normaalista vaihtelusta. Toisaalta jos hélytyskynnys on
liian salliva, kone saattaa ehtia hajota odotettua laajemmin ennen héalytysta.

Ennakoiva kunnossapito eroaa sovelletusta huollosta siten, etta se pyrkii I6ytdmaén
datasta kehityssuuntia ja ennustamaan niiden avulla, milloin kone tulisi tarvitsemaan
huoltoa (Goby, Brandt ja Neumann 2023). Ennustettu hajoamisaika minimoi seisonta-
ajan, mutta menetelman kayttéonotto vaatii huomattavia investointeja datan keraami-
seen, Kasittelyyn ja analysointiin (R. Patil ym. [2023). Idealistisesti ennakoivan kun-
nossapidon toimiessa ei tule lainkaan seisakkia ennalta maarittamattémana aikana



ja huoltomenot ovat mahdollisimman pienet, silld osat vaihdetaan juuri ennen, kuin
niiden heikentyneestd kunnosta alkaisi olla haittaa. Nain ollen osia ei tarvitse tar-
kastaa ja vaihtaa niin usein, joten saastetdan myds tydtunteja. Ennakoivan kunnos-
sapidon toimiessa taydellisesti sdastyttaisiin myds koneen hajoamisista johtuvilta on-
nettomuuksilta. Ennakoivan kunnossapidon eras keskeisista vahvuuksista onkin huo-
mioiminen, ettd kone saattaa toimia esimerkiksi olosuhteiden vuoksi eri tavalla kuin
sen tyyppisten koneiden pitdisi toimia. Esimerkiksi mittaustulosten suuruusluokka voi
vaihdella suurestikin ulkoisten olosuhteiden vuoksi, jolloin samat hélytysrajat kaikil-
le samanlaisille koneille eivat tuottaisi riittdvan tarkkoja arvioita tilanteen halyttavyy-
desta. Toinen ennakoivan kunnossapidon keskeisistéd vahvuuksista on, etta konetta
tutkitaan sen ollessa kaynnissa.

Ohjaava kunnossapito eroaa Gobyn, Brandtin ja Neumannin (2023) mukaan enna-
koivasta siten, etta siind missa ennakoiva kunnossapito tyytyy kertomaan, etta jotain
on hajoamassa, ohjaava kunnossapito pyrkii kertomaan mita koneen toiminnassa pi-
tad muuttaa, jotta mitdén ei hajoa. Ohjaavaa kunnossapitoa toteutetaan paaosin kah-
della eri tavalla: joko reagoidaan ennustettuihin arvoihin erindisin optimisointikeinoin
tai lasketaan paras mahdollinen toimintaratkaisu datasta simulaation avulla. Kaytan-
ndssa kuitenkin ohjaavassa kunnossapidossa pyritdan |6ytdmaan ongelmia aiheutta-
vat juurisyyt jo ennen kuin ne alkavat aiheuttaa ongelmia. Data-analytiikan kannal-
ta ohjaava kunnossapito eroaa ennakoivasta lahinnd monimutkaisemmalla koneop-
pimisen hyddyntamiselld. Keratty data on usein jopa samaa, kuin milld toteutettai-
siin ennakoivaa kunnossapitoa. Toimiessaan ohjaava kunnossapito minimoisi konei-
den huoltokustannukset. Ennakoivaan kunnossapitoon verrattuna suurempi koneop-
pimisosaamisen tarve ja sitd my6ta suuremmat kayttéonottokustannukset kuitenkin
hidastavat menetelméan laajempaa hyddyntamista.



3. KONEOPPIMINEN TEOLLISUUDESSA

Jotta teollisuuden laitteiden kunnonvalvontaa voidaan toteuttaa koneoppimista hyddyn-
taen, tarvitaan data-analytiikkaa. Tassa osiossa esittelen data-analyysia yleisesti ja ko-
neoppimisen nelja paalinjaa.

3.1 Data-analyysi

Jatkuvasti kasvava maéara dataa hankitaan, sail6taan ja prosessoidaan. Datan avulla au-
tomatisoidaan ja hallitaan teollista tuotantoa, jakelua, logistiikkaa ja tuotantoketjuproses-
seja. Runklerin (2012) mukaan data-analyysin tarkeimpana tehtavana teollisuudessa on
prosessien optimisointi ja yhtién kilpailukyvyn parantaminen. Juuri data-analyysi onkin
ollut yksi neljannen teollisen vallankumouksen keskidssé olevista teknologioista (Ajayi,
Bagula ja Maluleke [2022).

Data-analyysi koostuu yleisesti neljasta vaiheesta: valmistelusta (preparation), esikasitte-
lysta (preprosessing), analyysisté (analysis) ja jalkikasittelysta (postprosessing).

Valmistelu: Runklerin (2012) mukaan Tarkemmin valmistelukin jaetaan neljaén osaan.
Data-analyysin valmistelu aloitetaan suunnittelulla (planning). Hyvin hoidetun suun-
nittelun jalkeen data-analyysin tekija tietda, mita analysoitava data kaytdnndssa tar-
koittaa ja mit& analysoitavasta datasta olisi saatava irti. Valmistelua jatketaan datan
kerdamiselld (data collection) ja datan valinnalla (data selection) (Runkler 2012). Da-
tan laatu aiheuttaa usein ongelmia, jotka on helpointa torjua juuri tdssa vaiheessa.

Yleisia datan laatuun liittyvid ongelmia ovat esimerkiksi datan |&hettgjan ja vastaanot-
tajan eridvat standardit metadatan ja merkinnan suhteen (Hunziker ym.2017), data-
putken (datapipe) ongelmat eli se, kun dataa ei jostain syysta odotetusti tulekaan, ja
duplikaatit datassa (Lindstrdm ym. 2023). Datan ongelmia tunnistetaan yleisesti da-
tan laadun tarkastuksella (Data Quality Assesment DQA) eli kdytanndsséa katsotaan
joko automaattisesti tai manuaalisesti, onko datassa heikon datalaadun tunnusmerk-
keja. Loydetyt ongelmat ratkotaan ennen kuin data-analyysia jatketaan valmistelua
pidemmalle. Valmistelun viimeinen vaihe on uusien arvojen laskeminen saadusta da-
tasta (feature generation). Kaytdnndssa tama tarkoittaa usein sita, etta tarvittaessa
lasketaan uudeksi sarakkeeksi numeerisesta datasta tunnuslukuja, kuten vaikkapa



tietyn ajan keskiarvoa.

Esikasittely: Data sisaltdd kaytanndsséa lahes aina virheita ja hairi6ita, sita taytyy
skaalata tai sitd on ainakin keratty keskendan erilaisista lahteista (Runkler 2012).
Naitd ongelmia ratkaistaan esikasittelylla. Esikasittely aloitetaan datan siivoamisella
(cleaning) ja rajaamisella (filtering). Naita oikeastaan saatetaan aloittaa jo DQA:n yh-
teydessa, jos esimerkiksi poistetaan datajoukosta duplikaatteja. Dataa voidaan siivo-
ta ja rajata esimerkiksi algoritmien avulla tai hakemalla poikkeamia tiettyjen tunnus-
merkkien perusteella. Lisaksi esikasittelyssa voidaan standardisoida (standardiza-
tion) ja muuntaa (transformation) dataa (Runkler 2012). Kéytdnndssa dataa siis voi-
daan esimerkiksi normittaa analyysin tarkentamiseksi.

Analyysi ja jalkikasittely: Itse analyysivaiheen toimenpiteet riippuvat hyvin paljon
siitd, minkalaista dataa tutkitaan. Analyysivaiheessa dataa voidaan visualisoida (vi-
sualization) ja siitd voidaan lisaksi etsid trendeja korrelaatioista (correlation), luokit-
telemalla (classification), lineaarisen regression avulla tai ryvastamalla (clustering)
(Runkler 2012). Se, mita datalle tarkemmin ottaen analyysivaiheessa tehdaan, riip-
puu aina data-analyysin tavoitteista. Runklerin (2012) mukaan datan perusteella voi-
daan pyrkia myds ennustamaan datan tulevia arvoja (forecasting). Analyysin jalkeen
jalkikasittelyssa datasta tehdaan tulkintoja (interpretation), tuloksia arvioidaan (eva-
luation) ja ne dokumentoidaan.

Suurin osa teollisuudessa tehtavasta data-analyysista ei tdhtda koneoppimiseen. Nykyi-
sin useissa tapauksissa riittda, ettd dataa ylipdansa tulee, vaikka sita tulisikin viiveel-
1a. Useimmiten historiallisen datan visualisointeja seurataan pitkalta aikavalilta ja niiden
perusteella tehddan asiantuntija-arvioita laitteiden tilasta. Pelkan historiallisen datan ih-
misen toimesta tapahtuva tulkitseminen vaatii asiantuntemusta ja usein tulkittavia datan
visualisointeja on paljon.

3.2 Koneoppiminen

On arvioitu, ettd datan kokonaismaara on yli 300 kertaistunut vuosien 2005 ja 2020 valil-
1& (Vermeulen 2020). Datan maéran kasvu sekd mahdollistaa aiempaa tarkemman ana-
lysoinnin suoraan datan perusteella ettd vaatii analysoinnin aiempaa laajempaa auto-
matisointia. Koneoppiminen edesauttaa naistd molempia. Ajayin, Bagulan ja Maluleken
(2022) mukaan koneoppiminen on tekodlyn alayksikkd, joka opettelee datan avulla luokit-
telemaan tai tekemaan ennustuksia automaattisesti. Koneoppiminen jaetaan neljaan paa-
linjaan: ohjattuun oppimiseen (supervised learning), ohjaamattomaan oppimiseen (un-
supervised learning), vahvistusoppimiseen (reinforcement learning) ja syvaoppimiseen
(deep learning).

Ohjattu oppiminen vaatii Kdméaraisen (2023) mukaan harjoitusdatan, josta tunne-



taan syéte ja tuloste. Harjoitusdatan avulla ohjatulle oppimiselle osoitetaan, etta mi-
ta tulosteita kullakin syodtteella tulisi saada. Ohjattu oppiminen luo tdman perusteella
funktion, jonka avulla se yhdistdd syodtteet tulosteisiin. Funktion tarkkuutta tutkitaan
testidatan avulla siten, ettéd annetaan koneoppimismallille pelkéat syétteet ja verrataan
sen valitsemia tulosteita todellisiin tulosteisiin.

Ohjaamattomassa oppimisessa ei anneta koneoppimismallille tulosteita, kuten oh-
jatussa oppimisessa. Sen sijaan pelkat syétteet riittavat. Ohjaamaton oppiminen luo
syétteistd uusia kuvauksia. Tata hyddynnetaan usein esimerkiksi ryvastamiseen. Oh-
jaamattoman oppimisen suurin etu on, ettd se voi hakea tietoa taysin automaattisesti.
(Kéaméarainen 2023)

Vahvistusoppimisessa ei ole kdytdssa syoétteitd, eika tulosteita. Sen sijaan vahvis-
tusoppimisessa on agentti, jota ohjataan palkkioilla ja rangaistuksilla 16ytamaan par-
haat toimintatavat. Agentti tarvitsee sydtteekseen ympéristdn tilan, jonka perusteella
se valitsee pitkélla aikavalilla palkkioiden perusteella suurimman tuoton antavan toi-
mintatavan. (Kdmarainen [2023)

Syvaoppiminen on yleisnimi neuroverkkopohjaisille 1ahestymistavoille koneoppimi-
seen. Neuroverkot koostuvat paattelimista (percetron), jotka matkivat toiminnaltaan
yksittéisia aivosoluja. Paattelimia yhdistellaéan rinnakkain ja perakkain neuroverkoik-
si. Syvaoppiminen on nykyaan tutkituin koneoppimistapa ja sité pystyy hyédyntamaan
aarimmaisen laajalti. (Kamarainen 2023)



4. TAPAUSTUTKIMUKSIA KONEOPPIMISEN
KAYTOSTA HUOLTOTARPEEN ENNUSTAMISESSA

T&ssa osiossa esittelen ja vertailen kolmea eri tapaustutkimusta koneoppimisen hyddyn-
tamisesta teollisuuden koneiden huoltotarpeen ennustamisessa.

4.1 Logipohjainen koneoppimismalli

Sipos ym. (2014) esittelevat tutkimuksessaan, miten sovellettua huoltoa voi toteuttaa lait-
teen ohjelmiston lokin avulla. Normaalisti lokeja kaytetdan lahinn& ohjelmistovirheiden
korjaamiseen, joten niiden hyddyntaminen kunnonvalvonnassa vaatii runsaasti datan esi-
kasittelya. Lokeista saadun datan monipuolisuus on samaan aikaan vahvuus ja heik-
kous analyysin kannalta. Vahvuutena tietoa on paljon saatavilla, mutta heikkoutena se
ei ole standardisoitua ja liséksi luonnollista kieltd kaytettdessa samoilla sanoilla saate-
taan tarkoittaa eri asioita. Pienetkin vaarin ymmarretyt merkityserot voivat muuttaa tulos-
ta huomattavasti. Yksittaisen lokimerkinnan merkityksen pienentamiseksi tadssa tapauk-
sessa hyddynnetddn moni-ilmentyma oppimista (multi-instance learning), jossa data jae-
taan joukkioihin (bag) ja joukkioille annetaan negatiivinen arvo, jos kaikki sen sisaltdmat
ilmentymét ovat negatiivisia. Mikéli yksikin ilmentym& on positiivinen, on koko joukkio
positiivinen. Tasséa tutkimuksessa positiivisena pidettiin viitettd koneen tulevaan vikaan.
Tutkimuksessa dataa eriteltiin lokimerkinndistd muun muassa parsimalla luonnollista kiel-
ta, poimimalla numeerisia arvoja ja etsimalla tapahtumaketjuja. Tutkimuksessa vertailtiin
myds miten eri maarien ominaisuuksia poimiminen vaikuttaa lopputulokseen.

Tutkimuksessa tavoitteena oli luokitella joukkioita oikein. Datajoukkioita luokiteltiin tuki-
vektorikoneen (Support Vector Machine SVM) avulla. SVM:lle annettiin harjoitteluvaiheen
aikana datajoukkioita ja tieto joukkion positiivisuudesta. Sen perusteella SVM loi rajat,
joiden avulla ennustettiin, milla ominaisuuksilla yksittdinen joukkio oli positiivinen ja milla
negatiivinen. (Sipos ym. |2014)
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Kuva 2. Kaavio Sipos ym. (2014) tuloksista

Kuten kuvasta [2 on tulkittavissa, vika on ennustettavissa tutkimuksessa esitellylla tavalla
sitd tarkemmin, mitd lahempand vikaantumista ollaan. Toisaalta tutkimuksessa huomat-
tiin, ettd ennustettu todennakoisyys vikaantumiselle ei muuttunut aina paivien valilla sula-
vasti tai samaan suuntaan, mika laski huomattavasti mallin luotettavuutta. Tutkimuksessa
huomattiin myds tarkkuuden kasvavan sitd suuremmaksi, mitd enemman tutkittavia omi-
naisuuksia datassa on. (Sipos ym.2014)

4.2 Syva- ja vahvistusoppimisen yhdistaminen ohjaavaan
kunnossapitoon

Goby, Brandt ja Neumann (2023) esittelevat artikkelissaan, miten yhdistelemalld syvéop-
pimista ja neuroverkkoja voidaan tehda hyvinkin tarkkaa ja kustannustehokasta teollisuu-
den laitteiden ohjaavaa kunnossapitoa. Artikkelissa esitelty syvdoppimisen ja neuroverk-
kojen yhdistelm& DRL (Deep Reinforcement Learning) toimii tdssé tapauksessa siten,
ettd neuroverkkojen avulla luodaan kullekin koneelle vaihtoehdot mitéd huoltotoimenpitei-
ta niille voitaisiin tehda kussakin aikaikkunassa ja toimenpiteille lasketaan palkkiot, joiden
avulla vahvistusoppiminen voi maarittdd mika yhdistelmé toimenpiteitd on kannattavinta
suorittaa. Palkkioiden maarittdminen on yleisestikin yksi tarkeimmistad vahvistusoppimi-
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Kuva 3. Kaaviokuva datamallista DRL hyddyntdmiseksi teollisuuden laitteiden ohjaavaan
kunnossapitoon (Goby, Brandt ja Neumann 2023)

sen haasteista. Tassa tapauksessa palkkioiden maarittiminen perustuu olettamukselle,
ettd huollettaessa konetta tydntekija pystyy maarittdmaan koneen todellisen jaljella olevan
turvallisen kayttéajan RULIin (remaining useful life) ja arvioimaan tehdyn huoltopaétéksen
oikeellisuutta. Lisaksi koko huollon tavoite on tehda tasan niin vahan huoltoa, kuin tarvi-
taan jotta koneet toimivat. Taméan saavuttamiseksi palkkiot annetaan siten, etté jos kaikki
tutkittavat koneet toimivat, ja mitédan niista ei huolleta, palkkio on 1. Palkkio pienenee ran-
gaistuksen verran, mikali jokin koneista ei toimi ja sita ei huolleta tai jos kone huolletaan,
vaikka RULia on jaljella viela merkittéavasti.

DRL onnistuu ratkaisemaan kummankin koneoppimistavan yksin kaytettyna usein tapah-
tuvia perinteisia ongelmia. Esimerkiksi vahvistusoppimisessa kaikkia havaintoja pidetdan
taysind tosina ja teollisessa tosimaailman ympéaristéssé tulee huomattavan paljon vaaria
havaintoja. MyOdsk&an kaikkia mahdollisia vikatilanteita ei voi m&arittdg etukateen. Neu-
roverkkojen avulla pystytdan pienentdmaan yksittdisen vaaran havainnon merkitysta ja
tutkimaan yllattavidkin tilanteita arvioimalla useita vaihtoehtoisia tapahtumaketjuja. Kun
vahvistusoppiminen valitsee yhden yksittaisen valinnan sijasta parhaan valintaketjuista,
sen tekemat valinnat ovat pitkangkoisempia ja tarkempia. Liséksi neuroverkot kykenevat
I6ytamaan piilotettuja rakenteita tutkittavasta datasta. (Goby, Brandt ja Neumann 2023)

Goby, Brandt ja Neumann (2023) esittelevat, miten DRL implementoidaan kaytanndssa
kaavion [3 mukaan. Koneista kerataéan sensoreilla dataa, jota Condition Monitoring Sys-
tem CMS esikésittelee. Esikasitellyn datan avulla lasketaan kyseisen aikaikkunan palk-
kio vahvistusoppimista varten ja sité kasitelladn edelleen Observation creation unitissa,
jossa se muunnetaan Observation Confidence Ranking (OCR) -yksikdn vaatimaan muo-
toon. OCR-yksikOssé lasketaan todennakdisyys hajoamiselle seuraavassa aikaikkunas-
sa historiadatalla opetetun deep feed-forward networkin avulla ja laskettujen todenna-
koisyyksien avulla laitetaan koneiden huoltotarpeet kriittisyysjarjestykseen. OCR-yksikkd
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lahettad agentille laskemansa tiedot, joiden avulla agentti maarittdd mitka kaikki laitteet
tarvitsevat huoltoa. Lopulta agentti valitsee huoltojarjestyksesta niin monta ensimmais-
td huoltoa kaipaavaa laitetta huollettavaksi, kuinka monelle riittda huoltajia. Kun koneet
huolletaan, huoltaja maérittda kuinka paljon koneella olisi ollut RULia jaljella ja antaa si-
ten palautteen koneoppimisjarjestelmalle, jolloin koneoppimisjarjestelman paatdksenteko
tarkentuu entisestaan.

4.3 A2-LSTM pohjainen ratkaisu ennakoivaan kunnossapitoon

Jiang ym. (2022) esittelevat tutkimuksessaan tavan toteuttavaa ennustavaa huoltoa ke-
radmalla koneessa kulkevasta sahkdsta tietoa ja muodostamalla A2-LSTM avulla ennus-
tuksia koneen RULista. A2-LSTM (attribute attentioned long short-term memory) eli omi-
naisuudet huomioiva pitk&kestoinen lyhytkestomuisti on syvaoppimiseen pohjautuva ko-
neoppimismalli. A2 eli attribute attention tarkoittaa tédssa tapauksessa sita, ettd ennen
LSTM ennustusta lasketaan, mitka ovat datan tarkeimpia ominaisuuksia. LSTM muodos-
taa niiden avulla ennustuksia mihin suuntaan ominaisuudet ovat menossa ja tulevien omi-
naisuuksien avulla ennustetaan RUL. RULin ennustamisella pyritdan vahentamaan konei-
den hajoamista, sdatbjen tarvetta, koneen tekemia virheita, seisakkia ja tarvittavia koneen
kaynnistyskertoja. Yleisesti LSTM on sarjojen seuraavien jasenten ennustamiseen kay-
tetty koneoppimismalli, joka kayttdd ennustamisessa apunaan tiettyd maaraa edeltavia
jasenia ja edellisten ajokertojen tuloksia. Koska LSTM kayttaa edellisen ajokerran tulosta
seuraavan ajokerran lahtétietona, se kuuluu takaisinkytkettaviin neuroverkkoihin.

Jiangin ym. (2022) tutkimuksessa esitetty datamalli toimii kuvan [4 mukaisesti. Konees-
ta kerataan sahkotietoa kolmesta eri vaiheesta ja saatu tieto ladataan pilveen analytiikan
hyédynnettavaksi. Pilvessd data esikéasitelldaan ja sen jalkeen reaaliaikainen data siirre-
tdan operatiivisen datan sailiodn (ODS) ja historiallinen data tietovarastoon (DW). Sen
jalkeen valitulla koneoppimismallilla pyritddn ennustamaan RUL, jotta saavutetaan tutki-
muksessa asetetut huoltomenetelman tavoitteet.

Jiang ym. (2022) esittelevat, etté jos datamallissa hyddynnetdan koneoppimismallina A2-
LSTM pohjaista ennustusmallia, on ennustusmallilla nelja kerrosta. Ensimmaisella kerrok-
sella poistetaan manuaalisesti datasta joko tarpeettomia tai sdhkétekniikan tuntemuksen
avulla laskettavia piirteitd. Tama parantaa koneoppimismallin suorituskykya. Toisella ker-
roksella pyritddn arvioimaan teollisuuslaitteiston terveystilaa yhdistamalla virta, jannite,
teho, tehokertoimet ja taajuus yhdeksi attribuutiksi. Kolmannella kerroksella toteutetaan
A2 eli annetaan eri ominaisuuksille omat painoarvonsa LSTM analyysin hyvaksi syvaop-
pimisen avulla. Neljannelld ja viimeisella tasolla LSTM ennustaa tulevia ominaisuuksia,
joiden avulla syvaoppimismalli fully connected layers eli FC ennustaa RULin. Tutkimuk-
sessa huomattiin esitellyn mallin olevan usein tehokkaampi ja heikoimmillaankin yhta te-
hokas, kuin muut yleisesti tunnetut koneoppimismallit.
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Kuva 4. Kaaviokuva datamallista A2-LSTM hyddyntdmiseksi teollisuuden laitteiden en-
nustavaan kunnossapitoon (Jiang ym.|2022)

4.4 Tapaustutkimusten vertailu

Tutkimissani case studyissa oli keskendan hyvin erilaiset datan keruutavat. Siposin ym.
(2014) ja Gobyn, Brandtin ja Neumannin (2023) tutkimuksia yhdistaa, etta niissa analysoi-
daan joka tapauksessa kerattavaa dataa, kun taas Jiang ym. (2022) lisaavat laitteisiinsa
sensoreita kerddmaan dataa juurikin data-analytiikan ja koneoppimisen mahdollistajak-
si. Gobyn, Brandtin ja Neumannin (2023) datan keruumenetelmat olivat nykyteollisuu-
delle tavanomaisimpia, silla hyvin useissa yrityksissa tehdaan jo ennestédan jonkinlaista
data-analytiikkaa kunnonvalvonnan hyvaksi. Kuitenkin ennakoivan ja ehkaisevan valvon-
nan teorioissa suunnitellaan paasaantdisesti ennustaminen tehtavaksi laajan suoraan ko-
neista sensoreilla kerattavan data-aineiston pohjalta. Sipos ym. (2014) edustaa toista 8a-
ripaata, silla he eivat keraa dataa lainkaan suoraan laitteelta sensorien avulla, vaan konet-
ta ajavan ohjelmiston lokista. Ratkaisu osoittaa, ettd koneoppiminen ei aina vaadi mittavia
investointeja sensoreihin ollakseen hyddyntédmiskelpoista. Jiangin ym. (2022) suorittama
tutkimus asettuu datan keruutavaltaan kahden aiemman valiin. Siind hyddynnetaan sen-
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soreita, mutta niitd asennetaan vain vahan. Mielestani datan keruumenetelmista paras
on Gobyn, Brandtin ja Neumannin (2023) esittelem3, silla sen avulla saadaan kattavin ja
tarkin aineisto data-analytiikkaa varten. Toisaalta on hyva tiedostaa, kuten kaksi muuta
tutkimusta osoittaa, heikommallakin aineistolla parjaa.

Datan keruumenetelmilla on suuret vaikutukset data-analyysin suorittamiseen. Jiangin
ym. (2022) datamallin avulla paastaan helpoimmalla datan esikasittelylld, silld dataa on
naistd tutkimuksista vahiten ja se on muodoltaan tasalaatuisinta. Toisaalta analyysivai-
heessa se vaatii eniten viitekehyksen tuntemusta, jotta niin vahasta ja tiukasti tapauk-
seen liittyvasta tiedosta saadaan tehtyd luotettavia paatelmia. Siposin ym. (2014) tutki-
muksessa vaaditaan eniten esikasittelyd, silld aineisto on suurin ja standardoimattomin.
Toisaalta sen kasittely ei vaadi juurikaan tarkempaa viitekehyksen tuntemusta, silla data
on darimmaisen moninaista ja sita kasitelladn antamatta yksittaisille havainnoille suurta
painoarvoa. Goby, Brandt ja Neumann (2023) tutkimuksessa datan esikasittely on lahes
yht& helppoa kuin Jiangilla ym. (2022), silla dataa on paljon, mutta se on keréatty jo val-
miiksi huoltotarpeen seurannan hyodyksi.

Koneoppimisen suhteen ainoastaan Sipos ym. (2014) hyddyntavat pelkastaan yhta ko-
neoppimismallia. Jiangin ym. (2022) saamien tulosten perusteella hyddyntamalla saman-
aikaisesti useampia koneoppimismalleja saa usein tarkempia ja vahintdan yhta tarkkoja
ennustuksia kuin kayttamalla yksittaista koneoppimismallia. Goby, Brandt ja Neumann
(2023) vertailevat esitettya koneoppimismallien yhdistelmaa vain koneoppimista hyédyn-
tamattdémiin huoltotapoihin, jotka se paihittda selvasti seké ennustustarkkuudessa, etta
kustannustehokkuudessa. Sipos ym. (2014) ja Jiang ym. (2022) kasittelevat kustannuk-
sia vain ohimennen. Sipos ym. (2014) mainitsevat ainoastaan esitellyn koneoppimismal-
lin tuovan saastdja koneiden huoltokustannuksiin ja Jiang ym. (2022) késittelevat kus-
tannuksia kunnolla pelkastdan huoltotapojen esittelyn yhteydessd. Kummassakaan tut-
kimuksessa ei oteta tarkemmin kantaa itse analyysin kustannuksiin, tutkita tuleeko ana-
lyysi halvemmaksi kuin saavutetut sédastdt huoltokustannuksissa tai verrata esitellyn ko-
neoppimistavan kustannuksia muihin huoltotapoihin ja koneoppimismenetelmiin. Kuiten-
kin kaikissa kolmessa tutkimuksessa tullaan samaan lopputulokseen, ettd koneoppimis-
malliin pohjautuva huoltotapa on tehokas ja jarkeva ratkaisu toteuttaa teollisuuden konei-
den huoltoa.
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4.5 Paatelmat

Vaikka kaikissa kolmessa tutkimuksessa datan keruutavat, analyysimenetelmét ja ko-
neoppimismallit olivat erilaisia, niiden kaytanndn toteutuksen kannalta olennaiset vaati-
mukset olivat yllattdvadn samanlaiset. Jokaisessa tutkimuksessa korostui tarve hankkia
laadukasta dataa, omaksua kontekstintuntemusta, suorittaa data-analyysia seka hyédyn-
taa tehokasta koneoppimismallia. Menetelmien moninaisuus osoittaa, ettéd naita perus-
vaatimuksia voidaan soveltaa menestyksekkaasti erilaisiin laitteisiin ja ymparistéihin. Toi-
saalta yleiset vaatimukset tiedostamalla koneoppimismallien saavuttamia tuloksia pystyy
entisestdan parantamaan. Kontekstintuntemuksen hyddyntaminen oli kaikissa tapaustut-
kimuksissa tdhan tehokas tapa. Silti myds laajaa datajoukkoa tarvitaan, jotta koneoppi-
mismalli pystyy hahmottamaan datasta mahdollisia ihmiselle ndkymattémia riippuvuuk-
sia.

Kun teollisuuden huoltostrategiassa hyddynnetdan koneoppimista, itse datamallille ei ole
juurikaan valid onko kyseessa ennakoiva vai ohjaava huolto. Data-analyysissd muuttuu
talldin useimmiten ainoastaan kaytettdva koneoppimismalli, silld ohjaavaa huoltoa teh-
dessé taytyy oikeastaan vain pystya ennustamaan hieman pidemmaélle monipuolisemmin
ja luotettavammin kuin ennakoivassa huollossa.
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5. YHTEENVETO

Koneoppimista on mahdollista hyédyntaa teollisuuden koneen huoltotarpeen ennustami-
seen. Se vaatii toimiakseen luotettavasti huomattavan panostuksen data-analytiikkaan ja
-arkkitehtuuriin. Nykyisin teollisuudessa kertyy kuitenkin joka tapauksessa paljon dataa
ja koneoppimismalli pystytddn useissa tapauksissa istuttamaan jopa lahes suoraan muu-
tenkin yrityksessa tehtdvan data-analytiikan p&alle. Mikéli dataa tarvitsee keratd, datan
kerddmisen voi toteuttaa luovuuden rajoissa luotettavasti monin erilaisin tavoin ja se voi
tapahtua muutenkin kuin kalliisti ja monimutkaisesti. Teollisuuden laitteen huoltotarpeen
ennustamiseen pyrkivan data-analyysin vaiheet ovat hyvin samanlaiset rippumatta datan
keruutavasta ja valitusta huoltostrategiasta, vaikka vaiheet pystytdan toteuttamaan erilai-
sin tavoin. Kaikki huoltostrategiat eivat kuitenkaan nojaa data-analyysin hyédyntamiseen
ja kullakin huoltostrategialla on omat vahvuutensa.
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