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 Yhteistyörobotit ja konenäkö ovat kasvavia tieteenaloja ja molemmat nähdään tulevaisuu-

den teollisuuden kulmakivinä. Yhteistyörobotteja eli cobotteja voidaan käyttää samassa tilassa 
ihmisen kanssa toisin kuin perinteisiä teollisuusrobotteja. Robotin ja ihmisen yhteistyössä pyritään 
yhdistämään robotin vahvuuksia, kuten tarkkuus ja voima, ihmisen joustavuuteen. Turvallisuuden 
takaamiseksi voidaan käyttää eri standardien luettelemia periaatteita, kuten pyöreitä pintoja ja 
voiman rajoitusta. Turvallisuuteen voidaan hyödyntää myös erilaisia ulkoisia järjestelmiä, kuten 
konenäköä.  

Konenäkö on yksi tekoälyn käyttökohteista. Konenäköjärjestelmä koostuu yksinkertaisimmil-
laan kamerasta, valonlähteestä, tietokoneesta sekä siinä toimivasta kuvankäsittelyohjelmasta ja 
kuvattavasta kohteesta. Tietokoneohjelma käsittelee kamerasta saatua kuvaa ja tekee päätöksiä, 
miten toimilaitteen, esimerkiksi robotin, tulisi toimia. Tietokoneohjelma voi olla valmiiksi määritet-
tyihin sääntöihin perustuva ohjelma tai tekoälyä hyödyntävä oppiva ohjelma, jolloin ohjelma itse 
luo säännöt ja luokittelun. Turvallisuuden valvomisen lisäksi konenäköjärjestelmää voi hyödyntää 
kokoonpanossa esimerkiksi osien lajittelussa, laadunvalvonnassa ja ohjelmoinnissa. 

 Tässä työssä esitellään kirjallisuuden pohjalta yhteistyörobottien ja konenäön käyttökoh-
teita ja vaatimuksia niin yhdessä kuin erikseen. Työssä tarkastellaan, mitä teknologioita on käy-
tössä sekä yksinkertaisten järjestelmien toimintaperiaatteita. Työn lopussa esitellään, miten yh-
teistyörobotteja ja konenäköä käytetään valmistavassa teollisuudessa tällä hetkellä esimerkkita-
pausten avulla. 

 Yhteistyörobottien myynti on kasvanut vuosi vuodelta, mutta perinteiset teollisuusrobotit 
ovat silti tärkeässä roolissa tulevaisuuden tehtaissa. Ihmisen ja robotin välisen yhteistyön ohella 
on useita ongelmia ja haasteita, jotka tulee ratkaista ennen kuin yhteistyöroboteista saadaan nii-
den mahdollisuudet hyödynnettyä. Yhteistyörobotiikan arvioidaan kuitenkin olevan yksi ratkai-
suista joustavan valmistuksen haasteisiin, ja tämän myötä yhteistyön ongelmia tutkitaan vuosi 
vuodelta enemmän. Konenäön hyödyntäminen näissä ongelmissa voi olla ratkaisevassa ase-
massa.  
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1. JOHDANTO 

Robotiikkaan perustuvat järjestelmät ovat olennainen osa nykyaikaista teollisuutta. 

Teollisuuden neljäs vallankumous 2010-luvulla vaatii valmistavalta teollisuudelta 

tehokasta, nopeaa sekä ennakoivaa vastetta asiakkaiden muuttuviin tarpeisiin. Tämä on 

johtanut tuotteiden sekä tuotantojärjestelmien räätälöintiin tiettyjen asiakkaiden 

vaatimuksia varten. Vaikka perinteinen teollisuusautomaatio mahdollistaa korkean 

tehokkuuden ja toistettavuuden massatuotannossa, se ei kuitenkaan pysty joustavasti 

käsittelemään massaräätälöinnistä johtuvia epävarmuuksia tai muutoksia 

tehdasympäristössä. (Zaatari et al. 2019) Tehtaiden joustavin elementti on edelleen 

ihminen, jolla on luonnollinen kyky omaksua ja sopeutua muutoksiin tuotannossa. Viime 

aikoina automaatiota on tuotu useammille ihmisen toiminnan aloille pyrkimyksenä 

yhdistää ihmisen mukautuvuus ja taidot robottien tarkkuuteen ja voimaan. (Müller et al. 

2016; Tsarouchi et al. 2016)  

Ihmisen ja robotin yhteistyötä (HRC) pidetään yhtenä teollisuuden neljännen 

vallankumouksen avainteknologioina yhdessä esimerkiksi simuloinnin, virtuaalisen 

todellisuuden (VR) sekä teollisuuden esineiden internetin (IIoT) kanssa (Rüßmann et al. 

2015). Tehokkuuden nostamisen perässä yliopistot ja eri teollisuuden alat ovat alkaneet 

tutkimaan ihmisen ja robotin välistä yhteistyötä tehdasympäristössä, mikä nähdään vuosi 

vuodelta kasvavana tutkimusartikkelien määränä (Ajoudani et al. 2018; Michalos et al. 

2018). Yhteistyörobotin integroimisella kokoonpanolinjalle on myös muita etuja, kuten 

yleisen turvallisuuden kasvaminen sekä ammatillisten riskitekijöiden poistaminen 

(Realyvásquez-Vargas et al. 2019), sillä yli 30 % eurooppalaisista valmistavan 

teollisuuden työntekijöistä kokee jatkuvaa alaselän kipua (Krüger et al. 2009). 

Mikäli ihminen ja robotti halutaan työskentelemään samassa tilassa, on niiden välille 

luotava turvallinen ja tehokas tapa kommunikointiin. Tässä kontekstissa konenäkö on 

keskeisessä roolissa, sillä se antaa robotille mahdollisuuden nähdä ja reagoida 

ympäristöönsä (Nuzzi et al. 2018). Konenäkö on yhteistyörobotiikan lisäksi 

mahdollistavana tekijänä myös muissa neljännen teollisuuden vallankumouksen 

avainteknologioissa (Zendehdel et al. 2023).  

Tämän työn tavoitteena on selvittää yhteistyörobottien, konenäön sekä niiden 

yhdistelmien käyttömahdollisuuksia kokoonpanossa sekä valmistavassa teollisuudessa. 

Työssä esitellään sekä nykyisin käytössä olevaa tekniikkaa että miten ihmisen ja robotin 

yhteistyön mahdollisuuksia tutkitaan. Työ toteutetaan kirjallisuuskatsauksena 
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hyödyntäen kirjoja, tieteellisiä artikkeleita sekä hyväksyttyjä standardeja. Robotit ja 

koneoppiminen ovat jatkuvasti kehittyvä ja ajankohtainen tutkimuksen ala, joten työssä 

suositaan uudempia lähteitä. 

Työ aloitetaan tutustumalla robottien historiaan ja esittelemällä yhteistyörobottien 

perusominaisuuksia, niiden turvallisuusvaatimuksia sekä toimintaa ihmisen kanssa. 

Työn kolmannessa luvussa tutustutaan konenäköön ja -oppimiseen sekä selvitetään 

konenäön käyttökohteita teollisuudessa. Tämän työn neljäs luku käsittelee, miten 

konenäön ja yhteistyörobotin yhdistelmää voidaan hyödyntää teollisuudessa niin 

kahdestaan kuin ihmisen kanssa. Luvuissa tarkastellaan myös, mitä haasteita on vielä 

ratkottavana luvussa käsiteltävän teknologian kanssa sekä miten näitä ongelmia ollaan 

ratkomassa. Työn lopussa esitellään vielä esimerkkejä reaalimaailmasta, miten 

yhteistyörobotteja sekä konenäköä voidaan käyttää tällä hetkellä. 
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2. YHTEISTYÖROBOTIIKKA TEOLLISUUDESSA 

2.1 Robotit teollisuudessa 

Robotti-termin keksijänä pidetään tšekkiläistä kirjailijaa Karel Čapekia, joka esitteli sanan 

"robotti” vuoden 1920 näytelmässään "Rossumovi Universzalni Roboti". Hän käytti 

sanaa omana terminä sekä kuvatessaan laitetta näytelmässään. Näytelmässä robotit 

ovat kemiallisin keinoin tuotettuja ihmismäisiä organismeja. Vuonna 1942 

julkaisemassaan novellikokoelmassa Isaac Asimov esitteli kuuluisat kolme robotin 

peruslakiaan, jotka edelleen kuvaavat hyvin robotin ja ihmisen välisiä moraalisääntöjä. 

(Bajd et al. 2010; Välimäki & Niemelä 2023 s. 16) Čapekin näytelmässä sekä Asimovin 

novelleissa robotit esiteltiin ihmisiä palvelevina laitteina, mikä kuvastaa ihmisen halua 

keventää omaa työtaakkaansa. 

 

Kuva 1. Unimate 1900 -robotti (Verizon) 

Teollisuusrobotti määritellään standardissa SFS-EN ISO 10218-1 (2011, s. 12) 

uudelleen ohjelmoitavissa olevaksi, yleiskäyttöiseksi kappaleidenkäsittelylaitteeksi tai 

manipulaattoriksi teollisuusautomaatioon. Robotin on oltava joko liikuteltava tai kiinteästi 

asennettu, sillä tulee olla vähintään kolme ohjelmoitavaa vapausastetta sekä työkalu. 

Tällä määritelmällä eritellään esimerkiksi hissit tai varastotuotannon manipulaattorit 

omaan kategoriaansa. Välimäki ja Niemelä (2023 s. 17) pitävät ensimmäisenä 

teollisuusrobottina yhdysvaltalaisen vuonna 1956 perustetun Unimation-yhtiön Unimate 

1900 -robottia (kuva 1), jota valmistettiin vuodesta 1961 vuoteen 1980. Se oli 

pallokoordinaatistossa toimiva hydraulinen robotti, jolla oli 35 kg:n hyötykuorma. Vuonna 

1968 General Motors toteutti Unimate-robottien avulla pistehitsauslinjan Ohion 

tehtaalleen. (Välimäki & Niemelä 2023, s. 16) 
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Teollisuudessa käytettävät robotit ovat kehittyneet ensimmäisten käyttöönottojen 

jälkeen. Unimate 1900:n kaltaisia hydraulisesti toimivia robotteja alettiin välttämään 

sähkötoimisten robottien kehityksen takia 1980-luvulla. Teollisuuden robotiikan 

yleistyttyä robotteja on kehitetty monipuolisiin sovellusalueisiin, mukaan lukien 

varastokäsittelyyn ja kirurgiaan. (Välimäki & Niemelä 2023 s. 17) Badjin et al. (2010) 

mukaan nykyään markkinoilta löydetään viisi kaupallisesti saatavilla olevaa 

päärobottityyppiä: polaarirobotti (kuva 1), SCARA, nivelvarsirobotti, karteesinen robotti 

sekä Delta-robotti (kuva 2) 

Päältä tapahtuviin kokoonpanotehtäviin on kehitetty neljän vapausasteen SCARA-robotti 

(Selective Compliance Assembly Roboti Arm) (kuva 2a). SCARA-robotti pystyy 

mukautumaan tuotteen sovitteeseen tai huonoon paikoitukseen vapauttamalla yhden 

vaakaliikkeen akselin. Mikäli on tarve suurelle toimialueelle tai varastotilalle, tarjolla on 

kolmen vapausasteen karteesiset robotit (kuva  2c), joita käytetään usein varastojen 

keräilytehtävissä. Karteesiset robotit ovat yleistyneet viime vuosina 

vähittäistavarakauppojen jakelukeskuksilla internettoimitusten yleistyttyä. 

Rinnakkaiskinematiikkaa hyödyntävät Delta-robotit (kuva 2d) kehitettiin keveisiin, hyvin 

nopeaa liikettä vaativiin tehtäviin, erityisesti elintarvikkeiden poimintaan 

hihnakuljettimilta. (Välimäki & Niemelä 2023 s. 18) 

Teollisuusroboteista kuitenkin liki 90 % koostuu kuuden vapausasteen 

nivelvarsiroboteista (Kuva 2b), joissa kolme tai useampi kiertoakseli mahdollistaa robotin 

päätetyövälineen yltämisen lähes jokaiseen pisteeseen sen pallomaisella työalueella. 

Nivelvarsirobotit ovat varsin yleiskäyttöisiä ja asennettavissa eri pinnoille tai lisäosaksi 

karteesista robottia. (Bajd et al. 2010; Välimäki & Niemelä 2023 s. 18) 

 

Kuva 2. Erityyppisiä teollisuusrobotteja a) SCARA b) nivelvarsirobotti c) karteesinen 

robotti ja d) Delta -robotti 
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2.2 Yhteistyörobotit 

Yhteistyörobotti on mekaaninen laite, joka kykenee fyysiseen vuorovaikutukseen 

ihmisen kanssa (Krüger et al. 2009). 2010-luvulla alettiin kehittämään 

teollisuusroboteista kevyempiä ja edullisempia käsivarsityyppisiä yhteistyörobotteja 

(Välimäki & Niemelä 2023 s. 28). Peshkin ja Colgate (1999) esittelivät yhteistyörobotin 

eli cobotin konseptin alun perin älykkäänä apulaitteena (IAD), joka on suorassa 

vuorovaikutuksessa ihmisen kanssa. Heidän määrittelyssään yhteistyörobotti on 

passiivinen laite, joka pystyy auttamaan suurten hyötykuormien siirtelyssä lisäämättä 

ylimääräistä voimaa. International Federation of Robotics (IFR) määrittelee kahden 

yhteistyöhön kykenevän robotin tyypit: robotit, jotka noudattavat standardin ISO 10218-

1 vaatimuksia sekä robotit, jotka eivät noudata standardia (Litzenberger 2019). Toisena 

mainittuun luokkaan kuuluu esimerkiksi terveydenhuollossa tai ruuanvalmistuksessa 

käytettävät robotit, joille löytyy oma standardinsa. Ensimmäisenä mainittuun luokkaan 

kuuluu tässä työssä käsiteltävät teollisuuden yhteistyörobotit. 

Markkinoilta löytyy nykyään usealta tunneltulta valmistajalta eri malleja 

yhteistyöroboteille. Vuonna 2008 Tanksalainen Universal Robotics julkaisi UR5-

yhteistyörobotin, jonka myötä teollisuuden alojen kiinnostus yhteistyörobotteja kohtaan 

on noussut (Zaatari et al. 2019). Tunnettuja yhteistyörobotteja UR5:n lisäksi on ABB:n 

kaksikäsinen YuMI tai Boschin APAS, joiden lisäksi yhteistyörobotteja löytyy myös  

esimerkiksi Fanucilta, Kukalta ja usealta pienemmältä toimijalta. Nämä robotit käyttävät 

joko kapasitiivisia sensoreita tai voima-momenttiantureita akseleissaan ympäristönsä 

aistimiseen. (Müller et al. 2016) Yhteistyörobotit eivät kuitenkaan itsessään ole 

älykkäämpiä, vaan näiden antureiden havainnot lähetetään ohjausjärjestelmälle, joka 

tekee tarvittavat toimenpiteet. 

 

 

Kuva 3. Tunnettuja yhteistyörobotteja a) UR5 b) YuMI c) APAS 
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Perinteiset teollisuusrobotit nousivat suosioon niiden tarkkuuden ja suurten 

hyötykuormien ansiosta. Robotit on ohjelmoitu suorittamaan liikkeensä nopeasti ja 

suurella voimalla ilman ulkopuolisia sensoreita takaamassa operaattorin turvallisuutta. 

Näiden ominaisuuksien takia robotit sijoitetaan erillisiin robottisoluihin pitämään ne 

erotettuna ihmisistä. (Krüger et al. 2009; Nuzzi et al. 2018) Teollisuuden cobotit tarjoavat 

useita samoja hyötyjä automaatioon kuin perinteisen teollisuusrobotit erikoisuutena 

niiden mahdollisuus suoraan vuorovaikutukseen robotin ihmisoperaattorin kanssa ja 

jaettu liikkeen hallinta (Malik & Bilberg 2017). Parannuksia voidaan näiden tekijöiden 

takia nähdä ergonomiassa, tuottavuudessa ja erilaisissa ihmisten kykyjä vaativissa 

sovelluksissa (Peshkin & Colgate 1999). Yhteistyörobottien ohjausjärjestelmissä on 

myös panostettu ohjelmoinnin helppouteen, joka tapahtuu usein opettamiseen 

perustuvalla ohjelmoinnilla (Välimäki & Niemelä 2023 s. 28) 

Vaikka perinteiset teollisuusrobotit ovat vaikeasti uudellen konfiguroitavissa ja lähes 

mahdottomia liikuttaa ilman erillisiä järjestelmiä, ovat ne silti teollisen automaation 

tärkeimpiä laitteita (Malik & Bilberg 2017). Vuonna 2020 asennetusta 390 000:sta 

teollisuusrobotista vain 5.6 % oli yhteistyörobotteja. Edelliseen vuoteen verrattuna 

kasvua tapahtui noin 6 %, joka on hieman teollisuuden robottien keskiarvoa korkeampi. 

(IFR 2023; Statista 2023) Teollisuuden robotteja sovelletaan usealla valmistavan 

teollisuuden alueella. Kuitenkaan esimerkiksi kokoonpanossa ne eivät aina ole yhtä 

käytännöllisiä suurten osamäärien, vaihtuvien tuotteiden ja niiden usein hankalan 

ohjelmoinnin takia (Malik & Bilberg 2019). Yhteistyöroboteilla ohjelmointi ja käyttöönotto 

on nopeampaa, mutta eivät välttämättä ole oikea ratkaisu tilanteissa, joissa osat ovat 

suuria ja painavia. 

Malik ja Bilberg (2017) kehittivät systemaattisen kehyksen yhteistyörobottien hankinnalle 

kokoonpanosoluun, johon kuuluu kuusi vaihetta. Projekti aloitetaan ongelman tai tarpeen 

määrittämisestä, jolloin tarkastellaan järjestelmän kuluja sekä minkälaista tuottoa 

järjestelmältä odotetaan. Toisessa vaiheessa tarkastellaan, miten HRC-järjestelmä 

sopisi nykyiseen tuotekattaukseen sekä tuotannon tyyppiin. Kolmannessa vaiheessa 

analysoidaan kahden ensimmäisen vaiheen tuloksia ja tämän analyysin perusteella 

päätetään miten projektia tullaan jatkamaan. Synteesivaiheessa mietitään 

kokoonpanopisteen tasolla, miten projekti toteutettaisiin eli mikä robotin ja tarttuja 

yhdistelmä valitaan, miten työtila suunnitellaan sekä miten operaattoria tullaan 

kouluttamaan. Simulointivaiheessa suunnitellusta järjestelmästä tehdään malli ja 

tarkastellaan sen toimivuutta eri skenaarioissa, optimoidaan sekä testataan 

vaihtoehtoisia malleja. Viimeisessä vaiheessa luodaan yhteenveto aiemmista 
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analyyseistä sekä simulaatiosta ja päätetään, onko suunnitelma toteutuskelpoinen. 

(Malik & Bilberg 2017) 

Asematason tuotantotavat määrittelevät tuotantovälineet ja -resurssit. HRC-

järjestelmässä tuotantolaitteisto on siis yhteistyörobotti, sen tarttuja sekä ihminen. (Malik 

& Bilberg 2017) Tärkeä osa robottia on siis sen tarttujan valinta. Krügerin et al (2009) 

mukaan tarttujat voidaan asettaa asteikolle niiden joustavuuden ja hinnan mukaan. 

Toisessa päässä ovat halvat ja vähemmän joustavat tarttuja ja toisessa päässä on taas 

kalliimmat, usean vapausasteen käsimäiset tarttujat. Suurimmat haasteet joustavien 

tarttujien kehityksessä on se, miten yhdellä tarttujalla voidaan käsitellä millimetrikoon 

kappaleita sekä metrin kokoisia kappaleita. Kappaleet voivat olla myös pehmeitä sekä 

epämääräisen muotoisia. (Krüger et al. 2009) 

2.3 Yhteistyörobotti ja ihminen 

Ihmisen ja robotin välinen vuorovaikutus (HRI) ja yhteistyö (HRC) ovat saaneet paljon 

huomiota tutkimusyhteisön lisäksi myös yritysmaailmassa, sillä se yhdistää ihmisen 

näppäryyden, joustavuuden ja havainnointikyvyn robotin toistettavuuteen ja tarkkuuteen. 

Edellä mainittujen ohella HRC:n avulla voidaan säilyttää edulliset tuotantokustannukset, 

käyttää pienempää lattiapinta-alaa sekä mahdollistaa räätälöitävien tuotteiden 

valmistuksen (Tsarouchi et. al. 2016; Michalos et. al. 2018). Yhteistyöhön perustuvassa 

tuotanto- tai kokoonpanosolussa tulisi ihmisen ja robotin pystyä toimimaan samassa 

tilassa samaan aikaan ilman esteitä. Tällöin saataisiin ihmisen ja robotin saman 

aikaisesta toiminnasta suurin etu tehokkuuden parantamiseen. (Müller et al. 2016). 

Ihmisen ja robotin eduista taulukkossa 1 nähdään, että valituissa tapauksissa edut 

täydentävät toisen epäedullisia puolia. 

Taulukko 1. Ihmisen ja robotin etuja, muokattu lähteestä (Müller et al. 2016). 

Ihmisen edut Robotin edut 

Monimutkaisten komponenttien käsittely Raskaiden kappaleiden käsittely  

Monimutkaisten prosessien toteutus Integroitu prosessiohjaus 

Joustavuus tehtävissä Määriteltyjen polkujen tarkka toisto 

 Toistuvien toimintojen luotettava suoritus 
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2.3.1 Yhteistyön mallit 
 

Thiemermann (2005) eritteli neljä erilaista mallia ihmisten ja robottien väliselle 

yhteistyölle (kuva 4), joita Zaatari et al. (2019) tarkensi yhteistyöroboteille: 

• Omavaraisen eli ajallisen ja paikallisen erotuksen malli, jossa ihminen ja robotti 

eivät voi työstää samaa kappaletta. Yhteistyön elementti näkyy tässä mallissa 

siten, että robotti ja ihminen kuitenkin työskentelevät samassa tilassa. 

Turvallisuus on tällöin taattava robotin sisäänrakannetun turvallisuuden tai 

ulkoisten sensoreiden avulla. Tämän periaatteen mukaan suurin osa nykyisistä 

yhteistyörobottisoluista toimivat. 

• Sekventiaalisessa eli ajallisen erotuksen mallissa ihminen ja robotti voivat 

työstää samaa kappaletta, mutta työ tapahtuu porrastetusti. Tällä mallilla pyritään 

usein saadaan hukka-aika minimoitua. 

• Synkronoitu eli paikallisen erotuksen mallissa ihminen ja robotti voivat 

työskennellä samassa tilassa samaan aikaan, mutta eri kappaleita työstäen. Tätä 

mallia käytetään usein tilanteessa, jossa ihmisen työoloja halutaan parantaa 

poistamalla väsyttävä ja toistuva työ. 

• Täyden yhteistyön mallissa ihmistä ja robottia ei eroteta ajallisesti eikä 

paikallisesti. Tällöin ihminen ja robotti täydentävät ja tukevat toisiaan 

optimaalisesti. Yhteistyörobotin on ymmärrettävä ihmisen aikomukset ja työn 

kuva tarjotakseen oikeanlaista apua. 

 

Kuva 4. Yhteistyön mallit, muokattu lähteestä (Thiemermann 2005). 
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Optimaalisin HRC:n malli on yllä mainituista neljäs eli täyden yhteystyön malli, jossa 

yhteistyörobotti ja ihminen valtaavat saman työalueen ja ovat vuorovaikutuksessa 

toistensa kanssa yhteisen tavoitteen saavuttamiseksi (Zaatari et al. 2019; Müller et al. 

2016). Kirjallisuudessa robotin ja ihmisen yhteistyön tasoista saatetaan puhua usein 

monin eri tavoin. Yleisesti HRC:tä pidetään ihmisen ja robotin välisen vuorovaikutuksen 

(HRI) alalajina (Šekoranja et al. 2014; Zaatari et al. 2019; Yonga Chuengwa et al. 2023). 

Koska yhteistyöllä usein viitataan fyysiseen vuorovaikutukseen, HRC:stä saatetaan 

käyttää myös nimitystä ”fyysinen ihmisen ja robotin välinen vuorovaikutus” eli pHRI 

(Yonga Chuengwa et al. 2023). Termien pienten eroavaisuuksien vuoksi HRC:tä ja 

HRI:ta käytetään välillä sekaisin, vaikka ne viittaavatkin hieman eri kokonaisuuksiin. 

2.3.2 Haasteet 
 

Teollisuuden prosessien, kuten tuotantolinjan suunnittelussa ensisijainen tavoite on 

tuoton maksimointi (Zaatari et al. 2019). HRC:n tuomista mahdollisuuksista huolimatta, 

sillä on vielä useita haasteita päästäkseen valtavirran adoptioon. Yksi näistä on töiden 

jakaminen ihmisen ja robotin välillä, joka juontuu kokoonpano-operaatioiden 

monimutkaisuudesta (Malik & Bilberg 2019). Kokoonpanolähtöisen suunnittelun (DFA) 

kautta pystytään ymmärtämään, mitkä tuotteen ominaisuudet vaikuttavat manuaalisessa 

ja automaattisessa kokoonpanossa. Aikasemmissa tutkimuksissa tunnistetut 

ominaisuudet eivät kuitenkaan välttämättä vastaa HRC:ssä usein käytettyjen kevyiden 

robottien vaatimuksia, joiden hyötykuormat ovat rajattuja. (Malik & Bilberg 2019) 

Töiden jakamiseen yhteistyöhön perustuvaa kokoonpanoa varten on esitelty useita uusia 

vaihtoehtoja, joista tässä esitellään vain osa. Malikin ja Bilbergin (2019) esittämässä 

metodissa työn vaiheet luokitellaan etukäteen niiden kappaleen automaatiopotentiaalin 

mukaan. Tämän pohjalta toistuvat ja raskaat työt annetaan robotille, kun taas ketteryyttä 

vaativat työt ihmiselle. Michalosin et al. (2018) esittelemässä metodissa robotin ja 

ihmisen yhteiset työt autoteollisuudessa pystytään jakamaan osien CAD-malleista 

laskettujen painojen ja kokojen avulla. Boschetti et al. (2022) taas esitteli dynaamista 

mallia, jossa työt jaetaan virtuaalisen mallin avulla reaaliaikaisesti ja joka osaa myös 

tulkita ihmisen uupumuksen määrää.  

Toisena haasteena on robotin ja ihmisen välinen kommunikointi, vuorovaikutus sekä 

osittain näistä johtuva luottamuskysymys. Kriittinen haaste robotin ohjauksessa on 

järjestelmän pitäminen stabiilina, kun ihminen ja robotti ovat dynaamisesti kytkettyjä eli 

vuorovaikutuksessa (Ajoudani et al. 2018). Systeemin stabiliudella tässä kontekstissa 

tarkoitetaan sitä kuinka hyvin järjestelmä pystyy ylläpitämään tehokkutta sekä 
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turvallisuutta, kun otetaan huomioon ihmisen ja robotin liikkeet, voimat ja niiden välinen 

dynamiikka. Mikäli vuorovaikutus on haasteellista, on myös robotin ”selkeys” tai 

”läpinäkyvyys” epäselvä. Selkeydellä tarkoitetaan sitä, että robotti seuraisi 

mahdollisimman hyvin ihmisen aikomuksia ja ohjeita samalla kun sen liikkeet olisivat 

ennakoitavissa. Ennakoitavat liikkeet sekä mukautuvuus toisivat yhteystyöhön 

tarvittavaa luottamusta sekä turvallisuutta. (Ajoudani et al. 2018; Boschetti et al. 2022) 

Ohjelmointi ja vuorovaikutus robotin kanssa voi olla hankalaa henkilölle, jota ei ole 

koulutettu robotiikkaan. Tilannetta vaikeuttaa se, että jokaisella robottimerkillä on oma 

ohjelmointikielensä (Välimäki & Niemelä 2023 s. 230). Viimeaikaisten kehtitysten 

ansiosta robottijärjestelmiin voi implementoida useita erityyppisiä ohjausmenetelmiä 

parannettuun vuorovaikutukseen robotin kanssa. Näitä voivat olla esimerkiksi ääni- tai 

elekomennot, jotka ovat intuitiivisia, nopeasti opittavissa ja mahdollisia toteuttaa 

kaksisuuntaisesti. Vaikka tällaisin perustuvat komennot ovat käteviä ennalta määrättyjen 

komentojen toteuttamiseen, on näiden yleinen käyttö haastavaa. Esimerkiksi robotin on 

vaikea tulkita ulkoisen tiedon perusteella, välittääkö se liikaa voimaa ihmiseen.  Tämän 

ongelman ratkaisemiseksi voidaan yhdistää eri ohjausmenetelmiä muldimodaalisiin 

käyttöliittymiin, jossa voidaan yhdistää ulkoisten sensoreiden kuten kameroiden 

informaatiota robotin sisäisistä antureista saatuihin tietoihin ja tehdä päätöksiä näiden 

perusteella. Multimodaalisten käyttöliittymien tavoitteena on matkia tapaa miten ihmiset 

ovat vuorovaikutuksessa toistensa kanssa, jotta ne olisivat mahdollisivan intuitiivisia. 

(Ajoudani et al. 2018) Tällaisten käyttöliittymien käytössä nähdään jo pienemmilläkin 

kommunikointimenetelmien yhdistelmillä tehokkuuden parannuksia yhteystyötehtävissä 

(Ajoudani et al. 2018), sillä intuitiivisuus ja helppo käyttö vähentävät operaattorin 

kognitiivista taakkaa (Villani et al. 2018). 

Tärkein haaste on kuitenkin turvallinen operointi. Kuten aikaisemmin mainittiin, toimivan 

HRC-järjestelmän osavaatimuksena on ihmisen ja robotin esteetön yhteistyö. Luvuissa 

2.3.3 ja 4 esitellään tapoja miten turvallisuutta pystytään yhteistyösolussa parantamaan 

standardien sekä konenäön avulla. Vaikka itse robotti sekä työympäristö muuten olisivat 

turvallisia, riskitekijöitä löytyy itsesuunnitelluista tarttujista sekä terävien osien 

käsittelystä (Malik & Bilberg 2019).  
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2.3.3 Turvallisuus 
 

Suomessa koneturvallisuus perustuu Valtioneuvoston asettamaan koneasetukseen 

40/2008, jonka vaatimukset tulevat suoraa EU:n konedirektiivistä 2006/42/EY ja joiden 

piiriin teollisuudessa käytetyt robottijärjestelmät kuuluvat. Konedirektiivissä 

robottijärjestelmien turvallisuuteen liittyviä vaatimuksia on esimerkiksi terveyteen ja 

turvallisuuteen liittyvät vaatimukset, riskikartoitus ja vaatimuksenmukaisuusvakuutus. 

Konedirektiivi myös harmonisoi koneita koskevat standardit kaikille EU/ETA maille. 

Standardit jaetaan A-, B- ja C-tyyppeihin. A-tyypin standardeja on esimerkiksi 

koneturvallisuuden ainut tähän luokkaan kuuluva EN ISO 12100. B-tyypin standardit 

koskeva jotain tiettyä turvallisuusnäkökohtaa tai -laitetta. C-tyypin standardit käsittelevät 

tietyn koneen tai koneryhmän yksityiskohtia. Näitä standardeja ovat esimerkiksi SFS-EN 

ISO 10218-1 ja -2, jotka määrittelevät teollisuusrobottien turvavaatimukset. (Välimäki & 

Niemelä 2023 s. 96) 

Standardissa ISO/TS 15066 (2016) luetellaan passiivisia ja aktiivisia tapoja 

yhteistyöroboteille mahdollisten riskien vähentämiseksi. Passiivisilla tavoilla käsitellään 

robottisysteemin mekaaniseen suunnitteluun liittyviä turvallisuusmekanismeja, kun taas 

aktiivisilla tavoilla käsitellään systeemin ohjaukseen liittyviä mekanismeja. Passiivia 

tapoja ovat esimerkiksi kontaktipinta-alan suurentaminen pyöristettyjen kulmien ja 

reunojen avulla, sekä pehmeiden ja tasaisten pintojen avulla. Passiivisia tapoja ovat 

myös mahdollisen törmäyksen tapahtuessa energian absorbointi ja impaktin 

pienentäminen pehmusteilla, kuorman massan vähentämisellä sekä suostuvaisten 

nivelten avulla. (ISO/TS 15066 2016, s. 17) 

Aktiivisia riskin minimoinnin tapoja on esimerkiksi voiman ja nopeuden rajoittaminen joko 

yleisellä tasolla tai vertailemalla järjestelmän momenttia nopeuteen. Aktiivisia tapoja ovat 

myös robotin sisäisten tai ulkoisten sensorien käyttö törmäysten havaitsemiseen tai 

ennakoimiseen. Robotin sisäisiä sensoreita ovat esimerkiksi voima-vääntöanturit 

nivelissä. Ulkoisia systeemeitä ovat esimerkiksi valoverhot tai konenäköjärjestelmät. 

(ISO/TS 15066 2016, s. 17–18) 

Yhteistyörobotin ja ihmisen väliselle toiminnalle on standardin ISO 10218-1 (2011) 

mukaan neljä tasoa (kuva 5), joiden toteuttamisen hankaluus vaikeutuu tasoja 

noustaessa.  Tasot ovat turvaluokiteltu valvottu pysäytys (safety-rated monitored stop), 

käsiohjaus (hand guiding), nopeuden ja vähimmäisetäisyyden valvonta (speed and 

separation monitoring) sekä tehon ja voiman rajoittaminen (power and force limiting). 

Yllämainittujen vaatimusten lisäksi standardin mukaan yhteistyötoimintaa varten 

suunnitellussa robotissa on oltava selvä osoitus robotin osallisuudesta yhteistyössä. 
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Standardi määrittelee, että yhteistyössä toimivan robotin on toteuttava vähintään yksi 

luetelluista tasoista. (SFS EN ISO 10218-1 2011, s. 36; ISO/TS 15066 2016, s. 10)  

 

Kuva 5. Standardin ISO 10218-1 tunnistamat yhteistyön tasot (Villani et al. 2018). 

Turvaluokitellussa valvotussa pysäytyksessä, eli ensimmäisellä tasolla, robotin liike 

pysäytetään ennen kuin operaattori astuu robotin työalueelle. Liikettä voidaan jatkaa, 

kun ihminen on poistunut tältä alueelta. Tasolla kaksi ihminen opettaa robotille liikeratoja 

ohjaamalla sen liikettä käsin. Robotin on kuitenkin noudatettava tason yksi pysäytystä 

ennen kuin ihminen pystyy menemään robotin työalueelle. Kolmannella tasolla robotin 

nopeutta lasketaan, kun operaattorin ja robottin välinen etäisyy pienenee. Robotti 

pysäytetään täysin mikäli operaattorin etäisyys alittaa ennalta asetetun vähimmäisarvon. 

Tasolla neljä operaattori ja robotti saavat liikkua samanaikaisesti ja olla kontaktissa 

toistensa kanssa työalueella. Kontaktia voi tapahtua tahallisesti sekä tahattomasti, joten 

riskien minimoinniksi on luotava riskiarvio mahdollisista kosketuksista robotin ja 

operaattorin välillä. (ISO/TS 15066 2016, s. 10 –16) 
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3. KONENÄKÖ 

Teollisuuden neljännen vallankumouksen tuoman älykkään valmistuksen mahdollistavat 

teknologiat kuten IIoT, Big Data, muunnettu todellisuus (AR) ja älykäs robotiikka 

pohjautuvat lähes kaikki konenäköön (Zendehdel et al. 2023). Konenäkö tieteenalana 

keskittyy integroitujen mekaanisten, optisten, elektronisten ja ohjelmistojärjestelmien 

yhdistelmiin, jotka on suunniteltu luonnollisten kohteiden ja materiaalien, ihmisen 

valmistamien kappaleiden sekä valmistusprosessien tarkasteluun. Tavoitteena on 

havaita virheet ja parantaa sekä tuotteiden että prosessien laatua, toiminnallista 

tehokkuutta ja turvallisuutta. Konenäköjärjestelmiä käytetään myös valmistuksessa 

käytettävien koneiden valvomisessa. (Batchelor 2012 s. 3) Konenäköä hyödyntävät 

järjestelmät pystyvät tarkastamaan tuhansia kappaleita minuutissa, joka ohittaa ihmisen 

kyvyt moninkertaisesti. Tämän lisäksi kone pystyy suorittamaan tätä tehtävää 24 tuntia 

päivässä vuoden jokaisena päivänä. (Batchelor 2012 s. X) 

Toisen maailmansodan jälkeinen aika oli merkittävä johtuen lisääntyneestä toiminnasta 

optiikan alalla varsinkin J. J. Gibsonin tutkimusten ansiosta. Varhaisimpia julkaisuja 

konenäön alalla oli yhdysvaltalaisen tietojenkäsittelytieteilijän Lawrence Robertsin 

vuonna 1963 tekemä väitöskirja, jossa esiteltiin alan keskeisiä konsepteja, kuten reunan 

havaitseminen ja mallipohjainen sovittaminen (Russell & Norvig 2016 s. 967) 

Konenäköjärjestelmät alkoivat saada teollisuuden huomiota 1970-luvun puolivälissä. 

Kehitys oli kuitenkin hidasta laskentaresurssien ja tallennustilan puutteen takia, sillä 

konenäkösovellukset ovat laskennallisesti raskaita (Batchelor 2012 s. XI; Russell & 

Norvig 2016 s. 967). Ensimmäiset robotiikan konenäköjärjestelmät tulivat käyttöön 80-

luvulla, mutta ne olivat hyvin yksinkertaisia ja liittyivät lähinnä vain kappaleen asennon 

tunnistamiseen (Välimäki & Niemelä 2023 s. 172). 1980- ja 1990- luvuilla kiinnostus 

kasvoi jälleen, kun merkittävää edistystä tehtiin nopeiden erillisten 

kuvankäsittelylaitteistojen kehittämisessä. Vaikka erilliset järjestelmät olivat hinnaltaan 

kohtuuttoman kalliita, alkoi amerikkalainen autoteollisuus näihin aikoihin kuitenkin 

kiinnostua konenäöstä. 2000-luvun ensimmäisellä vuosikymmenellä tapahtuneen 

kehityksen myötä konenäön markkinat alkoivat kasvamaan. Tämä johtui varsinkin 

muovisten optisten komponenttien kehityksen, LED valaistuksen, suuriresoluutioisten 

kameroiden sekä laskentatehon kasvun ansiosta. (Batchelor 2012 s. XI) Nykyään 

konenäköä käytetään niin itseajavissa autoissa (Nuzzi et al. 2018) kuin älypuhelimissa 

kasvojen tunnistamiseen (Kaplan & Haenlein 2019). Tässä työssä konenäköä 

lähestytään kuitenkin teollisuuden näkökulmasta. 
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3.1 Konenäköjärjestelmät 

Konenäköä pidetään myös yhtenä avainteknologioista valmistavassa teollisuudessa, 

sillä esimerkiksi laadun dokumentoinnin ja jäljitettävyyden vaatimukset ovat kasvaneet 

(Steger et al. 2018, s. 1). Konenäkö myös mahdollistaa joustavat automaattiset 

järjestelmät, joissa laadun valvonnan lisäksi pystytään suorittamaan 

kokoonpanotehtäviä ja vahtimaan CNC laitteiden leikkuuosien kuntoa (Nerakae et al. 

2016). Konenäkö lisää joustavuutta myös, kun erillisten kiinnittimien määrää halutaan 

vähentää, tai kun perinteinen kappaleen tunnistus kytkimillä ei riitä. 

Konenäköjärjestelmät ovat alkaneet kilpailla perinteisten ratkaisujen kanssa myös 

hinnassa. Tämä johtuu markkinoille tulleiden RISC-prosessoreihin (Reduced Instruction 

Set Computer) perustuvien sulautettujen järjestelmien (Välimäki & Niemelä 2023 s 172) 

sekä FPGA-piirien (Field Programmable Gate Array) tehokkuuden nousun ansiosta 

(Batchelor 2012 s. 1107). 

 

Kuva 6. Tyypillinen konenäköjärjestelmä (Steger et al. 2018 s. 1) 

 

Tyypillinen konenäköjärjestelmä koostuu esimerkiksi kuvan 6 mukaisesta järjestelmästä. 

Järjestelmä koostuu kappaletta kuljettavasta mekanismista (1), joka kuljettaa kappaleen 

järjestelmän objektiivin ja kameran yhdistelmän (2) alle. Kappale valaistaan 

sovellukseen valikoidulla tai tarkoitukseen suunnitellulla valaistuksella (3). (Steger et al. 

2018 s. 2) Tätä kappaleen, valaisimen ja kameran suhdetta kutsutaan 

kuvausgeometriaksi. Konenäköjärjetelmän toiminnan kannalta kriittistä 

tehdasympäristössä on valaisu, joka tulee vakioida häiriöiden ja virheellisten 

tunnistusten estämiseksi. Valaistuksen merkitys voi olla jopa yli 50 % onnistuneesta 

lopputuloksesta. Valaisussa voidaan käyttää joko kirkaskenttävalaisua (bright field), 
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pimeäkenttävalaisua (dark field) tai taustavaloa. Robotiikassa tyypillisesti käytetyssä 

kirkaskenttävalaisussa valaisin valaisee kohteen ja kamera kaappaa heijastuneet 

valonsäteet. Pimeäkenttävalaisussa valaisin on kohteen sivussa, jolloin kamera kaappaa 

vain pinnan karheudesta ja virheistä heijastuvat valonsäteet. Taustavaloa käytetään, kun 

kohteesta halutaan korkeakontrastinen silhuettikuvio. (Välimäki & Niemelä 2023 s. 172 

–175) 

Konenäköjärjestelmän toimivuudelle on tärkeää, että kameran optiikka tuottaa 

valovoimaisen ja tarkan kuvan ilman vinjetöintiä tai vääristymiä. Objektiivina voi olla 

usein älypuhelimissa ja digitaalikameroissa käytetty entosentrinen linssi, joka aiheuttaa 

geometristä vääristymää, mutta mahdollistaa laajemman kuvausalueen. Ideaalimpi 

ratkaisu on käyttää telesentristä objektiivia, joka poistaa vääristymät ja perspektiivin takia 

syntyvät kappaleiden päällekäisyydet kuvassa. Telesentristä objektiivia käytettäessä 

kappaleiden koot pysyvät kuvassa vaikoina, vaikka niiden etäisyydet kameraan nähden 

muuttuisivat. Tämä johtuu siitä, että telesentrisen objektiivin näkökartio on sylinteri, eikä 

erkaneva kartio. Tämän avulla mittaustarkkuus on suurempi sekä pienten virheiden 

huomaaminen on helpompaa. (Batchelor 2012 s. 36; Steger et al. 2018 s. 30–41) 

Kamerana voidaan käyttää joko vanhempaa Charge-Coupled Device (CCD) sensoria tai 

nykyisin tyypillisemmin käytettyä Complementary Metal-Oxide-Semiconductor (CMOS) 

sensorityypin omaavaa kameraa. CCD-sensorit tarjoavat yleensä paremman 

kuvanlaadun heikossa valaistuksessa, mutta ovat kalliimpia. Digitaalikameroissa ja 

älypuhelimissa käytetyt CMOS-sensorit ovat taas monipuolisempia sekä nopeampia 

kuvanlukemiseen ja lähes aina edullisempia. (Steger ym. 2018 s. 42–47) Kameraa 

valittaessa on selvitettävä tarvitaanko harmaasävy- vai värikamera sekä mikä on 

tarvittava minimiresoluutio. Värikamera on toimintaperiaatteensa takia epätarkempi kuin 

vastaava resoluutioinen harmaasävykamera. Kameran sulkimen malli on myös 

sovelluksesta riippuva. Jos kappale on liikkeessä kuvanottohetkllä, tarvitaan globaali 

suljin, jossa sensorin jokaisen pikselin tiedot luetaan samalla kertaa. Jos kappale taas 

on paikallaan kuvantamishetkellä, riittää edullisempi rullaava suljin, jossa pikselit luetaan 

rivi kerrallaan. (Välimäki & Niemelä 2023 s. 179) 

Kappaleen paikantava  sensori (4) laukaisee kameran, jonka jälkeen kuva siirretään 

kuvan prosessoivalle järjestelmälle. Jos käytössä on tietokonepohjainen- tai 

kompaktinäköjärjestelmä, kamera siirtää kuvan tietokoneelle (5) kameran ja tietokoneen 

rajapinnan esimerkiksi USB tai Ethernetin kautta (6). Mikäli kamera liitetään 

tietokoneeseen jonkin muun kuin edellä mainittujen standardejen rajapintojen kautta, 

tarvitsee kuva lähettää koottavaksi kameran laiteajurin (7) kautta. Kuva lähetetään 

eteenpäin konenäköohjelmalle (8) tutkittavaksi, joka palauttaa arvion kappaleesta (9). 
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Arvion tulokset lähetetään digitaalisen tulo- ja lähtöliitännän (10) kautta erilliselle 

ohjaimelle (11) tai hajautetulle ohjausjärjestelmälle (DCS). Ohjain tai DCS ohjaa 

kenttäväylä- tai sarjaliitännän (12) kautta toimilaitetta (13), joka esimerkiksi poistaa 

vialliset tuotteet linjalta. (Steger et al. 2018 s. 2) Konenäköjärjestelmä voi olla myös omaa 

prosessointia tekevä älykamera, jonka voi kytkeä suoraa tietokoneeseen tai robotin 

ohjaimeen. Sulautetut konenäköjärjestelmät taas ovat tiettyä tehtävää varten luotuja 

kokonaisia järjestelmiä, jotka ovat tyypillisesti kalliita. (Välimäki & Niemelä 2023 s. 178)  

 

 

Kuva 7. Paikoitusalgoritmin vaiheet, muokattu lähteestä (Nerakae et al. 2016) 

Konenäköohjelmistot kuten LabVIEW:n NI Vision Builder toimivat kuvan 7 mukaisessa 

järjestyksessä. Kappaleesta otetusta kuvasta tulkitaan kappaleen reunat, jonka 

perusteella tunnistetaan kappaleen muoto. Tämän jälkeen kappaleesta mitataan sen  

keskikohta ja asento pikselikoordinaatteina. Koordinaatit muutetaan aikaisemmin tehdyn 

kalibroinnin mukaisesti x-y koordinaateiksi, jotka voidaan lähettää tarvittaessa 

toimilaitteelle. (Nerakae et al. 2016) 

Tällainen konenäköjärjestelmä voidaan sijoittaa nykyaikaiseen tehtaaseen usein 

valmistus- ja käsittelyvaiheisiin, joissa sovelluskohteet voivat viallisten tuotteiden 

erottelun lisäksi olla kappaleen tunnistaminen tai koon mittaus. Konenäköjärjestelmiä 

voidaan hyödyntää myös teollisuusrobottien joustavuuden ja tehokkuuden 

parantamisessa. (Välimäki & Niemelä 2023 s. 172–173) 

3.2 Konenäkö ja tekoäly 

Tekoälyksi määritellään järjestelmän kykyä tulkita ulkoista dataa oikein, oppia siitä ja 

hyödyntää saatua dataa saavuttaakseen tiettyjä tavoitteita joustavan sopeutumisen 

kautta. Järjestelmä voi kerätä tietoa erilaisten sensorien, IIoT:n tai muun lähteen kautta 

ja tunnistaa siinä piileviä sääntöjä tai kuvioita koneoppimisen lähestymistavoilla. 

Koneoppimisella tarkoitetaan tapoja, joilla tietokone voi oppia ilman, että konetta 

ohjelmoitaisiin eksplisiittisesti tiettyä tehtävää varten. Näitä voivat olla esimerkiksi 

suhteellisen yksinkertainen Excelistä tuttu regressioanalyysi tai sitten kompleksit 

keinotekoisia neuroverkkoja hyödyntävät syväoppimistyökalut, kuten Googlen 

DeepMind tai TensorFlow. Tekoäly on kuitenkin tätä laajempi käsite, sillä se kattaa myös 

järjestelmän kyvyn havaita ja liikuttaa kappaleita oppimansa tiedon perusteella. (Kaplan 

& Haenlein 2019)  
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Yksi tekoälyn potentiaalinen käyttökohde onkin konenäkö ja robotiikka (Välimäki & 

Niemelä 2023 s. 68). Tekoälyn ja koneoppimisen erikoismuotoon, syväoppimiseen, 

erikoistuneiden keinotekoisten neuroverkkojen (ANN) avulla on mahdollista poimia tietoa 

visuaalisesta datasta. Tällaisiä syväoppimisen työkaluja usein kutsutaan kappaleen 

tunnistimiksi. (Nuzzi et al. 2018) Usein kappaleen tunnistimissa käytetty neuroverkko on 

konvolutiivinen neuroverkko (CNN), joka nimensä mukaisesti hyödyntää matemaattista 

konvoluutiota laskennassaan (Kallio 2018). Tällaiset järjestelmät imitoivat ihmisaivoja ja 

hyödyntävät valtavaa määrää tietoa itsenäiseen oppimiseen samoin kuin lapsi oppii 

tunnistamaan kasvoja. Ohjattua oppimista hyödyntäville järjestelmille syötetään valmiiksi 

luokiteltu datasetti, joista se kehittää parametrit itsenäiseen luokitteluun. Neuroverkkoja 

voi kouluttaa myös semiohjatusti tai täysin ohjaamattomasti, jolloin verkko itse suorittaa 

osan tai kaiken luokittelun. Tekoälyn oppimiskyky erottaa sen niin sanotuista 

asiantuntijajärjestelmistä, jotka pohjautuvat valmiiksi annettuihin jos-niin sääntöihin. 

(Kallio 2018; Kaplan & Haenlein 2019) Tekoäly ei kuitenkaan ole ratkaisu tilanteisiin, 

jossa esimerkiksi robotti tulisi ohjata tarkasti tiettyyn pisteeseen, vaan kuvasta täytyy 

perinteisin sääntöpohjaisin ratkaisuin poimia tarkkoja mittoja (Välimäki & Niemelä 2023 

s. 184).  

Useimmat kappaleentunnistusalgoritmit voidaan jakaa kahteen ryhmään: yksitasoisiin ja 

kaksitasoisiin tunnistimiin. Yksitasoiset tunnistusalgoritmit kuten YOLO (You Only Look 

Once) ja SDD (Single Shot Detector) pyrkivät nimensä mukaisesti tunnistamaan 

kappaleen kuvasta kerralla tiheän otannan avulla. Esimerkiksi YOLOv5 algoritmi koostuu 

niin sanotuista selkäranka- (backbone), kaula- (neck) ja päämoduuleista (head) jotka 

hyödyntävät useita CNN tasoja tunnistamiseen. Kaksitasoisessa tunnistuksessa 

algoritmin ensimmäinen moduuli pyrkii jakamaan kuvan sattumanvaraiseen määrään 

tunnistettavia alueita (Region), jonka jälkeen toinen moduuli hoitaa luokittelun ja 

tunnistamisen. Tunnettuja kaksitasoisia algoritmeja ovat Region-Based Convolutional 

Neural Network (R-CNN) sekä Fast ja Faster R-CNN. (Zendehdel et al. 2023) Vaikka 

koneoppimiseen perustuva teknologia on ollut jo kauan tarjolla, vasta 2010- luvulla 

algoritmit ja laitteet ovat olleet tarpeeksi tehokkaita käytännön sovelluksiin (Välimäki & 

Niemelä 2023 s. 183). 
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4. YHTEISTYÖROBOTIT JA KONENÄKÖ 

Robotit voivat kartoittaa ympäristöään erilaisten sensorien avulla. Tämä voi olla kuitenkin 

hankalaa, sillä useimmat sensorit tuottavat kohinaa. Lisäksi kartoittamista vaikeuttaa 

ympäristön arvaamattomuus ja dynaamisuus, sekä se, että ympäristöstä on 

havaittavissa usein vain osa. (Russell & Norvig 2016 s. 978) Erilaiset sensorit voidaan 

luokitella kolmeen pääkatergoriaan: antureihin, sähkömagneettisiin sensoreihin ja 

optisiin sensoreihin (Bajd ym. 2010 s. 49). Robotit voivat käyttää aistimiseen luvussa 

2.3.2 mainittujen voima-antureiden sekä muiden passiivisten antureiden lisäksi myös 

aktiivista havainnointia. Aktiivisella havainnoinnilla viitataan laitteisiin, jotka lähettävät 

signaaleja, kuten radioaaltoja tai ultraääntä, ja mittaavat niiden heijastuksia. Nämä 

laitteet kuuluvat usein sähkömagneettisten sensorien alle ja tällaisia sensoreita ovat 

esimerkiksi takometri tai tutka. (Bajd ym. 2010 s. 50; Russell & Norvig 2016 s. 928) Tässä 

työssä keskitytään kuitenkin vain kolmanteen kategoriaan, eli näköön ja miten se auttaa 

robottia havainnoimaan ympäristöään. Havainnoinnin avulla robotti ei ole enää 

staattinen ja rajoitettu systeemi. Konenäkö mahdollistaa robotin joustavan 

kohdentamisen ja kappaleen tunnistamisen ilman, että se on ennaltamäärätyssä 

paikassa ja asennossa.   

Kasasta poiminta tai ”bin-picking” on yksi tutkituimmista konenäköohjatun 

robottijärjestelmän toiminnasta. Kasasta poiminnalla tarkoitetaan yleensä prosessia, 

jossa sekalaiseen järjestykseen sijoitetut kappaleet paikallistetaan, poimitaan ja 

siirretään niille määriteltyihin paikkoihin. Tämä voi lajittelutehtävissä tarkoittaa 

esimerkiksi tehtaaseen saapuvan bulkkitavaran lajittelua tai kokoonpanoa varten 

tarvittavien kittien kasaamista. (Välimäki & Niemelä 2023 s. 66–67) Muita toimintoja 

konenäköjärjestelmille robottisovelluksissa ovat robotin liikeratojen optimointi tai 

luominen sekä usean robotin yhteistyöjärjestelmät (Välimäki & Niemelä 2023 s. 173). 

Yhteistyörobotteja voidaan käyttää jo usein tässä työssä mainituissa 

kokoonpanotehtävissä yhdessä ihmisen kanssa. Tällöin robotille pyritään antamaan 

työvaiheet, jotka vaativat painavien kappaleiden siirtämistä tai toistuvaa epäergonomista 

työtä. Toistuvaa työtä on esimerkiksi pulttien kiinnitys, jota voi jo yhden laitteen 

kokoonpanossa tulla kymmeniä. Työvaiheiden jakaminen voidaan toteuttaa jollain 

luvussa 2.3.1 mainituista tavoista. Tietyissä käyttötapauksissa jopa yli 70 % 

kokoonpanotehtävistä pystytään tunnistamaan yhteistyörobotille mahdollisiksi suorittaa, 

ja nämä tehtävät vastaavat noin 80 % kokoonpanoon menevästä ajasta. Tämä 
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yhdistettynä näköpohjaiseen kappaleensyöttöön tuo kiinnostavia mahdollisuuksia 

kokoonpanoon. (Malik & Bilberg 2019)  

Konenäkö voi yhteistyösolussa toimia osaratkaisuna turvallisuuskysymykseen. 

Konenäköjärjestelmää voidaan käyttää ihmisen liikkeen, eleiden ja ilmeiden 

tunnistamiseen ja näiden pohjalta ennustaa ihmisen liikettä tai aikeita (Villani et al. 2018). 

Optinen liikkeen tunnistus voidaan jakaa kahteen kategoriaan: merkkipohjaisiin ja 

merkittömiin järjestelmiin. Merkkipohjaisissa järjestelmissä kamera seuraa liikettä 

ihmiseen kiinnitettyjen merkkien avulla, jotka voivat olla joko välkkyviä LEDejä tai 

takaisinheijastimia. Merkittömät järjestelmät taas tunnistavat liikkeen analysoimalla 

kamerasta saatua videota tekoälyalgoritmien ja koneoppimisen avulla. (Boschetti et al. 

2022) Boschetti et al. (2020) käytti CNN tekoälymallia täyteen vartalon seurantaan, kun 

taas Nuzzi et al. (2018) käytti CNN:n kehittyneempää ja vähemmän laskennallisesti 

vaativaa Fast R-CNN mallia käsieleiden tunnistamisessa. Yhdellä kokoonpanopisteellä 

työskentelee kuitenkin lähes aina useampi kuin yksi työntekijä. Konenäön avulla työpiste 

pystytään mukauttamaan esimerkiksi työntekijän pituuteen, nopeuteen sekä kätisyyteen. 

Yhteistyörobotti pystyy konenäön avulla huomaamaan myös, onko työntekijä valmiina 

aloittamaan toiminnan seuraamalla mihin hän katsoo. (De Miguel Lazaro et al. 2019) 

Teollisuusympäristössä tekoälyä on mahdollista soveltaa myös robotin ohjelmoinnissa. 

Tällöin ohjelmointi perustuu imitointiin, jolloin ihminen suorittaa tietyn tehtävän ja robotti 

oppii suorittamaan sen jäljittelemällä ihmisen liikkeitä. Robotti voi tekoälyn avulla myös 

analysoida tartuttavan kappaleen muotoja ja tämän perusteella päättää mikä olisi paras 

tapa tarttua siihen. (De Miguel Lazaro  et al. 2019) Tämä voi varsinkin joustavan syötön 

järjestelmissä olla avulias käyttökohde.  

Standardin mukaisten yhteistyön tasojen käyttö ei kuitenkaan takaa aina tehokasta 

toimintaa. PFL menetelmän käyttö rajoittaa robottien suorituskykyä, sillä nopeus ja 

hyötykuorma eivät saa olla suuria. SSM menetelmässä ihmisen täytyy olla kaukana 

robotista tai päädytään nopeuden kanssa samaan ongelmaan kuin PFL menetelmässä. 

(Michalos et al. 2018) Yhteistyöhön perustuvassa kokoonpanossa tapahtuvien 

törmäysten välttämiseksi Rodríguez-Guerra et al. (2023) ehdottaa d-APF (Dual Artificial 

Potential Field) ohjainten käyttöä. Ohjaimen toiminta perustuu potentiaalikenttiin, jotka 

hylkivät toisiaan. Pisteet, joista potentiaalikentät lähtevät, sijoitetaan haluttuihin kohtiin 

simuloidun robotin käsivarrelle. Ihminen tai este tunnistetaan pistepilvenä 

kokoonpanosolun päällä olevien kameroiden avulla ja tähän pistepilveen 

potentiaalikenttien pisteet sijoitetaan. Tämän jälkeen koko solusta luodaan digitaalinen 

kaksonen. Ihmiseen sijoitettujen pisteiden avulla voidaan ennustaa liikeratoja 

nopeusvektoreiden avulla, joten robotin liikerataa voidaan aktiivisesti muokata 
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väistämään ihmisen liikettä. Monet aikaisemmat aktiivisesti liikeratoja laskevat 

järjestelmät perustuivat siihen, että mikäli robotin nykyiselle radalle ilmeistyi este, robotti 

pysäytettiin ja vasta sitten laskettiin uusi rata. Tehtaassa suoritetun kokeen perusteella 

saatiin noin 11 % parannus kokoonpanon sykliakoihin verrattuna ohjaimeen, joka 

pysähtyy uudelleenlaskentaa varten. (Rodríguez-Guerra et al. 2023)  



21 
 

5. CASE-TUKTIMUKSET 

5.1 Bin-picking 

Kasasta poimintaa voidaan nykytekniikan avulla suorittaa useilla erilaisilla menetelmillä. 

Malik et al. (2019) esitteli menetelmiä systeemille, joka koostuu osan esittelystä, 

kamerasta joka tunnistaa kappaleen ja yhtestyörobotista. Yksinkertaisin menetelmä on 

kiinteän 2D-kameran asentaminen tason päälle, mihin kappaleet saapuvat. Koska yksi  

2D-kamera ei pysty arvioimaan syvyyttä, tulee kappaleet esittää aina samalla 

etäisyydellä kamerasta. Systeemin tarkkuutta voi parantaa asentamalla toisen kameran 

robotin käsivarteen. Systeemin etuja ovat sen edullisuus sekä helppo kappaleen opetus 

tunnistusohjelmistolle. (Malik et al. 2019) Kaksiulotteisen kasasta poiminnan 

suorituskyky on kuitenkin syvyystiedon puutteen takia rajallista (Välimäki & Niemelä 

2023 s. 67) 

Toinen vaihtoehto kappaleiden poiminnalle on hyödyntää kolmiulotteisia ratkaisuja, jotka 

voivat perustua mallipohjaiseen tunnistamiseen tai tekoälyn käyttöön (Välimäki & 

Niemelä 2023 s.67–68). Kolmiulotteisen mallin saamiseksi kohdealuetta voidaan kuvata 

esimerkiksi rakenteista valoa käyttävillä kameroilla tai time-of-flight (TOF) kameroilla. 

Rakenteisen valon kamera toimii mittaamalla vääristymiä tunnetussa heijastuksessa 

kappaleen pinnalla. Samantapainen tulos voidaan saada myös TOF kameroilla, jotka 

mittaavat yksittäisten valopulsien lähettämisen ja heijastuksen välistä aikaa. (Batchelor 

2012 s. 71; Malik et al. 2019) Kameroiden kanssa voidaan hyödyntää kappaleiden CAD-

malleja niiden tunnistamiseen, jolloin kameran kuvaa verrataan kappaleen 

tietokonemalliin. Tämä menetelmä tarjoaa kohtuullisen hyvän suorituskyvyn, sillä se 

mahdollistaa kappaleiden tunnistamisen useissa tasoissa. Kuitenkin sen joustavuus on 

rajallisempi, koska opettamisprosessi on haastavampi. (Malik et al. 2019) 

Laboratorioympäristössä suoritetuissa teollisuuden tarvetta vastaavissa testeissä Malik 

et al. (2019) vertailivat yllä esitettyjä menetelmiä, tekoälyä lukuunottamatta. 

Järjestelmien tavoitteena oli tunnistaa pieniä ja keskikokoisia kappaleita ja poimia se 

erilliselle tasolle. 2D kameran kanssa suoritetuissa testeissä järjestelmä pystyi 

tunnistamaan kaikki kappaleet sekä niiden orientaatiot. Päällekkäisten kappaleiden 

tunnistamisessa kesti kauemmin, joten erilaisia täry- ja hihnasyöttimiä kokeiltiin, mutta 

huomattavaa parannusta ei syntynyt. Rakenteista valoa hyödyntävän kameran 

suurimmaksi ongelmaksi koitui pienten kappaleiden tunnistaminen. Alle 34 millimetriä 

halkaisijaltaan olleita kappaleita ei tunnistettu, kun kamera oli asetettuna 600 millimetriä 
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tason yläpuolella. Tunnistamista vaikeutti myös se, että osa pienistä osista olivat 

metallia, joten valo heijastui arvaamattomasti. Kun 2D kameran kuvia verrattiin 

kappaleiden CAD-malleihin, järjestelmä pystyi taas tunnistamaan kaikki kappaleet 

oikein. (Malik et al. 2019) 

Esitetyistä tuloksista nähdään, että yksinkertaisessa ja pienen volyymin lajittelussa 2D 

kuvantamiseen pohjautuvat järjestelmät ovat luotettavimmat, kuitenkin jokaisella tavalla 

pystyttiin tunnistamaan kappaleita. Käyttökohde on tutkittava ja määriteltävä tarkasti, 

jotta tuotantokustannukset pysyvät hallinnassa sekä järjestelmä toimii halutulla tavalla. 

Krügerin et al. (2009) mukaan joustavat poimintajärjestelmät häviävät nopeudessa 

erikoistuneille järjestelmille, mutta joustavat järjestelmät eivät kuitenkaan tarvitse fyysistä 

muutosta osien ja tuotantosyklien muutosten välissä. Toisaalta Malikin et al. (2019) 

mukaan, joustavan järjestelmän hitaus HRC kokoonpanossa ei ole suuri tekijä, sillä 

robotin liikkeiden ja asennustyön aikana järjestelmä voi tunnistaa jo seuraavaa 

kappaletta. 

Perinteisen konenäköjärjestelmän opettamisen työnmäärän vähentämistä varten on 

Tampereen yliopistolla kehitetty tekoälyyn pohjautuva sovellus, jolla lajitellaan LEGO 

Technic -osia. Yli sadan eri osan lajittelu ja opettaminen sääntöpohjaiselle 

konenäköjärjestelmälle olisi kestänyt kauan, joten tuotteiden opettamiseen ja 

tunnistamiseen käytettiin YOLOv5 algoritmia. Järjestelmä saatiin toimimaan 

onnistuneesti minimaalisella opetusdatalla, joka koostui vain yhdestä kuvasta jokaisen 

kappaleen eri orientaatiosta. Vain tietyt erityiskappaleet vaativat opettamisen useasta 

orientaatiosta. (Välimäki & Niemelä 2023 s. 70) 

5.2 Syväoppiminen ja cobotti 

Tekoälyä voi hyödyntää yhteistyörobottien kanssa kokoonpanosolussa usealla tavalla. 

De Miguel Lazaron et al. (2019) tutkimuksessa tavoitteena oli sovittaa 

syväoppimisjärjestelmä yhteistyörobotin työasemaan. Järjestelmän täytyy tunnistaa 

operaattorin naama, jonka perusteella tunnistetun operaattorin tiedot lähetetään robotin 

ohjaimelle. Ohjain pystyy tämän tiedon perusteella mukauttamaan robotin operaattorin 

pituuteen, työnopeuteena ja jopa kätisyyteen. Ohjain pystyy myös havaitsemaan pään 

asennosta, onko operaattori valmis aloittamaan työn.  

HRC sovellukset vaativat joustavuutta toimiakseen yhteistyössä ihmisen kanssa. 

Tällaiset sovellukset vaativat huomattavasti aikaa ohjelmointiin ja kokeilemiseen, sillä 

perinteisesti on täytynyt ohjelmoida robotin jokainen liike erikseen. Syväoppimista 

hyödyntämällä järjestelmälle voidaan syöttää halutut tavoitearvot, joiden perustella 
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järjestelmä luo sopivan ohjelman robotille. Näiden avulla järjestelmä on joustavampi 

varsinkin tilanteissa, jotka saattavat olla haastavia ihmiselle ratkaista. Konenäön avulla 

robotti pystyy myös aktiivisesti reagoimaan ympäristöönsä ja jopa ottamaan vastaan 

komentoja eleillä.  

Alustana oppivalle järjestelmälle toimi Amazonin AWS DeepLens -kamera, joka on 

Amazonin pilvipalveluun yhteydessä oleva kehitysalusta ja videokamera. DeepLens on 

yksi Amazonin tarjoamista IoT laitteista, jossa voi hyödyntää Amazonin Lambda palvelua 

ja jolla pystytään käyttämään erilaisia ANN malleja paikallisesti. Lambda kerää kameran 

ruutuja kuvavirrasta, jotka se lähettää valmiiksi koulutetulle CNN mallille. Malli tutkii kuvat 

ja lähettää ne takaisia Lambda funktiolle, josta kuvat lähetetään eteenpäin varastointiin. 

Lambda funktion ja neuroverkon lisäksi käytössä oli pilvipalvelu, johon kuvat tallennettiin, 

AWS Rekognition kasvojentunnistus ohjelma, DynamoDB tietokanta operaattorien 

tietoja varten sekä Amazonin viestinvälitys palvelu SNS viestintään robotin kanssa.  

Kokoonpanosolussa yhteistyörobottina toimi ABB:n kaksikäsinen YuMi IRB 14000 

robotti. DeepLens-kamera asetettiin robotin päälle, jossa se muistuttaa ihmisen päätä. 

Solussa YuMi asetettiin ihmisoperaattoria vastapäätä, jossa sen tehtävänä oli pitää 

kasattavan laatikon osia paikalla samalla, kun operaattori ruuvasi osia kiinni. 

Kasvojen tunnistuksen avulla YuMi pystyi mukautumaan jokaisen operaattorin 

työtapoihin ja työoloihin automaattisesti, sekä pysähtymään käskyllä. Näiden ansiosta 

tapaturmat solussa voidaan välttää samalla, kun työtehokkuus kasvoi. Myös 

kommunikaatio robotin ja ihmisen välillä helpottui, sillä operaattorin ei tarvinnut syöttää 

omia tai työn vaatimuksia erikseen. (De Miguel Lazaro ym. 2019) 

5.3 Työhyvinvointi kokoonpanossa 

Työperäiset riskitekijät, kuten toistuvat liikkeet ja huono työergonomia ovat kasvava 

huolenaihe valmistavassa teollisuudessa, johon yhteistyörobotit ovat houkutteleva 

ratkaisu. Realyvásquez-Vargasin et al. (2019) tutkimuksessa yhteistyörobottia 

sovellettiin avustamaan työntekijää kokoonpanosolussa, jossa esiintyy kovia ääniä, 

altistumista ultaviolettisäteilylle sekä toistuvaa liikettä 11 tuntia päivässä. Tehdas toimii 

Meksikossa, jossa työtapaturmia tapahtui 2016 vuonna yli 406 000 ja joista 250 000 

tapahtui valmistavassa teollisuudessa. Tutkimuksen tavoitteina oli suorittaa riskikartoitus 

työperäisille riskitekijöille, validoida yhteistyörobotin käyttö kokoonpanosolussa sekä 

kouluttaa tehdastyöntekijä robotin käyttöön.  

Kokoonpantava kappale on lääkeiden varastointiin tarkoitettuun järjestelmään kuuluva 

laatikko. Laatikkoja on usean kokoisia, mutta Realyvásquez-Vargasin et al. (2019) 
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tutkimuksessa käytettiin vain pienintä niistä. Robotin työ on koota kahdesta 

osakokoonpanosta, jotka robotti liittää toisistaan ja siirtää ne operaattorille. Työhön 

valikoitui UR3-yhteistyörobotti sen edullisuuden takia, johon asennettiin kaksisorminen 

Robotiq tarttuja. Työalusta konfiguroitiin SolidWorks-ohjelmalla, ja itse robotin 

ohjelmointi tapahtui sen mukana tulleella ohjaimella. (Realyvásquez-Vargas et al. 2019) 

Realyvásquez-Vargasi et al. (2019) totesi, että tutkimus onnistui tavoiteissaan, sillä 

yhteistyörobotin avulla työperäiset riskitekijät saatiin minimoitua kokoonpanoasemalla. 

Yhteistyörobotti onnistui jokaisella kerralla kokoonpanotehtävissään, eikä yksikään 

360:sta läpäiseestä kappaleesta vahingoittunut. Yhteistyörobotin asentamisella saatiin 

myös ekonomista hyötyä, sillä riskitekijöiden minimoinnilla organisaation tehokkuus 

nousi. Tämä johtuu myös siitä, että prosessin sykliaika laski noin 15 %, joka lopulta nosti 

prosessin tehokkuutta noin 18 %. (Realyvásquez-Vargas et al. 2019) 
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6. YHTEENVETO 

Työssä suoritettiin kirjallisuuskatsaus yhteistyörobottien ja konenäön sovelluksista 

valmistavassa teollisuudessa. Työssä esiteltiin yhteistyörobottien ja konenäön 

perusteita, jotta lopussa esitettyjen sovellusten ymmärtäminen olisi helpompaa. Lopussa 

esiteltiin erilaisia esimerkkejä, joissa näitä teknologioita hyödynnetään yhdessä. Työssä 

tehtiin rajauksia tekstin pituuden rajaamiseksi, eikä kaikkia esitelty syvällisesti sillä aiheet 

ovat laajoja ja teknologia monimutkaista.  

Yhteistyörobotit teollisuusrobotteja edullisempana ja kevyempänä laiteperheenä luo 

uusia käyttökohteita automaatiolle yhteistyön muodossa. Yhteistyörobotiikan käytössä 

on olennaista ymmärtää niiden keskeiset edellytykset, mahdollisuudet ja haasteet. 

Tärkeimpiä edellytyksiä ovat standardien vaatimat yhteistyön tasot, jotka ovat 

turvaluokiteltu valvottu pysäytys, käsiohjaus, nopeuden ja vähimmäisetäisyyden 

valvonta sekä tehon ja voiman rajoittaminen. Standardien luomien tasojen lisäksi on 

tärkeää ymmärtää perusteet riskien arvioinnista. Oleellisia vaatimuksia ovat myös 

yhteistyön eri mallit, jotka tukevat sitä, mihin sovellukseen robottijärjestelmä toimisi 

optimaalisimmin. Yhteistyörobottien avulla valmistavassa teollisuudessa voidaan 

paremmin hyödyntää ihmisen näppäryys ja mukautuvuus robottien tarkkuutteen. 

Ammatillisia riskitekijöitä, kuten alaselän kipua saadaan vähennettyä ohjelmoimalla 

yhteistyörobotti suorittamaan toistuvaa nosto- ja lajittelutyötä. Yhteistyörobotteja voidaan 

hyödyntää myös kokoonpanossa toistuvien ja epäergonomisten tehtävien kanssa. 

Konenäkö on yksi tekoälyn osa-alueista, jota voidaan hyödyntää valmistavassa 

teollisuudessa. Konenäköjärjestelmään kuuluu yksinkertaisimmillaan valonlähde, 

kamera ja sen objektiivi, tietokone ja tietokoneella toimiva konenäköohjelma. 

Tietokoneohjelma käyttää erilaisia algoritmeja ja sääntöjä havaitakseen kuvasta 

haluttuja piirteitä. Näiden piirteiden perusteella ohjelma pystyy esimerkiksi hylkäämään 

viallisen kappaleen mikäli havaittu piirre näyttää siltä. Valmistavassa teollisuudessa 

konenäköä voidaan laadun valvonnan lisäksi käyttää myös tuotteen tunnistamiseen, 

kappaleen mittaamiseen ja paikantamiseen. Konenäköjärjestelmissä kappaleen 

tunnistamiseen voidaan käyttää myös neuroverkkoja hyödyntäviä 

koneoppimisalgoritmeja tai tekoälyä. 

Konenäköjärjestelmässä kappaleiden liikuttelussa voidaan hyödyntää erilaisia 

toimilaitteita, joista yksi voi olla robotti. Tällöin konenäön avulla kappale paikannetaan, 

jonka jälkeen robotille lasketaan liikerata, jolla kappale kuljetetaan haluttuun paikkaan. 
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Yksi tutkituimmista konenäköohjatun robottijärjestelmän sovelluksista on bin-picking, 

jota käytetään esimerkiksi bulkkimateriaalin lajittelussa tai kitityksessä kokoonpanoa 

varten.  

Yhteistyörobotit ja konenäkö tuovat valmistavassa teollisuudessa paljon potentiaalisia 

etuja ja mahdollisuuksia. Tekoälyä hyödyntävistä järjestelmistä löytyy kirjallisuutta 

hyvinkin lennokkaista ideoista. Yhteistyörobotiikassa suuri este on vieläkin turvallisuus, 

sillä ihmisen ja robotin pitäisi toimia yhdessä. Ongelman ratkaisuun ei ole kehitetty 

vakiintuneita toimenpiteitä. Yhteistyörobottien kehityksessä yksi este saattaa olla se, että 

standardit eivät ole kehittyneet samaa vauhtia kuin teknologia. Konenäön ja 

yhteistyörobottien yhdistämiselle ei löydy vielä suuressa käytössä olevia kehyksiä tai 

vakiintuneita tapoja, jonka takia aiheesta löytyy hyvin vähän käytössä olevia 

esimerkkejä. Tässäkin työssä esitetyistä esimerkeistä suurin osa on laboratorio oloissa 

suoritettuja kokeita ja kehitystyötä. Tuotannon suoran tehokkuuden parantamisen lisäksi 

oikein implementoituna voidaan vähentää myös työtapaturmista ja 

pitkäaikaissairauksista johtuvia kuluja.  
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