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Automaattinen ohjelmakorjaus (engl. Automatic Program Repair, APR) on tuore teknologia,
jonka tarkoituksena on korjata ohjelmavirheitd ilman ihmisti. Vaikka perinteiset APR-tyokalut
pystyvit jo ratkaisemaan yksinkertaisia virheitd, ne eivét ole puutteidensa vuoksi vield valmiita
yleiskdyttoon. Télle tyolle on asetu kaksi tavoitetta. Ensimmaéinen on heréttéé kiinnostusta uutta
ja mielenkiintoista teknologiaa kohtaan. Toinen on vastata tutkimuskysymykseen.

Tami tyd on kirjallisuuskatsaus. Se kisittelee tuoreita aiheeseen liittyvid artikkeleita ja
konferenssipapereita, jotka julkaistiin vuosina 2022-2023. Tama rajoitus tehtiin, jotta voitiin
havaita kuinka ChatGPT ja vastaavat teknologiat késittelevit automaattista virheenkorjausta.
Ensin téssa tyossi tarkastellaan pinnallisesti, mitd on APR ja mitd haasteita liittyvit perinteisiin
APR-tyokaluihin. Sitten yritetdén vastata tutkimuskysymykseen ja ymmartdd, pystyvitko
kielimallit onnistumaan automaattisessa ohjelmakorjauksessa paremmin kuin olemassa olevat
APR-tyokalut.

Tyo osoittaa, ettd suurilla kielimalleilla on suuri potentiaali automaattisessa
ohjelmakorjauksessa. Kielimallit pystyvét jo nyt korjaamaan virheet paremmin kuin olemassa
olevat APR-tyokalut. Suuret ja ohjelmointikieliin erikoistuneet kielimallit tuottavat vield
parempia tuloksia. Télld hetkelld paras tydkalu virheiden korjaamiseen on Codex. Se on
rakennettu OpenAl:n suurten GPT-kielimallien péélle, kuten myos ChatGPT, ja on erikoistunut
ohjelmistokoodin luomiseen. Vaikka Codex on omisteinen ohjelmisto, joka ei ole joustava eika
sovellu yleiseen kayttoon, se on silti hyvd esimerkki siitd, ettd suuret kielimallit pystyvit

korjaamaan koodivirheitd hyvélla tasolla.

Avainsanat: Generative pre-trained transformer, language models, automatic program repair,

Codex, ChatGPT

Témén julkaisun alkuperdisyys on tarkastettu Turnitin OriginalityCheck —ohjelmalla.
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1 Johdanto

Viimeisten 60 vuoden aikana monet ihmisen toiminnan alueet ovat kadonneet tai
muuttuneet merkittdvésti automaation ja tekodlyn vaikutuksesta. Ohjelmistokehitys ei
myoOskddn ole tdssd poikkeus. Yksi teknologia, jolla pyritddn automatisoimaan
ohjelmistokehitysprosessia, on automattinen ohjelmakorjaus (engl. Automatic Program
Repair, APR).

APR:n tavoitteena on mahdollistaa ohjelmiston virheiden korjaaminen koneellisesti
ilman ihmisten suoraa osallistumista. Talld tulee olemaan todennékdisesti erittdin suuri
vaikutus ohjelmistokehitysprosessiin. APR:n avulla pystyttdisiin sddstimddn paljon
henkiloresursseja vapauttamalla kehittdjét tylsistd ja rutiininomaisista virheiden etsimis-
ja korjausprosesseista. Tdma ei ainoastaan tekisi kehitysprosessista nautinnollisempaa,
vaan toisi my0s taloudellista hyotya yrityksille.

Marraskuussa 2022, koettiin uusi tekodlybuumi, kun ChatGPT' ilmestyi
markkinoille. Thmiset alkoivat etsid sovelluksia tille uudelle teknologialle eri aloilla,
joille sité ei alun perin ollut tarkoitettu. Tima puolestaan osoitti, ettd suurilla kielimalleilla
on suuri potentiaali erityyppisissd tehtévissd. Téstd herdsi kysymys: voidaanko suurten
kielimallien potentiaalia hyodyntdd myds automaattisissa ohjelmakorjauksissa?

Tamén tyon tavoitteena on seké vastata tdhin kysymykseen ettd heréttié kiinnostusta
APR-teknologiaan kohtaan. Téssd tyOssd ndhdddn, ettd kielimallit kykenevit
saavuttamaan parempia tuloksia virheenkorjauksessa kuin perinteiset APR-tyokalut.
Talld hetkelld parhaat tulokset saadaan Codex?-tyokalulla. Codex on ohjelmointikieliin
erikoistunut suuri kielimalli, joka perustuu generatiiviseen esikoulutettuun muuntajaan
(engl. Generative pre-trained transformer, GPT) versioon 3 ja on sukua ChatGPT:lle.

Tamd tyd on kirjallisuuskatsaus, jossa kisitellddn viimeaikaisia tdhdn aiheeseen
liittyvid konferenssipapereita ja artikkeleita. Johdannon liséksi tdssd tydssa on viisi lukua.
Luvussa 2 kerrotaan, miten katsaus oli tehty. Luvussa 3 kuvataan pinnallisesti APR-
teknologian toimintaperiaatetta ja tuodaan esiin perinteisten APR-tydkalujen haasteet.
Luvussa 4 esitetddn, kuinka suuria kielimalleja voidaan hyddyntdd automaattisissa
ohjelmakorjauksissa. Luvussa 5 pohditaan tuloksista ja vastataan tutkimuskysymykseen.
Luvussa 6 tehdddn tdmén tutkielman yhteenveto, jossa analysoidaan tyon tavoitteiden

saavuttamista sekd pohditaan kielimallien ja APR:n yhdistelmén tulevaisuutta.

2 Tutkimusmenetelméi
Téssd tyossd kéytettiin kolmea eri tietokantaa 1dhteiden etsimiseen: Andor, ACM DL ja
IEEE Xplore. Kaikissa kolmessa tietokannassa haku suoritettiin  samalla

hakulausekkeella, mutta kullekin tietokannalle ominaisilla suodattimilla. Hakulauseke

U https.://openai.com/chatgpt
2 https://openai.com/blog/openai-codex
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koostui kahdesta pddosasta, jotka erotettiin AND-operaattorilla. Ensimméinen osa sisélsi
kielimalleihin ja toinen automaattiseen ohjelmakorjauksiin liittyvid kasitteitd. Késitteet
koostuivat useista sanoista, ja siksi niitd laitettiin lainausmerkkeihin. Jokainen kisite
erotettiin OR-operaattorilla. Tdssd on kaytetty hakulauseke: ("Generative pre-trained
transformer" OR "language models") AND ("automated program repair" OR "self-
healing software" OR "automatic software repair" OR "automatic program repair" OR
"software self-repair" OR "automatic bug fixing" OR "automatic program fixing").

Kaikissa tietokannoissa tulokset rajoitettiin vain vuosina 2022 ja 2023 julkaistuihin

artikkeleihin. Lyhyen ajanjakson valinta johtui siitd, ettd oli mielenkiintoista n&hda
kuinka ChatGPT:n julkaisu marraskuussa 2022 wvaikutti tutkimuksiin. Andorissa
kiytettiin my0ds "Saatavilla verkossa" ja "Vertaisarvioidut lehdet" rajaukset jotta saatiin
kéytettidvissé olevia ja luotettavia lahteittd. Tuloksena saatiin vain kaksi artikkelia. Tama
tulos luultavasti johtuu siitd, ettd "Vertaisarvioidut lehdet" rajaus sulkee pois kaikki
konferenssipaperit, jotka ovat pddasiallinen tietoldhde ndin tuoreessa aiheessa.
ACM DL:n lisérajoitukset olivat seuraavat: siséltdtyypiksi oli valittu "Research Article"
ja haku suorittiin vain tiivistelmén perusteella. Tuloksena saatiin seitsemin artikkelia.
Néihin kuului myd6s vertaisarvioituja konferenssipapereita. IEEE Xplore:ssa haun
suoritettiin vain "All metadata" perustella. "All metadata" rajoittaa haun vain
titvistelmilld, otsikoilla ja indeksointitermeilld. Tuloksena saatiin 10 vertaisarvioitua
konferenssipaperia ja yksi artikkeli.

Taulukko 1 néyttdd hakutulostilastot. Jokainen rivi vastaa jonkin tietokannan
hakutuloksia. "LoOydetyt" sarake néyttdd I0ydettyjen papereiden lukumdiira.
"Ainutlaatuiset" ndyttdd, kuinka monta artikkelia tistd tietokannasta 10ydettiin, joita ei
vield 10ytynyt aiemmista tietokannoista. "Relevantit" ndyttdd tdhdn tyohon valittujen
papereiden lukumaédra. Papereita 10ytyi yhteensa 12, joista tarkastelun jdlkeen valittiin 10.
Toista artikkelia ei pidetty relevantina, koska se oli kirjallisuuskatsaus, ja toista, koska
sen tiivistelmdn lukemisen jdlkeen kévi selviksi, ettd kielimalleilla oli siind hyvin pieni
rooli.

Jokaista valittua artikkelia lukiessa tekstistd korostettiin korostustydkalulla timén
tyon aiheeseen liittyvid faktoja ja tuloksia. Sitten jokainen korostettu kohta sijoitettiin
yhteen viidestd ryhmaéstd. Ryhmit olivat seuraavat: tausta, vahvuudet, heikkoudet, Codex
ja tulokset. Niiden saatujen faktojen perusteella tdmad ty0 koottiin. Kayttimalla tatd
systemaattista ldhestymistapaa saatiin tasaista rutiinia, joka edesauttoi tidmén tyon

etenemista.



Taulukko 1. Lihteiden hakutulostilastot

Tietokanta Loydetyt Ainutlaatuiset Relevantit
IEEE Xplore 11 11 9
ACM DL 7 1 1
Andor 2 0 0
Yteensa 20 12 10

3 Perinteinen automaattinen ohjelmakorjaus

Téssd luvussa kerrotaan lyhyesti, mikd APR on ja mitkd ovat sen tavoitteet. Téssd luvussa
myos tarkastellaan perinteisten APR-tyokalujen puutteita. Tdimén luvun tarkoituksena on
antaa késitys siitd, miksi perinteiset tyokalut eivit korjaa virheitd tehokkaasti ja mité
ominaisuuksia kielimalleilla tulisi olla, jotta ne voisivat korjata virheitd paremmin.

APR:n tavoitteena on 10ytdd ja korjata virheitd ilman ihmisen puuttumista. Yleensa
tavoitteena on tuottaa korjaus, joka ei eroa ihmisen tekemaista korjauksista. APR:n avulla
pyritdin auttamaan ohjelmistokehittdjid parantamaan ohjelmistojensa laatua ja
nopeuttamaan ohjelmistokehitysprosessia. (Jiang ja muut, 2023; Lajko ja muut, 2022)

Perinteiset APR-tyokalut, kuten Tbar? tai Recoder?, ovat suhteellisen hyvii tekeméaén
yksirivisid korjauksia, mutta ne eivit pysty kisittelemddn monirivisid korjauksia kovin
hyvin. Syynd sithen on se, ettd perinteiset APR-tyokalut kayttivit
virhepaikannustekniikoita (engl. fault localization techniques), jotka keskittyvét kunkin
virherivin I0ytdmiseen erikseen ottamatta huomioon virhekontekstia. (Fan ja muut, 2023)

Kontekstin ymmaérryksen puutteesta johtuen perinteiset APR-tyOkalut eivit ole
riittdvén tehokkaita korjaaman monimutkaisia ongelmia (Xia ja muut, 2023). Kang &
Yoo (2023) huomauttavat, ettd mitd suurempi APR-tydkalun luoma korjaus on, siti
todennikodisemmin se on virheellinen. He vaittavét, ettd virhe johtuu yleensd niin
sanotusta puutevirheestd (engl. omission fault). Puutevirhe on virhe, jossa puuttuu
olennainen koodinpétkd. Sobania ja muut (2023) pitdvit myds nykyisten APR-tyokalujen
heikkouksina korjausten luomiseen kuluvaa aikaa. He huomauttavat, ettd korjauksen
luominen voi kestéé jopa tunteja.

Korjauksen luomiseksi perinteiset APR-tyokalut tarvitsevat 1dhdekoodin ja virheen
sijainnin. Suosituimmat APR-ty6kalut kayttavit luo ja tarkista (engl. Genetate and
Validate) -menetelmédd. Tadssd menetelmédssd APR-tyokalu luo korjauksen ja sitten
korjauksen oikeellisuutta tarkistetaan oraakkelin avulla. Yleensd oraakkelina toimii
testisarja (engl. test suit). Testitulosten perusteella korjaukset jaetaan kahteen
kategoriaan: oikeisiin (engl. correct) ja [uotettaviin (engl. plausible). Luotettavat

korjaukset ovat ne, jotka lédpdisevit koko testisarjan. Oikeat korjaukset ovat taas ne, jotka

3 https://github.com/TruX-DTF/TBar
* https://github.com/pkuzqh/Recoder
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ovat sekd luotettavia ettd tdyttavit tietyn ehdon. Yleensd ehtona toimii se, ettd luotu
korjaus ndyttdd mahdollisimman luonnolliselta eikéd poikkea ihmisen tekemistd. (Fan ja
muut, 2023; Lajké ja muut, 2022; Wu ja muut, 2023; Xia ja muut, 2023)

Luo ja tarkista-menetelméén pohjautuvat tydkalut ovat yleensd mallipohjaisia (engl.
template-based) tydkaluja. Niiden toimintaperiaatteet ovat hyvin méériteltyjd ja ne
pystyvit ratkaisemaan vain tietyntyyppisid ongelmia, mutta tdstd syystd ne ovat hyvin
rajallisia. Pédstdkseen eroon téstd rajoituksesta kehitettiin oppimispohjaisia (engl.
learning-based) tyokaluja. (Xia ja muut, 2023)

Perinteiset syvdoppimiseen perustuvat (engl. deep learning-based) APR-tyokalut
kayttavit oppimiseen koulutussarjaa (engl. training set). Koulutussarja koostuu virhe- ja
korjauskoodipareista. Sitten mallit tarkistetaan tarkistussarjalla (engl. test set), joka eroa
koulutussarjasta. Vaikka syvdoppimiseen perustuvat APR-tyokalut ovat tehokkaita, ne
eivit silti pysty saavuttamaan tarpeeksi hyvii tuloksia virheiden korjaamisessa. (Jiang ja
muut, 2023)

Téssé luvussa ndhtiin, ettd perinteiset APR-tyokalut ei vieldkdin pysty suorittamaan
tehtdvéansad riittdvalld tasolla. Ne eivdt esimerkiksi pysty tekeméddn monirivisid ja
monimutkaisia korjauksia eivéitkd ymmaérrd kontekstia, mika tekee niistd joustamattomia.
Seuraavassa luvussa tarkastellaan, pystyvétko kielimallit ratkaisemaan ndmi ongelmat ja

toimimaan paremmin kuin nykyiset APR-tydkalut.

4 Kielimallit automaattisessa ohjelmakorjauksessa

Tama luku koostuu viidestd alaluvusta. Ensin tdssd luvussa puhutaan kielimalleista ja
niiden kouluttamisesta. Sitten luvussa 4.1 ja 4.2 luetellaan kielimallien vahvuudet ja
heikkoudet virheenkorjauksessa. Luvussa 4.3 kisitellddn kielimallien heikkouksien
lieventdmistd ja tulosten parantamista. Luvussa 4.4 tarkastellaan, mité erikoiskielimalleja
on olemassa, jotka sopivat paremmin virheenkorjaamiseen. Luvussa 4.5 tarkastellaan,
kuinka Codex, suuriin kielimalleihin perustuva ja koodin luomiseen erikoistunut tydkalu,
onnistuu korjaamaan virheitd. Luvussa 4.6 ndhddan, kuinka voimme kayttdé kielimalleja
APR:ssd muuhun kuin virheenkorjaukseen.

Kielimalli on hermoverkkoihin perustuva ohjelma, joka pystyy generoimaan tekstid
sanojen todennékdisyysjakauman avulla sanajonossa.

Kielimalli on hermoverkkoihin perustuva ohjelma, joka pysty tuottamaan tekstié
sanajonon sanojen todennékdisyysjakauman avulla. Ennen kuin kielimallia voidaan
hyodyntdd automaattisessa ohjelmakorjauksessa, ne on koulutettava. Kielimallit
koulutetaan tekstiaineistolla, josta he oppivat tekstien kuvioita ja rakenteita. (Ribeiro ja
muut, 2023). Saadun tiedon perusteella kielimallit pystyvét luomaan tekstid sana sanalta
valitsemalla todenndkdisimmén jérjestyksen (Kang & Yoo, 2023). Suuret kielimallit

eroavat tavallisista vain siind, ettd ne on koulutettu suurilla tietoméaarilla.



Kielimallien koulutus siséltdd kaksi vaihetta. Ensimmdinen on esikoulutusvaihe
(engl. pre-training). Téssd vaiheessa mallille syotetddn yleistd tekstitietoa sen
kouluttamiseksi suorittamaan yleisid tehtdvid. Toinen vaihe on hienosddtévaihe (engl.

fine-tuning). Téssd vaiheessa malli erikoistetaan tiettyyn tehtdvién. (Jiang ja muut, 2023)

4.1 Kielimallien vahvuudet

Kielimalleilla on monia vahvuuksia olemassa oleviin ratkaisuihin verrattuna. Esimerkiksi
oppimispohjaisissa tyokaluissa kiytetddn etukdteen koottua ja kisiteltyd tietoaineistoa.
Néama aineistot koostuvat tyypillisesti avoimen ldhdekoodin tietovarastoista (engl. open-
source reposotories) otetuista virheenkorjauspareista, jotka voivat olla rajoitettuja tai
sopimattomia tiettyjen virheiden korjaamiseen. Sen sijaan kielimallit eivdt ole
riippuvaisia kasitellyistd tiedoista, koska niitd koulutetaan raa'alla aineistolla. (Jiang ja
muut, 2023; Xia ja muut, 2023)

Kielimallia koulutetaan sekd koodia siséltidvilld ettd yleiselld aineistolla. Tamén
ansioita kielimallit pystyvdt ymmartimdin virheen kontekstia, mukaan lukien
virheellisen funktion tarkoitusta, ja siksi luovat parempia korjauksia. Kontekstin
ymmaértdmisen takia kielimallit pystyvdt myos ratkaisemaan monimutkaisia ongelmia.
(Xia ja muut, 2023)

Kielimalleilla on muitakin vahvuuksia verrattuna perinteisiin APR-tydkaluihin.
Esimerkiksi sekd Xia ja muut (2023) ettd Lajko ja muut (2022) huomauttavat, ettd
perinteiset APR-tyokalut ovat erikoistuneet tiettyihin ohjelmointikieliin, kun taas
kielimallit ovat yleensd kieliagonistisia. Xia ja muut (2023) pitdvit myos kielimallien
etuina se, ettd ne luovat ihmisen tuottamalta vaikuttavaa koodia, joka vastaa paremmin
projektin yleistd koodityylid, seké se ettd kielimallit pystyvét luomaan korjauksia, jotka
koostuvat useista koodiriveistd eikd vain yhdesta.

Yleisesti ottaen tutkijat toteavat kielimallien onnistuvan automaattisessa
ohjelmakorjauksessa. Xia ja muut (2023) viittdvat, ettd kielimallit pystyvét jo nyt
suorittamaan automaattista ohjelmakorjausta paremmin kuin perinteiset ratkaisut.
Sobania ym (2023) viittdvat myds, ettd kielimallit korjaavat suurimman osan virheisti jo
ensimmaiselld tai toisella yritykselld, ja vain muutama tarvitse neljd yritystd. Lajko ja
muut (2022) tulivat mielenkiintoiseen johtopédétokseen, ettd korjausten luominen

uudelleen ei paranna niiden laatua, vaan pikemminkin huonontaa sité.

4.2 Kielimallien heikkoudet

Vaikka kielimalleilla on omat selkedt vahvuutensa, niilld on my0s useita heikkouksia.
Fan ja muut (2023) sekd Wu ja muut (2023) huomauttavat, ettd monet kielimallien
tuottamat korjaukset ovat kdantdmattomid, mutta tulos on silti paljon parempi kuin se
mitd saadaan muilla menetelmilld. Wu ja muut (2023) ovat myds huolissaan siitd, ettd

kielimallien tuottamat korjaukset ovat epddeterministisid, joten lopputuloksen laadusta ei



ole varmuutta. Ribeiro ja muut (2023) mainitsevat, ettd tavalliset kielimallit ovat hyvié
kuviota (engl. pattern) noudattavan tekstin luomisessa, mutta ne eivdt ymmérrd
ohjelmointikielten rakenteita. Myo0s kielimallien koulutukseen liittyy mahdollisia
ongelmia. Xia ja muut (2023) tuovat esiin, ettd korruptoitunut koulutusaineisto,
esimerkiksi jos koulutusaineisto siséltdd arkaluontoista tietoa, voi johtaa korkeisiin
kustannuksiin mallin uudelleenkoulutuksessa.

Kielimallien erityispiirteitten takia niiden tuottama tulos on riippuvainen kontekstista.
Esimerkiksi, kokonaisten atomifunktioiden luominen ei yleensd tuota hyvid tuloksia.
Tama johtuu siitd, ettd kun kielimalli luo kokonaisen funktion, siltd puuttuu konteksti ja
se tarvitsee lisdtietoja funktion toiminnasta (Xia ja muut, 2023). Vaikka ilman
kontekstiakin kielimallit pystyvit luomaan jarkevéd koodia, ne eivdt kuitenkaan pysty
luomaan oikeaa koodia virheen korjaamiseksi (Jiang ja muut, 2023). Kontekstiriippuvuus
saa kielimallit keskittymaén liikaa funktioiden nimiin, miké voi vaikuttaa negatiivisesti
lopputulokseen (Fan ja muut, 2023).

Nykyiset kielimallit korjaavat haavoittuvuuksia huonommin kuin tavallisia virheita.
Kuitenkin tdssékin kielimallit saavuttavat parempia tuloksia kuin perinteiset APR-
tyokalut ja osoittavat, ettd niilld on kykya onnistua tdssékin. Esimerkiksi on havaittu, ettid
kielimallit pystyvét korjaamaan uusia haavoittuvuuksia, joita ne eivdt ole aiemmin
kohdanneet. (Wu ja muut, 2023)

4.3 Kielimallien tulosten parantaminen

Vaikka kielimalleistakin 16ytyy puutteita, on silti mahdollista parantaa niiden tuottamia
tuloksia ja lieventéd heikkouksista. Yksi tapa parantaa kielimallien kykyé korjata virheitd
on kouluttaa niittd suuremmilla tietomddrilld (Fan ja muut, 2023; Wu ja muut, 2023; Xia
ja muut, 2023).

Yleisesti ottaen mitd suuremmalla tietomaérdlld malleja koulutetaan, sitd parempi
tulos on. Kuitenkin ldhes kaikissa malleissa on piste (tietomdirén koko), jonka jilkeen
virheenkorjauksen laatu heikkenee. Toinen huomioitava aspekti on se, ettd suuremmat
mallit vaativat enemmin laskentaresursseja toimiakseen kuin tavalliset kielimallit. (Jiang
ja muut, 2023; Xia ja muut, 2023)

Jiang ja muut (2023) tulivat myds sithen johtopéddtokseen, ettd eri kielimallit
kéayttaytyvat eri tavalla késiteltdessd suuria tietomddrid. Jotkut mallit eivat valttimatta
heikennd oman virheenkorjauksensa laatua koulutusaineiston kasvaessa ja joidenkin
mallien resurssien kulutus ei kasva yhti nopeasti kuin toisten.

Toinen aspekti, joka parantaa kielimallien tuottamia tuloksia, on hienosddto (Wu ja
muut, 2023). Hienosdddolld on mahdollista sekd lisdtd mallin ymmaérrystd kontekstista
ettd padstd eroon puutevirheistd (Kang & Yoo, 2023). Parempien tulosten saavuttamiseksi

malleja on hienosédddettdvi jokaiseen projektiin erikseen (Lajké ja muut, 2022). Mutta on



myo0s tirkedd ymmairtdd, ettd hienosditd vaatii riittdvén laadukasta tietoa, jota ei ole
olemassa kaikille tapauksille (Wu ja muut, 2023).

Hienosdddetyt mallit pystyvit hyodyntimédn annettuja vihjeitd, kuten virheen
rivinumeroa, mihin vain esikoulutetut mallit eivdt pysty. Hienosdddolld on myds
varjopuolensa, esimerkiksi mallit alkavat toimia syvdoppimiseen perustuvien APR-
tyokalujen tapaan ja keskittyvit liikkaa virheriviin, unohtaen kontekstin. Tdméa johtaa
sithen, ettd esikoulutetut mallit pystyvét korjaamaan tiettyjd virheitd, joita hienosdddetyt
mallit eivét pysty. (Jiang ja muut, 2023)

Kontekstilla on keskeinen rooli kielimallien toiminnassa. Kielimallien kykyd
ymmdrtdd koodin kontekstia on parannettava, jotta saadaan parempia tuloksia (Wu ja
muut, 2023). Jotta kielimallit pystyisivdt tuottamaan toimivaa ja toivottavaa koodia, ne
tarvitsevat enemmin tietoa koodin rakenteesta (Ribeiro ja muut, 2023). Tdma pystytddn
saavuttamaan antamalla kielimalille seka etu- ettd jélkiliite. Etuliite on koodinpétka ennen
virheellistd osaa ja jélkiliite on koodinpétka sen jélkeen (Xia ja muut, 2023).

Koulutusaineistolla on myds selked vaikutus kielimallien toimivuuteen. Parhaan
tuloksen saavuttamiseksi malli on koulutettava jokaiselle ongelmalle, kielelle ja
kehykselle erikseen (Ribeiro ja muut, 2023). Kouluttamalla mallia koko projektin koodilla
voidaan myo0s parantaa tulosta (Wu ja muut, 2023).

Kirjoitetun koodin laatu myds vaikuttaa kielimallien kykyyn korjata virheita.
Esimerkiksi, kielimallit pystyvét paremmin korjaamaan selkedsti kirjoitettua koodia, joka
ei sisdltd monimutkaisia rakenteita (Wu ja muut, 2023). Johtuen myds siitd, ettd
kielimalleilla on hyvi kisitys koodin semantiikasta, 4yvin nimetyt muuttujat voivat auttaa
mallia korjaamaan virheet paremmin (Jiang ja muut, 2023). Fan ja muut (2023)
ehdottavat, ettd tulevien kielimallien tulee keskittyd ongelman kuvauksiin enemmdn kuin

kirjoitetun koodin rakenteeseen.

4.4 Erikoiskielimallit

Tavallisten kielimallien lisdksi on olemassa myos erikoiskielimalleja. Esimerkiksi
ohjelmointikielimallit (engl. programming language models) ja muuntajapohjaiset mallit
(engl. transformer-based models). Ohjelmointikielimallit ovat kielimalleja, jotka ovat
erikoistuneet toimimaan ohjelmointikielten kanssa. Tdmédn seurauksena ne pystyvét
tuottamaan laadukkaampaa koodia, mutta ovat tavallisia kielimalleja huonompia
kontekstin ymmaértamisessd, erityisesti siind, miké ei liity suoraan ohjelmointiin. (Huang
ja muut, 2022)

Muuntajapohjaiset mallit puolestaan ovat suuria kielimalleja, jotka ottavat
luonnollisen kielen kuvauksen ja muuttavat sen tekstiksi. Vaikka muuntajapohjaiset
mallit voivat ratkaista monia ohjelmistoon liittyvid ongelmia, niiden onnistumisprosentti
on alhainen. Tdm4i johtuu yleensd tehtidvin tai olemassa olevan ohjelman toiminnan

huonosta ymmartimisestd. Muuntajapohjaisen mallin luoma koodi siséltdd myds huonoja



koodin kuvioita (engl. code patterns), kuten harhaanjohtavia muuttujien nimié, toistuvia
koodinpitkid, seké tarpeettomia apufunktioita. Lisdksi luodusta kodista puuttuu sulkeita
tai se on muuten virheellistd. (Fan ja muut, 2023)

Erds muuntajapohjaisten mallien tyyppi on generatiivinen esikoulutettu muuntaja.
Generatiiviset mallit my0s pystyvdt ottamaan kontekstin huomioon, mutta ovat
rajoittuneet vain etuliitteiden kayttoon. Tyypillisesti generatiiviset mallit, eivdt saavuta
hyvié tuloksia yhden riviin luomisessa. (Xia ja muut, 2023)

GPT-tyokalut pystytddn kuitenkin hienosditimédn tiettyyn tehtdvain. Esimerkiksi,
GPT-2 pystyttiin kouluttamaan oikean ohjelmakoodin luomiseen. Hienosdddetty malli
pystyy generoimaan muuttujien nimid paljon paremmin kuin perinteiset APR-tydkalut.
GPT-pohjainen tydkalu pystyy oppimaan virheympdiriston, mikd puolestaan parantaa
korjaustulosta. GPT-pohjainen tyokalu pystyy myos késittelemddn siddnnollisia
lausekkeita ja silmukoita melko hyvin seki pystyy tuottamaan selkeitd virheilmoituksia.
(Lajké ja muut, 2022)

Viime aikoina suosituksi tullut ChatGPT saavuttaa yhtd hyvid tuloksia kuin muut
syvdoppimiseen perustuvat tyokalut. Se tuottaa myds selvidsti parempia tuloksia kuin
perinteiset tyokalut, vaikka se ei ole tarkoitettu ohjelmakorjaukseen eikd tyoskentelyyn
ohjelmakoodin kanssa. ChatGPT pystyy korjaamaan virheet myos ilman tarkkaa
kuvausta, mutta jos kuvaus annetaan, tulos voi olla vield parempi. (Sobania ja muut, 2023)

ChatGPT ei kuitenkaan aina toimi toivotulla tavalla. Joskus se esimerkiksi korjaa
virheen, mutta samalla luo tilalle uuden. Toinen esimerkki: pienen virheen korjaamisen
sijaan se kirjoittaa koko funktion uudelleen. Usein ChatGPT vaatii lisdtietoja virheen
korjaamiseksi tai jopa véittdd, ettd annettu ohjelmakoodi on virheeton. Koska ChatGPT
vaatii thmisen toimintaa halutun tuloksen saavuttamiseksi, se on enemmén neuvonantaja

kuin tyodkalu, joka voi korjata virheet automaattisesti. (Sobania ja muut, 2023)

4.5 Codex

Yksi huippuluokan tydkalu, joka on erikoistunut koodin luomiseen, on Codex (Jiang
ja muut, 2023; Xia ja muut, 2023). Codex on OpenAl:n kehittdmd, ja se on GitHub
Copilotin perusta, joka perustuu GPT-3:een ja hienosédddetty tyoskentelemdin koodin
kanssa. Tdmaén ansiosta Codex on muuntajapohjainen ohjelmointikielimalli, joka pystyy
ymmaértdamddn funktioiden tarkoituksen ja luomaan parempia korjauksia. Codex on
tehokkain tyokalu, joka tuottaa parempia tuloksia kuin kaikki muut APR-ty6kalut, vaikka
se ei ole suunniteltu tdhén tehtidviin. (Xia ja muut, 2023)

Sobania ja muut (2023) testitulosten perusteella voidaan nihdé, ettd Codex pystyy
korjaamaan virheet hieman paremmin kuin ChatGPT. Xia ja muut (2023) uskovat, ettid
Codex saavuttaa hyvid tuloksia virheenkorjauksessa, koska tydkalu on suunniteltu ja

hienosaidetty koodin luomista varten. Wu ja muut (2023) huomasivat myos, ettd Codexin



luoma koodi kdéntyy useammin kuin mink& tahansa muun tydkalun luoma koodi ja etti
Codex pystyy korjaamaan haavoittuvuudet useammin kuin mik&én muu tyokalu.

Codex pystyy sekd ftdydentimddn koodia (engl. code infilling) etti luomaan
kokonaisia funktioita. Kuitenkin se tuottaa parempia tuloksia koodia tidydentéessd kuin
funktioita luodessa. Tamai johtuu siitd, ettd Codex toimii paremmin, kun sille annetaan
sekd etu- ettd jdlkiliitteet, koska tdssd tapauksessa se ymmaértdd kontekstin paremmin.
(Xia ja muut, 2023)

Codexilla on myds puutteita. Codex on omisteinen ohjelmisto, jota ei voi kdyttaa
paikallisesti, vaan pelkdstddn API-rajapintojen kautta (Xia ja muut, 2023). Tdma rajoittaa
sen kéyttomahdollisuuksia. Sitd ei esimerkiksi voi hienoséétdd, koska tille ei ole
olemassa mitdén rajapintaa. (Jiang ja muut, 2023; Wu ja muut, 2023). Codex tekee myds
samanlaisia ohjelmointivirheitd kuin ihmiset, mikd johtuu luultavasti siitd, ettd se on
koulutettu GitHubista otetulla aineistolla, joka mahdollisesti sisédltdd virheellistd koodia
(Fan ja muut, 2023). Codex ei myOskddn saavuta yhtd hyvid tuloksia kaikilla
ohjelmointikielilld (Xia ja muut, 2023).

Askettiin Codex sai uuden muokkaustilan (engl. edit mode). T4mi tila on tarkoitettu
annetun koodin muokkaamiseen, mikd on hyvin léhelld virheenkorjausprosessia. Timéan
tilan tulos riippuu syottoohjeiden laadusta. Se ndyttdd parhaan tuloksen, kun sille
annetaan epdilyttavd ohjelmalause. Se pystyy myods melko hyvin korjaamaan virheitd
ilman sitd, ettd sille annetaan tarkkaa ongelmakuvausta tai sijaintia. Yksirivisille

korjauksille se ei kuitenkin pysty saavuttamaan yhta hyvii tuloksia. (Fan ja muut, 2023)

4.6 Kielimallit apuviilineeni

APR:ssa kielimalleja voidaan kayttdd paitsi virheenkorjausten luomista varten, myds
muihin tarkoituksiin. Esimerkiksi perinteiset APR-tyokalut tuottavat useita mahdollisia
korjausehdotuksia, joista yksi vaihtoehto valitaan satunnaisesti. Sen sijaan, ettd
valittaisiin ~ korjaus satunnaisesti, voidaan kéyttdd kielimallia, joka valitsee
luonnollisimmalta ndyttdvin korjauksen. Tdmd menetelmd néyttdd tuottavan hyvid
tuloksia. (Kang & Yoo, 2022)

Vaikka suuria kielimalleja voidaan my6s hyddyntdd virhepaikannuksessa, ne eivit
ole yhté tehokkaita kuin perinteiset menetelmét (Xia ja muut, 2023). Koska kielimallien
tuottaman koodin virheet ovat ldhelld ihmisen tekemid, ne voitaisiin teoriassa korjata
APR-tyOkaluilla, mutta perinteiset APR-tyokalut eivét ole sithen hyvid, koska ne eivét

pystyy korjaamaan monirivisid ja monimutkaisia virheitd (Fan ja muut, 2023).

5 Keskustelu
Automaattisella ohjelmakorjauksella on selked potentiaali parantaa
ohjelmistokehitysprosessia. =~ APR:n  avulla  pystyttdisiin ~ sekd  nopeuttamaan

kehitysprosessia ettd paranna tuotetun ohjelmiston laatua. APR voi olla hyoddyllisin
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suurissa projekteissa, joissa virheen syyn ymmaértdminen voi viedd useita tyGtunteja.
Kuitenkin APR-teknologia on tuore eivdtkd perinteiset APR-tyokalut pysty vield
tuottamaan hyvié tuloksia.

Téssd tyOssd havaittiin, ettd perinteisissd APR-ty6kaluissa on heikkouksia, joista on
padstettdvd eroon, jotta APR:std tulisi yleiskdyttoinen tydkalu. Esimerkiksi perinteiset
APR-tyokalut keskittyvat pelkéstidn yhteen virheriviin eivitka ota huomioon kontekstia.
Ilman kontekstia monimutkaisten ongelmien ratkaiseminen on vaikeaa, varsinkin jos
ongelmat eivét vasta suoraan tiettyjd kuvioita.

Perinteiset APR-tyokalut tarvitsevat toimiakseen sekd ldhdekoodin ettd virheen
sjjainnin ja korjauksen oikeellisuuden tarkistuksen. Tarkistus yleensd suoritetaan
testisarjojen avulla, jotka on luotava huolellisesti ja kattavasti. My0ds perinteisten APR-
tyokalujen korjausten laatu heikkenee luodun korjauksen koon mukaan. Mitd suurempi
korjaus, sitd enemmén puuttuvia koodinpétkid se sisdltdd. Toinen ongelma on korjauksen
luomiseen kuluva aika. Yhden korjauksen luominen voi kestdi jopa tunteja.

Samaan aikaan markkinoille tuli suuriin kielimalleihin perustuva tydkalu ChatGPT.
Se onnistui yllattimaidn kayttdjansd paitsi kyvylld luoda korkealaatuista tekstid ja
katevalla vuorovaikutuksella, mutta myo0s silld, ettd se pystyy ratkaisemaan ongelmia,
joita sitd ei ole koulutettu ratkaisemaan. Tdméa osoitti kielimallien kyvyn ratkaista
erityyppisid ongelmia. Tamin yhteydessd herdsi kysymys: voidaanko suurten
kielimallien potentiaalia hyddyntdd myos automaattisissa ohjelmakorjauksissa? Tama tyo
paityi lopputulokseen, ettd kylld, voidaan.

Yksi kielimallien tirkeimmisté eduista perinteisiin APR-tydkaluihin verrattuna on se,
etteivit ne keskity pelkdstddn virheeseen, vaan pystyviat myds ymmaértimaén virheen
kontekstin. Tdma johtuu siitd, ettd kielimalleja kouluteen suurilla tietoméairilld, jotka
sisdltdvit muutakin kuin pelkéstién koodiin liittyvia tietoa.

Kielimallit eivét tarvitse testejd, koska ne nojaavat tdysin kontekstiin. Tama tietysti
tekee tuloksista vdhemmin ennustettavia ja luotettavia. Kielimallit pystyvit myos
korjaamaan virheit, joihin niiti ei ole koulutettu, sekéd luoda suuria korjauksia ilman
suurta laadun heikkenemistd. On myo0s osoitettu, ettd kielimallit pystyvit korjaamaan
enemmaén virheitd kuin perinteiset APR-tyokalut.

Kielimalleilla on muita ominaisuuksia, jotka tekevédt niistdi houkuttelevia
automaattista  virheenkorjausta varten. Esimerkiksi kielimallit ovat yleensd
ohjelmointikieliagnostisia, mikd lisdd niiden joustavuutta. Kielimalleja voidaan myos
hienosditdd projektiin tai ympéristoon, jolle ne luovat korjauksia. Tdmai ei ainoastaan
paranna kielimallin ymmarrystd ongelmasta, vaan myds mahdollistaa sen, ettd se voi
luoda koodia, joka tyylillisesti sopii projektiin. Kielimalleja voidaan myds kdyttdd APR:n

apuvilinenind. Esimerkiksi valittaessa parasta korjausta ehdokasjoukoista.
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Tavallisten kielimallien rinnalla on olemassa erikoiskielimalleja, kuten
ohjelmointikielimallit ja muuntajapohjaiset mallit. Ensimmdiset ovat koulutettu luomaan
ohjelmakoodia, kun taas jilkimmaiset ovat suuria kielimalleja, jotka ottavat luonnollisen
kielen kuvauksen ja muuttavat sen tekstiksi.

Yksi tyokalu, joka kuuluu kumpaankin kategoriaan, on Codex. Se perustuu GPT-
3:een, mikd tekee sitd ChatGPT:n sukua. Codex saavuttaa tdlla hetkelld paremmat
tulokset virheenkorjauksessa kuin mikddn muu tyokalu. Vaikka ChatGPT pystyy my0s
tuottamaan hyvié tuloksia, se on vihemman itsendinen kuin Codex. ChatGPT onkin
enemmain neuvonantaja kuin virheenkorjaaja. Codexilla on kuitenkin yksi merkittava
heikkous. Se on omisteinen ohjelmisto, jota ei voi kdyttdd paikallisesti eikd hienosédétaa.
Codex on kuitenkin erinomainen esimerkki siitd, kuinka suurilla kielimalleilla on suuri
potentiaali automaattisessa ohjelmakorjauksessa.

Jotta  tulevaisuudessa voimme  kdyttdd  kielimalleja  menestyksekkéaasti
automaattisessa virheenkorjauksessa, meidén on ratkaistava useita ongelmia. Ensinnikin
meidédn on luotava Codexin kaltainen tydkalu, joka on avoin ja joustava. Tavoitteena on
saada perusta, jota voidaan hienoséétia jokaiselle tehtivélle erikseen. Sitten on 10ydettéva
keinoja kielimallien luoman koodin oikeellisuuden varmistamiseen. Voidaan esimerkiksi
kayttad toista kielimallia, jonka tehtdvina olisi olla oikeellisuuden tarkistajana. Liséksi
kielimallien optimoinnissa on vield paljon tekemistd. Tavoitteena on saada tuloksia
kohtuullisessa ajassa kayttdmailld mahdollisimman véhin laskentaresursseja. Vaikka on
vield  paljon ratkaistava, silti  kielimallien tulevaisuus  automaattisessa

ohjelmakorjauksessa ndyttda lupavalta.

6 Yhteenveto

Talla tyolld oli kaksi tavoitetta. Ensimméinen tavoite oli nostaa esille ja herattdd
kiinnostusta automaattista ohjelmakorjausta kohtaan. Jostain syystd timd ilmid on
varjossa ja harva tietid sen olemassaolosta, vaikka kyseessd onkin mielenkiintoinen
teknologia, jolla on tirked rooli tulevaisuudessa. Téssd tydssé ei kuitenkaan menty APR:n
teknisiin yksityiskohtiin, vaan tarkasteltiin sitd hyvin pinnallisesti.

Toinen tavoite oli selvittdd, pystyviatkd suuret kielimallit parantamaan APR-
tyokalujen kykya luoda korjauksia. Ty pédtyi lopputulokseen, ettd kielimallit tuottavat
jo parempia tuloksia automaattisessa ohjelmakorjauksessa kuin kaikki muut olemassa
olevat APR-tyokalut. Vaikka tulos onkin positiivinen, on vield paljon tyotd edessé, jotta
APR:std tulee yleiskdyttoinen tydkalu ohjelmistotuotannossa. Esimerkiksi meidén on
luotava Codexin kaltainen avoin vaihtoehto, 10ytdvé tapa varmistaa, ettd kielimallien
luoma koodi on aina vaadittua laatua ja vihentdvé kielimallin laskentaresurssien kayttoa.

Nyt kun tiedimme, ettd suurilla kielimalleilla on potentiaalia automaattisessa

ohjelmakorjauksessa, meiddn on tutkittava, kuinka voimme parantaa niiden
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virheenkorjauskykyd. Yksi mahdollinen tutkimussuunta on selvittdd, voidaanko

kielimallin korjauksen oikeellisuutta tarkistaa jollain toisella kielimallilla.
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