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Teollisuudessa lukuisat laitteet kerdavat mittaritietoa suorittamistaan prosesseista. Kerattya
dataa voidaan hyddyntaa prosessin valvonnan parantamiseen. Jos poikkeamat laitteiden
lahettdmassad aikasarjadatassa havaitaan ajoissa, voidaan valttya laitevioilta tai
epaonnistuneilta tuote-eriltd. Molemmissa tapauksissa saatava taloudellinen hy6ty voi olla
merkittdvaa. Taman vuoksi aikasarja-analyysi ja poikkeamien havaitseminen ovat nousseet
tarkeiksi tutkimuksen kohteiksi.

Tama tutkielma on Kkirjallisuuskatsaus tilastollisen prosessinohjauksen menetelmiin
poikkeamien havaitsemiseksi aikasarjadatassa. On hyvd huomata, ettd poikkeamien
havaitsemiseen on kirjallisuudessa hyddynnetty keinoja kuten koneoppimista. Keinot eivat
kuitenkaan sisally tilastolliseen prosessinohjaukseen, ja siten eivat ole osana tata tutkielmaa.
Tassa tutkielmassa kaydaan lapi seka klassisia tilastollisen prosessinohjauksen menetelmia
ettd uusia kirjallisuudesta 16ytyvid menetelmia.

Tutkielman tavoitteena on saada kokonaiskuva toimivista ratkaisuista poikkeamien
havaitsemiseen. Ymmarrysta eri mallien vahvuuksista tarvitaan oikean mallin valitsemiseen.
Jotta tulokset olisivat mahdollisimman kaytanndllisia, katsaus on rajattu sisaltdmaan ainoastaan
menetelmia, jotka ovat tutkimusartikkeleiden kirjoittajien mukaan tuottaneet aiempia menetelmia
parempia tuloksia. Tassa kirjallisuuskatsauksessa ei esitella menetelmia matemaattisesti, koska
se ei ole tdman katsauksen laajuuden kannalta mahdollista. Menetelmien toiminnasta on
kuitenkin annettu lyhyt kirjallinen kuvaus.

Katsauksessa paadyttiin tulokseen, ettd ei ole yhta parasta menetelmaa. Sovellusalueet
ja niiden mallintaminen sisaltdvat suuria eroja, minkd vuoksi yksi ratkaisu ei ylety parhaisiin
tuloksiin kaikilla sovellusalueilla. TAman lisdksi menetelmien teoreettiset taustat sisalsivat paljon
vaihtelua. Mitd soveltuvamman mallin saa valittua, sitd parempiin tuloksiin paasee. Niinpa
sovellusalueen tuntemus nousikin tarkeaksi tekijaksi mallin valitsemisen kannalta. Tutkielmassa
kaydaan lapi joitakin ohjeita sopivan mallin valitsemiseksi.

Avainsanat: tilastollinen prosessinohjaus, SPC, aikasarja, poikkeamien havaitseminen

Taman julkaisun alkuperaisyys on tarkastettu Turnitin OriginalityCheck —ohjelmalla.
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1. JOHDANTO

Nykyaan lahes kaikki tuotantolaitteet keraavat jotain dataa itsestdan tai suorittamastaan
prosessista. Taman datan hyoddyntdminen on kasvattanut suosiotaan viime vuosina.
Analysoimalla laitteiden I&hettdmaa dataa voidaan saada lukuisia hydtyja. On mahdollista
parantaa prosessia ja siten parantaa tuotteen laatua. Poikkeamien havaitseminen

tuotantolaitteiden lahettdmassa datassa voi auttaa usealla tavalla. (Chandola ym., 2009)

Yksi tapa, jolla poikkeamien havaitseminen voi auttaa, on viestimalla mahdollisista
virheista tuotantoprosessissa. Nama virheet havaitsemalla voidaan valttya epaonnistuneen
prosessin jatkamiselta. Tama on erityisen tarkeda esimerkiksi vedenjakelun kaltaisissa
prosesseissa, missd huomaamatta jaaneilla poikkeamilla voi olla vakavia seurauksia. (Riss
ym., 2021)

Poikkeamat voivat myds kielid viasta tuotantolaitteissa. Laitevikojen havaitseminen
ennen prosessin suorittamista voi olla todella hyddyllista. Laitteet voidaan huoltaa monesti jo
ennen, kun ne menevat rikki. Nain voidaan minimoida vikojen vaikutus tuotantoon. Talla
tavoin voidaan valttya epaonnistuneilta tuote-eriltd, mistd saatu taloudellinen hyoéty voi olla
suuri. Ajoissa huolletut tuotantolaitteet voivat myds estaa laitteiden vakavan vikaantumisen,
minka seurauksena laitteille ei tarvitse tehda kalliita korjaustoita, ja tuotanto pysyy kdynnissa

paljon pidempaan. (Qiu, 2013)

Aikasarja-datan tarkastelussa on omat haasteensa (Brockwell & Davis, 1991).
Perinteiset tilastolliset menetelmat eivat taysin sovellu poikkeamiin, jotka tapahtuvat ajan
saatossa. Nama poikkeamat ovat havaittavissa vain arvojen saamasta pitempiaikaisesta
trendistda eikd mistadn yksittaisesta arvosta prosessissa. Tama voi nakya esimerkiksi

aikasarjan kuvaajan "muodossa”.
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Kuva 1. Esimerkki aikasarjasta, jonka muodossa on poikkeama. (Chandola ym., 2009)

Taman Kkirjallisuuskatsauksen tarkoituksena on koota viime vuosien Kkirjallisuudesta
l6ytyvia tilastollisen prosessinohjauksen (Statistical Process Control, SPC) menetelmia
poikkeamien havaitsemiseen aikasarja-datassa. SPC on kokoelma tilastotieteeseen
nojautuvia menetelmia jatkuvien prosessien valvomiseen, ennustamiseen ja parantamiseen.
Siksi on hyva huomata, ettd on olemassa poikkeamien havaitsemismenetelmia, jotka eivat
asetu SPC:n sisalle. Esimerkiksi lahivuosina on esitetty useita koneoppimismenetelmia
kyseisen ongelman ratkaisemiseksi. Taman katsauksen laajuuden puitteissa naita
menetelmia ei tulla tarkastelemaan tassa katsauksessa. Koneoppimis- ja SPC-menetelmia

yhdistavat mallit kuitenkin otetaan tarkasteluun.

Poikkeamien havaitsemisen sovellusalueet vaihtelevat paljon, minka vuoksi yksi keino
soveltuu huonosti toiseen sovellusalueeseen ja toinen toiseen (Chandola ym., 2009). Taméan
vuoksi eri keinoja kootessa on vaikeaa vertailla keinojen toimivuutta yleisesti. Niinpa tassa

kirjallisuuskatsauksessa selvitan mihin eri keinot soveltuvat hyvin ja mihin huonosti.

Tassd katsauksessa ei avata matemaattisesti esille nostettujen menetelmien
teoreettista pohjaa. Syyna valinnalle on se, etta jo yksittdisen monimutkaisen mallin tarkkaan
matemaattiseen esittelyyn menisi useita sivuja. Nain tarkka esitys ei ole moninaisia
tilastollisia menetelmia kokoavassa katsauksessa yksinkertaisesti mahdollista. Pyydan

lukijaa tutustumaan alkuperaisiin artikkeleihin matemaattisia perusteita varten.

Seuraavaksi kerron lyhyesti tutkielman rakenteesta. Luvussa kaksi kdydaan Iapi
tiedon hakua ja tutkimusartikkeleiden valitsemisprosessia tata kirjallisuuskatsausta varten.
Luvussa kolme esitelldaan tutkimusalan kasitteistdéa ja tutustutaan pinnallisesi aikasarjojen
analysoinnin perusmenetelmiin. Tama toimii pohjana uudempia malleja kasitellessa.

Neljdnnessa luvussa tutustutaan viimeaikaisiin tutkimusartikkeleissa esitettyihin poikkeaman



havaitsemisen menetelmiin. Viidennessa Iluvussa on pohdintaa ja ohjeita mallin

valitsemiseen.

2. TUTKIMUSMENETELMA

Tutkielma on tyypiltdan kirjallisuus katsaus. Aloitin kirjallisuuden etsimisen Tampereen
yliopiston Andor-palvelusta. Aloitin tiedon hakemisen termeilla SPC ja "Anomaly detection”.
Katsoin 16ytyvia tuloksia, ja pyrin I16ytamaan mahdollisimman paljon samaa asiaa tarkoittavia

termeja.

SPC:lle 16ytyi vaihtoehtoisiksi termeiksi MSPC ja PQM (product quality management).
Termin PQM sisallyttdminen hakulauseeseen toi kuitenkin mukanaan paljon tuloksia, jotka
eivat littyneet tutkimusongelmaan. Tasta syysta paatin jattda kyseisen termin pois

lopullisesta hakulauseesta.

"Anomaly detection” hakutermille 16ytyi vaihtoehdoksi “fault detection”. Tata
hakutermia kayttava kirjallisuus pohjautui pitkalti samankaltaisten ongelmien ratkaisemiseen.

Lisdamalla taman termin I0ysin lisda tutkimuskysymykseeni liittyvia lahteita.

Tassd vaiheessa tuloksia oli viela likaa tdman tutkimuksen laajuudelle. Koska
tutkimuksen taustamotivaationa on prosessiteollisuudessa kaytettavat laitteet, jotka keraavat
aikasarja-dataa, lisdsin hakuun termin "time series” rajoittamaan hakutuloksia.

Lopullinen hakulause tata kirjallisuuskatsausta varten oli: ("statistical process control"
OR SPC OR MSPC) AND ("anomaly detection" OR "fault detection") AND "time series"

Hakulause toimi hyvin, ja lahes kaikki I6ytyva kirjallisuus liittyi tutkimuskysymykseen.
Sen jalkeen tein vield rajauksen, ettd kaikki tahan Kkirjallisuuskatsaukseen otetut
tutkimusartikkelit ovat vertaisarvioituja. Koska ideanani oli tutkia viimeaikaisista artikkeleista

I0ytyneitd menetelmia, rajasin I0ytyneet artikkelit vuosille 2017-2023.

Tiivisteen perusteella arvioin jaljelle jaaneiden artikkelien aihetta. Karsin sitten lahteet
lopulliseen kokoonsa siten ettd kaikki lopulliset artikkelit kasittelivat tutkimuskysymysta.
Valitsin artikkeleita, jotka lupasivat aiemmin kirjallisuudessa esitettyja menetelmia parempia

tuloksia.



3. TILASTOLLINEN PROSESSINOHJAUS

Monimuuttuja tilastollinen prosessinohjaus (MSPC) on kokoelma SPC-menetelmia, jotka
hyddyntavat useita muuttujia kerrallaan (Qiu, 2013). Tassa tutkielmassa lyhenne SPC viittaa
seka tilastolliseen prosessinohjaukseen (SPC) ettd monimuuttuja tilastolliseen

prosessinohjaukseen (MSPC), koska termit tarkoittavat pitkalti samaa asiaa.

SPC voidaan jakaa kahteen eri osa-alueeseen (Qiu, 2013). Ensimmainen osa-alue on
keinot, joilla tuotannon alkuvaiheessa kokeellisesti yritetdan tehda prosessista
mahdollisimman hyva. Toinen osa-alue keskittyy valmiin prosessin valvomiseen. Tama

tutkinto keskittyy jalkimmaiseen, eli varsinaisen tuotannon aikana tapahtuvaan valvontaan.

SPC:ssad kaytetyt menetelmat pohjautuvat pitkalti klassisiin aikasarja-analyysin
menetelmiin (Qiu, 2013). Aikasarja-analyysi on kokoelma menetelmia aikasarja-datan
analysointiin ja mallintamiseen (Brockwell & Davis, 1991). Aikasarja-data on sarja
jarjestyksessa olevia arvoja, joista kukin on liitoksissa johonkin hetkeen ajassa. Toisin

sanoen aikasarjadata on kokoelma aikaleima-arvopareja (Brockwell & Davis, 1991).

3.1 AIKASARJA-ANALYYSI

Aikasarjaa analysoidessa ensimmainen asia, joka taytyy huomata, on aikasarjan arvojen
vaihtelu pitkalla aikavalilld. Jos aikasarjan arvot esimerkiksi kasvavat hitaasti ajan kuluessa,
taman trendin huomiotta jattdminen tarkoittaisi, ettd pitkalld aikavalilla 1ahes kaikki arvot
vaikuttaisivat poikkeamilta. Jos aikasarjan saamat arvot ja arvojen vaihtelu pysyvat samana
ajan kuluessa, on aikasarja stationdérinen (stationary). Jos taas arvoilla on trendi, on

aikasarja ei-stationédédrinen (non-stationary). (Brockwell & Davis, 1991)

Ei-stationaarisissa aikasarjoissa vaihtelu on usein jaksollista. Tiedamme esimerkiksi,
ettd paivat kulkevat 24:n tunnin sykleissa. Tieddmme myos, ettd vuodet kulkevat noin 365
paivan pituisissa sykleissa. Vastaavaan kaltaista tietoa kutsutaan aikasarjadatan yhteydessa
kaudellisuudeksi (seasonality). Kaudellisuus on tietoa, joka kannattaa aina mahdollisuuksien
mukaan rakentaa malleihin, jotta mallit voivat keskittya mallintamaan asioita, joita ihmiset
eivat intuitiivisesti tieda. Muuten esimerkiksi sahkonkulutusta ennustaessa malli joutuisi itse
etsimaan paivalyo syklit ja niiden mukana tuomat tiedot, kuten "Tuotanto on lakkautettu yon
ajaksi” tai vuosien tasolla "Lampétila vaihtelee vuodeaikojen mukaan”. Syklien poistamista
aikasarja-datasta kutsutaan differensioinniksi (differencing). Differensioinnin jalkeen ei-

stationaarinen aikasarja muistuttaa stationaarista aikasarjaa. (Brockwell & Davis, 1991)



Tarkastellaan seuraavaksi perinteisid malleja aikasarjojen analysointiin ja
ennustamiseen. Tehokkaampia menetelmid on kehitetty, mutta naitéd klassisia malleja on
edelleen paljon kaytossa (Shumway & Stoffer, 2006) (Tonggumnead & Klinjan, 2017). Mallit
eivat valttamatta ole tehokkaimpia ennustamisessa tai poikkeamien havaitsemisessa, mutta
niiden antamien arvojen ymmarrettavyydella on arvoa mahdollisten vikojen paikantamisessa
(Qiu, 2013). Jos poikkeamien havaitsemista ohjaa "musta laatikko”, kuten keinotekoinen
neuroverkko (Artificial Neural Network, ANN), ei poikkeamasta saa samalla tavalla tietoa,
mika vaikeuttaa vaarien halytysten toteamista (Qiu, 2013). Klassiset mallit myds toimivat
teoreettisena pohjana monelle kehittyneemmalle mallille, kuten uusia malleja tarkastellessa

tullaan huomaamaan.

3.2 Shewhart-kaavio

Shewhart-kaavio oli ensimmaisia prosessin valvomiseen suunniteltuja kaavioita. Se oli niin
yleinen, ettd se on saanut toiseksi nimekseen kontrollikaavio (control chart). Walter A.
Shewhartin kehittdma kaavio on yksinkertainen mutta tehokas. Siitd on sittemmin tehty

useita eri versioita, joista useat ovat vielakin kaytdssa. (Qiu, 2013)

Shewhart-kaavio koostuu peruslinjasta (baseline) seka yla- ja alarajasta. Niiden
paalle piirretddn prosessin saamat arvot. Jos jompikumpi asetetuista rajoista ylitetdan,

prosessissa on tapahtunut poikkeama. (Qiu, 2013)

3.3 ARIMA-MALLIT

ARIMA (Autoregressive Integrated Moving Average) on aikasarjojen ennustusmalli, joka
koostuu kolmesta osasta: autoregressiivisestd (AR), integroivasta (1) ja liukuvasta
keskiarvosta (MA). ARIMA-mallin avulla voidaan ennustaa aikasarjan tulevia arvoja, kun

tiedetdan sen menneet arvot. (Shumway & Stoffer, 2006)

ARIMA-mallin AR-komponentti tarkoittaa sita, ettd tulevan aikasarjan ennustaminen
perustuu sen aiempiin arvoihin. Toisin sanoen, malli olettaa, ettd tulevat arvot riippuvat
jollain tavalla menneista arvoista. Tama ominaisuus voidaan kuvata AR-termeilla, joita malli

kayttaa laskettaessa tulevaa ennustetta. (Shumway & Stoffer, 2006)

MA-komponentti viittaa liukuvan keskiarvon kayttoon. Tama tarkoittaa sita, ettd malli
kayttaa ennusteen laskemiseen tiettya ajanjaksoa, toisin sanoen liikkkuvaa ikkunaa, jolta
arvot otetaan. Naitd menneitd arvoja kaytetaan sitten painotettuna keskiarvona tulevan

ennusteen laskemiseen. (Shumway & Stoffer, 2006)



I-komponentti eli integroiva osa viittaa siihen, ettd mallia on differensioitu. Mallia
voidaan differensioida useita eri kertoja niin ettd kaudellisuus ja muut trendit saadaan
poistettua. (Shumway & Stoffer, 2006)

ARIMA-mallissa ennustus tehdaan yhdistamalla nama kolme komponenttia. Ensin
malli poistaa aikasarjasta trendin ja kaudellisuuden, jos niitd on. Taman jalkeen malli kayttaa
AR- ja MA-komponentteja ennustaakseen tulevat arvot ja palauttaa ennusteen

alkuperaiseen mittakaavaan. (Shumway & Stoffer, 2006)
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Kuva 2. Esimerkki ARIMA-mallin tekemasta ennusteesta (Sininen dataa, oranssi
ennustetta). (Pathak, 2020)

3.4 EWMA-MALLIT

Eksponentiaalisesti painotettu liukuva keskiarvo, (Exponentially Weighted Moving Average,
EWMA) on yksinkertainen aikasarjojen ennustusmalli, joka painottaa tulevien ennusteiden
laskemisessa enemman viimeisimpid havaintoja. EWMA-malli laskee aikasarjan liikkuvan
keskiarvon, jossa jokainen havainto painotetaan eksponentiaalisesti vahenevalla
painokertoimella. Painokertoimella ohjataan sitd, kuinka paljon kullakin havainnolla on
vaikutusta liikkuvan keskiarvon laskemisessa: viimeisimmat havainnot saavat suuremman
painoarvon kuin vanhemmat havainnot. Painokertoimen avulla voidaan myods saataa sita,

kuinka nopeasti malli reagoi uusiin havaintoihin. (Qiu, 2013)

EWMA-mallia voidaan kayttda yksittdisten ennusteiden laskemiseen tai trendin
ennustamiseen. Yksittdisten ennusteiden laskemisessa malli ottaa huomioon vain edellisen
ennusteen ja viimeisimman havainnon, kun taas trendin ennustamisessa malli kayttaa

kaikkia havaintoja aikasarjasta. EWMA-mallin ongelmana on, ettd se ei ota huomioon



aikasarjan kausivaihtelua, mika voi johtaa huonoihin ennusteisiin, jos aikasarjassa on selkea
kausivaihtelu. (Brockwell & Davis, 1991)
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Kuva 3. Esimerkki EWMA:n vaikutuksesta dataan. Vasemmalla raakadata, oikealla
EWMA-kuvaaja. (Qiu, 2013)

3.5 CUSUM-MENETELMAT

CUSUM (Cumulative sum) on menetelma aikasarjojen analysointiin, joka auttaa
havaitsemaan poikkeamia aikasarjan keskiarvosta. CUSUM-menetelmassa ensin lasketaan
aikasarjan keskiarvo ja erotus jokaisen havainnon ja keskiarvon valilla. Taman jalkeen
lasketaan kumulatiivinen summa erotuksista, joka antaa CUSUM-aikasarjan. Jos CUSUM-
aikasarjan arvo ylittaa tietyn rajan, tulkitaan tdma merkkina siitd, ettd aikasarjassa on

tapahtunut poikkeama keskiarvosta. (Qiu, 2013)

CUSUM-menetelman avulla voidaan havaita poikkeamia aikasarjan keskiarvosta,
joita muut menetelmat, kuten keskiarvopohjaiset halytykset, eivat valttamattd havaitse.
Menetelmda voidaan soveltaa myds monimutkaisempiin aikasarjoihin, joissa on
kausivaihtelua tai trendid. Siind on myds useita saatdmahdollisuuksia, kuten rajan
asettaminen, jonka vylitys tulkitaan poikkeamaksi, ja painokertoimien maarittdminen, joita

kaytetdan CUSUM-aikasarjan laskemisessa. (Qiu, 2013)
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Kuva 4. Esimerkki CUSUM-menetelman vaikutuksesta dataan. Vasemmalla
raakadata, oikealla CUSUM-kuvaaja. (Qiu, 2013)

4. MALLEJA TUOREESSA KIRJALLISUUDESSA

Tarkastellaan seuraavaksi katsauksessa [Oytyneitd malleja, jotka kirjoittajiensa mukaan

tarjosivat joitain etuja aikaisempiin malleihin.

4.1 Vektori autoregressiivinen sijaintiskaala-jaanteen CUSUM

Otetaan ensimmaiseksi tarkasteluun Leen ja Leen (2022) esittdma malli, missa tarkastellaan
(rakenteellinen) vektori autoregressio (S)VAR-mallin analysointia. SVAR mallissa yksittainen
aikasarjan arvopiste on vektori, jolle suoritetaan autoregressio. Artikkelissa SVAR:in
tulokselle suoritetaan sijaintiskaala-jaénteen CUSUM (location-scale residual CUSUM) eli
LSCUSUM-menetelma. Sijaintiskaala-jaanteessa ei tarkastella arvoja absoluuttisina, vaan

poikkeamina perusarvosta.

Eri VAR-mallit ovat hyvia kuvaamaan pitkdaikaisia trendeja, joissa syy- ja
seuraussuhteita on vaikea arvioida (Tank ym., 2019). Useiden eri arvojen seuraamisesta on
siksi hyotya useissa sovellusalueissa (Lee & Lee, 2022). Yleinen kayttokohde VAR ja SVAR
malleille on pdrssikurssien tulkitseminen (Tank ym., 2019). Useamman pdrssikurssin

seuraaminen auttaa trendin tulkitsemisessa.

Artikkelissaan Lee ja Lee (2022) testasivat malliaan ensin lukuisien simulaatioiden
avulla olemassa oleviin samankaltaisiin malleihin. Kaikissa kokeissa heidan mallinsa parjasi
ainakin kohtalaisesti. Tapauksissa, joissa esimerkkidataa oli paljon tai arvojen keskivirhe

(standard error) oli suurta, heidan mallinsa oli huomattavasti kilpailua parempi. Datan



muodolla (2D, 3D...) ei ollut vaikutusta heidan mallinsa toimintaan. Mallin toimivuutta
testattin  kdytdnndssd porssikurssidatalla sekd ilman pienhiukkasdatalla (PM:s).

Molemmissa tapauksissa malli parjasi kirjoittajien kokeissa todella hyvin.

4.2 CUSUM + RF-algoritmi

Artikkelissaan Riss ym. (2021) tutkivat perinteisen CUSUM-menetelman taydentamista
satunnaismetséd (random forest, RF) -algoritmilla. Heidan algoritmivalintansa pohjautui
Hempstalk ym. (2008) tutkimukseen, jossa RF-algoritmi oli selvasti paras ML-pohjainen
yhden luokan luokittelu (one-class classification) algoritmi. Motivaatiota yhdistamiselle Riss
ym. (2021) perustelivat seuraavasti. CUSUM on hyva havaitsemaan poikkeamia
keskiarvossa pitkalla aikavalilla, mutta yksittaisten pienten vikojen havaitsemisessa se ei ole
parhaasta paasta. Kun sita tukemaan annetaan tehokas yhden luokan luokittelualgoritmi, ne

voisivat toimia hyvin yhdessa.

Koedatalla Riss ym. (2021) testasivat jarjestelmaansa perinteisia SPC-malleja
vastaan. Heilla oli kaytdssa Shewhart-kaavio, pelkkd CUSUM, seka EWMA mallit. Naita

vastaan heidan luoma yhdistelmamalli parjasi kilpailua paremmin.

Tapaustutkimuksessa Riss ym. (2021) testasivat CUSUM-RF-yhdistelmaa
vesilaitoksen hallintajarjestelmassa. Heidan mukaansa poikkeamien havaitseminen parani,
ja vaarien halytysten maara laski. Riss ym. (2021) myodntavat ettd malli on suhteellisen
yksinkertainen. Artikkelissaan he kuitenkin perustelivat menetelmaansa silla, ettd mallin
lapindkyvyys on todella tarked seikka vesilaitoksilla. Marginaaliset parannukset esim.

vaarien halytysten maarassa eivat ole yhta hyddyllista kuin tieto poikkeaman laadusta.

4.3 Tiheyspintakartta yhden luokan luokittelulle

Tiheyspintakartta (Kernel density estimation) mallia yhden luokan luokittelulle poikkeamien
havaitsemisen keinona ehdotti Lang ym. (2022). Tiheyspintakartta-mallissa lasketaan
todenndkoisyyskartta prosessiarvon saamista arvoista eri prosessin ajanhetkina. Keino ei
siis sovellu hyvin jatkuvien prosessien seuraamiseen, mutta toimii hyvin kappalekohtaisissa

prosesseissa.

Lang ym. (2022) sanovat tiheyspintakartan kaytdssa olevan useita hyvid puolia.
Ensimmainen hyoty on se, etta mallin pystyy kouluttamaan hyvaksi ilman dataa virheista.
Artikkelissa sovellusalueena oli piisirujen valmistus. Siind Lang ym. (2022) mukaan tapahtuu
usein erilaisia virheita, joten suurimmasta osasta virheista ei ole saatavilla dataa. Tassa
auttaa suuresti tiheyspintakartan hyéty siita, ettd malli virheiden havaitsemiseen saadaan

koulutettua ainoastaan toimivaa dataa kayttamalla.
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Pelkan tiheyspintakartan kayttd ei sovellu hyvin, jos prosessissa on kaudellisuutta
(Lang ym., 2022). Taman Kkirjoittajat korjasivat silld, ettd aina kun malli saa uusia toimivia
arvoja, arvot lisatdan koulutusdataan, ja koulutusdatasta poistetaan vanhimmat datapisteet.
Nain malli saatiin reagoimaan kaudellisiin muutoksiin. Mallin reagointi kaudellisiin muutoksiin
kuitenkin tuo mukanaan erillisen ongelman, mikéd on mahdollisuus siita, etta pitempiaikainen
trendi ei ole normaalia kaudellisuutta, vaan esimerkiksi laitteen kulumista. Tata korjatakseen

mallin kanssa olisi hyva kayttaa jotain toista mallia. (Lang ym., 2022)

Malli eroaa hieman muista esitellyistd malleista siina, ettd tdma ei sovellu jatkuvan
prosessin tulkintaan. Toisaalta muut esitellyt mallit suoriutuivat huomattavasti heikommin

kappalekohtaisen prosessin valvomisessa. (Lang ym., 2022)

4.4 ARIMA ja perusmenetelmat yhdessa

Tonggumnead ja Klinjan (2017) tutkivat useiden eri AR(I)MA mallien yhdistamista useaan
eri SPC-kaavioon: Shewhart, liikkuva keskiarvo, EWMA seka CUSUM. He kayttivat Box-

Jenkinsin (Box-Jenkins) menetelmaa ARIMA mallin muodostamiseen.

Box-Jenkinsin menetelma on komivaiheinen AR(I)MA-mallien optimointiin suunniteltu
menetelmd (Box ym., 2008). Menetelman ensimmaisessa vaiheessa valitaan malli. Tassa
prosessissa mallien kaudellisuus, ARIMA:n integroivan osan mukaan otto seka liukuvat
keskiarvot valitaan. Toisessa osassa estimoidaan mallin parametrit ja kolmannessa
tilastollisesti tarkastetaan, ettd malli toimii halutulla tavalla (Box ym., 2008). Artikkelin
kirjoittajat Tonggumnead ja Klinjan (2017) nostavat esille Commandeurin & Koopmanin
(2007) kritiikin menetelmaa kohtaan sen stationaarisuuden oletuksesta ja siten huonosta
soveltuvuudesta useisiin pitkan aikavalin ilmidihin. Tasta kritiikistd huolimatta Tonggumnead

ja Klinjan (2017) paattivat kokeilla sen soveltamista pienhiukkasdatan tarkkailuun.

Box-Jenkinsin menetelmalla saadun mallin lopputuloksen he syéttivat eri SPC-
kaavioihin. He testasivat mallien toimivuutta 20 vuoden ajalle sijoittuvalla pienhiukkasdatalla.
Shewhart- ja liukuvan keskiarvon kaaviot parjasivat testissd huonosti. Kummaltakin jai
havaitsematta valtaosa poikkeamista testidatassa. CUSUM parjasi kohtalaisesti huomaten
kaikki poikkeamat, mutta antaen muutaman vaaran halytyksen. EWMA malli toimi heidan
testidatallaan taydellisesti, huomaten kaikki poikkeamat ilma vaaria halytyksia.

(Tonggumnead & Klinjan, 2017)

Box-Jenkinsin menetelmalla saatu AR(I)MA-malli yhdistettynd EWMA-malliin toimi siis
todella hyvin. Tonggumnead ja Klinjan (2017) spekuloivat artikkelissaan hyvan

suoriutumisen perusteeksi EWMA-mallin luonteista vahvuutta pitkdaikaisten muutosten
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huomioon otossa, mika oli tarkalleen Box-Jenkinsin menetelméalla tuotetun AR(I)MA mallin

heikkous.

4.5 Paakomponenttianalyysi mallin ja todentuman jaanteelle

Sanchez-Fernandez ym. (2018) tarkastelivat useita erilaisia tilastollisia monimuuttujamalleja
poikkeaminen havaitsemiseen aikasarjadatassa. Tutkimuksessa tarkasteltin myos

valittavien muuttujien karsimista mallin toimimisen parantamista varten.

Artikkelissa muuttujien karsimiseen kaytettiin  pddkomponenttianalyysia (Principal
Component Analysis, PCA). Sanchez-Fernandez ym. (2018) selittivat, etta
paakomponenttianalyysissa poistetaan muuttujat, jotka ovat toistensa lineaarikombinaatioita.
Kun muuttujat ovat toistensa lineaarikombinaatioita, ne eivat tuo uutta tietoa mallille, ja siten
vain vaikeuttavat kiinnostavien ilmididen |oytamista. Menetelman avulla malli saadaan

keskittymaan informatiivisiin muuttuijiin.

PCA-menetelmalla on kuitenkin ongelmansa. Esimerkiksi Lang ym. (2022)
nimenomaan eivat halunneet kayttaa PCA:ta koska se olettaa mittareiden ja prosessin
toimivan. On mahdollista, ettd muuttujat ovat toistensa lineaarikombinaatioita ainoastaan
laitoksen toimiessa halutulla tavalla. Nimenomaan karsitut mittaritiedot voivat sisaltaa tiedon,
joka halyttaisi poikkeamasta. Poistamalla normaalioloissa epdainformatiiviset muuttujat
mallista saatetaan estda mallia havaitsemasta poikkeamaa poikkeuksellisessa tilanteessa.
(Lang ym., 2022)

Sanchez-Fernandez ym. (2018) tutkimuksessa PCA:n kayttd kuitenkin tuotti hyvia
tuloksia. Heidan kehittdmansa prosessi alkoi mallintamalla aikasarjaa valitsemalla jokaiselle
muuttujalle sitd parhaiten selittdvan ARIMA- tai ANN-mallin. Mallin ennustuksen ja arvo
todentuman valista jaadnnetta (residual) sitten tutkittin PCA:n avulla. Vertailuna talla uudelle

menetelmalle kaytettiin jaanteen tarkastelua EWMA-kaavion avulla.

Artikkelissa kehitetty PCA-jaanne-menetelma parjasi vertailukohdettaan (ARIMA /
ANN x EWMA) paremmin. Menetelma osoittautui vahvaksi ja hyvin soveltuvaksi
sovellusalueille, joissa tapahtuvat poikkeukset ovat laajoja luonteeltaan. Yleisluontoiset
poikkeukset ovat havaittavissa koko prosessissa, ei pelkastaan yksittdisessa sen osassa.
Harvoin tapahtuvia yksittaisista mittareista havaittavia virheitd malli ei PCA:n rajoituksien
vuoksi pysty aina havaitsemaan. Menetelmaa valitessa taytyykin tuntea sovellusalue hyvin.
Jos kuitenkin tietdaa prosessin luonteen, on mahdollista saada muita menetelmia parempia

tuloksia.
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4.6 Gaussin sekoitemalli monivaiheiseen eratuotantoon

Liu ym. (2018) tutkivat mahdollisuutta tuottaa malli, joka automaattisesti sopeutuisi
monivaiheiseen eratuotantoon. Heiddn mukaansa monet perinteiset menetelmat eivat
sovellu kovin hyvin monessa vaiheessa tapahtuvaan tuotantoon. Tdman vuoksi he tutkivat

mallia monivaiheisen tuotannon mallintamiseen.

Heidan mallinsa on Gaussin sekoitemalli (Gaussian Mixture Model, GMM). Mallin
tulos on kahden normaalijakautuneen monimuuttujan (vektorin) summa. Liu ym. (2018)
viittaavat suureen maaraan tutkimuksia, joissa painotettu summa normaalijakautuneita
muuttujia pystyi tehokkaasti estimoimaan my6s ei-normaalijakautuneita ilmiéita hyvin. Edella

mainittu summa otetaan aina mallin edellisesta vaiheesta ja mallin ennustuksesta.

Heidan mukaansa menetelma toimii aikaisempia malleja paremmin monivaiheisten
prosessien vaiheiden automaattiseen loytamiseen. Myos mallin joustavuus mitattavan ilmion
muuttujien jakaumasta auttaa sitd soveltumaan useaan eri tarkoitukseen. Liu ym. (2018)
korostivat ettd menetelma on ainoastaan tasamittaisten monivaiheisten prosessien
analysoinnille. Jos erin pituus on vaihteleva, taytyy dataa prosessoida enemman tai kayttaa

jotain toista mallia, he selittivat.

4.7 SARIMA-mallit + MSVM

Fan ym. (2020) pykivat artikkelissaan kehittdamaan sahkdaseman monitorointiin soveltuvaan
SCP-mallia. Heidan he kokeilivat useita ARIMA-pohjaisia menetelmia ja paatyivat lopulta
SARIMA x ARIMA malliin. Kyseisella tavalla mallinnettua aikasarjaa he sitten analysoivat

moniluokkaisella tukivektorikone (Multi-class Support Vector Machine, MSVM) -mallilla.

MSVM on luokittelumalli, joka pyrkii sovittamaan aineistoon pisteiden valille vektorit
siten, ettd ne jakavat havainnot harjoitusdatan mukaisiin ryhmiin Fan ym. (2020). Naita
vektoreita sitten kaytetdan kategorisoimaan uuden havainnot. Tassa tutkimuksessa MSVM-
mallin valitsemisen taustamotivaationa oli vian automaattinen diagnosointi. Silla pystyttiin
luokittelemaan viat eri luokkiin, ja siten helpottamaan sovellusalueen, tassa tapauksessa
sahkdaseman viankorjausta. MSVM-malleja on kaytetty onnistuneesti vikojen diagnosointiin

sahkdnjakelun eri sovelluskohteissa (Huang ym., 2011).

Nailla menetelmilld Fan ym. (2020) saivat tehtya oikein toimivan mallin sdhkdasemien
vikojen diagnosointiin. He vertasivat tuloksiaan aiempiin kirjallisuudesta I0ytyneisiin
menetelmiin vikojen diagnosointiin, ja totesivat mallinsa toimivan vertailukohteita paremmin.
Seka poikkeamien havaitsemisprosentti ettd vaarien halytysten maara olivat parempia kuin

muissa ongelmaan kehitetyissa ratkaisuissa.
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5. KESKUSTELUA

Poikkeamien havaitsemismenetelmat ovat moninaisia kuten kaikki mahdolliset alat
menetelmien hyédyntamiseen. Sovellusalueet vaihtelevat paljon, ja siten myds ratkaisut ovat
pitkalti erikoistuneita omiin ongelma-alueisiinsa. Kirjallisuutta tarkastellessa huomaa aika
nopeasti, ettd parhaat menetelmat ovat lahes poikkeuksetta erikoistuneita. Ei ole yhta
menetelmaa, jonka voisi valita sovellusalueesta valittdmatta ja odottaa parhaita mahdollisia

tuloksia.

Tassa katsauksessa lapi kaydyt artikkelit lupaavat ainakin joillain mittareilla aiempaa
kirjallisuutta parempia tuloksia. Kokonaiskuvaa on vaikeaa saada selville ilman suurta
maaraa testausta. Menetelmilla on kuitenkin heikkoutensa, ja niinpa oikean menetelman
valitseminen vaatii tuntemusta sovellusalueesta. Kun tietda jotain tarkasteltavasta
prosessista tai sen valvontaan kaytettavien mittareiden saamista arvoista, on mahdollista
valita oikea malli tilanteeseen. Ei esimerkiksi ole itsestdan selvaa ovatko mittareiden saamat
arvot normaalijakautuneita vaiko eivat. Siksi oikean mallin valitseminen vaati tuntemusta

malleista ja niiden vahvuuksista.

5.1 Sopivan mallin valitseminen

Ensimmainen ja selkein valintakriteeri mallille on mahdollinen erissd tehtavyys. Jos
prosessin saamat arvot ovat pitkalti riippuvia erdn tuotannon vaiheesta, on syytd kayttaa
eriin soveltuvaa menetelmaa. Toisaalta jos erat toistetaan aina tiettyind kellonaikoina, on
aikasarja mallinnettavissa perinteisin keinoin, jolloin ei tarvitse valita eriin suunnattua

menetelmaa.

Tassa katsauksessa kasitelty eratuotantoon soveltuva tehokas menetelma on Lang
ym. (2022) kayttdma tiheyspintakartta yhden Iluokan luokittelulle. Jos era taas on
monivaiheinen, olisi syyta valita useaa vaihetta tukeva malli kuten Liu ym. (2018) ehdottama

itsestdan sopeutuva Gaussin sekoitemalli.

Seuraava asia, jota kannattaa harkita on mitattavan prosessin mittaamiseen kaytetyt
anturit. Jos kaytossa on paljon mittareita, jotka mittaavat jotakuinkin samaa prosessia, voi
paakomponenttianalyysin kayttd mittaridatan antamien paallekkaisyyksien poistamisessa
parantaa mallin tehoa huomattavasti. Jos puolestaan yksittaiset mittarien lukemat voivat

halyttda ongelmasta jossain prosessin kohdassa, ei PCA:ta kannata kayttaa.

Jos PCA:ta paatyy kayttdmaan, voisi malliksi valita tdssa katsauksessa tarkastelluista
malleista Sanchez-Fernandez ym. (2018) ehdottamaa (ANN / ARIMA x PCA) mallia. PCA on
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kuitenkin luonteeltaan yleinen, eli aikasarjaa voi ainakin teoriassa mallintaa haluamallaan
menetelmalla yhdessa PCA:n kanssa. llman kokeellisia tuloksia en kuitenkaan lahde
spekuloimaan mahdollisista yhdistelmista, joilla ei ole tdman katsauksen puitteissa

tieteellistd nayttoa.

Seuraavaa seikka, joka voi vaikuttaa mallin valintaan on muuttujien yhteys toisiinsa.
Jos muuttujilla on monimutkaisia yhteyksia, joita on intuitiivisesti vaikea ymmartaa
mahdollisten yhteyksien maaran vuoksi, kannattaa valita malli, joka 16ytdad hyvin yhteyksia
useiden muuttujien valilla. Erilaiset VAR-mallit ovat soveltuneet hyvin monimutkaisten
monimuuttujasysteemien mallintamiseen (Tank ym., 2019). Tassa katsauksessa kaydyista
malleista parhaiten kyseiseen ongelmaan soveltuu Leen ja Leen (2022) esittama SVAR-
LSCUSUM menetelma.

Lopulle jaa ongelmat, jotka eivat aseta suuria rajoituksia niiden mallintamisen
suhteen. Tammoisissa tapauksissa mallin valinnassa on huomattavasti valinnan vapautta.
Eri perusmenetelmien yhdistely on usein toimiva ratkaisu, silla niiden antamista arvoista voi

saada intuitiota siitd mika on vialla.

Eri ARIMA-mallit toimivat hyvana pohja prosessien mallinnukselle, joissa tapahtuu
kaudellisia ja prosessin vaiheisiin liittyvia muutoksia. ARIMA:n kayttd on suositeltavaa, jos
prosessiarvot eivat ole oletusarvoisesti tasaisia. ARIMA:n tasoitettua aikasarjadata, voi muita
malleja kayttda tehokkaasti poikkeamien havaitsemiseen. Hyva malli ARIMA:n kanssa on

esimerkiksi EWMA, kuten Tonggumnead ja Klinjan (2017) huomasivat.

Jos haluaa poikkeamasta lisaa tietoa, voi katsoa suuntaa Fan ym. (2020) SARIMA x
MSVM-mallista. Siind ARIMA:lla mallinnettua aikasarjaa ja sen saamia poikkeamia
analysoitiin MSVM-mallilla, jotta saatiin luokiteltua virheet. Virheiden luokittelu voi nopeuttaa

vian korjaamista ja on siksi varteenotettava vaihtoehto.

CUSUM mallit toimivat, jos prosessin kuuluisi saada aina samoja arvoja. Niilla
havaitaan pienet poikkeamat prosessin keskiarvossa ajan saatteessa. Esimerkiksi
vesilaitoksilla missa prosessin on saatava jatkuvasti samalaisia arvoja, Riss ym. (2021)

ehdottama CUSUM+RF-malli osoittautui toimivaksi.

6. YHTEENVETO

Tassa tutkielmassa tarkasteltiin keinoja poikkeamien havaitsemiseen aikasarjadatassa. Eri

sovellusalueiden ongelmat ovat hyvin erilaisia ja siten myds poikkeamien havaitseminen
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niissd. Ei ole yhtd oikeaa vaihtoehtoa, joka olisi paras ratkaisu kaikkiin tapauksiin.
Poikkeamien havaitsemismenetelmissa tapahtuu kehitysta ja uusia menetelmia kehitetaan

jatkuvasti.

Parhaan menetelman valitseminen vaatii tuntemusta prosessista, jossa poikkeamat
halutaan havaita. Sopivan menetelman valitseminen on selvasti tarkein askel ongelman

ratkaisemisen kannalta. Aihetta kasiteltiin tarkemmin luvussa 5.1.

SPC:n perusmenetelmat tarjoavat joustavan ja ymmarrettdvan tavan prosessien
mallintamiseen. Ne eivat ole yhta tehokkaita kuin uudemmat ja monimutkaisemmat mallit,

mutta niiden avulla tuotetut kuvaajat ovat intuitiivinen ratkaisu prosessin valvonnalle.

Uuden ja monimutkaisemman menetelman avulla puolestaan voi huomattavasti
parantaa poikkeamien havaitsemista ja vahentaa vaaria halytyksia. Jos mallia kaytetaan
ainoastaan poikkeamien havaitsemiseen eika prosessin valvontaan, on kehittyneempi malli
oikea valinta. Kehittyneemman mallin haittapuolena on poikkeamien tulkitseminen. Ei ole

valttamatta selvaa mika aiheutti poikkeaman.
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