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Téssd tutkielmassa selvitetddn, kuinka tekoélyd voidaan kdyttdd apuna mielenterveysongelmien
tunnistamisessa. Tarkoituksena on tutustua miten tekodly kayttdd eri syotteistd kerdttyd dataa
hyvikseen ja voiko se tuottaa luotettavia tuloksia kyseiselld menetelmalld kerdtylld datalla.
Mielenterveyden hiiridt ovat kasvaneet viime vuosien aikana ja kuormittavat terveydenhuoltoa
paljon. Tdhdn ongelmaan tekodly voisi tarjota helpotusta ja vapauttaa resursseja enemman
sairauksien hoitoon, vihentdmalld diagnosointiin kdytettdvid henkilotunteja.

Tutkielma on kirjallisuuskatsaus, johon on haettu aineistoja, jotka késittelevat sekd
miclenterveyttd ettd tekodlyd. Aineistoa analysoitiin ensin l0ydettyjen tutkimusten otsikoiden
perusteella ja sen jilkeen lukemalla tiivistelmét ja pohtimalla niiden perusteella, mitkd
tutkimukset mahdollisesti vastaavat tutkimuskysymykseen. Tutkimuksia aiheesta 16ytyi paljon ja
aiheen suosio tutkimuskohteena tuntuu olevan nousussa viimeisimpien vuosien aikana.

Aluksi tutkielmassa kdydédén lépi erilaisia koneoppimisen malleja ja algoritmeja, joita
tutkimuksissa on sovellettu. Toisessa osassa avataan 16ydettyja tutkimuksia ja niiden saavuttamia
tuloksia. Tutkimuksissa dataa on keratty esimerkiksi ihmisten aktiivisuudesta, tavasta puhua,
Twitter viesteistd ja jo olemassa olevista terveystiedoista, sekd kaavakkeista, joihin on pyydetty
tdyttdmédn terveystietoja. Suurinta osaa ndistd keinoista on helppo ottaa kdyttoon ldhes missi
pdin maailmaa tahansa.

Tutkielmassa havaittiin tekodlyn kykenevén tuottamaan luotettavia diagnooseja ja osassa
tapauksissa jopa poimimaan joukosta henkilditd, joilla riski sairastua masennukseen on
suurentunut syystd tai toisesta, jo ennen masennuksen puhkeamista. Loydetyissd tutkimuksissa
tuli my6s ilmi mahdollisuus saada tekodlystd apua suunniteltaessa potilaille henkilokohtaista
hoitosuunnitelmaa.

Avainsanat: algoritmit, ahdistus, masennus, koneoppiminen
Tédmaén julkaisun alkuperdisyys on tarkastettu Turnitin OriginalityCheck —ohjelmalla.
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1 Johdanto

Tutkielman tarkoituksena on selvittdd, millaista apua tekodlystd voitaisiin saada
etsittdessd keinoja tunnistaa mielenterveysongelmia. Esimerkiksi ihmisten internettiin
kirjoittamien tekstien perusteella, sekd analysoimalla erilaista keréttyd dataa, kuten
puhetta tai litkkumista pdivdn aikana. Mielenterveysongelmien yleisyys ja matala
hoitoprosentti herétti kysymyksen (World Health Organization, 2021), tunnistetaanko
ongelmia tarpeeksi ja voitaisiinko siind kdyttdd apuna tekodlya.

Maailmassa arvioidaan olevan noin 280 miljoonaa masennusta sairastavaa ihmista.
Matalan ja keskitulon maissa masennusta kédrsivistd ihmisistd alle 25 % saa siithen
tarvitsemaansa hoitoa. Kun tarkastellaan masennusta kaikissa maissa tulotasosta
rilppumatta, masentunut henkilé usein saa diagnoosin jostakin muusta kuin
masennuksesta ja vastaavasti masennusdiagnoosin saa moni, jolla ei masennusta esiinny
(World Health Organization, 2021). Masennus ei siis ole harvinainen sairaus, mutta silti
oikean diagnoosin saaminen vaikuttaa olevan hankalaa. Mikili diagnosointiin voitaisiin
saada apua tekodlystd, voisi yhd useampi saada itselleen tarpeellista hoitoa ja eldd
parempaa elamaa.

Tutkielman aihe on elényt ja mukautunut kirjoittamisen ja tiedonhaun myd6td. Aihe
on laajentunut pelkdstd masennuksesta ja tekodlystd yleisesti mielenterveyteen ja
tekodlyyn, sekd koneoppimiseen. Ennakkoon ei ollut tietoa onko aihetta tutkittu, ja jos on
niin kuinka paljon. Pian kuitenkin tuli selvédksi tutkimuksia olevan riittdvésti
kirjallisuuskatsauksen tekemiseksi valitusta aiheesta. Kaikissa mukaan otetuissa
tutkimuksissa on saatu positiivisia tuloksia ja todetaan tekodlyn tuovan apua
mielenterveysongelmien tunnistamiseen.

Tadmai tutkielma on tehty kirjallisuuskatsauksena. Léahteiden etsiminen on toteutettu
hakutermilld: (“artificial intelligence” OR ”machine learning”) AND (’depression” OR
“mental health”), vastaavilla termeilld tehty haku suomen kielelld ei tuottanut tuloksia.
Kyseinen englanninkielinen haku tuotti paljon tuloksia, osa tuloksista kuitenkin
osoittautui jo otsikon perusteella késittelevin jotakin, mika ei tdhén tutkielmaan sopinut.
Tulosten suuren médrén johdosta my0s soveltuvia ldhteitd 16ytyi paljon. Moni tutkimus
myds sisdlsi ldhteind kiinnostavia tutkimuksia. Haut aloitettiin Tampereen yliopiston
Andor-hakupalvelusta ja myohemmin hakuja tehtiin mydos ACM Digital Library ja
Scopus -tietokantoihin.

Aineistoa on valittu hakujen tuottamasta joukosta lukemalla tutkimusten otsikot ja
niiden ollessa osuvia on siirrytty lukemaan tiivistelma. Mikéli tiivistelma on osoittautunut
lupaavaksi, on teos pddssyt jatkoon ja kokonaan luettavaksi. Hyvin harva teksti karsiutui
endd tissd vaiheessa. Lopullisesti aineistoksi pdétyneistd ldhteistd on pyritty 10ytdméén
keinot, joilla on ldhestytty mielenterveyden ongelmien tunnistamista ja pyritty tuomaan

ne omassa tutkielmassa esille.



Luvussa 2 esitelldédn lyhyesti tutkimuksissa kaytettyjd koneoppimisen keinoja.
Luvussa 3 esitellddn erilaisia keinoja, joilla mielenterveysongelmia voidaan ennustaa
pohjautuen erilaisiin datasyotteisiin, sekd tutkimuksen keskeiset tulokset. Luvussa 4

esitetddn aiheesta yhteenveto.

2 Tutkimuksissa kdytettyji koneoppimisen menetelmii
Bayesin luokitin (Bayes classifier) on suunniteltu tilastolliseen luokitteluun. Sen
tarkoituksena on minimoida vadrin kategorisoinnin mahdollisuus (Wikipedia, 2023).

Konvolutiivinen neuroverkko (Convolutional neural network, CNN) pohjaa
syvdoppimiseen, minkd pohjana on keinotekoisten hermojen luoma monikerroksinen
neurovekko. Yleisin kiyttokohde konvoluutiiviselle neuroverkolle on kuvien
analysoiminen, muita kdyttokohteita on esimerkiksi luonnollisen kielen késittely ja
suosittelujirjestelmat (Wikipedia, 2023).

Péaatospuu (Decision tree) on vuokaaviomainen tydkalu, joka auttaa valitsemaan
vilivaiheet, joilla saavutetaan haluttu lopputulos. Kéytetdin koneoppimisen lisdksi myos
esimerkiksi vakuutustoiminnassa, terveydenhuollossa (Wikipedia, 2023).

K:n ldhimmén naapurin (K nearest neighbor, k-NN) menetelmad voidaan kiyttda
luokitteluun, jolloin tarkasteltava objekti sijoitetaan samaan luokkaan, kuin sen k l1&hinti
naapuria. Toinen kdyttdtapa on regressioanalyysi, jolloin objektille palautetaan jokin
arvo, joka lasketaan k:n ldhimmén naapurin vastaavan arvon keskiarvosta (Wikipedia,
2023).

Jata-yksi-pois ristiin  validointi  (Leave-One-Out-Cross-Validation, LOOCL)
menetelmassé otetaan vuorollaan yksi objekti koko datasta testattavaksi ja kaikkia muita
objekteja kdytetddn harjoitusdatana. Tdméd toteutetaan vuorollaan jokaiselle objektille
yksi kerrallaan (Zach, 2023).

Logistinen regressio (Logistic regression) arvioi jonkin tapahtuman todennékoisyytté
asteikolla yhdestd nollaan. Logistista regressiota voidaan kayttdd esimerkiksi
ennustettaessa kuuluuko ihminen jonkin tietyn sairauden riskiryhmédin (Swaminathan,
2018).

Monikerroksinen perseptroniverkko (Multilayer perceptron) sisdltdd vahintdin kolme
kerrosta. Ensimmaiisend sydtekerros, sen jilkeen vahintdén yksi piilokerros ja viimeisend
tuloskerros (Wikipedia, 2023).

Satunnainen metsd (Random forest) luokitin luo useita paitospuita. Luokituksessa
tulos on useimpien puiden valitsema luokka ja regressiossa paluuarvona saadaan puiden
valintojen keskiarvo (Wikipedia, 2023).

Tukivektorikone (Support vector machine) on lineaarinen luokitinmalli.
Tukivektorikoneen sovittaa nidytejoukkojen viliin tason, jolle ei jad ndytteitd ja reunoille
muodostetaan tukivektorit (Wikipedia, 2023).



Kuvaaja neuroverkko (Graph neural network, GNN) on nimensd mukaisesti
neuroverkko kuvaajien kisittelyd varten. Konvolutiivistd neuroverkkoa voidaan ajatella
kuvaaja neuroverkon tapauksena, jossa graafia kdsitellddn pikselimuotoon muutettuna

kuvana varsinaisen graafin sijasta (Wikipedia, 2023).

3 Erilaisia keinoja tunnistaa mielenterveysongelmia tekoélyn avulla
Mukaan valitut tutkimukset sijoittuvat vuosien 2011 ja 2020 wvilille. Valtaosa
tutkimuksista kuitenkin on vuonna 2018 tai sen jdlkeen julkaistu. Jokaisessa mukaan
valitussa tutkimuksessa ongelma on mielenterveysongelmien 16ytdminen datajoukosta
seulotulla tiedolla. Tutkimukset l&hestyvédt asiaa samansuuntaisesta kulmasta ja
yhtéldisyyksid tavoissa 10ytyy, mutta jokainen ratkaisu on tdstd huolimatta yksil6llinen ja
juuri kyseiselle datajoukolle sopiva.

Thieme ja muut. (2020) listaavat tekodlyn mielenterveysongelmien tunnistamisen
vahvuuksiksi helppouden, sopivuuden, sekd hienovaraisen keinon pééstd kasiksi
objektiiviseen ja skaalautuvaan dataan. Tekodly voi syntetisoida informaatiota suuresta
miadrdstd dataa lyhyessd ajassa ja paljastaa yksilollisid kéyttdytymismalleja
poikkeavuuksien 10ytdmiseksi ja ndin auttaa tunnistamaan ja hoitamaan sairauksia (Yang
ja muut, 2020)

Tutkimuksia, joissa mielenterveyden ongelmia pyritién tunnistamaan tekoédlyn avulla
16ytyy paljon. Téssd tutkielmassa keskitytddn seuraavaksi viiteen mahdolliseen
ldhestymistapaan. Taulukossa 1 havainnollistetaan, millaista dataa on kerétty kutakin
tutkimusta varten. Ensin kisitelldén tutkimuksia, jotka etsivit poikkeavuuksia dénessé,
joko irrallisissa lyhyissd minuutin pétkissd (Chang ja muut. 2011), tai eri tunnelmaa
simuloivissa olosuhteissa (van den Broek ja muut. 2013). Toisena liikkeeseen
pohjautuvaa havainnointia on tutkinut Frogner ja muut. (2019), liikkkumista mittaavien
laitteiden tuottaman datan ja koneélyn yhdistimiselld. DeMasi ja Recht (2017) puolestaan
vastaavat tutkimuksessaan kysymykseen onko mahdollista ennustaa GPS-sijainnilla
(Global Positioning System) kerdtyn datan ja mielialakyselyiden perusteella onko
thmiselld energinen ja hyvinvoiva olo. Kolmantena késitelldén ihmisten itse tuottama
teksti. Viestintdpalvelu Twitteriin kdyttdjien lahettdmid viestejd on tutkittu Chenin ja
muiden (2018) ja Joshin ja muiden (2018) toimesta. Keskustelupalsta Redditistd haettua
dataa taas puolestaan analysoidaan Gaur ja muut (2018) tutkimuksessa. Neljantend Yang
ja Bath (2019) keskittyvdt tutkimuksessaan vanhuksiin ja  soveltamaan
koneoppimismalleja, joilla voitaisiin tehokkaasti ennustaa vanhusten riskid sairastua
masennukseen. Viidentend Lu ja muut (2022) avaavat tutkielmassaan, kuinka jo olemassa
olevia terveystietoja hyodyntdmélldi voidaan mahdollisesti ennustaa riskid

mielenterveysongelmiin.



Taulukko 1. Léhteiden analysoitava data.

Lihde Asni | Liike | Viestit | Kyselyt | Terveystiedot

Chang ja muut. (2011) X

van den Broek ja muut (2013) X

Frogner ja muut (2019) X
DeMasi & Recht (2017) X
Chen ja muut (2018) X
Joshi ja muut (2018) X
Gaur ja muut (2018) X
Yang & Bath (2019) X

Yang ja muut (2020) X X

Thieme ja muut (2020) X X X X
Lu ja muut (2022) X

3.1 Aiineen pohjautuvat tunnistamisen keinot

Adnesti voidaan tarkkailla useaa eri muuttujaa. Niistdi muuttujista voidaan luoda
tietokoneelle malleja, joilla tunnistetaan poikkeavuuksia ja mahdollisesti huomataan
henkil6n sairaus. Léhteissd on tutkittu traumaperdisen stressihdirion (von den Broek ja
muut, 2019) ja masennuksen (Chang ja muut, 2011) tunnistamista eri kriteereilld luoduilla
koneoppimisen malleilla. Kdytettyjd muuttujia olivat muun muassa: dénen voimakkuus,

tauot puheessa, d4nen taajuus, puheen selkeys ja puhujan eloisuus.

Tutkimuksessaan Chang ja muut (2011) esittdvdt ratkaisuksi ammattilaisten
puutteeseen  automaattista mielenterveyden  seurantaa  esimerkiksi  ihmisten
puhelinkeskusteluihin tai yleiseen seurantaan muualla. Pitk#aikainen automaattinen
dénen ajoittainen seuranta voisi auttaa tunnistamaan mahdollisen masennuksen syntyé tai
pahenemista. Chang ja muut (2011) esittdvat tutkimuksessaan psykiatrien ensin
huomaavan ihmisten puheessa jotakin mielenkiintoista, mutta ajan kuluessa siithen
totutaan ja se unohtuu ja ndin ollen ei huomata mahdollista muutosta pitkén ajan kuluessa.

Van den Broek ja muut (2013) simuloivat tutkimuksessaan terapiassa kdynnin alkua
ja myohempai kdyntid. Ensimmadistd kdyntié vastasi tilanne, jossa luettiin neutraali tarina
ja myohemmin kdynnin stressaavampaa tunnelmaa haettiin kdymdlld 1dpi potilaan
edellistd paniikkikohtausta. Ndiistd tilanteista luotiin malleja, joita vertailtiin
kontrolliryhmién ja tutkittiin saatuja tuloksia verrattuna aiemmin kédytdssd olleisiin

tapoithin. Hyvid tuloksia saavutettiin k:n ldhimmén naapurin ja tukivektorikone



menetelmid hyoddyntden, mutta monikerroksinen perseptroniverkko tuotti tulosten

suhteen pettymyksen (van den Broek ja muut, 2013).

3.2 Liikkeeseen pohjautuvat tunnistamisen keinot

Frogner ja muut (2019) ovat tehneet tutkimusta, joka on jaettu kolmeen osaan.
Ensimmadisessd osassa kasitellddn heidédn kdyttdiminsd konvoluutioneuroverkot kykyéa
tunnistaa, onko ihminen masentunut vai ei, pohjaten dataan ihmisen liikkumisesta.
Konvoluutioneuroverkon toiminta havainnollistettuna kuvassa 1. Toisessa osassa
tarkastellaan, voiko tekodly oppia havaitsemaan masennuksen eri vakavuustasoja.
Kolmannessa osassa tutkittiin osaako tekodly madrittdd yksilolle masennuksen
vakavuuden. Kaksi ensimmdistd osaa tutkimuksesta saatiin suoritettua hyvin, ja tulokset
olivat lupaavia, kuitenkin kolmas kohta ei vakuuttanut tutkijoita ja tulokset ovat heiddn
mukaansa korkeintaan lupaava alku tdmédn suuntaiselle tutkimukselle. Tutkimuksessa
tuodaan kuitenkin esille mahdollisuus soveltaa jo luotuja menetelmid yksilon seurantaan
ryhmién sijasta. Télld voitaisiin seurata esimerkiksi kaksisuuntaisen mielialahdirion
syklien vaihtelua ja helpottaa potilaan eliméii sitd kautta (Frogner ja muut, 2019).
Liikkeeseen pohjautuva analyysi voisi olla helppo implementoida ihmisten arkeen, silld
hyvin moni kantaa mukanaan gyroskoopin sisdltdvaa laitetta (esimerkiksi kdnnykka tai

dlykello) pdivittdin, ndin ollen dataa voitaisiin kerétd paljon, ilman suurempaa vaivaa.

Participant

MNon-

| n ._f_}de ressed
. r’ Establish P
» Trained CNN most detected
Create segments attemptsto

and labels detect correct participant ) )
— labels Bl group j_.{ '
’_T _ Depressed
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Kuva 1. Kuinka tunnistetaan, onko henkilé masentunut vai ei, konvoluutioneuroverkon

opettamisen jilkeen (Frogner ja muut, 2019).

DeMasi & Recht (2017) ovat tutkineet hieman erilaista liikettd ja sen kykya ennustaa
yksilon hyvinvointia. Heiddn tutkimuksensa pohjaa &lypuhelimen GPS (Global
Positioning System)-sijainnin tuottamaan dataan, sekd kyselyihin tutkimuksen alussa,
lopussa ja raportointiin kahdeksan viikon tutkimusjakson aikana. Paamééréana oli selvittdd
voiko GPS-sijainnin tuottaman datan perusteella ennustaa luotettavasti henkilon energia-
ja hyvinvointitasoa. GPS-ldhettimen tuottamasta datasta otetiin talteen muun muassa:

koko tutkimuksen aikana vierailtujen paikkojen maiird, oletettu kotona vietetty aika,



liikkkeelldolo aika, jokaiselta péivéltd pienin mahdollinen ympyré, jonka sisélle kaikki
liikkehdintd mahtui ja sisdinen kello (circadian rhythm). Jokaista tutkimukseen
osallistunutta tutkittiin yksiloiné ja dataa analysoitiin logistisella regressiolla, satunnainen
metsd luokittelijalla, sekd tukivektorikoneella ja tédsmallisyyttd tuloksille haettiin

kayttamalla jata-yksi-ulos ristiin validointia.

3.3 Thmisten omiin teksteihin perustuvia tunnistusmenetelmii

Chen ja muut (2018) ovat mitanneet tutkimuksessaan ithmisten tunteita Twitter viestien
perusteella. Tarkkailtavaksi on otettu kahdeksan eri tunnetta. Kuusi niin kutsuttua
Ekmanin perustunnetta: viha, inho, pelko, ilo, suru ja yllatys (Ekman, 1994 viitattu Chen
jamuut, 2018). Liséksi mukaan otettiin myds héped, joka on mydhemmin lisdtty Ekmanin
listalle, sekd himmennys. Himmennyksen mukaan ottamista perusteltiin seuraavasti: se
on hyvin yleinen tunne, vaikka himmennykselld on selkeitd tunteenomaisia piirteitd, se
usein mielletdin enemmaén henkilon mielentilaksi kuin tunteeksi. Himmennysti on otettu
tutkimuksissa kuitenkin hyvin vdhdn huomioon, joten se péétettiin ottaa mukaan
tutkimukseen, sen usein sisdltdimidn negatiivisen tunnearvon takia. Lisdksi luotiin
yhdeksds parametri, yleinen tunteiden ilmaisu viesteissd. (Chen ja muut, 2018) Dataa
analysoitiin aikasarja-analyysilla ja tdhidn edelleen sovellettiin koneoppimisen
luokittimia. Parhaiten sopiviksi kyseiseen tehtdvdin todettiin seuraavat luokittimet:
logistinen regressio, tukivektorikone, naiivi Bayesin luokitin, pditdspuu ja satunnainen
metsd. Erittdin mielenkiintoinen havainto tutkimuksessa oli, ettd masentuneet kayttivit
yhtd paljon positiivisia tunteita kuvaavia sanoja kuin verrokit, mutta enemmén
negatiivisia ja vihaa ilmaisevia ilmaisuita. Tulokset tutkimuksessa ovat hyvin lupaavia
ennustamaan masennusta kiyttdjalld, tai riskid masennukseen sairastumiseen.

Toinen ldhestymistapa Twitter-datan pohjalta mielenterveysongelmien 16ytdmiseen
keskittyy hyvin erilaisiin parametreihin. Joshi ja muut (2018) ottivat 14 eri parametria
tarkasteltavaksi luodessaan omaa koneoppimismalliaan. Néitd parametreja oli muun
muassa: ystdvien méidrd, seuraajat, viestien ldhettimisaika, hashtagit ja kayttdjin
tykkédykset. Tutkimuksessa muodostettiin kolme vaihetta. Ensimmdiisessd otettiin 13
parametria, joilla koitettiin selvittdd, karsiikd viestin ldhettdji mahdollisesti
masennuksesta. Toisessa vaiheessa kdytettiin neljittitoista parametria, joka on viestien
sisdllon perusteella luotu luokittelu. Viimeisessd vaiheessa yhdistettiin molemmat
aiemmat keinot ja tilld tavalla saavutettiin 89 % tarkkuus masennuksen tunnistamiseen.

Twitterissd ihmiset kirjoittavat yleensd omalla nimelld, joka saattaa vaikuttaa sithen
mitd kaikkea on valmis julkisesti jakamaan. Reddit keskustelupalstalla kaikki kirjoittavat
nimimerkilld ja tdmé saattaa kannustaa jakamaan omia tuntemuksia ja oireita. Gaur ja
muut (2018) ovat tehneet tutkimustaan analysoimalla jo aiemmin kerdttyd materiaalia
Redditin keskustelualueilla, jotka ovat osallistujamaérdltdén suurimpia mielenterveyden

ja péihteiden védrinkdyton saralla. Tutkimuksen tavoitteena oli jaotella Redditin



viestiketjujen aloituksia DSM-5 (Diagnostic and Statistical Manual of Mental Disorders
Sth edition) mukaisiin luokkiin. Perinteisilld heuristiikoilla mitattuna vdirien positiivisten
osumien madrd on ollut 30 %, mutta kiytetyilld metodeilla tuo luku saatiin tiputettua 2.5
%:iin (Gaur ja muut, 2018).

3.4 Kyselyihin pohjaavat tunnistamisen keinot

Vanhemmalla idlld riskid sairastua masennukseen kisitellddn Yang & Bathin (2019)
tutkimuksessa. Dataa on kerdtty English Longitudinal Study of Ageing
kyselykaavakkeilla, joilla kartoitetaan yli 50-vuotiaiden englantilaisten ik&d&ntymista,
sekd masennuskyselylld ja muistia testaamalla. Saadut tulokset on jaoteltu viiteen eri
ryhméén. Ensimmaéinen ryhméd on véestotilastolliset ja taloudelliset muuttujat. Toinen
ryhma pitdd sisédllddn sosiaaliset ja verkostolliset tiedot. Kolmannessa ryhméssé fyysinen
terveys, sekd mahdolliset vammat. Neljdnnessd ryhméssd on eldméntyylid kisittelevit
tekijit. Viides ryhméd on kognitiiviset kyvyt. Néihin tietoihin sovellettiin viittd eri
koneoppimisluokitinta (d4rimméinen gradienttitehostus, kevyt gradienttitehostus, Keras-
pohjainen konvolutiivinen neuroverkko, vakioitu ahne metsé ja logistinen regressio) ja
lopuksi tehtiin satunnaisen metsin luokittimella erilaisia yhdistelmid saaduista tuloksista.
Yhdistelmétulokset osoittautuivat tarpeettomiksi, silld yksittdisilld luokittimilla saadut
tulokset olivat hyvin toistensa kaltaisia. Kuvassa 2 darimmadiisen gradienttitehostuksen
mukaan kymmenen vaikuttavinta tekijdéd arvioitaessa masennuksen riskid ja kuvassa 3

vastaava lista kevyen gradienttitehostus-luokittimen tuloksena.

Rank XGB

1 CASP-19 guality of Life*
Self-reported general health (HRS)
Age

UCLA: feel lonely

Gait walk

SWLS: satisfy with hife

Cognition: semantic verbal fluency
UCLA-based loneliness®

CASP-19: look forward to each day
10 Satisfaction with life scale (SWLS)*

Kuva 2. Merkittdvimmat tekijit vanhusten masennusriskié arvioitaessa, ddrimmadinen
gradienttitehostus (Yang & Bath, 2019).




Rank LGB
1 CASP-19 quality of life®
UCLA: feel lonely
Self-reported general health (HRS)

Cognition: semantic verbal fluency

SWLS: satisfy with life

Apge

Gait walk

UCLA-based loneliness®

SWLS: life 15 close to his'her 1deal

10 CASP-19: look forward to each day

Kuva 3. Merkittdvimmat tekijat vanhusten masennusriskid arvioitaessa, kevyt
gradienttitehostus (Yang & Bath, 2019).

3.5 Olemassa olevia terveystietoja hyodyntavit keinot

Yksi ldhestymistapa selvittdd yksilon riskid sairastua mielenterveyden ongelmiin, on
selvittdd voiko ongelmia ennustaa nykyisen terveyshistorian pohjalta koneoppimisen
avulla. Lu ja muut (2022) ovat tutkimuksissaan ottaneet timéan ldhestymistavan ja saadut
tulokset ovat olleet lupaavia.

Tutkimus on toteutettu Australiassa ja data on saatu yksityiseltd terveysrahastolta,
joka saattaa aiheuttaa poikkeavan tuloksen koko kansaan verrattuna. Tutkimuksessa on
otettu huomioon henkildiden ikd. sukupuoli, tupakointi ja tautiluokitukset,
muodostettaessa ennakoivaa mallia tulevista riskeista.

Datajoukosta poimittiin ne, joilla on vdhintdén yksi mielenterveys sairaus ja yhtd
suuri sattumanvarainen joukko henkil6itd, joilla kyseisid sairauksia ei ole. Ndille joukoille
muodostettiin kaksijakoinen graafiprojektio potilas — tauti yhteyden perusteella. Tasta
kaksijakoisesta joukosta muodostettiin edelleen uusi graafi, jossa eri sairauksien
yhdistdmat henkil6t linkittyvét toisiinsa. Kuvassa 4 prosessi kuvattuna visuaalisesti.
Tutkimuksessa kéytettiin hyvédksi FElixhauser indeksid, joka kertoo eri tautien
oheissairastavuudesta.

Tutkittavana oli kolmen eri kuvaaja neuroverkon potentiaali, GCN:n (Graph
convolutional network), GraphSAGE:n ja GAT:in (Graph attention network). Lu ja muut
(2022) toteavat kuvaaja neuroverkkojen tuottavan parempaa tarkkuutta mielenterveys
ongelmien ennustamisessa, kuin perinteiset mallit. Kaikki valitut mallit tuottivat yli 85 %
tarkkuuden, mutta GAT jopa yli 90 %.
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Kuva 4. Potilasverkoston muodostaminen (Lu ja muut, 2022).

4 Keskustelu ja yhteenveto

Tekodly voi auttaa meitd monin keinoin tunnistamaan mielenterveysongelmia tai jopa
mahdollisesti riskid niihin sairastumisesta. Adneen, liikkeeseen (ihmisen liike, ihmisen
liike suhteessa alueeseen), teksteihin ja erilaisiin kaavakkeisiin pohjautuville
datajoukoille on 16ydetty keinoja seuloa riskitapaukset terveiden joukosta luotettavasti.

Tutkimuksissa ei tuotu esiin eettisid ndkokulmia lainkaan. Tdmén ndkokulman
puuttuminen kokonaan heréttda huolta aikana, jona tietoturvan ja yksilon oikeutta omaan
dataan korostetaan. Monikaan kiayttdjd tuskin tulee ajatelleeksi kirjoittaessaan viestid
Twitteriin tai Redditiin voivansa joutua osaksi esimerkiksi masennusta késittelevad
tutkimusta. GPS-seurantaa kayttava tutkimus (DeMasi & Recht, 2019) oli toteutettu
tutkijoiden tekemélld Android-sovelluksella, joten tdssd tutkittavat olivat tietoisia
seurannasta.

Saadut tulokset luovat uskoa parempaan masennuksen tunnistamiseen ja
mahdollisesti aikaisempaan hoitoon hakeutumiseen. Tutkimuksia voitaneen soveltaa
helposti suuremmillekin massoille, silld useat tutkimukset on jo tehty suurille joukoille
dataa ja skaalautuvuus ei todennékoisesti ole este. Lihes kaikki tutkimukset oli myds
toteutettu joko vilineilld, joita kdytdmme arjessa muutenkin (d4neen ja litkkeeseen
pohjaavat tutkimukset) tai meiddn muita tekemisid analysoimalla (kirjoitukset ja
kaavakkeet). Néin ollen vastaavaa voisi soveltaa ldhes keneen vaan, joka eldd
samanlaisessa ympéristossa kuin tutkimus on toteutettu.

Telodlya kayttimélld mielenterveystutkimuksessa voitaisiin tuoda “yhteistd hyvaa”
ja pienentdd merkittdvasti sairauden ihmisille tuomaa henkilokohtaista taakkaa ja
taloudellista kuormaa yhteiskunnalle. Tekoédlyn avulla voitaisiin my0s mahdollisesti
luoda henkilokohtaista henkistd valmennusta ja tukea tarjoavia sovelluksia ja auttaa

tekemddn nykyisestd mielenterveyden hoidosta tehokkaampaa. (Thieme ja muut, 2020)
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Jatkotutkimuksia varten DeMasi & Recht (2019) haluaisivat tuoda tutkimukseen
enemmaén parametrejd, esimerkiksi kithtyvyysmittarin GPS-mittarin rinnalle ja paista
ndin enemmain selville pdivén aktiivisuudesta. Reddit-viestien analysoinnissa koitetaan
jatkossa tulkita paremmin negaatiota ja tutkia voidaanko samoja menetelmid soveltaa
Twitter-viesteihin (Gaur ja muut, 2018). Frogner ja muut, (2019) tuovat esiin toiveen
datan monimuotoisuudesta tulevissa tutkimuksissa ja ehdottavat myds kaytettavaksi
takaisinkytkettyd neuroverkkoa ja Markovin mallia.

Tutkielmasta on my0s voinut jdddd puuttumaan jotakin oleellisia l4hteitd, johtuen
kaytettyjen hakusanojen suppeasta valikoimasta. Varsinkaan huomattavasti poikkeavia
tuloksia esittidvié tutkimuksia ei ldhteiden joukkoon osunut yhtdkéaén.

Tutkielman tarkoitus oli selvittdd kuinka tekoély voi auttaa meitd tunnistamaan
mielenterveysongelmia erilaisin keinoin. Téssd tutkielmassa on esitetty tuohon
kysymykseen vastauksia useammasta eri tavasta. Tutkimuskohteena aihe tuntuu olevan
nousussa ja kiinnostavan tutkijoita. Kaikkiaan tutkimustulokset ovat olleet lupaavia.
Kaiken kattavaa apua tekoédly ei kuitenkaan tdlld hetkelld ongelmiin tarjoa, mutta se

osoittaa potentiaalia tuoda lisdarvoa perinteisen hoidon ja diagnosoinnin rinnalle.
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