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Paperiteollisuudessa käytetään tyypillisesti paljon vettä puun kuorinnassa sekä sellun ja pape-
rin valmistuksessa. Käytetty vesi likaantuu prosessien aikana, joten sitä pitää puhdistaa ennen sen
vesistöön laskemista. Nykyaikaisista jätevedenpuhdistusprosesseista syntyy paljon dataa, jonka
avulla puhdistusprosessia voidaan analysoida, mallintaa ja optimoida.

Tämän diplomityön tarkoituksena oli tarkastella suomalaisen paperitehtaan yhteydessä sijait-
sevan aktiivilaitelaitoksen puhdistusprosessia kehittyneillä aikasarja-analyysin menetelmillä. Täl-
laisia menetelmiä ovat ikkunoissa laskettu aikaviiveellinen ristikorrelaatio (TLWCC), empiirinen
moodinpurku (EMD) ja dynaaminen trendit poistava fluktuaatioanalyysi (DDFA). Aikasarja-analyysi
suoritettiin käyttämällä Python-ohjelmointikieltä ja sille toteutettuja kirjastoja.

TLWCC-analyysin perusteella ilmastukseen tulevan ja jokeen laskettavan veden kemiallisen
hapenkulutuksen (COD) välillä on noin vuorokauden viive. Tämä viive vastaa ilmastuksen ja jäl-
kiselkeytyksen yhteiskestoa. Viive on tärkeä myös puhdistamon kontrolloinnin kannalta, sillä jos
ilmastukseen tulevassa vedessä havaitaan jotain poikkeavaa, puhdistamon henkilökunnalla on
vuorokausi aikaa reagoida muutoksiin ennen kuin ne näkyvät jokeen laskettavassa vedessä. Li-
säksi todettiin, että jokeen laskettavan veden biologista hapenkulutusta (BOD) voidaan ennustaa
COD-mittauksen avulla. Mittausten välinen korrelaatio oli suuri ja binäärisellä luokittelijalla saavu-
tettiin hyvä tarkkuus.

Ilmastuksen happipitoisuuksien ja jokeen laskettavan COD:n välillä havaittiin TLWCC-analyysin
perusteella negatiivinen korrelaatio. Yksittäisten happimittausten viiveiden perusteella puhdista-
mon kahdesta ilmastusaltaasta toinen on hitaampi toiseen verrattuna. Viiveoptimoitujen happimit-
tausten perusteella voitiin päätellä, että ilmastuksen happipitoisuutta ei kannata nostaa tietyn rajan
yläpuolelle. Tällä perusteella puhdistusprosessia ja sen kustannuksia voisi optimoida säätelemällä
ilmapumppujen toimintaa.

Sekä COD- että fosforimittauksista koostuvien aikasarjojen käytös oli DDFA-menetelmien pe-
rusteella melko yhtenäistä. Aikasarjojen jaksollisia komponentteja saatiin purettua EMD-menetelmällä.
Näistä komponenteista on mahdollisesti hyötyä esimerkiksi puhdistusprosessin mallinnuksessa ja
parametrien arvojen ennustamisessa. Tulosten perusteella edistyneet aikasarja-analyysin mene-
telmät, erityisesti TLWCC, soveltuvat jätevedenpuhdistusprosessin aikasarja-analyysiin.

Avainsanat: Laskennallinen fysiikka, ympäristö- ja biotekniikka, aikasarja-analyysi, jätevesi, ve-
denkäsittely, paperintuotanto
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ABSTRACT

Esko Toivonen: Wastewater treatment processes of paper mills: Time-series analysis and opti-
mization
Master of Science Thesis
Tampere University
Master’s Programme in Science and Engineering
January 2023

In paper production, water is used in large amounts during pulp production, debarking and
papermaking. This water becomes contaminated during the processes and it needs to be treated
before releasing it to a body of water. Modern wastewater treatment plants produce large amounts
of data from the treatment process. This data can be utilized to analyze, model and optimize the
treatment process.

In this thesis, we focused on advanced time-series analysis of a Finnish industrial wastewater
treatment plant. The plant treats wastewaters from a papermaking facility. The methods used
include time-lagged windowed cross correlation (TLWCC), empirical mode decomposition (EMD)
and dynamic detrended fluctuation analysis (DDFA). The analysis was performed by using the
Python programming language and related libraries.

Based on the TLWCC analysis, there is a lag of one day between the chemical oxygen demand
(COD) measurements of aeration influent and treatment plant effluent. This lag corresponds to
the time it takes for the water to pass through both aeration and secondary clarification. The lag
is significant in controlling the treatment plant since the personnel will have one day to react to
any abnormal changes in the influent water before the changes affect the effluent. The effluent
biochemical oxygen demand (BOD) could also be predicted from effluent COD. The correlation
between these measurements was high and a good accuracy was achieved with a binary classifier.

A negative correlation between the dissolved oxygen measurements in aeration and effluent
COD was observed. Based on the lags of the separate oxygen measurements, one of the two aer-
ation basins appears to be slower than the other. With the lag-optimized oxygen measurements,
it is not recommended to raise the dissolved oxygen concentration beyond a certain level. Based
on this observation, the plant operators could optimize the usage of the air pumps and decrease
operation costs.

The behavior of both COD and phosphorus measurements was relatively uniform based on the
results obtained with the DDFA method. Periodic components were extracted with EMD. These
components may be useful in, for example, modeling and predicting the treatment process vari-
ables. Based on the results obtained in this thesis, advanced time-series analysis methods, such
as TLWCC, are well suited for the analysis of wastewater treatment processes.

Keywords: Computational physics, environmental and biotechnology, time-series analysis, wastew-
ater, water treatment, paper production

The originality of this thesis has been checked using the Turnitin OriginalityCheck service.



iii

ALKUSANAT

Tämä diplomityö on tehty Tampereen yliopiston fysiikan yksikön laskennallisen fysiikan la-

boratoriossa osana Business Finlandin rahoittamaa projektia Circular economy of water

in industrial processes (CEIWA). Erityisesti tahdon kiittää yhteistyökumppanina toiminut-

ta paperiteollisuuden yhtiötä datan tarjoamisesta ja hyödyllisistä keskusteluista. Tahdon

myös kiittää ohjaajiani mielenkiintoisesta työn aiheesta ja hyvistä kommenteista kirjoitus-

työn edetessä. Kiitokset myös vanhemmilleni, työtovereilleni ja ystävilleni tuesta ja kan-

nustuksesta diplomityön tekemisen aikana.

Tampereella, 17. tammikuuta 2023

Esko Toivonen



iv

SISÄLLYSLUETTELO

1. Johdanto . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 1

2. Jäteveden ominaisuuksia . . . . . . . . . . . . . . . . . . . . . . 3

2.1 Jäteveden vaikutus vesistöihin . . . . . . . . . . . . . . . . . . 3

2.2 Biologinen hapenkulutus, BOD . . . . . . . . . . . . . . . . . . 5

2.3 Kemiallinen hapenkulutus, COD . . . . . . . . . . . . . . . . . . 7

2.4 Ravinteet . . . . . . . . . . . . . . . . . . . . . . . . . . . 7

2.5 Kiintoaine . . . . . . . . . . . . . . . . . . . . . . . . . . . 8

2.6 Adsorboituvat orgaaniset halogeenit, AOX . . . . . . . . . . . . . . 8

2.7 Muut fysikaaliset ja kemialliset ominaisuudet . . . . . . . . . . . . . 9

2.8 Paperiteollisuuden jäteveden ominaisuudet . . . . . . . . . . . . . 9

3. Jätevedenpuhdistusmenetelmiä . . . . . . . . . . . . . . . . . . . . 11

3.1 Seulonta . . . . . . . . . . . . . . . . . . . . . . . . . . . 11

3.2 Suodatus . . . . . . . . . . . . . . . . . . . . . . . . . . . 12

3.3 Sedimentaatio . . . . . . . . . . . . . . . . . . . . . . . . . 13

3.4 Flotaatio . . . . . . . . . . . . . . . . . . . . . . . . . . . 14

3.5 Kemiallinen saostus. . . . . . . . . . . . . . . . . . . . . . . 14

3.6 Adsorptio . . . . . . . . . . . . . . . . . . . . . . . . . . . 15

3.7 Nitrifikaatio ja denitrifikaatio. . . . . . . . . . . . . . . . . . . . 15

3.8 Lietteen jatkokäsittely . . . . . . . . . . . . . . . . . . . . . . 16

4. Aktiivilietelaitos . . . . . . . . . . . . . . . . . . . . . . . . . . 17

4.1 Esikäsittely ja -selkeytys . . . . . . . . . . . . . . . . . . . . . 17

4.2 Ilmastus . . . . . . . . . . . . . . . . . . . . . . . . . . . 18

4.3 Jälkiselkeytys . . . . . . . . . . . . . . . . . . . . . . . . . 18

5. Laskennalliset menetelmät . . . . . . . . . . . . . . . . . . . . . . 20

5.1 Stokastiset prosessit ja aikasarjat . . . . . . . . . . . . . . . . . 20

5.2 Aikasarjan stationaarisuus . . . . . . . . . . . . . . . . . . . . 20

5.3 Toistuvuuskuvaaja . . . . . . . . . . . . . . . . . . . . . . . 21

5.4 Korrelaatiomenetelmät . . . . . . . . . . . . . . . . . . . . . 22

5.4.1 Aikaviiveellinen ristikorrelaatio . . . . . . . . . . . . . . . . 24

5.4.2 Ikkunoissa laskettu aikaviiveellinen ristikorrelaatio (TLWCC) . . . . 24

5.4.3 Korrelaatiokertoimien keskiarvoistaminen . . . . . . . . . . . 27

5.5 Empiirinen moodinpurku (EMD) . . . . . . . . . . . . . . . . . . 28

5.5.1 Siivilöintiprosessin kulku . . . . . . . . . . . . . . . . . . 28

5.5.2 Hilbert-muunnos . . . . . . . . . . . . . . . . . . . . . 32



v

5.5.3 Joukkoistettu empiirinen moodinpurku (EEMD) . . . . . . . . . 35

5.5.4 Täydellinen joukkoistettu empiirinen moodinpurku mukautuvalla ko-

hinalla (CEEMDAN) . . . . . . . . . . . . . . . . . . . . 36

5.6 Trendit poistava fluktuaatioanalyysi (DFA) . . . . . . . . . . . . . . 38

5.7 Dynaaminen trendit poistava fluktuaatioanalyysi (DDFA) . . . . . . . . 41

5.8 Pottsin malli . . . . . . . . . . . . . . . . . . . . . . . . . . 42

5.9 Simuloitu hehkutus . . . . . . . . . . . . . . . . . . . . . . . 44

6. Tutkimusaineisto . . . . . . . . . . . . . . . . . . . . . . . . . . 46

6.1 Tarkasteltavan puhdistamon esittely . . . . . . . . . . . . . . . . 46

6.2 Pilottiaineisto . . . . . . . . . . . . . . . . . . . . . . . . . 48

6.3 Varsinainen data-aineisto . . . . . . . . . . . . . . . . . . . . 48

6.4 Aineiston esikäsittely . . . . . . . . . . . . . . . . . . . . . . 48

6.4.1 Automaattimittausten näytteenottotaajuuden pienentäminen . . . . 49

6.4.2 Poikkeavien arvojen poisto . . . . . . . . . . . . . . . . . 50

7. Tulokset . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 52

7.1 Pilottiaineiston perusominaisuudet . . . . . . . . . . . . . . . . . 52

7.2 Pilottiaineisto: kemiallisen hapenkulutuksen (COD) ominaisuudet. . . . . 55

7.3 Pilottiaineisto: kemiallisten hapenkulutusten (COD) väliset yhteydet . . . . 58

7.4 Varsinainen tutkimusaineisto . . . . . . . . . . . . . . . . . . . 60

7.4.1 Aineiston perusominaisuudet . . . . . . . . . . . . . . . . 60

7.4.2 Jatkuvatoimiset kemiallisen hapenkulutuksen (COD) mittaukset . . 61

7.4.3 Jatkuvatoimiset fosforimittaukset . . . . . . . . . . . . . . . 63

7.4.4 Ilmastuksen jatkuvatoimiset happimittaukset . . . . . . . . . . 65

7.4.5 Kuorimon virtaama . . . . . . . . . . . . . . . . . . . . 66

7.5 Parametrien väliset riippuvuudet . . . . . . . . . . . . . . . . . . 69

7.5.1 Kemiallinen hapenkulutus (COD) ilmastukseen ja jokeen . . . . . 69

7.5.2 Kemiallinen hapenkulutus (COD) esiselkeytykseen ja ilmastukseen . 71

7.5.3 Kemiallinen hapenkulutus (COD) ja fosfori jokeen . . . . . . . . 72

7.5.4 Happimittaukset ja kemiallinen hapenkulutus (COD) . . . . . . . 73

7.5.5 Biologisen hapenkulutuksen (BOD) ennustaminen kemiallisen ha-

penkulutuksen (COD) perusteella . . . . . . . . . . . . . . 76

8. Yhteenveto . . . . . . . . . . . . . . . . . . . . . . . . . . . . 79

Lähteet . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 81



vi

LYHENTEET JA MERKINNÄT

AOX Adsorboituvat orgaaniset halogeenit (Adsorbable organic halides)

BODn Biologinen hapenkulutus n vuorokauden kuluttua (Biochemical

oxygen demand)

BODu Kokonais- biologinen hapenkulutus (Ultimate biochemical oxygen

demand)

CEEMDAN Täydellinen joukkoistettu empiirinen moodinpurku mukautuvalla

kohinalla (Complete ensemble empirical mode decomposition with

adaptive noise)

COD Kemiallinen hapenkulutus (Chemical oxygen demand)

DAF Veteen liuennutta ilmaa käyttävä flotaatio, paineflotaatio (Dissolved

air flotation)

DDFA Dynaaminen trendit poistava fluktuaatioanalyysi (Dynamic detren-

ded fluctuation analysis)

DFA Trendit poistava fluktuaatioanalyysi (Detrended fluctuation analy-

sis)

DO Veteen liuennut happi (Dissolved oxygen)

EBPR Tehostettu biologinen fosforinpoisto (Enhanced biological phospho-

rus removal)

EEMD Joukkoistettu empiirinen moodinpurku (Ensemble empirical mode

decomposition)

EMD Empiirinen moodinpurku (Empirical mode decomposition)

HHT Hilbert-Huang-muunnos (Hilbert-Huang transform)

HMW Yli 1000 g/mol molekyylimassaiset yhdisteet (High molecular

weight)

IMF Luontainen moodifunktio (Intrinsic mode function)

LMW Alle 1000 g/mol molekyylimassaiset yhdisteet (Low molecular

weight)

MF Mikrosuodatus (Microfiltration)

MWCO Molekyylimassan raja-arvo (Molecular weight cut-off)



vii

NF Nanosuodatus (Nanofiltration)

RO Käänteisosmoosi (Reverse osmosis)

RP Toistuvuuskuvaaja (Recurrence plot)

TLWCC Ikkunoissa laskettu aikaviiveellinen ristikorrelaatio (Time-lagged

windowed cross correlation)

UF Ultrasuodatus (Ultrafiltration)



1

1. JOHDANTO

Vesi on elämän edellytys ja tärkeä luonnonvara. Vettä käytetään niin kotitalouksissa,

maanviljelyssä kuin myös teollisuudessa moniin eri tarkoituksiin, jolloin syntyy jätevettä.

Jätevesi tarkoittaa yleisesti likaantunutta, käytöstä poistettua vettä [1]. Vaikka yleismääri-

telmä ei välttämättä tarkoita sitä, että jätevesi olisi jollakin tavalla haitallista ympäristölle,

määrittelee esimerkiksi Suomen ympäristönsuojelulaki jäteveden niin, että termi sisältää

myös ympäristön pilaantumisen [2].

Vettä käytetään vaihtelevasti eri teollisuuden aloilla. Sitä käytetään muun muassa val-

mistusprosesseissa, pesuun, laimennukseen, jäähdytykseen ja tuotteiden kuljetukseen.

Tässä työssä tarkasteltu paperiteollisuus kuluttaa paljon vettä. Historiallisesti paperiteol-

lisuuden vedenkulutus on ollut satojen kuutiometrien luokkaa tuotettua paperitonnia koh-

den, mutta nykyään vedenkulutus on teknologisen edistyksen ansiosta laskenut joidenkin

kymmenien kuutiometrien tasolle. [3, s. 12] Suomessa paperiteollisuudella on pitkä his-

toria, ja vaikka paperituotanto siirtyykin ulkomaille, sillä on yhä paikkansa suomalaisessa

teollisuudessa.

Jos jätevettä vapautetaan vesistöön puhdistamattomana, siitä aiheutuu monia haittavai-

kutuksia. Jäteveden sisältämä orgaaninen aines lisää epäsuorasti liuenneen hapen ku-

lutusta, mistä seuraa suuria muutoksia koko ekosysteemiin. Jäteveden sisältämät ravin-

teet taas aiheuttavat rehevöitymistä, ja haitalliset pieneliöt voivat tuhota vesistön luon-

nollisen bakteerikannan. Haittojen vuoksi ympäristöön vapautettavan jäteveden ominai-

suuksia säädellään tarkasti, joten sitä pitää puhdistaa. Esimerkiksi Suomessa jokaisella

tehtaalla on ympäristölupa, joka määrittää rajat, joissa päästöjen pitää pysyä.

Nykyaikaiset jätevedenpuhdistuslaitokset tuottavat paljon dataa prosessin eri vaiheista.

Tämä data sisältää puhdistamon läpi kulkevan jäteveden laatuparametrien lisäksi muun

muassa pumppujen ja venttiilien käyttöasteita. Laitosten tuottamaa suurta datamäärää eli

niin kutsuttua Big Dataa hyödyntämällä puhdistusprosessia voidaan analysoida, mallintaa

ja optimoida [4].

Tämän työn tarkoituksena on tarkastella aikasarja-analyysin keinoin paperitehtaan jäte-

vedenpuhdistamon puhdistusprosessia. Puhdistusprosessin muuttujia on jo aikaisemmin

tutkittu erilaisilla menetelmillä, kuten neuroverkoilla (engl. artificial neural network, ANN)

ja pääkomponenttianalyysillä (engl. principal component analysis, PCA) [4]. Edistyneitä
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aikasarja-analyysin menetelmiä, kuten ikkunoissa laskettua aikaviiveellistä ristikorrelaa-

tiota (engl. time-lagged windowed cross correlation, TLWCC), trendit poistavaa fluktuaa-

tioanalyysiä (engl. detrended fluctuation analysis, DFA) ja empiiristä moodinpurkua (engl.

empirical mode decomposition, EMD) ei juurikaan ole käytetty. DFA-menetelmien avul-

la voidaan saada selville muuttujan sisäisiä dynaamisia korrelaatioita ajan suhteen, kun

taas EMD on tehokas tapa tunnistaa aikasarjan erilaiset jaksolliset käytökset ja suodattaa

ne pois. Ristikorrelaatioon perustuvat menetelmät taas soveltuvat eri muuttujien välisten

korrelaatioiden tarkasteluun. Tässä työssä tarkastellaan, kuinka nämä kehittyneet ana-

lyysimenetelmät soveltuvat teollisen jätevedenpuhdistamon laatuparametrien aikasarja-

analyysiin. Työssä käytetään data-aineistoa, joka on tuotettu suomalaisen paperitehtaan

yhteydessä sijaitsevasta aktiivilietelaitoksesta.

Luvussa 2 käydään läpi jäteveden keskeiset ominaisuudet. Luku 3 käsittelee erilaisia jäte-

vedenpuhdistusmenetelmiä ja luku 4 esittelee tarkemmin aktiivilietelaitoksen rakennetta

ja toimintaa. Luku 5 esittelee käytetyt analyysimenetelmät. Luvussa 6 esitellään käytettä-

vä aineisto ja sen esikäsittely, ja luvussa 7 käydään läpi analyysin tuloksia.
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2. JÄTEVEDEN OMINAISUUKSIA

Jätevesi tarkoittaa yleisesti vettä, joka on likaantunut jossakin prosessissa [1]. Suomen

ympäristönsuojelulain mukaan jätevesi on ”sellaista käytöstä poistettua vettä, pilaantu-

neelta alueelta johdettavaa vettä tai ympäristön pilaantumisen vaaraa aiheuttavaan toi-

mintaan käytetyltä alueelta johdettavaa vettä, josta voi aiheutua ympäristön pilaantumis-

ta”. [2] Jäteveden koostumuksesta yleensä alle prosentti on jotain muuta ainetta kuin

vettä. Tästä huolimatta puhdistamaton jätevesi aiheuttaa huomattavia muutoksia ekosys-

teemissä, johon se vapautetaan. [5, s. 28–30]

Jäteveden sisältämien kemiallisten yhdisteiden tarkkojen pitoisuuksien määrittäminen la-

boratorio-olosuhteissa on hankalaa, joten sitä ei yleensä tehdä. Lisäksi tarkoista pitoi-

suuksista ei juurikaan ole hyötyä puhdistusprosessin suunnittelussa eikä kontrolloinnis-

sa. Näiden syiden vuoksi jäteveden laadun määrittelyyn käytetään parametreja, jotka ku-

vaavat veden fysikaalisia, kemiallisia ja biologisia ominaisuuksia. [5, s. 28–30, 77] Näiden

parametrien avulla arvioidaan jäteveden ominaisuuksia ja saastuttavuutta. Tässä luvussa

esitellään näistä parametreista tärkeimpiä. Parametreista koostuvia aikasarjoja analysoi-

daan tarkemmin luvussa 7.

2.1 Jäteveden vaikutus vesistöihin

Puhdistamaton jätevesi vaikuttaa vesistöihin monella eri tavalla. Näistä tärkeimpiä ovat

orgaanisen aineksen ja patogeenien eli taudinaiheuttajien aiheuttama saastuminen sekä

ravinteiden aiheuttama rehevöityminen. [5, s. 77]

Orgaanisen aineksen vapauttaminen vesistöön lisää liuenneen hapen kulutusta, kun ve-

dessä elävät bakteerit ja pieneliöt stabiloivat eli hajottavat sitä. Hapenkulutuksen nousun

seurauksena vesiekosysteemin tila muuttuu huomattavasti. Tätä uuden tasapainon muo-

dostumista jäteveden vesistöön vapautuksen seurauksena kutsutaan itsepuhdistukseksi.

Itsepuhdistuksen ymmärtäminen on tärkeää, jotta vesistöjen mukautumiskykyä voidaan

hyötykäyttää ja jotta tiedetään, kuinka suureen jätevesikuormaan vesistö pystyy mukau-

tumaan. [5, s. 77–79]
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Jäteveden laskeminen vesistöön on häiriötekijä, johon vesistön ekosysteemi vastaa muu-

toksilla. Kun jätevettä lasketaan esimerkiksi jokeen, vesistöön muodostuu itsepuhdistus-

prosessin seurauksena neljä toisistaan eroteltavissa olevaa pääaluetta: pilaantumisalue,

aktiivisen mätänemisen alue, palautumisalue ja puhtaan veden alue (engl. degradation

zone, active decomposition zone, recovery zone, clean water zone). Pilaantumisalue si-

jaitsee joen alajuoksulla heti jäteveden laskupisteen jälkeen. Pilaantumisalueen vesi on

sameaa ja orgaanisen aineksen pitoisuus on suuri. Pohjalietteen anaerobisten olosuhtei-

den seurauksena muodostuu pahanhajuista vetysulfidia. Vain sopeutuvimmat ja vastus-

tuskykyisimmät lajit selviävät, kun taas esimerkiksi äyriäiset ja kalat kaikkoavat. [5, s. 79–

80]

Pilaantumisalueen jälkeisellä aktiivisen mätänemisen alueella vedenlaatu on huonoim-

millaan. Liuenneen hapen määrän vähetessä anaerobiset elämänmuodot ovat hallitse-

via. Vesi värjäytyy voimakkaasti, pohjalla on tummia lietepaakkuja ja anaerobisten reak-

tioiden seurauksena syntyy vetysulfidia, merkaptaania ja muita pahanhajuisia kaasuja.

Aktiivisen mätänemisen alueen jälkeen joesta voidaan erottaa palautumisalue, jolla or-

gaaninen aines on suurimmaksi osaksi stabiloitu. Palautumisalueen vesi on selkeämpää

verrattuna edeltäviin alueisiin eikä hajuhaittoja ole. Vedessä elävien lajien määrä alkaa

taas kasvaa. [5, s. 81–82]

Viimeisenä voidaan erottaa puhtaan veden alue, jossa elinympäristö muistuttaa liuenneen

hapen, orgaanisen aineksen ja bakteerikannan suhteen joen ekosysteemiä jäteveden las-

kupisteestä nähden ylävirtaan. Veden ravinnepitoisuus on kuitenkin aiempaa suurempi,

mikä johtuu palautumisalueella tapahtuneesta nitraattien ja fosfaattien muodostumises-

ta. [5, s. 82]

Jäteveden sisältämät patogeenit voivat jäteveden vesistöön laskemisen seurauksena levi-

tä muihin organismeihin ja esimerkiksi juomaveteen, minkä vuoksi patogeenien tarkkailu

ja poisto jätevedestä on tärkeää. Taudinaiheuttajia esiintyy erityisesti kotitalouksien jäte-

vesissä. [5, s. 123] Jätevesien taudinaiheuttajat ovat tyypillisesti bakteereja, alkueläimiä,

suolistomatoja ja viruksia. [6, s. 151]

Patogeenien ja orgaanisen aineksen lisäksi vesistöjen saastumista aiheuttaa rehevöitymi-

nen. Rehevöityminen tarkoittaa vedessä elävien kasvien liikakasvua niin, että ne haittaa-

vat vesistön käyttöä. Rehevöityminen johtuu liian suuresta ravinteiden eli typen ja fosforin

määrästä vedessä. Niitä kulkeutuu veteen sekä jäteveden että maanviljelyssä käytettyjen

lannoitteiden ja sadeveden mukana. Vesistön rehevöitymisestä seuraa useita ongelmia

anaerobisista olosuhteista ja kalojen kuolemista vedenlaadun heikkenemiseen. Jos rehe-

vöitymisen annetaan jatkua, koko vesistö katoaa, sillä se täyttyy kasveista ja orgaanisesta

materiaalista. Rehevöitymisen välttämiseksi ravinteiden poisto jätevedestä on tärkeää. [5,

s. 131–148]
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2.2 Biologinen hapenkulutus, BOD

Biologinen hapenkulutus (biochemical oxygen demand, BOD) on parametri, jolla voidaan

mitata jäteveden sisältämän orgaanisen aineksen saastutuspotentiaalia. BOD mittaa ha-

pen määrää, joka kuluu, kun jäteveden sisältämä hiilipohjainen orgaaninen aines sta-

bilisoituu aerobisissa olosuhteissa biokemiallisten prosessien seurauksena. BOD:n yk-

sikkönä on yleensä milligramma litraa kohden (mg/L). Esimerkiksi 300 mg/L:n BOD-arvo

tarkoittaa, että yksi litra jätevettä vaatii 300 mg:n happimäärän hiilipohjaisen orgaanisen

aineksen tasapainottamiseen. BOD korreloi jäteveden sisältämän orgaanisen aineksen

määrän kanssa, joten sitä voidaan käyttää epäsuorana saastuttavuuspotentiaalin mittari-

na. [5, s. 36–38]

Yksinkertaistettuna BOD:n laboratoriomääritys jätevesinäytteestä tapahtuu seuraavasti:

ensin näytteestä mitataan siihen liuenneen hapen määrä (engl. dissolved oxygen, DO).

Tämän jälkeen näyte suljetaan standardissa määriteltyyn astiaan, odotetaan määrätty

aika, esimerkiksi viisi vuorokautta, ja mitataan happipitoisuus uudelleen. Mitattujen hap-

pipitoisuuksien erotuksesta saadaan laskettua BOD5, eli biologinen hapenkulutus viiden

vuorokauden aikana. Yleisesti merkinnällä BODn tarkoitetaan mittausta, jossa happipitoi-

suusmittausten välillä on kulunut n vuorokautta. [5, s. 37]

Ensimmäiset maininnat standardisoidun BOD-testin käytöstä jäteveden hapenkulutuksen

määrittämiseen löytyvät 1900-luvun alusta, Ison-Britannian jäteveden käsittelyä tarkastel-

leen komission raporteista. [7, s. 93–99; 8] Kahdeksannessa raportissaan vuonna 1912

komissio suositteli testiä, jossa DO-mittausten välillä olisi viisi vuorokautta. Mittauksen ai-

kana vesinäytteen lämpötila pidettäisiin 18,3 °C:ssa (65 °F). [7, s. 93–99] Kyseinen lämpö-

tila valittiin, koska sen katsottiin olevan jokien yleistä lämpötilaa suurempi [7, s. 94]. Viiden

vuorokauden mittausväli taas valittiin virhemahdollisuuksien minimoimiseksi [7, s. 78].

Nykyään BOD:n mittausmenetelmä on standardisoitu muun muassa ISO-standardeissa

5815-1:2019 ja 5815:1989. Näissä standardeissa mittausväliksi suositellaan viittä tai seit-

semää vuorokautta ja lämpötilaksi 20 °C:ta. [9; 10] Suomessa BOD:n määritykseen käy-

tetään seitsemän vuorokauden mittausväliä, kun taas pohjoismaiden ulkopuolella viiden

vuorokauden versio on yleisempi [11, s. 87].

Kun BOD-mittaus tehdään viidentenä päivänä, hapenkulutusprosessi on edelleen käyn-

nissä. [5, s. 38–39] Yleisesti BOD:n kehitystä vesinäytteessä ajan funktiona voidaan mal-

lintaa lailla

BOD(t) = BODu

(︂
1− e−Kt

)︂
, (2.1)
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missä K on hapenkulutusreaktioon liittyvä aikavakio (yksiköissä [1/d]), t on kulunut aika

vuorokausissa ja BODu niin sanottu lopullinen BOD (engl. ultimate BOD). [12, s. 74–75]

Tämä kehitys on visualisoitu kuvassa 2.1. Kuten kuvasta havaitaan, voi viiden vuorokau-

den BOD olla huomattavasti lopullista BOD:ta matalampi. Kuvasta nähdään myös, että

lopullisen hapenkulutuksen saavuttaminen voi viedä useita viikkoja, mikä johtuu hapen-

kulutusprosessin hidastumisesta.
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Kuva 2.1. BOD:n kehitys ajan funktiona, kun BODu = 600 mg/L ja K = 0,23/d. Kuvaan on
merkitty BODu:n lisäksi viiden vuorokauden biologinen hapenkulutus BOD5 ≈ 410 mg/L.

Koska BOD:n määritys standardimenetelmillä vaatii usean vuorokauden odotuksen, se

ei sellaisenaan sovellu jätevedenpuhdistusprosessin ohjaamiseen. Standardisoidun tes-

tin tuloksissa on myös merkittävää varianssia ja sen suoritus vaatii tarkoitukseen varatut

tilat. [8] Testin ongelmien vuoksi BOD:n määritykseen on kehitetty vaihtoehtoisia mene-

telmiä. Standardisoitua menetelmää on muokattu käyttämään optista anturia [8], ja uusia

menetelmiä on kehitetty pohjautuen biosensoreihin [8; 13], mikrobipolttokennoihin [8; 14]

ja bioreaktoreihin [8; 15].

Kotitalouksien jätevesissä BOD-pitoisuus on yleensä joitakin satoja milligrammoja litraa

kohden. Teollisuuden jätevesissä BOD-pitoisuus vaihtelee huomattavasti alan mukaan.

Esimerkiksi sellu- ja paperintuotannon jätevesien BOD-pitoisuus voi vaihdella joistakin

sadoista milligrammoista tuhansiin milligrammoihin litraa kohden. [5, s. 71]
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2.3 Kemiallinen hapenkulutus, COD

Kemiallinen hapenkulutus (engl. chemical oxygen demand, COD) on toinen parametri,

jonka avulla jäteveden hapenkulutusta voidaan arvioida. COD-testin mittaustulos perus-

tuu jäteveden kaikkeen hapetettavaan ainekseen eikä pelkästään biomassaan, minkä

vuoksi COD-testi ei ole yhtä spesifinen kuin BOD-testi. Standardin mukaisen COD-testin

suoritus vaatii kuitenkin vain muutamia tunteja, mikä on huomattavasti lyhyempi aika ver-

rattuna BOD-testiin. Sitä voidaan siis käyttää ja usein käytetäänkin jätevedenpuhdistus-

prosessin ohjaukseen. [5, s. 40]

Historiallisesti COD- ja BOD-määrityksen ensiaskelina pidetään Forchamerin vuonna 1849

ja Wyattin vuonna 1893 [16] tekemiä kokeita. [12, s. 3; 17; 18] Nykyisin COD-testi on

BOD-testiä vastaavasti standardisoitu. Tämä testi käyttää kuitenkin haitallisia aineita, ku-

ten permanganaattia ja dikromaattia, joista syntyvä jäte on haitallista, joten testille on yri-

tetty kehittää useita vaihtoehtoisia menetelmiä [17; 19; 20; 21].COD:n korvaamista muilla

parametreilla tai sen ennustamista muiden parametrien perusteella on myös esitetty. Yksi

esimerkki tällaisesta parametrista on orgaanisen hiilen kokonaismäärä (engl. total orga-

nic carbon, TOC). [22; 23] TOC määritetään suoraan niin, että kaikki näytteessä oleva

orgaaninen hiili muunnetaan kemiallisilla reaktioilla hiilidioksidiksi [5, s. 31].

2.4 Ravinteet

Jätevesi sisältää usein monia ravinteita, kuten typpeä ja fosforia. Jäteveden typpi esiintyy

monissa eri muodoissa, kuten molekyylisenä (N2), orgaanisena, ammoniakkina (NH3),

nitriittinä (NO2
– ) ja nitraattina (NO3

– ). Typen orgaanisia muotoja ovat esimerkiksi pro-

teiinit, aminohapot ja urea. Orgaanisen typen ja ammoniakin kokonaismäärää kutsutaan

Kjeldahl-kokonaistypeksi (engl. total Kjeldahl nitrogen, TKN), viitaten menetelmään [24],

jolla typpimäärä määritetään. Fosfori esiintyy jätevesissä orgaanisina ja epäorgaanisina

fosfaatteina. [5, s. 42, 45]

Typpi on tärkeä ravinne niin saastumisen kuin myös jäteveden puhdistuksen kannalta.

Koska typpi on vesikasvien oleellinen ravinne, johtaa typpipitoisen jäteveden vesistöön

laskeminen rehevöitymiseen. Veden korkea typpipitoisuus aiheuttaa myös epäsuorasti

liuenneen hapen kulutusta typpeä hapettavan nitrifikaatioprosessin takia. Nitrifikaatiopro-

sessissa pieneliöt hapettavat ammoniakkia nitriitiksi, joka hapettuu edelleen nitraatiksi.

Lisääntyneen hapenkulutuksen lisäksi kalojen kuolemia aiheuttaa ammoniakki, joka on

niille myrkyllistä. [5, s. 42, 86]

Typpeä tarvitaan myös jätevedenpuhdistuksessa, sillä se toimii puhdistusprosessin pie-

neliöiden ravinteena. Edellä mainittua nitrifikaatioprosessia hyödynnetään jätevedenpuh-

distuksessa typen poistoon. Jätevedenpuhdistukseen kuuluu myös denitrifikaatioproses-

si, jossa nitrifikaatiossa tuotettu nitraatti pelkistyy typpikaasuksi ja poistuu jätevedestä. [5,
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s. 42, 45] Mikäli puhdistuslaitokseen tulevassa jätevedessä ei ole riittävästi typpeä, sitä li-

sätään puhdistusprosessin yhteydessä, jolloin tasapainon säilyttäminen on tärkeää. Liian

vähäinen ravinnemäärä pienentää prosessin tehokkuutta ja liian suuri määrä kuormittaa

vesistöä, johon puhdistettu vesi vapautetaan. [11, s. 104]

Myös fosforiyhdisteet toimivat kasvien ravinteena. Jäteveden sisältämät fosfaatit ovat pää-

osin peräisin pesuaineista, lannoitteista ja teollisuudesta. [5, s. 45–47; 25, s. 256] Fosforia

voidaan jaotella sen mukaan, onko se sitoutuneena kiintoaineeseen vai liuennut veteen.

Veteen liuennut fosfori koostuu pääosin epäorgaanisista fosfaateista, kun taas kiintoai-

neeseen sitoutuneet fosfaatit ovat orgaanisia. [5, s. 46] Fosfori on typpeä vastaavasti

tärkeä jätevedenpuhdistuksessa käytettävä ravintoaine, joten sitäkin lisätään puhdistus-

prosessiin tarvittaessa [11, s. 104].

2.5 Kiintoaine

Jäteveden sisältämää kiintoainetta voidaan luokitella aineksen hiukkasten koon, kemial-

listen ominaisuuksien ja laskeutuvuuden perusteella. Koon suhteen kiintoainetta luoki-

tellaan suodattimien avulla. Suotimen läpäissyttä kiintoainetta kutsutaan liuenneeksi ja

suotimeen jäänyttä suspendoituneeksi kiintoaineeksi (engl. suspended solids, SS). Poh-

joismaissa eri kiintoainetyyppien erottamiseen käytetään tyypillisesti 1,6 µm suodinta [11,

s. 88].

Kemiallisesti kiintoainetta voidaan jaotella sen korkean lämpötilan hapettuvuuden perus-

teella. Korkeassa lämpötilassa kiintoaineen orgaaninen osuus hapettuu eli palaa, jolloin

epäorgaaninen reagoimaton kiintoaine jää jäljelle. Kiintoaineen palanutta osaa kutsutaan

hehkutushäviöksi (engl. volatile solids) ja jäljelle jäänyttä osuutta hehkutusjäännökseksi

(engl. fixed solids). [5, s. 33–34]

Kiintoaineen laskeutuvuus määritetään niin kutsutun Imhoffin kartion avulla. Imhoffin kar-

tio on kartiomainen astia, jossa jäteveden annetaan laskeutua määrätty aika, esimerkiksi

tunti. Tämän ajan jälkeen tarkastetaan kartion pohjalle laskeutuneen kiintoaineen tila-

vuus. Laskeutuvien aineiden määrää mitataan yksikössä mL/L. [5, s. 34]

2.6 Adsorboituvat orgaaniset halogeenit, AOX

Adsorboituvat orgaaniset halogeenit ovat orgaanisia yhdisteitä, jotka sisältävät halogee-

niryhmän alkuaineita eli klooria (Cl), bromia (Br) tai jodia (I). Niiden kokonaispitoisuutta

jätevedessä mitataan AOX-arvolla yksikössä mikrogrammaa litraa kohden (µg/L). [26; 27]

AOX:llä mitattavia klooriyhdisteitä esiintyy etenkin sellu- ja paperitehtaiden jätevesissä,

joista on erotettu satoja erilaisia klooriyhdisteitä. [28]
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Jäteveden sisältämät AOX-yhdisteet voidaan jakaa niiden molekyylimassan mukaan kah-

teen luokkaan, matalan ja korkean molekyylimassan yhdisteisiin (engl. high molecular

weight, HMW ja low molecular weight, LMW). HMW-luokkaan kuuluvat yhdisteet, joiden

molekyylimassa ylittää 1000 Da (1000 g/mol) ja LMW-luokkaan yhdisteet, joiden molekyy-

limassa alittaa tämän rajan. HMW-luokan yhdisteet eivät juurikaan vaikuta biologisiin toi-

mintoihin, mutta LMW-luokkaan kuuluvat yhdisteet ovat haitallisia, sillä ne hylkivät vettä ja

läpäisevät solukalvot helposti. AOX-yhdisteet kerääntyvät rasvakudokseen ja yhdisteiden

myrkyllisyys voi johtaa esimerkiksi perimämuutoksiin ja elinvaurioihin. [28]

2.7 Muut fysikaaliset ja kemialliset ominaisuudet

Jätevettä luokitellaan myös muiden fysikaalisten ja kemiallisten ominaisuuksien avulla.

Esimerkkejä fysikaalisista ominaisuuksista ovat lämpötila, väri, haju ja sameus. Kemialli-

sia ominaisuuksia ovat pH, emäksisyys sekä öljyjen ja rasvojen määrä. [5, s. 30–32]

Jäteveden sameutta mitataan usealla erilaisella standardoidulla menetelmällä, jotka pe-

rustuvat kahteen fysikaaliseen ilmiöön, absorptioon ja sirontaan. Absorptioon perustuvia

mittauksia selittävät Beerin ja Lambertin teoriat, kun taas sirontaan perustuvien mene-

telmien teoreettinen tausta löytyy Mie-teoriasta. Euroopassa käytetty standardi määritte-

lee kaksi menetelmää, joista toinen perustuu absorptioon ja toinen sirontaan. Sirontaan

perustuvalla menetelmällä määritetty sameus ilmaistaan FNU-yksiköissä (engl. formazin

nephelometric unit) ja absorptiolla määritetty FAU-yksiköissä (engl. formazin attenuation

unit). Sirontamenetelmää käytetään selkeimpien näytteiden sameuden mittaukseen, kun

taas absorptiomittaus soveltuu paremmin sameampien näytteiden tarkasteluun. [29]

2.8 Paperiteollisuuden jäteveden ominaisuudet

Paperinvalmistus vaatii suuria määriä vettä. Nykyaikaisissa paperikoneissa vettä kuluu

joitakin kymmeniä kuutiometrejä tuotettua paperitonnia kohden, mutta historiallisesti ku-

lutus on ollut jopa satojen kuutiometrien luokkaa tuotettua paperitonnia kohden. [3, s. 12]

Suuresta vedenkulutuksesta johtuen paperinvalmistuksen yhteydessä syntyy paljon jäte-

vettä, joka sisältää useita erilaisia orgaanisia yhdisteitä ja kiintoainetta [30; 31].

Paperiteollisuuden jätevesille tyypillistä on korkea BOD- ja COD-kuormitus [30; 31]. Jäte-

vesissä on paljon suspendoitunutta kiintoainetta ja adsorboituvia orgaanisia halogeenejä

(AOX). BOD- ja COD-kuormitus ovat lähtöisin paperinvalmistusprosessin eri vaiheista,

kun taas AOX-kuormitusta aiheutuu lähinnä sellun valkaisusta ja siinä käytetyistä kloo-

riyhdisteistä [31].
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Valittujen parametrien tyypillisiä arvoja sellu- ja paperiteollisuuden jätevesissä on esitetty

taulukossa 2.1. Kuten taulukosta havaitaan, erityisesti COD-pitoisuus vaihtelee runsaasti,

mikä johtuu eroista prosesseissa ja raakapuussa [30]. Jätevesistä mitataan tyypillisesti

BOD, COD, suspendoituneen kiintoaineen määrä, typpi- ja fosforipitoisuus, AOX, väri ja

myrkyllisyys.

Taulukko 2.1. Tyypillisiä arvoja valituille sellu- ja paperiteollisuuden jäteveden paramet-
reille. Pitoisuudet on esitetty arvoina ennen puhdistusta. BOD = Biologinen hapenkulu-
tus, COD = kemiallinen hapenkulutus, AOX = Adsorboituvat orgaaniset halogeenit, TSS
= Suspendoitunut kiintoaine, N = Typpi, P = Fosfori.

Parametri Pitoisuus (mg/L) Lähteet

BOD 300–10 000 [5, s. 71]

COD 500–115 000 [30]

AOX 10–22 [32]

SS 0–6095 [33]

N 3,7–9,0 [34]

P 0,4–1,7 [34]

Paperiteollisuuden jätevedet puhdistetaan tyypillisesti aktiivilietelaitoksessa, jota esitel-

lään tarkemmin luvussa 4. Kuten taulukosta 2.1 havaitaan, paperiteollisuuden jätevesissä

ravinteiden eli typen ja fosforin pitoisuudet ovat tyypillisesti matalia, minkä vuoksi puhdis-

tettavaan jäteveteen lisätään ravinteita puhdistusprosessin aikana. Tyypillisiä ravinneläh-

teitä ovat urea ja fosforihappo. [35]
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3. JÄTEVEDENPUHDISTUSMENETELMIÄ

Jätevedenpuhdistusmenetelmät voidaan karkeasti jakaa fysikaalisiin, kemiallisiin ja bio-

logisiin prosesseihin. Fysikaalisissa prosesseissa, kuten seulonnassa, suodatuksessa ja

flotaatiossa, puhdistus perustuu jäteveden ja sen sisältämien aineiden fysikaalisiin omi-

naisuuksiin. Kemiallisissa prosesseissa jäteveteen lisätään kemikaaleja ja vedessä ta-

pahtuu kemiallisia reaktioita, joihin puhdistusprosessi perustuu. Adsorptio ja saostus ovat

esimerkkejä tällaisista prosesseista. Biologisissa prosesseissa, kuten ilmastuksessa, nit-

rifikaatiossa ja denitrifikaatiossa, puhdistava vaikutus saavutetaan biologisella toiminnal-

la. [5, s. 165–166] Tässä luvussa esitellään erilaisia jätevedenpuhdistusmenetelmiä ja

niiden käyttökohteita.

3.1 Seulonta

Seulonta on fysikaalinen puhdistusmenetelmä. Se on tehokas ja halpa tapa poistaa jä-

teveden suurimmat kiintoaineen palaset. Seulat koostuvat yleensä keskenään saman-

suuntaisista palkeista, joilla on tietty välimatka toisiinsa. Kun puhdistettava jätevesi kul-

kee seulan läpi, seulaan jää jätevedestä kiintoaine, jonka raekoko on palkkien välistystä

suurempi. [36, s. 72; 37, s. 178] Jätevedenpuhdistuksessa käytettävien seulojen palkkien

välimatka on tyypillisesti 10–25 mm välillä [38, s. 174]. Kotitalouksien jätevesien puhdis-

tuksen lisäksi seulontaa käytetään teollisuudessa, esimerkiksi sellu- ja paperitehtaiden,

säilyketehtaiden ja siipikarjan lihaa käsittelevien tehtaiden jätevedenpuhdistamoissa. [36,

s. 72]

Yksinkertaisten palkkirakenteiden lisäksi seulontaa voidaan tehdä myös pyörivään rum-

puun ja tärinään perustuvilla laitteilla. Palkkirakenteisiin nähden näiden laitteiden etu on,

että ne puhdistuvat itsestään. Pyörivän rummun sisällä on nostolapoja, jotka siirtävät kiin-

toaineen rummun sisällä olevaan rei’itettyyn suppiloon, josta kiintoaine siirretään eteen-

päin spiraalikuljettimella. Samalla kiintoaine puristuu ja siitä vapautuu vettä, joka kulkeu-

tuu suppilon rei’istä takaisin rumpuun ja puhdistusprosessissa eteenpäin. [36, s. 72–73]
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3.2 Suodatus

Suodatus on fysikaalinen puhdistusmenetelmä, jossa jätevedestä poistetaan seulontaan

verrattuna hienojakoisempaa kiintoainetta. Suodatuksessa jätevesi viedään suotimen lä-

pi, jolloin suodatettava aines jää suotimeen. Suotimeen jäävää materiaalia kutsutaan kon-

sentraatiksi (engl. concentrate) ja suotimen läpäisevää ainetta permeaatiksi (engl. per-

meate). Suodatus on melko yksinkertainen menetelmä ja se soveltuu monien erilaisten

epäpuhtauksien poistoon. Suodattimet vaativat kuitenkin paljon huoltoa ja ne tukkeutuvat

helposti, joten suodatus on verrattain kallis menetelmä. [11, s. 94; 39]

Erilaisia suodatusmenetelmiä ovat esimerkiksi kalvo- ja hiekkasuodatus. [11, s. 94]. Kal-

vosuotimet voidaan jakaa kalvon reikäkoon mukaan neljään luokkaan, jotka ovat mikro-

suodatus (MF), ultrasuodatus (UF), nanosuodatus (NF) ja käänteisosmoosi (RO) [40].

Suotimiin liittyy myös niin sanottu molekyylimassan raja-arvo (engl. molecular weight cut-

off, MWCO), joka kertoo pienimmän molekyylimassan, joka jää suotimeen. Erilaisten kal-

vosuodatintyyppien ominaisuuksia on esitelty taulukossa 3.1.

Taulukko 3.1. Kalvosuodatustapojen nimet, suodinten tyypilliset reikäkoot ja molekyyli-
massan raja-arvot (MWCO). [41, s. 242] Kalvosuodin ei päästä lävitseen raja-arvoa pai-
navampia hiukkasia.

Suodatustapa Lyhenne Englanniksi Reikäkoko MWCO (g/mol)

Mikrosuodatus MF Microfiltration 0,1 µm > 500 000

Ultrasuodatus UF Ultrafiltration 0,01 µm 2000–500 000

Nanosuodatus NF Nanofiltration 1 nm 500–2000

Käänteisosmoosi RO Reverse osmosis < 0,5 nm < 100

Mikro- ja ultrasuodatusta voidaan käyttää hiukkasten, bakteerien, emulsioiden, kolloidien

ja suspendoituneiden aineiden erotteluun [11, s. 94; 40]. Sellu- ja paperiteollisuuden jäte-

vedenpuhdistuksessa käytetään tyypillisesti ultrasuotimia, joiden molekyylimassan raja-

arvo on noin 6000–8000 g/mol. Jätevesi viedään suodinten läpi 0,1–1 MPa paineella. [11,

s. 95] Nanosuodatusta ja käänteisosmoosia käytetään liuenneen orgaanisen aineksen ja

erilaisten ionien poistoon [40].

Hiekkasuodatuksessa puhdistettava jätevesi johdetaan hiekkakerroksen läpi. Hiekkaker-

roksen paksuus on yleensä 0,5–1 m ja hiekan raekoko 0,8–2 mm. Hiekkasuodatuksen

avulla vedestä saadaan poistettua suuri osa kiintoaineesta ja samalla kiintoaineeseen

sitoutunutta BOD:tä, COD:tä ja ravinteita. Hiekkasuodatinta ei yleensä voi käyttää jat-

kuvatoimisesti, sillä sitä täytyy pestä säännöllisesti suotimeen kerääntyvän kiintoaineen

poistamiseksi. Kiintoaineen kerääntymisen vuoksi suodin ei kestä jätevesiä, joiden kiin-

toainepitoisuus on suuri. Kerääntyneen kiintoaineen poistamisen lisäksi hiekkasuodatinta

täytyy huoltaa liejun muodostumisen estämiseksi. [11, s. 96]
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3.3 Sedimentaatio

Sedimentaatio on yksinkertainen fysikaalinen menetelmä jäteveden sisältämän kiintoai-

neen poistoon. Sedimentaatio toteutetaan tyypillisesti selkeyttimessä eli pyöreässä tai

suorakaiteen muotoisessa selkeytysaltaassa, jonka pohjalle kiintoaine laskeutuu. Yksin-

kertaisimmillaan sedimentaatio perustuu painovoimaan. Koska kiintoainehiukkaset ovat

tiheämpiä kuin vesi, ne vajoavat selkeytysaltaan pohjalle. Tällöin selkeytysaltaan pohjalle

muodostuu lietettä, joka voidaan kerätä jatkokäsittelyä varten. [5, s. 179; 11, s. 90]

Sedimentaatioprosessit voidaan jakaa neljään luokkaan: vapaaseen eli yksittäisten kiin-

toainehiukkasten sedimentaatioon, flokkulaatioon, hidastettuun sedimentaatioon ja puris-

tussedimentaatioon. [11, s. 90] Vapaa eli Stokesin sedimentaatio vastaa edellä mainittua

painovoimaan perustuvaa kiintoaineen laskeutumista selkeytysaltaan pohjalle. Siinä va-

joavia hiukkasia voidaan approksimoida pallomaisina, jolloin niiden vajoamisnopeutta vs

voidaan arvioida Stokesin lain

vs =
2

9

ρp − ρf
µ

gR2 (3.1)

avulla. Kaavassa (3.1) ρp on hiukkasmateriaalin tiheys, ρf nesteen tiheys, µ nesteen dy-

naaminen viskositeetti, R approksimoidun hiukkaspallon säde ja g putoamiskiihtyvyys. [31]

Flokkulaatiossa sedimentaatioaltaassa vajoavat hiukkaset törmäilevät toisiinsa ja muo-

dostavat useasta hiukkasesta koostuvia suurempia hiukkasia eli flokkeja. Flokkien muo-

dostuessa niiden massa kasvaa, jolloin niiden vajoamisnopeus suurenee. Massan suure-

nemisen ansiosta flokkulaatio poistaa kiintoainetta tehokkaammin verrattuna vapaaseen

sedimentaatioon. Flokkien nopeuden vaihtelun takia flokkulaation mallintaminen on va-

paata sedimentaatiota monimutkaisempaa. [37, s. 137]

Kun jäteveden kiintoainepitoisuus on suuri, muodostuu sedimentaatioaltaaseen yhtenäi-

nen kiintoainekerros, jolla on selkeästi havaittava rajapinta puhtaamman veden kanssa.

Tätä kutsutaan hidastetuksi sedimentaatioksi (engl. hindered sedimentation). Kun rajapin-

ta vajoaa alaspäin, sen yläpuolella oleva vesi puhdistuu. Rajapinnan vajotessa sedimen-

taatioaltaan pohjalle muodostuu tiheä lietekerros, jonka paksuus kasvaa veden puhdis-

tuessa. Tätä kutsutaan myös lietteen tiivistymiseksi tai puristussedimentaatioksi. Pohjal-

le muodostuvaa lietettä poistetaan jatkuvasti selkeytysaltaista, jottei liete täyttäisi allasta

kokonaan. [42, s. 140–141]
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3.4 Flotaatio

Flotaatio on fysikaalinen puhdistusmenetelmä, jossa kiintoainehiukkaset nostetaan ilma-

kuplien avulla flotaatioaltaan pinnalle pohjalle vajoamisen sijasta. Pinnalle nousseet hiuk-

kaset kerätään talteen lietteen jatkokäsittelyä varten. Flotaatiossa käytettävät kuplat tuo-

tetaan tyypillisesti ilman avulla, jolloin kyseessä on paineflotaatio (engl. dissolved air flo-

tation, DAF). [11, s. 93]

Paineflotaatiossa puhtaaseen veteen pumpataan ensin ilmaa 3,5–7 bar paineessa, jolloin

se liukenee veteen. Liuotuksen jälkeen vesi johdetaan kapeiden suuttimien läpi puhdis-

tettavaan jäteveteen, jolloin ilmapitoisen veden paine laskee nopeasti ja veteen muodos-

tuu ilmakuplia. Ilmakuplat nousevat kohti pintaa ja tarttuvat samalla kiinni vedessä ole-

viin kiintoainehiukkasiin, jotka nousevat kuplien mukana pintaan. Koska vedessä olevien

hiukkasten massa vaihtelee, osa niistä nousee kuplien mukana pintaan ja osa laskeutuu

pohjalle. Myös pohjalle laskeutuvat hiukkaset kerätään lietteen jatkokäsittelyä varten. [11,

s. 93]

3.5 Kemiallinen saostus

Saostus on kemiallinen menetelmä, jolla voidaan poistaa veteen liuenneita aineita. Saos-

tuksessa veteen lisätään reagenssia eli kemikaalia, joka reagoi erotettavan aineksen

kanssa muodostaen saostuman eli huonosti liukenevan kiintoainesakan.

Saostusta käytetään jätevedenpuhdistuksessa erityisesti fosforinpoistoon. Fosforinpois-

tossa saostuskemikaalina käytetään tyypillisesti rauta(II)sulfaattia (FeSO4). Veteen lisät-

tynä rauta(II)sulfaatti liukenee ja rautaioni reagoi liuenneen fosforin kanssa, jolloin syntyy

pohjalle vajoavaa heikosti liukenevaa fosfaattisakkaa reaktioyhtälön

3Fe2+ + 2PO4
3− −−→ Fe3(PO4)2 ↓ (3.2)

mukaisesti. Rauta(II)sulfaatin lisäksi fosforin saostukseen käytetään esimerkiksi alumii-

nia, muita raudan suoloja, magnesiumia ja kalsiumia. Erityisesti raudan on kuitenkin ha-

vaittu olevan kustannustehokas aine fosforin saostukseen. [11, s. 97; 43]

Fosforin saostus ei vaadi erillistä allasta, vaan se voidaan toteuttaa muun puhdistuspro-

sessin yhteydessä. Esimerkiksi Toivakainen et al. havaitsivat, että rautasuolan lisääminen

sulfaattisellutehtaan jätevedenpuhdistamon veteen paransi fosforin poistoastetta 58 %:sta

81 %:iin vaikuttamatta muihin puhdistamon suorituskykyparametreihin. [44] Sakan muo-

dostuminen kuitenkin kasvattaa puhdistusprosessissa syntyvän lietteen määrää, minkä

seurauksena puhdistuskulut kasvavat [39].
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Saostuksen lisäksi fosforia voidaan poistaa jätevedestä biologisilla menetelmillä, kuten

tehostetulla biologisella fosforinpoistolla (engl. enhanced biological phosphorus removal,

EBPR). EBPR-prosessissa hyödynnetään pieneliöitä, jotka pystyvät aerobisissa olosuh-

teissa kuluttamaan enemmän fosforia kuin kasvuun tarvitaan. Pieneliöihin kertynyt fosfori

päätyy lietteeksi solunsisäisinä polyfosfaatteina. [43]

3.6 Adsorptio

Adsorptio on prosessi, jossa kaasun, nesteen tai liuenneen kiintoaineen rakennehiukka-

set tarttuvat kiinteään pintaan. Adsorptio seuraa pintaenergian minimoitumisesta ja se voi

olla seurausta sekä fysikaalisista että kemiallisista vuorovaikutuksista. Ainetta, johon hiuk-

kaset kiinnittyvät, kutsutaan adsorbentiksi. Adsorption on havaittu olevan yksinkertainen,

joustava ja myrkkyjä hyvin sietävä puhdistusmenetelmä. [39] Sitä käytetään esimerkiksi

fosforin poistoon [43].

Jätevedenpuhdistuksessa adsorbenttimateriaalina käytetään tyypillisesti aktiivihiiltä. Ak-

tiivihiilellä on suuri adsorptiokapasiteetti sen huokoisuuden ja suuren pinta-alan vuoksi ja

sitä pidetään tehokkaimpana adsorbenttina jätevedenpuhdistukseen. Aktiivihiilen lisäksi

adsorbenttina voidaan käyttää esimerkiksi piidioksidia, savea ja raudan oksideja. [39]

3.7 Nitrifikaatio ja denitrifikaatio

Nitrifikaatio ja denitrifikaatio ovat biologisia prosesseja. Nitrifikaatiossa ammoniakki ha-

pettuu nitriitiksi, joka hapettuu edelleen nitraatiksi. Ammoniakin muunnos nitriitiksi seuraa

reaktioyhtälöä

NH3 +O2 −−→ NO2
− + 3H+ + 2 e− (3.3)

ja nitriitin muunnos nitraatiksi yhtälöä

NO2
− +H2O −−→ NO3

− + 2H+ + 2 e−. (3.4)

Ammoniakin ja nitriitin hapettavat pieneliöt, jotka saavat energiansa kemiallisten reak-

tioiden tuotteena. Tässä tapauksessa energianlähteenä toimivat nitrifikaatioreaktiot. [45,

s. 6]

Jätevedenpuhdistamon typenpoistoprosessi koostuu nitrifikaation lisäksi denitrifikaatios-

ta. Denitrifikaatiossa aiemmin muodostunut nitraatti muutetaan takaisin typpikaasuksi.

Denitrifikaatio noudattaa reaktioyhtälöä

NO3
− −−→ NO2

− −−→ NO −−→ N2O −−→ N2. (3.5)
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Denitrifikaatio on anaerobinen prosessi ja sen suorittavat bakteerit. [45, s. 87–88] Anaero-

bisuusvaatimuksen vuoksi jätevedenpuhdistamoissa tarvitaan hapettomia käsittelyaltaita

denitrifikaation toteuttamiseksi [5, s. 207].

3.8 Lietteen jatkokäsittely

Jätevedenpuhdistuksen sivutuotteena syntyy lähes jokaisessa puhdistusprosessin vai-

heessa lietettä, joka koostuu lähinnä kiintoaineesta. Tämän kiintoaineen käsittely on tär-

keä osa jätevedenpuhdistusprosessia. Lietteenkäsittelyyn voi kuulua esimerkiksi lietteen

tiivistystä, stabilisaatiota ja vedenerotusta. Käsittelyn jälkeen liete loppusijoitetaan tai käy-

tetään esimerkiksi energiantuotantoon. [5, s. 242, 252]

Lietteen tiivistyksen tarkoituksena on tiivistää lietettä ja poistaa siitä vettä. Tiivistyksessä

voidaan käyttää sedimentaatioaltaita muistuttavia painovoimatiivistimiä, jotka ovat yleen-

sä pyöreitä. Painovoimatiivistimien lisäksi lietettä voidaan tiivistää myös flotaation avulla.

Flotaatiotiivistys soveltuu erityisesti aktiivilietteen tiivistämiseen. Tiivistyksessä lietteestä

erottunut vesi johdetaan takaisin jätevedenpuhdistamoon, ja tiivistetty liete siirtyy käsitte-

lyprosessin seuraavaan vaiheeseen. [5, s. 255]

Lietteen stabilisaation tarkoitus on vähentää lietteen sisältämää eloperäistä ainesta. Sta-

bilisaatio voidaan toteuttaa biologisesti, kemiallisella hapetuksella tai lämmön avulla. Ylei-

sin stabilisaatiomenetelmä on mädätys (engl. anaerobic digestation), jossa eloperäinen

aines hajoaa hapettomissa olosuhteissa. [5, s. 257–258]

Vedenerottelun tavoitteena on nimensä mukaisesti erottaa lietteestä lisää vettä. Vedene-

rottelu tehdään yleensä mädätyksen jälkeen. Erottelua voidaan tehdä joko luonnollisilla

menetelmillä, kuten haihdutuksella, tai mekaanisilla, kuten sentrifugeilla, tyhjiösuotimil-

la ja suotonauhapuristimilla. [5, s. 258–259] Suotonauhapuristimessa lietettä puristetaan

kahden viiran välissä, jolloin sen sisältämä vesi erottuu [5, s. 267–268].
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4. AKTIIVILIETELAITOS

Aktiivilieteprosessi on jätevedenpuhdistusmenetelmä, jonka Ardern ja Lockett kehittivät

vuonna 1914 julkaistussa tutkimuksessaan. [46; 47; 48, s. 1] Aktiivilietelaitoksen toiminta

perustuu neljään vaiheeseen: esikäsittelyyn ja -selkeytykseen, ilmastukseen ja jälkisel-

keytykseen [5, s. 171]. Nämä vaiheet on esitetty kaavamaisesti kuvassa 4.1.

Jätevesi

Lietteen jatkokäsittely

Esi-
käsittely

Esi-
selkeytys Ilmastus

Jälki-
selkeytys

Vesistöön

Paluuliete

Kuva 4.1. Aktiivilieteprosessin kaavakuva. Mukaillen lähdettä [42, s. 6].

4.1 Esikäsittely ja -selkeytys

Esikäsittelyssä jätevesi johdetaan seulojen ja hiekanerottimien läpi karkeimman kiintoai-

neen poistamiseksi. Esikäsittelyn päätavoite on suojata puhdistamon laitteita ja putkisto-

ja. Jos karkeaa kiintoainetta ei poisteta, putkistot voivat tukkeutua ja laitteet rikkoutua. [5,

s. 178]

Esikäsittelyn jälkeen jätevesi johdetaan esiselkeytykseen, jossa siitä poistetaan seulan

raekokoa hienompaa kiintoainetta. Hienompi kiintoaine sisältää paljon orgaanista aines-

ta, joten BOD-kuorman pienentäminen esiselkeytyksen avulla on edullista verrattuna kal-

liimpaan ilmastukseen. Esiselkeytys perustuu sedimentaatioon ja siinä käytettävät tankit

ovat usein pyöreitä tai neliskulmaisia. Esiselkeyttimien pohjalle kerääntyvää lietettä ke-
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rätään jatkuvasti jatkokäsittelyä varten. Aineet, joiden tiheys on veden tiheyttä pienempi,

muodostavat kerroksen selkeyttimen pinnalle. Tämä kerros voidaan myös poistaa ja kul-

jettaa jatkokäsittelyyn. Esiselkeyttimiin voidaan lisätä kemiallisia saostusaineita kiintoai-

neen poistamisen tehostamiseksi. [5, s. 179–180]

4.2 Ilmastus

Ilmastuksen tavoitteena on poistaa jätevedestä mahdollisimman paljon liuennutta ja sus-

pendoitunutta orgaanista ainetta COD- ja BOD-kuorman vähentämiseksi. Ilmastus pe-

rustuu luonnollisten hajotus- ja hapenkulutusprosessien kiihdyttämiseen ja kontrolloin-

tiin. Suurin ero ilmastuksen, esikäsittelyn ja -selkeytyksen välillä on mekanismeissa, joilla

puhdistava vaikutus saavutetaan. Ilmastus perustuu biologisiin ja kemiallisiin prosessei-

hin, kun taas esikäsittelyssä ja -selkeytyksessä hyödynnetään lähinnä fysikaalisia mene-

telmiä. [5, s. 181]

Ilmastuksessa vedessä elävät mikro-organismit, kuten bakteerit, alkueläimet ja sienet

käyttävät jäteveden sisältämää orgaanista ainetta ravintonaan. Näiden mikro-organismien

aineenvaihdunnan seurauksena syntyy hiilidioksidia, vettä ja uusia soluja. Mikrobien toi-

minnan ja bakteerikannan ylläpito vaatii useiden operaatioparametrien, kuten veden hap-

pipitoisuuden, lämpötilan ja pH:n säätöä ja tarkkailua. [5, s. 181]

Happi on huonosti veteen liukeneva kaasu, minkä vuoksi ilmastusaltaan happipitoisuut-

ta nostetaan keinotekoisesti ilmastimien avulla. Ilmastimet voidaan jakaa kahteen pää-

tyyppiin, diffuusioilmastukseen ja mekaaniseen ilmastukseen. Diffuusioilmastuksessa il-

mastusaltaan pohjassa olevat ilmastimet tuottavat veteen ilmakuplia, joista ilma liukenee

veteen. Mekaanisessa ilmastuksessa vettä pirskotetaan ilmaan, jolloin ilmaa siirtyy ve-

teen. [37, s. 161–162] Diffuusioilmastuksen ja mekaanisen ilmastuksen lisäksi joissakin

puhdistamoissa käytetään myös painovoimailmastusta, jossa veden potentiaalienergiaa

käytetään muodostamaan rajapintoja veden ja ilman välille. Esimerkiksi ylivuotopadon

ylijuoksuveden vapaapudotuksessa ilman ja veden välille muodostuu rajapinta ja ilmaa

siirtyy veteen. [37, s. 186–188]

4.3 Jälkiselkeytys

Ilmastuksen jälkeen puhdistettava vesi johdetaan jälkiselkeytykseen, jonne sen mukana

kulkee biomassasta koostuvaa kiintoainetta. Jälkiselkeytyksen tavoitteena on erottaa bio-

massa puhdistetusta vedestä sedimentaation avulla, jotta ilmastuksessa voitaisiin säilyt-

tää korkea biomassapitoisuus. Jälkiselkeyttimessä biomassa sedimentoituu flokkeina, jot-

ka muodostuvat, kun ilmastuksen pieneliöt liimautuvat toisiinsa. Jälkiselkeytinten rakenne

vastaa esiselkeyttimiä, eli niissä käytettävät altaat ovat yleensä pyöreitä tai nelikulmai-

sia. [42, s. 2]
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Osa erotetusta kiintoaineesta johdetaan paluulietteenä takaisin ilmastukseen ja loput yli-

jäämälietteenä lietteenkäsittelyyn. Puhdistettu vesi johdetaan jälkiselkeyttimen pinnalta

mahdollisen täydentävän puhdistuksen (engl. tertiary treatment) jälkeen vesistöön. [42,

s. 2] Täydentävä puhdistus voi koostua esimerkiksi desinfioinnista tai flotaatiosta kiintoai-

neen poistamisen tehostamiseksi.
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5. LASKENNALLISET MENETELMÄT

Tässä luvussa esitellään työssä käytetyt analyysimenetelmät. Ensin esitellään aikasarjan

käsite ja menetelmiä, joilla aikasarjoja voidaan analysoida. Tämän jälkeen käsitellään

muita työssä käytettyjä menetelmiä.

5.1 Stokastiset prosessit ja aikasarjat

Stokastinen prosessi on joukko satunnaismuuttujia {Xi}. Jokaisella stokastisen proses-

sin satunnaismuuttujalla on jokin jakauma, ja jos kaikki nämä jakaumat yhdistetään, saa-

daan koko prosessia kuvaava yhteisjakauma. Kun stokastisesta prosessista otetaan näy-

te N ajanhetken {1, . . . , N} mitalta, saadaan aikasarja

xi = {x1, x2, . . . , xN}. (5.1)

Aikasarja voidaan siis mieltää stokastisen prosessin realisaationa. [49, s. 6, 22–23]

Käytännössä aikasarja on lista yhden tai useamman muuttujan havaintoja eri ajanhetkil-

lä. Aikasarjoja ovat esimerkiksi vuorokauden keskilämpötila kuukauden ajalta, osakkeen

hinta pörssimarkkinoilla ja sydämen sykevälivaihtelut.

5.2 Aikasarjan stationaarisuus

Aikasarjan stationaarisuus tarkoittaa sitä, että se on tilastollisesti tasapainossa. Tällöin

aikasarjaa kuvaavat tilastolliset suureet, kuten aikasarjan keskiarvo ja keskihajonta, eivät

muutu ajan funktiona. Tarkemmin määriteltynä niin sanottu vahva stationaarisuus vaatii,

että ajanhetkillä t1, t2, . . . , tm tehdyn m havainnon z1, z2, . . . , zm yhteisjakauma vastaa

ajanhetkillä t1 + k, t2 + k, . . . tm + k tehdyn m havainnon z1+k, z2+k, . . . , zm+k yhteisja-

kaumaa. Stationaarisuus on tärkeä ominaisuus, sillä monien aikasarja-analyysin mene-

telmien taustalla on oletus käsiteltävän aikasarjan stationaarisuudesta. [49, s. 21, 24]

Vahva stationaarisuus on usein liian tiukka vaatimus todellisille aikasarjoille. Tämän vuok-

si usein käytetään vaatimusta heikosta tai toisen asteen stationaarisuudesta. Heikko sta-

tionaarisuus vaatii, että aikasarjan keskiarvo pysyy vakiona ja että sen autokovarianssi eli

toinen momentti riippuu pelkästään aikaviiveestä. [49, s. 28]



21

Stationaarisuus on aikasarjan tuottavan stokastisen prosessin ominaisuus. Aikasarjan

taustalla olevaa stokastista prosessia ei voida suoraan havainnoida, joten aikasarjan

stationaarisuuden osoittaminen suoraan on mahdotonta. [50, s. 15] Koska stationaari-

suus on analyysimenetelmien kannalta tärkeä ominaisuus, epästationaarisuuden havait-

semiseen on kehitetty tilastollisia menetelmiä. Tällainen testi on esimerkiksi laajennettu

Dickey-Fuller-testi [51].

5.3 Toistuvuuskuvaaja

Toistuvuuskuvaaja (engl. recurrence plot, RP) on yksinkertainen menetelmä aikasarjo-

jen toistuvuuksien arviointiin. Toistuvuuksien analyysistä on hyötyä erityisesti silloin, kun

aikasarjasta ei voida erottaa selkeitä jaksollisuuksia. [50, s. 44] Toistuvuuskuvaajan esit-

telivät Eckmann et al. vuonna 1987 [52].

Perinteinen toistuvuuskuvaaja muodostetaan aikasarjan xi pohjalta määrittämällä matriisi

Mij = Θ(ϵ− |xi − xj|), (5.2)

missä xi, xj ovat aikasarjan pisteet indekseillä i ja j, ϵ on positiivinen raja-arvo ja Θ(x)

Heavisiden askelfunktio

Θ(x) =

1, x > 0

0, x ≤ 0
. (5.3)

Saatu matriisi voidaan visualisoida niin, että jos alkio Mij on arvoltaan yksi, piirretään

pisteeseen (i, j) musta piste ja jos alkio on arvoltaan nolla, jätetään piste valkoiseksi.

Toisin sanoen pisteeseen (i, j) piirretään piste, jos aikasarjan pisteet xi ja xj ovat lähellä

toisiaan. [50, s. 44] Tässä työssä on perinteisen binäärisen toistuvuuskuvaajan sijasta

muodostettu kuvaajia, joissa väri kuvaa suoraan kahden pisteen välistä etäisyyttä.

Kuvassa 5.1 on esitetty joitakin esimerkkejä toistuvuuskuvaajista. Ylärivin (a)–(c)-kuvat

on muodostettu perinteisellä kaavan (5.2) mukaisella menetelmällä. Alarivin kuvat (d)–(f)-

kuvat taas on muodostettu niin, että kunkin pisteen (i, j) väri kuvaa suoraan etäisyyttä

|xi − xj|. Väri siis on sitä kirkkaampi, mitä lähempänä pisteet ovat toisiaan.
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Kuva 5.1. Esimerkkejä toistuvuuskuvaajista. Kuvat (a)–(c) on tehty perinteisellä Hamil-
tonin funktiolla, kun taas kuvat (d)–(f) on tehty valitsemalla väri suoraan aikasarjan pis-
teiden etäisyydestä. (a), (d) Valkoista kohinaa (b), (e) Sinifunktio (c), (f) Nouseva suora,
johon on lisätty kohinaa.

Kuten kuvista 5.1 (a) ja (d) havaitaan, valkoinen kohina tuottaa homogeenisen kuvaa-

jan, joka koostuu lähinnä satunnaisista yksittäisistä pisteistä. Jaksollisuus taas näkyy ku-

vien 5.1 (b) ja (e) perusteella diagonaalisina viivoina, joiden keskinäinen etäisyys vastaa

jakson pituutta. Kuvissa 5.1 (c) ja (f) on esitetty toistuvuuskuvaaja aikasarjalle, jossa on

trendi. Tämä trendi näkyy kuvaajissa siten, että pisteet vähenevät tai väri tummenee, kun

lähestytään vasenta yläkulmaa tai oikeaa alakulmaa.

5.4 Korrelaatiomenetelmät

Korrelaatio kuvaa, kuinka vahvasti kaksi muuttujaa riippuvat toisistaan. Korrelaation suu-

ruutta mitataan korrelaatiokertoimella, jolla viitataan yleensä Pearsonin korrelaatiokertoi-

meen r. Pearsonin korrelaatiokerroin kahden aikasarjan xi ja yi välillä voidaan laskea

kaavalla

r =

N∑︂
i=1

(xi − x̄)(yi − ȳ)⌜⃓⃓⎷ N∑︂
i=1

(xi − x̄)2

⌜⃓⃓⎷ N∑︂
i=1

(yi − ȳ)2

, (5.4)
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missä x̄, ȳ ovat aikasarjojen xi ja yi keskiarvot

x̄ =
1

N

N∑︂
i=1

xi, ȳ =
1

N

N∑︂
i=1

yi, (5.5)

joissa N on aikasarjan pituus. Kaavan (5.4) korrelaatiokerroin voidaan ilmaista myös muo-

dossa

r =
σxy

σxσy

, (5.6)

missä σxy on aikasarjojen xi ja yi välinen kovarianssi ja σx, σy ovat aikasarjojen xi, yi
keskihajonnat. Kovarianssi on määritelty

σxy =
1

N

N∑︂
i=1

(xi − x̄)(yi − ȳ) (5.7)

ja keskihajonta

σx =

⌜⃓⃓⎷ 1

N

N∑︂
i=0

(xi − x̄)2. (5.8)

Sijoitettaessa kaavat (5.7) ja (5.8) määritelmään (5.6) 1/N -termit supistuvat pois. Näin

ollen korrelaatiokerroin voidaan mieltää eräänlaisena normalisoituna kovarianssina. Nor-

malisoinnin ansiosta korrelaatiokertoimen tulkinta on kovarianssiin verrattuna helppoa.

Normalisointi tekee myös eri muuttujien korrelaatiokertoimista vertailukelpoisia keske-

nään. [53]

Pearsonin korrelaatiokerroin on yksikötön, ja Cauchy-Schwartzin epäyhtälön avulla voi-

daan todistaa, että se saa arvoja suljetulta väliltä [−1, 1]. Molemmat ääripäät tarkoittavat

täydellistä lineaarista riippuvuutta muuttujien välillä. Positiivisessa ääripäässä muuttujien

muodostamalla suoralla on positiivinen kulmakerroin ja negatiivisessa ääripäässä suora

on laskeva. Korrelaatiokertoimen arvo 0 tarkoittaa, ettei muuttujien välillä ole lineaarista

riippuvuutta. [53] Kun korrelaatiokertoimen arvo on nollan ja ääripäiden välillä, on muut-

tujien välillä jonkinlaista riippuvuutta. Tällöin kuitenkin Pearsonin korrelaatiokertoimen tul-

kinta on hankalaa, eikä yleispäteviä sääntöjä voi muodostaa. Tämän vuoksi korrelaatio-

kertoimen tulkinnassa pitää aina ottaa asiayhteys huomioon. [54]

Pearsonin korrelaatiokertoimen laskennassa oletetaan, että tarkasteltavat aikasarjat ovat

normaalijakautuneita, kummassakaan aikasarjassa ei ole korrelaatiokertoimen lasken-

taan vaikuttavia poikkeavia arvoja ja että aikasarjojen välillä on pelkästään lineaarista

riippuvuutta [54]. Lisäksi oletetaan, että aikasarjat ovat stationaarisia [55].
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5.4.1 Aikaviiveellinen ristikorrelaatio

Aikaviiveellisellä ristikorrelaatiolla tarkoitetaan suuretta, joka saadaan, kun lasketaan kor-

relaatiokerroin niin, että toiseen aikasarjaan lisätään viivettä. Oletetaan, että käsitellään

kahta N näytteen mittaista aikasarjaa, xi = {x1, x2, . . . , xN} ja yi = {y1, y2, . . . , yN}.

Valitaan seuraavaksi jokin positiivinen aikaviive τ > 0. Tällöin aikaviiveellinen ristikorre-

laatio aikasarjojen xi ja yi välillä on muotoa

rτ =

1

N − τ

N−τ∑︂
i=1

(xi+τ − x̄)(yi − ȳ)

σxσy

. (5.9)

Negatiivisella aikaviiveellä τ < 0 aikaviiveellinen ristikorrelaatio saa muodon

rτ =

1

N + τ

N∑︂
i=−τ

(xi+τ − x̄)(yi − ȳ)

σxσy

, (5.10)

ja viiveellä τ = 0 aikaviiveellisen ristikorrelaation laskenta palautuu perinteisen Pearsonin

korrelaatiokertoimen laskentaan.

Kaavoissa (5.9) ja (5.10) viiveen määritelmä on päinvastainen lähteeseen [55] verratuna.

Tässä työssä viive kuvaa, kuinka monen aika-askelen verran yi:llä merkittyä aikasarjaa

on siirretty xi-aikasarjaan nähden. Positiivinen viive siis tarkoittaa, että yi:llä merkityn

aikasarjan alkioita on siirretty ajassa eteenpäin viiveen verran, ja vastaavasti taaksepäin

negatiivisen viiveen tapauksessa.

Vaikka kovarianssin laskennassa käytetty aikasarjojen päällekkäinen osuus pienenee ai-

kaviiveen τ kasvaessa, on keskiarvot ja keskihajonnat laskettu kaavoissa (5.9) ja (5.10)

koko aikasarjojen yli. Aikaviiveellistä ristikorrelaatiota ja sen variaatioita käytetään eri-

tyisesti psykologisessa tutkimuksessa [55]. Tässä työssä ikkunoissa laskettavaa aikavii-

veellistä ristikorrelaatiota käytetään teollisen jätevedenpuhdistamon aikasarjojen tarkas-

teluun.

5.4.2 Ikkunoissa laskettu aikaviiveellinen ristikorrelaatio (TLWCC)

Perinteinen korrelaatiokerroin aikasarjojen väleillä kertoo ainoastaan globaalisesta käyt-

täytymisestä. Monet aikasarjat muuttuvat ajan myötä eivätkä ne ole välttämättä statio-

naarisia. Kahdessa aikasarjassa, joita vertaillaan keskenään, voi myös olla kohtia, joissa

niiden välinen korrelaatio on negatiivista ja kohtia, joissa korrelaatio on positiivista. Näistä

syistä koko aikasarjan yli laskettu korrelaatiokerroin ei välttämättä ole hyödyllinen, vaan
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tarvitaan lokaalimpaa tarkastelua. Tällaista lokaalia tarkastelua voidaan tehdä käyttämäl-

lä ikkunoissa laskettua aikaviiveellistä ristikorrelaatiota (engl. time-lagged windowed cross

correlation, TLWCC). Tässä työssä käytetään lähteen [55] menetelmän pohjalta kehitet-

tyä laskentatapaa.

Esitellään seuraavaksi TLWCC-algoritmin kulku kahden aikasarjan xi = {x1, x2, . . . , xN}
ja yi = {y1, y2, . . . , yN} välillä. Ensimmäiseksi valitaan ikkunakooksi kokonaisluku w, jon-

ka kokoisissa ikkunoissa korrelaatiokerroin lasketaan. Ikkunat voivat olla täysin päällek-

käisiä, jolloin ikkunoiden välinen askel on winc = 1, mutta askel voi myös poiketa yhdestä.

Merkitään seuraavassa ikkunan ensimmäisen pisteen indeksiä i:llä. Jos aikasarjan pituus

on N , saadaan maksimaalisesti päällekkäisiä ikkunoita N − w kappaletta. Seuraavaksi

valitaan maksimiviive τmax, τmax < w. Aikasarjojen välinen viive siis vaihtelee −τmax:n ja

τmax:n välillä. [55]

Tarkastellaan seuraavaksi tarkemmin yhden korrelaatiokertoimen laskentaa. Ikkunan aloi-

tusindeksin i valitsemisen jälkeen valitaan viive τ niin, että ehto −τmax ≤ τ ≤ τmax to-

teutuu. Tällöin ikkunoidut aikasarjat Wx ja Wy, joiden välillä korrelaatiokerroin lasketaan,

muodostuvat seuraavasti:

Wy =

{yi+τ , yi+τ+1, . . . , yi+τ+w}, jos τ ≤ 0

{yi, yi+1, . . . , yi+w}, jos τ > 0
(5.11)

Wy =

{xi, xi+1, . . . , xi+w}, jos τ ≤ 0

{xi−τ , xi−τ+1, . . . , xi−τ+w}, jos τ > 0
. (5.12)

Ikkunoitujen aikasarjojen muodostamisen jälkeen niiden välinen korrelaatiokerroin voi-

daan laskea kaavalla

r(Wx,Wy) =

w∑︂
j=1

(︁
Wx,j −W x

)︁(︁
Wy,j −W y

)︁
⌜⃓⃓⎷ w∑︂

j=1

(︁
Wx,j −W x

)︁2⌜⃓⃓⎷ w∑︂
j=1

(︁
Wy,j −W y

)︁2 , (5.13)

missä merkinnällä W x tarkoitetaan ikkunoidun aikasarjan keskiarvoa ja merkintä Wx,j

viittaa muodostetun ikkunan j:llä indeksoituun alkioon. Korrelaatioikkunat muodostetaan

edellä mainitulla tavalla, jotta symmetria säilyy, vaikka aikasarjat xi ja yi vaihdettaisiin

keskenään. [55] Ikkunoiden muodostamistavasta johtuen ikkunan aloitusindeksin i sallit-

tu vaihteluväli riippuu sekä viiveestä τ että ikkunakoosta w. Tutkimuksessaan Boker et

al. [55] valitsivat pienimmäksi aloitusindeksi i:ksi τmax + 1:n, mutta tällöin aikasarjojen
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alkupäästä jätetään laskematta korrelaatiokertoimia, joiden viive on pienempi kuin τmax.

Tässä työssä i:n valinta tehdään niin, että kaikki laskettavissa olevat korrelaatiokertoimet

lasketaan. Aikasarjojen loppupäässä pisteitä tarvitaan i:n jälkeen ikkunakoon w verran,

mistä saadaan i:n maksimiarvo.

Kun ristikorrelaatiokertoimet lasketaan koko aikasarjojen yli kaikilla viiveillä, voidaan tu-

loksista muodostaa matriisi. Tässä työssä käytetään matriisia, jossa sarakkeet kuvaavat

ajanhetkiä ja rivit viiveitä. Tämä vastaa lähteen [55] ristikorrelaatiomatriisin transpoosia.

Ristikorrelaatiomatriisin muodostaminen TLWCC-algoritmilla on esitetty kuvassa 5.2.
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Kuva 5.2. Aikaviiveellisen ristikorrelaatiomatriisin muodostaminen aikasarjojen x ja y vä-
lille. Tummennetut alueet ilmaisevat, mihin aikasarjojen osiin kukin matriisin alkio perus-
tuu. Matriisin ensimmäisessä sarakkeessa on kaksi epälukua, sillä siinä sarakkeessa kor-
relaatiokerroin voidaan laskea ainoastaan viiveellä τ = 0.

Ristikorrelaatiomatriisi voidaan visuaalisesti esittää värikarttana. Kuvassa 5.3 on esimerk-

ki tällaisesta värikartasta kahden aikasarjan välillä. Aikasarjoissa on kolme erillistä jaksoa,

joissa kussakin aikasarjan käytös on erilaista, mikä näkyy ristikorrelaatiokartassa. Alueel-

la (a) kumpikin aikasarja muistuttaa nousevaa suoraa, mikä näkyy ristikorrelaatiokartassa

kaikki viiveet kattavana punaisena alueena eli positiivisena korrelaationa. Tämän jälkeen

(b)-alueella aikasarjat ovat jaksollisia, mikä näkyy ristikorrelaatiokartassa toistuvina pu-
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Kuva 5.3. Esimerkki ristikorrelaatiokartasta kahden aikasarjan xi ja yi välillä. Aikasarjat
koostuvat kolmesta alueesta, joiden käytös näkyy värikartassa. (a) Kumpikin aikasarja
on nouseva suora, joten niiden välillä on positiivista korrelaatiota. (b) Aikasarjat ovat jak-
sollisia, mikä näkyy toistuvina positiivisen ja negatiivisen korrelaation alueina. (c) Toinen
aikasarja on nouseva suora ja toinen laskeva, joten niiden välillä on viiveestä riippumatta
negatiivista korrelaatiota.

naisina eli positiivisen korrelaation alueina ja sinisinä eli negatiivisen korrelaation alueina.

Viimeisenä (c)-alueella aikasarjoista toinen on nouseva ja toinen laskeva suora, jolloin

niiden välillä on viiveestä riippumatta negatiivista korrelaatiota. Tämä näkyy värikartassa

sinisenä kaikki viiveet kattavana alueena.

5.4.3 Korrelaatiokertoimien keskiarvoistaminen

Ristikorrelaatiomatriisia muodostettaessa korrelaatiokertoimia lasketaan verrattain pie-

nellä näytekoolla. Tämän matriisin keskimääräisen korrelaatiokertoimen arviointi esimer-

kiksi viivettä kohden on hyödyllistä kollektiivisen käytöksen arvioimiseksi. Keskimääräis-

tä korrelaatiokerrointa ei kuitenkaan kannata laskea yksinkertaisesti yksittäisiä kertoimia

suoraan keskiarvoistamalla, sillä siitä aiheutuu vääristymää, jonka seurauksena keskiar-

voistettu korrelaatiokerroin on todellista korrelaatiokerrointa pienempi [56].

Korrelaatiokertoimen vinosta jakaumasta johtuvan vääristymän vaikutus voidaan lähes

kokonaan kumota käyttämällä Fisherin z-muunnosta, keskiarvoistamalla z-arvot ja muun-

tamalla saatu keskiarvo takaisin korrelaatiokertoimeksi [56]. Fisherin z-muunnos [57] on

muotoa

z =
1

2
ln

(︃
1 + r

1− r

)︃
= arctanh(r), (5.14)
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missä r on Pearsonin korrelaatiokerroin. Fisherin z-muunnoksen avulla laskettujen z-

arvojen keskiarvoistamisen jälkeen keskimääräinen korrelaatiokerroin r̄ voidaan määrit-

tää Fisherin z-muunnoksen käänteismuunnoksella

r̄ =
e2z̄ − 1

e2z̄ + 1
= tanh(z̄), (5.15)

missä z̄ on z-arvojen keskiarvo. Tämän työn keskiarvoistetut korrelaatiokertoimet on las-

kettu Fisherin z-muunnoksen avulla.

5.5 Empiirinen moodinpurku (EMD)

Empiirinen moodinpurku (engl. empirical mode decomposition, EMD) on menetelmä, jol-

la signaali voidaan purkaa niin kutsutuiksi luontaisiksi moodifunktioiksi (engl. intrinsic mo-

de function, IMF) ja trendiksi. Toisin kuin esimerkiksi Fourier-analyysi, EMD soveltuu hy-

vin ei-stationaaristen ja epälineaaristen aikasarjojen analyysiin. EMD:tä kutsutaan myös

Hilbert-Huang-muunnokseksi (engl. Hilbert-Huang transform, HHT). Menetelmä tuottaa

äärellisen ja usein suhteellisen pienen määrän moodifunktioita, joista voidaan Hilbert-

muunnoksen avulla erottaa signaalin hetkelliset taajuudet. Näiden taajuuksien avulla voi-

daan muodostaa energia-taajuus-aikaspektri, eli Hilbert-spektri. EMD-menetelmän esit-

telivät ensimmäisen kerran Huang et al. vuonna 1998. [58]

Luontaiset moodifunktiot on määritelty funktioina, jotka toteuttavat kaksi ehtoa. Ensinnä-

kin koko funktiossa ääripisteiden eli paikallisten minimien ja maksimien ja merkinvaihto-

kohtien määrät saavat poiketa toisistaan enintään yhdellä. Lisäksi missä tahansa luontai-

sen moodifunktion pisteessä paikallisten minimien ja maksimien määrittämän verhokäy-

rän keskiarvo on nolla. Ensimmäinen vaatimus tekee moodifunktiosta stationaarisen ja

toisen vaatimuksen ansiosta hetkelliset taajuudet eivät vaihtele epäsymmetristen aalto-

muotojen takia. [58]

5.5.1 Siivilöintiprosessin kulku

Koska useimmat todelliset aikasarjat eivät toteuta edellä mainittuja IMF:n ehtoja, tarvitaan

prosessi, jolla mikä tahansa ei-stationaarinen ja epälineaarinen aikasarja saadaan puret-

tua IMF-joukoksi. Tätä prosessia kutsutaan siivilöinniksi (engl. sifting), jossa aikasarja pu-

retaan sen luontaisiin komponentteihin empiirisesti. Siivilöintiprosessi käyttää IMF-joukon

määritykseen tarkasteltavan aikasarjan paikallisia ääriarvoja, eli minimejä ja maksimeja.

EMD ei ota kantaa ääriarvojen määritysmenetelmään.
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Kuva 5.4. Esimerkkiaikasarja x(t) ja sen paikalliset minimi- ja maksimipisteet. Aikasar-
jassa on jaksollisia komponentteja, jotka saadaan purettua EMD:n avulla.

Esimerkkiaikasarja ja sen paikalliset ääriarvot on esitetty kuvassa 5.4. Ääriarvojen muo-

dostamien verhokäyrien määrityksen jälkeen lokaalit maksimit yhdistetään toisiinsa käyt-

tämällä splinifunktioita eli paloittain määriteltyjä polynomisia erikoisfunktioita. Sama splini-

sovitus tehdään myös lokaaleille minimeille. Splinisovitusten avulla määritetään maksimi-

ja minimisplinin keskiarvo m1. Edellä esitellyn esimerkkiaikasarjan splinisovitukset ja nii-

den keskiarvo ovat kuvassa 5.5. Splinisovitusten keskiarvon laskemisen jälkeen voidaan
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Kuva 5.5. Esimerkkiaikasarjan x(t) maksimi- ja minimipisteisiin sovitetut splinifunktiont ja
niiden keskiarvo m1(t).
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muodostaa ensimmäinen EMD-komponentti, joka on muotoa

h1(t) = x(t)−m1(t), (5.16)

missä x(t) on alkuperäinen aikasarja. [58] Esimerkkiaikasarjan ensimmäinen EMD-komponentti

on esitetty kuvassa 5.6.
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Kuva 5.6. Esimerkkiaikasarjan ensimmäinen komponentti h1(t) = x(t)−m1(t).

Jos ensimmäinen EMD-komponentti h1(t) ei täytä IMF:n ehtoja, pitää siivilöinti, eli spli-

nisovitukset ja niiden keskiarvon vähentäminen aikasarjasta, toteuttaa uudestaan käyttä-

mällä h1:tä aikasarjana. Tällöin saadaan uusi komponentti muotoa

h11(t) = h1(t)−m11(t). (5.17)

Mikäli tämäkään komponentti ei toteuta siivilöinnin pysäytysehtoa, prosessia toistetaan,

kunnes kunnes jokin komponentti h1k(t) toteuttaa pysäytysehdon. Tällöin tämä kompo-

nentti on ensimmäinen IMF eli

c1(t) = h1k(t). (5.18)

Ensimmäisen moodifunktion muodostamisen jälkeen se voidaan vähentää aikasarjasta,

jolloin saadaan ensimmäinen residuaali muotoa

r1(t) = x(t)− c1(t). (5.19)

Seuraavaksi myös tämä residuaali käy siivilöintiprosessin läpi, jolloin saadaan uusi IMF

c2(t) ja residuaali r2(t). Tätä prosessia toistetaan, kunnes IMF:n cn(t) tai residuaalin

rn(t) arvot ovat merkityksettömän pieniä tai kunnes residuaali rn(t):stä tulee monotoni-

nen funktio.
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Esimerkkiaikasarjan EMD-menetelmällä puretut moodifunktiot on esitetty kuvassa 5.7.

Kuten kuvasta havaitaan, esimerkkiaikasarjassa on kaksi jaksollista komponenttia. En-

simmäinen komponentti (IMF 1) on suuritaajuinen verrattuna toiseen komponenttiin (IMF

2). Ensimmäisellä komponentilla on vakioamplitudi, kun taas toisen komponentin ampli-

tudi kasvaa ajan funktiona. Lisäksi aikasarjassa on lineaarinen trendi, joka näkyy residu-

aalina.
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Kuva 5.7. Esimerkkiaikasarjan IMF:t. Ensimmäinen IMF sisältää suuritaajuisimman kom-
ponentin ja toinen pienemmän taajuuden, jonka amplitudi kasvaa. Residuaali sisältää
lineaarisen trendin. IMF 1:ssä esiintyy EMD:lle tyypillisiä reunaefektejä, sillä lopussa vä-
rähtelyn amplitudi vaikuttaa suurenevan.

Kun kaikki IMF:t on saatu purettua, alkuperäinen aikasarja voidaan ilmaista muodossa

x(t) =
n∑︂

i=1

ci(t) + rn(t), (5.20)

missä ci on IMF indeksillä i ja rn viimeinen residuaali. Muodostettu dekompositio on täy-

dellinen, koska summaamalla moodifunktiot ja viimeinen residuaali saadaan alkuperäinen

aikasarja. [58]
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Edellä kuvatun moodinpurkuprosessin pysäytysehtoina on historiallisesti käytetty kahta

erilaista kriteeriä. Ensimmäinen näistä on konvergenssitesti, jonka perusteella prosessi

voidaan päättää, kun kahden peräkkäisen siivilöinnin välinen normalisoitu neliöllinen ero

SDk =

T∑︂
t=0

⃓⃓
hk−1(t)− hk(t)

⃓⃓2
T∑︂
t=0

h2
k−1

(5.21)

on riittävän pieni. Käytännön EMD-analyysissä tämä kriteeri on kuitenkin ongelmallinen,

sillä se ei huomioi IMF:n määritelmää mitenkään eikä ”riittävän pieni” arvo ole tarkasti

määritelty. Pysäytyskriteeri voi siis tuottaa funktioita, jotka eivät täytä IMF:n vaatimuksia.

Näiden ongelmien vuoksi on kehitetty toinen pysäytysehto, jossa valitaan niin kutsuttu

S-luku, jonka perusteella siivilöinti loppuu. Kun peräkkäisten siivilöintien komponenttien

nollan ylitysten ja ääriarvojen määrät pysyvät vakiona ja poikkeavat toisistaan korkeintaan

yhdellä S siivilöinnin ajan, prosessi pysäytetään ja saadaan uusi IMF. Tämä ehto ottaa

huomioon IMF-määritelmän, jolloin muodostetut funktiot toteuttavat niille määrätyt ehdot,

mutta S-luvun valinta ei ole yksinkertaista. [59, s. 8–9]

5.5.2 Hilbert-muunnos

Yksinkertaisen harmonisen funktion sijasta luontaisten moodifunktioiden taajuus ja ampli-

tudi vaihtelevat ajan funktiona, minkä vuoksi tarvitaan menetelmä, jolla hetkelliset taa-

juudet ja amplitudit saadaan laskettua. Tähän hyvin soveltuva menetelmä on Hilbert-

muunnos. Aikasarjan x(t) Hilbert-muunnos x̃(t) = H
[︁
x(t)

]︁
on muotoa

x̃(t) = H
[︁
x(t)

]︁
=

1

π
PV

∫︂ ∞

−∞

x(t′)

t− t′
dt′, (5.22)

joka on samalla konvoluutio niin kutsutun Cauchyn kernelin (πt)−1 ja aikasarjan x(t)

välillä. [58]

Kaavan (5.22) integraali on määritelty Cauchyn pääarvona (engl. Cauchy principal value,

PV). [58] Integraali pitää määritellä pääarvona, koska sen integrandi on määrittelemä-

tön, kun t′ = t. Cauchyn pääarvon avulla voidaan laskea joitakin integraaleja, jotka ovat

muulloin määrittelemättömiä. Yleisesti, jos jokin integrandi f(x) on määrittelemätön ää-

rellisellä luvulla x = b, voidaan integraali laskea Cauchyn pääarvon avulla muodossa

PV

∫︂ c

a

f(x)dx = lim
ε→0+

[︄∫︂ b−ε

a

f(x)dx+

∫︂ c

b+ε

f(x)dx

]︄
, a < b < c. (5.23)
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Mikäli integrointi suoritetaan negatiivisesta äärettömästä positiiviseen äärettömyyteen, pi-

tää myös ylä- ja alarajat laskea raja-arvona. Tällöin Cauchyn pääarvo saa muodon

PV

∫︂ ∞

−∞
f(x)dx = lim

ε→0+
R→∞

[︄∫︂ b−ε

−R

f(x)dx+

∫︂ R

b+ε

f(x)dx

]︄
, (5.24)

Hilbert-muunnoksen integraali voidaan siis laskea soveltamalla Cauchyn pääarvoa inte-

graalirajoissa sekä kohdassa t′ = t. [60, s. 25–26]

Hilbert-muunnettu aikasarja x̃(t) on alkuperäisen aikasarjan niin kutsuttu kompleksikonju-

gaatti. Sen avulla voidaan muodostaa analyyttinen signaali z(t) eli kompleksiluku muotoa

z(t) = x(t) + x̃(t)i, (5.25)

missä x(t) on alkuperäinen aikasarja ja x̃(t) aikasarjan Hilbert-muunnos. Analyyttisen

signaalin erityispiirre on, että taajuustasossa sillä on pelkästään epänegatiivisia kompo-

nentteja. Analyyttinen signaali z(t) voidaan edelleen ilmaista napakoordinaattimuodossa

z(t) = a(t)eiθ(t), (5.26)

missä amplitudi a(t) on muotoa

a(t) =
√︂

x2(t) + x̃2(t) (5.27)

ja vaihekulma θ(t) on muotoa

θ(t) = arctan

(︃
x̃(t)

x(t)

)︃
. (5.28)

Analyyttisen signaalin perusteella laskettu amplitudi vastaa aikasarjan värähtelyn hetkel-

listä amplitudia. Lisäksi aikasarjan hetkellinen kulmataajuus ω(t) voidaan vaihekulman

θ(t) avulla määritellä muodossa

ω(t) =
dθ(t)

dt
(5.29)

ja koska kulmataajuudella ω(t) ja taajuudella f(t) on yhteys ω(t) = 2πf(t), saadaan

hetkellinen taajuus laskettua analyyttisen signaalin avulla. [58]

Koska käytännön aikasarjat eivät ole jatkuvia funktioita, tarvitaan diskreetti Hilbert-muun-

nos. Diskreetti Hilbert-muunnos on määritelty summana [61, s. 649–652]

x̃(n) =
∞∑︂

m=−∞
h(n−m)x(m), (5.30)
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missä x(n) on diskreetti aikasarja ja h(t) on määritelty

h(t) =


0, t = 0

2 sin2

(︃
πt

2

)︃
πt

, t ̸= 0

. (5.31)

Numeerisesti diskreetti Hilbert-muunnos voidaan laskea tehokkaasti käyttämällä Fourier-

muunnosta. Tällöin käytetään hyväksi analyyttisen signaalin taajuustason ominaisuuk-

sia, eli negatiivisten taajuuskomponenttien puuttumista. Tämän ominaisuuden perusteel-

la alkuperäisen Fourier-muunnetun aikasarjan negatiiviset taajuuskomponentit nollataan

ja käänteisellä Fourier-muunnoksella saadaan suoraan laskettua diskreetti analyyttinen

signaali. [62] Fourier-muunnokseen perustuvan menetelmän laskennallinen nopeus on

ylivertainen, sillä FFT-algoritmin (engl. Fast Fourier Transform) laskennallinen kompleksi-

suus on luokkaa O(n log n) verrattuna summauksen O(n2):een, missä n on datapistei-

den lukumäärä. [63, s. 41]

Moodifunktioiden purkamisen jälkeen kunkin IMF:n hetkelliset taajuudet wj(t) ja ampli-

tudit aj(t) voidaan määrittää Hilbert-muunnoksen avulla. Alkuperäinen aikasarja voidaan

moodifunktioiden Hilbert-muunnosten avulla ilmaista muodossa

x(t) = ℜ
[︄

n∑︂
j=1

aj(t)e
i
∫︁
ωj(t)dt

]︄
, (5.32)

missä ℜ tarkoittaa reaaliosaa ja n on moodifunktioiden kokonaismäärä. Koska residuaali

rn on joko vakio tai monotoninen funktio, sitä ei yleensä kannata Hilbert-muuntaa. Hilbert-

muunnos voi tulkita residuaalin osana pidempää oskillaatiota, jolla on pieni taajuus ja

hyvin suuri amplitudi. [59, s. 12–13]

Aikasarjan sisältämiä taajuuskomponentteja voidaan tutkia myös Fourier-analyysillä. Täl-

löin aikasarja voidaan ilmaista muodossa

x(t) = ℜ
[︄ ∞∑︂

j=1

aje
iωjt

]︄
, (5.33)

missä aj on Fourier-komponentin j amplitudi ja ωj saman komponentin kulmataajuus.

Vertaamalla tätä muotoa kaavaan (5.32) huomataan, että Hilbert-muunnoksen avulla muo-

dostettu dekompositio vastaa yleistettyä Fourier-muunnosta. Fourier-muunnoksen vakio-

amplitudien ja -taajuuksien sijasta moodifunktioiden amplitudit ja taajuudet voivat vaihdel-

la ajan funktiona. Tästä syystä Hilbert-Huang-muunnos soveltuu myös epästationaaristen

aikasarjojen analysointiin, kun taas Fourier-muunnos olettaa, että aikasarja on stationaa-

rinen. [59, s. 13–14]
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Hilbert-muunnoksen avulla aikasarjan taajuuskomponenttien amplitudit voidaan esittää

niin kutsuttuna Hilbert-spektrinä H(ω, t) tai H(f, t) sekä taajuuden että ajan funktiona.

Summaamalla ajan yli voidaan muodostaa niin kutsuttu marginaalispektri H(f). Mikäli

halutaan tarkastella energiaa amplitudin sijasta, voidaan amplitudin sijasta käyttää ampli-

tudin neliötä. [59, s. 13]
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Kuva 5.8. Esimerkkiaikasarjan Hilbert-spektri. (a) Marginaalinen Hilbert-spektri. (b) Koko
Hilbert-spektri.

Kuvassa 5.8 (a) on esitetty kuvan 5.4 esimerkkiaikasarjan marginaalinen Hilbert-spektri.

Kuvasta nähdään, kuinka taajuudet ovat jakautuneet eri IMF:ien välille. Ensimmäisen

IMF:n taajuus on noin 1 Hz ja toisen 0,33 Hz. Kuvan 5.8 (b) Hilbert-spektristä havaitaan,

että ensimmäisen IMF:n amplitudi pysyy vakiona, kun taas toisen IMF:n amplitudi kasvaa

ajan funktiona. Ensimmäisen IMF:n vakioamplitudi ja toisen kasvava amplitudi nähdään

myös IMF-kuvaajasta 5.7. Aikasarjan alussa ja lopussa IMF-taajuudet eivät pysy vakiona,

vaan vaihtelevat, mikä on EMD:lle tyypillistä.

5.5.3 Joukkoistettu empiirinen moodinpurku (EEMD)

Eräs alkuperäisen EMD-analyysin ongelmista on moodien sekoittuminen. Moodien se-

koittuminen viittaa kahteen ilmiöön. Ensimmäisessä ilmiössä yksittäinen moodifunktio si-

sältää useita jaksollisia komponentteja, joiden jaksonajat poikkeavat toisistaan huomat-

tavasti. Toisessa ilmiössä signaali, jolla on jokin tietty aikaskaala, on jakautunut useam-

man eri moodifunktion välille. [59, s. 30–32] Tämän ongelman ratkaisemiseksi on kehitet-

ty joukkoistettu empiirinen moodinpurku (engl. ensemble empirical mode decomposition,

EEMD) [64].
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EEMD-analyysi perustuu valkoisen kohinan lisäämiseen tarkasteltavaan aikasarjaan. Ko-

hinan lisäyksestä on hyötyä, sillä EMD-analyysi toimii kahdensuuntaisena suodinpankki-

na (engl. dyadic filter bank), kun sillä tarkastellaan valkoisesta kohinasta koostuvaa sig-

naalia. Kahdensuuntainen suodinpankki koostuu useasta osittain päällekkäisestä kais-

tanpäästösuotimesta, joista jokaisen taajuuskaista on joko puolet tai kaksinkertainen jo-

honkin muuhun pankin suotimeen verrattuna. [65] Valkoinen kohina siis toimii referens-

sinä eri taajuuksille, jolloin tutkittavan aikasarjan värähtelyt jakautuvat automaattisesti oi-

kein moodifunktioiden kesken. Jotta kohinan lisäys ei vaikuttaisi tuloksiin, alkuperäiseen

aikasarjaan lisätään useita eri kohinan realisaatioita ja jokainen näin saatu summa vie-

dään EMD-prosessin läpi. Lopuksi moodifunktiot keskiarvoistetaan, jolloin kohinan vaiku-

tus häviää, kun kohinan realisaatioita käytetään riittävän suuri määrä. [64]

Käydään seuraavaksi läpi EEMD-prosessin kulku. Muodostetaan ensin I kappaletta val-

koisen kohinan realisaatiota wi(t) tutkittavan aikasarjan ajalta. Näiden avulla saadaan

muodostettua kohinaiset aikasarjat

xi(t) = x(t) + wi(t). (5.34)

Valkoisen kohinan lisäämisen jälkeen jokainen kohinainen aikasarja xi(t) puretaan moo-

difunktioihin käyttämällä luvussa 5.5.1 esiteltyä siivilöintiä. Kun kaikki kohinaiset aikasar-

jat on purettu, voidaan todelliset luontaiset moodifunktiot muodostaa keskiarvoistamalla

kaikkia kohinaisia aikasarjoja vastaavat moodifunktiot. [64]

5.5.4 Täydellinen joukkoistettu empiirinen moodinpurku

mukautuvalla kohinalla (CEEMDAN)

EEMD-menetelmällä moodien sekoittuminen saadaan vältettyä, mutta kohinan käytön

vuoksi alkuperäistä aikasarjaa ei saada rekonstruoitua täydellisesti EEMD-menetelmän

tuottamien moodifunktioiden avulla. Lisäksi moodifunktioiden määrä voi vaihdella lisätyn

kohinan realisaatiosta riippuen. Näiden ongelmien ratkaisemiseksi on kehitetty täydel-

linen joukkoistettu empiirinen moodinpurku mukautuvalla kohinalla (engl. complete en-

semble empirical mode decomposition with adaptive noise, CEEMDAN). CEEMDAN-

menetelmän avulla alkuperäinen signaali saadaan alkuperäistä EMD:tä vastaavasti re-

konstruoitua eksaktisti moodifunktioiden avulla. Lisäksi menetelmän laskennallinen te-

hokkuus ja kyky erotella moodeja ovat parempia EEMD-menetelmään verrattuna. [66]

Esitellään seuraavaksi CEEMDAN-menetelmän kulku. Määritellään operaattori Ej

[︁
f(t)

]︁
niin, että se tuottaa aikasarjan f(t) indeksillä j merkittävän EMD-moodifunktion. Mer-

kitään lisäksi indeksillä j merkittävää CEEMDAN-menetelmällä laskettua moodifunktiota
˜︁IMFj :llä. Määritellään vielä EEMD:tä vastaavasti wi(t) valkoisen kohinan realisaatioksi

indeksillä i. Nyt alkuperäisen aikasarjan x(t) pohjalta voidaan muodostaa I kappaletta
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kohinaisia signaaleja xi(t) muodossa

xi(t) = x(t) + ε0wi(t), (5.35)

missä ε0 on painokerroin. Painokertoimen avulla voidaan säätää muodostettavan kohinai-

sen signaalin signaali-kohinasuhdetta. [66]

Jos IMFi
1(t) on luvussa 5.5.1 kuvatun siivilöintiprosessin avulla laskettu ensimmäinen

moodifunktio signaalille xi(t), voidaan ensimmäinen CEEMDAN-analyysin moodifunktio

määritellä

˜︁IMF1(t) =
1

I

I∑︂
i=1

IMFi
1(t). (5.36)

Kaava 5.36 vastaa siis EEMD-menetelmällä laskettua ensimmäistä moodifunktiota. En-

simmäisen moodifunktion avulla voidaan myös määritellä ensimmäinen residuaali r1(t)

muodossa

r1(t) = x(t)−˜︁IMF1(t), (5.37)

missä x(t) on alkuperäinen aikasarja. [66]

Ensimmäisen moodifunktion määrityksen jälkeen CEEMDAN-prosessi eroaa EEMD:stä.

EEMD:ssä kohinaiset signaalit pidetään koko ajan erillään, mutta CEEMDAN-menetelmässä

käytetään joukkokeskiarvoistettua moodifunktiota ja sitä vastaavaa residuaalia. Tämän

residuaalin ja alussa luotujen kohinan realisaatioiden ensimmäisten moodifunktioiden avul-

la määritellään uusi funktiojoukko ri1(t) muotoa

ri1(t) = r1(t) + ε1E1

[︁
wi(t)

]︁
, (5.38)

missä ε1 on kohinan painokerroin. Eri painokertoimen käyttö jokaisen moodifunktion pu-

russa tuo menetelmään joustavuutta, sillä tällöin signaali-kohinasuhde voidaan valita erik-

seen joka moodifunktion kohdalla. [66] Jokainen funktiojoukon funktio viedään siivilöin-

tiprosessin läpi. Toisin sanoen ja edellä määriteltyä E-operaattoria hyödyntäen toinen

CEEMDAN-menetelmän avulla muodostettu luontainen moodifunktio on muotoa

˜︁IMF2(t) =
1

I

I∑︂
i=1

E1

[︂
r1(t) + ε1E1

[︁
wi(t)

]︁]︂
(5.39)

ja toinen residuaali edelleen muotoa

r2(t) = r1(t)−˜︁IMF2(t). (5.40)
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Tätä prosessia toistetaan, eli muodostetaan moodifunktioita muotoa

˜︁IMFk+1(t) =
1

I

I∑︂
i=1

E1

[︂
rk(t) + εkEk

[︁
wi(t)

]︁]︂
(5.41)

ja residuaaleja muotoa

rk+1(t) = rk(t)−˜︁IMFk+1(t), (5.42)

kunnes jokin residuaali täyttää pysäytysehdon. [66]

Kaikkien moodifunktioiden purun jälkeen viimeinen residuaali R(t) täyttää ehdon

R(t) = x(t)−
K∑︂
k=1

˜︁IMFk, (5.43)

missä K on moodifunktioiden kokonaismäärä. Tästä seuraa myös, että

x(t) =
K∑︂
k=1

˜︁IMFk(t) +R(t), (5.44)

eli muodostettu dekompositio on täydellinen. [66]

Tässä työssä moodifunktiot puretaan käyttämällä libeemd-kirjastoa ja siihen toteutettua

pyeemd-rajapintaa. libeemd on C-kielellä toteutettu avoimen lähdekoodin kirjasto, jon-

ka avulla EMD-, EEMD- ja CEEMDAN-dekompositiot saadaan muodostettua tehokkaas-

ti. [67]

5.6 Trendit poistava fluktuaatioanalyysi (DFA)

Trendit poistava fluktuaatioanalyysi (engl. detrended fluctuation analysis, DFA) on ai-

kasarja-analyysin menetelmä, joka kehitettiin alun perin DNA-sekvenssien suuren etäi-

syyden korrelaatioiden tarkasteluun [68]. Sittemmin DFA-menetelmiä on käytetty muun

muassa sykevälivaihtelun [69], musiikin [70], pörssikurssien [71], tuulennopeuden [72] ja

maanjäristysten [73] fraktaalisuuden ja korrelaatioiden analyysissä. DFA soveltuu hyvin

epästationaarisen ja kohinaisen datan skaalausominaisuuksien tutkimiseen. Menetelmäl-

lä voidaan tutkia myös dataa, jonka trendikäytöstä ei tunneta. [74]

Käydään seuraavaksi läpi DFA-prosessin kulku mukaillen lähteitä [68], [69] ja [74]. En-

simmäisenä aikasarjasta x(t) muodostetaan satunnaiskävely eli niin kutsuttu signaalin

profiili y(t) kumulatiivisena summana

y(t) =
t∑︂

i=1

[︁
x(i)− ⟨x⟩

]︁
, (5.45)
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missä ⟨x⟩ tarkoittaa koko aikasarjan keskiarvoa. Summaus tehdään, jottei aikasarjan sta-

tionaarisuudesta tehdä mitään etukäteisoletuksia [75]. Keskiarvon vähentäminen ei kui-

tenkaan ole välttämätöntä, sillä DFA:n seuraavissa vaiheissa tehtävällä trendinpoistolla

saavutetaan sama lopputulos.

Summauksen jälkeen valitaan skaala s, jonka mittaisiin segmentteihin aikasarja profiili

jaetaan. Nämä segmentit eivät ole päällekkäisiä. Jos aikasarjan pituus on N , saadaan

tällaisia segmenttejä Ns = ⌊N/s⌋ kappaletta. Jos N ei ole skaalan s moninkerta, jää

aikasarjan lopusta lyhyt alue käsittelemättä. Tämän vuoksi segmentointi toistetaan niin,

että aloitetaan profiilin lopusta. Tällöin segmenttien kokonaismäärä on 2Ns. [74]

Segmenttien muodostamisen jälkeen niistä poistetaan trendi. Tämä tehdään yleensä pie-

nimmän neliösumman polynomisijoituksella segmenttiin, mutta myös muita funktioita voi-

daan käyttää. Merkinnällä DFA-n tarkoitetaan menetelmää, jossa trendinpoistoon on käy-

tetty n. asteen polynomia. Merkitään segmentteihin sijoitettuja funktioita ys(t):llä ja poiste-

taan trendit vähentämällä funktio profiilista. Trendinpoiston jälkeen lasketaan niin kutsuttu

neliöity fluktuaatiofunktio eli varianssi jokaiselle segmentille muodossa

F 2
w(v) =

1

s

s∑︂
i=1

[︂
y
(︁
(v − 1)s+ i

)︁
− ys

(︁
(v − 1)s+ i

)︁]︂2
, (5.46)

missä v on segmentin indeksi. Lopuksi kaikki segmenteissä lasketut neliölliset fluktuaa-

tiofunktiot keskiarvoistetaan ja tuloksesta lasketaan neliöjuuri, jolloin saadaan skaalariip-

puva fluktuaatiofunktio

F (s) =

[︄
1

2Ns

2Ns∑︂
v=1

F 2
w(v)

]︄1/2

. (5.47)

Fluktuaatiofunktion skaalariippuvuuden avulla voidaan arvioida aikasarjan sisältämän ko-

hinan luonnetta. Tämä tehdään niin kutsutun skaalauseksponentin α avulla. Fluktuaatio-

funktion F (s) ja skaalan s välillä on suhde

F (s) ∼ sα, (5.48)

missä α on skaalauseksponentti. Jos fluktuaatiofunktio piirretään skaalan funktiona ku-

vaajaan, jonka molemmat akselit ovat logaritmisia, voidaan skaalauseksponentti määrit-

tää kuvaajaan muodostuvan suoran kulmakertoimen avulla. [68; 74] DFA-prosessin kulku

on esitetty kuvassa 5.9.
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Kuva 5.9. Trendit poistavan fluktuaatioanalyysin kulku. (a) Alkuperäinen aikasarja. (b) Ai-
kasarjan profiili, johon on pienimmän neliösumman menetelmän avulla sijoitettu suorat
segmentteihin, jotka eivät ole päällekkäisiä skaalalla s = 50. (c) Aikasarjan profiili, jos-
ta on poistettu trendit. (d) Fluktuaatiofunktio ja siitä lineaarisen sovitteen avulla laskettu
skaalauseksponentti.

DFA-menetelmällä määritetty skaalauseksponentti voidaan tulkita yleistettynä Hurstin eks-

ponenttina (H) [76]. DFA-eksponentin tulkinta on esitetty taulukossa 5.1. Tässä taulukos-

sa antikorrelaatio viittaa aikasarjan sisäiseen antikorrelaatioon. Tämä tarkoittaa sitä, että

aikasarjassa positiivista muutosta seuraa negatiivinen muutos ja päinvastoin. [69] Val-

koinen kohina taas tarkoittaa signaalia, jonka tehospektrissä jokaisen taajuuden teho on

sama [77, s. 121]. Valkoisesta kohinasta koostuvan signaalin arvot eivät riipu toisistaan.

Taulukko 5.1. Skaalauseksponentin tulkinta [76].

Skaalauseksponentti Tulkinta Stationaarisuus

0 < α < 1
2

Antikorrelaatio

Stationaarinen
α = 1

2
Valkoinen kohina

1
2
< α < 1 Korrelaatioita

α = 1 Pinkki kohina (1/f -kohina)

1 < α < 3
2

Antikorreloituneet inkrementit
Epästationaarinen,

stationaariset inkrementitα = 3
2

Brownin liike
3
2
< α < 2 Korreloituneet inkrementit
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Brownin liikettä tai Brownin kohinaa voidaan tuottaa summaamalla valkoista kohinaa, jol-

loin erot peräkkäisten arvojen välillä ovat toisistaan riippumattomia. Brownin liikkeen te-

hospektri noudattaa taajuuden suhteen 1/f 2-verrannollisuutta [69; 77, s. 121, 131] ja fysi-

kaalisesti se vastaa hiukkasten satunnaista liikettä väliaineessa, kuten kaasussa tai nes-

teessä [78, s. 41–1]. Tehospektrin kannalta Brownin liikkeen ja valkoisen kohinan välissä

on niin kutsuttu pinkki kohina, jonka tehospektri noudattaa 1/f -verrannollisuutta. [69; 77,

s. 121, 131]

5.7 Dynaaminen trendit poistava fluktuaatioanalyysi (DDFA)

DFA-menetelmän skaalauseksponentti kuvaa koko aikasarjaa, joten se ei pysty käsittele-

mään hyvin aikasarjoja, joiden skaalauskäytös muuttuu jonkin suureen funktiona. Tämän

ongelman ratkaisemiseksi on DFA:n pohjalta kehitetty dynaaminen trendit poistava fluk-

tuaatioanalyysi (engl. dynamic detrended fluctuation analysis, DDFA), jolla voidaan tar-

kastella skaalauseksponentin paikallisia vaihteluja. Sykevälivaihtelun [76] lisäksi DDFA-

menetelmää on äskettäin sovellettu karheiden rajapintojen karheuseksponentin määrittä-

miseen [79]. Käydään seuraavaksi lyhyesti läpi tämän menetelmän kulku mukaillen läh-

dettä [76].

Ensimmäisenä suoritetaan aikasarjan dynaaminen segmentaatio. Segmentaatio tehdään

funktiolla, joka kertoo segmentin pituuden skaalan s funktiona. Tässä työssä käytetään

hyväksi havaittua lineaarista funktiota

l(s) = as, (5.49)

missä a on vakio. Vakion a mahdollisia arvoja rajoittaa toisaalta suurin skaala, jolla seg-

mentissä lasketaan fluktuaatiofunktioita eli s + 1 ja toisaalta aikasarjan pituus, sillä seg-

mentti ei voi olla aikasarjan pituutta pidempi. Mitä pienempi vakio a on, sitä tarkemmin

aikasarjan käytöstä voidaan analysoida ajan suhteen, mutta samalla kohina lisääntyy.

Esimerkiksi arvon a = 5 on aiemmin havaittu olevan sykevälivaihteluanalyysissä toimiva

arvo [76], mutta karheuseksponentin määrityksessä käytettiin pienintä mahdollista arvoa,

jotta tarkastelu olisi mahdollisimman lokaalia [79]. Tässä työssä käytetään arvoa a = 5.

Funktion l(s) valinnan jälkeen aikasarja jaetaan kullakin skaalalla s segmentteihin, joi-

den pituus on l(s). Merkitään näitä segmenttejä notaatiolla Ss,t, missä t on segmentin

indeksi. Muodostetut segmentit saavat olla päällekkäisiä, jolloin saadaan sileämpiä tulok-

sia. Segmentin indeksi voi olla esimerkiksi segmentin keskimääräinen aikaindeksi, mutta

jos segmentistä on saatavilla joitakin muita tietoja, voidaan myös näitä käyttää segmentin

indeksinä. Tällaisen indeksoinnin avulla skaalauseksponenttia voidaan tarkastella minkä

tahansa parametrin funktiona, mikä tekee DDFA:sta tehokkaan menetelmän. [76]
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Segmentoinnin jälkeen lasketaan logaritminen fluktuaatiofunktio kussakin segmentissä

skaaloilla {s−1, s, s+1} ja merkitään tuloksia Ft(s−1):llä, Ft(s):llä ja Ft(s+1):llä. Lo-

garitmisten fluktuaatiofunktioiden laskemisen jälkeen määritetään kunkin segmentin dy-

naaminen skaalauseksponentti α(t, s) differenssiapproksimaatiolla

α(t, s) ≈ h2
−Ft(s+ 1) + (h2

+ − h2
−)Ft(s)− h2

+Ft(s− 1)

h−h+(h+ + h−)
, (5.50)

missä h− = log(s) − log(s − 1) ja h+ = log(s + 1) − log(s). Differenssiapproksimaa-

tion käyttö on perusteltua, sillä on havaittu, että maksimaalisesti päällekkäisissä segmen-

teissä lasketut fluktuaatiofunktiot ovat riittävän sileitä. [76] DDFA-menetelmällä määrite-

tyn skaalauseksponentin tulkinta vastaa DFA-eksponentin tulkintaa, joten taulukko 5.1 on

pätevä myös DDFA-tarkastelussa.

5.8 Pottsin malli

Paloittain määriteltyjen vakiofunktioiden erottelu kohinaisesta datasta on signaalinkäsit-

telyn ongelma, joka esiintyy useilla eri tieteenaloilla. Kyseisten funktioiden erotteluun on

kehitetty useita eri menetelmiä, joista yksi on Pottsin malli [80, s. 31–33]. Signaalinkäsit-

telyssä käytetty Pottsin malli perustuu statistisen fysiikan magnetismia mallintavaan sa-

mannimiseen malliin.

Statistisessa fysiikassa Pottsin malli kuvaa säännöllisessä kidehilassa keskenään vuoro-

vaikuttavia spinejä. Malli on Isingin mallin yleistys systeemiin, jossa kahden vastakkai-

sen tilan sijasta kullakin spinillä on q mahdollista tilaa. [81] Mallin esitteli R. Potts vuon-

na 1952 [82]. Isingin ja Pottsin malleja käytetään erityisesti magnetismin mallinnukseen,

mutta niillä on myös muita sovelluksia.

Isingin malli käsittelee yksittäisten atomien muodostamaa säännöllistä kidehilaa, jossa jo-

kaisen atomin spini on yksi kahdesta arvosta, joko +1 tai −1. Mallissa oletetaan lisäksi,

että naapuriatomien välisten vuorovaikutusten seurauksena matalin energiatila saavute-

taan, kun kaikilla hilapisteillä on sama spinin arvo. Isingin mallin Hamiltonin funktio on

ilman ulkoisen magneettikentän vaikutusta muotoa

H = −J
∑︂
⟨i,j⟩

SiSj, (5.51)

missä Si = ±1 on indeksillä i merkityn atomin spini,
∑︁

⟨i,j⟩ viittaa summaukseen lähinaa-

purien yli ja J on vuorovaikutuksen voimakkuutta kuvaava vakio. Magnetismia tutkittaessa

J tulkitaan vaihtovuorovaikutuksena, jolloin ferromagneettinen systeemi saadaan arvoilla

J > 0 ja antiferromagneettinen arvoilla J < 0. [83, s. 338]
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Alkuperäisen Pottsin mallin lähtökohta on, että Isingin mallissa vierekkäiset spinit voivat

olla joko saman- tai vastakkaissuuntaiset. Tällöin luonnollinen yleistys on sallia spinille

useampia kulman θn arvoja tasossa, eli

θn =
2πn

q
, n = 0, 1, . . . q − 1. (5.52)

Yleisessä tapauksessa lähinaapurien välisen vuorovaikutuksen voimakkuus riippuu pel-

kästään niiden vaihekulmien erotuksesta. R. Pottsin tarkasteleman systeemin [82] Hamil-

tonin funktiona oli

H = −J
∑︂
⟨i,j⟩

cos(θi − θj). (5.53)

Nykyisin tätä mallia kutsutaan Pottsin vektorimalliksi tai kellomalliksi. [81]

Standardimuotoisessa Pottsin mallissa spinit saavat diskreettejä arvoja n = 0, 1, . . . , q−1

ja sen Hamiltonin funktio on ilman ulkoista magneettikenttää muotoa

H = −J
∑︂
⟨i,j⟩

δ(ni, nj), (5.54)

missä δ(si, sj) on Kroneckerin deltafunktio

δ(si, sj) =

1, si = sj

0, si ̸= sj
. (5.55)

Standardimuotoinen Pottsin malli on herättänyt huomattavasti enemmän kiinnostusta kuin

edellä kuvattu Pottsin kellomalli. [81]

Standardimuotoisen Pottsin mallin Hamiltonin funktiota (5.54) voidaan soveltaa myös sig-

naalinkäsittelyssä. Se soveltuu segmentointiin ja paloittain määritellyn vakiofunktion u

erotteluun kohinaisesta datasta f . [80, s. 31–33] Yleisesti segmentoinnissa minimoidaan

funktionaaleja muotoa

P (u) = K(u) +D(u, f), (5.56)

missä termi K(u) säätelee u:n säännöllisyyttä ja D(u, f) sopivuutta dataan f [80, s. 11].

Tätä muotoa noudattaa myös Pottsin funktionaali

Pγ(u) = γJ(u) +
∑︂
i

|ui − fi|, (5.57)

missä säännöllisyystermi J(u) laskee u:n hyppyjen määrää. [80, s. 33] Pottsin funktio-

naalin nimitys tulee siitä, että säännöllisyystermi

J(u) =
∑︂
⟨i,j⟩

[︁
1− δ(ui, uj)

]︁
(5.58)
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vastaa fysikaalisen Pottsin mallin energiaa kaavassa (5.54) [80, s. 33; 84]. Pottsin funk-

tionaalin summatermi varmistaa, että paloittain määritelty funktio u sopii kohinaiseen da-

taan f mahdollisimman hyvin. Säännöllisyystermin kertoimen γ avulla voidaan säädellä

tasapainoa sovitettavan funktion sileyden ja dataan sopivuuden välillä. [84]

Tässä työssä Pottsin funktionaalia hyödynnetään kohinaisen datan esikäsittelyyn luvus-

sa 6.4. Kaavan (5.57) muotoisen funktionaalin minimointiin käytetään Weinmann et al.

esittelemää nopeaa algoritmia [85].

5.9 Simuloitu hehkutus

Optimointiongelmassa tarkastellaan jotain tavoitefunktiota f ja pyritään etsimään para-

metriyhdistelmä tai yhdistelmät, jotka tuottavat joko funktion minimi- tai maksimiarvon.

Tavoitefunktion parametreilla on usein jotain reunaeuhtoja, jotka niiden tulee täyttää. Op-

timointiongelmat voidaan yleisesti jakaa kahteen tyyppiin, jatkuviin ja diskreetteihin. Jat-

kuvissa optimointiongelmissa funktion parametrit voivat saada arvoja jatkuvasti, kun taas

diskreeteissä onglemissa parametrien mahdollisten arvojen määrä on rajattu. [86, s. 1–2]

Sekä jatkuvien että diskreettien optimointiongelmien ratkaisemiseen on kehitetty useita

eri menetelmiä. Monet menetelmät kuitenkin vaativat toimiakseen tavoitefunktiolta tietty-

jä ominaisuuksia, ne soveltuvat vain yksittäisiin ongelmiin tai ne löytävät vain paikallisia

ääriarvoja. Näiden ongelmien ratkaisemiseksi on kehitetty metaheuristisia menetelmiä eli

menetelmiä, joissa jokin ylätason algoritmi ohjaa optimointiprosessia. Esimerkiksi simu-

loitu hehkutus (engl. simulated annealing) on tällainen menetelmä. [86, s. 2–5]

Simuloitu hehkutus on metaheuristinen statistinen menetelmä globaaliin optimointiin. Heh-

kutus on metallurgiassa käytetty menetelmä, jossa jonkin materiaalin kiteytymistä kontrol-

loidaan säätelemällä sen lämpötilaa. Yksi simuloidun hehkutuksen vahvuuksista on, että

se sallii myös muutokset, joiden seurauksena tavoitefunktion arvo kasvaa. Näin voidaan

välttää paikallisia minimejä. Simuloitu hehkutus soveltuu monipuolisesti sekä jatkuvien

että diskreettien optimointiongelmien käsittelyyn. [87, s. 1–2]

Simuloitu hehkutus perustuu statistiseen fysiikkaan. Statistisen fysiikan perustulos on,

että termodynaamisessa tasapainossa todennäköisyys, että systeemin kokonaisenergia

on E, on verrannollinen Boltzmannin termiin, eli

P (E) ∝ e
− E

kBT , (5.59)

missä P (E) on todennäköisyys, kB Boltzmannin vakio (kB ≈ 1,38·10−23 J/K) ja T sys-

teemin lämpötila. Lisäksi systeemin systeemin mikrotilojen energiatilat ovat jakautuneet

Boltzmannin jakauman mukaan. [83, s. 39] Simuloidussa hehkutuksessa energiana toimii

optimoitavan funktion arvo [86, s. 24]. Analogioita simuloidun hehkutuksen ja statistisen

fysiikan välillä on esitetty taulukossa 5.2.
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Taulukko 5.2. Optimointiongelman ja fysikaalisen systeemin väliset analogiat. [86, s. 24]

Optimointiongelma Fysikaalinen systeemi

Kohdefunktio Vapaaenergia

Funktion parametrit Systeemin partikkelien “koordinaatit”

Optimaalisen
konfiguraation löytäminen

Vapaaenergian minimointi

Kuten metallurginen hehkutus, myös simuloitu hehkutus perustuu lämpötilan laskemi-

seen kontrolloidusti niin, että kohdefunktion arvo saavuttaa optimiarvon. Tämä tehdään

Metropolis-algoritmilla [88]. Metropolis-algoritmissa tarkasteltavaan systeemiin tehdään

jokin pieni muutos, minkä jälkeen tarkastellaan systeemin energiaa eli kohdefunktion ar-

voa. Mikäli tehty pieni muutos pienensi systeemin energiaa, hyväksytään muutos. Jos

taas muutoksen aiheuttama energianmuutos ∆E on positiivinen, hyväksytään muutos

kaavan (5.59) Boltzmannin termiä muistuttavalla todennäköisyydellä

P (∆E) = e−
∆E
T , (5.60)

missä T on systeemin lämpötila. Lämpötilaa säätelemällä voidaan kontrolloida hyväksyt-

tävien muutosten määrää ja suuruutta. Kun lämpötila on korkea, lähes kaikki muutokset

hyväksytään. Matalassa lämpötilassa hyväksymisen todennäköisyys taas on matala. [86,

s. 25–26]

Tässä työssä simuloituun hehkutukseen käytetään kahdesta sisäkkäisestä silmukasta

koostuvaa algoritmia. Ulommassa silmukassa säädellään lämpötilaa, ja sisemmässä sil-

mukassa muutetaan systeemin tilaa. [87, s. 4–5] Lämpötilan säätelyyn käytetään sääntöä

Tk+1 =
Tk

1 + Tk
ln(1 + ε)

3σk

, (5.61)

missä Tk on lämpötila ulomman silmukan toistolla k, ε on 0,1 ja σk on toiston k aikana

sisemmässä silmukassa havaittujen kohdefunktion arvojen keskihajonta. [87, s. 12]
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6. TUTKIMUSAINEISTO

6.1 Tarkasteltavan puhdistamon esittely

Tässä työssä tarkastellaan suomalaisen paperitehtaan yhteydessä sijaitsevaa aktiiviliete-

laitosta. Laitoksen kaaviokuva on esitetty kuvassa 6.1.

A

B

C D

E

F

G

H

H

I

J

K

Jo
ke

en

Tehtaalta

Kuva 6.1. Tarkasteltava jätevedenpuhdistuslaitos ja sen osat. A. Esikäsittely eli seulonta.
B. Esiselkeytys. C. Neutralointi: urean ja fosforihapon lisäys ravinnetason ylläpitämiseksi.
D. Tasausallas. E. Varoallas, jonne liete kulkeutuu, jos tasausallas on täynnä. F. Ilmas-
tusallas 1. Kummankin ilmastusaltaan alkupäässä on kolme niin kutsuttua selektoriallas-
ta, joilla varmistetaan paluulietteen sekoittuminen muuhun lietteeseen. Ilmastusallas 1:n
kolmannesta selektorialtaasta on pudonnut pois osa seinästä. G. Ilmastusallas 2. H. Jälki-
selkeyttimet, joissa laskeutuva liete palautetaan ilmastukseen ja osa poistetaan ylijäämä-
lietteenä. I. Flotaatioallas, jota ei normaalitilanteessa käytetä, mutta jonka läpi puhdistettu
jätevesi kulkee jälkiselkeyttimistä. J. Biolietteen tiivistin, jonne jälkiselkeyttimien liete kul-
keutuu. K. Lietteen jatkokäsittely.
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Työssä tarkasteltavan laitoksen puhdistusprosessi alkaa esikäsittelyllä, joka tässä tapauk-

sessa tarkoittaa seulontaa. Kaikki puhdistamolle tuleva jätevesi kulkee saman seulan lä-

pi. Seulan yhteydessä on myös lietteenkäsittely, jonne puhdistusprosessin eri vaiheissa

muodostuva liete kuljetetaan kuivausta varten. Esikäsittelyn jälkeen vuorossa on esisel-

keytys, jossa käytetään pyöreää allasta. Esiselkeytyksestä jätevesi johdetaan putkea pit-

kin noin kilometrin päähän, missä puhdistamon muut osat sijaitsevat.

Esiselkeytyksen jälkeen puhdistettava jätevesi kulkee neutraloinnin läpi. Neutraloinnis-

sa veteen lisätään ureaa ja fosforihappoa ilmastuksen ravinnetasapainon ylläpitämisek-

si. Neutraloinnista vesi johdetaan tasausaltaaseen, jonka tarkoituksena on tasata ilmas-

tukseen kulkevaa COD-kuormaa. Tasausaltaan yhteydessä sijaitsee myös varoallas, jota

käytetään, jos tasausallas on täynnä. Tasausaltaassa jätevettä myös jäähdytetään me-

kaanisilla ilmastimilla.

Tasausaltaalta jätevesi johdetaan ilmastukseen, joka tarkasteltavassa puhdistamossa koos-

tuu kahdesta altaasta. Paperitehtaan vesien lisäksi ilmastukseen johdetaan myös toisen

läheisen tehtaan jätevedet, jotka eivät sisällä kiintoainetta. Näiden vesien mukana ilmas-

tukseen kulkeutuu myös suuri osa vaadituista ravinteista. Kunkin ilmastusaltaan alku-

päässä on kolme niin kutsuttua selektoriallasta, joiden avulla paluuliete ja puhdistukseen

tuleva vesi sekoitetaan mahdollisimman hyvin toisiinsa. Ilmastusaltaiden pohjassa olevat

ilmastimet tuovat aktiivilietteeseen happea mikrobien käytettäväksi.

Kummankin ilmastusaltaan happipitoisuuksia mitataan altaiden alku- ja loppupäästä auto-

maattisilla antureilla, joiden tarkemmat sijainnit on esitetty kuvassa 6.2. Automaattisia mit-

talaitteita käytetään esimerkiksi myös COD- ja fosforipitoisuuksien määritykseen, veden

lämpötilan mittaamiseen eri prosessin vaiheissa sekä virtaamien seurantaan. Jäteveden

AOX-pitoisuutta ei mitata usein, sillä tehtaalla ei käytetä menetelmiä, joiden seurauksena

jäteveden AOX-pitoisuus olisi suuri.

Happi 1

Happi 2

Kuva 6.2. Ilmastusaltaiden jatkuvatoimisten happimittarien sijainnit.
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Ilmastuksen jälkeen vesi johdetaan jälkiselkeytykseen. Tarkasteltavassa puhdistamossa

on ilmastusaltaita vastaavasti kaksi pyöreää jälkiselkeytintä. Jälkiselkeytyksessä laskeu-

tuva liete palautetaan paluulietteenä ilmastukseen ja osa lietteestä siirtyy ylijäämäliettee-

nä jatkokäsittelyyn. Selkeyttimistä tuleva puhdistettu vesi johdetaan flotaatioaltaan kautta

jokeen. Tehtaan edustajan mukaan flotaatioallasta käytetään, mikäli jälkiselkeyttimet ei-

vät poista kiintoainetta riittävän tehokkaasti, joten normaalitilanteessa flotaatioallas ei ole

käytössä.

Lietteen jatkokäsittely koostuu tarkasteltavassa puhdistamossa biolietteen tiivistimestä ja

kuivauksesta. Kuivaus suoritetaan suotonauhapuristimilla. Kuivattu liete johdetaan lähei-

seen voimalaan poltettavaksi, ja kuivauksessa erotettu vesi palautuu puhdistamoon.

6.2 Pilottiaineisto

Pilottiaineisto koostui kahdesta jatkuvatoimisesta mittauksesta ja seitsemästä lähtevän

veden laboratoriomittauksesta vuoden ajalta maaliskuulta 2021 maaliskuulle 2022. Jat-

kuvatoimisten mittausten päivitysväli oli puoli tuntia ja laboratoriomittausten vuorokausi

tai suurempi. Jatkuvatoimiset mittaukset koostuivat ilmastukseen tulevan ja jokeen las-

kettavan veden COD-pitoisuuksista. Laboratoriomittaukset sisälsivät päivittäisen COD-

mittauksen lisäksi viikoittaisen BOD7:n, kiintoaineen, virtaaman ja ravinteiden mittauksia.

6.3 Varsinainen data-aineisto

Pilottiaineiston tarkastelun jälkeen tehtaalta toimitettiin suurempi data-aineisto, joka koos-

tui 42 automaattimittauksesta ja 89 laboratoriomittauksesta puhdistusprosessin eri koh-

dista. Automaattimittausten päivitysvälinä oli minuutti ja laboratoriomittausten vuorokausi

tai suurempi. Ajallisesti aineisto kattoi koko vuoden 2021, eli päällekkäisyyttä pilottiai-

neistoon nähden esiintyi runsaasti. Varsinaisen aineiston jatkuvatoimisten mittausten mit-

taustaajuus oli kuitenkin huomattavasti pilottiaineistoa korkeampi. Aineiston laajuuden ta-

kia tässä työssä ei tarkastella kaikkia parametreja, vaan saatavilla olevista mittauksista

valitaan analyysin ja puhdistamon toiminnan kannalta relevantimmat.

6.4 Aineiston esikäsittely

Esikäsittely on olennainen osa data-analyysiä. Esimerkiksi poikkeavien havaintojen (engl.

outlier) poisto on tärkeää, sillä huonolaatuisen aineiston käyttö tuottaa huonoja tulok-

sia. [89] Poikkeavien havaintojen poistamisen lisäksi tiettyjen automaattimittausten näyt-

teenottotaajuutta pienennettiin. Poistettujen datapisteiden korvaamiseksi ja näytteenotto-

taajuuden vakioimiseksi käytettiin lineaarista interpolaatiota.
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Aineisto toimitettiin tehtaalta Excel-muodossa ja se muunnettiin ennen analyysiä HDF5-

muotoon. Aineiston aikaleimat olivat aikavyöhykkeellisissä muodoissa, mistä aiheutui pääl-

lekkäisiä datapisteitä kesäaikasiirtymien yhteydessä. Aikaleimojen korjaus suoritettiin Pandas-

kirjaston tz_localize-funktiolla.

6.4.1 Automaattimittausten näytteenottotaajuuden pienentäminen

Näytteenottotavasta johtuen automaattiset COD- ja fosforimittaukset päivittyvät noin 5

tunnin välein. Koska data kuitenkin päivittyy automaattisesti minuutin välein, muistuttaa

muodostuva aikasarja askelfunktiota. Askelen aikana datassa on kuitenkin kohinaa ja mit-

tauksen vaihto koostuu useammasta datapisteestä, joten yksinkertaista peräkkäisten pis-

teiden erotukseen perustuvaa algoritmia ei voi käyttää. Datassa esiintyvä kohina johtuu

luultavasti käytetystä mittalaitteesta ja sen analogia-digitaalimuuntimesta. Tämä käytös

on ilmastukseen tulevan COD:n osalta esitetty kuvassa 6.3. Kuten kuvasta huomataan,

kohinan suuruusluokka on erittäin pieni verrattuna COD:n arvoon ja sen vaihteluun.
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Kuva 6.3. Ilmastukseen tulevan veden COD on parametri, jonka arvoja on tallennettu
minuutin välein mutta jota on todellisuudessa mitattu vain noin viiden tunnin välein. Saatu
aikasarja muistuttaa askelfunktiota. Upote näyttää kohinan, jota esiintyy askelen sisällä.

Askelfunktion etsimiseen käytettiin luvussa 5.8 esiteltyä Pottsin mallia. Pottsin funktio-

naalin minimoinnissa käytetty parametri γ määritettiin visuaalisen tarkastelun perusteella

niin, että askelfunktio saatiin erotettua mahdollisimman hyvin ilman ylimääräisiä hyppyjä.

Paloittain määritellyn vakiofunktion määrittämisen jälkeen datasta laskettiin askelen pituu-
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den mediaani ja käytettiin tätä uutena mittausvälinä. Mediaaniksi saatiin 4 tuntia ja 40 mi-

nuuttia. Saatujen vakiotasojen alkupisteiden avulla määritettiin uudet aikasarjat lineaari-

sen interpolaation avulla. Interpolaatiossa käytettiin alkupistettä esimerkiksi keskipisteen

sijasta, sillä se on lähimpänä aikaa, jolloin vesinäyte on otettu.

Pottsin malliin ja lineaariseen interpolaatioon perustuva esikäsittelyprosessi on esitetty

visuaalisesti kuvassa 6.4. Kuvasta nähdään, kuinka Pottsin funktionaalin minimoinnilla on

havaittu tasot, ja murtoviiva näyttää lineaarisen interpolaation tuloksen.
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Kuva 6.4. Ilmastukseen tulevan veden COD:n esikäsittely. Raakadataan on sovitettu as-
kelfunktio Pottsin funktionaalin minimoinnilla, ja askeleiden alkupisteiden avulla on inter-
poloitu tasavälinen aikasarja.

6.4.2 Poikkeavien arvojen poisto

COD- ja fosforimittausten tasojen käsittelyn lisäksi analysoidusta datasta poistettiin poik-

keavat arvot mediaanisuotimen avulla. Jokaisen pisteen x(t) kohdalle laskettiin juokseva

mediaani keskitettynä tarkasteltuun pisteeseen ikkunakoolla w ja piste poistettiin, jos sen

ja sitä vastaavan mediaanin µw(t) erotus oli suurempi kuin raja-arvo ∆. Tämä menetelmä

on esitetty visuaalisesti kuvassa 6.5

Ikkunakoot ja poiston raja-arvot määritettiin kullekin mittaukselle erikseen visuaalisen tar-

kastelun avulla. Työssä käytetyt ikkunakoot w ja raja-arvot ∆ on esitetty taulukossa 6.1

kullekin parametrille. Poistetut arvot korvattiin lineaarisella interpolaatiolla.
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Kuva 6.5. Poikkeavien arvojen poisto mediaanisuotimen avulla.

Taulukko 6.1. Ikkunakoot w ja raja-arvot ∆ poikkeavien arvojen poistoa varten kullekin
parametrille.

Parametri w ∆

COD ilmastukseen 8 400

COD jokeen 10 80

Kokonaisfosfori jokeen 30 0,3

Liukoinen fosfori jokeen 50 0,6

Ilmastus 1 happi 1 300 0,5

Ilmastus 1 happi 2 10 0,2

Ilmastus 2 happi 1 300 0,5

Ilmastus 2 happi 2 30 0,1
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7. TULOKSET

Tämän työn data-analyysi suoritettiin suurimmaksi osaksi käyttäen Python-ohjelmointi-

kieltä [90] ja data-analyysiin tarkoitettuja avoimen lähdekoodin kirjastoja. Näitä kirjasto-

ja ovat muun muassa NumPy [91], SciPy [92], Matplotlib [93; 94], Pandas [95; 96] ja

H5py [97]. Yleiskäyttöisten data-analyysikirjastojen lisäksi työssä hyödynnettiin pyeemd-

kirjastoa [67] CEEMDAN-analyysin suorittamiseen.

7.1 Pilottiaineiston perusominaisuudet

Pilottiaineiston perusominaisuudet sekä jatkuvatoimisten että laboratoriomittausten osal-

ta on listattu taulukossa 7.1.

Taulukko 7.1. Pilottiaineiston perusominaisuudet. Taulukossa µ = keskiarvo, σ = keski-
hajonta ja N = datapisteiden lukumäärä. Lab. tarkoittaa laboratoriomittausta.

Parametri Yksikkö µ σ N Minimi Maksimi

COD ilmastukseen mg/L 1592,2 704,6 17 251 20,7 4145,6

COD jokeen mg/L 197,2 83,7 17 251 25,6 434,2

Kiintoaine mg/L 21,5 12,6 363 0,4 78,0

COD jokeen (lab.) mg/L 208,5 76,5 362 52,0 415,0

BOD7 jokeen mg/L 10,9 6,3 49 3,0 33,9

Kokonaisfosfori jokeen mg/L 0,4 0,2 98 0,0 1,2

Liukoinen fosfori jokeen mg/L 0,3 0,2 82 0,1 1,0

Kokonaistyppi jokeen mg/L 3,9 2,4 97 1,6 13,9

Virtaus jokeen m3/d 18 662,6 5523,9 343 4991,3 27 763,3

Jatkuvatoimiset COD-mittaukset on esitetty graafisesti kuvassa 7.1 ja laboratoriomittauk-

set kuvassa 7.2. Näihin kuviin on myös piirretty taulukon 7.1 keskiarvot ja keskihajonnat.

Kuvasta 7.1 ja taulukosta 7.1 huomataan, että ilmastukseen tuleva COD on noin kymmen-

kertainen verrattuna puhdistetun veden COD:hen. Mittausten keskihajonnoilla on myös

vastaava suhde. Kuvasta voidaan myös havaita, että loppuvuodesta 2021 alkaen kum-

pikin COD on alkanut laskea. Tämä on triviaali ilmiö ja johtuu siitä, että tällöin suuri osa

tehtaan toiminnasta oli ajettu alas.
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Kuva 7.1. Pilottiaineiston jatkuvatoimiset mittaukset eli kemiallinen hapenkulutus (COD)
ilmastukseen ja jokeen.

Pilottiaineiston laboratoriomittaukset on esitetty kuvassa 7.2. Tehtaan seisokki nähdään

myös tämän kuvan mittauksista, erityisesti COD:sta, virtaamasta ja kokonaistypen mää-

rästä. Seisokin aikana COD ja virtaama ovat laskeneet, kun taas kokonaistyppi on nous-

sut. Typpipitoisuuden nousu johtuu luultavasti aktiivilietteen biomassan ravinnetarpeen

vähenemisestä COD-kuorman laskun seurauksena.

Kuvan 7.2 perusteella suurin osa jokeen laskettavan veden sisältämästä fosforista on liu-

koisessa muodossa. Tämä viittaa siihen, että puhdistusprosessissa kiintoaine ja samalla

siihen kiinnittynyt fosfori poistuu tehokkaasti.
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Kuva 7.2. Pilottiaineiston laboratoriomittaukset.
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7.2 Pilottiaineisto: kemiallisen hapenkulutuksen (COD)

ominaisuudet

Tarkastellaan ensin pilottiaineiston COD-mittausten toistuvuuskuvaajia, jotka on esitetty

kuvassa 7.3. Tehtaan sulkutila näkyy hyvin sekä ilmastukseen tulevan että jokeen lasket-

tavan veden COD:n kuvaajissa oikean yläkulman kirkkaana neliönä. Tällöin siis kumpikin

mittaus oli laskenut tasolle, jolla ne eivät olleet aikaisemmin tarkastelujakson aikana ol-

leet. Tason eriävyys näkyy toistuvuuskuvaajissa tummina alueina neliön ulkopuolella.
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Kuva 7.3. Pilottiaineiston COD-mittausten toistuvuuskuvaajat. (a) Ilmastukseen tulevan
veden COD. Tämä toistuvuuskuvaaja on tehtaan sulkutilaa lukuun ottamatta melko yhte-
näinen. (b) Jokeen laskettavan veden COD. Tässä kuvaajassa näkyy enemmän erilaisia
kuvioita ja poikkeamia ilmastukseen tulevaan COD:hen verrattuna.

Kuvan 7.3 (a) perusteella ilmastukseen tulevan COD:n käytös on yleisesti melko yhtenäis-

tä, mikä viittaa stationaarisuuteen. Toistuvuuskuvaaja ei tummene kulmissa, joten datas-

sa ei ole pitkän kantaman trendejä. Kuvaajassa näkyvä koko kuvan läpäisevä tummempi

raita johtuu mittausdatassa näkyvästä COD:n hetkellisestä vähenemisestä. Tehtaan sul-

kutilan aikana mittauksessa näkyy kaksi piikkiä, joiden aikana COD:n taso nousee het-

kellisesti lähemmäs normaalitasoa. Nämä piikit näkyvät toistuvuuskuvaajassa kahtena

vaaleampana raitana.
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Jokeen laskettavan veden COD:n toistuvuuskuvaajasta kuvassa 7.3 (b) nähdään, ettei

tämän parametrin käytös ole yhtä yhtenäistä kuin ilmastukseen tulevalla COD:llä. Toistu-

vuuskuvaajassa näkyy tummempia alueita ja erilaiset jaksot datassa erottuvat selkeäm-

min. Ero näkyy myös suoraan aikasarjojen kuvaajia vertaamalla. Ilmastukseen tulevan

veden COD muuttuu selkeästi äkkinäisemmin kuin jokeen laskettavan veden COD. Eri-

tyisesti kuvan 7.3 (b) vasemmassa alakulmassa nähdään alue, jossa on diagonaalisia

viivoja, mikä viittaa jaksollisuuteen.

Tarkastellaan seuraavaksi pilottidatan DFA- ja DDFA-tuloksia. Molempien COD-mittausten

fluktuaatiofunktiot F (s) on esitetty kuvassa 7.4 skaalan s funktiona. Trendinpoistoon on

käytetty toisen asteen polynomia, eli kyseessä on DFA-2. Kuvaajien perusteella kum-

massakin mittauksessa on niin sanottu cut-off-skaala, joka jakaa kuvaajan alueisiin, joilla

on erilainen DFA-skaalauseksponentti α. Kummassakin mittauksessa tämän skaalan ala-

puolella skaalauseksponentti noin 1,5, kun taas cut-off-skaalan yläpuolella skaalauseks-

ponentti on lähempänä 1:tä. Tämä viittaa siihen, että pienillä skaaloilla kumpikin COD-

mittaus vastaa Brownin liikettä, kun taas suurilla skaaloilla mittaukset muistuttavat enem-

män pinkkiä kohinaa. Jokeen laskettavan veden COD:n cut-off-skaala on noin kaksin-

kertainen verrattuna ilmastukseen tulevaan COD:hen, jolloin Brownin liikkeen ominaisuu-

det näkyvät aikasarjassa paremmin kuin ilmastukseen tulevassa COD:ssä. Tämä näkyy

myös itse aikasarjoissa ja toistuvuuskuvaajissa.
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Kuva 7.4. Trendit poistava fluktuaatioanalyysi (DFA) sovellettuna COD-mittauksiin. Trendit
on poistettu toisen asteen polynomilla (DFA-2). (a) Ilmastukeen tulevan veden COD. (b)
Jokeen laskettavan veden COD.

Kuvan 7.5 DDFA-värikarttojen perusteella sekä ilmastukseen tulevasta vedestä että jo-

keen laskettavasta vedestä mitattu COD käyttäytyvät toisiinsa verrattuna samankaltai-

sesti. Myös DDFA-laskennassa trendinpoisto on toteutettu toisen asteen polynomilla. Ku-

van 7.5 (a) perusteella ilmastukseen tuleva COD käyttäytyy pienillä skaaloilla Brownin
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liikkeen mukaisesti. Skaalalla s ≈ 100 nähdään joitakin vihreitä alueita, mikä viittaa val-

koiseen kohinaan. Tämä voi johtua datan askelfunktioluonteesta, sillä askelen sisällä da-

tassa on kohinaa. Skaalavälillä 100–1000 DDFA-skaalauseksponentti on lähellä 2:ta, ja

noin skaalaan 3000 asti COD muistuttaa Brownin liikettä. Suurimmilla skaaloilla COD:ssa

näkyy valkoista kohinaa ja antikorrelaatioita erityisesti lokakuulta joulukuulle. Nämä anti-

korrelaatiot selittyvät silminnähtävällä jaksollisuudella osuudella.
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Kuva 7.5. Dynaaminen trendit poistava fluktuaatioanalyysi (DDFA) sovellettuna pilottiai-
neiston COD-mittauksiin. Trendit on poistettu toisen asteen polynomilla (DFA-2). (a) Il-
mastukseen tulevan veden COD. (b) Jokeen laskettavan veden COD.

Jokeen laskettavan veden COD:n DDFA-kuvaaja kuvassa 7.5 (b) vastaa suurilta osin il-

mastukseen tulevan COD:n DDFA-kuvaajaa. Noin skaalalla 100 näkyy edelleen joitakin

valkoisen kohinan alueita. Alueet, joilla skaalauseksponentti on suuri, ovat nyt hieman

suuremmilla skaaloilla verrattuna ilmastukseen tulevaan COD:hen. Suurimmilla skaaloilla

ei näy yhtä paljon valkoista kohinaa tai antikorrelaatioita kuin ilmastukseen tulevan COD:n

kuvassa, vaan niilläkin käytös vastaa Brownin liikettä.
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7.3 Pilottiaineisto: kemiallisten hapenkulutusten (COD) väliset

yhteydet

Tarkastellaan vielä kuvan 7.6 ristikorrelaatiokarttaa. Kuvassa 7.6 (a) on esitetty TLWCC-

värikartta ilmastukseen tulevan ja jokeen laskettavan veden COD-mittausten välillä. Ku-

vassa on käytetty ikkunakokoa w = 100, ja viive kuvaa, monenko mittauspisteen verran

jokeen laskettavan veden COD-mittausta on siirretty ilmastukseen tulevan veden COD-

mittaukseen nähden. Kuvasta nähdään, että korrelaatioon muodostuu ajan funktiona eriä-

viä alueita. Esimerkiksi heti aikasarjan alussa havaitaan positiivisia korrelaatioita todella

negatiivisille viiveille asti, minkä jälkeen positiiviset korrelaatiot rajoittuvat pienemmälle

viivealueelle. Aikasarjan loppupuolella korrelaatiokerrointen itseisarvot pienenevät.

Korkeat korrelaatiot suurella viivealueella vaikuttavat johtuvan siitä, että tällöin ilmastuk-

seen tulevassa COD:ssä esiintyy jokin pidempi trendi, jota jokeen laskettavan veden COD

seuraa. Korrelaatioiden rajoittuminen pienemmälle viivealueelle taas viittaa aikasarjojen

jaksollisuuteen. Lopussa korrelaatiokäytös muuttuu huomattavasti tehtaan seisokista joh-

tuen.

Kuvassa 7.6 (b) on esitetty keskimääräiset korrelaatiokertoimet kultakin viiveeltä. Kuvan

perusteella suurin korrelaatio saavutetaan noin 26 h viiveellä, mikä tarkoittaa sitä, että

ilmastukseen tulevan veden COD-muutokset näkyvät lähtevässä vedessä noin vuorokau-

den kuluttua. Prosessin kaavakuvan (kuva 6.1) perusteella tämä viive vastaa veden läpi-

kulkuaikaa ilmastuksen ja jälkiselkeyttimien läpi. Viive vaikuttaa myös puhdistusprosessin

kontrolliin, sillä jos ilmastukseen tulevassa vedessä havaitaan epätavallisuuksia, niihin on

noin vuorokausi aikaa reagoida.

Kuvassa 7.6 (c) on esitetty korrelaatiokartta jokeen laskettavan veden COD- ja BOD7-

mittausten välillä. Koska BOD7:ää mitataan vain viikon välein, on COD-mittauksia kes-

kiarvotettu viikon mittaisissa ikkunoissa, jotka on keskitetty BOD7-mittauspisteisiin. Kuvan

perusteella COD ja BOD7 seuraavat hyvin toisiaan, varsinkin vuoden 2021 heinäkuusta

lokakuulle. Tämä viittaa siihen, että BOD7:n osuus COD:stä pysyy lähestulkoon vakiona.

BOD7:n ja COD:n välisen suuren korrelaation perusteella BOD7:ää voisi ennustaa COD:n

perusteella, kuten myös aikaisemmissa tutkimuksissa on tehty [98].
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7.4 Varsinainen tutkimusaineisto

7.4.1 Aineiston perusominaisuudet

Varsinaisen tutkimusaineiston valittujen jatkuvatoimisten mittausten perusominaisuudet

on esitetty taulukossa 7.2. Taulukon fosforimittaukset on tehty puhdistetusta vedestä.

Kuorimon virtaama kuvaa veden virtausta kuorimolta esiselkeytykseen. Datapisteiden lu-

kumäärän suuri ero happipitoisuuksissa ja virtaamassa muihin mittauksiin nähden johtuu

siitä, että sekä COD- että fosforimittaukset on esikäsitelty luvussa 6.4 kuvatulla mene-

telmällä. Happi- ja virtausmittaukset ovat todellisia jatkuvatoimisia mittauksia, joten niitä

ei tarvinnut käsitellä muutoin kuin poikkeavien arvojen poiston osalta. Verrattuna taulu-

kon 2.1 pitoisuuksiin ilmastukseen menevän veden COD-mittauksen vaihteluväli vaikut-

taa melko tyypilliseltä.

Taulukko 7.2. Varsinaisen tutkimusaineiston valittujen jatkuvatoimisten mittausten perus-
ominaisuudet. Taulukossa µ = keskiarvo, σ = keskihajonta ja N = datapisteiden luku-
määrä.

Parametri Yksikkö µ σ N Minimi Maksimi

COD ilmastukseen mg/L 1807 498 1884 126 3317

COD jokeen mg/L 222 62,9 1884 17,7 434

Kokonaisfosfori mg/L 0,572 0,546 1884 0,0693 4,8

Liukoinen fosfori mg/L 0,244 0,168 1884 0,0324 0,9

Ilmastus 1 happi 1 mg/L 4,91 2,94 523 377 0,000 696 10,0

Ilmastus 1 happi 2 mg/L 2,67 2,43 521 263 0,252 9,3

Ilmastus 2 happi 1 mg/L 2,06 2,63 524 646 0,0141 10,0

Ilmastus 2 happi 2 mg/L 7,07 1,71 525 064 0,279 10,0

Virtaama kuorimolta L/s 10,6 13,3 524 009 0,0458 62,9

Taulukon 7.2 perusteella varsinaisen aineiston COD-mittausten keskihajonta on pilottiai-

neiston vastaavia mittauksia pienempi. Tämä johtuu luultavasti siitä, ettei varsinaisessa

aineistossa näkynyt vielä tehtaan seisokin vaikutusta jäteveden COD-pitoisuuteen. Ilmas-

tukseen tulevan ja jokeen laskettavan veden COD-pitoisuuksilla on samankaltainen suh-

de verrattuna pilottiaineistoon, mikä on järkevää aineistojen ajallisen päällekkäisyyden

vuoksi.

Taulukossa 7.2 kolmen happipitoisuusmittauksen maksimi on tasan 10 mg/L, mikä johtuu

todennäköisesti käytetyn mittarin rajoituksista eikä ilmastusaltaan olosuhteista. Tehtaan

edustajan mukaan happimittarit likaantuvat välillä, mistä on aiheutunut huonoja mittaus-

tuloksia. Tästä johtuu luultavasti myös se, että happimittausten minimiarvo on lähellä nol-

laa.
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Varsinaisen tutkimusaineiston valittujen laboratoriomittausten perusominaisuudet on esi-

tetty taulukossa 7.3. Esiselkeytykseen tulevan veden COD-mittausta lukuun ottamatta

nämä mittaukset koskevat jokeen laskettavaa vettä. Taulukosta huomataan erityisesti, et-

tä esiselkeytykseen tulevan veden COD on huomattavasti ilmastukseen tulevan veden

COD:ta suurempi. Tällä perusteella suuri osa puhdistettavan jäteveden COD-kuormasta

on kiintoaineessa, joka saadaan esiselkeytyksessä sedimentaation avulla poistettua te-

hokkaasti.

Taulukko 7.3. Varsinaisen tutkimusaineiston valittujen laboratoriomittausten perusomi-
naisuudet. Taulukossa µ = keskiarvo, σ = keskihajonta ja N = datapisteiden lukumää-
rä.

Parametri Yksikkö µ σ N Minimi Maksimi

COD esiselkeytykseen mg/L 3217 1775 249 294 18 090,0

BOD7 jokeen mg/L 11,7 5,95 50 3,2 33,9

Kokonaisfosfori jokeen mg/L 0,418 0,228 101 0,08 1,2

Liukoinen fosfori jokeen mg/L 0,328 0,211 101 0,05 1,0

Kokonaistyppi jokeen mg/L 3,4 1,65 100 1,6 13,9

Liukoinen typpi jokeen mg/L 2,02 1,3 101 0,91 12,4

Virtaama jokeen m3/d 20 750 2280 358 9790 27 763,3

Varsinaisen tutkimusaineiston tarkasteltavat laboratoriomittaukset on esitetty kuvassa 7.7.

Esiselkeytykseen menevän veden COD-taso on melko korkea ja siinä esiintyy piikkejä,

joissa COD-pitoisuus on yksittäisinä päivinä ollut moninkertainen yleiseen tasoon verrat-

tuna. Satunnaisia piikkejä lukuun ottamatta COD-tasossa ei näy trendejä.

Kuten kuvasta 7.7 havaitaan, jokeen laskettavan veden fosfori koostuu yleensä lähinnä

liukoisesta fosforista. Maalis-toukokuun aikana liukoisen fosforin pitoisuus on kuitenkin

laskenut verrattuna kokonaisfosforiin, jolloin suurempi osa fosforista on ollut sitoutunee-

na kiintoaineeseen. Fosforiin verrattuna typestä suurempi osa on sitoutuneena kiintoai-

neeseen. Kokonaistypen taso on koko vuoden selkeästi korkeampi verrattuna liukoiseen

typpeen. Typpipitoisuus on koko vuoden pysynyt samalla tasolla lukuun ottamatta yhtä

piikkiä huhtikuun alussa. Pilottiaineistoon verrattuna virtaaman keskihajonta on huomat-

tavasti pienempi, ja keskiarvo kuvaa virtaaman yleistä tasoa paremmin.

7.4.2 Jatkuvatoimiset kemiallisen hapenkulutuksen (COD)

mittaukset

Varsinaisen tutkimusaineiston jatkuvatoimiset COD-mittaukset on esitetty kuvassa 7.8.

Kuvaan on myös piirretty mittausten keskiarvot ja keskihajonnat. Näissä kuvissa tehtaan

seisokin vaikutus ei näy, joten keskihajonta on pienempi kuin pilottiaineiston vastaavissa

mittauksissa ja keskiarvo ja -hajonta kuvaavat aineistoa paremmin.
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Kuva 7.7. Varsinaisen tutkimusaineiston laboratoriomittaukset.

Kuten kuvassa 7.9 esitetyistä CEEMDAN-menetelmällä erotelluista luontaisista moodi-

funktioista (IMF) huomataan, jokeen laskettavan veden COD-mittauksessa on useita jak-

sollisia komponentteja. Ensimmäiset moodifunktiot sisältävät lähinnä kohinaa, mikä joh-

tuu osittain CEEMDAN-menetelmässä käytetystä kohinasta. Erityisesti moodifunktiossa 6

on oskillaatioita, jotka näkyvät myös aikasarjassa erityisesti huhtikuun ja kesäkuun välillä.

Näiden oskillaatioiden taajuus on noin 0,1/d, eli tämän moodifunktion perusteella jokeen

laskettavan veden COD vaihtelee tyypillisesti kymmenen päivän jaksoissa. Moodifunktioi-

ta voisi luultavasti hyödyntää jätevedenpuhdistusprosessin mallinnuksessa, kuten myös

aiemmin on tehty [99; 100].
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Kuva 7.8. Varsinaisen tutkimusaineiston jatkuvatoimiset COD-mittaukset.

7.4.3 Jatkuvatoimiset fosforimittaukset

Varsinaisen tutkimusaineiston jatkuvatoimiset fosforimittaukset on esitetty kuvassa 7.10.

Nämä mittaukset on tehty jokeen laskettavasta vedestä. Kokonaisfosforin kuvaajassa nä-

kyy useamman vuorokauden mittainen piikki syyskuun lopussa. Tätä piikkiä ei poistettu

poikkeavana arvona, sillä sen alkuperästä ei ollut varmuutta eikä se koostunut yksittäises-

tä pisteestä. Ajanjakso voi johtua mittalaitteiston toimintahäiriöstä, mutta toisaalta myös

puhdistamon toiminnassa on voinut olla jokin häiriö, jonka vuoksi kiintoaineeseen sitou-

tunutta fosforia on päässyt hetkellisesti suuria määriä jokeen. Piikkiä lukuun ottamatta

fosfori on noin 0,5 mg/L tasolla koko vuoden ajan, mikä näkyy myös taulukon 7.2 keskiar-

vosta.

Fosfori voidaan liukoisuuden perusteella jakaa kiintoaineeseen sitoutuneeseen ja liukoi-

seen fosforiin. Kuten kuvasta 7.10 havaitaan, liukoinen fosfori seuraa kokonaisfosforia ko-

ko tarkasteltavan ajanjakson ajan, eli niiden välillä on korrelaatiota. Erityisesti ajanjakson

alussa liukoinen fosfori vastaa kokonaisfosforia, jolloin vedessä ei ole ollut kiintoainee-

seen sitoutunutta fosforia juuri lainkaan. Tämän jälkeen liukoisen fosforin ero kokonais-

fosforiin nähden kasvaa, jolloin vedessä on ollut enemmän kiintoaineeseen sitoutunutta

fosforia. Kuvasta nähdään myös, että huhtikuussa, kesäkuussa ja loka-marraskuun vaih-

teessa liukoisen fosforin taso on ollut lähellä nollaa. Näinä ajanjaksoina puhdistetun ve-

den fosfori on siis ollut lähinnä sitoutuneena kiintoaineeseen. Liukoisen ja kokonaisfosfo-

rin välinen ero on jatkuvatoimisissa mittauksissa suurempi verrattuna kuvan 7.7 laborato-

riomittauksiin.
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Kuva 7.9. Jokeen laskettavan veden COD-mittausten luontaiset moodifunktiot (IMF) ero-
teltuna CEEMDAN-menetelmällä (täydellinen joukkoistettu empiirinen moodinpurku mu-
kautuvalla kohinalla). Kuvassa Resid. = Residuaali. Erityisesti kuudennessa moodifunk-
tiossa esiintyy selkeitä oskillaatioita suurella amplitudilla. Näiden oskillaatioiden taajuus
on noin 0,1/d.

Jokeen laskettavan veden kokonaisfosforin trendit poistavan fluktuaatioanalyysin (DFA)

fluktuaatiofunktio F (s) on esitetty kuvassa 7.11 skaalan s funktiona. Trendinpoistoon on

käytetty toisen asteen polynomeja (DFA-2). Kuvan perusteella fosforin käytös on saman-

kaltaista COD:hen verrattuna, eli tietyn skaalan alapuolella skaalauseksponentti on suuri

ja tämän skaalan yläpuolella eksponentti on lähellä yhtä. Fosforin tapauksessa cut-off-

skaalan alapuolinen skaalauseksponentti on kuitenkin korkeampi kuin COD:llä.

Fosforin DDFA-värikartta on esitetty kuvassa 7.12. DFA-laskentaa vastaavasti trendin-

poistoon on käytetty toisen asteen polynomeja. Värikartan perusteella DDFA-tulokset

vastaavat kuvan 7.11 DFA-tuloksia, eli pienillä skaaloilla skaalauseksponentti on korkea

ja suuremmilla se laskee. Kuvassa näkyvät suppilomaiset rakenteet erityisesti lokakuun

kohdalla johtuvat äkillisistä muutoksista datassa.
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Kuva 7.10. Varsinaisen tutkimusaineiston jatkuvatoimiset fosforimittaukset jokeen lasket-
tavasta vedestä.
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Kuva 7.11. Trendit poistavan fluktuaatioanalyysin (DFA) fluktuaatiofunktio laskettuna jo-
keen laskettavan veden kokonaisfosforista. Trendinpoistoon on käytetty toisen asteen po-
lynomeja (DFA-2).

7.4.4 Ilmastuksen jatkuvatoimiset happimittaukset

Ilmastuksen jatkuvatoimiset happimittaukset on esitetty kuvassa 7.13. Ilmastusaltaan 2

mittapistettä 2 lukuun ottamatta mittauksissa havaitaan jaksoja, joiden aikana happipitoi-

suus on ollut lähellä nollaa. Nämä jaksot johtuvat luultavasti mittareiden likaantumisesta

eivätkä liian matalasta happitasossa ilmastuksessa. Erityisesti tämä näkyy ilmastusaltaan

1 mittapisteen 2 arvoista heinäkuun ja marraskuun välillä.
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Kuva 7.12. Dynaaminen trendit poistava fluktuaatioanalyysi (DDFA) sovellettuna jokeen
laskettavan veden kokonaisfosforiin. Trendinpoisto on toteutettu toisen asteen polynomeil-
la.

Kuvan 7.13 happipitoisuuksista huomataan, että pitoisuuksien yleinen taso on alhaisia

jaksoja lukuun ottamatta melko korkea. Yleensä aktiivilietelaitoksen ilmastuksessa tavoi-

tellaan noin 2 mg/L happipitoisuuden ylläpitoa [6, s. 729], mutta tarkasteltavassa puhdis-

tamossa pitoisuudet ovat usein olleet moninkertaiset. Tehtaan edustajan mukaan ilmas-

tuskompressoreita on ajettu vakioteholla, mistä korkeat pitoisuudet luultavasti johtuvat.

Tällä perustella kompressorien käyttöä voisi optimoida ja saavuttaa mahdollisesti kustan-

nussäästöjä, sillä tyypillisesti suurin osa aktiivilietelaitoksen kustannuksista syntyy, kun

ilmastukseen pumpataan ilmaa [6, s. 1813].

Kun happimittauksia tarkastellaan lähemmin, havaitaan, että mittauksissa esiintyy tasai-

sin väliajoin piikkejä. Tämä ilmiö on esitetty kuvassa 7.14 ja se johtuu tehtaan edustajan

mukaan siitä, että ilmaa syötetään ilmastimiin tunnin välein jatkuvan syötön sijasta. Nämä

piikit poistettiin aineistosta ja korvattiin lineaarisella interpolaatiolla ennen muuta analyy-

siä.

7.4.5 Kuorimon virtaama

Kuvassa 7.15 (a) on esitetty virtaama kuorimolta esiselkeytykseen. Kuvassa näkyvät lä-

hinnä virtaaman päivittäiset huippuarvot, sillä kuorimoa ei ajeta kolmessa vuorossa ku-

ten paperikoneita. Kuvaan on merkitty myös virtaaman päiväkeskiarvo. Kuvan perusteel-

la kuorinta vaatii talvella suurempaa maksimivesimäärää kuin kesällä. Tämä johtuu siitä,

että talvisin vettä käytetään myös kuorittavan puun sulatukseen. Vaikka huippukulutus

vaihtelee vuodenajan mukaan, keskimääräinen kulutus ei juurikaan vaihtele, mikä näkyy

kuvan 7.15 (a) päiväkeskiarvosta.
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Kuva 7.13. Varsinaisen tutkimusaineiston jatkuvatoimiset happimittaukset ilmastuksesta.

Kuvassa 7.15 (b) on esitetty (a)-kuvaan katkoviivoilla merkityn alueen virtaama. Kuten ku-

vasta nähdään, kuorimoa käytetään tyypillisesti kahdessa vuorossa päivässä. Kun kuo-

rimo käynnistetään, on virtaama jonkin aikaa matala. Tämän jälkeen virtaama nousee

noin 20–30 L/s tasolle, jolloin siinä näkyy myös jaksollisia piikkejä. Käyttöjakson lopussa

virtaama kasvaa hetkellisesti luultavasti kuorimon pesun takia. Kun kuorimoa ei käytetä,

virtaama on hyvin lähellä nollaa.
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Kuva 7.14. Ilmastusaltaan 2 happimittauksen 2 tasaisin väliajoin esiintyvät piikit, jotka
johtuvat siitä, että ilmaa pumpataan ilmastusaltaaseen tunnin välein.
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Kuva 7.15. Virtaama kuorimolta esiselkeytykseen. (a) Hetkellinen virtaama koko vuoden
ajalta. Päiväkeskiarvo on laskettu vuorokaudesta siltä osalta, missä virtaama on ollut yli
10 L/s. (b) Hetkellinen virtaama kahden vuorokauden ajalta.

Kuorimon virtaaman päivittäinen jaksollisuus voidaan nähdä myös CEEMDAN-menetel-

mällä tuotettujen moodifunktioiden Hilbert-spektristä. Kuvan 7.16 (a) marginaalispektris-

sä näkyy amplitudipiikki, joka vastaa jaksollista komponenttia, jonka jaksonaika on yk-

si vuorokausi. Kun tarkastellaan yksittäisten moodifunktioiden amplitudispektrejä kuvas-

sa 7.16 (b), havaitaan, että tämä jaksollinen vaihtelu on suurimmaksi osaksi moodifunk-
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tiossa 13. Muiden moodifunktioiden osalta kuvassa näkyy lähinnä EMD:n ominaisuus

kaksisuuntaisena suodinpankkina, sillä moodifunktioiden spektrit ovat osittain päällek-

käisiä ja jokaisen moodifunktion kattama taajuusalue on noin kaksinkertainen verrattuna

seuraavaan moodifunktioon.
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Kuva 7.16. Kuorimon jätevesien virtaaman Hilbert-spektri. (a) Marginaalinen spektri. (b)
CEEMDAN-menetelmällä purettujen moodifunktioiden spektrit.

Jäteveden virtaama kuorimolta esiselkeytykseen on kiinnostava parametri, sillä sieltä tu-

levien jätevesien COD-kuorma on tyypillisesti suuri verrattuna muihin paperinvalmistus-

prosessin jätevesiin. Kuorimon virtaamaa tarkastelemalla voidaan mahdollisesti selvittää,

kuinka paljon kuorimosta tulevat jätevedet vaikuttavat jätevedenpuhdistamoon kulkeutu-

vaan COD-kuormaan. Kuorimon jätevedet voidaan tarkasteltavassa puhdistamossa joh-

taa suoraan ilmastukseen, mutta näin ei ole tehty, sillä jäteveden on pelätty kuormittavan

puhdistamoa liikaa.

7.5 Parametrien väliset riippuvuudet

7.5.1 Kemiallinen hapenkulutus (COD) ilmastukseen ja jokeen

Kuvassa 7.17 (a) on esitetty kuvaa 7.6 (a) vastaava korrelaatiokartta varsinaisen tutki-

musaineiston COD-mittausten väliltä. Kuten kuvasta havaitaan, myös varsinaisessa ai-

neistossa on positiivista korrelaatiota ilmastukseen tulevan ja jokeen laskettavan veden

COD-mittausten välillä.
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Pilottiaineistossa viive, jolla suurin keskimääräinen COD-mittausten välinen korrelaatior-

kerroin saavutetiin, oli noin 26 tuntia, kun taas kuvan 7.17 (b) perusteella vastaava vii-

ve varsinaista tutkimusaineistoa tarkasteltaessa on 23 tuntia. Tämä johtuu varsinaisen

aineiston esikäsittelystä, jossa COD-mittausten mittaustaajuutta pienennettiin. Kuten ku-

vasta 7.17 (b) havaitaan, keskiarvon virhe on vähäinen.

Kuvan 7.17 (c) perusteella myös jokeen laskettavan veden COD- ja BOD-mittausten välillä

on pilottiaineistoa vastaava korrelaatiokäytös. Suurin korrelaatio siis saavutetaan ilman

viivettä. Kuvan 7.17 (c) värikartta on muodostettu pilottiaineistoa vastaavasti, eli jokaisen

BOD-mittauspisteen kohdalla COD:ta on keskiarvoistettu viikon mittaisissa BOD-mittaus-

pisteeseen keskitetyissä ikkunoissa.

7.5.2 Kemiallinen hapenkulutus (COD) esiselkeytykseen ja

ilmastukseen

Kuten kuvasta 7.18 havaitaan, esiselkeytykseen ja ilmastukseen menevien vesien COD-

mittausten välillä ei juurikaan ole korrelaatiota. Tämä johtuu luultavasti siitä, että suurin

osa esiselkeytyksen tulevan veden COD:sta on sitoutuneena kiintoaineeseen, ja vaihte-

lut COD:ssa johtuvat vaihteluista kiintoaineen määrässä. Koska suurin osa kiintoainees-

ta poistetaan toimivassa esiselkeytyksessä, ei sen vaikutus ilmastukseen tulevan veden

COD:hen ole kovin suuri.
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Kuva 7.18. Ristikorrelaatiokartta esiselkeytykseen tulevan veden ja ilmastukseen tulevan
veden COD-mittausten välillä.
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7.5.3 Kemiallinen hapenkulutus (COD) ja fosfori jokeen

Korrelaatiokartta jokeen laskettavan veden jatkuvatoimisten COD- ja fosforimittausten vä-

lillä on esitetty kuvassa 7.19. Viive on määritelty niin, että se on aika, jonka verran COD:tä

on siirretty fosforiin nähden. Kuvassa näkyy sekä positiivisen että negatiivisen korrelaa-

tion jaksoja, joten selkeää, koko vuoden ajalla esiintyvää riippuvuutta ei ole. Tämä näkyy

myös kuvan 7.20 (a) keskimääräisessä korrelaatiokertoimessa, sillä se on maksimissaan

vain noin 0,24 ja virherajat ovat suuremmat kuin COD-mittausten keskinäisessä tarkas-

telussa. Suurin korrelaatio saavutetaan noin −19 h viiveellä, eli COD on edellä fosforiin

nähden.

2021−02 2021−04 2021−06 2021−08 2021−10 2021−12
Aika

−150
−100
−50

0
50

100
150

V
iiv

e
(h

)

0
1
2
3
4
5

K
ok

on
ai

s-
P

jo
ke

en
(m

g/
L)

0
100
200
300
400

C
O

D
jo

ke
en

(m
g/

L)

−1,0 −0,5 0,0 0,5 1,0
Korrelaatiokerroin

Kuva 7.19. Ristikorrelaatiokartta jokeen laskettavan veden jatkuvatoimisten COD- ja fos-
forimittausten välillä.

Kuvasta 7.20 (b) havaitaan, että rajaamalla keskiarvoistaminen kesäkuun ja syyskuun

välille saadaan koko ajanjaksoa suurempi korrelaatiokerroin. Nyt suurin keskimääräinen

korrelaatiokerroin saavutetaan noin −14 h viiveellä. Virherajat vastaavat kuvaa 7.20 (a).
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Kuva 7.20. Keskimääräiset korrelaatiokertoimet COD:n ja fosforin välillä. Virherajoi-
na toimivat keskiarvon 95 % luottamusvälit on laskettu bootstrap-menetelmällä Fisher-
muunnetuista korrelaatiokertoimista. (a) Keskimääräinen korrelaatiokerroin koko aineis-
ton ajalta. (b) Keskimääräinen korrelaatiokerroin kesäkuun alusta syyskuun alkuun.
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7.5.4 Happimittaukset ja kemiallinen hapenkulutus (COD)

Tarkastellussa jätevedenpuhdistamossa mitataan jatkuvatoimisesti sekä ilmastuksen hap-

pipitoisuuksia että jokeen laskettavan veden COD-pitoisuutta. Happimittaukseen käytettä-

vien anturien sijainnit esiteltiin kuvassa 6.2. Tyypillisesti aktiivilietelaitoksessa suurin osa

energiasta kuluu ilmastuksen ilmakompressoreissa, joten happipitoisuuden ja COD:n yh-

teydet ovat optimoinnin kannalta tärkeitä. Tehtaan edustajan mukaan ilmapumppuja on

ajettu vakioteholla, joten tästä saadaan selkeä optimointikohde.

Jotta neljästä eri paikasta mitatun happipitoisuuden yhteisvaikutusta voitiin arvioida, ne

summattiin yhteen ja tarkasteltiin korrelaatioita happipitoisuuksien summan ja jokeen las-

kettavan veden COD:n välillä. Korrelaatiokartta ilman happimittauskohtaisia viiveitä on

esitetty kuvassa 7.21 (b) ja kunkin viiveen keskimääräiset korrelaatiokertoimet kuvas-

sa 7.21 (a). Kuvassa happimittausten summaa on keskiarvotettu vastaavalla tavalla kuin

esimerkiksi kuvan 7.17 (c) COD:tä, eli kunkin COD-mittauspisteen kohdalla on laskettu

happimittausten summan keskiarvo COD-mittaukseen keskitetyssä ikkunassa, jonka pi-

tuus on COD-mittausten välinen aika eli 4 tuntia 40 minuuttia. Kuvassa viive on määritelty

niin, että happimittausta on siirretty COD:hen nähden viiveen osoittama aika.

Kuvasta 7.21 (b) huomataan, että happipitoisuuksien summan ja COD:n välillä on pää-

asiassa negatiivista korrelaatiota. Negatiivinen korrelaatio tarkoittaa tässä tapauksessa

sitä, että happipitoisuuden nosto pienentää jokeen laskettavan veden COD-tasoa viiveel-

lä. Tulos on järkevä, sillä kun ilmastuksen happipitoisuutta kasvatetaan, pieneliöt pystyvät

käyttämään enemmän energiaa, jolloin ne syövät epäpuhtauksia tehokkaammin ja COD-

poistoaste paranee.

Koska nyt tarkastellaan happipitoisuuksien summaa, suurimman keskimääräisen korre-

laatiokertoimen viiveen määritys ei riitä kuvaamaan happipitoisuuksien yhteisvaikutus-

ta. Tämän vuoksi jokaiselle happimittaukselle määritettiin oma optimiviive. Optimiviiveillä

korrelaatiokerroin happimittausten summan keskiarvoistetun aikasarjan ja COD:n välillä

saavuttaa miniminsä.

Koska happipitoisuuksia mitataan minuutin välein, on niiden viive diskreetti arvo. Ylei-

simmillä optimointimenetelmillä ei voida optimoida funktioita, joiden parametrit ovat dis-

kreettejä. Tämän vuoksi happipitoisuuksien viiveet optimoitiin luvussa 5.9 esitellyllä simu-

loidulla hehkutuksella. Optimointiprosessissa happipitoisuusmittauksia siirrettiin viiveen

verran ennen keskiarvostusta, jotta viiveen määritys olisi mahdollisimman tarkka. Lisäksi

simuloidun hehkutuksen satunnaistetusta luonteesta johtuen optimointiprosessia toistet-

tiin useita kertoja, jotta globaali minimi saavutettaisiin.
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Kuvassa 7.21 (d) on esitetty korrelaatiokartta simuloidulla hehkutuksella optimoiduilla vii-

veillä, ja kuvassa 7.21 (c) kyseisen korrelaatiokartan keskimääräiset korrelaatiokertoimet

kullekin viiveelle. Erot kuvien 7.21 (b) ja 7.21 (d) värikarttojen välillä ovat melko pieniä,

lähinnä eroa näkyy siinä, että negatiiviset korrelaatiot ovat keskittyneet nollaviiveen ympä-

rille. Suurin eroavaisuus nähdään viiveessä, jolla pienin korrelaatiokerroin on saavutettu.

Optimoitujen viiveiden kuvassa pienin korrelaatiokerroin saadaan ilman viivettä.

Simuloidulla hehkutuksella optimoidut viiveet on esitetty taulukossa 7.4. Kuten taulukos-

ta havaitaan, ilmastusprosessin alusta mitattavien happipitoisuuksien viiveet ovat suu-

rempia verrattuna ilmastusprosessin lopusta mitattuihin happipitoisuuksiin. Tämä voi joh-

tua jäteveden kulkeutumisnopeudesta ilmastusaltaan sisällä. Taulukon viiveiden perus-

teella ilmastusallas 1 on hitaampi verrattuna ilmastusallas 2:een. Lisäksi viiveiden pe-

rusteella ilmastusaltaan 1 jälkiselkeytin on ilmastusallas 2:n selkeytintä hitaampi, sillä

happi 2 -mittauksen viive COD:hen nähden on ilmastusallas 1:llä suurempi kuin ilmas-

tusallas 2:lla.

Taulukko 7.4. Happimittausten optimaaliset viiveet jokeen laskettavan veden COD-
mittaukseen nähden.

Mittaus Viive (hh:mm) Erotus (hh:mm)

Ilmastusallas 1 happi 1 34:04
20:08

Ilmastusallas 1 happi 2 13:56

Ilmastusallas 2 happi 1 15:36
08:20

Ilmastusallas 2 happi 2 07:16

Taulukon 7.4 tulokset eivät erityisesti ensimmäisen ilmastusaltaan osalta ole täysin järke-

viä, sillä aiemmin kuvan 7.17 (b) perusteella todettiin viiveen ilmastukseen tulevan ja jo-

keen laskettavan veden COD-mittausten välillä olevan yhden vuorokauden luokkaa. Kui-

tenkin taulukon mukaan ensimmäisen happimittauksen viive jokeen laskettavan veden

COD-mittaukseen nähden on vuorokautta suurempi, noin 34 tuntia. Tämä voi johtua huo-

nolaatuisista happimittauksista. Toisaalta ilmastukseen tulevan ja jokeen laskettavan ve-

den COD-mittausten välinen viive voi olla seurausta ilmastusaltaiden yhteisvaikutukses-

ta, sillä ilmastusaltaiden alusta mitattujen happipitoisuuksien viiveiden keskiarvo on noin

25 tuntia. Edellä ilmastukseen tulevan ja jokeen laskettavan veden COD-mittausten vä-

lillä havaittiin noin 23 tunnin viive. Viive voi myös johtua siitä, että happi vaikuttaa COD-

pitoisuuteen hitaasti.
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Kuva 7.22. Jokeen laskettavan veden COD-mittaus happipitoisuuksien viiveoptimoidun
summan funktiona.

Jokeen laskettavan veden COD on esitetty kuvassa 7.22 viiveoptimoidun happipitoisuuk-

sien summan funktiona. Kun happimittausten summa on pieni, kuvan perusteella COD

on suurimmillaan. Suuremmilla happipitoisuuksilla COD on pienempi. Kuvan perusteella

vaikuttaa siltä, että jos happimittausten summa on yli 20 mg/L, COD ei laske enää yhtä

voimakkaasti, kun happipitoisuutta kasvatetaan. Tällä perusteella viiveoptimoitu happimit-

tausten summa kannattaisi kustannussäästöjen takia pitää maksimissaan 20 mg/L:ssa.

Tulos on järkevä, sillä on havaittu, että yli 4 mg/L happipitoisuudella ei saavuteta juuri-

kaan suorituskykyparannuksia [6, s. 729].

7.5.5 Biologisen hapenkulutuksen (BOD) ennustaminen kemiallisen

hapenkulutuksen (COD) perusteella

Kuten luvussa 7.5.1 todettiin, jokeen laskettavan veden COD- ja BOD-mittausten välillä

on suuri korrelaatio. Tämän korrelaation perusteella BOD:ta voisi ennustaa COD:n pe-

rusteella. Tehtaan edustajan mukaan 10 mg/L on BOD-pitoisuus, jota ei saisi ylittää. Tar-

kastellaan seuraavaksi, kuinka COD-mittauksen perusteella voidaan ennustaa, ylittääkö

BOD tämän rajan.

Eräs yksinkertaisimmista luokittelutavoista on tarkastella jokeen laskettavan veden COD-

mittausta ja valita raja-arvo, jonka perusteella ennustetaan BOD:n olevan joko suurempi

tai pienempi kuin 10 mg/L:n raja-arvo. Tämä vastaa binääristä luokittelijaa, joka on toteu-

tettu yhden noodin päätöspuulla (engl. decision tree).
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Binäärisen luokittelun tuloksia merkitään usein positiivisina ja negatiivisina tuloksina [101].

Tässä työssä positiivinen tulos tarkoittaa, että BOD-mittaus on joko yhtä suuri kuin tai se

ylittää 10 mg/L rajan. Kun luokittelijan antamia tuloksia verrataan todelliseen tilanteeseen,

voidaan tuloksia jaotella todellisiin positiivisiin, todellisiin negatiivisiin, vääriin positiivisiin

ja vääriin negatiivisiin arvoihin (engl. true positive, true negative, false positive, false nega-

tive). Todellinen positiivinen ja negatiivinen tulos tarkoittavat, että luokittelijan tulos vastaa

todellisuutta. Väärä positiivinen tulos tarkoittaa, että luokittelija antaa positiivisen tulok-

sen, kun todellinen arvo on negatiivinen. Väärä negatiivinen tulos taas tarkoittaa, että

luokittelijan antama tulos on negatiivinen, kun sen pitäisi todellisen arvon perusteella olla

positiivinen. [101]

Binäärisen luokittelijan suorituskykyä mitataan edellä kuvattujen tulostyyppien lukumää-

ristä johdetuilla arvoilla. Eräs tällainen suure on tarkkuus (engl. accuracy), joka on muotoa

Acc =
NTP +NTN

NTP +NTN +NFP +NFN

, (7.1)

missä NTP on todellisten positiivisten luokittelutulosten määrä, NTN on todellisten nega-

tiivisten tulosten määrä, NFP väärien positiivisten tulosten määrä ja NFN väärien negatii-

visten tulosten määrä. Tarkkuus siis vastaa oikein luokiteltujen pisteiden osuutta kaikista

pisteistä. [101]

BOD ≥ 10 mg/L BOD < 10 mg/L
Ennustettu arvo
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BOD < 10 mg/L
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Kuva 7.23. Hämmennysmatriisi COD-mittaukseen perustuvan luokittelijan suorituskyvys-
tä parhaalla tarkkuudella.

Binäärisen luokittelijan suorituskykyä voidaan arvioida niin kutsutun hämmennysmatriisin

(engl. confusion matrix) avulla. Hämmennysmatriisi esittää luokittelijan tärkeimmät suo-

rituskykyparametrit nelikentässä. [101] Tällainen matriisi on esitetty kuvassa 7.23 BOD-

luokittelun osalta. Luokittelua varten COD-mittaukset keskiarvoistettiin BOD-mittausta edel-
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tävän vuorokauden ajalta, normalisoitiin ja skaalattiin nollan ja yhden välille. Tämän jäl-

keen valittiin skaalatun COD-suureen raja-arvo, jolla saatiin suurin kaavan (7.1) mukainen

luokittelutarkkuus. Tämä tarkkuus oli 0,82. Kuvan 7.23 arvot on normalisoitu todellisten

arvojen määrän mukaan.

Kuten kuvan 7.23 hämmennysmatriisista havaitaan, luokittelijan tarkkuus on erittäin hyvä.

Erityisesti väärien negatiivisten luokittelutulosten osuus kaikista negatiivisista mittauspis-

teistä on pieni, noin 14 %. Kuva on kuitenkin muodostettu vain noin 50 mittauspisteen pe-

rusteella, sillä BOD:ta mitataan viikoittain. Vähäisestä datamäärästä huolimatta tulokset

ovat lupaavia jatkotutkimusten kannalta.
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8. YHTEENVETO

Tässä työssä sovellettiin edistyneitä laskennallisen fysiikan ja aikasarja-analyysin me-

netelmiä suomalaisen paperitehtaan jätevedenpuhdistamosta mitattuihin parametreihin.

Tutkimusaineistona käytettiin aktiivilieteprosessiin perustuvan jätevedenpuhdistamon mit-

tausjärjestelmän tuottamia jatkuvia mittauksia ja puhdistamosta tehtyjä laboratoriomit-

tauksia. Menetelminä käytettiin dynaamista trendit poistavaa fluktuaatioanalyysiä (DDFA),

täydellistä joukkoistettua empiiristä moodinpurkua mukautuvalla kohinalla (CEEMDAN)

ja aikaviiveellistä ikkunoitua ristikorrelaatiota (TLWCC). Työssä tarkasteltiin myös lyhyesti

jäteveden biologisen hapenkulutuksen (BOD) ennustamista kemiallisen hapenkulutuksen

(COD) perusteella.

Puhdistamon parametreja tarkasteltaessa havaittiin joitakin jaksollisuuksia, jotka eroteltiin

CEEMDAN-menetelmällä. Erityisesti kuorimosta tulevan jäteveden virtaamassa havaittiin

kaksivuorotyöskentelyn takia jaksollinen komponentti, jonka jaksonaikana oli yksi vuoro-

kausi. Myös COD-mittauksista eroteltiin jaksollisia komponentteja, joita voidaan hyödyn-

tää puhdistamon mallinnuksessa. Jatkotutkimuksia ajatellen CEEMDAN-menetelmä so-

veltuu erityisesti lämpötilamittausten käsittelyyn, sillä sen avulla voidaan erotella ja pois-

taa lämpötilamittauksissa mahdollisesti esiintyvä vuorokausivaihtelu.

TLWCC-analyysin perusteella havaittiin, että ilmastukseen tulevan veden ja jokeen lasket-

tavan veden COD-mittausten välillä on noin yhden vuorokauden mittainen viive. Tämä vii-

ve vastaa aikaa, joka kuluu, kun vesi kulkee ilmastusen ja jälkiselkeytyksen läpi. Tulos on

merkittävä myös puhdistamon ohjauksen kannalta, sillä analyysin perusteella muutoksiin

ilmastukseen tulevan veden laadussa on vain noin vuorokausi aikaa reagoida. TLWCC-

analyysillä ei havaittu merkittäviä korrelaatioita esiselkeytykseen tulevan ja ilmastukseen

tulevan veden COD-mittausten välillä.

Ilmastuksen happipitoisuuden mittausten TLWCC-tarkastelun avulla havaittiin, että hap-

pimittauksilla ja jokeen laskettavan veden COD-mittauksen välillä oli negatiivista korre-

laatiota. Tämä on luultavasti seurausta siitä, että mitä enemmän ilmastuksen mikrobeilla

on happea käytettävissään, sitä tehokkaammin ne poistavat jätevedestä epäpuhtauksia.

Kummankin ilmastusaltaan alusta mitatun happipitoisuuden viive COD:hen nähden oli

suurempi verrattuna altaan lopusta mitattuun happipitoisuuteen. Erityisesti ilmastusallas

1:ssä havaittiin pitkiä viiveitä verrattuna ilmastusallas 2:een. Ilmastusallas 1:n alusta mita-
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tun happipitoisuuden viive jokeen laskettavan veden COD-mittaukseen nähden oli noin 34

tuntia, eli suurempi kuin COD-mittausten välinen viive. Tulos voi olla järkevä, sillä COD-

mittausten välinen noin vuorokauden viive voi olla seurausta ilmastusaltaiden yhteisvai-

kutuksesta.

Binäärisen luokittelun perusteella jokeen laskettavan veden COD-mittausten perusteel-

la voidaan ennustaa, ylittääkö BOD jonkin tietyn rajan. Luokittelijan tarkkuudeksi saa-

tiin 0,82. Jatkotutkimuksia ajatellen tämä on lupaava tulos, sillä suuremmalla aineistolla

ja binääristä luokittelijaa monimutkaisemmalla menetelmällä voidaan luultavasti ennustaa

BOD:ta vielä tarkemmin.

Työn tulosten perusteella tarkastellut menetelmät soveltuvat teollisen jätevedenpuhdista-

mon aikasarja-analyysiin. Trendit poistavan fluktuaatioanalyysin (DFA, DDFA) avulla saa-

daan arvokasta tietoa kompleksisten aikasarjojen ominaisuuksista. Empiirisen moodinpu-

run (EMD) avulla saadaan eroteltua aikasarjojen sisältämät jaksolliset komponentit, joita

voidaan hyödyntää erityisesti mallinnuksessa. Ikkunoissa lasketun aikaviiveellisen risti-

korrelaation (TLWCC) perusteella voidaan arvioida jätevedenpuhdistusprosessin viiveitä

ja niiden käytöstä ajan funktiona.
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Larson, E., Carey, C. J., Polat, İ., Feng, Y., Moore, E. W., VanderPlas, J., Laxalde,

D., Perktold, J., Cimrman, R., Henriksen, I., Quintero, E. A., Harris, C. R., Archi-

bald, A. M., Ribeiro, A. H., Pedregosa, F., Mulbregt, P. van, Contributors. SciPy

1.0: Fundamental Algorithms for Scientific Computing in Python. Nature Methods,

Vol. 17, 2020, pp. 261–272.

https://doi.org/10.1017/S0305004100027419
https://doi.org/10.1017/S0305004100027419
https://doi.org/10.1137/120896256
https://doi.org/10.1137/120896256
https://doi.org/10.1063/1.1699114
https://doi.org/10.1063/1.1699114
https://doi.org/10.3233/IDA-1997-1102
https://doi.org/10.1038/s41586-020-2649-2
https://doi.org/10.1038/s41586-020-2649-2
https://doi.org/10.1038/s41592-019-0686-2
https://doi.org/10.1038/s41592-019-0686-2


89

[93] Hunter, J. D. Matplotlib: A 2D graphics environment. Computing in Science & En-

gineering, Vol. 9, No. 3, 2007, pp. 90–95.

[94] Caswell, T. A., Lee, A., Droettboom, M., Andrade, E. S. de, Hoffmann, T., Kly-

mak, J., Hunter, J., Firing, E., Stansby, D., Varoquaux, N., Nielsen, J. H., Root,

B., May, R., Elson, P., Seppänen, J. K., Dale, D., Lee, J.-J., McDougall, D., Gus-

tafsson, O., Straw, A., hannah, Hobson, P., Lucas, G., Gohlke, C., Vincent, A. F.,

Yu, T. S., Ma, E., Silvester, S., Moad, C., Kniazev, N. matplotlib/matplotlib: REL:

v3.6.1. Version v3.6.1. 2022.

[95] The pandas development team. pandas-dev/pandas: Pandas. Version latest. 2020.

[96] McKinney, W. Data Structures for Statistical Computing in Python. Proceedings

of the 9th Python in Science Conference. Edited by S. van der Walt, J. Millman.

2010, pp. 56–61.

[97] Collette, A. Python and HDF5. First edition. O’Reilly, 2013.

[98] Uwidia, I. E., Ejeomo, C. Prediction of Five-day Biochemical Oxygen Demand

(BOD5) from Chemical Oxygen Demand (COD) Values in Raw and Biologically

Treated Domestic Sewage. Pakistan Journal of Scientific & Industrial Research

Series A: Physical Sciences, Vol. 58, No. 3, 2015, pp. 172–174.

[99] Heo, S., Nam, K., Loy-Benitez, J., Yoo, C. Data-Driven Hybrid Model for Forecas-

ting Wastewater Influent Loads Based on Multimodal and Ensemble Deep Lear-

ning. IEEE Transactions on Industrial Informatics, Vol. 17, No. 10, 2021, pp. 6925–

6934.

[100] Dong, G., Wang, S., Yao, Z., Meng, S. Effluent BOD soft measurement based on

MNN. 2021 6th International Conference on Automation, Control and Robotics

Engineering (CACRE). 2021, pp. 327–332.

[101] Sokolova, M., Japkowicz, N., Szpakowicz, S. Beyond Accuracy, F-Score and ROC:

A Family of Discriminant Measures for Performance Evaluation. AI 2006: Ad-

vances in Artificial Intelligence. Edited by A. Sattar, B.-h. Kang. Springer Berlin

Heidelberg, 2006, pp. 1015–1021.

https://doi.org/10.1109/MCSE.2007.55
https://doi.org/10.1109/MCSE.2007.55
https://doi.org/10.25080/Majora-92bf1922-00a
https://doi.org/10.25080/Majora-92bf1922-00a
https://doi.org/10.25080/Majora-92bf1922-00a
https://doi.org/10.52763/PJSIR.PHYS.SCI.58.3.2015.172.174
https://doi.org/10.52763/PJSIR.PHYS.SCI.58.3.2015.172.174
https://doi.org/10.1109/TII.2020.3039272
https://doi.org/10.1109/TII.2020.3039272
https://doi.org/10.1109/CACRE52464.2021.9501375
https://doi.org/10.1109/CACRE52464.2021.9501375
https://doi.org/10.1007/11941439_114
https://doi.org/10.1007/11941439_114
https://doi.org/10.1007/11941439_114

	Johdanto
	Jäteveden ominaisuuksia
	Jäteveden vaikutus vesistöihin
	Biologinen hapenkulutus, BOD
	Kemiallinen hapenkulutus, COD
	Ravinteet
	Kiintoaine
	Adsorboituvat orgaaniset halogeenit, AOX
	Muut fysikaaliset ja kemialliset ominaisuudet
	Paperiteollisuuden jäteveden ominaisuudet

	Jätevedenpuhdistusmenetelmiä
	Seulonta
	Suodatus
	Sedimentaatio
	Flotaatio
	Kemiallinen saostus
	Adsorptio
	Nitrifikaatio ja denitrifikaatio
	Lietteen jatkokäsittely

	Aktiivilietelaitos
	Esikäsittely ja -selkeytys
	Ilmastus
	Jälkiselkeytys

	Laskennalliset menetelmät
	Stokastiset prosessit ja aikasarjat
	Aikasarjan stationaarisuus
	Toistuvuuskuvaaja
	Korrelaatiomenetelmät
	Aikaviiveellinen ristikorrelaatio
	Ikkunoissa laskettu aikaviiveellinen ristikorrelaatio (TLWCC)
	Korrelaatiokertoimien keskiarvoistaminen

	Empiirinen moodinpurku (EMD)
	Siivilöintiprosessin kulku
	Hilbert-muunnos
	Joukkoistettu empiirinen moodinpurku (EEMD)
	Täydellinen joukkoistettu empiirinen moodinpurku mukautuvalla kohinalla (CEEMDAN)

	Trendit poistava fluktuaatioanalyysi (DFA)
	Dynaaminen trendit poistava fluktuaatioanalyysi (DDFA)
	Pottsin malli
	Simuloitu hehkutus

	Tutkimusaineisto
	Tarkasteltavan puhdistamon esittely
	Pilottiaineisto
	Varsinainen data-aineisto
	Aineiston esikäsittely
	Automaattimittausten näytteenottotaajuuden pienentäminen
	Poikkeavien arvojen poisto


	Tulokset
	Pilottiaineiston perusominaisuudet
	Pilottiaineisto: kemiallisen hapenkulutuksen (COD) ominaisuudet
	Pilottiaineisto: kemiallisten hapenkulutusten (COD) väliset yhteydet
	Varsinainen tutkimusaineisto
	Aineiston perusominaisuudet
	Jatkuvatoimiset kemiallisen hapenkulutuksen (COD) mittaukset
	Jatkuvatoimiset fosforimittaukset
	Ilmastuksen jatkuvatoimiset happimittaukset
	Kuorimon virtaama

	Parametrien väliset riippuvuudet
	Kemiallinen hapenkulutus (COD) ilmastukseen ja jokeen
	Kemiallinen hapenkulutus (COD) esiselkeytykseen ja ilmastukseen
	Kemiallinen hapenkulutus (COD) ja fosfori jokeen
	Happimittaukset ja kemiallinen hapenkulutus (COD)
	Biologisen hapenkulutuksen (BOD) ennustaminen kemiallisen hapenkulutuksen (COD) perusteella


	Yhteenveto
	Lähteet

