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Tekoélyn hyddyntaminen ja erilaisten tekodalyjarjestelmien kayttéénotto voimistuu vuosi vuo-
delta yhd enemman ja siten on vaarana niin sanottujen lapinakyméattdmien mustan laatikon” te-
koadlymallien lisdéntyminen. Tallaisten mallien kohdalla ei pystytd suoraan selittdmaan miksi ja
mihin malli perustaa toimintansa. Taman vuoksi selitettavan tekoalyn (XAl) tarkeys on ymmarretty
enenevissa maarin, jotta Iapindkymattomyyden ongelmaan pystyttaisiin vastaamaan. ltameri on
yksi harvoista maailman merista, jossa tapahtuu jadnmurtoa. Talvimerenkulun merkitys Suomen
kaupalle on merkittéava ja viivastykset voivatkin aiheuttaa merkittavia tappioita. Jda luo suuren
haasteen niin kulkemiselle, kuin myds tekodlyratkaisujen kehittamiselle ja niiden kayttamiselle,
silla jaatilanteet voivat muuttua hyvinkin nopeasti, eikd sen tarkalle ja riittdvan nopealle mallinta-
miselle ole vield kehitetty keinoja.

Taman diplomitydn tarkoituksena on tarkastella selitettdvaa tekoalya talvimerenkulussa.
TyOssa kaydaan lapi teoriaa tekodlysta ja laivaliikenteestd seka selitettavasta tekoalysta, jonka
jalkeen analysoidaan tyon prosessia. Selitettavyydella on selkeitda hyotyja, kuten luottamuksen,
lapinakyvyyden seka ymmarryksen luonti unohtamatta regulaatioiden ja lakien noudattamista,
joita muun muassa EU:n tasolla on tulevaisuudessa mahdollisesti tulossa. Selitettavyys tulisi
myds ymmartda osana koko prosessia, eikd vain mallin selitteenad loppukayttajalle. Mallin kehi-
tysprosessissa esimerkiksi erilaiset SHAP- ja LIME-tyOkalut ovat hyddyllisia selittajia kehittajille,
jotka tarvitsevat syvempaa tietoa muuttujista ja niiden vaikutuksesta malliin. Tallaiset ovat kuiten-
kin usein turhan epaselkeitd ja vaikeasti tulkittavia loppukayttajille, jolloin heille tulisi tarjota selite,
joka esimerkiksi selkeasti tekstiformaatissa kertoo mallin tekemasta paattksesta tai suosituk-
sesta.

Tyon tuloksena syntyi hahmotelma tulevaisuuden XAl-ratkaisusta talvimerenkulussa. Selittei-
den pohjana kaytettiin tman tyon ulkopuolella kehitettyd Random forest -algoritmiin perustuvaa
koneoppimismallia, jota selitettiin SHAP-tydkalulla. Lisaksi Tableau-visualisointien avulla tutkittiin
dataa.
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The use of Atrtificial Intelligence systems is growing year by year, and thus the growth of so-
called opaque “black box” models may cause increased risk. In the case of such models, it is not
possible to directly explain why and where the model is based. Therefore, the importance of Ex-
plainable Artificial Intelligence (XAl) has been increasingly understood to address the problem of
opacity. The Baltic Sea is one of the few seas in the world where icebreaking takes place. The
importance of Winter Navigation to Finnish trade is significant and delays can cause significant
losses. Ice poses a major challenge for vessel navigation and also to the development and use
of Artificial Intelligence solutions as the ice situations can change very quickly and there has not
yet been found solution to model the ice accurately and quickly enough.

The purpose of this thesis is to examine Explainable Artificial Intelligence in Winter Navigation.
The thesis goes through the theory of Artificial Intelligence, shipping, and Explainable Atrtificial
Intelligence, followed by an analysis. Explanability has clear benefits, such as building trust, trans-
parency and understanding. Also, following the regulations and laws that may come into play in
the future, for instance at EU level. Explanability should also be understood as part of the whole
process, and not just as an explanation of the model to the end user. In the model development
process, for example, various SHAP and LIME tools are useful explanators for developers who
need more in-depth information about variables and their impact on the model. However, these
kinds of explanations are often too difficult to interpret for end-users, in which case they should
be provided with an explanation that, for example, clearly indicates in a text format the decision
or recommendation made by the model.

The work resulted in a draft of the future XAl solution in the Winter Navigation. The explana-
tions were based on a machine learning model based on the Random Forest algorithm developed
outside of this work, which was explained with the SHAP tool. In addition, data were examined
using Tableau visualizations.

Keywords: Artificial Intelligence, Explainable Al, Winter navigation
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LYHENTEET JA MERKINNAT

XAl Explainable Artificial Intelligence (Selitettava tekoaly)



1. JOHDANTO

Tassa luvussa kaydaan lapi yleisesti tydn taustaa ja tavoitteita sekd sen rajausta, tutki-
muskysymyksia ja rakennetta. Lisaksi perehdytaan tyossa kaytettyyn tutkimuksen viite-

kehykseen hyodyntden Saunders et al. (2009) kehittamaa sipulimallia.

1.1 Talvimerenkulku ja selitettava tekoaly

Laivojen kulku- ja sijaintitiedot jadolosuhteissa ovat tarkeassa osassa toimitusketjujen
toiminnan kannalta. Muun muassa Suomenlahdella ja Pohjanlahdella jaat aiheuttavat
laivojen juuttumista ja odottelua, mika voi viivastyttaa merkittavasti laivojen satamaan
saapumista. Suomessa noin 90 % viennista ja 80 % tuonnista kulkee meriteitse, joten
viivastymiset voivat aiheuttaa merkittavia lisdkustannuksia heikentaen ulkomaankau-
pan hintakilpailukykyaan. Luotettavat, turvalliset seka sujuvat kulkuyhteydet ovat Suo-
men elinkeinoeldaman ja siten koko yhteiskunnan kilpailukyvyn elinehto. Suomen ilmas-
ton ja maantieteellisen sijainnin vuoksi kaikki rannikon satamat jaatyvat talvisin, joten
ja@nmurto on valttamatonta. (Ojala et al., 2020; Liikenne- ja viestintaministerio, 2014;
Toivola, 2016)

Itdmeri on yksi harvoista maailman merista, jossa joudutaan kayttdmaan jaanmurtajia
merenkulun yllapitdmiseksi. Talvimerenkulun yllapitdminen on hyvin tarkeaa, silla yli 85
% Suomen bruttokansantuotteen muodostavasta ulkomaankaupasta tulee merikulje-
tuksista ja ilman kunnollista jdanmurtoa kaikki Suomen satamat jaatyvat normaalital-
vena, jolloin rahdin toimitus olisi talvella mahdotonta meriteitse (Toivola, 2016). limatie-
teenlaitoksen (n.d.) mukaan Itdmeren jaadtyminen alkaa Perameren pohjoisosista ja
Suomenlahden pohjalta tyypillisesti marraskuun aikana ja on laajimmillaan tammikuun
ja maaliskuun aikana. Talléin keskimaarin noin kaksi viidesosaa Itdmeresta eli noin
170 000 km? on jaapeitteen alla, mutta esimerkiksi vuonna 2020 ja peitti vain noin

37 000 km? alueen.

Talvet voidaan luokitella neljaan eri ankaruusluokkaan: leuto, keskimaarainen, ankara
seka erittain ankara. Talvet, jolloin jaapeite on alle 115 000 km? ovat ankaruusluokal-
taan leutoja, yli 230 000 km? ankaria ja erittéin ankaria, jos jaapeite on yli 345 000 km?.
Ankaruusluokat eivat kuitenkaan ota huomioon jaanpeitteen paksuutta, tiiviytta tai ah-

tautumisastetta. Tarkeaa on siten huomioida, etta talvimerenkulun nakokulmasta leuto



talvi ei tarkoita valttdmatta helppoa kulkua, eikd ankara vaikeaa kulkua, joskin avustus-
matkat ovat pitkia. Esimerkiksi leutoina talvina voi pakkaskelien valissa olevat lampiméat
ja tuuliset kelit aiheuttaa jaiden liikkkumista ja siten ahtautumista ja puristusta. Myos
pakkasjaksot, jolloin tuuli on heikkoa, lisdavat jaiden maaraa, jotka tuulen yltyessa
ajautuvat kiintean ajojagkentan reunaan muodostaen niin sanottuja sohjovaita, jotka

ovat talvimerenkulussa haastavia kulkea. (limatieteenlaitos, n.d.)

Tekoalysta puhuttaessa selitettavyyden merkitys on tullut yha tarkedmmaksi vuosi vuo-
delta, silld tekodlymalleja ja niiden paatoksia tulisi pystya selittdmaan ja siten antamaan
lapinakyvyytta mallille. Selitettavyys voi kuitenkin tarkoittaa eri asioita eri sidosryhmille,
jolloin tulee miettia, millaisia selitteitad sidosryhmille annetaan. (Preece et al. 2018) Esi-
merkiksi siind missa tekoalymallien kehittajille SHAP-selitteet ovat hyddyllisia, ovat ne
loppukayttajalle mahdollisesti liilan vaikeasti tulkittavia. TAman vuoksi loppukayttajalle,
kuten laivan ohjaajalle, selitteet tulisi olla helposti ja nopeasti tulkittavissa. Tassa
tydssa kaydaan lapi selitettdvyyden eri sidosryhmia, erilaisia tekoalyselitteitd seka tek-
nologioita, joilla selitteita voidaan luoda. Talvimerenkulku on jadolosuhteiden vuoksi
haastavaa niin kulkemisen kuin tekoalymallien luomisen kannalta. Talvimerenkulun vi-
ranomaisen mukaan tarkkaa jdddataa ei ole saatavilla muun muassa jdan nopean liik-
kumisen vuoksi, jolloin jaadataa kayttavien mallien selitettavyys korostuu, jotta voidaan

paremmin ymmartaa jaan vaikutusta mallin toimintaan.

1.2 Tutkimuksen tausta ja tavoitteet

Tutkimuksen tavoitteena on tarkastella tekoalyn selitettavyytta talvimerenkulun nako-
kulmasta seka selvittaa alusten kulkua jaaolosuhteissa kuvailevaa analytiikkaa hyodyn-
taen. Tutkimus alkoi tutustumalla saatavilla olevaan avoimeen dataan. Diplomityon kir-
joittajalle talvimerenkulku ja laivaliikenteesta kerattava AlS-data seka selitettava teko-
aly eivat olleet entuudestaan tuttuja, joten tutkimuksessa oli 1ahdettava liikkeelle talvi-
merenkulun perusasioista. Taméa diplomityd on osa kokonaisuutta, jossa tutkitaan teko-
alya talvimerenkulussa. Tydssa tehtyjen selitteiden pohjana toimiva koneoppimismalli

on kehitetty toisen diplomityon yhteydessa.

Tahan mennessa laivojen jadolosuhteissa kulkemisen ennustaminen on ollut hyvin va-
haista, eika tekoalyn selitettavyytta ole hyddynnetty ennustemallien kuvailemiseen. Tal-
vimerenkulussa on suurin haaste tekodlymallien ja niiden selittdmisen kannalta on jaa-
tilanteen huomioiminen, silla tana paivana ei ole viela keinoa, jolla pystyttaisiin saa-

maan riittdvan tarkkaa jaainformaatiota riittdvan nopealla aikasyklilla. Esimerkiksi satel-

littikuvista saatavat jdddatat eivat ainakaan nykyisellddn anna riittadvan tarkkaa ja no-



peaa tietoa vallitsevasta jaatilanteesta tarkan ennustemallin luomiseksi. Selitettavan te-
koalyn seka kuvailevan analytiikan avulla tutkimuksessa pyritaan 16ytamaan kaytetysta
datasta muuttujia, joilla on jaan lisdksi merkittavia vaikutuksia aluksen kulkemiseen

jaan peittdmassa Itameressa.

Tama tyd on osa AIGA-tutkimushanketta (eng. Artificial Intelligence Governance and
Auditing), joka keskittyy tekoalyn tuottamien paatdsten lapinakyvyyden ja ymmarretta-

vyyden vahvistamiseen.

1.3 Tyon rajaus ja tutkimuskysymykset

Tutkimuksessa kaytettava data on rajattu Pohjanlahdella kulkeviin laivoihin vuosilta
2018-2020. Lisaksi tydon paapaino on tekoalyn selitettavyyden tutkimisessa, eika varsi-
naisiin tekoalymalleihin keskityta syvallisemmin tassa tutkimuksessa. Tyossa kaydaan
kuitenkin lapi tekoalyn teoriaa, silla sen ymmartaminen on oleellista tyon lukemisen
kannalta. Tekoalyn regulointi on myoés ollut puheenaiheena viime aikoina EU:n tulevien
saannosten vuoksi, joten tydssa pyritaan tutkimaan tekoalyn selitettavyytta myos regu-

laation nakokulmasta. Tutkimuksen tutkimuskysymyksiksi valikoituivat:
o Miksi tekoalyn selitettavyytta tarvitaan talvimerenkulun tekoélyratkaisuissa?
¢ Miten selitettava tekoaly auttaa koneoppimismallien kehittamisessa?

o Kuinka hyvin tekoalyselitteita voidaan ymmartaa eri sidosryhmien nakokul-

masta?

Tekoaly on tutkimusalueena hyvin laaja ja kattaa valtavasti eri asioita, joten tyo rajattiin
tekoalyn selitettavyyteen. Tutkimuksessa pyritaan antamaan lukijalle ymmarrys siita,
miksi selitettavaa tekoalya tarvitaan talvimerenkulun tekoalyratkaisuissa seka miten se-
litettava tekoaly hyddyntaa itse mallien kehittdmisessa. Selitettavasta tekoalysta puhut-
taessa on myds syyta huomioida eri sidosryhmat, silla selitettavyys tarkoittaa eri roo-
leissa tyoskenteleville eri asioita. Taten tutkimuksessa pyritaan vastaamaan myos ky-

symykseen siita, miten eri sidosryhmat tulisi huomioida selitteita luotaessa.

1.4 Tyon rakenne

Ty6 rakentuu viidesta eri luvusta. Johdannossa kdydaan lapi tutkimuksen taustaa, ra-
jausta ja tutkimuskysymyksia ja viitekehysta seka Itameren talvimerenkulkua yleisella
tasolla. Tutkimuksen teoreettista osuutta kasitelldan toisessa ja kolmannessa luvussa.
Toisessa luvussa keskitytdan tutkimaan tekoalya yleisemmalld tasolla merenkulussa ja

antamaan lukijalle kuva muun muassa nyKyisista tekoalyratkaisuista laivaliikenteessa



seka sen haasteista. Luvussa myds pyritdan avaamaan tekoalya talvimerenkulun nako-
kulmasta, jolloin meren jaatymisella on vaikutusta tekoalyratkaisujen tekemisessa. Kol-
mannessa luvussa perehdytaan selitettavaan tekoalyyn (XAl). Luvussa pyritdan anta-
maan laaja yleiskasitys siitd, mita selitettavalla tekoalylla tarkoitetaan ja mita se tarkoit-
taa eri sidosryhmille. Tassa luvussa kasitelladn myds varsinaisia tekoalyn visuaalisia
selitteitd seka pyritdan tuomaan ajankohtaista ndkdkulmaa huomioimalla tekoalyregu-
laatio. Neljdnnessa luvussa kasitellaan tutkimuksen empiirista osiota eli miten tutki-
musta on lahestytty seka kaytetyn datan keruuta ja analysointia. Viimeisessa eli viiden-
nessa luvussa kaydaan lapi tutkimuksen tulokset seka niiden arviointi ja pohditaan

mahdollisia jatkotutkimusmahdollisuuksia.

1.5 Tutkimuksen viitekehys

Saunders et. al (2009) kehittdman niin sanotun sipulimallin (kuva 1) (eng. research
onion) avulla tutkimusta voidaan tarkastella eri nakdkulmista. Saundersin sipulimallia
hyodynnetaan siten tassakin tutkimuksessa. Malli koostuu kuudesta eri kerroksesta,
joita ovat tieteenfilosofia, lahestymistapa, tutkimusstrategia ja -valinnat, aikahorisontti
seka tiedonkeruu- ja analysointimenetelmat. Sipulimallia lahestytdan uloimmasta
kerroksesta sisimpaan kerrokseen naiden tarkentuessa ydinta lahestyttaessa.
Seuraavissa alaluvuissa kaydaan tarkemmin sipulimallin kerrokset tdaman tutkimuksen

nakokulmasta ja perustellaan miksi kyseisiin valintoihin on paadytty.

Tieteenfilosofiat

Positivismi
Kokeellinen

tutkimus Deduktiivinen

Yksittais- \ Lahestymistapa

menetelma \ \
Survey Realismi
Pitkittais-
tutkimus ) Tutkimusstrategia

Usean /
Tutkimusvalinta

Tiedonkeruu- ja
analysointi-

5 menetelman -
mentelmat Tapaus

valinta tutkimus

Poikittais-
tutkimus

Interpretivismi
Moni- P

. Induktiivinen
menetelma

Etnografia

Pragmatismi

Aikahorisontti

Tekniikat ja prosessit

Kuva 1: Sipulimalli (Mukaillen Saunders et al. 2009)



1.5.1 Tieteenfilosofia

Saunders et al. (2009) mukaan tieteenfilosofian valinnalla on keskeinen merkitys sii-
hen, miten koko tutkimusprosessia lahdetdan viemaan eteenpain ja se luo pohjan sipu-
limallin sisempien kerrosten valinnoille. Tieteenfilosofiaa voidaan Iahestya kahdesta eri
suuntauksesta, joita ovat ontologia seka epistemologia. Ontologinen suuntaus kasitte-
lee todellisuuden luonnetta ja pyrkii vastaamaan tutkijan olettamuksiin maailmasta ja
kysymyksiin kuten "Mita tieddmme?” seka "Miten tieddmme?”. Epistemologia puoles-
taan pyrkii vastaamaan siihen, ettd mita ja miten tietoa on saatavissa ja onko tieto pa-
tevaa eli epistemologian keskeinen painoarvo on tiedon kasitteessa. (Saunders et al.
2009; Sirén & Pekkarinen 2017) Tama tutkimus noudattaa epistemologista suuntausta,
silla tutkimuksessa keskitytaan patevan tiedon etsimiseen ja hyddyntadmiseen, eika

olettamuksiin.

Saunders et al. (2009) esittavat lisaksi nelja keskeista tutkimussuuntausta, joita ovat
positivismi, realismi, interpretivismi seka pragmatismi. Positivismilla tarkoitetaan tiedon-
keruutapaa, joka pohjautuu objektiivisuuteen ja mitattuihin arvoihin seka havainnoitui-
hin syy-seuraus-suhteisiin. Positivismille on myos tyypillista, etta tutkijan omat arvot
vaikuttavat mahdollisimman vahan tutkimuksen tuloksiin. Positivismin suuntaus on ylei-
sesti kaytetty epistemologinen valinta. (Sirén & Pekkarinen, 2017) Realismi puolestaan
pohjautuu aistihavainnoista saatuun tietoon ja painottaa todellisuutta objektiivisena ka-
sitteend. Havaitut ilmi6t tarjoavat uskottavaa tietoa ja suoran realismin (eng. Direct rea-
lism) mukaan epasopiva tieto tarkoittaa virheita aisteissa. Toisaalta kriittinen realismi
(eng. Critical realism) huomioi myds aistien virheelliset tulkinnat. Interpretivismissa so-
siaaliset ilmiot tulkitaan subjektiivisiksi kasityksiksi eli ihmisen oman ajattelumallin mer-
kitys korostuu. Pragmatismissa puolestaan korostuvat kokemus seka kaytanndnlahei-
syys. (Saunders et al., 2009; Sirén & Pekkarinen, 2017)

Tassa tutkimuksessa hyddynnetaan laajaa strukturoitua kvantitatiivista jaa- ja saaolo-
suhteiden seka paikkatiedon yhdistavaa dataa tutkimuksen pohjana seka perustetaan
tulokset objektiivisiin ndkdkantoihin, joten tieteenfilosofiseksi suuntaukseksi tassa
tydssa on valittu positivismi. Toisaalta selitettdvassa tekoalyssa voidaan ndhda mydés
subjektiivisia piirteita ja Lin et al. (2020) mainitsevat, ettd nykyiset arviointimenetelmat
vaativat subjektiivista panosta ihmisilta eli tutkimuksessa voidaan nahda myds pragma-

tismin piirteita.



1.5.2 Tutkimuksen lahestymistapa

Sipulimallin toisena kerroksena on tutkimuksen lahestymistapa. Lahestymistavan va-
linta on tarkea osa tutkimusta, silla se kertoo paatdksista, joita tehdaan liittyen tiedon
kerddmiseen ja analysointiin. Saunders et al. (2009) jakavat Iahestymistavat deduktiivi-
seen ja induktiiviseen paattelyyn. Deduktiivinen paattely on vahvasti sidoksissa luon-
nontieteiden kanssa, jossa erilaiset lait muodostavat pohjan selityksille ja mahdollista-
vat ilmididen ennakoinnin Deduktiivinen paattely on teorialdhtdista eli teorian pohjalta
pyritdan luomaan testattavia hypoteeseja (Saunders et al., 2009; Collis & Hussey,
2003). Induktiivisessa lahestymistavassa tutkimuksen pohjana ovat puolestaan aineis-
tot ja havainnot, jolloin tavoitteena on saada ongelman luonteesta selkedmpi kasitys ja

taten pyrkia luomaan teoria sen pohjalta (Anttila, 1998; Saunders et al., 2009).

Tiivistetysti voisi siis sanoa, etta deduktiivinen paattely alkaa teoriasta ja induktiivinen
puolestaan keratysta aineistosta. Tassa tutkimuksessa voidaan nahda piirteitd molem-
mista lahestymistavoista, silla tutkimus lahti liikkeelle datan tutkimisella ja siten uuden
teorian luomisesta talvimerenkulussa, mutta samalla kuitenkin talvimerenkulun teorian
pohjalta ja siihen perustuvien hypoteesien testauksella. Tdman vuoksi tutkimuksen |-
hestymistapana voidaan pitda molempia yhdistavaa, niin sanottua abduktiivista paatte-
lya. Anttila (1998) toteaa, ettd abduktiivisessa paattelya noudattavassa tutkimuksessa
uuden teorian kehittaminen on mahdollista vain silloin, kun tehtyihin havaintoihin liittyy
johtoajatus, joka voi olla luonteeltaan intuitiivinen kasitys tai pidemmalle muotoiltu hy-

poteesi.

1.5.3 Tutkimusstrategia ja -valinnat

Tutkimusstrategian valinta on Saunders et al. (2009) sipulimallin kolmas vaihe, jolla tar-
koitetaan tutkimuksessa kaytettavien menetelmallisten ratkaisujen kokonaisuutta, jolla
tutkimusta pyritaan toteuttaa (Lahdesmaki et al., 2014). Tutkimusstrategioita ovat esi-
merkiksi kokeellinen tutkimus, survey-tutkimus, tapaustutkimus seké etnografia. Saara-
nen & Puusniekka (2006) mukaan tapaustutkimuksessa voidaan tutkia muun muassa
yksittaista tapahtumaa tai rajattua kokonaisuutta. Tapaustutkimus pyrkii myds vastaa-
maan kysymyksiin: miten tapahtui ja miksi tapahtui? Tassa tutkimuksessa tutkitaan niin
ajallisesti, alueellisesti kuin maarallisesti rajattua laivojen kokonaisuutta seka pyritdan
I0ytamaan yksittaisia tapahtumia data-aineistosta, joten tutkimusstrategiaksi on valittu
tapaustutkimus. Tapaustutkimus tukee myds laadullisia keinoja, kuten keskusteluja, jo-

ten se on sopiva valinta tutkimukselle.



Tutkimusstrategian jalkeen valitaan tutkimukselle sopiva menetelmasuuntaus eli kayte-
taankd tutkimuksessa kvantitatiivista, kvalitatiivista vai monimenetelmallista suun-
tausta. Kvantitatiivinen eli maarallinen tutkimus pohjautuu numeeriseen aineistoon ja
kvalitatiivinen eli laadullinen tutkimus puolestaan ei-numeeriseen aineistoon. Saunders
et al. (2009) sipulimallissa on esitetty kolme erilaista valintaa: yksittdismenetelmaan,
monimenetelmaan seka usean menetelman valintaan. Yksittdismenetelmassa (eng.
mono method) kaytetaan joko maarallista tai laadullista aineistoa ja monimenetelmatut-
kimuksessa (eng. mixed methods) kaytetaan seka maarallista, ettd laadullista aineis-
toa. Jos tutkimuksessa on tarkoitus hyddyntaa maarallista tai laadullista aineistoa use-
ampaan kertaan, puhutaan usean menetelman valinnasta (eng. multi-method) (Saun-
ders et al. 2009) Tassa tutkimuksessa kaytetaan kvantitatiivista aineistoa eli AlS-dataa
seka laadullista aineistoa eli haastatteluja, joten tutkimusta voidaan pitdd monimenetel-

matutkimuksena.

1.5.4 Aikahorisontti

Viidentena vaiheena sipulimallissa on valita tutkimuksen aikahorisontti, jolla viitataan
tutkimuksessa kaytettavan aineiston keraamiseen kaytettavaa aikaa. Saunders et al.
(2009) jakavat aikahorisontin pitkittaistutkimukseen (eng. longitudinal) seka poikittais-
tutkimukseen (eng. cross-sectional). Poikittaistutkimuksessa ilmi6ta tai ilmidita tutkitaan
tiettyna ajankohtana, joten myos aineistoa kertyy vain tietyltd ajanhetkelta tai lyhyelta
ajalta. Pitkittaistutkimuksessa nimensa mukaisesti aineistoa kerataan pidemmalta aika-

valilta ja tutkitaan ilmion muutosta ja kehitysta.

Vaikka tutkimuksessa kerataan aineistoa pitkalta ajanjaksolta, jopa useammalta vuo-
delta, noudattaa tutkimus kuitenkin enemman poikittaistutkimuksen periaatteita kuin pit-
kittaistutkimuksen. Toki esimerkiksi talvi- ja kesddatan muutosta tulee huomioida, silla
koneoppimismallin tulisi ennustaa erilailla talvelle kuin kesalle, mutta varsinaisia ilmi-
0ita, kuten laivojen pysahdyksia, tutkitaan tiettyina lyhyina ajankohtina. Myos tekoalyn
selitettavyyden teoreettista aineistoa kerataan lyhyelta aikavalilta jo pelkastaan aiheen

uutuuden vuoksi.

1.5.5 Tiedonkeruu ja -analysointimenetelmat

Tutkimuksessa kaytettava aineisto koostuu kirjallisuudesta, kvantitatiivisesta datasta

seka kvalitatiivisesta keskusteluaineistosta. Kirjallisuuskatsausta l1ahestytdan Arlene



Finkin (2014) systemaattisen kirjallisuuskatsauksen mallilla. Prosessimalli koostuu seit-
semasta eri vaiheesta, joita ovat tutkimuskysymysten asettiminen, tietokantojen ja si-
vustojen valinta, hakutermien valinta, kdytannon seulan asettaminen, metodologisen
seulan asettaminen, katsauksen suorittaminen seka synteesin tekeminen tuloksista.
(Salminen, 2011) Tassa tydssa haetaan kirjallisuutta Tampereen yliopiston Andor-ha-
kupalvelusta ja Google Scholar -palvelusta seka myds Vaylaviraston sivuilta. Hakuter-
mistd pidetddn englannin- ja suomenkielisena. Kirjallisuutta kdydaan lapi huolellisesti ja

lahteita seulotaan tarkasti noudattaen asetettuja kriteereita.

Kvantitatiivinen data koostuu AlS-datasta, jota on keratty Vaylaviraston tietovarastosta
seka Hakolan (2020) luomasta AlS-datasetista. Lisaksi kaytetdan Suomen limatieteen-
laitoksen saadataa ja Ruotsin limatieteenlaitoksen avointa jaadataa. Kvalitatiivista ai-
neistoa on saatu useista talvimerenkulun asiantuntijoiden kanssa kaydyista keskuste-
luista. TyOssa kaytetdan analysointimenetelmanad CRISP-DM-menetelmasta johdettua

Agile CRISP-DM -menetelmaa, josta kerrotaan tarkemmin analyysiluvussa.



2. TEKOALY JA LAIVALIIKENNE

Tassa luvussa kaydaan lapi laivaliikennetta Itamerella yleisella tasolla kuin myos talvi-
merenkulun nakokulmasta. Lisaksi syvennytaan tekoalyyn ja koneoppimiseen seka mi-
ten niité voidaan hyodyntaa laivaliikenteessa. Lopuksi esitetaan nykyisia talvimerenku-

lun tekoalyratkaisuja.

2.1 Laivaliikenne Iltamerella

Kuten johdannossa todettiin, laivalikenne on merkittdvassa roolissa Suomen ulko-
maankaupassa, joten laivaliikenteen, niin kesalla kuin talvella, tulee olla turvallista ja
tehokasta. Talvimerenkulussa vallitseva jaatilanne on kuitenkin merkittavassa roolissa.
Toivola (2016) mainitsee turvallisen ja tehokkaan talvimerenkulun kannalta viisi kes-

keistd komponenttia:
1. Tarkka jaatilanneinformaatio
2. Jaarajoitukset ja rannikkokoordinaatit
3. Kauppalaivojen jadluokat ja jadkapasiteetti
4. Jaanmurtajien kapasiteetti
5. lhmisten taidot

Talvimerenkulun asiantuntijan kanssa kaydyssa keskustelussa ilmeni, ettd yksi suurim-
mista haasteista talvimerenkulussa onkin tarkka jaainformaatio, silla jaakentta voi
muuttua jopa minuuteissa. Vaylaviraston (2020) mukaan Suomen limatieteenlaitos
seuraa jaatilannetta paivittain ja laatii jaatilannekarttoja seka jaatilanteen kehitysennus-
teita. Vaylaviraston kaytdssa Itdmerella tydskentelee kahdeksan jaanmurtajaa: Urho,
Sisu, Otso, Kontio, Voima, Fennica, Nordica seka uusimpana Polaris. Arctian (2016)
ja@nmurron prosessikuvauksen mukaan jadnmurtajat ovat sijoitettu pitkin Suomen ran-
nikkoa. Kauppa-alusten tulisi pyrkia etenemaan merilikenneohjauskeskuksen ohjeiden
avulla itsendisesti, mutta aluksen jdddessa kiinni jadnmurtaja tekee avustuspaatdksen
joko suoraan tai meriliikenneohjauskeskuksen kautta. Alukset saavat avustuksen siina
jarjestyksessa, jossa jadnmurtajat ovat saaneet tiedon tai mahdollisesti jaanmurtajan
paallikdbn parhaaksi katsomassa jarjestyksessa kokonaislogistiikan kannalta. JAanmur-
taja aloittaa vahentamalla jddkentan puristusta tekemalla rannin kauppa-aluksen si-
vulle, jonka jalkeen kauppa-alus voi pyrkia eteenpain. Paastyaan liikkeelle avustettavan

aluksen on kaytettava konetehoa jaanmurtajan ohjeiden mukaisesti - usein kuitenkin
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taydella teholla. Tuuli tuo lisdhaasteen avustukseen, silla tuulen vaikutuksesta ranni voi
sulkeutua uudelleen ja siten aiheuttaa jddkenttdan puristusta, jolloin kauppa-alus voi
jaada uudelleen kiinni jddhan, vaikka se seuraisikin jddnmurtajaa. Aluksen jdddessa
uudestaan jumiin, voidaan myos aloittaa hinaus, jolloin jddnmurtaja antaa myos veto-
apua avustettavalle alukselle. Usein avustettavia aluksia on useampia, jolloin kyseessa
on saattue tai niin sanottu konvoi, jolloin kunkin aluksen on pidettava turvallista etai-

syytta toisiinsa.

Jotta laivaliikenne talvella olisi mahdollisimman tehokasta ja turvallista seka aluksilla
kyky liilkkua jaissa, talvimerenkulussa on kaytossa jaaluokitus aluksille. Aluksen jaa-
luokkaan vaikuttavat muun muassa aluksen koneteho seka erilaiset kuljetuskoneiston
ja rungon vahvistukset. Jaaluokituksella on vaikutusta niin vaylamaksun suuruuteen
kuin oikeuteen saada jaanmurtoavustusta. Suomessa on kaytdssa seuraavat taulu 1
esitetyt jadluokat (Traficom, 2022):

Jaaluokka Kulkeminen jaissa

IA Super Vaikeat jddolosuhteet iiman avustusta
1A Vaikeat jddolosuhteet avustettuna

IB Keskivaikeat jadolosuhteet

IC Helpot olosuhteet

] Ei tayta jaaluokkamaaraysten vaatimuksia.
1] Ei tayta jaadluokkamaaraysten vaatimuksia.

Taulu 1: Alusten jdéluokat (Traficom, 2022; Véylavirasto, 2020)

IA Super -jaaluokan alukset pystyvat kulkemaan vaikeissa jddolosuhteissa paaosin il-
man avustusta ja IA jadluokkien alukset pystyvat kulkemaan vaikeissa jddolosuhteissa
tarpeen mukaan avustettuna. IB-luokan alukset puolestaan keskivaikeissa ja IC-luokan
alukset helpoissa jaaolosuhteissa. Il- seka lll-jaaluokan alukset eivat tayta jaaluokka-
maarityksen vaatimuksia ja ovat tarkoitettu Itamerta helpompiin jadolosuhteisiin. 1l-jaa-
luokan alukset voivat saada jadnmurtoavustusta, jos niiden kantavuus on riittava ja jaa-
olosuhde riittdvan helppo, mutta lll-luokan alukset eivat voi milloinkaan saada avus-
tusta. Avustettavat alukset ovat kuitenkin itse yksin vastuussa omasta navigoinnistaan
seka myoOs avun ja neuvon vastaanottaminen on aluksen omalla vastuulla. Avovesikau-

teen verrattuna talvimerenkulussa alukset ovat siis alttiimpia isommille riskeille muun
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muassa saattueiden ja rikkoutuneen jadkentan seka naista johtuvan haastavan etaisyy-
denhallinnan vuoksi, joka lisda yhteentormayksien vaaraa. Taman vuoksi jaaluokituksia

ja muita sdantéja on hyvin tarkea noudattaa. (Traficom, 2022; Vaylavirasto, 2020)

2.2 Mita on tekoaly?

Tekoaly on noussut vuosi vuodelta yhd enemman osaksi eldmaamme ja jokapaivaista
keskustelua, vaikkakin tekoalya onkin tutkittu jo 1940-luvulta l1ahtien. Varsinaisen teko-
alyn termin kuitenkin kehitti John MacCarthy vuonna 1956. (Pietikdinen & Sivén, 2021;
Taulli, 2019). Tekoalyn maaritelmaa voidaan lahestyd monista eri nakdkulmista ja eri-
laisia maaritelmia tekoalylle voidaankin sanoa olevan yhta monta kuin on kirjoittajia.
Russel & Norvig (2016) esittavat kahdeksan kaytdssa olevaa eri maaritelmaa (Taulu 2)
kahden dimension suhteen. Taulukon yldosassa esitetyt maaritelmat koskevat ajattelu-
prosesseja ja paattelyd, kun taas naiden alla esitetyt maaritelmat koskevat kayttayty-
mista. Taulukon vasemman puoliset maaritelmat puolestaan mittaavat tarkkuutta ver-
rattuna ihmisten ajatteluun ja oikeanpuoleiset maaritelmat vastaavat ihanteellista suori-
tuskykymittausta ja rationaalisuutta. Historiallisesti kaikkia neljaa tekoalyn lahestymista-
paa ollaan Russel & Norvigin (2016) mukaan kaytetty. Inmiskeskeisen lahestymistavan
on oltava osa empiirista tiedetta, joka sisaltda hypoteeseja ja havaintoja ihmisten kayt-
taytymisesta ja rationaalisen I&hestymistavan sisallettdva yhdistelman matematiikkaa ja

tekniikkaa.

Eras tunnettu inhimillisen toiminnan I&ahestymistapa on niin sanottu Turingin (1950)
testi, jossa testataan ihmistarkkailijan kykya erottaa tietokoneen ja ihmisen antamat
vastaukset. Jos koneen vastauksia ei pystyta erottamaan ihmisen vastauksista, kone
l&paisee Turingin testin. Jotta kone voi 1apaista testin, silla tulee olla monia eri ominai-
suuksia. Muun muassa luonnollisen kielen kasittelykyvykkyytta (eng. Natural Language
Processing, NLP) onnistuneeseen kommunikaatioon valitulla kielelld, tiedon kuvailume-
netelmia (eng. Knowledge presentation) tiedon ja kuullun tallentamiseen, automaattista
paattelya (eng. Automated reasoning) tallennetun informaation kayttamista kysymysten
vastaamiseen seka uusien johtopaatdsten luomiseen ja koneoppimista (eng. Machine
learning) havaitsemaan seka ekstrapoloimaan malleja. Edella mainittujen lisaksi myos
konendko ja robotiikka ovat osa tekoalya ja niin sanottua tdydennettya Turingin testia.
Nama kuusi tieteenalaa muodostavat suurimman osan tekoalysté ja Turingin testi onkin

ajankohtainen viela yli 60 vuotta mydhemmin tanakin paivana. (Russel & Norvig, 2016)
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Thinking Humanly

“The exciting new effort to make computers
think... machines with minds, in the full and

literal sense.” (Haugeland, 1985)

“(The automation of) activities that we associ-
ate with human thinking, activities such as
decision-making, problem solving, learning...”
(Bellman, 1978)

Thinking Rationally

“The study of mental faculties through the
use of computational models.” (Charniak
and McDermott, 1985)

“The study of the computations that make it
possible to perceive, reason, and act.”
(Winston, 1992)

Acting Humanly

“The art of creating machines that perform
functions that require intelligence when per-

formed by people.” (Kurzweil, 1990)

“The study of how to make computers do
things at which, at the moment, people are
better.” (Rich and Knight, 1991)

Acting Rationally

“Computational Intelligence is the study of
the design of intelligent agents.” (Poole et
al., 1998)

“Al ...is concerned with intelligent behavior
in artifacts.” (Nilsson, 1998)

Taulu 2: Russel & Norvig (2016) esittimét tekoalyn mééritelmat

Inhimillisen ajattelun perustana on tietaa, ettd miten ihminen ajattelee. Jos sanomme,

ettd tekodlyohjelma ajattelee kuin ihminen, on oltava jokin tapa maarittda, miten ihmi-

nen ajattelee ja siten ymmartaa ihmismielen toimintaa. Russel & Norvig (2016) esitta-

vat kolme keinoa, joita ovat itsetutkiskelu, psykologiset kokeet seka aivokuvaus. Kun

on olemassa tarpeeksi tarkka mielen teoria, se on mahdollista esittagd myos tietoko-

neohjelmana. Jos ohjelman laitetun syétteen ja saadun tuotoksen kayttaytyminen vas-

taa ihmisen kayttaytymista, se on todiste, etta jotkin ohjelman mekanismit voivat toimia

myos ihmisissa. Tekoalyn alkuaikoina lahestymistapojen valilla olikin usein sekaan-

nusta. Saatettiin vaittaa, etta algoritmi suorittaa tehtavansa hyvin ja on siten verratta-

vissa ihmiseen. Nykypaivana kuitenkin nama erotetaan toisistaan, joka on mahdollista-

nut tekoalyn, etta kognitiivisen tieteen kehittymisen nopeammin. (Russel & Norvig,

2016)

Inhimillisen ajattelun ja toiminnan liséksi Russel & Norvig (2016) kirjoittavat rationaali-
sesta ajattelusta ja toiminnasta. Rationaalisen ajattelun tavoitteena on perustaa ohjel-
mat "oikealle ajattelulle”. Talla l1ahestymistavalla on kuitenkin kaksi paaasiallista estetta.
Kaikkea tietoa ei voida esittaa loogisilla merkeilla, varsinkaan, kun tieto ei ole taysin

varmasti oikeaa ja toiseksi, on suuri ero ratkaistaanko ongelmaa periaatteen tasolla vai
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kaytannon tasolla. Jo muutaman sadan faktan ongelmat (parempi suomennos) voivat
vieda jokaisen tietokoneen laskentaresurssit, jos ei ole olemassa ohjeita siita, minka-
laista paattelyvaiheita tulisi kokeilla ensin. (Katso vield vika lause). Rationaalista toimin-
taa Russel & Norvig (2016) lahestyvat niin sanotun rationaalisen agentin kautta. (ratio-
naalisesta agentista l16ytyy lahteitd). Tassa merkityksessa agentilla tarkoitetaan yksin-
kertaisesti vain jotain, joka tekee jotakin, kuten toimii itsenaisesti, havaitsevat ymparis-
tdansa seka soputuvat muutoksiin ja luovat tavoitteita. Rationaalisella agentilla tarkoite-
taan puolestaan agenttia, joka toimii parhaan lopputuloksen saavuttamiseksi tai epa-

varmassa tilanteessa parhaan odotetun lopputuloksen saavuttamiseksi.

Rationaalisessa ajattelussa ajattelun lakeihin (eng. laws of thought) pohjautuvassa la-
hestymistavassa tekoalyssa korostetaan oikeita johtopaatoksia. Oikeiden johtopaatds-
ten tekeminen on joskus myds osa rationaalisen agentin toimintaa, koska rationaali-
seen toimintatapaan kuuluu kyky loogisesti perustella, etta tietyn toiminnon suorittami-
nen johtaa tietyn tuloksen saavuttamiseen ja siten toteuttaa tdma toiminto. Toisaalta oi-
kea paattely ei ole pelkastaan rationaalisuutta; joissain tilanteissa ei ole todistetusti oi-
keaa tapaa toimia, mutta jotain on silti tehtdva. On myds tapoja toimia rationaalisesti
ilman, etta se sisaltaa harkintaa ja paattelya. Rationaalisen agentin Iahestymistavalla
on kaksi hydtya verrattuna muihin [&hestymistapoihin. Ensinndkin se on yleisempi kuin
ajattelun lakeihin perustuva l&hestymistapa, koska oikea paattely on vain yksi useista
mahdollisista keinoista rationaalisuuden saavuttamiseksi. Toiseksi se soveltuu parem-
min tieteelliseen kehitykseen kuin ihmisten kayttaytymiseen ja ajatteluun pohjautuvat

lahestymistavat. (Russel & Norvig, 2016)

Tekoaly voidaan jakaa myds niin sanottuun heikkoon ja vahvaan tekoalyyn. Siukonen
ja Neitaanmaki (2019) mukaan heikko tekoalyn toiminta perustuu alykkaisiin ja taita-
vasti toimiviin algoritmeihin, jolloin koneoppimiseen perustuvat tietokoneohjelmistot ky-
kenevat toimivaan ilman ymmarrysta tehtavasta asiasta. IBM:n (2020) mukaan esimer-
kiksi shakkiohjelma, joka perustaa siirtonsa valmiisiin kaskyihin on heikkoa tekoalya,
silla se kykene arvioimaan ja muokkaamaan siirtojansa itsenaisesti pelin edetessa,
vaan tekee siirrot valmiin algoritmin mukaisesti. Jos shakkiohjelma kykenisi opetta-
maan itse itseansa ja kykenisi toimimaan ihmisen tavoin, olisi kyseessa vahva tekoaly.
Vahvan tekoalyn tavoitteena on luoda alykkaita koneita, joita ei voi erottaa ihmismie-
lesta. Tallaisen tekoalykoneen kehittaminen on verrattavissa myos ihmiseen, silla sen
olisi opittava syotteen ja kokemusten kautta, kehittyen jatkuvasti ja parantaen kykyjaan
ajan myo6ta. Vaikka tutkijat sekd akateemisella ettd yksityisella sektorilla panostavat
vahvan tekoalyn kehittdmiseen, se on kuitenkin vield teoreettinen konsepti konkreetti-

sen todellisuuden sijaan.
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On myos kayty keskustelua siita, ettd onko vahvaa tekoalyd mahdollista edes luoda en-
nen kuin menestyksen mittareita, kuten alykkyytta ja ymmarrysta on tarkasti maaritelty.
Siukonen ja Neitaanmaki (2019) jatkavat, etta tutkijoiden tulisi pystya luomaan jotain
taysin ennenndkematdnta seka 16ytaa vastaukset erilaisiin kysymyksiin, kuten "voiko
kone olla tietoinen tilastansa” seka "voiko kone tuntea reaalimaailman ja saavuttaa olo-
tilan, jossa se madarittdd omat pyrkimyksensa ja tavoitteensa™? Vasta kun tallaiset kysy-
mykset saadaan muutettua matematiikan lainalaisuuksia noudattaen tekoalyn ymmar-

tamaan muotoon, on tuloksia mahdollista saada.

Liu (2021) mukaan heikon ja vahvan tekoalyn suhde on metaforisesti kuin lentavien ko-
neiden ja lintujen vertailu. Linnut toimivat paljon kehittyneemmin kuin nykyajan edisty-
nein lentava kone, silld ne voivat joustavasti muuttaa kayttaytymistaan, kun taas lenta-
vat koneet eivat. Inmiset saattavat ajatella, ettd on epatodennakoista eika valttama-
tonta, etta lentavat koneet kehittyisivat lintujen kaltaisiksi, jolloin samalla periaatteella
voidaan myo0s ajatella, ettd heikon tekoalyn on epatodennakoista eika valttamatonta
kasvaa vahvaksi tekoalyksi. Liu jatkaa, etta heikon tekoalyn suurin arvo piilee siing,
ettd se tarjoaa skaalautuvia, vahemman ty6ta vaativia, tarkkoja seka yleistettavia tyo-
kaluja. Vaikka heikolla tekoalylla ei ole todellista alykkyytta, se tayttda suurelta osin da-

tan kasittelyyn liittyvat tarpeet.

2.3 Koneoppiminen

Koneoppimisella tarkoitetaan tekoalysta ja tietojenkasittelytieteestd haarautuvaa alaa,
joka pyrkii datan ja algoritmien kaytolla jaljittelemaan tapaa, jolla ihmiset oppivat. Kone-
oppimisessa kaytetaan erilaisia algoritmeja, jotka oppivat iteratiivisesti datasta paran-
taakseen, kuvatakseen dataa sekd ennustaakseen tuloksia. Kun algoritmeille syote-
tdan opetusdataa, algoritmien on mahdollista tuottaa tarkempia malleja. Koneoppimis-
malli on tulos, joka syntyy, kun algoritmia opetetaan opetusdatalla. Taman jalkeen, kun
koneoppimismallille antaa syétteen, se antaa tulosteen. Esimerkiksi ennustava algo-
ritmi luo ennakoivan mallin ja kun mallille sy6ttaa dataa, saa tulosteeksi malliin syotet-

tyyn dataan perustuvan ennusteen. (Hurwitz & Kirsch, 2018)

Shalew-Shwartz & Ben-David (2014) mainitsevat kaksi eri nakdkulmaa, jolloin koneop-
pimista tarvitaan sen sijaan, etta tietokone ohjelmoitaisiin tekemaan haluttu tehtava.
Naita ovat tehtavat, jotka ovat liian monimutkaisia ohjelmoitaviksi seka tarve mukautu-
miselle. Liian monimutkaisia ovat esimerkiksi tehtavat, joita ihmiset tekevat rutiinin-
omaisesti, kuten ajaminen, puheentunnistus ja kuvien tunnistus. Kaikissa naissa tehta-

vissa huipputason koneoppimismallit saavuttavat jo varsin tarkkoja tuloksia, kun ne al-
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tistetaan riittavalle maaralle opetusdataa. Lisaksi tehtaviin, jotka ylittdvat inmisten ky-
vyn, voi koneoppiminen tarjota lisdhyotya. Tallaisia ovat muun muassa erittain suurten
ja monimutkaisten datakokoelmien analysointi, kuten esimerkiksi tahtitieteeseen, 1aake-
tieteeseen ja hakukoneisiin liittyva massadata, jotka ovat ihmisille mahdottomia ymmar-
tad. Toinen nakokulma on tarve mukautuvuudelle. Yksi ohjelmoitujen tyokalujen rajoit-
tava ominaisuus on niiden jaykkyys — kun ohjelma on koodattu ja asennettu, se pysyy
ennallaan. Monet tehtavat kuitenkin muuttuvat ajan myo6ta tai niiden kayttajat vaihtuvat.

Tekoaly

Koneoppiminen

Luonnollisen
kielen kasittely
(NLP)
Ohjattu Ohjaamaton Vahvistus- Syva-
oppiminen oppiminen oppiminen oppiminen

Kuva 2: Tekoélyn kokonaisuus (Mukaillen Hurwitz & Kirsch, 2018)

Koneoppimiseen perustuvat ohjelmat, jotka mukautuvat annetun sydtteen perusteella,
tarjoavat keinoja tallaisten ongelmien ratkaisemiseen. Esimerkiksi sovellus, joka tunnis-
taa roskaposteja, mutta joka myos kykenee mukautumaan roskapostin luonteen muu-
toksiin. (Shalew-Shwartz & Ben-David, 2014)

Koneoppimisen yhteydessa puhutaan usein muun muassa tekoalysta ja syvaoppimi-
sesta. Kuvasta 2 ndhdaan, ettd koneoppiminen on osa isompaa tekoalyn kokonai-
suutta, joka voidaan ymmartaa laajimpana tapana kuvata ajatteluun kykenevia jarjes-
telmid. Koneoppiminen on yksi neljasta tekodlyn osajoukosta ja itse koneoppimisen alle
kuuluvia joukkoja ovat ohjattu oppiminen (eng. supervised learning), ohjaamaton oppi-
nen (eng. unsupervised learning), vahvistusoppiminen (eng. reinforcement learning)
seka syvaoppiminen (eng. deep learning) seka siihen liittyvat neuroverkot. (Hurwitz &
Kirsch, 2018)

Ohjatulla oppimisella tarkoitetaan oppimista, jossa kaytetaan sellaisia datasetteja algo-
ritmien opettamiseen, joissa muuttujien arvot ovat tiedossa (eng. labeled data). Ohjatun
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oppimisen tarkoituksena on |0ytaa datasta malleja, joita voidaan hyodyntaa analytiikka-
prosessissa. Esimerkiksi datasetti voi sisaltda miljoonia eldinkuvia, jolloin ohjatussa op-
pimisessa on keskeista, etta datasetissd myds kerrotaan mika elain kuvassa on. Nain
ollen algoritmi kykenee tunnistamaan toistuvia piirteita jokaisesta elaimesta ja luomaan
koneoppimismallin, joka pystyy siten kertomaan mika elain on kyseessa. Tallaisessa
kuvantunnistuksessa on kyse luokittelusta (eng. classification), mutta myds regressio-
mallit ovat hyvin suosittuja. Naita kaytetaan, kun muuttujien arvot ovat jatkuvia, jolloin
datasta voidaan luoda ennustemalleja. (Hurwitz & Kirsch, 2018) Lineaarinen regressio-
analyysi on esimerkiksi paljon kaytetty ja yksinkertainen toteuttaa. Ohjaamattomassa
oppimisessa on kyse puolestaan siita, ettd dataa ei ole "otsikoitu” (eng. unlabeled
data). Edelliseen esimerkkiin viitaten, malli ei siis voi mitenkaan tietaa, mika elain on
kyseess3, silla opetusdatassa ei ole tietoa mahdollisista eldaimista. Sen sijaan, malli voi
jakaa datan eri joukkoihin, jolloin puhutaan klusteroinnista, joka on ohjaamattoman op-

pimisen yleisimpid metodeja.

Vahvistusoppiminen on kayttaytymiseen perustuva oppimismalli, jossa algoritmi saa
palautetta suorituksen aikana ja oppii siitd. Vahvistusoppiminen eroaa muista ohjatun
oppimisen menetelmista siten, ettei sitd kouluteta harjoitusdatalla, vaan malli oppii niin
sanotusti yrityksen ja erehdyksen kautta. Siten sarja onnistuneita paatoksia johtaa pro-
sessin "vahvistukseen”, koska se ratkaisee ongelman parhaiten. Vahvistusoppimista
kaytetaan paljon muuan muassa robotiikassa. Esimerkiksi robottien opettamisessa kul-
kemaan rappusia dataa saadetaan onnistumisten ja epaonnistumisten myoéta niin
kauan, etta robotti kykenee kulkemaan rappusia. Syvaoppiminen on erityinen koneop-
pimismenetelma, joka hyddyntaa neuroverkkoja oppiakseen datasta iteratiivisesti ker-
roksittain. Erityisesti mallien luomiseen strukturoimattomasta datasta neuroverkot ovat
hyddyllisia. Syvaoppiminen on suunniteltu jaljittelemaan ihmisaivojen toimintaa, jotta
tietokoneet voidaan opettaa kasittelemaan abstraktioita sekd huonosti maariteltyja on-
gelmia. Neuroverkkoja ja syvaoppimista kaytetdankin usein kuvan- ja puheentunnistuk-
sessa seka konenakosovelluksissa. Vaikka syvaoppiminen on hyvin samanlaista kuin
perinteiset neuroverkot, kaytetdan syvaoppimisessa enemman piilotettuja kerroksia.
Mita monimutkaisempi ongelma, sitd enemman piilotettuja kerroksia mallissa on. (Hur-
witz & Kirsch, 2018)

Kuten edelld on mainittu, erilaiset algoritmit ovat keskeinen osa koneoppimista ja reg-
ressio- seka luokittelualgoritmit ovat yleisesti kaytettyja. Sarker (2021) mainitsee
suosituimmiksi luokittelualgoritmeiksi muun muassa Naive Bayes- (NB), Linear Discri-
minant Analysis- (LDA), Logistic Regression- (LR), K-nearest neighbors- (KNN), Sup-
port Vector Machines- (SVM), Decision tree- (DT) sekd Random forest- (RF) algoritmit.
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Sarker (2021) listaa suosituimmiksi regressioalgoritmeiksi muun muassa lineaarisen
regression ja polynomisen regression. Hdnen mukaansa regressioanalyysi sisaltaa
useita koneoppimismenetelmia, joiden avulla voidaan ennustaa jatkuva tulosmuuttuja
yhden tai useamman ennustajamuuttujan perusteella. Merkittavin ero luokittelun ja reg-
ression valilla onkin se, etta luokittelija ennustaa erilaiset erilliset luokat, kun taas reg-
ressiomalli perustuu jatkuvan muuttujan ennustamiseen. Lineaarista regressiota voi-
daan pitaa yhtena suosituimmista koneoppimisalgoritmeista. Siina ennustettava muut-
tuja on jatkuva ja riippumattomat muuttujat voivat olla joko jatkuvia tai diskreetteja ja
regressioviivan muoto on lineaarinen. Polynominen regressio eroaa lineaarisesta reg-
ressiosta siten, etta riippumattoman muuttujan ja ennustettavan muuttujan suhde ei ole

lineaarinen. (Sarker, 2021)

Monet algoritmit, kuten esimerkiksi Random forest, toimivat niin regressioanalyysissa
kuin myds luokittelussa. Tassa tydssa kaytettdvan selitteen pohjana kaytetdan Random
forest -regressioalgoritmiin perustuvaa koneoppimismallia laivojen nopeuden ennusta-
miseen. Random forest on paatéspuihin pohjautuva ohjatun oppimisen malli. Paatos-
puu (eng. Decision tree) on malli, joka muistuttaa normaalia hierarkkista paatdsproses-
sia. Useimmiten paatdspuissa kaytetdan niin sanottua binaarista paatoksentekoa, jol-
loin jokaisessa paatdksessa on vain kaksi vaihtoehtoa, kuten onko arvo alle vai yli tie-
tyn raja-arvon (eng. threshold). Tallainen I&hestymistapa on usein yksinkertaisin seka
mallin opettamisen kannalta intuitiivisin, koska jokainen paatds vahentaa jopa puolella
muita mahdollisia tapauksia. Lisaksi pdatéspuiden etuna on niiden tulkittavuus, silla
puut voidaan muuttaa niin sanotuiksi ”jos-niin”-sdannoiksi, jotka ovat helposti ymmar-
rettavia. Tasta syysta paatdspuut ovat suosittuja ja kaytetympia kuin menetelmat, jotka

ovat tarkempia, mutta vaikeammin tulkittavia. (Alpaydin, 2014; Bonaccorso, 2018)

Hastie et al. (2009) mukaan paatéspuiden epatarkkuus on kuitenkin yksi aspekti, joka
estaa niitd olemasta ideaali valinta ennustamiseen. Paatdspuut harvoin kykenevat tark-
kuuteen, mita laadukas data mahdollistaisi. Erilaisilla tehostamiskeinoilla, kuten Ada-
Boostilla, on mahdollista parantaa paatdspuiden tarkkuutta, mutta se vaikuttaa muun
muassa mallin nopeuteen seka tulkittavuuteen. Random forest -algoritmi on usein tar-
kempi vaihtoehto paatdspuille, silla Random forest:in pohjana toimivat paatéspuut. Pe-
rusajatuksena on siis yhdistaa satoja tai jopa tuhansia yksittaisia paatdspuita yhteen
malliin. Yksittaiset paatdospuut eivat siis ole valttdmatta kovin tarkkoja, mutta yhdistele-
malla useita satunnaisia paatdspuita paastadan lahemmaksi keskiarvotulosta. Yksi kes-
keinen Random forest -algoritmiin liittyva termi onkin Bootstrap-aggregointi, jolla tarkoi-

tetaan tekniikkaa, jossa keskiarvoitetaan useampi malli varianssin pienentamiseksi ja
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ylisovittamisen (eng. overfitting) riskin vahentamiseksi. Bootstrap-aggregointi toimii eri-
tyisen hyvin paatoéspuihin, silld ne ovat yleisesti ottaen "sardisia” (eng. noisy) Lisaksi
bootstrap-aggregoinnissa jokainen luotu puu on jakautunut identtisesti, jolloin jokaisen
n maaran paatéspuiden keskiarvon odotusarvo on sama kuin minka tahansa yksittai-
sen puun. Tama tarkoittaa, ettéd bootstrap-aggregoitujen puiden harha (eng. bias) on

siten sama kuin yksittaisten bootstrap-puiden. (Hastie et al., 2009)

2.4 Tekoaly laivaliikenteessa

Teknologian hyédyntaminen laivaliikenteessa mahdollistaa entistd parempaa ennakoin-
tikykya seka toiminnan tehostamista. Tallaiset toteutukset ovat sisaltdneet muun mu-
assa reaaliaikaista analytiikkaa, parannettua aikataulusta sekd automatisoituja proses-
seja (DeChant, 2019). Leong (2019) haastatteleman tekoalyasiantuntija Terry Singhin
mukaan merenkulkuala on ollut aina hidas uuden ja nousevan teknologian kayttoon-
otossa, mutta tekoaly on voi olla mahdollisuus, joka tulisi huomioida vakavasti. Merilii-
kenteen toiminnot ovat nykyaan optimoitu hyvin tehokkaasti, mutta Singhin mukaan toi-
mintoja on vield mahdollista tehostaa. Tallaisia ovat muun muassa erilaiset tark-
kuusoperaatiot, joissa hydédynnetaan esimerkiksi maantieteellistd dataa tarkkojen saa-
pumis- ja lahtdaikojen ennustamiseen, laivojen reitityksen ja uudelleenreitityksen hie-
nosaatoon tai polttoaineen kulutuksen mallintamiseen. Lisaksi myds turvallisuus on
alue, jossa onnettomuuksia ja tapaturmia voidaan vahentda koneoppimista hyédynta-

malla.

DeChant (2019) mainitsee viisi esimerkkia tekoalyn eduista laivaliikenteessa, joita ovat
kehittynyt analytiikka, automatisointi, parantunut turvallisuus, reittioptimointi seka suori-
tuskyvyn ennustaminen. Kehittyneen analytiikan avulla eri tietolahteistd on mahdollista
saada arvokasta liiketoimintatietoa, joka auttaa varmistamaan, ettd paatdkset perustu-
vat dataan ja datalla todistettuihin menetelmiin. Automaatiolla on merkityksensa meren-
kulussa ja koneoppimiskyvykkyydet auttavat muun muassa historiadatan prosessoin-
nissa erilaisten sdanndllisten mallien 16ytdmiseksi ja tunnistamaan ongelmat ennen
kuin ne tapahtuvat. Tekoalyn avulla voidaan vahentaa onnettomuuksia seka tunnistaa
uhkia ja muuta epailyttdvaa toimintaa. Reittien optimoinnissa voidaan rakentaa tekoaly-
malleja tehokkaimman reitin maarittamiseksi polttoaineenkulutus ja saaolosuhteet huo-
mioiden sekd maarittaa paras kurssi sopivalla nopeudella. Suorituskyvyn ennustami-
sessa voidaan esimerkiksi tutkia nopeuden ja tehon valistd suhdetta vedenalaisen lian
aiheuttaman suorituskyvyn muutoksen ennustamiseksi, jolloin historiadataa voidaan

hyodyntaa ymmartamaan, kuinka nopeasi laivojen suorituskyky heikkenee.
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Tekoalyn hyédyntdminen on myds mahdollistamassa alusten autonomisen kulkemisen.
Sivadas, A & Samuel, A. (2019) mukaan on jo kehitetty autonomisia aluksia, jotka ky-
kenevat kulkemaan satamasta satamaan ja omaan terminaaliinsa ilman ihmisen oh-
jausta. MacKinnon et al. (2020) lisaavat, etta automaatio, joka on luotu paatdéksenteon
tueksi, mahdollistaa positiivista kehitysta niin tydomaarassa, tormaysriskeissa kuin ylei-
sessa turvallisuudessa. Ongelmana kuitenkin usein on, etta tallaisia teknologioita ote-
taan kayttdon ilman, etta kiinnitetdan tarpeeksi huomiota kayttajien kouluttamiseen, te-
koalyn luotettavuuteen ja turvallisuuteen seka teknologian valmiuteen. MacKinnon et
al. (2020) mainitsevat, ettd merenkulkualalla automaation maaran nousua varten on
varauduttava koneoppimisen lisaksi myos teknologian standardisointiin seka regulaati-
oihin. Koska tekoaly- ja automaatioratkaisut tulevat kehittymaan eri teknologian tarjo-
ajilta, niiden standardisoinnissa ja reguloinnissa seka kaytdssa navigoinnissa tulee to-
dennakdisesti olemaan valvontaa. Teknisten kysymysten lisdksi myds filosofisia ja eet-
tisia asioita pitaisi kasitelld. Voivatko esimerkiksi koneet saavuttaa ihmisen alykkyyden
tason, joka riittda taysin miehittdmattdmiin, autonomisiin jarjestelmiin? Autonomiset jar-
jestelmat ovat kuitenkin vain yksi tekoalyn osa-alue laivalilkkenteessa ja erilaisia teko-

alyn hyédyntamistapoja on lopulta monia.

2.5 Nykyisia talvimerenkulun ennustemalleja

Talvimerenkulussa jaa on keskeinen muuttuja, joka erottaa sen normaalista merenku-
lusta ja luo haasteita tekoalyratkaisujen kehittdmiseen. Prithvi et al. (2021) mukaan ark-
tisilla alueilla esimerkiksi nopeuden ennustaminen on edelleen haasteellista, kun ote-
taan huomioon nopeasti muuttuvat jaatilanteet ja talvimerenkulun erityispiirteet. Esi-
merkiksi konvoissa johtavan jaanmurtajan kapteeni maarittdad nopeuden, alusten vali-
sen etdisyyden tai moottoritilan riippuen jaatilanteesta ja alusten jaaluokasta. Téman
vuoksi nopeuden ennustamisen ongelma voi liittya yksittdisen aluksen sijaan useam-

man aluksen kokonaisuuteen.

Tekoalyn hyodyntamisesta talvimerenkulussa on nykyaan olemassa tutkimuksia ja eri-
tyisesti nopeuden ennustamiseen jadolosuhteissa liittyvaa tutkimusta on tehty. Lehtola
et al. (2019) mukaan aluksen nopeutta ja suorituskykya jadolosuhteissa voidaan mallin-
taa joko semiempiiristen tai dataan perustuvien mallien avulla. Semiempiiriset mallit pe-
rustuvat jaan eri vastustuskomponenttien analyyttisen jakautumiseen ja simulaatioiden
avulla mallinnettuun jadkuormien vaikutukseen aluksen runkoon, jolloin jdan aiheut-
tama kokonaisvastus voidaan maarittaa ja yhdistettyna tyéntévoimaan on mahdollista

arvioida aluksen nopeus. Dataan perustuvat mallit eivat huomioi alusten ja jaiden fyysi-



20

sia vuorovaikutuksia, vaan pyrkivat Iahinna jaljittelemaan riippuvuuksia aluksen nopeu-
den ja/tai todennakodisyyden valilla, etta alus jaa kiinni jadhan eika kykene liikkumaan.
Tata varten kaytetaan yleensa AlS-datasta saatavia nopeustietoja seka alusten mit-
tauslaitteista tai jadennusteista saatavia jaatietoja. Montewka et al. (2014) mukaan se-
miempiiristen mallien ongelma on se, etteivat ne huomioi jagolosuhteiden yhteisvaiku-
tusta laivan nopeuteen seka jattavat pois jaanpuristuksen vaikutuksen. Jaanpuristus
yhdessa jaavallien kanssa voi rajoittaa merkittavasti alusten liikkumiskykyja ja jopa py-

sayttaa, vaikka jadolosuhteet olisivat muuten aluksen jaaluokan rajoissa.

Montewka et al. (2014) ovat |ahestyneet nopeuden ja jadhan juuttumisen ennustamista
kayttamalla dataperusteisia malleja, jotka huomioivat jddn ominaisuuksien, kuten tasai-
sen jaan paksuuden ja konsentraation, jaavallien seka jaalauttojen, yhteisvaikutuksen.
Mallien luomiseen kaytettiin AlS-dataa seka Suomen limatieteenlaitoksen HELMI-jaa-
ennustemallia ja laivan suorituskyvyn seka jadolosuhteiden valisen suhteen maaritte-
lyyn Bayes-verkkoja. Mallien avulla paastiin keskimaarin 80% tarkkuuteen aluksen no-
peuden ennustamisessa seka keskimaarin 90% tarkkuuteen jddhan jumittumisen en-
nustamisessa. Kyseiset mallit ovat kuitenkin patevia vain tietynlaiselle alukselle ja kay-
tetylle HELMI-jaamallille seka tuloksia voidaan tulkita vain mallien luomiseen kaytetyn
jadolosuhteiden rajoissa, joka tassa kuvastaa pohjoisen Itdmeren ankaria jddolosuh-

teita.

Hakola (2020) on tydssansa tutkinut ja tehnyt talvimerenkulun mallinnusta I&hestyen
sitda meren, aluksen kulkemisen, reitin ja nopeuden mallintamisella seka kehittanyt mal-
lit reitin ja merilikenteen ennustamiselle. Meren mallinnus toimii pohjana alusten liikkku-
misen mallintamiselle, jolloin valittu merialue on jaettu yhta suuriin, 2,5km x 2,5km tai
5km x 5km kokoisiin alueisiin riippuen halutusta tarkkuudesta. Reitin mallinnuksessa
pyritaan loytamaan aluksen tyypillisia likkumismalleja, jolloin reitin mallinnus tapahtuu
laskemalla todennakadisyys siirtya toiselta alueelta toiselle. Taman jalkeen on mahdol-
lista mallintaa nopeus, jota kaytetdan aluksen paikan seka reitin ennustamisessa. No-
peuden mallintamisessa lasketaan aluksen keskiarvonopeus jokaisessa solmukoh-
dassa. Mallintamisten jalkeen voitiin tehda reitin ja liikenteen ennustaminen. Nopeuden
ennustamiseen kaytettiin A*-algoritmia, joka on laskennallisesti tehokkaampi verrattuna
muihin lyhyimman polun algoritmeihin. Normaaliin, ilman jaita tapahtuvaan merenkul-
kuun verrattuna talvimerenkulussa reitin ennustaminen on selkeasti tarkempaa, silla
jddnmurtajien maarittamat reitit (eng. dirway) maarittavat hyvin pitkalti alusten mahdolli-
sen kulkureitin. Lisaksi pohjoisemmassa, jossa jaa on paksumpaa, on reittien ennus-
teet tarkempia. (Hakola 2020)
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Ennustemalleja talvimerenkulkuun liittyen on tehty useita, joten tdssa tydssa ei ole tar-

koituksena kasitella naita kaikkia. Alla esitettyyn taulukkoon 3 on kuitenkin koottu lis-

taus tutkimuksista, joissa kasitellaan talvimerenkulun ennustemalleja.

Kehittaja(t)

Montewka et al.

Hakola, V.

Rao et al.

Simila, M. & Lensu, M.

Vanhatalo et al.

Milakovi¢ et al.

Loptien, U. & Axell, L.

Ennustemalli

Aluksen suorituskyvyn en-

nustaminen

Reitin ja meriliikenteen en-

nustaminen

Aluksen nopeuden ennusta-

minen

Aluksen nopeuden ennusta-

minen

Aluksen jaihin juuttumisen

ennustaminen

Aluksen nopeuden ennusta-

minen

Aluksen nopeuden ja jaan

ennustaminen

Tutkimus

Towards probabilistic models for the predic-

tion of a ship performance in dynamic ice

Predicting Marine Traffic in the Ice-Covered

Baltic Sea

Predicting vessel speed in the Arctic without
knowing ice conditions using AlS data and

decision trees

Estimating the Speed of Ice-Going Ships by
Integrating SAR Imagery and Ship Data from

an Automatic Identification System

Probability of a ship becoming beset in ice
along the Northern Sea Route — A Bayesian

analysis of real-life data

A machine learning-based method for simula-
tion of ship speed profile in a complex ice
field

Ice and AlS: ship speed data and sea ice

forecasts in the Baltic Sea

Taulu 3: Nykyisié talvimerenkulun ennustemalleja



22

3. SELITETTAVA TEKOALY

Jos joutuisit vastuuseen koneen tekeméstg paéatoksestéa, jolla olisi merkittévié taloudel-
lisia, turvallisuuteen vaikuttuvia tai muita merkittavia seurauksia, luottaisitko sokeasti

tdhén koneen tekemé&éan paéatékseen? (Doran et al. 2017)

Yksi tekoalyyn liittyva keskeinen kysymys on, etta miten tekoalyjarjestelmat ja niiden
tekemat paatokset voidaan pitda vastuullisina. Doran et al. (2017) mukaan koneen te-
keman merkittavan ja eettisen paatoksen hyvaksymista varten tulisi henkildlla olla sy-
vallisempaa ymmarrysta jarjestelman paatoksenteon perusteista sen sijaan, etta paa-
toksiin luotettaisiin sokeasti. Jotta taydellinen luotettavuus seka eettiset ja moraaliset
standardit voitaisiin saavuttaa, ovat tekoalypaatdsten selitteet tarpeellisia. Tekoalyn tu-
lisikin tarjota tulosten lisaksi myos ihmisen ymmartava selite, joka ilmaisee perusteet
tuloksille, jolloin esimerkiksi analyytikot voivat selitteeseen perustuen arvioida, etta pe-
rustuuko paatds rationaalisiin argumentteihin tai ovatko paatdkset ristiriidassa etiikan

tai lakien kanssa.

Tekoalyn selitettdvyys on noussut aktiivisen tutkimuksen aiheeksi, silla kayttajien ko-
kema turvallisuuden ja luottamuksen tarve on kasvanut automatisoidun paatdéksenteon
myota. Automatisoidun paatoksenteon soveltamisessa, kuten autonomisessa ajami-
sessa, laaketieteellisissa diagnooseissa tai pankki- ja rahoitustoiminnassa kysymykset
kuten miksi ja miten ovat hyvin keskeista ymmartaa. Vaikka tekoalyn selitettavyyteen
on viime vuosina kiinnitetty paljon huomiota, sen juuret ulottuvat vuosikymmenien
taakse, jolloin tekodlyjarjestelmien sijaan niitd kutsuttiin asiantuntijajarjestelmiksi (eng.
expert system). Sittemmin tekoalyn selitettdvyyden maarittelya, ymmartamista seka to-
teutusta on tutkittu monilla eri aihealueilla, kuten asiantuntijajarjestelmissa, koneoppi-

misessa ja suosittelujarjestelmissa. (Confalonieri et al. 2019)

Kyky antaa selitys sille, ettd miksi jokin tietty paatos on tehty, on yksi nykyisten tekoaly-
jarjestelmien toivottava ominaisuus. Selitykset auttavat kayttajia ymmartamaan, yllapi-
tamaan seka kayttamaan niita tehokkaasti. Selitteiden tulisi myés muun muassa pystya
auttamaan kayttajaa mallien testauksessa virheellisten johtopaatésten valttamiseksi.
Tekoalyn yhteydessa puhutaan myés niin sanotun mustan laatikon ongelmasta (eng.
Black box problem), jolla tarkoitetaan tekoalyjarjestelmia, joiden algoritmit ja toiminnot
eivat ole 1apinakyvia sen kayttajaryhmalle. Jos algoritmeja ei pystyta selittdmaan, ei
niitd vastaan voida argumentoida, parantaa niita eikd oppia niista. Tahan ongelmaan

selitettava tekoaly pyrkii vastaamaan. (Confalonieri et al. 2019; Gerlings et al. 2021)
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Seuraavissa alaluvuissa kaydaan lapi tarkemmin, miksi tekoalyn selitettavyytta tarvi-
taan, erilaisia selitettdvyyden tasoja seka millaisia eri selitteitd on yleisesti kaytdssa. Li-
saksi perehdytaan itse teknologioihin, ettd miten tekodalyselitteitd voidaan luoda seka

mita haasteita liittyy yleisesti ottaen selitettavaan tekoalyyn.

3.1 Miksi selitettavyytta tarvitaan?

Gerlings et al. (2021) mukaan tekoalyn selitettdvyyden tarvetta voidaan perustella

muun muassa seuraavilla eri hyodyilla

e Luottamuksen, lapinakyvyyden ja ymmarryksen luonti

¢ Regulaatioiden ja lakien noudattamisen varmistaminen

e Sosiaalisen vastuun, oikeudenmukaisuuden ja riskien huomioiminen
e Vastuullisten, luotettavien seka jarkevien mallien luonti

e Mallien vinoumien ja vaarinkasitysten minimointi

e Mallien validointi ja tekoalyselitteiden vahvistaminen.

Gerlings et al. (2021) jatkavat, etta luottamuksen luonti on selitettdvan tekoalyn keskei-
simpia ajureita ja liittyy vahvasti myos tekoalyn lapinakyvyyteen. Asiaa voidaan lahes-
tya kahdelta eri toisiaan tayttavalla lahestymistavalla: 1) Selitettdvyys ymmarretaan si-
ten, kuinka hyvin ihminen ymmartaa selityksen tietyssa kontekstissa ja 2) ennusteen
(paatoksen) selitys ihmisille (kohdeyleisdlle). Tarkoittaen, ettad usein tekniset xAl-lahes-
tymistavat pyrkivat saamaan tietoa esimerkiksi mallin muuttujien tarkeydesta (eng. fea-
ture importance) tai herkkyysanalyysilla (eng. sensitivy analysis) luodakseen lapinaky-
vyytta. Tallaiset Iahestymistavat ja viitekehykset perustuvat pagosin lapinakyvyyden ka-
sitykseen ja voivat parantaa ymmarrysta ja siten lisata luottamusta — tai painvastaisesti
vahentaa luottamusta johtuen mustan laatikon ongelmasta. Liséksi Gerlings et al.
(2021) mainitsevat mallien sosioteknisen nakékulman. Yha harvemmin ymmarretaan
huomioida eri sidosryhmien tarve sosioteknisille selitteille ja ihmisten seka tietokonei-
den valisen vuorovaikutuksen dilemma (eng. HCI-dilemma) seka kehittajien kehittajille
luomien selitteiden aiheuttamat riskit. Kehittajien tai datan parissa toimivien teknisten

henkildiden tuottamat XAl-selitteet eivat siten valttamatta ratkaise luottamuskysymysta,
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joten tekoalyn selitettavyyden kannalta olisi tarkeda keskittyd yha enemman myds ih-
misten ymmartavyyteen ja tulkittavuuteen, eikd ainoastaan lapinakyvyyden tuottami-

seen.

Uusien regulaatioiden ja GDPR-lakien avulla on mahdollista saada tekoalyn selitetta-
vyys nostettua yksittaisten sidosryhmien lisaksi koskemaan myds koko yhteiskuntaa.
Tama edellyttaa, ettd ammatinharjoittajat seka teollisuus lisaavat investointeja "la-
pinakymattdmien” mallien selittdmiseen. GDPR-regulaatio ja ihmisten ymmarrys vaatia
selitettavyytta ovat herattaneet niin tutkijat kuin teollisuuden suuntautumaan yha enem-
man kohti selitettavaa tekoalya. Lisaksi tutkijat ovat puhuneet itse xAl:n saantelysta tai
erilaisten standardimallien kayttdonotosta, jolla voitaisiin varmistaa xAl:n vastuullinen
kaytto ja pyrittaisiin valttdmaan "suostuttelevien” mallien luominen selitettdvien mallien

sijasta. (Gerlings et al. 2021)

Kolmas Gerlings et al. (2021) mainitsema syy selitettdvyyden tarpeelle on sosiaalisen
vastuun, oikeudenmukaisuuden seka riskien huomioiminen. Erityisesti terveydenhuol-
lossa ja kliinisessa seka oikeudellisessa tydssa riskit ja vastuu ovat suuri huolenaihe,
silla ne voivat koskea ihmishenkia eivatka vain kustannus-hyotyanalyyseja. Riskeja voi-
daan vahentaa, kun vastuu annetaan yksittaiselle ammattilaiselle. Tdman vuoksi on ke-
hitetty ajatusmalleja asiantuntijapaattelylle, jotta erilaisten koneoppimismallien ja syvien
neuroverkkojen taustat ymmarretdan paremmin. Muun muassa lapinakymattémien
mallien syrjinta paatoksenteossa on herattanyt keskustelua mallien oikeudenmukaisuu-
desta seka mallien rakenteiden syvemmasta ymmartamisesta. Yksi selitettavan teko-
alyn tarkeimmista nadkokulmista onkin varmistaa mallien oikeudenmukaisuus ja puolu-

eettomuus auditoimalla ja luomalla todisteita niiden oikeellisuudesta.

Tekoalymallien vinoumat (eng. bias) ovat Gerlings et al. (2021) mukaan yksi selittava
tekija selitettavan tekoalyn kasvuun. Esimerkiksi tiedotusvalineiden uutiset tekoalymal-
leja kohtaan, jotka suoriutuvat ihmisia heikommin eri tehtavista, kuten tydnhakijoiden
suodattamisesta pois palkkausprosesseissa, ovat nostaneet ennakkoluuloja tekoalya
kohden ja siksi selitettavyys on noussut tarkeaksi tekijaksi. Varsinkin neuroverkoista ja
niiden harjoitusdatasta puhuttaessa vinoumilla on suuri merkitys mallin kelpoisuuteen.
Jos neuroverkko luotaisiin moottoriajoneuvoja tunnistamista varten, mutta harjoitusdata
sisaltaisi paaosin pelkkia autoja, tunnistaisi malli autoja todennakdisesti hyvin, mutta
muita ajoneuvoja huonosti. Talldin puhuttaisiin vinoutuneesta datasta, joka johtaa myos
vinoutuneeseen malliin. Selitettava tekoaly parantaa mallien lapinakyvyytta ja taten

mahdollistaa my0s edella esitetyn kaltaisten vinoumien huomaamisen.
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Adadi & Berrada (2018) perustelevat selitettavan tekoalyn tarvetta samoin perustein
kuin edella esitetty: perustelemisen, kontrollin, kehittymisen seka uusien asioiden 10yta-
misen vuoksi. Kun puhutaan paatosten selittdmisesta, tarkoitetaan silla yleensa syiden
tai perustelujen tarvetta saadulle tulokselle, eikd paatdksentekoprosessin sisaisen toi-
minnan tai paattelyn logiikan kuvausta. XAl-jarjestelmien kaytto tarjoaa tarvittavat kei-
not naiden tulosten perustelemiseksi, varsinkin kun tehddan odotusten vastaisia paa-
toksia. Jarjestelmat myos varmistavat, etta on olemassa oikeudenmukaisesti seka eet-
tisesti auditoitavia ja todistettavissa olevia tapoja puolustaa algoritmien tekemid paatok-

sia, joka parantaa luottamusta. (Adadi & Berrada, 2018)

Paatosten perustelemisen lisaksi tekoalyn selitettavyys voi myos auttaa estamaan asi-
oita menemasta pieleen ja siten tehostamaan kontrollia. Jarjestelman kayttaytymisen
ymmartdminen mahdollistaa tuntemattomien haavoittuvuuksien ja puutteiden parem-
man nakyvyyden seka auttaa tunnistamaan ja korjaamaan virheet nopeasti. Selitetta-
vyys on lisaksi keino kehittda ja parantaa malleja jatkuvasti, koska mallia, jota pysty-
taan selittamaan ja ymmartamaan, on helpompi myods parantaa. Kun kayttajat tietavat
miksi jarjestelma tuottaa saatuja tuloksia, on siitd mahdollista kehittaa alykkaammaksi.
Voidaan siis sanoa, etta selitettdva tekodaly voi olla perustana tekoalyn jatkuvalle iteraa-
tiolle ja kehittymiselle. Selitteiden avulla on myds mahdollista oppia uusia asioita, ke-
rata tietoa seka siten luoda uudenlaista ymmarrysta. Esimerkiksi, jos peleissa ihmistd
alykkaampi tekoaly pystyisi selittamaan oppimansa pelistrategiansa, voisi se mahdollis-

taa uudenlaisen tietdamyksen syntymisen. (Adadi & Berrada, 2018)

3.2 Tekoalyn selitettavyyden tasot

Selitettava tekoaly (XAl) on laaja kasite ja eri sidosryhmat voivat ymmartaa tekoalyn
selitettavyyden tarpeen eri tavoin, minka vuoksi tassa tyossa tarkastellaan selitettavaa
tekodlya eri tasoista. Kirjallisuudessa kaytetaan erilaisia selitettdvyyden tasoja sidos-
ryhmille, eika yhta oikeaa tapaa jakaa naita ole, mutta tassa tyossa tutkitaan asiaa
Preece et al. (2018) ja Hong et al. (2020) esittamien selitettavan tekoalyn sidosryhmien

pohjalta, joita ovat kehittdjat, teoreetikot ja asiantuntijat, eetikot seka kayttajat.
3.2.1 Kehittijat

Kehittgjilla viitataan niihin henkilihin, jotka ovat tekemisissa tekoalyratkaisujen raken-
tamisen kanssa. Monet tahan tasoon liittyvista henkilista tydoskentelevat esimerkiksi

teollisuudessa tai julkisella sektorilla ja luovat tekoalyratkaisuja monista eri syista, ku-
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ten auttaakseen heitd omassa tyossansa. Kehittajayhteisossa kaytetaan selitettavyy-
den lisdksi myds tulkittavuuden (eng. interpretability) termia ja muun muassa kehittajien
yksi motiivi tekoalyn selitettdvyyden ja tulkittavuuden tarpeelle on laadunvarmistus eli
tekoalyratkaisujen testauksen, virheenkorjauksen ja arvioinnin tukeminen ja naiden rat-
kaisujen kestavyyden parantaminen. Bhatt et al. (2020) lisdavat, etta tekoalyratkaisujen
kehittajat mukaan lukien datatieteilijat ja tutkijat kehittavat koneoppimismalleja ja kayt-
tavat selitteitd mallien toiminnan ymmartamiseksi. Kehittajat voivat kayttaa selitteiden
luomiseen kehitettyja avoimen lahdekoodin kirjastoja, joista laajasti kaytettyja ovat
muun muassa LIME, SHAP, Deep Taylor Decomposition ja erilaiset vaikutusfunktiot
(eng. Influence functions) (Preece et al. 2018). Luvussa 3.4. perehdytaan syvallisem-

min teknologioihin selitteiden takana.

Hong et al. (2020) mukaan tutkimuksia, joiden tarkoituksena on empiirisesti ymmartaa,
kuinka kehittgjat kaytannossa katsoen kokevat selitettavyyteen ja tulkittavuuteen liitty-
via tehtavia seka millaisia kehittajien kaytannaot, tarpeet ja haasteet ovat asian suhteen,
on viela ollut suhteellisen vahan. Tulkittavuus liitetdan usein siihen, kuinka hyvin malli
kommunikoi paatdksensa kayttjille, mutta paljon vdhemman tiedetdan, kuinka tulkitta-
vuus ilmenee kaytanndssa tydpaikoilla, joissa kehittdjien on kommunikoitava ja koordi-
noitava tyotaan mallien seka paatoksentekotyokalujen ymparilla. Taman ongelman rat-
kaiseminen on keskeista, jotta ammatinharjoittajien kohtaamia todellisia ongelmia tulkit-

tavuuskysymyksiin liittyen pystyttaisiin tutkimaan paremmin. (Hong et al. 2020)

Hong et al. (2020) tutkimuksessa selvitettiin tulkittavuutta muun muassa koneoppimis-
mallien rakentajien tyossa. Tutkimuksessa rakentajilla viitataan henkilGihin, jotka vas-
tuussa mallien suunnittelusta, kehittdmisesta ja testauksesta seka niiden integroimi-
sesta organisaation datainfrastruktuuriin ja yleisimpia tyonimikkeita kehittajien alla tutki-
muksessa ovat datatieteilijat seka datainsindoérit. Tutkimuksen mukaan tulkittavuus on
merkittdvassa roolissa jo heti mallin suunnitteluvaiheesta I&htien ennen kuin itse mallia
on kehitetty ja mallin ominaisuuksien suunnittelu yhdessa paattajaryhman kanssa hel-
pottaa heidan luottamuksensa saamista varmennus- ja validointivaiheissa. Hong et al.
(2020) jatkavat, etta kehittajat lahestyvat ongelmaa tyypillisesti kolmen eri "tulkittavuu-
den linssin” 1api, joita ovat tapaukset, muuttujat ja mallit. Tapauslinssilla tarkoitetaan yk-
sittaisten tapausten tai pienten tapausjoukkojen tutkimista. Yksi yleinen validointistrate-
gia on luoda testitapauksia, jossa maaritetdan ja tutkitaan tapausjoukkoja, joissa mal-
lien tulisi toimia odotetulla tavalla. Tallaiset tapaukset luodaan yleensa yhdessa henki-
I6iden kanssa, joilla on syvallisempaa tietoa toimialasta seka lilkketoiminnan tarpeista.

Olennainen asia kaytettdessa testitapauksia validoinnissa on ymmartaa miten ja miksi
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malli tuottaa tietyn tulosteen testitapauksessa - varsinkin silloin, jos malli ei toimi odote-

tusti. Tahan aikaisemmin mainitut tyokalut, kuten SHAP ja LIME voivat olla avuksi.

Muuttujiin keskittyminen auttaa havaitsemaan, mitkd muuttujat ohjaavat eniten mallin
paatdksia. Muuttujien tarkeyttd analysoitaessa on kuitenkin huomioitava, etta vahiten
tarkeiden muuttujien tarkastaminen voi olla yhta tarkeaa, ellei jopa tarkedmpaa, kuin
tarkeimpien muuttujien tarkastelu. Kun tietoa muuttujien tarkeydesta jaetaan muiden
sidosryhmien kanssa, auttaa se kollektiivisesti ymmartamaan mallin kayttaytymista. Ke-
hittajien useiden eri mallien vertailu on yksi keskeisimmista vaiheista, silla mallin tulkit-
tavuus ei synny yhdestad mallista, vaan enemmankin usean mallin sarjasta, jota kehite-

tdan ja parannetaan asteittain.

3.2.2 Teoreetikot ja toimialaosaajat

Teoreettisen ajattelun tasolle kuuluvat henkilot, jotka ovat kiinnostuneita tekoalyn teo-
rian ymmartamisesta ja edistdmisestd etenkin syvien neuroverkkomallien ymparilla. Ta-
han tasoon liittyvat henkilot ovat paaosin akateemisista tai teollisuuden tutkimusyksi-
koista ja teoreetikkotaso eroaakin kehittajatasosta siten, ettéd heidan tarkein motivaati-
onsa on edistaa tekoalya entistd paremmaksi kaytannon sovellusten tekemisen sijaan.
Tavoitteena on ymmartaa tekoalyn perusominaisuuksia ja siten teoreettisella tasolla
puhutaankin enemman tulkitsevuudesta kuin selitettavyydesta. Teoreettinen taso on
vahvasti sidoksissa kehittajatason kanssa. Esimerkiksi tutkija, joka tutkii teoreettista
puolta tekoalymallin tekniikasta (teoreetikko) soveltaa myos tekniikkaa mallin luontiin
(kehittaja). Teoreetikot ovat siten kehittajien tavoin tekoalyratkaisujen luojia. (Preece et
al. 2018)

Hong et al. (2020) jatkavat, etta kehittajat usein hyddyntavat toimialaosaajia varmis-
taakseen, ettd heidan tekemansa valinnat eivat vaikuta negatiivisesti mallin tulkittavuu-
teen ja mahdollistavat oikeanlaisten ominaisuusjoukkojen suunnittelun. Toimialaosaajat
ovat henkil6ita, joilla on tietoa toimialasta varmistaakseen, ettd mallit tayttavat halutut
tavoitteet seka kayttaytyvat odotetulla tavalla, mutta eivat omista ammatillista osaa-
mista tekoalysta. Esimerkiksi liketoiminta-analyytikot on hyva ottaa mukaan suunnitte-
luun jo varhaisessa vaiheessa, kun maaritellaan luotonarviointimalleja, jotta malli vas-

taa tulkittavuuden ja selitettavyyden tarpeisiin heti alusta alkaen.
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3.2.3 Eetikot

Eettisella tasolla henkilot ovat kiinnostuneita tekoalyratkaisujen oikeudenmukaisuu-
desta, vastuullisuudesta ja lapinakyvyydesta. Vaikka eettisella tasolla on usein tietojen-
kasittelytieteilijoita seka insinboreja, se on laajalti monialainen taso sisaltden muun mu-
assa yhteiskuntatieteilijoita, lakimiehia, toimittajia, taloustieteilijoitéa seka poliitikkoja. Se-
litettdvyyden ja tulkinnallisuuden lisaksi myos ymmarrettavyys seka luotettavuus ovat
tarkeitd nakokulmia eetikoille. Eettiselle tasolle kuuluvat henkilét voivat kuulua myds
kehittajatasolle seka teoreettiselle tasolle, mutta motiivit selitysten tarpeille ovat erilai-
set. Talla tasolla selitteiden on ulotuttava teknisen ohjelmiston laadun ulkopuolelle, jotta
voidaan taata muun muassa oikeudenmukaisuus, puolueeton kayttadytyminen seka
avoimuus vastuullisuuden ja tarkastettavuuden mahdollistamiseksi mukaan lukien lain-
saadannon noudattaminen, kuten Euroopan Unionin GDPR-tietosuoja-asetus. (Preece
et al. 2018)

Launis (2020) mukaan Euroopan Union yleinen tietosuoja-asetus (GDPR) vaatii, etta
yritys, joka hyodyntaa henkilotietoja tekoalyjarjestelman automaattisessa kasittelyssa,
on pystyttava selittdmaan miten kyseinen jarjestelma tekee paatoksia. Talvimerenkulun
tekoalyratkaisuissa henkildkohtaisia henkilttietoja ei ole tarpeen kayttaa, joten GDPR-
asetuksella ei suoraan ole talvimerenkuluun vaikutusta. Euroopan Unioni on kuitenkin
julkaissut hiljattain uuden ehdotuksen tekoalya saantelevasta asetuksesta (Viljanen
2021), joten varsinaisiin tekoalyratkaisuihin on tulevaisuudessa kiinnitettava entista tar-
kempaa huomiota. Viljanen (2021) kertoo, etta ehdotus koskee vain korkean riskin te-
koalyjarjestelmia. Ehdotuksessa tekoalyjarjestelma maaritelldan ratkaisuna, jossa data-
lahteet muuttuvat tulosteiksi, mutta korkean riskin tekoalyjarjestelmat ovat esitetty nel-
jassa eri kategoriassa. Ensimmaiseen kategoriaan kuuluvat muun muassa ihmisten
kayttaytymiseen vaikuttavat jarjestelmat, poliisien kasvojentunnistus- seka sosiaaliset
luokitusjarjestelmat. Toiseen kategoriaan tuoteturvallisuussaantelyyn kuuluvat tuotteet
ja kolmanteen kategoriaan muun muassa ajoneuvot, lentokoneet ja laivat, joten myos
talvimerenkulun tekoalyratkaisut kuuluisivat korkean riskin Al-jarjestelmiin. Neljanteen
kategoriaan kuuluvat esimerkiksi biometriseen tunnistamiseen, lainvalvontaan ja koulu-

tukseen liittyvat jarjestelmat. (Viljanen, 2021)

Ehdotuksessa on esitetty kuusi eri saantelytapaa tekoalyjarjestelmille, joita ovat kielto-
saantely, johtamisjarjestelmasaantely, sitova teknologiasaantely, etukateinen valvonta,
jalkikateinen valvonta seka sanktiot. Kieltosaantelylla voidaan kieltda kokonaan tietyn-

laiset jarjestelmat, kuten manipulatiiviset jarjestelmat, joilla pyritdan vaikuttamaan yksi-
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Ididen toimintaan ja johtamisjarjestelmasaantely puolestaan pyrkii vaikuttamaan suo-
raan lilkkkeenjohdollisiin keinoihin, kuten riskienhallintaan ja laadunvarmistukseen seka
datan hallintaan. Talla tavoin yritykset ovat itse paremmin tietoisia tekemisistdan muun
muassa dokumentoimalla tehtya ty6ta. Sitovan teknologiasaantelyn avulla pyritdan
puolestaan saantelemaan, millaisia teknisia ratkaisuja tekoalyjarjestelmissa on kaytet-
tava. Etukateisvalvonnassa nimensa mukaisesti valvotaan Al-jarjestelmid etukateen ja
jarjestelma voi esimerkiksi tarvita CE-merkinnan, jotta se voidaan tuoda markkinoille tai
ottaa kayttddn sisdisesti. Jalkikateisvalvonnan avulla toisaalta markkinavalvontaviran-
omaiset voivat tarkkailla jarjestelmia ja jos ne eivat tdyta maarayksia, voidaan vaatia
vaatimusten tayttamista tai vetamista pois markkinoilta. Viimeisena saantelytapana
ovat sanktiot, jotka voivat suurimmillaan olla jopa kuusi prosenttia liikevaihdosta, jos
esitettyja saantoja rikotaan. (Viljanen, 2021) Voidaan siis todeta, etta tekoalyn selitetta-
vyyden eettisen tason merkitsevyys on regulaatioiden ja sdanndsten myo6ta nouse-

massa vuosi vuodelta entista tarkedmmaksi osaksi tekoalyratkaisujen kehittamista.

3.2.4 Kayttajat

Kayttajatasolle kuuluvat nimensa mukaisesti tekoalyratkaisuja kayttavat henkilot, jotka
tarvitsevat selkeitd ja ymmarrettavia selitteitd tekoalymallista, jolloin selitettavyystarpeet
ovat luonnollisesti erilaisia kuin esimerkiksi kehittgjilla. Kolme edella esitettya tasoa
muodostavat valtaosan henkilGista, jotka osallistuvat tekoalyn selitettavyytta kasittele-
van kirjallisuuden ja materiaalin luomiseen. Kayttajat puolestaan eivat, silla he tarvitse-
vat selitteitd, joiden avulla he kykenevat paattamaan, miten toimia tekoalyn tulosten pe-
rusteella ja auttaa perustelemaan nama toimet. Kayttajatasolle kuuluvat loppukayttajat,
mutta lisaksi kaikki tekoalyjarjestelman vaikuttamiin prosesseihin kuuluvat henkil6t
(Preece et al. 2018). Hong et al. (2020) lisaavat, etta kayttajatasolle kuuluu laajasti eri
ammattilaisia, kuten l1aakareitd, pankkien edustajia tai biologeja, jotka pyrkivat teke-

maan korkean tason paatoksia tekoalymallien tukemana.

Jin et al. (2021) kehittama EUCA-viitekehys (End-User-Centered Explainable Al Fra-
mework) pyrkii vastaamaan kokonaisvaltaisesti selitettdvan tekoalyn haasteisiin loppu-
kayttajan nakokulmasta. Viitekehys koostuu neljasta eri selitealueesta, joita ovat omi-
naisuuksiin, esimerkkeihin ja sdantdihin perustuvat selitteet seka yleistiedot mallista.
Ominaisuuksiin pohjautuvissa selitteissa loppukayttajalle pyritddn antamaan tietoa omi-
naisuuksien tarkeydesta ja vuorovaikutuksesta toisien ominaisuuksien kanssa selkeasti
visuaalisesti esitettyna. Ihmisilla on tapana kayttada esimerkkeja oppimiseen ja asioiden

selittdmiseen, joten esimerkkeihin pohjautuvat selitteet ovat loppukayttajalle helposti
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tulkittavia. Tallaisia esimerkkeja ovat muun muassa samanlaiset, tyypilliset seka vaihto-
ehtoiset esimerkit. Saantoihin perustuvat selitteet ovat selitteitd, joissa mallin paatdkset
voidaan joko kokonaan tai osittain kuvata loogisilla ehtolauseilla. Loppukayttajalle on

myos tarkeaa antaa yleistietoa mallista, kuten syote, tuloste, suorituskyky seka kaytetty

data. Seuraavassa luvussa 3.3 kadydaan tarkemmin lapi lisaa erilaisia tekoalyselitteita.

Loppujen lopuksi keskeisintd loppukayttdjan nakdkulmasta on, etta selitettavyys ja tul-
kittavuus on silla tasolla, ettd se antaa loppukayttajalle mahdollisuuden entistd parem-
paan paatdksentekoon. Paatoksentekijat eivat vain voi luottaa ennusteisiin, saati kayt-
taa niita, jos ennusteita ei olla perusteltu riittavan syvallisesti. Samoin selitteiden on

vastattava loppukayttdjien tarpeita seka toimialan rajoituksia. (Hong et al. 2020)

Koska jokaisella edelld mainitulla sidosryhmalla on oma yksildllinen ymmarrys jarjestel-
masta, yksilollinen kyky ymmartaa ja yksilollinen joukko toiveita, jotka taytyy jossain
maarin tayttaa, selitettdvaa tietoa saavien sidosryhmien ominaisuudet vaikuttavat seli-
tettdvyyden ja sen ymmartamisen valiseen suhteeseen. Tallaisia ominaisuuksia on
muun muassa osaaminen, uskomukset, oppimiskyky ja toiveet jarjestelmia kohtaan.
Esimerkiksi teknisia yksityiskohtia sisaltavat selitteet voivat lisata asiantuntevan kehitta-
jan ymmarrysta, kun taas tekniset yksityiskohdat voivat haitata muiden ei teknisten si-

dosryhmien ymmarrysta. (Langer et al. 2021)

Langer et al. (2021) jatkavat, etta kullekin sidosryhmalle keskeiset toiveet voivat vaikut-
taa selitettavan tiedon ja ymmarryksen valiseen suhteeseen. Erityisesti, kun sidosryh-
mat kayttavat selitettdvyyttd edistddkseen ymmarrysta tekoalyjarjestelmista, heidan
motivaationsa sekd aiemmat uskomukset voivat vaikuttaa siihen, miten he tulkitsevat
saatua selitettd. Jos sidosryhman ensisijaisena toiveena on esimerkiksi varmistaa, etta
tekoalyjarjestelma tarjoaa oikeudenmukaisia tuloksia, saattavat he keskittya erilaisten
vinoumien tarkasteluun, jotka voisivat johtaa epaoikeudenmukaisiin tuloksiin. Toisaalta,
jos sidosryhman ensisijaisena toiveena on parantaa jarjestelman ennustetarkkuutta,
voivat sidosryhmaan kuuluvat henkilot kiinnittaa erityistda huomiota tietoihin, jotka tar-
joavat nakemyksia jarjestelman suorituskyvyn parantamisesta. Voidaan todeta, etta toi-
veesta riippuen sama selite voi johtaa eriasteisiin ja erilaiseen ymmarrykseen. Tasta

johtuen on tarkeaa antaa oikeanlaista selitysta haluttuun tarkoitukseen.

Edella esitettyja sidosryhmia voidaan nahda myos talvimerenkulkuun liittyvan tekoalyn
kehittdmisessa ja varsinkin talvimerenkulun luoman haastavuuden vuoksi eri sidosryh-
mien huomioiminen on tarkeaa. Talvimerenkulussa jadolosuhde sekd monet muut
muuttujat, kuten tuulen vaikutukset tekevat kehittajille mallien kehittamisen ja esimer-

kiksi SHAP-selitteiden tulkitsemisen haastavaksi, jolloin teoreetikot ja toimialaosaajat
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voivat tukea selitteiden tulkitsemisessa ja siten mallin kehittdmisessa. Tekoalyratkaisu-
jen lisdantyessa tulevat myds naiden sdanndstely todennadkoisesti lisddntymaan ja se
tulee koskemaan yleisesti myos laivaliikennettd. TAman vuoksi eetikoiden huomioimi-
nen selittdessa on tarkeaa, jotta erilaisiin asetusten ja regulaatioiden vaatimiin 18-
pinakyvyys- ja vastuullisuuskysymyksiin talvimerenkulussa voidaan vastata. Loppu-
kayttajat, kuten aluksen kapteeni ja muu henkildkunta tarvitsevat puolestaan helposti
tulkittavia selitteita, joista kay selkeasti esimerkiksi mita tulee mahdollisesti tapahtu-
maan ja mihin se perustuu. Jos kehitysprosessissa otetaan selitettavyys huomioon jo-
kaisessa sidosryhmassa heti prosessin alusta Iahtien, mahdollisuudet 1apindkyvadmman

ja laadukkaamman tekoalyratkaisun kehittdmiselle parantuvat.

3.3 Erilaiset tekoalyselitteet

Tassa tyossa tekoalyselitteita tarkastellaan Preece et al. (2018) mainitseman kolmen
eri selitetyypin pohjalta. Naita ovat |&pinakyvyyteen perustuvat selitteet, post-hoc -selit-

teet seka kerrostetut selitteet, jotka kdydaan 1api seuraavissa alaluvuissa.

3.3.1 Lapinakyvyyteen perustuvat selitteet

Lapindkyva malli on niin sanotun mustan laatikon vastakohta ja se merkitsee jonkin-
laista ymmarrysta mallin toimintamekanismista. Lipton et al. (2017) jakavat lapinaky-
vyyden koko mallin tasolle (simuloitavuus), yksittaisten komponenttien tasolle (pilkotta-
vuus) seka opetusalgoritmien tasolle (algoritminen lapinakyvyys), jolloin kokonaisvaltai-
nen lapinakyvyys vaatisi lapinakyvyytta jokaisella tasolla. Tarkimmassa tapauksessa
mallia voidaan kutsua lapindkyvaksi, jos sita tutkiva henkild pystyy tutkimaan koko mal-
lia kerralla. Komponenttitasolla jokainen syote, parametri ja laskutoimitus sisaltaa intui-
tiilvisen selitteen ja algoritmitasolla ymmarretaan opetusalgoritmeja syvallisesti, kuten
esimerkiksi lineaaristen mallin virhepinnan muotoa, joita tavallinen kayttaja ei osaa tul-
kita. Kokonaisvaltaisen lapinakyvyyden saavuttaminen on kuitenkin lahes mahdotonta
muille kuin pienille ja yksinkertaisille malleille, kuten yksinkertaisille paatospuille. (Lip-
ton et al. 2017)

Preece et al. (2018) mukaan esimerkiksi nakyvyyskartan (eng. saliency map) kaltaiset
karttaselitteet, jotka kertovat tulosteen kannalta merkityksellisimmista ominaisuuksista,
voivat tuoda valitonta arvoa kehittdjille seka teoreetikoille. Tallaiset tekniikat, jotka visu-
alisoivat esimerkiksi aktivointeja neuroverkon syéte- tai piilokerroksissa ovat kuitenkin

lapinakyvyydeltaan rajoitetumpia. Vaikka visualisoinnin elementti naissa lahestymista-
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voissa viittaavat Post-hoc-tekniikkaan, on kyseessa kuitenkin Preece et al. mukaan 1&-
pinakyvyyteen perustuvat selitteet. Lapinakyvyyteen perustuvat attribuuttivisualisoinnit
voivat olla lisaksi kayttajille ja eetikoille vaikeasti tulkittavia, jos selitteet eivat naissa tuo
esiin syotteen merkityksellisia piirteita. Siksi lapinakyvyyteen perustuvat selitteet voivat
tehda naista sidosryhmista vahemman taipuvaisia luottamaan jarjestelmaan. Vaikka
selite vaikuttaisi vakuuttavalta sen korostaessa merkityksellisia ja uskottavia piirteita,
on olemassa kuitenkin niin sanotun vahvistusharhan vaara, ellei muita vaihtoehtoisia
tapauksia huomioida. Yksityiskohtaisten Iapinakyvyyteen perustuvien selitteiden tarjoa-
minen voi myds olla vastaanottajalle liiallista, jolloin suurempi maara tietoa voi olla huo-

nompi kayttajan suorituskyvyn kannalta.

3.3.2 Post hoc -selitteet

Post hoc on muista erottuva lahestymistapa hankkia tietoa kaytetysta mallista ja sen
oppimisesta. Se kayttaa syotteena opetettua ja/tai testattua tekoalymallia ja luo sen
pohjalta hyddyllisia approksimaatioita mallin sisdisesta toiminta- ja paatéksentekologii-
kasta tuottamalla siitd ymmarrettavia esityksia. Monet post hoc -menetelmat pyrkivat
tuomaan esille ominaisuuksien arvojen ja tulosteen valisia yhteyksia. Tama auttaa
kayttdjia tunnistamaan ja mittaamaan tarkeimmat ominaisuudet seka tunnistamaan

mahdolliset vinoumat datassa ja kaytetyssa mallissa. (Moradi & Samwald, 2021)

Vaikka post hoc -selitteet eivat usein kerro tarkasti, miten malli toimii, ne voivat silti tar-
jota hyddyllistéd neuvoa koneoppimismallien kanssa tyoskenteleville seka niiden loppu-
kayttajille. Yleisia post-hoc -selitteitd ovat muun muassa luonnollisen kielen selitteet,
mallien visualisoinnit, paikalliset selitteet tai esimerkkeihin perustuvat selitteet. Teksti-
selitteet toimivat usein hyvin, silla ihmiset usein perustelevat paatoksia suullisesti. Siten
voidaan kehittda esimerkiksi yksi malli luomaan ennusteita ja toinen erillinen malli luo-
maan selite kyseiselle mallille. Toinen yleinen lahestymistapa post hoc -selitteiden tuot-
tamiseen on visualisointi, jolla voidaan pyrkiad kvalitatiivisesti maarittdmaan mita malli
on oppinut. Esimerkiksi konenadssa visualisointi auttaa selvittdmaan, mita informaa-
tiota eri neuroverkon kerroksissa sailytetaan, kuten Mahendran & Vedaldi (2015) visu-
alisoivat muun muassa eri konvoluutioverkon kerroksia, jolloin jokaisesta kerroksesta
nakee visuaalisesti mita informaatiota kukin kerros sisaltaa. (Lipton, 2017; Preece et
al., 2018)

Neuroverkkojen oppimista voi olla haastavaa kuvailla ytimekkaasti, joten on my6s mah-
dollista kuvailla niitd paikallisesti. Paikalliset selitteet voivat olla kuitenkin harhaanjohta-

via, silla ne keskittyvat vain yhteen osaan mallista ja esimerkiksi eri nakyvyyskarttojen
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kohdalla yhden pikselin siirtdminen voi luoda hyvin erilaisen kartan. Tama eroaa lineaa-
risista malleista, jotka mallintavat syotteen ja tulosteen valisia globaaleja suhteita. Esi-
merkein selittdminen on perinteinen asiantuntijoiden kayttdma tapa ja hyva etenkin ee-
tikko- ja kayttajatasoille. Post hoc -tekniikat luovat selitteita, jotka vaikuttavat samoilta
kuin lapindkyvyyteen perustuvien tekniikoiden luomat selitteet, ja jos niita tarjotaan eeti-
koille tai kayttajille, on tarkeaa ilmoittaa selkeasti, ettd kyseessa on post hoc -selite.
(Lipton, 2017; Preece et al., 2018) Rudin (2019) nakee kuitenkin post hoc -selitteiden
kaytdssa ongelmia, silla ne eivat ole hdnen mukaansa luotettavia ja voivat olla lisdksi

harhaanjohtavia.

3.3.3 Kerrostetut selitteet

Preece et al. (2017) ehdottavat kolmanneksi selitetyypiksi kerrostettuja selitteita. Tassa
selitteet ovat jaettu kolmeen eri kerrokseen, jolloin naista pyritdan yhdessa luomaan
useamman sidosryhman tarpeet tyydyttava "yhdistelmaseliteobjekti” hyddyntden edella
esitettyja selitetyyppeja. Kerroksiin kuuluvat jaljitettavyys- (eng. traceability), perustelu-
(eng. justification) sekad vakuutuskerrokset (eng. assurance). Ensimmainen jaljitettavyy-
den kerros on tarkoitettu kehittdjille seka teoreetikoille ja se pohjautuu lapinakyvyyteen
perustuville selitteille, jotta saadaan ymmarrys mallin sisdisesta toiminnasta. Toisen ta-
son eli perustelun paaasiallisia sidosryhmia ovat kehittajat ja kayttajat. Tassa tasossa
post hoc -esitykset ovat linkitetty ensimmaiseen tasoon ja tarjoaa semanttisia yhteyksia

syotteen ja tulosteen valilla osoittaakseen, etta jarjestelma toimii oikein.

Kolmas taso pyrkii vastaamaan kayttajien seka eetikoiden tarpeisiin ja on linkitetty
edeltavaan tasoon. Tassa tasossa viitataan erilaisiin linjauksiin ja ontologisiin element-
teihin, jotka ovat tarpeellisia, jotta vastaanottaja saa luottamusta siihen, etta jarjestelma
toimii oikein. Preece et al. (2017) havainnollistavat tata esimerkin avulla: Ensimmaisella
tasolla luodaan nakyvyyskartta neuroverkon sydtekerroksen piirteistd halutun kohteen
luokittelua varten. Toisessa tasossa ilmoitetaan semanttisesti merkittavat piirteet el
mitd merkittavia piirteitd malli tunnistaa esimerkiksi ihmisesta, ettad se kykenee tunnista-
maan ihmisen. Viimeisella tasolla voidaan antaa vaihtoehtoisia esimerkkeja, jotka nayt-

tavat, ettei malli sekoita ihmisia esimerkiksi elaimiin.

Kerrostetut selitteet toimivat talvimerenkulun yhteydessa hyvin, silla niiden avulla kehi-

tysprosessista saa kokonaisvaltaisen kasityksen. Muun muassa SHAP- ja LIME-mene-
telmilla saadaan ymmarrys mallin sisdisesta toiminnasta, kuten muuttujien tarkeydesta,
mutta huomioidaan lisaksi myos aluksen kayttajien tarpeet tarjoamalla esimerkiksi visu-

aalisia seka tekstipohjaisia selitteita.
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3.4 Teknologiat selitteiden takana

Viime vuosina on esitelty monia erilaisia lahestymistapoja lapinakyvien ja selitettavien
mallien rakentamiseen mustan laatikon mallien valttamiseksi. Muun muassa PD-kuvaa-
jat (Partial depence plot), ALE-kuvaajat (Accumulated local effects), ICE (Individual
Conditional Expectation), SHAP-arvot (SHapely Additive ExPlanations) seka LIME (Lo-
cal interpretable model-agnostic explanations) ovat suosittuja menetelmia mallien selit-
tamiseen. Jokaisella edella mainituista menetelmista on kullakin omat Iahestymista-
pansa, mutta ne voidaan luokitella luonnostaan lapinakyviin, jotka ovat luonteeltaan yk-
sinkertaisempia, mutta vahemman tarkkoja kuin edistyneemmat mallit, kuten lineaari-
nen ja logistinen regressio seka paatdspuut tai post hoc -luonteisiin agnostisiin XAl-vii-
tekehyksiin, jotka ovat suunniteltu sopivaan mihin tahansa mallityyppiin. Tallaiset poh-
jautuvat tekniikkoihin, jotka muun muassa yksinkertaistavat mallia, arvioivat muuttujien
tarkeytta (SHAP), visualisoivat mallia (ICE) tai luovat paikallisen surrogaattimallin mal-
lin tuotosta (LIME). Yhteista naille kuitenkin on, etta ne yleensa tuottavat jonkinlaisen
visuaalisen ndkyman ymmartamisen helpottamiseksi. (Gerlings et al., 2021) SHAP
(Lundberg & Lee, 2017) ja LIME (Ribeiro et al. 2016) ovat kaksi suosittua menetelmaa
selitettdvaan tekodalyyn liittyen, joten tdssa tydssa tutkitaan tarkemmin naitd XAl-mene-

telmia.

3.4.1 SHAP

SHAP on peliteoreettinen lahestymistapa minka tahansa koneoppimismallin tulosten
selittamiseen. Se yhdistaa optimaalisen pisteiden allokoinnin paikallisiin selityksiin kayt-
taen klassisia peliteoriaan pohjautuvia Shapley-arvoja. ltse SHAP-selitysten luomiseen
kaytetdan Python-kirjastoa, jolla pystytdan hyvin yksinkertaisesti luomaan selitteita ko-
neoppimismalleille. Jotta SHAP-menetelmaa voidaan tulkita, tulisi ymmartaa mita
Shapley-arvoihin pohjautuvat SHAP-arvot tarkoittavat. Peliteoriaan viitaten voidaan aja-
tella, etta peli on se, joka luo uudelleen mallin tuloksen ja pelaajat ovat mallin ominai-
suuksia. Shapley-arvojen voidaan siten ajatella mittaavan jokaisen pelaajan eli ominai-
suuden panosta peliin ja SHAP-arvojen puolestaan maarittdvan kunkin ominaisuuden
vaikutuksen mallin tekemiin ennusteisiin. (Lundberg, 2018; Lundberg & Lee, 2017)
SHAP menetelmdassa on useita erilaisia selittdjia (eng. explainer) eri malleille, kuten
paatdspuille ja lineaarisille malleille. Paatéspuuselittdja on nopea ja tarkka menetelméa
SHAP-arvojen arvioimiseen erilaisille puumalleille. Gradienttiselittdja puolestaan voi se-

littad mallia kayttaen oletettuja gradientteja. (Zhang et al., 2020)
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Kuva 3: SHAP-viitekehys (Mukaillen Zhang et al. 2020)

Kuvassa 3 on esitetty Zhang et al. (2020) SHAP-menetelmaan perustuva selitettavan
tekoalyn viitekehys, joka koostuu neljasta eri vaiheesta. Ensimmainen vaihe koostuu
itse koneoppimismallista ja sen kayttdmasta datasta. Taman jalkeen malli sydtetaan
valitulle selittdjaalgoritmille, kuten paatdspuuselittdjalle ja laskee ominaisuuksien vaiku-
tuksen malliin. Odotetuilla arvoilla tarkoitetaan ominaisuuksien keskiarvoa. SHAP-mal-
lin tuotos sisaltaa esimerkiksi mallin yhteenvedon, ominaisuuksien riippuvuudet ja vuo-

rovaikutukset seka mallin monitoroinnin, joista saadaan tehtaviksi selite ja diagnoosi.
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Kuva 4: Esimerkki SHAP-yhteenvetokuvaajasta.

Ylla olevassa kuvassa 4 on esitetty yksinkertainen SHAP-kuvaaja neljalla eri muuttu-
jalla: 1ampétila, tuuli, jaan paksuus seka jaan konsentraatio. Ennustettava arvo on lai-
van nopeus. Yksinkertaisuudesta huolimatta kuvaaja pitaa sisallaan paljon tietoa muut-
tujien tarkeydesta. Muuttujan sijainti kertoo sen tarkeydesta ennusteessa eli mita ylem-
pana se on, sitd suurempi vaikutus silla on malliin. Tassa tapauksessa siis lampdtilalla
olisi suurin vaikutus mallin ennusteeseen ja jaan konsentraatiolla pienin. Vaakasuoralla
rivilla olevat pisteet kertovat negatiivisesta ja positiivisesta vaikutuksesta ennusteeseen
ja varit puolestaan alkuperaisen arvon suuruudesta. Korkeammalla Iampétilalla olisi ku-
vaajan mukaan siis positiivinen vaikutus laivan nopeuteen. Jaan konsentraatiolla puo-
lestaan on matala vaikutus yleisesti mallin toimintaan, mutta mita korkeampi jaan kon-

sentraatio on, sitd negatiivisempi vaikutus silla on nopeuteen. Molnar (2022) mukaan
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SHAP-menetelma voi vaatia paljon laskentatehoa ollen siten hidas seka myés mahdol-
listaa tarkoituksella harhaanjohtavien tulkintojen tekemisen esimerkiksi piilottamalla vi-

noumat.

3.4.2 LIME

LIME on vuonna 2016 esitetty algoritmi, jonka avulla voidaan selittda minka tahansa
luokittelija- tai regressiomallin approksimoimalla sita paikallisesti, jolla tarkoitetaan, etta
selitetaan yksittaista ennustetta koko mallin sijaan. LIME-menetelmassa muuttujien tar-
keytta arvioidaan muuttamalla todellisia datanaytteita ja tarkastelemalla koneoppimis-
mallin tulosten muutosta muuttuneiden tapausten vuoksi ja rakentamalla siitéa yksinker-
tainen paikallinen malli, joka approksimoi alkuperaisen mallin kayttaytymista. (Linarda-
tos et al. 2021; Moradi & Samwald, 2021; Ribeiro et al., 2016) Mittelstadt et al. (2019)
mukaan LIME-menetelma binarisoi ongelman. Sen sijaan, ettd menetelma yrittaisi so-
vittaa lineaarista luokittelijaa suurelle arvoalueelle, voidaan jokainen muuttuja ajatella
binaarisesti niin, ettd se voidaan kytkea joko paalle tai pois. Talléin on mahdollista vas-
tata kysymykseen, etta mika kyseisen muuttujan vaikutus luokittelijan antamaan tulok-
seen. TAma ei kuitenkaan vastaa siihen, etta vaikutus verrattuna mihin. Jos kyseessa
on strukturoimaton data, voidaan sita verrata perustasoon. Strukturoidun datan osalta
tdma on ongelmallisempaa. Miten esimerkiksi palkan merkitysta lainapaatoksen kan-
nalta voidaan arvioida, jos luokittelija voi vain arvioida henkil6ita, joilla on riittava suuri
palkka. Sita voitaisiin verrata toiseen riittavan suureen palkkaan, mutta kelvollisen pal-

kan valitseminen on ongelma. (Mittelstadt et al., 2019)

Jos siis unohdetaan itse opetusdata ja kuvitellaan, etta kaytdssa on vain niin sanottu
mustan laatikon koneoppimismalli, johon syotetdan dataa ja josta malli antaa ennus-
teen ja tavoitteena on ymmartaa, miksi malli paatyi kyseisen ennusteeseen. LIME kay-
tanndssa ottaen siis testaa, mita ennusteille tapahtuu, kun annetaan muunneltua dataa
koneoppimismalliin, jonka jalkeen LIME luo uuden datajoukon, joka koostuu muute-
tuista datanaytteista ja sita vastaavista mustan laatikon mallin ennusteista. Tata uutta
datajoukkoa LIME kayttda uuden tulkittavissa olevan mallin luomiseen. Kaytettava data
voi olla tyypiltansa joko teksti- tai taulukkomuotoista tai kuvia ja LIME onkin yksi har-
voja menetelmia, joka toimii ndiden kolmen datatyypin kanssa. LIME-selitteitd on kui-
tenkin SHAP-menetelman kaltaisesti mahdollista manipuloida muun muassa piilotta-
malla vinoumat, joka voi heikentaa luottamusta LIME:n luomia selitteitd kohtaan. (Mol-
nar, 2022)
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3.5 Selittamisen haasteet

Arrieta et al. (2020) mainitsevat selitettdvan tekoalyn haasteiksi muun muassa kompro-
missin tulkittavuuden ja tarkkuuden valilla, kasitteiden ja mittarien ymmartamisen seka
suuntaviivojen luomisen tulkittavien tekoalymallien varmistamiseksi, selitettavan sy-
vaoppimisen saavuttamisen seka tekoalyturvallisuuteen liittyvat selitteet. Arrieta et al.
tutkimuksen mukaan kysymys tulkittavuudesta ja tarkkuudesta sisaltda paljon myytteja
ja vaarinymmarrysta. Esimerkiksi vaite, ettd monimutkaisemmat mallit eivat valttamatta
ole luonnostaan tarkempia, on virheellinen tapauksissa, joissa data on hyvin struktu-
roitu ja laadukasta. Mika pitda paikkansa, on se, ettd monimutkaisilla malleilla on paljon
enemman joustavuutta kuin yksinkertaisilla vastineilla, mikd mahdollistaa monimutkai-
sempien toimintojen approksimoinnin. Tarkkuuden ja tulkittavuuden valinen kompro-
missi voidaan havaita tallaisissa tilanteissa, joissa datan strukturoimattomuus seka li-
satty monimutkaisuus heikentaa tarkkuutta. Koneoppimismallille tehdyt selitykset pitaisi
tehda riittdvan suuripiirteisiksi ja likimaaraisiksi huomioiden kohdeyleisén vaatimukset,
mutta varmistaen, etteivat selitteet yksinkertaista mallia liikaa. Esimerkiksi paatéspuut
ja regressiomallit ovat tulkittavuudeltaan hyvia, mutta tarkkuudeltansa heikompia kuin
esimerkiksi neuroverkot ja tukivektorikoneet, jotka ovat tarkempia, mutta heikommin
tulkittavissa. (Arrieta et al., 2020)

Jotta selitettavan tekoalyn tutkimusala kehittyisi, olisi tarkeaa luoda yhteinen perusta,
jolle yhteis6 voi luoda uusia tekniikoita ja menetelmia. Siksi tulisi maarittda yhtenainen
selitettdvyyden kasite, joka valittda alalla ilmaistuja tarpeita ja tarjoaa yhteista pohjaa
jokaiselle XAl-jarjestelmalle. Toinen keskeinen haaste on oikeiden mittareiden ymmar-
taminen. Mittareiden tulisi mahdollistaa vertailu siitd, kuinka hyvin malli sopii selitetta-
vyyden maaritelmaan ja perinteisten mittareiden, kuten tarkkuuden ja herkkyyden, tulisi
ilmaista kuinka hyvin malli toimii tietylla selitettavyyden osa-alueella. Yleisesti ottaen
XAl-mittauksissa tulee arvioida selitteiden hyvyytta, hyodyllisyytta ja tyytyvaisyytta seka
selittdmisen vaikutusta mallin suorituskykyyn. Kvantitatiivisempia, yleisia XAl-mittareita
tarvitaan jatkossa enemman tukemaan olemassa olevia mittausmenetelmia ja tyoka-
luja. Haasteena on lisaksi arvioida XAl-menetelmia tosielaman asetuksilla. (Arrieta et
al., 2020; Das & Rad, 2020)

Vaikka selitettava tekoaly kehittyy jatkuvasti, varsinkin neuroverkot vaativat viela mo-
nien haasteiden ylittamistd ennen kuin niitad voidaan selittda. Selitettava tekoaly on
viela melko nuori ala, joten ympardivasta sanastosta ja maaritelmista ei ole yksimieli-
syytta ja esimerkiksi termeilla kuten muuttujien tarkeys ja merkityksellisyys viitataan kir-
jallisuudessa usein samaan kasitteeseen. Tekoalyn selitettdvyyden haasteena on myos

tarjota selitykset, jotka ovat yhteiskunnan, poliittisten paattajien ja koko lain saatavilla.
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Erityisesti ei-teknista asiantuntemusta vaativien selitysten valittaminen on hyvin tarkeaa
seka epaselvyyksien valttamiseksi etta sosiaalisen oikeuden kehittamiseksi. (Arrieta et
al., 2020)
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4. ANALYYSI

Tassa luvussa kaydaan lapi tydn analyysiprosessia. Aluksi kdydaan lapi yleisesti kay-
tettya dataa ja sen keraysta. Taman jalkeen kdydaan lapi tarkemmin tydssa kaytettya
Agile CRISP-DM -prosessimallia.

4.1 Datan kerays

Tydssa kaytetyn koneoppimismallin pohjana toimii AlS-jarjestelmasta (eng. Automatic
Identification System) saatava historiadata. AIS on Kansainvalisen merenkulkujarjeston
luoma jarjestelma alusten tunnistamiseen ja paikantamiseen, joka pyrkii siten esta-
maan esimerkiksi alusten yhteentdrmayksia. AlS-data sisaltaa tiedot muun muassa
koordinaateista, nopeudesta ja suunnasta vallitsevalla ajanhetkelld seka yleistietoa
aluksesta kuten aluksen tunnuksen, alustyypin ja jaddluokan. Tydssa kaytettiin Hakolan
(2020) luomaa AlS-datasettia eksploratiiviseen analyysiin seka dataa haettiin suoraan
myds Vaylaviraston tietokannoista. Koska AlS-data ei anna tietoa jaa-, eika tuulitilan-
teesta, ja ovat merkittavassa roolissa talvimerenkulussa, koneoppimismallia varten tuli
keratd myds tuuli- ja jaadataa. Tuulidataa kerattiin limatieteenlaitoksen (n.d.) sédaha-
vaintojen latauspalvelusta Kemin ja Kalajoen mittauspisteiltd. Jadaddataa kerattiin Ruot-
sin limatieteenlaitoksen tarjpamasta rajapinnasta, josta saa ladattua paivakohtaisen
jadkartan. AlS-, tuuli- seka jaadatat yhdistamalla saatiin kattava datasetti koneoppimis-
mallin opetusta varten. Koska tdman tydén paapaino kohdistuu koneoppimismallin selit-
tamiseen, eika itse datan mallintamiseen tai koneoppimismallin kehittdmiseen, ei niita
kasitella tassa luvussa. Tyon lukemisen kannalta lukijan on kuitenkin hyva ymmartaa

yleisella tasolla mita dataa on keratty.

4.2 Agile CRISP-DM

Tydssa sovellettiin IBM:n (2016) kehittamaan CRISP-DM-prosessimalliin pohjautuvaa
ketteraa Agile CRISP-DM -menetelmaa (Kuva 5), joka on Houston Analyticsin (n.d.) ke-
hittama malli. Malli sopii hyvin tekoalyratkaisujen kehittamiseen ja sen ydinprosessi on
sama kuin CRISP-DM-mallissa.

Malli koostuu kuudesta eri vaiheesta, joita ovat liiketoiminnan ymmartaminen, datan
ymmartadminen, datan valmistelu, mallinnus, arviointi ja toimeenpano seka naiden li-

saksi prosessin mallinnus ja analysointi. Agile CRISP-DM -menetelmassa prosessi jae-
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taan kahdelle tyéryhmalle: ongelma- ja ratkaisuryhmalle. Ongelmaryhma muodoste-
taan tyostamaan liiketoiminnallisia ongelmia ja ratkaisuryhma puolestaan valmista-
maan teknisia ratkaisuja, joita ohjaavat toivotut liiketoiminnalliset tulokset. (Houston
Analytics n.d.)

ONGELMARYHMA RATKAISURYHMA

| Liiketoiminnan |<— Datan

\ymmartamlnen —» ymmartiminen
Prose55|en
analysomtl Datan valmistelu

Prose55|en _
malllntamlnen Arviointi Mallinnus
Julkaisu

v

Automatisointi

Kuva 5: Agile CRISP-DM (Mukaillen Houston Analytics n.d.)

Agile CRISP-DM -menetelmassa prosessi jaetaan liséksi kolmeen eri vaiheeseen, joi-
den englanninkieliset nimitykset ovat Launch pad, Rocket launch seka Mission control.
Ensimmainen vaihe koostuu liiketoiminnan ja datan ymmartamisesta seka prosessien
mallintamisesta ja analysoinnista. Tassa vaiheessa maaritellaan ja priorisoidaan tar-
peet, luodaan ymmarrys nykyisista prosesseista ja kerataan seka maarallista, etta laa-
dullista dataa. Toisessa vaiheessa valmistellaan ja mallinnetaan dataa seka arvioidaan
mallin toimivuutta. Jos malli ei tayta liiketoiminnallisia tarpeita, palataan ensimmaiseen
vaiheeseen, muuten siirrytdan viimeiseen vaiheeseen, jossa malli toimeenpannaan ja
automatisoidaan. (Houston Analytics n.d.)

Tassa ty0dssa ei ole tarkoitus luoda toimeenpantavaa tekoalymallia, vaan tutkimusluon-
teen vuoksi tutkia mahdollisia toteuttamiskelpoisia ratkaisuja, joten tutkimusprosessi on
keskittynyt Agile CRISP-DM -mallin ensimmaiseen ja toiseen vaiheeseen seka iteraati-
oihin naiden valilla. Palautetta kerattiin erillisissd verkkokokouksissa talvimerenkulun
asiantuntijoiden kanssa ja saadun palautteen avulla tekodlymallia seka selitetta kehitet-
tiin iteratiivisesti. Lisaksi aineistoa kerattiin kirjallisten kysymysten avulla. Prosessissa

oli mukana domain-asiantuntijoita eri aihepiireista ja Agile CRISP-DM -menetelman
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mukaisesti tydssa oli mukana asiantuntijoita niin ongelmatydryhmasta, jotka toivat liike-
toiminnallista nakokulmaa, kuin myos ratkaisutyoryhmasta, jotka kehittivat koneoppi-
mismallia eli toimivat kdytanndn toteutuksen parissa. Seuraavissa alaluvuissa kdydaan
l&pi tutkimusprosessin iteraatioita ja miten koneoppimisratkaisuun on paasty ja miten

selitettdvyys on huomioitu.

4.2.1 lteraatio 1

Agile CRISP-DM -menetelman mukaisesti tyo lahti liikkeelle datan ja liiketoiminnan ym-
martamiselld. Talvimerenkulun viranomaisten kanssa kaydyista verkkokokouksista
muodostui ymmarrys talvimerenkulun toiminnasta seka kaytetyn datasetin muuttujista.
Itse dataa lahdettiin aluksi tutkimaan visualisoimalla AlS-dataa Tableau-visualisointity®-
kalulla. Kuvassa 6 on piirretty auki Hakolan (2020) keraamaa AlS-dataa, jolla pyrittiin
saamaan yleistd ymmarrysta datasta ja sen paikkansapitavyydesta. Kuvassa 6 on ra-
jattu alue Peramereen aikavaliltd 17.3.—18.3. vuodelta 2018 eli yhden paivan ajalta. Va-
semmanpuoleisesta ndhdaan esimerkiksi alueita, joissa alus pysahtyy tai nopeus pu-
toaa lahelle nollaa, jolloin nailla alueilla alus on todennakoisesti juuttunut jaakenttaan.
Oikeanpuoleisesta visualisoinnista puolestaan nakee yleisesti eri alusten kulkemat reitit

ja mahdollistaa tietyn aluksen valitsemisen tarkempaa tarkastelua varten.
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Kuva 6: Kuvakaappaus Tableau-visualisoinnista
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Vaikkei tdssa vaiheessa voida puhua viela tekoalyn selitettavyydesta, on kuitenkin itse
datan selittdminen keskeisessa roolissa, johon kuvaileva analytiikka on tehokas keino

ja siten CRISP-DM-prosessimallin mukaisesti saavutetaan ymmarrysta datasta.

Datan eksploratiivisen analysoinnin jalkeen haasteena oli sopivan jdddatan I6ytaminen,
jota ensimmaisessa iteraatiossa lahdettiin ratkomaan satelliittikuvien avulla. Tama
osoittautui hyvin haastavaksi useasta eri syysta. Satelliittikuvien lataus seka kasittely
koneoppimismalliin sopivaksi oli hyvin ty6lasta ja syvallistd osaamista vaativaa seka
suuri maara satelliittikuvia vaati liséksi paljon laskentatehoa. Talvimerenkulun asiantun-
tijoilta saadun palautteen mukaan satelliittikuvat ovat myds liian epatarkkoja, silla satel-
liittikuvat otetaan kerran vuorokaudessa, mutta jaatilanne kulkuvaylilld voi muuttua mi-
nuuteissa. Taman vuoksi satelliittikuvien kaytto jatettiin heti pois jo heti prosessin
alussa. Jaan ollessa luonnollisesti keskeisessa roolissa talvimerenkulussa, paatettiin
mallin kehittamisessa kayttaa Ruotsin ilmatieteenlaitokselta saatavaa hilamuotoista
jdédataa. Vaikka hiladata on yhta epatarkkaa kuin satelliittikuvista saatava jdadata, oli
sen tydstdminen koneoppimismalliin sopivaksi helpompaa ja malliin saatiin jaata edes
jollain tasolla kuvaava muuttuja. Nain voitiin luoda alustava koneoppimismalli nopeu-
den ennustamiseen kayttaen Random forest -regressioalgoritmia. ltse koneoppimis-
mallin luominen on tdman tydn skaalan ulkopuolella, joten sen kehitysprosessia ei
kayda tarkemmin 1api tassa tydssa. Ensimmaisessa iteraatiossa oli kyse lahinna proto-
tyyppimallin luomisesta, joten selitetta ei Iahdetty vield tdssa vaiheessa tekemaan,

vaan lahdettiin kehittdmaan mallia keskustelujen pohjalta seuraavassa iteraatiossa.

4.2.2 lteraatio 2

Toisessa iteraatiossa koneoppimismallia l&hestyttiin Pythonin SHAP-kirjaston avulla,
jonka avulla mallia voitiin selittda ja siten eri muuttujien vaikutusta mallin antamiin tulok-
siin oli mahdollista tarkastella syvallisemmin ja kehittajille siten hyodyllistd parantamista
varten. SHAP-selitteesta (Kuva 7) huomattiin, etta varsinkin tuulen suunnalla oli suuri
vaikutus mallin ennusteeseen. Toisaalta kuuden satunnaisen "random”-muuttujan vai-
kutus koneoppimismalliin oli SHAP-selitteen mukaan suurta, josta voitiin paatella, ettei
mikaan muuttuja vaikuttanut malliin merkittavasti, koska selitteen mukaan taysin satun-

naisesti luoduilla muuttujilla on yhta suuri vaikutus malliin kuin esimerkiksi tuulidatalla.
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Kuva 7: SHAP-selite

SHAP-selitteen sai luotua Pythonilla hyvin yksinkertaisesti muutamalla rivilld seuraa-

vasti:

import shap

explainer = shap.TreekExplainer(model)
shap_values = explainer.shap_values(x_test)
shap.summary _plot(shap_values, x_test)

SHAP-selitteen lisaksi toisessa iteraatiossa kysyttiin myds suoraan talvimerenkulun
asiantuntijalta aluksia, jotka olisivat sopivia esimerkkeja havainnollistamaan tyypillista

alusten kulkua Peramerella ja siten hyvia aluksia koneoppimismallille.

Tyyppi IMO Aluksen nimi
Ro-ro-alus 9334959 Tavastland
Konttialus 9483669 X Press Elbe
Rahtialus 9142631 Ice Star
Rahtialus 9552032 Reymar
Saéilicalus 9390305 Stoc Marcia

Taulu 4: Valitut alukset
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Valitut alukset ovat tyypeiltdan Ro-ro-, kontti-, rahti- seka sailidaluksia ja taulussa 3 esi-
tetyt alukset ovat tyypillisia Pohjanlahdella kulkevia aluksia, jotka kulkevat sdannolli-
sesti kyseisilla reiteilld. Jaanmurtajia ei valittu, silla niiden kulkeminen jaissa on hyvin
erilaista kuin esimerkiksi rahtialuksella avustuksen antamisesta johtuen, jolloin jaan-
murtajat olisivat heikentaneet koneoppimismallin tarkkuutta ja vaarentaneet laivan kul-
kua. Valittujen alusten nopeutta piirrettiin auki Tableaulla ja verrattiin malliin antamiin
nopeusennusteisiin, jonka avulla ndhtiin selkeasti kuinka tarkasti malli toimii. Kuvassa 8
on piirretty auki Tavastland-rahtilaivan kulkua ja ennustetta Peramerelld maaliskuun
13. paiva vuonna 2018, jolloin nopeudessa oli havaittavissa kaksi akillistd putoamista.
Rahtilaiva matkusti Kemista eteldan pain ja Kalajoen edustalla nopeus putosi akillisesti
hyvin Iahelle nollaa yli 15 solmun matkavauhdista. Hidastumisen hetkelld Kalajoen mit-
tauspisteella tuulen nopeus oli 7,9 m/s ja tuulen suunta 16 astetta eli pohjoistuulta. Tal-
vimerenkulun asiantuntijan mukaan rannikolla tdman suuruinen tuuli vastaa avomerella

yli 10 m/s, jolloin kyse on nopeudesta, joka voi vaikuttaa laivan kulkuun rannissa.
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Kuva 8: Tavastland-aluksen kulkeminen
Laivan kulkiessa lounaaseen, osuu pohjoistuuli laivan oikeaan kylkeen, joka voi voi-
makkaalla tuulella liikuttaa laivaa rannin vasempaan reunaan ja siten voi aiheuttaa lai-

van hidastumista tai jopa pysahtymisen.

Kuvan 8 vasemman ylakulman kuvaajassa on sinisella esitetty aluksen toteutuneen no-

peuden keskiarvo solmuissa ja punaisella koneoppimismallin ennustaman nopeuden
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keskiarvo. Taman alapuolella on Kalajoen mittauspisteelta mitattu tuulidata. Huoma-
taan, ettd koneoppimismallin luoma ennuste seuraa suoraan verrannollisesti tuulen no-
peuden muutosta eli tuulen nopeuden kasvaessa siis myods laivan nopeus kasvaisi.
Talvimerenkulun asiantuntijan mukaan tuulen nopeutta tarkedmpi muuttuja on tuulen
suunta. Kuvassa esitetyssa tapauksessa suuremmalla tuulennopeudella voi olla no-
peuttavaa vaikutusta, silld se osuu viistosti laivan kylkeen eika kohtisuoraan. Jos tuulen
suunta olisi koillistuulta eli osuisi laivan peraan, olisi tuulen nopeuttava vaikutus suurim-

millaan ja keulaan osuessaan luonnollisesti painvastainen.

Muutaman tunnin lyhyttd ennustetta tarkeampaa onkin tutkia pidemman aikavalin kes-
kiarvoennustetta, jolloin esimerkiksi saapumisajan ennustaminen olisi tarkempaa, kun
malli ei huomioisi yksittaisia pysahdyksia. Kuvasta 9 nahdaan, etta Tavastland-aluksen
pitkan aikavalin ennuste seuraa toteutuneen nopeuden keskiarvoa hyvin tarkasti, silla

ennusteen ja toteutuneen nopeuden ero on vain kymmenyksia.

Average prediction: 13.90
Average speed: 13.76

Avg. Knots Over Ground
Avg. Prediction

Day of Timestamp [2018]

Kuva 9: Pitkdn aikavélin ennuste

4.2.3 lteraatio 3

Kolmannessa iteraatiossa mallia pyrittiin viela kehittdmaan tuulen osalta ja uudeksi
muuttujaksi saatiin suhteellinen tuulen suunta. Kuten edellisessa iteraatiossa huomat-
tiin, tuulen suhteellinen suunta on mallille parempi muuttuja kuin absoluuttinen tuulen
suunta, silla tuuli voi vaikuttaa nopeuteen joko kasvattaen sita tai hidastaen riippuen
suunnan suhteesta alukseen. Tama saatiin laskettua AlS-datasta saatavan aluksen
suunnan ja tuulen suunnan erotuksena, jonka jalkeen suhteellinen tuulen suunta viela

jaettiin 8 eri sektoriin eli 45 asteen sektoreihin. Selitteiden ansiosta tuuleen ja varsinkin



46

sen suuntaan kiinnitettin enemman huomiota, joka olisi ilman selitteita jaanyt todenna-
koisesti huomioimatta. Voidaan siis todeta, etta selitettava tekoaly auttoi mallin kehitys-
prosessissa. Kuitenkin kehittajat olivat vain yksi sidosryhma ja talvimerenkulusta puhut-
taessa tarkeaa on, etta varsinainen loppukayttaja eli se, jonka kayttoon tekoalymallia
luodaan, kuten jaanmurtajan kapteeni, saa helposti tulkittavan selitteen mallista. Selite
voisi olla esimerkiksi upotettuna IBNet-jarjestelmaan, joka on hajautettu jarjestelma
jadnmurtajien seurantaan ja ohjaamiseen talvimerenkulussa. Kuvan 10 IBNet:n kaytto-
liittyman oikeaan alakulmaan on lisatty hahmotelma mahdollisesta selitteesta, jonka voi

luoda SHAP-selitteen pohjalta.
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Kuva 10: Hahmotelma loppukdéyttidjian selitteesta

Talvimerenkulun asiantuntijan mukaan tallainen tieto on kuitenkin nyt ja viela lahivuosi-
nakin erittain epaluotettavaa johtuen muun muassa jaékentan dynamiikasta, ajantasai-
sen jaatiedon puutteesta, alusten teknisen jaissakulkukyvyn todellisen ennusteen tark-
kuudesta seka alusta ohjaavan henkildn vaikutuksesta. Aluksen ymparilld muutamien
kymmenien metrien tarkkuudella vallitseva jaatilanne on kuitenkin tarkein muuttuja,
josta ei ole viela mahdollista saada tarkkaa tietoa. Saapumisajan ennustamisen talvi-
merenkulun asiantuntija nakee kuitenkin mahdollisena ja hyodyllisena kehityspolkuna,
silld se perustuu keskiarvojen kautta syntyvaan oletukseen, jonka tarkkuutta voitaisiin
koneoppimisen kautta kehittda eri vaikuttavien tekijoiden keskinaisten painokertoimien
merkitysta tarkentamalla. Tassa tydssa ei kuitenkaan I&dhtdkohtanaan ollut kayttaa selit-
teiden pohjana tuotantovalmista koneoppimismallia, vaan tutkia miten selitettavyys

voisi tulevaisuudessa nakya talvimerenkulussa. Kuvassa 10 esitetty selite on siten vain
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esimerkki mahdollisesta selitteesta. Tarkeintd on, ettd selite on loppukayttajalle selkea
ja helposti ymmarrettavissa, oli kyseessa sitten tekstipohjainen selite tai visuaalinen
mittari. Agile CRISP-DM -mallin viimeiset vaiheet eli julkaisu ja automatisointi jatettiin

luonnollisesti tasta tyosta pois.

4.3 Selitettavyyden tasot talvimerenkulussa

Kuten aikaisemmin on mainittu, selitettavalla tekoalylld on olemassa eri sidosryhmata-
soja, joille selitettavyys voi tarkoittaa eri asioita. Tassa tyossa sidosryhmia on kayty ke-
hittajien, teoreetikoiden ja toimialaosaajien, eetikoiden seka kayttajien nakokulmasta.
Edella esitetyissa iteraatioissa asiaa on kasitelty enemman kehittajien, toimialaosaajien
ja loppukayttajien ndkdkulmasta, mutta myods eetikoiden rooli talvimerenkulun konteks-
tissa voidaan nahda tarkeana, silla he keskittyvat tekoalyratkaisujen oikeudenmukai-
suuteen, vastuullisuuteen seka lapinakyvyyteen. Kukin naista on tarkeitd osa-alueita
tulevaisuudessa sdanndstelyn tiukentuessa, jos talvimerenkulun tekoalyratkaisua aloi-
tetaan kehittdamaan. Siten my0s eetikoille kohdistetut selitteet tulisivat olla vahemman
teknisia ja helpommin ymmarrettavia, jotta eettiset asiat huomioidaan paremmin kehit-

taessa tekoalyratkaisuja.

Talvimerenkulussa eettiseen tason kysymykset voivat koskea esimerkiksi jadnmurta-
jien kauppa-aluksille antamaa avustusta. Jos kehitetty malli pyrkisi esimerkiksi optimoi-
maan jaanmurtajien tarjoamaa avustusta, tulisi miettia, ettd mihin oikea avustusjarjes-
tys perustuu. Kysymykseen, etta mika on oikea, voi eetikon tuoma nakokanta antaa
vastauksen. Perustuisiko oikea avustusjarjestys esimerkiksi kauppa-aluksen lastin ar-
voon, huoltovarmuuden varmistamiseen tai laivojen maaraan. Pelkan tekoalymallin ke-
hittajan on mahdotonta luoda toimivaa ratkaisua tallaisissa tapauksissa ilman eetikon
tuomaa nakokulmaa. Eetikoiden lisaksi toimialaosaajien tuoma kaytannon osaaminen
mahdollistaa mallin ja sitd kuvaavien selitteiden paremman ymmartamisen ja tarvitta-

essa siten mallin jatkuvan kehittamisen.

Talvimerenkulkuun liittyy Vaylaviraston lisaksi monia eri sidosryhmia, kuten satamat ja
niiden operaattorit, teollisuus seka jadnmurtajien ja kauppa-alusten kapteenit. Tassa

tydssa kaydyn aluksen nopeuden ennustemallin lisdksi mahdollisuuksia erilaisten teko-
alyratkaisujen kehittdmiseksi on siis lukuisia. Siten myos kaikkien selitettavan tekoalyn
sidosryhmien hyddyntdminen mallin kehittdmisessa on tarkeaa ja luo pohjan kestavalle

ratkaisulle.
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5. TULOKSET JA POHDINTA

Tyon tavoitteena oli tutkia selitettavaa tekoalya talvimerenkulussa. Johdannossa annet-
tiin yleiskuva talvimerenkulusta ja perehdyttiin tutkimusmenetelmiin hyédyntden Saun-
ders et al. (2009) sipulimallia. Taman jalkeen syvennyttiin tydn teoriaosuuteen (luvut 2
& 3), jonka jalkeen kaytiin Iapi tydn analyysia. Tassa luvussa esitetdan pohdintaa
tydstd seka kaydaan lapi tydn tuloksia tiivistetysti. Luku aloitetaan yhteenvedolla, jossa
kaydaan 1api tutkimuskysymykset seka yleisesti pohdintaa tuloksista ja 16yddksista. Ta-

man jalkeen arvioidaan tuloksia ja lopuksi pohdintaan jatkotutkimusmahdollisuuksia.

5.1 Yhteenveto

Tutkimuksen tavoitteena oli I6ytaa selitettavan tekoalyn tekijoita talvimerenkulussa,
joita lahdettiin tutkimaan kolmen tutkimuskysymyksen kautta. Naita olivat: Miksi teko-
alyn selitettavyytta tarvitaan talvimerenkulussa?, miten selitettdvé tekoély auttaa kone-
oppimismallin kehittdmisessd? seké kuinka hyvin tekoélyselitteitd voidaan ymmértaé
eri sidosryhmien nékékulmasta? Naihin saatiin kirjallisuuden seka analyysissa esitetyn
prosessin avulla vastattua monipuolisesti. Seuraavaksi kdydaan tyéhon valittuja tutki-

muskysymyksia tarkemmin Iapi.
Miksi tekoalyn selitettavyytta tarvitaan talvimerenkulussa?

Talvimerenkulussa jaa on keskeinen muuttuja ja saatava jaddata on nykyiselldan ja to-
dennakoisesti viela tulevina vuosinakin hyvin epatarkkaa. Talvimerenkulun asiantunti-

jan mukaan avomerella jaakentta elada ja muuttaa olomuotoansa jatkuvasti sen olemas-
saolonsa aikana. Tassa tydssa kuitenkin keskityttiin selitettavyyteen ja oletettiin tulevai-

suuden tilanne, jossa riittavan luotettava tekoalymalli olisi jo olemassa.

Selitettavan tekoalyn tarpeella todettiin olevan monia erilaisia perusteita. Luottamuk-
sen, lapindkyvyyden ja ymmarryksen luonti on keskeisessa roolissa talvimerenkulun te-
koalyratkaisuissa. Jos aluksen kuljettamisessa hyddynnetdan tekoalya, on luottaminen
ja tehtyjen paatosten lapinakyvyys ensiarvoisen tarkeaa. Tulevaisuudessa yha enene-
massa maarin erilaiset lait ja regulaatiot tulevat vaatimaan lapinakyvyytta tekoalyratkai-
suilta ja selitettdvyys on keino vastata naiden vaatimuksiin. Esimerkiksi Viljasen (2021)
mukaan EU:n ehdotus tekoalyteknologioita saantelevasta asetuksesta koskee korkean

riskin tekoalyjarjestelmia, johon myds muun muassa meriturvallisuuslaitteet, ja siten tal-
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vimerenkulku, kuuluvat. Taten jo heti kehitysvaiheesta alkaen selitettavyyden huomioi-
minen aina loppukayttajalle saakka luo kyvyn vastata sddnndsten vaatimiin kysymyk-
siin. Edella mainittuun liittyen myds sosiaalisen vastuun, oikeudenmukaisuuden ja ris-
kien huomioiminen on selitettavan tekoalyn etu. Kun kyse on laivaliikenteesta, voi vir-
heiden hinta olla rahallisesti hyvin suuria tai pahimmillaan jopa henkilévahinkoja aiheut-
tavia. Lisaksi talvimerenkulussa voi tulla eteen avustukseen liittyvia kysymyksia, kuten
ettd kayttaako alus kaikkea moottoritehoansa polttoaineen sdastéamiseksi ja jaa siksi
kiinni, kun tietaa, ettd avustus on ilmaista. Tekoalyratkaisu voisi tunnistaa tallaiset aluk-

set ja hyvin tulkittavat selitteet voisivat mahdollistaa nopean reagoinnin.

Miten selitettava tekodly auttaa koneoppimismallin kehittami-
sessa?

Selitettava tekoaly tulisi ajatella osana koko tekoadlymallin kehittdmisprosessia, eika
vain lopputuotteena, selitteend, jossa mallin antamaa tulosta selitetdan. Selitettavyyden
huomioiminen heti prosessin alkuvaiheessa mahdollistaa vinoumien ja vaarinkasitysten
minimoinnin tai esimerkiksi uusien muuttujien luomisen malliin. Tassa tyossa kaytiin
lapi kaksi yleista selitettavan tekoalyn menetelmaa: SHAP ja LIME. Molemmat naista
ovat varsinkin kehitysvaiheessa tehokkaita tyokaluja selittamaan koko mallia tai yksit-
taistd ennustetta ja helposti kaytettavissa Python-ohjelmointikielella. Selitettava tekoaly
auttaa Agile CRISP-DM-prosessimallin arviointivaiheessa arvioimaan mallin tarkkuutta
ja muuttujien vaikutusta ja tarvittaessa palaamaan prosessimallin alkuun esimerkiksi
tutkimaan dataa ja kasittelemaan sitd uudestaan. Esimerkiksi tassa tyossa mallia arvi-
oitaessa selitettavan tekoalyn avulla tuuleen osattiin kiinnittda tarkempaa huomiota,

jonka ansiosta saatiin suhteellinen tuulen suunta uudeksi muuttujaksi.

Kehittajatasolla selitettavyys antaa siis paremman mahdollisuuden ymmartaa mallia,
sen muuttujia ja niiden riippuvuuksia seka kehittajien itse hyddyntaa rationaalista ajat-
telua. SHAP-yhteenvetokuvaajasta ndhdaan muuttujien vaikutus malliin, jolloin tietyn
muuttujan epéoletettua vaikutusta malliin voidaan tarkastella lahemmin ja kehittja pys-
tyy kysymaan tarkempaa lisatietoa muilta sidosryhmilta, kuten toimialaosaaijilta. Hong
et al. (2020) mukaan kuitenkin kehittdjien suhdetta selitettdvyyteen ja miten selitetta-

vyys nakyy kehittajien kaytannoissa ja tarpeissa on tutkittu viela suhteellisen vahan.
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Kuinka hyvin tekoalyselitteitd voidaan ymmadrtda eri sidosryh-
mien nakékulmasta

Eri sidosryhmille selitettavyys voi tarkoittaa eri asioita. Aina nain ei ole, mutta paasaan-
toisesti voidaan olettaa tekoalymallin kehittajan tarve selitettavyydelle olevan hyvin eri-
lainen, kuin selitettavyys loppukayttajalle. Tassa tydssa selitettdvan tekoalyn sidosryh-
mia kaytiin lapi neljan eri sidosryhman kautta, joita ovat kehittajat, teoreetikot ja toimi-
alaosaajat, eetikot seka kayttajat, joista jokaisessa on nahtavissd omat selitettdvyyden
ominaispiirteensa. Edellisessa alaluvussa kaytiin 1api selitettavyytta 1api kehittgjien ja
mallin kehitysprosessin nakdkulmasta. Teoreetikot ovat vahvasti sidoksissa kehittgjien
kanssa ja voivat olla kehittgjien tavoin tekoalymallien luojia. Heidan tavoitteenansa on
kehittaa itse tekoalya kaytannon tekoalyjarjestelmien kehittamisen sijaan. Toimiala-
osaajat puolestaan ymmartavat syvemmin toimialasta ja voivat auttaa varmistamaan,
etta selitteet tayttavat tarvittavat kriteerit, mutta tekoalymalleista heilla on harvemmin
ymmarrysta. Heille selitteet voivat olla esimerkiksi kehittdjan luoma SHAP-selite, jota
kaydaan yhdessa kehittajan kanssa lapi molemman puoleisen tulkittavuuden takaa-
miseksi. Toisaalta toimialaosaaja voi myos olla mallin loppukayttaja, jolloin selite on eri-

lainen.

Eetikoihin kuuluvat henkilot, jotka keskittyvat muun muassa tekoalymallien oikeuden-
mukaisuuteen, luotettavuuteen seka vastuullisuuteen. Eetikot voivat kuulua myos
edelld mainittujen sidosryhmien tasolle, mutta selitteiden tulisi [Ahestya mallia vahem-
man tekniselta kantilta. Koska eetikoiden tavoitteena on saada mallista eettisesti hy-
vaksyttava, tulee heidan panostansa hyddyntaa kehitysvaiheessa. Loppukayttajat eroa-
vat edelld esitetyista, silla heille selite on lopputuote, jonka tulee olla mahdollisimman
selkea ja helposti tulkittavissa, tekoalymallin “jaavuoren huippu”. Se ei sisalla mallin sy-
vallisia arvoja, vaan selite voi olla yksinkertainen visualisointi tai tekstiselite, joka esi-
merkiksi varoittaa tulevasta vaarasta perusteluineen. Voidaan siis todeta, etta selitet-
tava tekoaly koskee kaikkia prosessiin osallistuvia henkilGita, vaikka sitéa voidaan ym-

martaa eri tavalla eri sidosryhmien kesken.

5.2 Tulosten arviointi

Tassa tydssa kaytetty aineisto on keratty kirjallisuudesta, kvalitatiivisesta keskusteluai-
neistosta seka kvantitatiivisesta datasta. Vaikka selitettavaa tekoalya ja talvimerenkul-
kuun liittyvaa mallinnusta on tutkittu erikseen, oli naiden aihealueiden yhdistaminen
haastavaa kirjallisuuden vahyyden vuoksi. Talvimerenkulun asiantuntijoiden kanssa

kaydyista keskusteluista saatiin kuitenkin arvokasta tietoa talvimerenkuluun liittyen ja
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kirjallisuuden avulla pystyttiin vastaamaan selitettavaan tekoalyyn liittyviin Kysymyksiin.
Kvantitatiivista dataa tyossa kaytettiin selitteiden luomiseen taman tyon ulkopuolella ke-

hitettyyn koneoppimismalliin pohjautuen.

Eras haaste selitettavyyden arvioinnissa on, ettei selitettavyytta voida absoluuttisesti
mitata, toisin kuin selitteen pohjana toimivaa mallia, jossa esimerkiksi ennusteen tark-
kuutta toteutuneeseen voidaan hyvin verrata. Kayttajatasolla selitteiden kayton myota
saatava palaute mahdollistaa selitteen kehittamisen, jota ei tassa tydssa luonnollisesti
ollut mahdollista saada. Selitteiden pohjana ei mydskaan ollut tuotantovalmista kone-
oppimismallia, joten selite oli hahmotelma, milta se voisi tulevaisuudessa nayttaa talvi-
merenkulussa. Tyossa kuitenkin onnistuttiin luomaan SHAP-selite koneoppimismallin
pohjalta, josta oli hyétya koneoppimismallin kehittdmisprosessissa. Voidaan myds arvi-

oida, etta tutkimuskysymyksiin onnistuttiin vastaamaan.

Teoriaosuuksiin pystyttiin vastaamaan kirjallisuuden seka talvimerenkulun asiantuntijoi-
den kanssa kaytyjen keskustelujen pohjalta monipuolisesti. Aluksi kaytiin l1api tekoalyn
ja laivaliikenteen teoriaa, josta siirryttiin kasittelemaan selitettavan tekoalyn teoriaa. Kir-
jallisuuden osalta haasteena oli talvimerenkulkua ja selitettavaa tekoalya yhdistavan
kirjallisuuden puute, jonka vuoksi kirjallisuudelle ei tehty erityista suodatusta eika sita
voitu verrata muihin alan julkaisuihin. Selitettavaa tekoalya koskevaa kirjallisuutta on
paljon, mutta yhdistettynd paosin taysin eri aihealueeseen kuin talvimerenkulkuun.
Samoin talvimerenkulkuun liittyvaa kirjallisuutta on, mutta ne keskittyvat itse mallintami-
seen tai esimerkiksi ennusteiden luomiseen, mutta huomioimatta selitettavyytta. Naita

yhdistava "lanka” saatiin keskusteluista talvimerenkulun asiantuntijoiden kanssa.

Tyon tutkimuskysymyksiin pystyttiin vastaamaan paaosin kirjallisuuden avulla, joten
analyysi oli siina maarin enemman kirjallisuutta tukeva kuin uutta teoreettista ja kaytan-
nollistd kontribuutiota tuottava. Agile CRISP-DM-prosessimalli on tekoalya ja sen seli-
tettavyytta luodessa monipuolinen vaihtoehto, mutta taman tyon kehyksessa liiankin
monipuolinen, eika kaikkia osa-alueita ollut mahdollista hyddyntaa, jolloin tydn analyysi
oli lahempana perinteisempaa CRISP-DM-mallia. Kaiken kaikkiaan tydssa saavutettiin
kuitenkin halutut tulokset. Seuraavaksi pohditaan vield, millaisia jatkotutkimusmahdolli-

suuksia aiheella on.

5.3 Jatkotutkimus

Kuten edelld on mainittu, selitettava tekoaly ja talvimerenkulku ovat nykyisellaan viela
hieman irrallaan olevia aihealueita, silla jaan luoman haasteen vuoksi tekoalyjarjestel-

mien kehittaminen ja kaytto talvimerenkulussa on vield hyvin haastavaa. Taman vuoksi
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ei ole myoskaan tekoalya, jota selittda. Jatkotutkimuksen ndkodkulmasta olisi hyva tutkia
aihealueita erikseen ja siten luoda pohja selitettdvyydelle. Tarkoittaen, miten esimer-
kiksi talvimerenkulkuun pystytdan luomaan tarkempaa jaamallinnusta, joka mahdollis-
taisi tarkkojen ennustemallien luomisen ja siten niiden selittamisen tai puolestaan miten
selitettavaa tekoalya voisi kehittaa niin, etta prosessi olisi yhtenadinen kaikkien sidosryh-
matasojen kanssa. On viela hyvin haastavaa puhua selitettavasta tekoalysta talvime-
renkulussa ennen kuin pohja selitettavyydelle on kunnossa. Tassa tyossa tutkittiin ai-
hetta tulevaisuuden tilanteen ndkdkulmasta, jossa pohja olisi jo kunnossa ja selitetta-
vaa tekoalya olisi mahdollista luoda. Yleisesti ottaen selitettavaan tekoalyyn liittyen jat-
kotutkimusta voisi tehda muun muassa siita, miten selitettavyyden saisi osaksi tyypil-
listd koneoppimismallin kehitysprosessia ja miten siita tulisi "uusi normaali” tekoalysta
puhuttaessa. Esimerkiksi jatkojalostamalla jo olemassa olevia prosessimallia tai kehit-

tamalla uuden, joka huomioisi selitettavyyden paremmin.



53

LAHTEET

Adadi, A & Berrada, M. 2018. Peeking Inside the Black-Box: A Survey on Explainable
Artificial Intelligence (XAl).

Alpaydin, E. 2014. Introduction to Machine Learning, MIT Press

Anttila, P. 1998. Tutkimisen taito ja tiedonhankinta. Saatavilla: <https://meto-
dix.fi/2014/05/17/anttila-pirkko-tutkimisen-taito-ja-tiedon-hankinta/#7.1%20Tieteelli-
sen%20paattelyn%20logiikat> (Viitattu 18.6.2021)

Arctia. 2016. Jaanmurron prosessikuvaus. Youtube-video. Julkaisija Arctia Itd. Saata-
villa: <https://www.youtube.com/watch?v=BJJ9n-7Lkxc> (Viitattu 1.2.2022)

Arrieta, A.B., Diaz-Rodriguez, N., Del Ser, J., Bennetot, A., Tabik, S., Barbado, A.,
Garcia, S., Gil-Lépez, S., Molina, D., Benjamins, R. and Chatila, R., 2020. Explainable
Artificial Intelligence (XAl): Concepts, taxonomies, opportunities and challenges toward

responsible Al.

Bhatt, U. & Xiang, A. % Sharma, S. & Weller, A & Taly, A. & Jia, Y. & Ghosh, J & Puri,
R. & Moura, J. & Eckersley, P. 2020. Explainable Machine Learning in Deployment.

Bonaccorso, G. 2018. Mastering Machine Learning Algorithms: Expert Techniques to

Implement Popular Machine Learning Algorithms and Fine-Tune Your Models.

Collis, J. & Hussey, R. 2003 Business Research: A Practical Guide for Undergraduate
and Postgraduate Students (2nd edn). Basingstoke: Palgrave Macmillan. (Katso viit-

taustekniikka, Saunders oli viitannut tahan)

Confalonieri, R & Coba, L & Wagner, B & Besold, T. 2019. A historical perspective of

explainable Artificial Intelligence.

Das, A. and Rad, P., 2020. Opportunities and challenges in explainable artificial intelli-

gence (xai): A survey.
DeChant, J. 2019. How Al is Influencing the Shipping Industry Today.

Doran, D & Schultz, S & Besold, T. 2017. What Does Explainable Al Really Mean? A

New Conceptualization of Perspectives.

Fink, A. (2014) Conducting research literature reviews: from the Internet to paper. 4th
ed. Thousand Oaks (Calif.): Sage.



54

Gerlins, J., Shollo, A. & Constantiou, I. 2021. Reviewing the Need for Explainable Atrtifi-
cial Intelligence (xAl)

Gosiewska, A & Biecek, P. 2020. Do not trust additive explanations.

Hakola, V. 2020. PREDICTING MARINE TRAFFIC IN THE ICE-COVERED BALTIC
SEA. Saatavilla: <https://trepo.tuni.fi/bitstream/handle/10024/120219/Hakola-
Ville.pdf?sequence=2&isAllowed=y>

Hakola, V. 2020. Saatavilla: VESSEL TRACKING (AIS), VESSEL METADATA AND
DIRWAY DATASETS <https://ieee-dataport.org/open-access/vessel-tracking-ais-ves-

sel-metadata-and-dirway-datasets>

Hastie, T. 2009. The Elements of Statistical Learning Data Mining, Inference, and Pre-

diction, Second Edition.

Hong, S. & Hullman, J. & Bertini, E. 2020. Human Factors in Model Interpretability: In-

dustry Practices, Challenges, and Needs.

Houston Analytics. (n. d.) Crafting improved business operations through agile analyt-
ics projects. <https://www.houston-analytics.com/project-methodology> (Viitattu
8.7.2021)

Hurwitz, J. & Kirsch, D. 2018. Machine Learning For Dummies. Saatavilla:
<https://www.ibm.com/downloads/cas/GB8ZMQZ3> (Viitattu 2.11.2021)

IBM. 2016. IBM SPSS Modeler CRISP-DM Guide. <ftp://public.dhe.ibm.com/soft-
ware/analytics/spss/documentation/modeler/18.0/en/ModelerCRISPDM.pdf> (Viitattu
8.7.2021)

IBM Cloud Education. 2020. Strong Al. <https://www.ibm.com/cloud/learn/strong-
ai#ftoc-strong-ai--YalLcx80G> (Viitattu 1.11.2021)

VTT. 2009. IBNet - jddnmurtajien koordinointi. Saatavilla: <https://pro-
jectsites.vtt.fi/sites/ibnet/www.vtt.fi/sites/ibnet.html> (Viitattu 1.4.2022)

limatieteenlaitos, N.d. Havaintojen lataus. <https://www.ilmatieteenlaitos.fi’/havaintojen-
lataus> (Viitattu 1.4.2022)

lImatieteenlaitos. N.d. Jaatalvi Itamerella <https://www.ilmatieteenlaitos.fi/jaatalvi-ita-
merella> (Viitattu 25.6.2021)

Jin, W., Fan, J., Gromala, D., Pasquier, P. and Hamarneh, G., 2021. EUCA: A Practical

Prototyping Framework towards End-User-Centered Explainable Artificial Intelligence.



55

Langer, M., Oster, D., Speith, T., Hermanns, H., Kastner, L., Schmidt, E., Sesing, A.
and Baum, K., 2021. What do we want from explainable artificial intelligence (XAl)? — A
stakeholder perspective on XAl and a conceptual model guiding interdisciplinary XAl

research.

Launis, R. 2020. Jakautunut Suomi, selitettava tekoaly ja yksittaiset postinumerot. Saa-
tavilla: <https://www.launis.net/post/jakautunut-suomi-selittava-tekoaly-ja-yksittaiset-
postinumerot> (Viitattu 5.8.2021)

Leong, L. 2019. Maritime Fairtrade. Al Revolution: 6 Steps To Prepare Your Business.
Saatavilla: < https://maritimefairtrade.org/ai-revolution-6-steps-to-prepare-your-busi-
ness> (Viitattu 29.12.2021)

Lehtola, V, Montewka, J, Goerlandt, F, Guinness, R & Lensu, M. 2019. Finding safe
and efficient shipping routes in ice-covered waters: A framework and a model, Cold Re-

gions Science and Technology

Liikenne- ja viestintdministeri6. 2014. Suomen meriliikennestrategia 2014-2022. Saa-
tavilla: <https://julkaisut.valtioneuvosto.fi/bitstream/handle/10024/77909/Julkaisuja_9-
2014.pdf?sequence=1> Viitattu: 20.10.2021

Lin, Y., Lee, W. & Celik, Z. 2020. What Do You See? Evaluation of Explainable Artificial
Intelligence (XAl) Interpretability through Neural Backdoors.

Linardatos, P. & Papastefanopoulos, V. & Linardatos, P. 2021. Explainable ai: A review

of machine learning interpretability methods.

Liu, B., 2021. " Weak Al" is Likely to Never Become" Strong Al", So What is its Great-

est Value for us?
Lipton, Z. C. 2017. The Mythos of Model Interpretability.
Lundberg, S. & Lee, S. 2017. A unified approach to interpreting model predictions.

Lundberg, S. 2019. An introduction to explainable Al with Shapley values. <
https://shap.readthedocs.io/en/latest/example_notebooks/overviews/An%20introduc-
tion%20t0%20explainable%20Al1%20with%20Shapley%20values.html> (Viitattu:
10.2.2022)

Lahdesmaki, T., Hurme, P., Koskimaa, R., Mikkola, L., Himberg, T., Menetelmapolkuja
humanisteille. Jyvaskylan yliopisto, humanistinen tiedekunta. <http://www.jyu.fi/mehu>.
(Viitattu 22.6.2021)



56

MacKinnon, S. & Weber, R. & Olindersson, F. & Lundh, Monica. 2020. Artificial Intelli-

gence in Maritime Navigation: A Human Factors Perspective.

Mahendran, A. and Vedaldi, A. 2015. Understanding deep image representations by

inverting them.
Mittelstadt, B., Russell, C. and Wachter, S. 2019. Explaining explanations in Al.

Montewka, J & Goerlandt, F & Kujala, P & Lensu, M. 2014. Towards probabilistic mod-

els for the prediction of a ship performance in dynamic ice.

Molnar, C. 2022. A Guide for Making Black Box Models Explainable. Saatavilla:
<https://christophm.github.io/interpretable-ml-book/> Viitattu: 19.2.2022.

Moradi, M. & Samwald, M. 2021. Post-hoc explanation of black-box classifiers using

confident itemsets. Expert systems with applications.

Ojala, L. & Kujala, P. & Solakivi, T. & Kiiski, T. & Lindeberg, M. & Kilpi, V. 2020. Merlog
2030 Merikuljetusten logistiikka ja ulkomaankaupan kilpailukyky.

Pietikainen, M. & Silvén, O. 2021. Tekoalyn haasteet — Koneoppimisesta ja konenadsta

tunnetekoalyyn. 2. Painos.

Preece, A., Harbone, D., Braines, D., Tomsett, R. & Chakraborty, S. 2018. Stakehold-
ers in Explainable Al. https://arxiv.org/abs/1810.00184

Prithvi R., Ekaterina K., Smestad, B., Asbjgrnslett B., Bhattacharyya, A. 2021. Predict-
ing vessel speed in the Arctic without knowing ice conditions using AlS data and deci-

sion trees.

Ribeiro, M.T., Singh, S. and Guestrin, C., 2016. “Why should | trust you?" Explaining
the predictions of any classifier. In Proceedings of the 22nd ACM SIGKDD international

conference on knowledge discovery and data mining.
Russel, S & Norvig, P. 2016. Artificial Intelligence: A Modern Approach.

Rudin, C. (2018) Stop Explaining Black Box Machine Learning Models for High Stakes

Decisions and Use Interpretable Models Instead.

Saaranen-Kauppinen, A & Puusniekka, A. 2006. KvaliMOTYV - Menetelmaopetuksen
tietovaranto. Tampere: Yhteiskuntatieteellinen tietoarkisto.
<https://www.fsd.tuni.fi/menetelmaopetus/>. (Viitattu 23.6.2021)

Salminen, A. 2011. Mika kirjallisuuskatsaus? Johdatus kirjallisuuskatsauksen

tyyppeihin ja hallintotieteellisiin sovelluksiin.



57

Sarker, |. 2021. Machine Learning: Algorithms, Real-World Applications and Research
Directions. Saatavilla: <https://doi.org/10.1007/s42979-021-00592-x>

Saunders, M., Lewis, P. & Thornhill, A. 2009. Research methods for business stu-

dents. 5. painos.

Shalew-Shwartz, S & Ben-David, S. 2014. Understanding Machine Learning. Saata-
villa: <https://www.cs.huji.ac.il/~shais/UnderstandingMachineLearning/understanding-

machine-learning-theory-algorithms.pdf> (Viitattu 5.11.2021)

Siren, T & Pekkarinen, O. 2017. TIETEENFILOSOFIS-METODOLOGISIA PERUS-
TEITA PRO GRADU -TUTKIELMAN LAADINTAAN. ISSN 2489-2769

Siukonen, T. & Neittaanmaki, P. (2019) Mita tulisi tietda tekoalysta. Jyvaskyla: Do-

cendo.

Sivadas, A & Samuel, A. 2019. Atrtificial Intelligence and the marine industry. Saata-
villa: <https://www.wartsila.com/insights/article/artificial-intelligence-and-the-marine-in-
dustry> (Viitattu 29.12.2021)

Taulli, T. 2019. Atrtificial Intelligence Basics: A Non-Technical Introduction.

Toivola, J. 2016. Winternavigation and Icebreaking services, Baltic countries co-opera-
tion Urban Node 2016. <https://vayla.fi/documents/25230764/0/Jarkko+Toi-
%20vola.pdf/a1944554-cfba-4127-ac2f-17fb4051907b> (Viitattu 20.6.2021)

Traficom. 2022. Alusten jaaluokat. <https://www.traficom.fi/fi/likenne/merenkulku/alus-
ten-jaaluokat> (Viitattu 20.2.2022)

Turing, A. 1950. Computing Machinery and Intelligence.

Viljanen, M. 2021. Pitaakoé EU:n Al-asetusehdotuksesta olla huolissaan?
<https://etairos.fi/l2021/05/17/pitaako-eun-ai-asetusehdotuksesta-olla-huolissaan> (Vii-
tattu 5.8.2021)

Vaylavirasto. 2020. Suomen talvimerenkulku. Saatavilla: <https://vayla.fi/docu-
ments/25230764/43984491/Suomen_talvimerenkulku_2020-

2021 _Fl_4.11.2020.pdf/be936682-29a6-5353-8dbb-14e3dcfe5cff/Suomen_talvimeren-
kulku_2020-2021_FI_4.11.2020.pdf> (Viitattu: 1.9.2021)

Zhang, K. et al. 2020. Explainable Al in Deep Reinforcement Learning Models: A SHAP
Method Applied in Power System Emergency Control.



