f

- J Tampereen yliopisto

Aino Heiskanen

PAATOSPUIHIN PERUSTUVAT
KONEOPPIMISMENETELMAT
EKONOMETRIASSA

Informaatioteknologian ja viestinnan tiedekunta
Kandidaattitutkielma
Tammikuu 2021



TIVISTELMA

Aino Heiskanen: Paatospuihin perustuvat koneoppimismenetelmit ekonometriassa
Kandidaattitutkielma

Tampereen yliopisto

Tietojenkésittelytieteiden tutkinto-ohjelma

Tammikuu 2021

Koneoppiminen ja tilastollinen oppiminen ovat toisiaan léhelld olevia késitteité, jotka molemmat
tarkoittavat algoritmin toiminnan parantamista aineistosta oppimalla. Tutkielmassa kasiteltavét
paitospuumenetelmét ovat ohjattua oppimista, missé pyritdén 16ytdmaén funktio, joka ennustaa
mahdollisimman hyvin kohdemuuttujan arvoja selittdvien muuttujien avulla. Kuten koneoppimi-
sessa, myos ekonometriassa — eli taloustieteen mittaamisessa — keskeistd on mallintaminen, mutta
sen tavoitteena ei ole ensisijaisesti ennustaminen, vaan talousteorioiden testaaminen, muuttujien
vilisien riippuvuuksien tutkiminen ja politiikkasuositusten tekeminen.

Tutkielmassa esiteltdvat uudet koneoppimismenetelmét pyrkivat kuromaan niiden l&htokoh-
tien vilisid eroavaisuuksia umpeen. Paidtospuihin perustuvasta satunnaismetsistd on kehitetty
ekonometriassa versioita, jotka mahdollistavat tilastollisen paittelyn eli luottamusvélien laskemi-
sen ja hypoteesien testaamisen. Esimerkiksi kausaalimetsd on koneoppimismenetelma4, jolla voi-
daan tarkastella erilaisten toimenpiteiden, kuten poliittisten paitdsten, vaikutusta erilaisiin ryh-
miin.

Koneoppimismenetelmit sopivat erityisesti suurten epatyypillisten tietoaineistojen eli niin sa-
notun big datan késittelyyn. Satunnaismetséssa selittdvat muuttujat voivat olla samassa mallissa
sekd laadullisia ettd méarillisid, ja niiden miéra voi ylittdd havaintojen mééarén, silld ylisovittumi-
sen korjaaminen ja muuttujien valinta ovat sisddnrakennettuina malliin. Lisdksi koneoppimisme-
netelmét kykenevét ennustamaan otoksen ulkopuolisia havaintoja huomattavasti perinteisia eko-
nometrisid menetelmid paremmin.

Kirjallisuuskatsauksen tavoitteena on selvittdd, kuinka paitospuumenetelmid on kisitelty ja
kaytetty taloustieteen tutkimuskirjallisuudessa. Aiheeseen syvennytdin siten, ettd ensin alustetaan
yksittdisen padtdspuun kasvattamista ja karsimista CART-algoritmin mukaisesti, sitten siirrytaan
useiden puiden yhdistdmiseen esimerkiksi ristiinvalidoinnilla tai baggingilla ja lopuksi tarkastel-
laan satunnaismetsien jalostamista ekonometriassa.
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1 Johdanto

Googlen padekonomisti Hal Varian suositteli jo vuonna 2014 taloustieteen opiskelijoil-
leen opintoja koneoppimisesta (Varian, 2014). Sittemmin ensimmaéisend naisena John Ba-
tes Clark -mitalin saanut Susan Athey on esittdnyt Guido Imbens kumppaninaan, etti ko-
neoppimismenetelmien tulisi sisdltyd vakioluonteisesti ekonometrian koulutukseen (At-
hey & Imbens, 2019). Tietojenkdsittely ei ole kuitenkaan vield noussut matematiikan ja
tilastotieteen rinnalle ekonometrian opetuksessa ja tutkimuksessa.

Koneoppiminen ja tilastollinen oppiminen ovat toisiaan lihelld olevia kisitteitd, jotka
molemmat tarkoittavat algoritmin toiminnan parantamista aineistosta oppimalla. Luke-
mieni artikkelien tapaan kaytén téssd kirjallisuuskatsauksessa néistd molemmista sanaa
koneoppiminen, vaikka l4hteind kdytetyt perusteokset ovat nimeltddn An Introduction to
Statistical Learning (James et al., 2013) ja The Elements of Statistical Learning (Hastie
etal., 2016). Mikéli mallia opetetaan valmiiden vastausten, kuten luokitusten, perusteella,
kyseessd on ohjattu oppiminen (supervised learning). Ohjaamattomassa oppimisessa
(unsupervised learning) algoritmi etsii vastaukset itse, eli esimerkiksi luokittelutehtévissi
yhdistédé toisiaan muistuttavat havainnot samaan luokkaan.

Kaikki tutkielmassani esiteltivit menetelmit ovat ohjattua oppimista, jossa pyritddn
16ytdamaén funktio, joka ennustaa mahdollisimman hyvin kohdemuuttujan y (target) ar-
voja selittdvien muuttujien x (features) avulla. Koneoppimisessa kéytettdvissd oleva ai-
neisto on jaettu kahteen tai useampaan osaan. Malli opetetaan eli estimoidaan opetusai-
neistolla (training sample) ja sen toimivuutta arvioidaan testiaineistolla (test sample). Tar-
vittaessa kdytetddn lisdksi mallin validointiaineistoa (validation sample).

Jotta aineisto voidaan jakaa useampaan erilliseen osaan, sen tdytyy olla riittdvéin
suuri. Koneoppimismenetelmien kehityksen edelld onkin kulkenut niin kutsutun big da-
tan trendi. Internetin ja digitalisaation seurauksena tallennetun tiedon méard on kasvanut
valtavasti, ja tietokoneiden laskentakapasiteetin kasvaessa aineistoja pystytddan hyodyn-
tdmadn yhd paremmin. Toistaiseksi uusia suuria tietoaineistoja on hyodynnetty erityisesti
yksityiselld sektorilla, mutta potentiaalisia kdyttotarkoituksia on yhti lailla julkisella puo-
lella, kuten valtiovarainministeridissé, seké tieteellisessd tutkimuksessa (Einav & Levin,
2014).

Aineistojen kasvaminen ja niiden rakenteen muuttuminen vaikuttaa my0s taloustietee-
seen. Big datan yhteydessd perinteinen lineaarinen regressio ei aina onnistu muuttujien
huomattavan méadran takia, joten kdyttoon tdytyy ottaa uusia tyokaluja. Toisaalta muuttu-
jien viliset yhteydet voivat olla epidlineaarisia. Monet koneoppimisen tekniikat tarjoavat
mahdollisuuden mallintaa tédllaisia monimutkaisempia suhteita. (Varian, 2014)

Joitakin vuosia sitten koneoppimista ei oltu juurikaan kéytetty taloustieteessd (Einav
& Levin, 2014; Taylor et al., 2014; Varian, 2014), mutta kiinnostus uusia menetelmid
kohtaan on kasvanut hitaasti empiirisessd tutkimuksessa (Athey & Imbens, 2019). Athey
ja Imbens (2019) ovat koonneet katsauksen “koneoppimismenetelmiin, jotka jokaisen
ekonomistin tulisi tietdd”. Artikkelissa esitellddn esimerkiksi Lasso- ja Ridge-regressi-
oita, paitdspuita ja satunnaismetsid, tukivektorikoneita (support vector machines) seki
syvdoppimista ja neuroverkkoja. Chakrabortyn ja Josephin (2017) keskuspankkien kon-
tekstissa tehty vastaava katselmus siséltdd samoja menetelmié.



Valitsin tutkielmaani paitdspuihin perustuvat koneoppimismenetelmat, silld niitd on
kasitelty taloustieteellisessd kirjallisuudessa verrattain laajasti. Jo yhdessd varhaisim-
mista paitospuita koskevassa artikkelissa (Morgan & Sonquist, 1963) on ollut toisena
kirjoittajana ekonomisti ja parhaillaan ekonometriassa julkaistaan tiiviisti erityisesti paa-
tospuihin ja satunnaismetsiin liittyvid sovelluksia (Athey & Imbens, 2016; Wager & At-
hey, 2018; Athey et al., 2019; Friedberg et al., 2020).

Tutkielmani tavoitteena on selvittdd paatdspuihin perustuvia koneoppimismenetelmii
ja sitd, kuinka niitd on kisitelty ja kéytetty taloustieteen tutkimuskirjallisuudessa. Paétos-
puumenetelmiin syvennytdin siten, ettd ensin alustetaan yksittéisen padtdspuun kasvatta-
mista ja karsimista (luku 2), sitten siirrytdén useiden puiden yhdistdmiseen (luku 3) ja
lopuksi tarkastellaan satunnaismetsien jalostamista ekonometriassa (luku 4).



2 Paatospuut

Péatéspuualgoritmi saa syotteekseen yksittdisen havainnon attribuuttiarvoista koostuvan
vektorin X ja palauttaa arvon y. Pddtds y muodostetaan testien tai kysymysten sarjalla,
jota voidaan havainnollistaa ylosalaisin kddnnetylld puulla. Kuvan 1 kokonaistyytyvéi-
syyttd eldmddn ennustava padtospuu on muodostettu R-ohjelmiston tree-kirjastolla ai-
neistosta Hyvinvointi ja eriarvoisuus Suomessa 2012 (Kainulainen & Saari, 2012).
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Kuva 1. Esimerkki paitdspuusta.

Kuvan 1 paétdspuu pyrkii ennustamaan muiden attribuuttien perusteella havainnon arvoa
muuttujaan, jossa vastaaja on arvioinut tyytyvéisyyttd eldmédnsd kokonaisuutena as-
teikolla 0—10. Arvon 0—4 sisdltdvit havainnot luokitellaan tyytymaéttomiksi ja arvot 6-10
tyytyvdisiksi. Keskimdérdisen arvon 5 antaneet vastaajat on poistettu aineistosta. Muut-
tujista taas on poistettu kysymykset, jotka mittaavat ldhes samaa asiaa kuin kohdemuut-
tujay.

Péaitospuu koostuu solmuista (nodes), jotka voidaan jakaa sisdsolmuihin (internal
nodes) ja lehtiin (leaves, terminal nodes). Pddllimmaisintd solmua, jolla ei ole vanhempaa
(parent), kutsutaan juureksi (root). Lehdilld taas ei ole /apsia (children), joten ne ovat
paittelyn lopputuloksia. Puun alkiot, jotka eivit ole lehtid, ovat sisdsolmuja. Mikéli si-
sdsolmussa oleva jakoehto saa totuusarvon tosi, pééttelyssa jatketaan vasempaan alipuu-
hun (branch, subtree) ja pdinvastoin, kunnes paiddytddn lehteen. Kuljettu polku juuresta
lehteen kuvaa havainnon attribuuttien arvoja.

Koneoppimisongelmat jaetaan luokitteluun ja regressioon funktion kohdemuuttujan y
perusteella. Mikali péattelyn lopputulokset ovat diskreettejd eli kyseessd on kategorinen
muuttuja, puhutaan luokittelupuusta (classification tree). Jos lehdet ovat numeerisia eli
jatkuvia, kyseessé on regressiopuu (regression tree). Mairitelma poikkeaa taloustieteestd,



jossa regressioanalyysid kdytetddn muuttujien vélisien riippuvuuksien tutkimiseen ja luo-
kittelua vastaa logistinen regressio, jossa selitettivd muuttuja voi saada vain kaksi arvoa.
Seké taloustieteessd ettd koneoppimisessa regressiossa on kyse ehdollisen odotusarvon
laskemisesta.

Selittavit muuttujat voivat olla sekéd regressio- ettd luokittelupuiden kohdalla samassa
mallissa sekd kvantitatiivisia ettd kvalitatiivisia, mutta tdssé tutkielmassa ennustajien ole-
tetaan olevan numeerisia. Kategorisista selittdvistd muuttujista ovat kirjoittaneet esimer-
kiksi Hastie ja muut (2016) sekd Breiman ja muut (1984). R-ohjelmiston Tree-kirjasto
tukee kvalitatiivisia ennustajia, mutta Pythonin scikit-learnin paatdspuutoteutus ei.

Useista péaédtdspuualgoritmeista suosituin on tissé tutkielmassa kasiteltdvd Breimanin
ja muiden (1984) monografiaan perustuva CART-algoritmi (Classification And Regres-
sion Trees), jossa padtdspuu on aito bindéripuu, eli kullakin solmulla on kaksi lapsisolmua
tai ei jilkeldisid lainkaan. Tutkielman ldhteet késittelevat CART-algoritmia lukuun otta-
matta Russelin ja Norvigin (2013) oppikirjaa, jota hyddynnetddn sovellettavissa olevin
osin. Seuraavissa aliluvuissa avataan, kuinka paitospuu kasvatetaan ja karsitaan CART-
algoritmin mukaisesti.

2.1 Kasvattaminen

Breiman ja muut (1984) jakavat padtdspuun rakentamisen kolmeen vaiheeseen. Ensiksi
taytyy valita tapa, jolla aineisto jactaan kahtia jokaisessa sisdsolmussa. Toisekseen tarvi-
taan sddanto sithen, milloin jakaminen on syyti lopettaa ja kolmanneksi tdytyy valita leh-
tisolmujen havaintojen perusteella jokaiselle lehdelle yksi yhteinen arvo y.

Puun rakentamisessa kdytetddin ahnetta hajota ja hallitse -menetelmé eli algoritmia,
joka jakaa aineistoa rekursiivisesti kahtia juuri tissd solmussa parhaimmalta vaikuttavim-
man ehdon perusteella. Koko mahdollisesti suurenkin alipuun kannalta kaikkein optimaa-
lisimman jakoehdon etsiminen olisi laskennallisesti liian raskasta. Regressiopuissa paras
jako on sellainen, jossa syntyneiden osajoukkojen havainnot ovat mahdollisimman l&helld
y:n keskiarvoaan. Luokittelupuissa olennaista on osajoukkojen sisdinen homogeenisyys.
(James et al., 2013)

Tarkoituksena on etsid kynnysarvo (splitting point) s, jonka perusteella solmussa jél-
jelld oleva aineisto (Xii1, Xi, ..., Xik, Yi), 1= 1, ..., N voidaan jakaa kahteen osaan R; =
{X | Xk <s} jaRz={X| Xk >s}. Parhaimman mahdollisimman jaon 16ytdmiseksi jokaisen
muuttujan Xy jokaiselle kynnysarvolle s lasketaan suure, joka mittaa jaon onnistunei-
suutta. (James et al., 2013)

Regressiopuiden rakentamisessa kdytetddn perinteisestd regressioanalyysistd tuttua
jadnnosneliosummaa RSS (residual sum of squares), jolla mitataan havaintojen poik-
keamaa keskiarvostaan. Aineistolle etsitddn siis j ja s, jotka minimoivat yhtdlon 1. (James
etal., 2013)

Y Wi-Tr)P X Wi-Tr)? (1)

i:x; € Ry(j, s) i: x; € Ra(j, 5)
Luokittelutehtdvissd jaon hyvyyttd voidaan mitata usealla eri suureella. Kolme yleisim-
min mainittua ovat luokitteluvirhe, Gini-indeksi ja entropiaan perustuva informaatiolisa.
Regressiossa havaintojen arvoja verrataan niiden keskiarvoon, luokittelussa kéytetdén
yleisintd havainnon arvoa osajoukossa. Luokitteluvirhe vastaa jidnnosnelidsummaa,



mutta sité ei pidetd yhtd suositeltavana suureena kuin Gini-indeksié ja entropiaa. Hastie
ja muut (2016) perustelevat tété silld, ettd Gini-indeksi ja entropia ovat herkempii sol-
muissa olevien luokkien suhteille ja niiden muutoksille kuin luokitteluvirhe.

Russell ja Norvig (2013) ovat avanneet informaatiolisén laskemista tilanteessa, jossa
puun lehdet kuuluvat kahteen eri luokkaan, mutta sisdsolmuissa haaroja voi olla enem-
mén. Téssi selvitdn Russellin ja Norvigin pohjalta entropiaa ja informaatiolisdd CART-
algoritmissa, jossa binddripuu voi jakaa havainnot useampaan kuin kahteen eri luokkaan.

Entropia on hajontasuure, joka mittaa satunnaismuuttujan epdvarmuutta. Satunnais-
muuttujalla, joka saa vain yhden arvon, ei ole lainkaan hajontaa, joten entropia on 0. Kun
mahdollisia arvoja on k kappaletta, ja jokaisen todennédkoisyys on 1/k, epdvarmuus on
suurimmillaan. Entropia satunnaismuuttujalle V, joka voi saada arvot vi, ..., vk, on esi-
tetty yhtdlossé 2.

0] ]: -ZP ) log>(P(v;)) 2)

Informaatiolisd (1nformat10n gain) kertoo, kuinka palj on jako vihentdisi funktion kohde-
muuttujan y entropiaa havaintojen joukossa. Se lasketaan yhtélon 3 tapaan vihentdmalla
vanhempisolmun entropiasta lapsisolmujen entropioiden havaintojen lukuméérilla pai-
notettu keskiarvo.

H(V) = ZP (v;) lng[

IRq] IR
———— H)r, + —————
[R1[+ R3] |R1| + [Rz]

Gini-indeksi on hyvin samankaltainen suure kuin entropia, silld myds se mittaa joukon
tasalaatuisuutta. Myds Gini-epapuhtaudeksi (Gini impurity) kutsuttua suuretta ei pidé se-
koittaa taloustieteestd tuttuun tuloeroja mittaavaan Gini-kertoimeen (Gini coefficient).
Yhtélossé 4 esitetty Gini-indeksi kuvaa todenndkdisyyttd luokitella satunnaisesti valittu
havainto vdérin luokkajakauman perusteella.

Gain(X;) = AH(y) = H(y)RluRz—[ Hyr,| (3)

k
= 2P (- Py) )

i=1
Koska kyse on todennédkoisyydestd, Gini-indeksi saa arvoja nollasta yhteen. Jos muuttu-
jan arvoissa ei ole lainkaan hajontaa, eli ne kuuluvat kaikki yhteen luokkaan, suure saa
arvon 0. Suurimman arvon Gini-indeksi saa, kun jokaisella k luokalla on sama todenna-
koisyys 1/k ja indeksin arvo ldhenee ykkostd luokkien mééran k kasvaessa. Kuten entro-
pian kohdalla, olennaista on mitata, kuinka paljon kyseinen jako pienentdd Gini-indeksid
(yhtdlo 5).
IRql IR, |

AGW) = G "R R Y% R R
) (y)R1UR2 [Ri] + |R,| (y)Rl IR1| + IRy

GW)r, )

Luokittelupuun rakentamisessa aineistoa siis jaetaan rekursiivisesti sen kynnysarvon s
perusteella, joka maksimoi joko entropian tai Gini-kertoimen muutoksen.

Seka regressio- ettd luokittelupuissa aineiston rekursiivista jakamista jatketaan, kunnes
madritelty lopettamisehto tiyttyy. Alipuun kasvattaminen voidaan lopettaa, kun kisitel-
tdvdssd solmussa on enii tietty madra havaintoja jiljelld. Seka James ja muut (2013) ettéd
Hastie ja muut (2016) esittdvit, ettd jokaisessa lehdessd voisi olla korkeintaan viisi ha-
vaintoa. R-kirjastossa tree oletusarvo solmun minimikooksi on 10, kun taas R-kirjastossa
randomForest haaran kasvattaminen lopetetaan, kun jiljelld on regressiopuissa 5 ja luo-



kittelupuissa 1 havaintoa. Lopettaa voitaisiin myds esimerkiksi silloin, kun jaéanndsne-
liGsumman, entropian tai Gini-indeksin muutos olisi liian pieni. Tdma olisi kuitenkin ly-
hytndkdistd, silld ndenndisesti tarpeettomalta vaikuttava jako voi johtaa parempaan lop-
putulokseen mydhemmin. (Hastie et al., 2016)

Mikali kyseessd on regressiopuu, lehden ennusteeksi eli tavoitemuuttujan arvoksi y
valitaan havaintojen keskiarvo. Luokittelupuiden kohdalla kéytetdin moodia eli useim-
min esiintyvéa luokkaa.

Kuten algoritmi 1 esittid, padtdspuualgoritmi muodostaa aineistosta binddripuun, jossa
havaintoja jaetaan toistuvasti kahteen osaan. Optimaalinen jakoehto etsitdén regres-
siopuissa jadnndsnelidsumman ja luokittelupuissa Gini-indeksin tai entropian avulla. Kun
havaintoja on jéljelld lopetusehdon verran, kohdemuuttujan arvot ovat yhtd suuria tai att-
ribuutteja ei ole jdljelld, palautetaan lehti, jonka ennuste on regressiopuissa sen havainto-
jen keskiarvo kohdemuuttujalle y ja luokittelupuissa y:n yleisin luokka.

Algoritmi 1 Piitdospuuoppija

Input: kohdemuuttuja y, havainnot o, attribuutit
Output: lehti tai puu
if havaintojen miérd <= lopetusehto then return lehti(kohdemuuttuja, havainnot)
else if y:n arvot ovat yhta suuria then return lehti(kohdemuuttuja, havainnot)
else if attribuutteja ei ole jiljelld then return lehti(kohdemuuttuja, havainnot)
else
(s, j) « jakoehto(kohdemuuttuja, attribuutit, havainnot)
puu < uusi padtdspuu, jonka juuressa jako (s, j)
for each havainnot do
R1 « {0:0<s}
vasen alipuu «— paitospuuoppija(kohdemuuttuja, R1, attribuutit-Xj)
oikea alipuu « paatdospuuoppija(kohdemuuttuja, havainnot-R1, attribuutit-Xj)
lisdd vasen ja oikea haara puuhun
return puu

2.2 Karsiminen

Puun rakentaminen luvussa 2.1 kuvatulla tavalla tuottaa mallin, joka sopii hyvin kasvat-
tamisessa kéytettyyn aineistoon, mutta joka kykenee ennustamaan heikosti uusien havain-
tojen perusteella. Koneoppimisessa kutsutaan ylisovittumiseksi (overfitting) ilmiota, jossa
mallin tai menetelmén ennustevirhe on pieni opetusaineistolla, mutta suuri testiaineis-
tolla. Ylisovittumista voidaan vdhentdd karsimalla pdatospuuta eli muuttamalla joitakin
puun haaroja lehdiksi. Puun kasvattamisen voisi myds lopettaa ajoissa (pre-pruning, early
stopping), mutta puun suureksi kasvattamisen ja jalkikateen karsimisen (post-pruning) on
todettu olevan sitd parempi vaihtoehto (Breiman et al., 1984).

Péétéspuun karsimisessa on tavoitteena etsiéd alipuu, jolla on kaikkein pienin ennuste-
virhe testiaineistossa. Kaikkien mahdollisten alipuiden tarkasteleminen on usein lasken-
nallisesti mahdotonta, joten on valittava joukko alipuita, joita pystytddn vertailemaan.



Paatospuita voi karsia useilla eri menetelmilld, joista CART-algoritmin yhteydessé kdy-
tetddn cost-complexity-karsimista. Tassa titd weakest-link-karsimiseksikin kutsuttua me-
netelméé avataan Breimanin ja muiden (1984) sekd Jamesin ja muiden (2013) pohjalta.

Yksinkertaistettuna cost-complexity-karsimisessa luodaan sarja erikokoisia puita ja
valitaan niistd se, jonka puun koosta aiheutuvan sakon sisiltimé ennustetarkkuus on kai-
kista pienin. Menetelméssa siis luodaan puiden sarja To > T1 2 T2 ... D Toot, jOSsa puuta
karsitaan niin, ettd tdydestd puusta To on lopulta jarjelld vain juuri Troot. Puun sopivan
koon maédrittdmisessd kdytetddn viritysparametria a, jolla kontrolloidaan paitdospuun
kompleksisuutta kuvaavan lehtien lukuméérin |T| ja sen ennustevirheen R(T) vélistd suh-
detta (yhtalo 6).

R,(T) = R(T) + a|T| (6)

Puun ennustevirheen R(T) mittana kéytetdén samoja suureita kuin mallin rakentamisessa
eli regressiopuille jddnnosneliosummaa ja luokittelupuille luokitteluvirhettd, entropiaa tai
Gini-indeksid. Pidinvastoin kuin luokittelupuiden rakentamisessa, niiden karsimisessa
suositellaan ennustevirheen kéyttdmistd, silld tavoitteena on puu, jonka ennustetarkkuus
on mahdollisimman hyvi (James et al., 2013). Puun R(T) saadaan summaamalla yhteen
sen lehtisolmujen ennustevirheet R(t) (yhtilo 7).

R(T) = Y, R(t) (7)

teT

Cost-complexity-karsimisessa o:n alkuarvo a; on nolla, jolloin yhtdlén 6 minimoiva ali-
puu T = To. Téstd a:n arvoa kasvatetaan ja puuta karsitaan sitd mukaa, kun sakko o|T]|
kasvaa liian suureksi suhteessa ennustevirheeseen. Kussakin vaiheessa puusta karsitaan,
eli muutetaan lehdeksi, se alipuu T¢ (puun T alipuu, jonka juuri on solmu t), joka osoit-
tautuu puun heikoimmaksi lenkiksi eli o:n kasvaessa Tt on ensimmaéinen alipuu, jolla
Ru(Ty) ei ole endd pienempi kuin sen juurisolmun yhtéldssd 8 esitetty Rq(t). Yleisesti il-
man viritysparametria jokaisen haaran ennustevirhe on pienempi kuin sen juurisolmun,
eli R(Ty) <R(t).

R, () = R() + a ®)
Puusta siis karsitaan haara T, jonka juuren ennustevirheen R(t) ja solmujen ennustevir-
heiden R(T;) erotus on suhteellisesti pienin (yhtdlo 9). Taten Ti+1 = Ti - Tyi), kun Ti on
jokin puu sarjassa To > T1 2 T2 > ... D Troot.
o - RO~ R@)
$ TI-1

Viritysparametria ai+1 = g(ti) kasvatetaan ja uusia puita karsitaan, kunnes jiljelld on vain
juuri eli on saatu haluttu sarja puita, jotka asettuvat kompleksisuuksiltaan tdysikasvuisen
puun ja pelkén juuren vilille. Lopullinen karsittu puu valitaan ristiinvalidoimalla, jossa
aineistoa jaetaan osiin. Opetusaineistoilla luodaan useita tiysikasvuisia puita, joita karsi-
malla saadaan jélleen a:n sarjaa vastaavia sarjoja puita. Lopuksi kullekin puulle lasketaan
Ru(T) ja valitaan &, jota vastaavien ristiinvalidoitujen puiden keskiméérdinen Ry(T) on
pienin. Lopullinen karsittu puu on alkuperiisestd koko aineiston perusteella luodusta pui-
den sarjasta Ta, eli se, joka vastaa valittua @. Ristiinvalidointia tarkastellaan tarkemmin
luvussa 3, joka késittelee useisiin puihin perustuvia menetelmia.

)

Péétéspuiden etuna on, ettd algoritmin toimintaa on helppo seurata ja ymmartaa. Ennus-
teen muodostamista voi verrata ihmisen paitoksentekoon ja prosessia voi havainnollistaa



graafisesti. Paatospuut eivit ole kuitenkaan yksittdisind kilpailukykyisid ennustetarkkuu-
dessa, vaikka niitd karsittaisiin. Ne eivdt ole mydskédén robusteja, silld pienetkin muutok-
set aineistossa voivat johtaa suureen vaihteluun puissa, koska erot kumuloituvat hierark-
kisessa rakenteessa. Yksittdisten puiden sijaan kéytetddnkin useisiin puihin perustuvia
menetelmid, joita késitelldan luvussa 3. (James et al., 2013)

3 Useisiin paatospuihin perustuvat menetelmait

Yhdesti aineistosta voidaan rakentaa useita padtospuita erilaisilla otantamenetelmilld, ku-
ten ristiinvalidoimalla ja bootstrap-otannalla. Useiden puiden tuloksia yhdistelevét mene-
telmit parantavat ennustetarkkuutta ja pienentivét varianssia yksittdiseen padtospuuhun
verrattuna. Ristiinvalidointi ja bootstrap-otoksiin perustuva bagging ovat yleisid mallin-
parannusmenetelmii, eivétka siten rajoitu ainoastaan paitdspuihin.

3.1 Ristiinvalidointi

Ekonometriassa mallin hyvyyttd mitataan usein otoksen perusteella laskettavilla suu-
reilla, kuten selitysasteella lineaarisessa regressioanalyysissa. Koneoppimisessa keskei-
send tavoitteena on ennustaminen, joten mallia arvioidaan sen kyvylld ennustaa uusia
otoksen ulkopuolisia havaintoja — siis sellaisia, joita ei ole kdytetty mallin opettamiseen
tai sovittamiseen. Opetusaineistosta lasketun ennustevirheen (training error rate) sijaan
olennaista on otoksen ulkopuolisen ennustevirheen (test error rate) tarkasteleminen.

Yksinkertaisin tapa estimoida ennustevirhettd on jakaa aineisto satunnaisesti (ja tois-
tuvasti) opetus- ja validointiosaan, joista ensimmadiselld sovitetaan malli ja toisella laske-
taan ennustevirhe. Tdsséd tapauksessa ennustevirhe voi kuitenkin vaihdella suuresti riip-
puen siitd, mitkd havainnot sattuvat osumaan testaus- ja mitkd validointijoukkoon. Toi-
sekseen menetelma saattaa yliarvioida ennustevirhettd koko joukossa, kun mallin sovit-
tamiseen on kéytetty vain osajoukkoa. Niistd syistd mallin ennustekyvystd saadaan va-
kaampi kuva ristiinvalidoimalla (cross-validation, CV). (James et al., 2013)

K-kertaisessa ristiinvalidoinnissa (k-fold cross-validation) aineisto jaetaan k:n osa-
joukkoon, jossa s = 1, ..., k. Jokaiselle osajoukolle s sovitetaan k-1 osajoukkojen perus-
teella malli ja jéljelle jadvad osajoukkoa s kdytetddn validointiaineistona, eli sen perus-
teella lasketaan ennustevirhe. Lopullinen ennustevirheen arvio on ndiden k:n ennustevir-
heen keskiarvo. K-kertainen CV-estimaattori on esitetty yhtdlossa 10. Luokittelutehta-
vien yhteydessd Err; = I(yi # yi) eli vdirin luokiteltujen havaintojen lukuméaéri. Regres-
siotehtdvien ennustevirhettd Err; estimoidaan keskinelivirheelld MSE.

k
CV(k) = %Z ETT{ (10)

i=1
Tyypillisesti k:n arvoksi asetetaan 5 tai 10. Enimmilldédn aineisto voidaan jakaa n osa-
joukkoon, jolloin kyseessd on LOOCV-menetelmd (leave-one-out cross-validation).
Tamai olisi kuitenkin laskennallisesti hyvin raskasta, varsinkin jos aineisto on suuri ja
mallin sovittaminen vaatii paljon laskentaa. Toisaalta jo 5- ja 10-kertaisilla ristiinvali-
doinneilla on saatu hyvin 14helld todellista ennustevirhetti olevia estimaatteja. Liséksi k-



kertaisessa ristiinvalidoinnissa harhan ja varianssin suhde (bias-variance trade-off) on
LOOCV-menetelmdd edullisempi. Kun k = n, mallin sovittamiseen kdytetddn melkein
koko aineistoa, jolloin estimaattorin harha on pieni, mutta varianssi suuri, silld n opetus-
aineistoa ovat niin samanlaisia eli vahvasti korreloivia. Sekd harhan ettid varianssin on
todettu olevan suhteellisen pienid, kun k = 5 tai k = 10. (Hastie et al., 2016; James et al.,
2013)

Ristiinvalidointi on luotettava menetelmé ennustevirheen estimoimiseen, silld siind
koko aineistoa kéytetdén sekd mallin sovittamiseen ettd validointiin. Toisaalta yksittdisia
ennustevirheitd laskettaessa kéytetddn aina sellaista aineiston osaa, jota ei ole kéytetty
mallin opettamisessa. Liséksi ristiinvalidointia on mahdollista kdyttia silloinkin, kun ai-
neistoa ei ole pienen koon vuoksi mahdollista jakaa erillisiin opetus- ja validointiosiin.

Ristiinvalidointi ei rajoitu vain ennustevirheen estimoimiseen tai puumalleihin, vaan
se on yleinen uudelleenotantamenetelma (resampling method), jota voi soveltaa laajasti.
Luvussa 2.2 kuvattiin padtdspuun karsimista, jossa paras malli valittiin ristiinvalidoimalla
erilaisia vaihtoehtoja karsinnalle. Ristiinvalidointia kéytetddn siis sekd mallin arvioin-
nissa (model assessment) ettd valinnassa (model selection).

Aineistojen kokojen kasvaessa ristiinvalidointia voitaisiin soveltaa my6s ekonometri-
assa. Alan oppikirjoissa mallin valintaan liittyvid kysymyksii ei ole toistaiseksi painotettu
(Athey & Imbens, 2019). Menetelmié on kaytetty harvakseltaan empiirisessd mikrota-
loustieteessd (Einav & Levin, 2014), mutta Varianin (2014) mukaan ristiinvalidointia pi-
taisi kayttdd ekonometriassa paljon nykyistd enemman, silld hin pitda ristiinvalidoituja
suureita paljon realistisempina kuin taloustieteen perinteisid mallin sopivuuden mittoja
(goodness-of-fit measures). Chakraborty ja Joseph (2017) taas toteavat, ettd vaikka pie-
nimmaén nelidsumman menetelmén (ordinary least squares, OLS) estimaattorit ovat par-
haita lineaarisia harhattomia estimaattoreita (Best Linear Unbiased Estimator, BLUE),
niitd voitaisiin parantaa erityisesti mallin ennustuskyvyn nikékulmasta koneoppimisme-
netelmilla, kuten ristiinvalidoinnilla.

3.2 Bootstrap ja bagging

Ristiinvalidoinnin rinnalla toinen laajasti sovellettava ja tehokas uudelleenotantamene-
telmé on bootstrap. Bootstrap-menetelmdssd aineistosta Z = (z1, ..., zZa) otetaan B kappa-
letta kokoa n olevia satunnaisotoksia takaisinpalauttaen. Lukuméérd B voi olla esimer-
kiksi sata tai tuhat. Otantamenetelmén takia bootstrap-otoksessa voi olla useita esiintymié
yhdesti havainnosta eikd bootstrap-otos Z™ titen vastaa alkuperiisti aineistoa Z, vaikka
otokset ovat samankokoisia. (Hastie et al., 2016)

Bootstrap-otoksista Z™ voidaan laskea miki tahansa suure S(Z), jonka jélkeen sille
muodostuvaa jakaumaa voidaan arvioida. Bootstrap-menetelmai kédytetddn monin eri ta-
voin, mutta yleisimmin parametriestimaatin tai tilastollisen menetelmén tarkkuuden arvi-
oimiseen. Bootstrap-otoksista muodostuvan jakauman avulla voidaan estimoida muun
muassa keskihajontaa, esimerkiksi regressiokertoimen keskivirhetté lineaarisessa regres-
siossa. Bootstrap-menetelma sopii erityisesti tilanteisiin, joissa keskihajontaa ei ole mah-
dollista laskea muulla tavoin. (James et al., 2013)
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Sen liséksi, ettd bootstrap-otantaa voidaan kdyttdd ennustamisen tai parametriestimaat-
torien tarkkuuden arvioimiseen, sen avulla on myds mahdollista parantaa néiti estimaat-
toreita tai menetelmid itsesséén. Bootstrap-otoksista laskettavien keskiarvojen eli baggin-
gin (tulee sanoista bootstrap aggregation) avulla voidaan vihenti4 varianssia.

My0s bagging on yleinen menetelmi, mutta sitd on sovellettu erityisesti paatdspuu-
malleissa. Esimerkiksi James ja muut (2013) késittelevét baggingia juuri paatospuume-
netelmien yhteydessd. Kuten luvussa 2 todettiin, yksittdisten padtospuiden ennustetark-
kuus ei ole kovin hyvi ja niiden varianssi on suuri. Bagging-menetelmissi opetusaineis-
tosta rakennetaan useita eri paatdspuita bootstrap-otosten perusteella ja mallin tavoite-
muuttujan arvo y on yksittdisten puiden antamien ennusteiden keskiarvo (yhtédlo 11). Kun
kyseessd on regressiopuiden sijaan luokittelupuut, keskiarvon tilalla kdytetddn moodia eli
yleisintd ennustetta (majority vote).

~ 1 B b
Frg) = 5 2% F @) (10
b=1

Bagging-menetelméssd puut kasvatetaan tdyteen mittaansa, eikd niitd karsita. Néin yh-
delld puulla on siis korkea varianssi, mutta pieni harha. Bagging pienentié varianssia,
mutta ei muuta harhaa. Néin ennustetarkkuutta voidaan parantaa huomattavasti epava-
kaissa menetelmissa, kuten paatospuissa. (Hastie et al., 2016)

James ja muut (2013) kayttivit bootstrap-menetelmén yhteydessi taloustieteen esi-
merkkejé, kuten kokonaisriskin eli tuoton varianssin minimoimista tilanteessa, jossa koh-
teeseen X sijoitetaan osuus o ja kohteeseen Y osuus 1—a kiytettdvistd varoista. Ekono-
metriassa bootstrap onkin tunnettu, vaikka baggingia kaytetdan harvoin (Varian, 2014).

3.3 Satunnaismetsiat

Satunnaismetsdlld (random forest) parannetaan bagging-menetelméé lisidmalla paatos-
puiden rakentamisessa kiytettivien muuttujien valintaan satunnaisuutta. Luvussa 2.1 ku-
vatussa menetelmissd parhaimman jakoehdon (s, j) etsimisessd kdytetdan kaikkia jiljella
olevia muuttujia, kun taas satunnaismetsissé jokaisessa jaossa poimitaan satunnaisotos m
ennustajista p.

Muuttujien satunnainen valinta vdhentaa erittdin vahvoista ennustajista johtuvaa kor-
keaa korrelaatiota puiden vélilld. Jos suuri osa bootstrap-otoksista rakennetuista puista
kayttdd samoja hyvin ennustekykyisid muuttujia jaoissaan, puut muistuttavat toisiaan ja
niiden ennusteet korreloivat keskendén. Mitd suurempi puiden vilinen korrelaatio on, sitid
vihemmén bagging-ennusteen (yhtdld 11) varianssi pienenee — ja sitd vihemmain bag-
ging-menetelmistd saadaan hyotyéd yksittdiseen pdatdspuuhun verrattuna. (James et al.,
2013)

Jos aineistossa on paljon keskendén korreloivia tai ennustamiseen hyddyttomid muut-
tujia (noise), attribuuttien osajoukon koon m taytyy olla tarpeeksi pieni. Toisaalta miti
suurempi m on, sitd vahvempi korrelaatio puiden vililld on. Luokittelupuille suositellaan
oletusarvoksi m = \/Z ja regressiopuille m = p/3. Parametrin arvoa voidaan kuitenkin

saatad tilanteeseen sopivaksi. Mikéli satunnaismetsié kasvattaessa m = p, menetelma vas-
taa baggingia. (Hastie et al., 2016; James et al., 2013)
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Satunnaismetsédmalli muodostetaan siis ottamalla opetusaineistosta Z = (zy, ..., z,) B
kappaletta kokoa n olevia bootstrap-otoksia Z'®. Jokaisen otoksen Z™ perusteella raken-
netaan padtdspuu luvussa 2.1 kuvatulla tavalla — silld poikkeuksella, ettd kussakin jaossa
kédytetddn vain satunnaisotosta muuttujista. Kuten baggingissa, puita ei karsita ja mallin
lopullinen ennuste méardytyy luokittelutehtévissd puiden yleisimmén ennusteen ja reg-
ressiossa ennusteiden keskiarvon mukaan.

Satunnaismetsii pidetddn suosittuna ja tehokkaana ennustusmenetelmini (Athey &
Imbens, 2019; Biau & Scornet, 2016; Breiman, 2001; Hastie et al., 2016). Ohjattujen
koneoppimismenetelmien suorituskykyjen vertailussa se sijoittui toiseksi tehostettujen
puiden (boosted trees) jalkeen (Caruana & Niculescu-Mizil, 2006). Satunnaismetsad vaatii
vahén viritystd (tuning) (Biau & Scornet, 2016) eiki juurikaan ylisovita suurten lukujen
lakiin perustuen (Breiman, 2001). Lisdksi satunnaismetséd toimii erinomaisesti myos ti-
lanteissa, joissa muuttujia on paljon enemmén kuin havaintoja (Biau & Scornet, 2016) ja
selittdvit attribuutit ovat seka kvalitatiivisia ettd kvantitatiivisia.

Athey ja Imbens (2019) esittivét, ettd satunnaismetsit voidaan yhdistdd perinteisiin
ekonometrisiin menetelmiin useilla tavoilla. Luvussa 4 tarkastellaan esimerkiksi syy-seu-
raussuhteiden selvittdmiseen kehitettyd kausaalimetséa.

Useisiin puihin perustuvissa menetelmissé ennustetarkkuus ja vakaus paranevat merkit-
tavésti verrattuna yksittdisiin puihin. Kuitenkin, siind missa yksittiisid padtospuita pide-
tadn helposti tulkittavina, bagging ja satunnaismetsi ovat erddnlaisia mustia laatikoita,
joissa ennusteen muodostumista ja siithen vaikuttavia tekijoitd ei nde selvisti. Toisaalta
menetelmien tarkoituksena ei ole kuvailla tai selittdd ilmiotd vaan ennustaa, ja siind ne
onnistuvat verraten hyvin. Erityisesti poliittista padtoksentekoa tukevassa empiirisessi
taloustieteessd halutaan kuitenkin tietdd tarkemmin, mitkd yksittdiset muuttujat vaikutta-
vat lopputulemaan ja milld tavalla. Télloin siis ollaan kiinnostuneita selittivien muuttu-
jien painokertoimista B, kun koneoppimisessa keskitytddn y:hyn. Tétd ja muita koneop-
pimisen ja ekonometrian eroavaisuuksia sekd niiden yhteensovittamista kasitelldén tar-
kemmin luvussa 4.

4 Satunnaismetsat ekonometriassa

Ekonometria on talousteorian, matematiikan, tilastotieteen ja empiiristen aineistojen yh-
distdmistd. Kuten koneoppimisessa, my0s ekonometriassa keskeistd on mallintaminen,
mutta sen tavoitteena ei ole ensisijaisesti ennustaminen, vaan talousteorioiden testaami-
nen, muuttujien vélisien riippuvuuksien tutkiminen ja politiikkasuositusten tekeminen.
Myds mallin muodostaminen poikkeaa koneoppimisesta, jossa se on tdysin dataperus-
taista. Perinteisessd ekonometrisessa mallinmuodostusprosessissa teoriasta johdettu hy-
poteesi puetaan matemaattisen mallin muotoon ja parametrien estimoimisen jélkeen hy-
poteesia testataan erindisillé tilastollisilla testeilld, kuten lineaarisessa regressioanalyy-
sissa kertoimien t-testilld tai koko mallin F-testill.

Koneoppimisessa niin mallin muodon, sen siséltimien muuttujien kuin valittujen
muuttujien kertoimia vastaavien painojen (weights) mairittiminen tapahtuu algoritmi-
sesti aineiston perusteella. Ekonometriassa muuttujia voidaan valita ja testata jopa késin.
Koneoppimisessa mallia ja sen kannalta olennaisia muuttujia ei aina ole edes mahdollista
tarkastella, mikali malli on liian monimutkainen tai sitd ei tunneta lainkaan.
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Ekonometriassa mallin muodostamista seuraa joukko diagnostisia tarkasteluja. Esi-
merkiksi OLS-regressiossa pelkdstddn virhetermid koskevia testejd on useita, silld teo-
reettisesti on todettu, etté tietyt ehdot tdyttavé estimaattori on paras lineaarinen harhaton
estimaattori (BLUE). Koneoppimisessa estimaattorien tilastollisia ominaisuuksia ei ole
juurikaan tarkasteltu (Athey & Imbens, 2019).

Tilastollisten ominaisuuksien sijaan koneoppimismalleja arvioidaan puhtaasti empiri-
alla eli mallin kyvylld ennustaa otoksen ulkopuolisia havaintoja, missd koneoppimisme-
netelmédt ovat perinteisid ekonometrisia malleja parempia. Ekonometriassa esimerkiksi
ylisovittuminen on saanut vihemmén huomiota kuin koneoppimisessa (Athey & Imbens,
2019), ja mallin sopivuutta mitataan usein otoksen sisdiselld suureella, kuten selitysas-
teella lineaarisessa regressiomallissa.

Fundamentaalisisin ero lienee se, ettd koneoppimismallien tavoitteena on mahdolli-
simman hyvéa ennustetarkkuus, siind missd ekonometriassa on vuosikymmenia keskitytty
kausaalivaikutuksen eli syy-seuraussuhteiden selvittdmiseen, vaikka etenkin makrota-
loustieteessd on pitkdt perinteet esimerkiksi talouskasvun ennustamisesta. Mahdollista
suurista tietoaineistoista seuraavaa siirtyméad kausaalisuhteista ennustamiseen on kuvailtu
jopa vallankumoukselliseksi (De Mol et al., 2017). Kausaalisuhteita ja ennustamista ei
kuitenkaan tarvitse pitdd tdysin vastakkaisina ja varsinkaan toisiaan pois sulkevina. Esi-
merkiksi Mullainathan ja Spiess (2017) argumentoivat, ettd monet pééttelyongelmat si-
sdltdvit kdytdnndssd ennustamista.

Chakrabortyn ja Josephin (2017) mukaan ekonometrian suurimpia haasteita koneop-
pimisessa ovat kausaalivaikutuksen ja ennustamisen eroavaisuus, mallin tulkittavuus ja
aikasarja-analyysi. Seuraavissa luvuissa esitellddn muutamia esimerkkejd, kuinka satun-
naismetsid jalostamalla on pyritty ratkomaan néitd ongelmia ja yhdistiméén koneoppimi-
seen ekonometrikoille tarkeitd syy-seuraussuhteiden selvittimista seka tilastollista paét-
telya.

4.1 Kausaalimetsat

Kuten edelli esitettiin, ekonometriassa tarkastellaan usein muuttujien kahdenvilisid kau-
saalisia suhteita eli yritetddn selvittdd, kuinka x:n muutos vaikuttaa y:hyn, kun kaikki
muut muuttujat pysyvit ennallaan. Lahestymistapa poikkeaa suuresti koneoppimisesta,
jossa tavoitteena on ennustaminen, eikd yksittdisten muuttujien merkitsevyyttd tarkas-
tella. Tdtd fundamentaalista eroa voidaan pitdé yhtend selityksend sille, miksi ekonomistit
ovat ottaneet koneoppimisen empiirisien menetelmiensi osaksi huomattavasti tilastotie-
teilijoitd hitaammin (Einav & Levin, 2014; Athey & Imbens, 2019).
Kausaalivaikutusten arvioimista koneoppimisen avulla on tutkittu viime vuosina kas-
vavissa midrin; esimerkiksi Athey ja Imbens (2017; 2019) sekd Wager ja Athey (2018)
ovat koonneet aiheesta kirjoitettuja julkaisuja. Luvussa 3.3 esiteltyihin satunnaismetsiin
perustuva kausaalimetsd (Wager & Athey, 2018) on ensimméinen koneoppimismene-
telmad, jolla syy-seuraussuhteita voidaan arvioida tavalla, joka mahdollistaa tilastollisen
paattelyn eli luottamusvilien laskemisen ja hypoteesien testaamisen.
Syy-seuraussuhteita arvioidaan empiirisessd taloustieteessa usein toimenpiteen keski-
mddrdiselld vaikutuksella (average treatment effect, ATE). Kausaalivaikutus yksil66n
voidaan mairitelld mahdollisten lopputulemien (potential outcomes) vilisend erotuksena
Ti = Yi(0) - Yi(1), jossa Yi(0) tarkoittaa tilannetta, jossa havainto ei ole toimenpiteen koh-
teena, eli kuuluu kontrolliryhmaén, ja Yi(1) tilannetta, jossa tdma kuuluu koeryhmaéén.
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Yksilollisesti molempia lopputulemia ei voida havainnoida, silld kukin havainto kuu-
luu joko koe- tai kontrolliryhmédn (“fundamental problem of causal inference”). Siksi
tarvitaan oletus ehdollisesta riippumattomuudesta (unconfoundedness), joka tarkoittaa,
ettd kaikki koetta mahdollisesti ’sekoittavat” eli molempien lopputulemien kanssa korre-
loivat tekijdt tunnetaan ja paatelmid voidaan tehdd, kun seké kontrolli- ettd koeryhméssi
”sekoittavien” muuttujien arvot ovat samoja.

Toimenpiteen, esimerkiksi poliittisen padtoksen, vaikutukset ovat usein heterogeenisii
eli ne vaihtelevat eri ryhmien vililld. Tietoaineistojen kasvaessa on mahdollista tarkas-
tella keskiméddraisen vaikutuksen lisdksi myds nditd osajoukkoja eli toimenpiteen hetero-
geenisid vaikutuksia (heterogenous treatment effects).

Atheyn ja Imbensin (2016) esittelemat kausaalipuut (causal trees) pyrkivit tunnista-
maan alaryhmié, joissa toimenpiteiden keskiméardiset vaikutukset ovat erilaisia. Kausaa-
lipuut perustuvat regressiopuihin (Breiman et al., 1984), mutta niiden rakentaminen poik-
keaa luvussa 2.1 esitetystd menetelmésti kahdella tavalla. Ensinnékin aineiston rekursii-
vinen jakaminen perustuu toimenpiteen vaikutuksen keskivirheeseen ennusteen keskivir-
heen sijaan. Toiseksi samaa aineistoa ei kdytetd sekd mallin rakenteen valitsemiseen
(puun kasvattaminen ja karsiminen) ettd valitun mallin estimoimiseen (lehtien arvojen
laskeminen). Kausaalipuun lehdissd on toimenpiteen vaikutus ja luottamusvili kyseiselle
osaryhmidlle.

Kausaalipuiden heikkoudet ovat samoja kuin péétospuilla yleisesti: ne ovat epiva-
kaita, eli pienetkin muutokset aineistossa voivat johtaa suuriin muutoksiin puussa. Lisdksi
kausaalipuun estimaatit toimenpiteen vaikutukselle eivit ole yksildllisid, silld yhdessi
lehdessa jokaisella sen havainnolla on sama toimenpiteen arvioitu vaikutus. Useiden kau-
saalipuiden yhdistdminen eli kausaalimetsd (causal forest) mahdollistaa osajoukkojakin
tarkemman tarkastelun eli toimenpiteen yksildllisen vaikutuksen arvioimisen. Kuten sa-
tunnaismetsédssd, myos Wagerin ja Atheyn (2018) kehittdimissd kausaalimetsdssd mallin
lopullinen kohdemuuttujan arvo on puiden lopputulemien keskiarvo.

Wager ja Athey (2018) osoittavat, ettd tiettyjen ehtojen vallitessa kausaalimetsén esti-
maatit toimenpiteen heterogeeniselle vaikutukselle ovat asymptoottisesti normaalisti ja-
kautuneita ja harhattomia eli asettuvat ehdollisen keskiarvonsa ympdrille. He esittivit
my0s estimaattoria toimenpiteen heterogeenisen vaikutuksen varianssille, mikd mahdol-
listaisi luottamusvilien arvioimisen. Vaikka tulokset vaikuttavat lupaavilta, tutkijoiden
itsensd mukaan pédatdspuumenetelmilld kausaalivaikutuksen estimoiminen vaatii jatko-
tutkimusta erityisesti havaintojen jakoehdoissa.

4.2 Yleistetyt satunnaismetsit

Yleistetty satunnaismetsd (generalized random forest) muistuttaa ldheisesti kausaalimet-
sdad (Wager & Athey, 2018) mutta ei ole tdysin yhtenevé edes kausaalisuhteisiin sovellet-
taessa. Kuten kausaalimetsissd (Wager & Athey, 2018), my0s yleistetyssa satunnaismet-
sdssd (Athey et al., 2019) estimaatit on osoitettu johdonmukaisiksi ja asymptoottisesti
normaalisti jakautuneiksi. Liséksi tilastolliseen pééattelyyn tarvittava varianssin estimaat-
tori on esitetty. Yleistetyssd satunnaismetsdssid tavoitteena on ollut perid satunnaismetsin
hyvét ominaisuudet, kuten vakaus ja helppokayttdisyys, mutta laajentaa sovellettavuutta
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muuhunkin kuin ennustamaan ehdollista keskiarvoa, luokkaa tai toimenpiteen heterogee-
nistd tai keskimaérdista vaikutusta.

Yleistetty satunnaismetsi (Athey et al., 2019) perustuu luvussa 3.3 esitettyihin satun-
naismetsiin (Breiman, 2001), siten ettd padtdspuut kasvatetaan bootstrap-otoksiin perus-
tuen, aineistoa jaetaan rekursiivisesti ja parasta jakoa etsittdessi kdytetddn vain osaotosta
muuttujista. Ero syntyy aineiston jakoehdoista ja ennusteen muodostamistavasta. Lisdksi
yleistetyssd satunnaismetsissd kdytetddn luvun 4.1 kausaalimetsien (Athey & Wager,
2018) yhteydesta tuttua aidoksi” (honest) kutsuttua mallin rakentamistapaa, jossa samaa
aineistoa ei kdytetd sekd mallin rakenteen valitsemiseen ettd valitun mallin estimoimi-
seen.

Yleistetyssd satunnaismetsdssd puun solmuissa etsitddn jakoa, joka lisdisi mahdolli-
simman paljon muodostuvien osajoukkojen heterogeenisyyttd. Koska menetelmdd voi-
daan kiyttdd hyvin erilaisiin tarkoituksiin — yleistetyn satunnaismetsdan R-pakkauksessa
grf (Tibshirani et al., 2020) on omat funktionsa esimerkiksi kvantiilimetsélle ja todenna-
koisyysmetsille — rekursiivisen jakamisen sdént6 on méériteltdva tapauskohtaisesti niin,
ettd se pystyy havaitsemaan heterogeenisyyttd juuri siind asiassa, josta ollaan kiinnostu-
neita. (Athey et al., 2019)

Toisin kuin perinteisessd satunnaismetséssd, yleistetyssd satunnaismetsédssi koko mal-
lin ennustetta ei lasketa puiden ennusteiden keskiarvon tai moodin perusteella. Ennustetta
muodostettaessa testihavainto x ikddn kuin luokitellaan johonkin lehteen (push down) jo-
kaisessa puussa ja sitten opetushavainnoille S annetaan painokertoimet sen mukaan,
kuinka usein ne tulevat luokitelluksi samaan lehteen kuin testihavainto x. Mallin lopulli-
nen ennuste lasketaan ndiden painotettujen naapureiden perusteella tavalla, joka sopii ky-
seiseen metsddn. Esimerkiksi yleistetylld satunnaismetsélld tehtdvissé regressiossa laske-
taan naapureiden keskiarvo, jolloin ennusteen muodostaminen vastaa perinteisti regres-
siometsédd. (Athey et al., 2019)

Algoritmi 2 (Athey et al., 2019) havainnollistaa yleistetyn satunnaismetsidn toimintaa.
Siind viritysparametri B eli bootstrap-otosten mééra on méadritelty etukateen. Funktio nol-
lat() luo nollia siséltdvén opetushavaintojen mééirin pituisen vektorin ja jaaOtos() jakaa
aineiston satunnaisesti kahteen erilliseen (non-overlapping) tasakokoiseen osaan. Funktio
naapurit() taas palauttaa joukon J, havainnot, jotka tulevat luokitelluksi samaan lehteen
kuin testihavainto x. Kohdemuuttujan y arvo muodostetaan funktiossa ennuste() paino-
tettujen naapurihavaintojen perusteella.

Algoritmi 2 Yleistetty satunnaismetsi

Input: opetushavainnot S, testihavainto x, puiden méérid B
Output: ennuste
painovektori o <—nollat(|S|)
for b =1 to puiden mééri B do
joukko havaintoja I «<— bootstrap-otos(S)
Joukot havaintoja J1 ja J2 < jaaOtos(I)
puu T « paitospuu(Ji)
N « naapurit(x, T, J2)
for each havainto h in N do
a[h] += 1/|N|
return ennuste(a, B)



-15-

Kausaalimetsd (Athey et al., 2019) on yksi yleistetyn satunnaismetsén sovelluksista,
mutta samasta nimestddn huolimatta se ei vastaa luvussa 4.1 esiteltyd kausaalimetsidi
(Wager & Athey, 2018). Kausaalimetséssa (Athey et al., 2019) aineistoa jaettaessa mak-
simoidaan lapsisolmujen toimenpiteen vaikutusten erotus ja ennuste muodostetaan pai-
notettujen naapurihavaintojen perusteella yleiseen satunnaismetsddn kuuluvalla tavalla.
Athey ja muut (2019) saivat simulaatiokokeissaan uudemmilla kausaalimetsilld pienem-
pid keskinelidvirheitd kuin aikaisemmin esitetyilld kausaalimetsilld (Athey & Wager,
2018).

Satunnaismetsien jalostaminen ekonometriassa sovellettavaksi on keskenerdinen ja
kdynnissd oleva prosessi. Yksi uusimmista menetelmistd on yleistettyjen satunnaismet-
sien R-pakkaukseenkin grf sisdltyvd lineaarinen paikallismetsd (local linear forest)
(Friedberg et al., 2020), joka pyrkii parantamaan satunnaismetsien kykya hyodyntdi vah-
voja paikallisia trendejd. My0s lineaarinen paikallismetsd mahdollistaa tilastollisen péét-
telyn ja tuo siten koneoppimista ldhemmaiksi perinteisen ekonometrian vaatimuksia ja
tottumuksia.

5 Johtopaatokset ja keskustelu

Péaatospuumenetelmit ja satunnaismetsit on todettu erittiin suorituskykyisiksi ja vaativat
vihén viritystd verrattuna monimutkaisempiin koneoppimismenetelmiin. Syvioppimista
ja neuroverkkoja ei ole osoitettu yleispatevésti satunnaismetsii ylivertaisemmiksi, ja At-
hey ja Imbens (2019) epdilevit, ettemme sellaisia vertailuja tule ndkemaankaén.

Paitospuihin perustuvat koneoppimismenetelmait peittoavat perinteiset ekonometriset
lahestymistavat erityisesti, kun muuttujien véliset yhteydet ovat epdlineaarisia ja moni-
mutkaisia. Sen sijaan lineaarisien yhteyksien mallintamiseen perinteiset menetelmét saat-
tavat sopia edelleen paremmin (James et al., 2013), vaikka lineaariset paikallismetsét
(Friedberg et al., 2020) pyrkivét paikkamaan titd puutetta satunnaismetsissd. Etuina sa-
tunnaismetsédssd selittdvit muuttujat voivat olla samassa mallissa sekéd laadullisia ettd
madrillisid, ja niiden madra voi ylittdd jopa havaintojen maérén, silld ylisovittumisen kor-
jaaminen ja muuttujien valinta ovat sisddnrakennettuina malliin.

Kuten Athey ja Imbens (2019) huomauttavat, perinteiset koneoppimismenetelmat ei-
viét sovi aina sellaisinaan tai lainkaan ekonometriaan. Niitd ei kuitenkaan kannata hylata
korjattavissa olevien puutteiden vuoksi. Vield 2010-luvun alussa ekonomisteja pidettiin
korkeintaan koneoppimismenetelmien kuluttajina (Einav & Levin, 2014), mutta sittem-
min ekonometriassa on jatkojalostettu erityisesti satunnaismetsid (Athey & Imbens, 2016;
Wager & Athey, 2018; Athey et al., 2019; Friedberg et al., 2020).

Kausaalivaikutuksen estimoimisen ja ennustamisen eroavaisuus toistuu laajasti suuria
tietoaineistoja ja koneoppimista kisittelevéssd ekonometrisessa kirjallisuudessa. Satun-
naismetsdd onkin kustomoitu ekonometriaan esimerkiksi mahdollistamalla syy-seuraus-
suhteiden arvioiminen ja sdadtdmalld menetelmad niin, ettd estimaattoreilta toivottavat ti-
lastolliset ominaisuudet, kuten asymptoottinen normaalius, pystytdédn todistamaan. Kone-
oppimisen tydkaluista on tulossa normi useilla eri tieteenaloilla ja my6s ekonomistien on
sopeuduttava sithen sdilyttden samalla perinteisen soveltavan ekonometrian vahvuudet
(Athey & Imbens, 2019).
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Ennustamisen liséksi koneoppimisesta on tarttunut ajatus taloustieteellisen tutkimuk-
sen siirtymaéstd kohti aineistoldhtdisempéd tyoskentelyi, jossa oikeaa tutkimuskysymysti
etsitddn dataa késittelemilld hypoteesi- tai malliperusteisen ldahestymistavan sijaan.
D’Orazion (2017) mukaan taloustieteessé ei ole vield omaksuttu tieteen neljéttd paradig-
maa, jolle ominaista on dataintensiivisyys, mutta luonnontieteiden (“hard” sciences) pe-
rdssd suunnataan kohti laskennallista aineistoihin ja algoritmeihin perustuvaa taloustie-
dettd (data-driven computional agent-based economics).

yhtend suuriin tietoaineistoihin liittyvinéd haasteena, mutta toisaalta Taylorin ja muiden
(2014) mukaan monet ekonomistit ovat koodanneet, minké luulisi helpottavan uusien tyo-
kalujen haltuun ottamista. Esimerkiksi tdssd tutkielmassa esiteltdvit koneoppimismene-
telmat ovat kenen tahansa kéytettdvissd ilman erityisid pohjatietoja, mutta, kuten Mullai-
nath ja Spiess (2017) huomauttavat, uusien menetelmien kiyttdminen niitd tuntematta voi
johtaa virhetulkintoihin. Tietojenkisittelyn olisikin paistdvd yhéd laajemmin matematii-
kan ja tilastotieteen rinnalle taloustieteen menetelmiopinnoissa, mikili Einavin ja Levi-
nin (2014) esittimén toiveen ekonomistien ja ’data scientistien” ldhentymisestd haluaisi
toteutuvan.

Tutkielmani kirjoitusprosessi on muistuttanut ahnetta algoritmia, jossa ratkaisuja ei
tehdd kokonaisuuden vaan juuri silld hetkelld olevan tiedon perusteella. Kirjoittaminen
ennen kokonaisuuden hallitsemista nikyy erityisesti neljdnnessa luvussa, jossa pioneerina
merkittdvdt, mutta sittemmin paremmilla menetelmilld korvautuneet, kausaalimetsit
(Wager & Athey, 2018) saattavat saada ansaitsemattoman suurta huomiota.

Taloustiede ja eldma ovat resurssien allokoimista niukkuuden vallitessa. Kisiteltdviin
asioihin ldheisesti liittyvid, mutta tdssd tutkielmassa sivuuttamiani asioita ovat esimer-
kiksi tehostaminen (boosting), ldhimmén naapurin menetelmd, Lasso- ja Ridge-regres-
siot, suurimman uskottavuuden menetelmi, Kernel-funktiot, yleistetty momenttimene-
telma (generalized method of moments) sekd satunnaismetsien ’suoraviivaisuus” (lack of
smoothness). Mikili paatdspuumenetelmiin ja erityisesti satunnaismetsien jalostamiseen
ekonometriassa haluaisi perehtya titd kirjallisuuskatsausta laajemmin, edelld mainittujen
késitteiden selvittdiminen voisi olla hyodyllistd. Liséksi tyydyin késitteleméén satunnais-
metsdestimaattorien tilastollisia ominaisuuksia vain maininnan tasolla. Niihin syventymi-
nen olisi ensiarvoisen tirkedd pikemmin ekonometriassa kuin tietojenkésittelytieteessa.

Suomeksi koneoppimisesta ja taloustieteestd ndyttavét julkaisseen 1dhinnd Teemu Pek-
karinen (Pekkarinen, 2018) ja Jukka-Pekka Jauhiainen pro gradu -tutkielmassaan (Jauhi-
ainen, 2019). Kansainvilisestikin tarvetta lisdtutkimukselle on paljon; kausaalivaikutuk-
sen ja tilastollisen paittelyn yhdistdmistd koneoppimiseen voisi tutkia lisdd paatdspuu-
menetelmilld, tai esimerkiksi neuroverkoilla. My0s taloustieteelle tyypillisten aikasarja-
ja paneeliaineistojen suunnalta voisi 16ytya tutkimusaukkoja.

Lopuksi haluan muistuttaa, ettd vaikka joitain mahdollisia muutoksia taloustieteessi
voidaan kutsua jopa vallankumouksellisiksi, monet seikat pysyvét ennallaan aineistojen
dimensioiden kasvaessa ja uusia menetelmid omaksuttaessa. Prasanna Tambe on kuvail-
lut big datan merkitysté taloustieteessd analogian avulla: ”’[M]onin tavoin tarkastelemme
samoja kysymyksié kuin ennenkin, mutta olemme vain saaneet mikroskoopin™ (Taylor et
al., 2014, s. 4), ja samaa voisi sanoa koneoppimisestakin. Sascha Becker puolestaan on
muistuttanut, ettd on yha tarpeellista tuntea talousteoriaa ymmartddkseen ja tulkitakseen
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tuloksia, vaikka mallintaminen olisi aineistoldhtéisempdd (Taylor et al., 2014). Niin péa-
tospuumenetelmét kuin koneoppimisen yleensé voi nahda substituuttihyddykkeen eli kor-
vaavan tuotteen sijaan komplementtihyddykkeend eli tdydentévina vaihtoehtoina perin-
teisille ekonometrisille menetelmille.
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